UNIVERSIDADE DE SAO PAULO
INSTITUTO DE FISICA

Generalizacao e Robustez: Aprendizagem
em Redes Neurais na Presenca de Ruido

Roberta Simonetti

T et

Sao Paulo para obtencao do
titulo de Doutor em Ciéncias

Banca Examinadora : N W

Prof. Dr. Nestor Felipe Caticha Alfonso (orientador)
Profa. Dra. Alba Theumann (IF -UFRGS)

Prof. Dr. Carlos Eugenio Imbassahy Carneiro (IF -USP)
Profa. Dra. Rita Maria Zorzenon dos Santos (IF - UFF)
Prof. Dr. Silvio Roberto Salinas (IF - USP)

\Nﬁ@ SAO PAULO
QG’ i 1997




FICHA CATALOGRAFICA
Preparada pelo Servico de Biblioteca e Informacdo
do Instituto de Fisica Universidade de Sao Paulo

Simonetti, Roberta
Generalizagio e robustez: aprendizagem em
redes neurais na presenca de ruido. S&o Paulo, 1997.

Tese (Doutorado) - Universidade de Séo Paulo.
Instituto de Fisica - Departamento de Fisica Geral

Area de Concentragio: Fisica do Estado Sélido

Orientador: Prof. Dr. Nestor Felipe Caticha Alfonso

Unitermos: 1. Mecinica estatistica; 2. Redes
neurais artificiais; 3. DinAmicas de aprendizagem;
4. Generalizagio; 5. Processos estocasticos.

USP/IFISBI - 13/97




Ao meu querido
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El que sueria sin luchar,
no llega.

El que lucha sin sofiar,
no sirve.
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Neste trabalho investigamos o aprendizado supervisionado on-line, com énfase nas
habilidades de generaliza¢do, de redes neurais feedforward. O estudo de algoritmos de apren-
dizagem 6timos, no sentido da generalizacio, é estendido para duas diferentes classes de
arquiteturas: a mdquina paridade com estrutura de drvore e K unidades escondidas, e o
perceptron reversed wedge, uma mdquina de uma camada com funcio de transferéncia nio
monotonica. O papel do ruido é de fundamental importancia na teoria de aprendizagem.
Neste trabalho estudamos os processos com ruido que podem ser parametrizados por uma
unica quantidade, o nivel de ruido. No caso da mdquina paridade analisamos o aprendizado
na presenga de ruido multiplicativo (na saida). O algoritmo Stimo é muito superior aos algo-
ritmos de aprendizagem até entdo apresentados, como o algoritmo de minima acao (LAA),
como podemos ver, por exemplo, através do comportamento do erro de generalizagdo que
decal, apds a apresentagao de p exemplos, com 1/p ao invés de 1/p*/® como no caso do LAA.
Além deste fato, observa-se que nao existe um nivel de ruido critico a partir do qual a rede
nao é capaz de generalizar, como ocorre no LAA. Além do ruido multiplicativo, no caso do
perceptron reversed wedge consideramos também o ruido aditivo. Analisamos a fungao de
modulagao fornecida pelo algoritmo Stimo e as curvas de aprendizagem. A aprendizagem
étima requer o uso de pardmetros que usualmente nio estio disponiveis. Neste caso estu-
damos a influéncia da utilizagio de uma estimativa do nivel de ruido sobre as curvas de
aprendizado. Estes resultados sdo apresentados na forma do que chamamos de diagrama
de robustez, no espago de nivel de ruido real versus nivel de ruido estimado. As linhas de
transigao deste diagrama definem regiées com comportamentos dinamicos diferentes. Entre
as propriedades mais interessantes encontradas, destacamos a universalidade do diagrama
de robustez para ruido multiplicativo, uma vez que é exatamente o mesmo para a maquina
paridade e comité com estrutura de 4rvore, e para o perceptron reversed-wedge. Entretanto,
esta universalidade nao se estende para o caso de ruido aditivo, uma vez que, neste caso, os
diagramas dependem da arquitetura em questio.



In this work online supervised learning is investigated with emphasis on the genera-
lization abilities of feedforward neural networks. The study of optimal learning algorithms,
in the sense of generalization, is extended to two different classes of architectures; the tree
parity machine (PM) with K hidden units and the reverse wedge perceptron (RWP), a single
layer machine with a non monotonic transfer function. The role of noise is of fundamen-
tal importance in learning theory, and we study noise processes which can be parametrized
by a single quantity, the noise level. For the PM we analize learning in the presence of
multiplicative or output noise. The optimal algorithm is far superior than previous learning
algorithms, such as the Least Action Algorithm (LAA), since for example, the generalization
error’s decay is proportional to 1/p instead of 1/p'/® for the LAA, after p examples have
been used for training. Furthermore there is no critical noise level, beyond which no genera-
lization ability is attainable, as is the case for the LAA. For the RW perceptron in addition
to multiplicative noise we also consider additive noise. The optimal algorithm modulation
function and the learning curves are analized. Optimal learning requires using certain usually
unavailable parameters. In this case, we study the influence that misevaluation of the noise
levels has on the learning curves. The results are presented in terms of what we have called
Robustness Phase Diagrams (RPD), in a space of real noise level against assumed noise level.
The RPD boundary lines separate between different dynamical behaviours. Among the most
interesting properties, we have found the universality of the RPD for multiplicative noise,
since it is exactly the same for the PM, RWP and the tree committee machine. However
this universality does not hold for the additive noise case, since RPD’s are shown to be
architecture dependent.
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Introducéo

Uma das dreas de mais intensa atividade no estudo de Redes Neurais Artificiais
é a da busca de algoritmos de aprendizado mais eficientes. Uma das redes neurais mais
estudadas € o perceptron, pois constitui um bloco fundamental na construgao de redes mais
complexas e apresenta uma riqueza de comportamento aliada a uma relativa simplicidade.
Entretanto esta rede apresenta capacidades computacionais limitadas, por exemplo o per-
ceptron simples booleano sé pode ser usado nos problemas linearmente separaveis. Qutras
redes, mais complexas, implementam problemas que o perceptron simples nao é capaz: sao
as redes que apresentam camadas internas, também chamadas de unidades escondidas pois
nao se tem acesso ao valor de suas atividades. A possibilidade de construir mdquinas com
propriedades computacionals universais levou ao estudo das redes multicamadas.

E conhecido que as redes neurais artificiais apresentam propriedades que podem
simular, ainda que de forma rudimentar, habilidades cognitivas bdsicas de grande interesse.
Dentre estas habilidades, aparentemente simples, estd a capacidade de memorizag¢do, que
permite o reconhecimento ou a classificagio de padrées, e de generalizagdo, que é a capacidade
de inferéncia de regras a partir de um conjunto dado de exem plos. Estes e outros conceitos
centrais usados no estudo das redes neurais serdo apresentados no capitulo 2.

Quando se quer utilizar uma rede neural para executar uma determinada tarefa,
o primeiro passo é escolher a rede mais adequada. Isso justifica a importancia do estudo
de diferentes tipos de redes neurais: o conhecimento de suas propriedades permite fazer
tal escolha e o conhecimento das caracteristicas de sua aprendizagem permite otimizar sua
utilizacao. Feita a escolha da rede ideal para executar a tarefa desejada, resta a questio da
escolha do algoritmo de aprendizagem mais eficiente. As redes neurais podem ser ensinadas,
isto €, elas podem aprender a partir das informagdes contidas nos exemplos apresentados, e
nao a partir de regras pré-estabelecidas. Dessa forma, um algoritmo eficiente é aquele que
permite extrair a maximo de informagdes que estdo contidas nesses exemplos.
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Muitos esforgos tém sido feitos no sentido de se descobrir a melhor maneira segundo
a qual uma rede neural pode aprender. Existem vdrios algoritmos de aprendizagem para
redes neurais, que podem ser implementados basicamente de duas maneiras. Uma delas é
conhecida como off-line, onde o aprendizado se d4 através da apresentacio exaustiva dos
exemplos pertencentes ao conjunto de treinamento. Uma outra forma possivel é conhecida
como on-line, em cujo caso os exemplos sao apresentados uma tnica vez. No capitulo 3
apresentamos a dinamica de alguns algoritmos on-line.

Recentemente tém sido determinados os algoritmos que, sob certas condi¢ées, levam
ao desempenho 6timo (no sentido da generalizagao), tanto off-line quanto on-line, para redes
com diferentes arquiteturas. Estes casos incluem o perceptron simples booleano com pesos
continuos e bindrios, o perceptron linear e a mdquina comité.

Nossa proposta ¢ investigar as propriedades de generalizagio, quando o aprendizado
é feito de maneira on-line, em outros dois tipos de redes. Uma delas é uma rede multicamada
com estrutura de drvore, conhecida como mdquina paridade (MP), a outra é um perceptron
conhecido na literatura como reversed-wedge (PRW).

No capitulo 4 apresentamos a mdquina paridade com duas unidades escondidas
(K = 2), e deduzimos, através do método variacional, a funcéo modulagao 6tima. Apre-
sentamos também alguns resultados numéricos e as simulagbes para esta rede. Ainda neste
capitulo discutimos os principais resultados existentes na literatura (Kabashima, 1994) sobre
a aprendizagem on-line na maquina paridade K = 2 com estrutura de drvore, e comparamos
com o0s nossos resultados.

A extensao destes resultados é apresentada no capitulo 5, onde estudamos o apren-
dizado de uma maquina paridade com um niimero K qualquer de unidades escondidas. Cal-
culamos a fungdo modulagdo Stima, as equagdes de evolugdo que descrevem o aprendizado e
discutimos o comportamento assintético do erro de generalizacio.

No capitulo 6 estudamos a situagdo na qual os exemplos nio sio apresentados cor-
retamente a rede aluno, mas estio sujeitos a um certo nivel de ruido, responsavel pela
modificagdo da saida do professor. Investigamos as propriedades de tolerancia ao ruido,
quando a mdquina paridade é treinada usando o algoritmo étimo. Nosso interesse é saber
se esse algoritmo é robusto, isto é, se a rede é capaz de generalizar mesmo na presenca deste
tipo de ruido. Para tal, analisamos o comportamento assintético do erro de generalizacio.
Tratamos duas situagdes distintas: inicialmente assumimos conhecido o nivel de ruido pre-
sente na saida do professor (ruido real) e a seguir, a situagdo na qual ndo se tem acesso a
essa grandeza, em cujo caso utiliza-se uma estimativa deste valor (ruido estimado).

No capitulo 7 apresentamos os resultados do estudo da aprendizagem no perceptron
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reversed-wedge, que é um perceptron com funcio de transferéncia nio monoténica. Nova-
mente investigamos o aprendizado através da fungido modulagdo e do comportamento do
erro de generalizagao. Estudamos o caso mais geral, isto é, quando o aprendizado se di na
presenga de ruido. Consideramos duas fontes distintas de ruido: o ruido na saida e o ruido
nas sinapses. Levamos em conta a possibilidade do desconhecimento do nivel de ruido pela

rede aluno e analisamos as diferentes situagbes de aprendizagem.

Finalmente, no capitulo 8 apresentamos algumas consideragées finais. Alguns cdlculos

mais detalhados podem ser acompanhados no apéndice, que se encontra no final deste tra-
balho.



Introduco
as Redes Neurais

Neste capitulo fazemos uma breve introducao as Redes Neurais
Artificiais e discutimos alguns aspectos que inspiram e motivam o
seu estudo. Apresentamos os conceitos basicos, os tipos de redes
mais estudados, as arquiteturas, as dindmicas de aprendizagem e
as grandezas utilizadas para avaliar seu desempenho.
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2.1 Motivacgao e Inspiracao

Nas ultimas duas décadas o interesse pelas redes neurais artificiais (RNA’s) cresceu
consideravelmente. Se por um lado este fenémeno se justifica pela esséncia das questées em
debate, relacionadas a natureza do cérebro, por outro, justifica-se pelo grande potencial
tecnolégico que elas podem proporcionar.

O estudo das RNA'’s ndo tem como objetivo modelar o cérebro, visto a complexidade
e sofisticacao de sua estrutura. Ao invés disso, busca-se inspiragdo nas redes neurais naturais
para elaborar modelos cognitivos artificiais.

O cérebro é uma das estruturas mais complexas que se conhece, e seu conhecimento
vem sendo perseguido pelo homem h4 centenas de anos. Na segunda metade do século XIX
haviam duas escolas: os chamados reticularistas, que acreditavam que o sistema nervoso
fosse uma rede continua e ininterrupta de fibras nervosas, e os neuronistas, que acreditavam
que ele era composto por um vasto nidmero de unidades celulares interconectadas.

Por volta de 1880 Camillo Golgi, inventou uma técnica que possibilitou o tingimento
das fibras nervosas através de uma reacdo utilizando de bicromato de prata. Alguns anos
mais tarde, a utilizagdo desta técnica permitiu ao espanhol Santiago Ramon y Cajal provar
experimentalmente a existéncia dos neurénios.

Hoje se sabe que existem vdrios tipos de neurénios, que variam de forma, tamanho
e fungao. Apesar disso, todos eles apresentam uma estrutura muito similar: possuem uma
parte central, chamada corpo celular ou soma, cuja dimensio tipica é da ordem de 10 —
80um; do corpo celular partem virias (até 10°) ramifica¢ées: os chamados dendrites, que
sao receptores de sinais e cujo didmetro é da ordem de alguns um. Além dos dentrites, do
corpo celular também parte uma fibra tubular chamada axénio, cuja funcio é transmitir os
sinais a outras células nervosas ou a fibras musculares. Seu comprimento pode variar de
fragoes de milimetro a um metro.

Os sinais nervosos podem ser transmitidos de duas formas: elétrica ou quimica. A
transmissao elétrica ocorre principalmente no interior do neurénio, enquanto que a quimica
ocorre entre diferentes neurénios, isto é, nas sinapses, que podem ser de dois tipos: exci-
tatorias ou inibitdrias.

De maneira bem simplificada, podemos pensar no cérebro como um conjunto va-
riado, e muito numeroso, de células nervosas “razoavelmente simples” e altamente interco-
nectadas. Por esta intricada teia caminham, a altissimas velocidades, impulsos elétricos,

fruto dos mais variados estimulos, que dao origem as diferentes habilidades cognitivas que o
cérebro é capaz de executar.
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As principais idéias por trds das redes neurais artificiais surgiram inspiradas neste
tipo de estrutura. As redes neurais artificiais funcionam basicamente com um conjunto,
em geral numeroso, de processadores simples, usualmente chamados de nodos ou neuronios,
conectados entre si. Espera-se que estas estruturas compartilhem com o cérebro algumas
propriedades importantes, tais como:

o capacidade de realizar operagdes altamente paralelas = existe algo em torno
de cem bilhées de neurénios no cérebro, muitos dos quais recebem e enviam impulsos
elétricos simultaneamente;

¢ flexibilidade = o cérebro é capaz de se adaptar facilmente a novas circunstancias;

¢ robustez = o cérebro tem a capacidade de tratar informagées afetadas por ruido.

As redes neurais artificiais foram inicialmente propostas como uma alternativa aos
computadores convencionais para a realizagio de tarefas simples, como o processamento de
dados de entrada e saida (McCulloch & Pitts, 1943). Computadores convencionais sdo, via
de regra, constituidos por um tnico processador que executa fungbes complicadas, onde cada
passo desta computacao deve ser explicitamente programado, isto é, define-se uma lista de
instrugGes que deve ser rigorosamente seguida. Entretanto, este tipo de programacao sofre
algumas limitagGes, como nos casos em que as regras nio sio exatamente conhecidas. Além
disso, ela ndo é robusta a erros: basta s vezes a presenga de um caractere errado, por
exemplo, ou na posigao incorreta, para que o programa nio funcione!

2.2 Conceitos basicos

O cérebro apresenta uma not4vel habilidade de aprender. O processo de aprendiza-
gem estd intimamente ligado 4s mudancas nas conexées entre diferentes neurénios, chamadas
de conexdes sindpticas ou simplesmente sinapses (Hebb, 1949). Tais mudancas ocorrem ao
longo da vida, provocadas por estimulos de diversas naturezas. Nio se sabe ao certo quan-
tos neurénios existem no cérebro. Algumas estimativas, que se baseiam na densidade de
neurénios medida em pequenas regides, apontam limites inferiores da ordem de 3 X 1019,
mas este niimero pode até chegar a 10", Cada um destes neurénios se conecta com apro-
ximadamente 10° — 10* neurénios. Isso implica que no cérebro existem algo em torno de
10" — 10" conexdes sindpticas. Esses niimeros sio extraordinariamente grandes e, de certa
forma, evidenciam a ocorréncia do aprendizado, pois de outra forma todas essas informacées
deveriam estar armazenadas na molécula de DNA. Junte-se a isso uma grande massa de
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evidéncias experimentais confirmando o fato que as conexdes sinapticas sio ajustadas ao
longo da vida, a medida que se aprende.

Uma rede neural pode ser ensinada. Este é um ponto crucial para uma RNA, pois
nele se fundamenta seu aprendizado. Isto é muito atraente do ponto de vista tecnoldgico
pois dessa forma é possivel eliminar a necessidade da programagio explicita e detalhada.

Todos esses aspectos favorecem o estudo das redes neurais artificiais. No entanto,
durante muitos anos houve pouco interesse e poucos avangos ocorreram. Uma das causas
desta estagnagao foi a dificuldade de formaliza¢do destes modelos.

2.2.1 Redes Neurais de Atratores - RNA

O modelo bdsico de uma rede neural de atratores consiste num conjunto de N
unidades (McCulloch & Pitts, 1943) totalmente conectadas, que representam os neurénios
biolégicos. O estado de cada neurénio, representado pela varidvel bindria S;1, é influenciado
pelo estado de todos os outros neurénios S i (1 # 7). Tal dependéncia se d4 através do campo

local h;, definido como
N

by = ZJi-Sj (2.1}
2
A varidvel J;; é a conexdo sindptica entre os neurénios i e J, € mede a contribuicao do
neur6nio j ao estado do neurdnio i. A probabilidade de um neurénio i se encontrar no
estado S; no instante t + At é dada por

_ 1
Ji= 1+ exp{—28h,(t)S;}

P(i5; (2:9)
onde a “temperatura” T = 1/f3 representa o ruido® existente nas sinapses. Na auséncia de
ruido, a dinamica de um neurénio se reduz simplesmente a S;(t + At) = sinal (hy(t)).

O estabelecimento deste modelo teve a participagio de muitos individ uos, além dos
mencionados acima, contribuiram também Hebb (1949), sugerindo que o aprendizado ocorre
através da modificacao das conexdes sindpticas, e Cragg e Temperley (1954) pela analogia
entre a memoria e histerese em sistemas ferromagnéticos.

No inicio da década de 80, o estudo das redes neurais teve um grande impulso entre
os fisicos. A razao disso foi o trabalho de Hopfield (1982) que abriu a possibilidade de se
tratar analiticamente as redes neurais, usando para esse fim ferramentas matematicas ja bem

15, pode assumir os valores +1 e —1, que correspondem aos estados biolégicos ativo e inativo,
respectivamente

%0 responsével por esta relacio foi W.A.Little (1974), estabelecendo desta forma uma analogia com a
Termodindmica
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desenvolvidas. A analogia com os sistemas de spins desordenados (vidros de spin) contribuiu
fortemente para o desenvolvimento das redes neurais, principalmente devido aos avancos na
compreensao de suas propriedades termodinamicas.

Hopfield percebeu que se o estado de cada neurénio for atualizado um a um (dindmica
assincrona) através de um processo estocdstico e impondo algumas restricées sobre as carac-
teristicas das conexdes (Ji; = Jji e J; = 0) é possivel escrever uma fungdo energia E para
descrever a dinamica da rede. Na auséncia de ruido (T' = 0), o sistema caminha no espago
de configuragées para o minimo local de E. Se T' # 0, o sistema relaxa para um estado
de equilibrio descrito pela distribui¢do de Gibbs (exp{—[SE}). Dessa forma os atratores da
dindmica constituem minimos da energia livre e podem ser estudados através de métodos
da mecanica estatistica de equilibrio. A figura 2.1 mostra a estrutura deste tipo de rede:
cada neurénio da rede se conecta com todos os demais, além disso as setas nos dois sentidos
indicam que ambos os neurénios se influenciam mutuamente e da mesma forma (isso equivale
a simetria J;; = Jj;).

Figura 2.1: Representacdo esquemdtica de redes neurais totalmente conectadas.

Hopfield observou ainda que configuragées escolhidas a priori podem constituir pon-
tos fixos da dinamica. Do ponto de vista bioldgico esta propriedade é muito interessante pois
estes pontos fixos podem ser interpretados como memdrias, andlogas 4s memdrias de sistemas
bioldgicos. Estas redes sdo conhecidas como Redes Neurais de Atratores, ou redes recorren-
tes, e o problema de armazenamento de memdrias constitui, ainda hoje, drea de interesse e
atividade (Amit, 1989; Domany et al., 1991: Hertz et al., 1991).

O processo de armazenamento de memdria é também chamado de aprendizado ndo
supervisionado, pois nao existe um mapeamento de pares entrada/saida previamente deter-
minado. Neste caso, a rede apresenta uma dindmica intrinseca e, dada uma entrada, evolui
naturalmente para um estado, que representa um dos pontos fixos da dindmica, ao qual
associa-se um dos padrées de entrada.

A primeira pergunta que se faz neste tipo de estudo é: dado um conjunto de P
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padrées, existe uma rede neural que tem estes padrées como pontos fizos da dinamica? Con-
siderando a existéncia desta rede, a pergunta seguinte é: quantos padrées podem ser arma-
zenados, em fung¢do do tamanho N da rede? Este niimero é conhecido como capacidade de
armazenamento ou capacidade de memorizagdo da rede (Gardner, 1988).

Além das redes neurais de atratores, existe um outro tipo de rede, do qual tratamos

neste trabalho, que sio as redes neurais em camadas, que passamos a descrever.

2.2.2 Redes Neurais em Camadas - RNC

A estrutura das redes neurais em camadas difere essencialmente da estrutura das
redes de atratores. Nas RNC os neurénios nio estio totalmente conectados, em vez disso
eles se dispGem em camadas e as conexées sindpticas comunicam apenas os neurénios de
diferentes camadas. Estas redes sdo também conhecidas como redes nio recorrentes, ou
feedforward, pois a informagdo corre apenas em um sentido. Esta caracteristica implica que
nao existe retro-alimentagao, isto é, a saida de um neurénio da camada i serve de entrada
para o neurénio da camada seguinte, i+ 1, ndo ocorrendo a situagio inversa, de forma que os
neurénios nao se influencia mutuamente como ocorre nas redes de atratores. Nas redes em
camadas o estado dos neurénios de entrada configura a pergunta, € a resposta corresponde a
configura¢ao dos neurénios de saida.

O perceptron € o representante mais simples deste tipo de rede, sendo formado por
um conjunto de N entradas, representadas na figura 2.2 por S;, N conexdes sindpticas,
representadas pelas componentes do vetor N-dimensional J, e uma saida, o 3.

Figura 2.2: Representacio esquemdtica de um perceptron simples.

$Vamos adotar a seguinte notagdo: ¢ indica tanto a saida de um perceptron simples, como a atividade
(estado) de um neurdnio escondido. O sfmbolo T é utilizado para indicar a saida de uma rede multicamada.
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Embora apresente uma estrutura simples, o perceptron tem sido largamente estu-
dado (Seung et al., 1992; Watkin et al., 1993 ) pois constitui um elemento bdsico na construgao
de redes mais complexas e, apesar de sua aparente simplicidade, apresenta comportamentos
interessantes. Além do perceptron, existem redes mais sofisticadas: sio as redes multicama-
das, que apresentam camadas intermedidrias, além das camadas de entrada e saida (figura
2.3). O nimero de unidades escondidas estd relacionado com o nimero de representagoes
internas possiveis da rede, que por sua vez determina a complexidade do mapeamento im-
plementado e os tipos de problemas para os quais a rede pode ser utilizada.

Figura 2.3: Representacio de uma rede neural multicamada.

As RNC sao caracterizadas pelos vetores sindpticos J,,  onde o indice m representa
a m-ésima camada, sendo M o niimero de camadas intermedidrias e k representa a k-ésima
unidade escondida da camada m. A dimensio dos vetores sindpticos varia de acordo com
a arquitetura da rede, que discutiremos adiante. O estado dos neurénios da camada m é
representado pelo vetor S,,, cuja dimensdo é igual ao niimero de unidades existentes na
referida camada. Como vimos, o perceptron simples nao possui camadas intermedidrias,
sendo representado apenas por um vetor sindptico de dimensdo N.

Em cada unidade escondida, define-se o campo local como:

B Jmk
W o =TT 2.3
m,k [Jm,k| ( )

onde, para uma dada entrada S" a rede neural associa uma saida, ¥, que é fungdo dos
vetores St e Jy, k. O indice p indica o u-ésimo exemplo de um con junto qualquer de exemplos
(1t =1...p). Esta dependéncia pode ser escrita em termos dos campos locais h!, , como:

2 =7 (k) - (24)
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A fungdo F é conhecida como fungdo ganho ou fungdo de transferéncia, que pode
ser, entre outras, uma sigmdide, uma fungao linear, uma funcio sinal. No caso da fungao de
transferéncia ser a fungdo sinal, as redes sio denominadas booleanas e a saida pode assumir
apenas dois valores: +1 e —1.

A maéquina paridade e a maquina comité sio redes neurais multicamadas que apre-
sentam uma camada escondida, e portanto necessitam de dois vetores sindpticos para serem
definidas. O primeiro vetor conecta a camada de entrada a camada escondida, o segundo co-
necta as unidades da camada escondida & saida. As componentes do segundo vetor sindptico
sao fixas e iguais a um. Dessa forma podemos suprimir o indice m. A maquina comité
implementa a regra da maioria, isto é, a saida é dada pelo sinal da soma dos estados dos
neurénios da camada escondida (a¥!),

K
¥ = sinal (Z aif) , (2.5)
k=1

onde o}, = sinal(h};), com hj, sendo definido pela equagdo (2.3). A saida na maquina paridade
é dada pelo produto destas grandezas, ao invés da soma, isto é,

K
B o p
Y =sinal [ [[ o} ) . (2.6)
k=1
Daivem o termo paridade: a saida da MP serd positiva sempre que o}, = —1 para um
ntimero par de unidades escondidas, e serd negativa sempre que o, = —1 para um nimero
impar.
Arquiteturas

As RNC podem ter basicamente duas arquiteturas, como mostra a figura 2.4.

O esquema a direita (b) mostra uma rede com arquitetura “overlapping”, isto é,
cada unidade interna estd conectada a todas as N unidades de entrada. Isto implica que os
exemplos apresentados sio os mesmos para cada uma das unidades escondidas. O esquema
a esquerda (a) representa uma rede com uma arquitetura um pouco mais simples: sao redes
com “arquitetura ndo overlapping” ou “estrutura de drvore”. Elas podem ser divididas
em K ramos, onde K é o mimero de unidades escondidas. Cada unidade escondida se
conecta apenas a uma fragio (N/K ) das unidades de entrada. Dessa forma, € interessante
“decompor” o vetor de entrada S* em k vetores {S}'}, com k = 1...K, bem como o vetor
sindptico J = {J;}.

A madquina paridade, que é a RNC estudada neste trabalho, possui estrutura de
arvore e as discussbes que se seguem sdo feitas levando em conta essa caracteristica. I
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(a) (b)

Figura 2.4: Redes neurais multicamada com diferentes arquiteturas: néo overlapping (a) e over-
lapping (b).

bom lembrar que as componentes do segundo vetor sindptico sao fixas e iguais a um e que
portanto basta um conjunto de K vetores sindpticos {Jx} para definir a rede neural.

Objetivo e esséncia do aprendizado supervisionado

As RNC podem aprender a partir de exemplos, que sdo pares de entrada (S*") e saida
(X#). Tais exemplos podem pertencer a um conjunto conhecido como conjunto de aprendi-
zagem, que sera representado por L. A existéncia deste conjunto é a caracteristica bdsica
do aprendizado supervisionado. O processo de aprendizagem permitird o reconhecimento de
padroes vistos anteriormente, isto é, que pertencem ao con junto £ ou a reconstituicao de
uma regra, habilidade conhecida como generalizacdo ou extragio de regras, que é medida
através da apresentagao de exemplos que nao pertencem necessariamente ao con junto L. O
conjunto de aprendizagem L é um mapeamento S* — ¥~ que pode ser definido de maneira
aleatdria ou determinado por uma outra rede, denominada rede professor, representada pelo
vetor B, que pode, ou nio, ter a mesma arquitetura da rede aluno.

No estudo de redes neurais em camadas, a pergunta a ser feita muda um pouco em
relagao as redes neurais de atratores. A questio agora é encontrar a rede neural, isto é, o vetor
sindptico, que implementa corretamente um mapeamento definido a priori pelo conjunto de
aprendizagem. No caso da existéncia do professor, o ob jetivo do processo de aprendizagem
pode ser entendido como a busca de uma rede que se aprozime da rede professor. Para isso
parte-se de uma rede aluno cujas componentes do vetor sindptico deverdo ser escolhidas a
priori. As condigdes iniciais podem variar: o rede aluno pode partir de tabula rasa, isto é,
J =0, ou J pode ser escolhido aleatoriamente. Esta rede serd treinada, isto é, suas conexées
sindpticas serdo modificadas, de acordo com alguma dindmica, visando aproxima-la da rede
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professor.

E usual representar graficamente uma rede neural por vetores no espaco N dimen-
sional. Vamos representar o k-ésimo vetor sindptico da rede aluno e da rede professor por
dois vetores no espago bidimensional, e outros dois vetores Sj, e S}, que representam duas
entradas, de acordo com a figura 2.5.

B,
J

Figura 2.5: Representagio espacial dos vetores By, e Jj.

Cada plano perpendicular & By, e J;, define duas regies. Numa delas os exemplos
sao classificados positivamente e na outra, negativamente. Sendo redes nio coincidentes, a
rede aluno e a rede professor vdo definir regiées distintas, e portanto um exemplo pode ser
classificado de maneira diferente pelas duas. Por exemplo, o vetor Sy, é classificado como +
por ambas as redes, ji o vetor S}, é classificado pela rede professor como — e pela rede aluno
como +. E ficil observar que isso acontecerd sempre que o exemplo estiver contido na regiao
hachurada da figura 2.6.

E interessante definir uma grandeza, que representa a proximidade entre os vetores
By e Ji. Esta grandeza é chamada overlap professor-aluno e é dada pelo produto escalar

normalizado dos vetores By, e J:
B J;

P 3B

Podemos também escrever o overlap em funcio do angulo definido pelos vetores By,

(2.7)

e Ji. E ficil verificar, pela figura 2.6, que pj, = cos #.

Dinémica de aprendizagem: on-line versus off-line

Dissemos que o processo de aprendizagem consiste em fazer modificagbes no vetor
sindptico. A questdo é: como modificar Ji, de modo a obter wma rede que implemente o
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Figura 2.6: Representagio grifica do overlap.

mapeamento desejado? O ponto de partida é que tais mudancgas devem ser baseadas nas
informagdes disponiveis, que sdo os vetores de entrada e suas respectivas saidas, ou seja, nas
informagées contidas no conjunto de aprendizagem.

Entre outras, € possivel implementar o aprendizado de duas formas: off-line e on-
line. Na primeira, o aluno pode acessar livremente o conjunto de treinamento, portanto
os exemplos podem ser apresentados exaustivamente, e as modifica¢des no vetor J r Sdo
feitas apés a apresentagdo dos aN exemplos. Esta situacio de aprendizagem é estudada
usando métodos de mecénica estatistica de equilibrio: existe uma fungao energia que deve ser
minimizada a cada passo, onde um passo corresponde & apresentacio de todos os exemplos
(Hertz et al., 1991; Seung et al., 1992; Watkin et al., 1993). O minimo desta energia
corresponde ao estado de equilibrio do sistema no limite termodinidmico. Uma outra forma
possivel é modificar as conexdes sempre que um novo exemplo for apresentado. Esse é um
processo de natureza dindmica e nio podemos assumir que o sistema estd em equilibrio. O
objetivo é minimizar a energia a cada passo, isto é, 4 medida que um exemplo é apresentado.
Feita a apresentagdo, o exemplo é descartado, de modo que o aluno tem acesso restrito aos
exemplos. Essa caracteristica é interessante do ponto de vista computacional, ja que nao
requer o armazenamento de um grande nimero de padrées.

Uma importante diferenca entre estas situacées de aprendizagem é que no caso off-
line pode existir uma fase de treinamento relacionada a um certo valor de o, isto €, para uma
dada quantidade de padrées aN, a rede é capaz de memorizar os padrées sem que o erro de
generalizagao diminua, quer dizer, sem que a rede esteja necessariamente mais proxima da
rede professor. S a partir de um valor de « a rede entra na fase de generalizagao, quando
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o erro de generalizagdo comeca a decrescer.

O desempenho da rede

Para medir a desempenho de uma rede neural no aprendizado supervisionado, podem
ser utilizados diferentes parametros: o erro de treinamento, o erro de generalizagdo e o erro
de predi¢do, descritos a seguir.

¢ Erro de treinamento ou de memorizacgéo (er) => esta grandeza mede o desempe-
nho da rede aluno quando lhe sio apresentados exemplos (S*) jd vistos, e que portanto

pertencem ao conjunto de aprendizagem (S* € L). E a probabilidade do aluno fornecer
uma resposta Y'; igual & do professor Tf:

2 T « Y
e (2.8)

* Erro de generalizacdo (eg) = esta grandeza mede o desempenho da rede aluno
quando lhe sdo apresentados exemplos (S*) que nio fazem parte necessariamente do
conjunto de aprendizagem. E uma medida da probabilidade da rede aluno fornecer a

resposta correta:
1-3% .3k
eg = <——-M> § (2.9)
= ()

o Erro de predigdo (ep) = esta grandeza mede a probabilidade da rede aluno fornecer
uma resposta correta quando os novos exemplos apresentados sdo corrompidos por um
ruido €. Neste caso a resposta do professor é ¢*. Pode ser escrito como:

1— [ Eﬂ«
_ <_§__J> | (2.10)
{8#}

Aprendizagem na presenca de ruido

A aprendizagem supervisionada é realizada a partir da apresentagio de exemplos,
constituidos por pares de entrada e saida, podendo esta iltima ser determinada de forma
aleatdéria ou por uma rede professor. A situagio ideal é aquela na qual os exemplos sdo
transmitidos corretamente & rede aluno, isto €, cada entrada é associada i verdadeira saida
¥. Entretanto, esse processo pode ocorrer na presenca de ruido, o que implica que a rede
aluno nao recebe a informacao corretamente. As fontes de ruido podem ter diferentes origens,
vamos discutir duas delas: ruido multiplicativo e ruido aditivo.
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Ruido Multiplicativo

Esse tipo de ruido é também conhecido como ruido na saida (output noise), pois
sua presenga afeta diretamente seu valor. A alteracio da saida ocorre com uma certa pro-
babilidade, que estd relacionada ao nivel de ruido €.

No caso de uma rede booleana, modificar a saida significa inverter o seu sinal,
multiplicando-o por —1. Esta operagio dd origem ao termo multiplicativo. Sendo ¥ a saida
correta e § a saida corrompida por um certo nivel de ruido ¢ podemos escrever:

§ =+Xp = com probabilidade 1 — ¢
§ =—-YX¥p = com probabilidade ¢

e a probabilidade condicional destas duas grandezas é:
P(f|23) 265(£+23)+(1—E) 5(6—23) (2.11)

Ruido Aditivo

Uma outra possibilidade é alterar a saida indiretamente, corrompendo os exemplos
S, os vetores sindpticos J ou o professor B. Vamos considerar o idltimo caso e imaginar a
existéncia de um vetor professor corrompido ﬁ, que difere de B de acordo com o nivel de
ruido representado por w. A grandeza w pode ser interpretada como overlap entre B e B:

w=B B. (2.12)

Na auséncia de ruido os vetores B e B coincidem e corresponde a situagdo na qual
w=1. A figura 2.7 mostra a representacio grifica destes dois vetores:

Usando a defini¢ao do campo local (2.3), podemos escrever:

b = S.
b = S.

vs

; (2.13)
. (2.14)

we]!

Sendo o vetor S aleatdrio, as grandezas b e b sdo também varidveis aleatdrias, que
no limite termodindmico se distribuem segundo:

1 {—52-B2+2b5w}

P(b,b) = (2.15)

27y/1 — w? =8 2(1 — w?)

O aprendizado supervisionado na presenca de ruido Jja foi analisado em vérios tipos
de rede (Gydrgyi & Tishby, 1990; Opper & Haussler, 1991; Kabashima, 1994; Biehl et al.,
1995; Copelli et al., 1996; Opper & Kinzel, 1996; Kim & Sompolinsky, 1996; Copelli et al.,
1997). Nos capitulos 6 e 7 discutiremos mais esse assunto.
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Figura 2.7: Representacio esquemdtica do professor real e seu correspondente corrompido por
ruido.

Neste trabalho estudamos a aprendizagem supervisionada on-line na maquina pari-
dade e num perceptron com funcao de transferéncia nao monotoénica, e para medir o desem-
penho deste aprendizado verificamos o comportamento do overlap e do erro de generalizacao
em fungao dos exemplos apresentados. No préximo capitulo discutiremos com mais detalhes
a dindmica de aprendizado on-line.



Dinémicas de
aprendizagem

Neste capitulo discutimos a dindmica de aprendizagem on-line e
a estrutura de alguns algoritmos que a implementam, entre eles
o algoritmo étimo. Apresentamos a funcao modulacio em cada
um dos casos e discutimos o seu papel.

18
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3.1 Dinamica de aprendizagem on-line

‘/jmos no capitulo anterior que o objetivo do aprendizado é obter uma rede que seja
capaz de generalizar, isto é, responder corretamente a novos exemplos. Isto equivale a obter
o menor erro de generalizagao possivel, preferencialmente nulo, ainda que assintoticamente,
isto €, para o — 0o, com @ = p/N. A questdo central pode ser colocada da seguinte forma:
como modificar as conexdes sindpticas de modo a obter a rede desejada? As discussées
que se seguem sao bastante gerais e servem para qualquer tipo de rede com arquitetura de
drvore, como o perceptron simples (obtido tomando-se K = 1) ou redes multicamadas (casos
em que K > 1), como a mdquina comité ou a maquina paridade. Como mencionamos no
capitulo anterior, a mdquina paridade possui apenas uma camada interna com K unidades e
o vetor que conecta esta camada a saida tem componentes fixas e iguais a um. Dessa forma a
dinamica de aprendizado consiste em modificar as componentes do vetor da primeira camada,
podendo o indice m ser suprimido.

Na arquitetura de arvore, a entrada S* é um vetor N-dimensional que pode ser
dividido em K vetores de dimensio N/K representados por Sk, cujas componentes sio
denotadas por Si; e podem ser escolhidas, sem perda de generalidade, como +1. Esta
arquitetura provoca o desacoplamento dos campos locais, ji que cada unidade escondida
recebe uma informagao diferente, pois “enxerga” uma porgao diferente do vetor de entrada.
Isso faz com que cada um dos ramos possa aprender o ramo correspondente no professor
e ser interpretado como um perceptron simples, representado pelo vetor sindptico N /K-
dimensional J;..

A esséncia do aprendizado on-line consiste em modificar as conexdes sindpticas cada
vez que um novo exemplo é apresentado. O aprendizado é, portanto, um processo estocdstico
com dinamica discreta, descrita pela regra de aprendizagem que pode ser representada gene-
ricamente pela equacao:

JEF = gL ATL , (3.1)

onde o indice p representa o i-ésimo exemplo e faz o papel do tempo na dinimica. Isso
significa que, a cada passo, as componentes do vetor sindptico, JY, sdo modificadas pelo
incremento AJ};, que depende do exemplo apresentado e pode ser escrito de maneira geral
como:

AJE = yFESE (3.2)

Esta forma se justifica pelo fato que AJ)} deve ser um vetor, e os tnicos vetores
disponiveis, além do vetor sindptico, sdo os exemplos S*. O fator ~ foi introduzido com o
objetivo de controlar o médulo de AJ} e serd escolhido como v = 1/N. Podemos entio
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reescrever a regra de aprendizagem:
|
1
T = T+ 5 FESE (3.3)

F{' é chamada fungio modulagao e define o algoritmo de aprendizagem. Pela equagao
(3.3) fica claro o seu papel: ela representa a importancia dada a cada exem plo S*, em outras
palavras ela é uma medida da quantidade de informagédo relevante que cada exem plo introduz
durante o aprendizado. Por isso, a fungdo Ff é também chamada de fun¢do peso.

Uma maneira direta de verificar o desempenho de um algoritmo de aprendizagem
on-line é estudar a evolugdo temporal do overlap e do médulo do vetor sindptico, isto é,
estudar como estas grandezas variam & medida que novos exemplos sio apresentados. Esta
evolugdo é descrita por um conjunto de 2K equagdes acopladas, que podem ser facilmente
obtidas a partir da equagao (3.3): a primeira equagdo é obtida tomando-se o médulo do vetor
Ji na equacdo (3.3) e a segunda, tomando-se o produto escalar normalizado entre (3.3) e
B;.

Vamos inicialmente deduzir a equagio de evolugdo do médulo do vetor Jy, que é
dado por Ji = 1/(J)?. Usando o fato que Sy; = 1 e a definigdo de h%, dada pela equacio
(2.3), chega-se ao resultado:

2B by, (B2

pt1N2 12

(3.4)

Como estamos interessados no limite termodindmico (N — o) podemos usar a

aproximagao v/1+ z ~ 1 +x/2 para argumentos pequenos (z — 0) e extrair a raiz quadrada
de (3.4). Assim teremos:

1 F.ﬂ2

N 2KN Jt (8:5)

Para encontrar a equagao de evolugdo dinamica do overlap, procedemos de maneira
andloga. Partindo da defini¢do do overlap dada pela equagdo (2.7) e do resultado obtido na
equagao (3.5), mantendo os termos até ordem N~! chegamos a:

gt =y Tl (F0Pph  Elhipy

NJE T KN(IR T NJF B

Definindo AJY = JitT — Jt e Aph = Pt — pi podemos reescrever as equagoes
(3.5) e (3.6) como:

Fihy | (F)?

AJE =
="y 2KNJ!

(3.7)
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pt+l PL E}i I Fﬁf
Ab =g ( oM kg (8)

Tomando o = p/N, onde p é o niimero de exemplos apresentados e N é o tamanho
da rede, estas equacées se tornam:

AJY _ pprw (FEP
Ao~ FTE T o g 39
Ac JE¢ \pk % SRJ ‘

e no limite N — oo elas podem ser escritas na forma diferencial, uma vez que as mudangas
em J} e pl serdo infinitesimais. Assim teremos:

Al _ o (FERL | (FE)?
= 3.11
= J’“( T TR (3.11)
dPL Ph bk Fy
= o Jil e 12
da J“F R (5:12)

Estamos interessados nas propriedades médias do aprendizado e, portanto, a evolucao
do parametro py e de |Ji|, ndo deve depender de um conjunto especifico de exemplos, por
isso € feita uma média sobre todos os possiveis exemplos, S*. Uma vez que a dependéncia
nos exemplos se dd através dos campos locais, b e hY, fazer a média sobre os exemplos cor-
responde a fazer a média sobre os valores dos campos, utilizando para isso a probabilidade
conjunta P¥ (b, £k, {h4}).

No limite termodindmico p}; e J§ se tornam quantidades auto-mediantes, isto é,
a largura da distribui¢o vai & zero com N — oo e, portanto, suas flutuagées podem ser
desprezadas. Dessa forma podemos consider-las independentes do conjunto aleatdrio de
exemplos e tomar seus valores médios, que serdo representados por pr e Ji. Entretanto suas
derivadas ndo sao auto-mediantes e por isso se torna necessario fazer a média:

dJy <(Ff:)2 F;i‘hf:>

— = J; + (3.13

da T A )
= = pp FP(2—ht— 3.14
do PE= JL Pk k 2K J;, b (A2} ( )

onde

(-n= 3 /PKb 5, {R4}) dbl; [[_[ldh;"} (). (3.15)

D4 =1
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Neste ponto é importante enfatizar que o processo de aprendizagem sé pode contar
com informagées conhecidas e, ji que o professor ndo é conhecido, nio temos acesso ao valor
dos seus campos locais, by,. O que se pode fazer nesse caso, é integrar o lado direito da
equagao (3.14) sobre todos os possiveis valores de bl. Usando o fato que a probabilidade
conjunta P¥ (b, £%, {hi}) = PX(Zh, {h}}) - PE(0}|h ,{h%}), obtemos:

ek _ px fpff(g {1 Hdh”' FY <b >prist faty — R — s » (3.16)
do ~ Ty 52, A

onde
<Y Symnn= [ O PEOLSY, (1)) dbf (3.17)

A equagdo (3.16) expressa a taxa com que a regra é extraida, isto é, ela determina
a rapidez da variagao do overlap com apresentagdo de um novo exemplo. A questao € como
escolher a fungdo FY', levando em conta o objetivo de obter um algoritmo que implemente
uma rede capaz de generalizar de maneira eficiente, isto é, como obter uma rede cujo erro de
generalizagdo seja minimizado com o menor niimero possivel de exemplos, ou cujo overlap
atinja mais rapidamente o seu valor mdximo (p = 1). Antes de responder a essa questao,
vamos discutir outros dois algoritmos e analisar o desempenho de uma maquina paridade
quando se usam estes algoritmos.

3.1.1 O algoritmo de Hebb

A tnica restri¢do na escolha da fungao modulacio é que ela 56 dependa de grandezas
conhecidas, que podem ser, por exemplo, os elementos do conjunto de aprendizagem, os

campos locais do aluno, a dimensio dos vetores de entrada, o nimero de unidades escondidas
e a saida do professor.

A escolha mais simples possivel é tomar F| = XY, Esta escolha equivale ao algoritmo
de Hebb, jd utilizado com sucesso no caso do perceptron simples e da mdquina comité. Em
ambos os casos o erro de generalizacdo vai assintoticamente & zero com a"3. Vejamos o
que ocorre no caso da maquina paridade quando se utiliza o algoritmo de Hebb. Vamos
investigar primeiro de maneira “intuitiva”. Tomemos, por exem plo, uma maquina paridade
com 3 unidades escondidas, ou 3 ramos. Seja 0% a saida do i-ésimo ramo e Y% a saida global

do professor para um dado exemplo. As configuragdes possiveis desta rede sio:

| 1/2]|3]4][5]6]7]8
op | = |+ |+ -[+[+]-]-
a§—+—++—+—
a%— + | +|+]|=|-|+
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Tomemos, por exemplo, o aprendizado no ramo 1. Nas situacdes 1,4,5 e 6 o}, coincide
com ¥y, nas demais (2,3,7,8) ocorre o inverso. Portanto, em 50% das vezes toma-se o sinal
correto para o aprendizado, e nas outras 50% o sinal adotado é errado. Isso significa que nao
existe correlagdo entre estas duas grandezas e que este problema equivale ao aprendizado
com ruido mdximo (1/2) no qual a rede é incapaz de generalizar.

E importante notar que o algoritmo de Hebb nio utiliza a informacao contida nos
outros ramos para implementar modificagGes no vetor sindptico. Algoritmos que apresentam

esta caracteristica sao ditos algoritmos locais. A tnica informagao utilizada é a saida global
da rede.

Formalmente, podemos verificar o desempenho do algoritmo de Hebb analisando a
evolugao do overlap em fun¢do dos exemplos apresentados. Partindo da equagao (3.14) e
tomando F}' = XY, para um K geral, chega-se i equacio:

K
% = —K—Zﬂ-%garccos(pé) , (3.18)

A partir deste resultado pode-se concluir que o overlap nunca atinge o seu valor
mdximo (py = 1). Mas, mais do que isso, ele mostra que o overlap sempre se anula, inde-
pendentemente do seu valor inicial. Se py(0) > 0, seu valor tende a diminuir, até chegar a
zero, pois nesse caso py, < 0. Caso seu valor seja inicialmente negativo, ou se no decorrer do
processo ele atinge um valor negativo, gy, assume um valor positivo e faz com que o overlap
tenda a zero novamente. Portanto o valor p, = 0 é um ponto fixo estivel deste sistema
dinamico e mostra que, usando o algoritmo de Hebb, uma maquina paridade n3o serd capaz
de generalizar.

3.1.2 O algoritmo de Minima Agao

Originalmente chamado de “Least Action Algorithm” (LAA), este algoritmo foi
proposto por Mitchison e Durbin (Mitchison & Durbin, 1989), quando investigavam, empiri-
camente, os limites para a capacidade de armazenamento de padrdes em redes multicamada.
O objetivo deste algoritmo nao era encontrar todas as solugdes possiveis, mas superar a
eficiéncia do algoritmo de retro-propagagdo na tarefa de memorizar vetores aleatérios.

O algoritmo de “Minima Agao” foi proposto no contexto da aprendizagem off-line,
isto é quando os exemplos sao apresentados exaustivamente. A idéia basica do LAA é modifi-
car as sinapses da rede responsaveis pelas respostas erradas. Seu principio de funcionamento
€ o seguinte: quando a rede fornece uma resposta errada, é produzida uma lista com o valor
do campo em cada uma das unidades escondidas. Entio, escolhe-se para ser modificada
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aquela cujo valor do campo local é menor em médulo. A modificacio é feita usando o algo-
ritmo perceptron (Hertz et al., 1991), onde apenas os exemplos cuja estabilidade® é menor do
que um certo valor produzem modificagao no vetor sindptico. Tal modificagdo, entretanto,
independe do valor da estabilidade, sendo a mesma para todos os exemplos que satisfazem
a primeira condigdo.

A filosofia por trds desta regra € selecionar a unidade que requer a minima mudanga,
desde que tal mudanga provoque a inversio da saida. Isso garante que ao longo deste processo
serao feitas as minimas modificagbes que levam ao objetivo final, que é o armazenamento
de vetores aleatérios. Esta é a origem do nome: Least Action Algorithm, ou “algoritmo de
minima ag¢ao”.

Em seu trabalho, Mitchison e Durbin nao obtém uma expressio exata para a capa-
cidade de armazenamento, apenas estabelecem seus limites para uma rede de duas camadas,
onde cada peso sindptico é varidvel. As principais conclusées deste trabalho sio que o limite
superior depende linearmente do niimero de entradas e que o nimero de pares entrada-saida
por sinapse que podem ser armazenados é maior do que para o caso de uma rede simples com
salda linear. Entretanto existem algumas restri¢ées para este algoritmo, uma delas é que ele
s6 se aplica ao treinamento de redes com unidades escondidas, e portanto nao é tao geral
como o algoritmo de retro-propagagao. Por outro lado serve para tratar o caso de magquinas
Booleanas, para as quais retro-propagacio nao funciona.

Em 1994, Kabashima (Kabashima, 1994) estudou uma maquina paridade com es-
trutura de drvore e duas unidades escondidas. Seu interesse era investigar, ndo mais a
capacidade da mdquina paridade memorizar corretamente um dado con junto de exemplos,
mas a sua habilidade de inferir uma regra a partir de um dado conjunto de exemplos, em
outras palavras, a capacidade de generalizagdo da rede. Neste novo enfoque, Kabashima
propoe a utilizagio do LAA de maneira on-line, isto é, os exemplos ndo sio apresentados
exaustivamente ao aluno até serem memorizados, ao invés disso eles sio apresentados uma

unica vez e na medida em que isso ocorre sdo feitas mudancas no vetor sindptico.

As condigées de aprendizado sido:

e considera-se a existéncia de uma rede professor que determina a priori a regra de
aprendizagem;

® a rede aluno e a rede professor apresentam a mesma arquitetura de arvore, o que
implica que as unidades escondidas recebem estimulos diferentes;

® supoe-se que as componentes de cada exemplo sdo escolhidas aleatoriamente a partir

Lque é definida pelo produto entre a saida do professor e campo local
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de uma distribui¢ao uniforme.

O procedimento basico do LAA (figura 3.1) é o seguinte:
1. Um novo exemplo é apresentado ao aluno.

2. Se a resposta do aluno estiver correta suas conexées permanecem inalteradas e um novo
exemplo é apresentado. Volta ao passo 1.

3. Se a resposta do aluno estiver errada, calculam-se os campos locais em ambas as unidades
escondidas, e modifica-se a conexao cujo valor absoluto é minimo, seguindo a prescrigao do
algoritmo perceptron.

4. Volta ao passo 1.

»- apresenta-se um <
novo exemplo

o aluno fornece
uma resposta

A
correta errada
a
o vetor sindptico lista dos campos
néo é modificado locais nas unidades
escondidas

modifica o ramo
que tem menor |h|

Figura 3.1: Procedimento esquemdtico do algoritmo de minima agéo

Na versao original este procedimento é iterado ciclicamente até que a rede aluno
tenha memorizado todo o conjunto de exemplos, ou quando o nimero de iteracées tenha
atingido um limite superior pré-estabelecido. No préximo capitulo discutiremos os principais
resultados da aplicagdo deste algoritmo a uma maquina paridade (K = 2).
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3.1.3 O algoritmo 6timo

Vimos que a escolha do algoritmo de Hebb nio fornece & rede a capacidade de
generalizar. E preciso escolher a fungido modulagio de maneira mais inteligente, tentando
extrair o maximo de informagao possivel sobre o professor contida em cada um dos exem plos
do conjunto de aprendizagem. Essa € a esséncia da idéia da otimizacdo.

Maximizar o ganho com cada exemplo implica na maximizagio de p. Assim a
determinagao da fungdo modulagio étima F}' torna-se um problema de cdlculo variacional.
Vamos reescrever o problema de maneira que seja possivel a utilizagao de técnicas do calculo
variacional para encontrar os pontos estaciondrios de uma fun¢ao. Assumimos a existéncia
de um conjunto de fungdes:

Ff = Y+ (ol ), (319)
onde fungdo FJ' é aquela que maximiza p. A funcdo n(b, hl) ndo precisa ser definida a

priori, basta assumir inicialmente que seja uma fungdo integrivel. Substituindo (3.19) na
equagdo (3.16), temos

-~ ~ Fl' 4 en)?
p (P #__( k n
8 (B¢ +en) — (F¢ + en) b 9K

< b >pupu u
'—ﬂ“-fpr{ 8 gl . (3.20)

Pr = T

onde DT € definido por

pr= Y /PK(zg,{h;‘}) [ﬁ dh;.*} . (3.21)

B =+1

Dessa forma p se torna uma fun¢ao do parametro infinitesimal €. O nosso ob jetivo
é encontrar a fungao F}' tal que a variacio infinitesimal § p, definida como

. dp
b= (a—f—)ezo de , (5:22)

seja nula. Derivando (3.20) em relagdo & ¢, e impondo € = 0, obtemos:

e B
Pk b KU

dos. <b'u>u n r
ﬁ_ﬂ/n{ Rkl DL, (3.23)

de _Jk

Para que 6p seja nulo, dada a arbitrariedade de 7, basta impor que o termo entre
colchetes no integrando seja nulo, ou seja

=0. (3.24)

< b >ume () . o
Pk K Jy
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Esse procedimento nos leva & funcado modulacao étima:

= < b# > "
= K, ( N L —hif) . (3.25)
Pk
Substituindo < b}, > (1) dado pela equagdo (3.17), podemos escrever:
il K (ppisp e b'}: I3 Iz
B = K [ PRI, (W) 0% - A ) atf (3.26)
onde PE(p s (1

PX (b2, {h4}) = (B, 5, {47)) (3.27)

PE(X%, {R}})
¢ a probabilidade de obter um certo valor de b, conhecendo a saida do professor ($%) para

um dado exemplo y e os campos locais do aluno ({h}}), e P¥(Z4, {h¥}) a probabilidade
conjunta, que pode ser escrita como:

PX(2h, {M}}) = PX(S51{R}) PX({R)}) . (3.28)

A expressao dada pela equagao (3.25) é valida para qualquer escolha da distribui¢ao
de exemplos, embora seja a fungdo modulagdo étima no caso desta distribuicao levar a um
erro de generalizagdo que decresce monotonicamente com p. Ela é bastante geral também
porque as varidveis conhecidas podem ser outras, apesar de terem sido definidas a priori nesta
dedugdo. Isso implica que esta mesma funcao pode ser utilizada no caso do aprendizado na
presenga de ruido, s6 que neste caso uma das grandezas conhecidas é a saida corrompida por
ruido, &, no lugar da saida correta, ¥p.

No proximo capitulo descreveremos com mais detalhes a mdquina paridade e usa-
remos estes resultados para obter a forma da fun¢do modulagdo a ser implementada no seu
aprendizado.



caso K=2

Neste capitulo tratamos o caso especifico da méquina pari-
dade com duas unidades escondidas. Apresentamos a funcgéao
modulagado dtima e discutimos sua interpretacao, deduzimos as
equagoes de evolugao do overlap com o professor e do médulo do
vetor sinaptico. Discutimos o comportamento do erro de gene-
ralizagao e apresentamos as simulagées desta rede, comparando
estes resultados com os existentes na literatura.

28
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4.1 Caracteristicas gerais da maquina paridade K = 2

A mdquina paridade é uma rede neural multicamada simples com: N unidades de
entrada Sy; (k =1,2 ei=1,...,N/2); 2 unidades escondidas e uma unidade de saida 3.

Figura 4.1: Representacio esquemdtica de uma MP.

Esta rede possui arquitetura de drvore, isto significa que ela pode ser dividida em
2 ramos que nao compartilham os exemplos. Cada uma das 2 unidades escondidas est
ligada a uma porgao do vetor de entrada através do vetor N /2-dimensional denotado por Jy,
com k = 1,2, que é modificado ao longo do processo de aprendizagem. As conexdes entre
as unidades escondidas e a saida sio mantidas fixas e iguais a um. O que caracteriza esta

maéquina € a maneira com que ela obtém a saida, que é funcio do produto dos campos locais
em cada um dos ramos:

2
m:r(ﬂ hk) = F(hy ~hy) | (4.1)
k=1
sendo o campo local na k-ésima unidade escondida (hy,) é definido por:

N2 oo
By == X SRR (4.2)
; ||
A fungao F que aparece na equagdo da saida (4.1) é a fungdo de transferéncia, que
nesse caso é a fungio sinal. Ji; sdo as N/2 componentes do vetor sindptico J;, e podem
assumir qualquer valor real; Sy; € {+1,—1} sdo as componentes do vetor de entrada Sk.

O objetivo de um algoritmo de aprendizagem é obter o vetor J que implementa as

saidas corretamente para o maior niimero de exemplos possivel. Esta performance, no caso
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do aprendizado supervisionado com professor, é medida comparando-se a saida da rede com
a saida dada pelo professor:

2
Yp = sinal (H bk) = sinal (by - by) (4.3)
k=1
onde by, é o campo local no professor, dado por:
N/2
By; Sk

=) 228 com IB:| =1, (4.4)

i=1 |Bk|

A escolha da fungao sinal faz com que as saidas X B(J) assumam apenas dois valores:
+1 e —1, caracterizando as redes booleanas.

Para verificar o aprendizado, medimos o erro de generalizacdo, que é o valor es-
perado do nimero de respostas incorretas, isto é, quando ©; # Tp, calculado sobre todos

os exemplos possiveis, para que esta medida independa de um dado con junto de exemplos.
Podemos escrever o erro de generalizagdo como:

6 = (e ($"))qsr - (45)

Computar erros na miquina paridade implica em contar quantas vezes o campo
local num dos ramos da rede aluno difere do campo local num dos ramos da rede professor.
Isto pode ser escrito através da funcao de Heaviside:

2
MP _ <® (~ 10 b;;h;;)> | (4.6)
k=1 (8"}

A dependéncia nos exemplos est4 embutida nos campos Rl e b}, de modo que pode-
mos tomar a média sobre os exemplos como uma média sobre a distribuicdo destes campos:

2

"= [ TIdvf an P(bf, ), (4.7)
Zs#5p k=1

onde P(by, hi;) é a probabilidade de distribuigio conjunta dos campos bl* e hi. De acordo

com o teorema do limite central, quando N — oo, b, e hl sao varidveis gaussianas com

média zero e correlagao p); . Portanto:

VAV h¥ 2 h‘Lfb‘u I
P(bf,hf) s 1 exp{ (bk) ( k) +2 k kpk} . (48)

21y/1 — (pt)? 2(1 = (1))

sendo p); o overlap entre o aluno e o professor definido por:

m - Bk‘lﬁ
A=
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Usando a equagdo (4.7), é fdcil verificar que o erro de generalizacio é dado por:

et =eg + €% — 2eke? (4.10)

onde elG(z) € o erro de generalizagdo no ramo 1(2), dado por eg = arccos(pyz))/m. Este

resultado pode ser interpretado de maneira simples e intuitiva. O erro de generalizagao
mede a probabilidade da saida da rede estar incorreta. Nessa rede, a saida ¥ serd incorreta
sempre que um dos ramos fornecer a resposta errada e o outro, a correta, e vice-versa.
Matematicamente, esta afirmacio pode ser escrita da seguinte maneira:

e’ =eg(l—ek) +ed(l—ek). (4.11)

O primeiro termo corresponde & probabilidade do ramo 1 errar e o ramo 2 acertar,
o segundo termo representa a situacdo inversa. E ficil verificar que as equagdes (4.10) e
(4.11) sdo idénticas. Considerando o caso simétrico, isto é, quando o overlap coincide nos
dois ramos (p; = ps) a expressao em (4.10) se reduz a:

et = 2eq —2(eg)?. (4.12)

A figura 4.2 mostra o comportamento do erro de generalizagao em fungdo do overlap.

0.5

0.4}

03+

0.2+t

0.1

0.0 0.2 04 0.6 0.8 1.0

Figura 4.2: Erro de generalizagdo versus overlap para a MP K = 2 (caso simétrico)

Observamos que o erro de generalizacdo é uma fungio monoténica decrescente do
overlap. Isso significa que a fungdo modulagio obtida através do método variacional sers
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a fungdo étima, porque cada exemplo apresentado provoca a mdxima mudanga no overlap,
aproximando-o do seu valor maximo, que corresponde ao valor minimo de eg. Na préxima
se¢ao apresentamos o algoritmo de minima agao e os resultados de sua aplicagio no apren-
dizado da mdquina paridade. Em seguida investigamos a performance desta rede quando se
utiliza o algoritmo étimo.

4.2 O algoritmo de minima acao e a maquina paridade

Vamos retomar a discussdo iniciada na segdo 3.1.2, e verificar o desempenho do
algoritmo de minima acao na aprendizado da maquina paridade. Para Kabashima as com-
ponentes do vetor sindptico sio modificadas & medida que um novo exemplo é apresentado,
de acordo com a regra de aprendizagem dada pela equagdo (3.1), cujo incremento AJy é

3
AJ) = -0(-2p HJf S8 . ®(|J§‘ - S%| — |I% - SE) - sinal(J4 - SE) - SK (4.13)
i=1
onde k,j = 1,2 (k # j) e ©(z) é a fun¢do de Heaviside. Comparando esta expressio com
(3.3), vemos que a fun¢io modulagio no ramo 1 é dada pelo produto de trés termos:

F{A% = ©(=Sphihs) - (|| — |1Y|) - [—sinal(RY)] , (4.14)

com hi = J{ - S¥. O primeiro termo é responsivel pela manutengao do vetor sindptico, j&
que ele se anula para Xp = hyhy, isto é, quando as respostas do professor e aluno coincidem.
O segundo termo corresponde & minima agio: ele garante que o ramo a ser modificado é
aquele cujo médulo do campo local é menor. Finalmente o terceiro termo garante a inversao
do sinal do campo local no ramo modificado, de modo que a saida possa ser invertida.

A figura 4.3 mostra o comportamento tipico da fungdo modulagio FFA4 e de FFA4
em fungdo do campo hf. Para exemplificar o que ocorre, escolhemos o caso especifico onde
hf = —2 e £p = —1. Neste caso, a saida dada pela rede aluno serd positiva se o campo
local no ramo 1 for negativo, e neste caso a rede estard errando. Portanto espera-se que
nesta situagao ocorram mudangas no vetor sinaptico. Pelo grafico observamos que na regido
onde h{ > 0, a fungdo modulagio é nula em ambos os ramos, pois Nesse caso Lp = L7,
a rede aluno acerta e portanto nio “precisa” ser modificada. J4 na regiao em que h{ < 0
observam-se mudangas, isto é, a fun¢ao modulagio num dos ramos é diferente de zero. A
questao é determinar qual ramo serd modificado. Pela prescri¢io do LAA, serda modificado
o ramo cujo valor absoluto do campo local for menor, portanto enquanto |hY| < 2 este serd
o vetor modificado e quando esta situacao se inverter serd modificado o vetor sinaptico do
ramo 2.
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Figura 4.3: A figura mostra a fungdo modulagio nos ramos 1 e 2 em funcéo do campo local hy
para hs = -2 e ¥p = —1.

As equagdes diferenciais que descrevem a evolugdo do médulo do vetor sindptico
e do overlap podem ser obtidas de maneira andloga & utilizada na secio 3.1. Kabashima
observou que ambas dependem do balango entre dois fatores. Para valores pequenos do vetor
sindptico |J| = 0, p é negativo, indicando que nestas condigées o overlap necessariamente
diminui. Essa caracteristica é explicada por Kabashima da seguinte forma: “quando um vetor
¢ modificado numa diregdo aleatéria, perde-se informagdo numa outra direcio especifica”.
Entretanto, esse balango s6 implica na diminui¢do do overlap para valores pequenos de |J],
existindo um valor critico |J.| acima do qual p torna-se positivo e portanto a rede passa a
generalizar. Nos estdgios iniciais do aprendizado (p ~ 0), as equagdes de evolugao podem

ser aproximadas por:
.Cf'ifvl I:E_ —J(ﬂ_l) (4 15)
dae J |4 NZ3 ‘

. dp 2 2
P~ 2 [Z_ Wﬁ] ' (:10)
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Impondo a condigdo p > 0, encontra-se o valor critico J. = 0.696 a partir do qual o
aluno comega a adquirir a capacidade de generalizar. Assim, enquanto J < J, a rede passa
por uma fase de simples memorizagio, na qual o valor do overlap nio varia.

Uma maneira de verificar o desempenho do algoritmo é estudar o comportamento
assintético do erro de generalizagao, verificando como, em fungio do niimero de exemplos,
seu valor minimo € atingido. No limite ot — oo, espera-se que o overlap atinja seu valor
maximo (1) e que, portanto, possa ser escrito como p =1 — §, com § << 1. Neste limite as
equagdes de evolugdo podem ser aproximadas por:

dJ  1[+26 2

— o~ = | — —4&J 4.1

do Jl T s ] I
d 1 |[vaE_ 4 o, (4.18)
do J2| 7 V2

cuja solugao assintética é § ~ 0.24a~2/3,

Como vimos na segao anterior, o erro de generalizagio para uma miquina paridade
é, no caso simétrico, dado por e}f¥ = 2e —2€%, onde e = Larccos(p) é o erro de generalizagdo
em um dos ramos. Quando o erro se aproxima de zero, o termo linear domina, e podemos
escrever a aproximacao:

2
ed P ~ ;arccos(p) ; (4.19)

Invertendo esta expressio, usando a expansdo do cosseno para argumentos pequenos
e as equagoes acima, obtemos o erro de generalizacao assintético:

e’ ~ 0.441a7173, (4.20)

Kabashima também investiga o aprendizado na presenga de ruido, cujos resultados
serao apresentados no capitulo 6. Vamos estudar o aprendizado numa méquina paridade
quando se utiliza o algoritmo dtimo e confrontar o resultado com o obtido nesta segio.

4.3 O algoritmo 6timo e a maquina paridade

No capitulo anterior obtivemos a expressao que determina a fungao modulacio a ser
implementada no k-ésimo ramo de uma rede neural. O resultado obtido é bastante geral e
vélido para qualquer rede neural com estrutura de drvore e K ramos:

b < B Spuien "
= K ( bl D hg) . (4.21)
Pk
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Como observado anteriormente, uma condigdo necessdria para que esta funcao mo-
dulagao seja 6tima é que o erro de generalizagao decresca monotonicamente com o overlap.
Como mostramos (segdo 4.1) esta condigio é satisfeita no caso da maquina paridade K = 2.
O valor esperado do campo b); é calculado levando-se em conta o conhecimento que se tem
sobre as diferentes varidveis do problema, que sao os campos locais da rede aluno (R}, h}) e
a saida do professor X’.

Neste ponto podemos considerar duas situagées. Na primeira, para modificar o ramo
k, o aluno s6 tem acesso ao valor do campo no k-ésimo ramo, isto é, no préprio ramo, e nio
nos demais. Nesta situagao o algoritmo tem cardter local e o valor esperado do campo local
no professor € calculado a partir de:

<Y Sy = [ Ve PSS, B b (4.22)

Realizando este cdlculo chegamos ao resultado trivial F}' = 0, que leva a: py/pp =
jk/Jk = 0. Este resultado indica que a mdquina paridade nio é capaz de aprender quando
se utiliza um algoritmo local de maneira on-line. Isso explica porque o algoritmo de Hebb
(se¢do 3.1.1) nao funciona na maquina paridade: para que o aprendizado ocorra é preciso
que se conhegam os campos locais nos outros ramos, isto é, o algoritmo precisa ser nio local.
Esta é a segunda situacao a ser considerada.

A obtengao da fungdo modulagdo® requer que seja especificada a distribuigdo de
probabilidade dos campos by, dados os campos hy, e a saida X5, deve-se portanto especificar
a probabilidade condicional P(bi|Ep,hy,hs). Esta probabilidade, obtida no apéndice A, é
dada por:

P(b|h oy h
P(bllzBahl}hZ) = P—(Z-(;rflbl—lzlz)-H (—EB ?22) (423)
onde
h h
P(Sp|hy, hy) = H ()33)\—2) H (i—) +H (—EB;E—;) H (—’:—1) : (4.24)

e oy, = sinal(by). Nestas expressées foram também usadas as defini¢ées de \i:
No= 1= 22, (4.25)
e da fungao H(z):

H(z) = —;-e'rfc (%) . f_oo Dz . (4.26)

taproveitando a simetria do problema, vamos calcular a funcdo modulagao no ramo 1. Para o ramo 2
basta trocar os indices 1 « 2.
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A combinagao de todos estes resultados fornece a melhor fun¢do modulagio para
modificar o vetor sindptico no ramo 1:

o 2y H(-%) - H()
fE AR e (AR

4.3.1 A fungao modulacao étima: interpretacao

A primeira caracteristica importante a ser notada na forma estrutural da fungao
modulagdo 6tima é que hd uma dependéncia direta no valor dos campos locais. Isso significa
que esta fungao modulagdo depende do exemplo apresentado, sendo dado um peso diferente
a cada exemplo. Como vimos na segio 4.2, esta caracteristica ji estava presente no LAA,
entretanto naquele caso a fun¢do modulagio se restringe aos valores 0 ou 1, e no caso do
algoritmo Gtimo isso ndo ocorre.

A segunda caracteristica importante, e que ndo estd presente no LAA, é que a fungao
modulagao depende explicitamente do valor de p. Isto implica que ela evolui com o tempo,
isto €, a medida que novos exemplos sio apresentados e o overlap muda de valor. De outra
maneira podemos dizer que a fungido modulacio leva em conta o estado de aprendizagem da
rede. Este fato pode ser facilmente observado na figura 4.4, que mostra a fun¢ao modulagao
nos ramos 1 e 2 em fungao do campo local no ramo 1, para um valor fixo do campo local no
ramo 2 (hy = —3), da saida (5 = —1) e diferentes valores do overlap.

O interessante da dependéncia de F' com o overlap é que nos estdgios iniciais da
aprendizagem, isto €, para valores pequenos de p, por exemplo para p = 0.1 (linhas sélidas),
o peso dado aos exemplos varia muito pouco, bem diferente do que ocorre quando o overlap
se aproxima de seu valor mdximo, por exemplo para p = 0.7 (linhas tracejadas). Essa
caracteristica pode ser interpretada da seguinte forma: a “atencio” dispensada pelo aluno
a cada exemplo depende do desempenho. No inicio ele “presta a mesma atengao” a todos
os exemplos, mas & medida que ele aprende torna-se “mais critico”, selecionando aqueles
exemplos que lhe fornecem informagées mais relevantes.

Outra caracteristica importante a se perceber através destes graficos € a diferenca
entre as formas de Fy e F;. Vemos que os ramos sofrem diferentes mudangas para um mesmo
exemplo apresentado. Vamos discutir com mais detalhes esta questio.

Confianga e Surpresa

O objetivo do aprendizado é encontrar uma rede que imite o professor, isto é, que
fornega as respostas corretas. Dessa forma, é de se esperar que as mudangas mais signifi-
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%

st

Figura 4.4: Fung¢do modulagdo étima nos ramos 1 e 2 em fungio do campo local hy para hs e Xp
fixos, e diferentes valores do overlap: 0.1(—), 0.4(- - - - - ), 0.7( - ).

cativas sejam efetuadas quando a resposta dada pelo aluno estiver errada. Isso ocorre nas

seguintes situagées:

I

Yp=+1 h1 >0 hy<0 Yp=-—1 hi1 >0 hy>0
Yr=-1 h1 <0 hy>0 Yy=+1 h1 <0 hy<O

I

Na mdquina paridade, que é uma rede booleana, as modificacies nas conexdes
sindpticas devem ser feitas com o objetivo de inverter a saida da rede. A questio é: qual dos
dois ramos € mais conveniente modificar?

Para responder a essa pergunta, e facilitar a andlise do papel desempenhado pela
fungéo modulagao, é conveniente definir a fun¢do modulagio reescalada F, /J1A1 e os campos
reescalados le =hi/A e 712 = hya/)s. Dessa forma elimina-se a dependéncia no parametro
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de ordem p.

As figuras 4.5 e 4.6 mostram o comportamento das fungées modulacio reescaladas
de acordo com o valor do campo reescalado 711, para dois valores do campo reescalado no
ramo 2 (ﬁg =-—5ehy= +4, respectivamente) e ¥5 = —1. Na figura 4.5 observamos que as
mudangas mais significativas ocorrem na regido em que hy < 0, j& que neste caso hy - hy > 0.
Na figura 4.6 ocorre o contrério, isto é, as maiores mudangas ocorrem para hy > 0, pois nesse
caso também hy - hy > 0, diferindo portanto da saida do professor.

10" errado certo
8 )_‘,E;tEJ 23:2-’
‘1 ”f
S 6 ]
o~ |
Uz, f
4 } \
2
0
6 5 -4 3 2 4 0 1 2

Figura 4.5: Fungao modulagéo 6tima reescalada nos ramos 1 (linha cheia) e 2 (linha tracejada)
em fungdo do campo local reescalado hy para ho = —5 e L = —1

Podemos relacionar o valor do médulo do campo local com a confianga que o aluno
tem num dos seus ramos. Quanto maior for esse valor, mais confianga ele tem de que aquele
ramo esteja correto. A confianga estd também relacionada com a dificuldade em classificar
um dado exemplo. Se |h| for grande, o exemplo apresentado é “ficil” de classificar. Por outro
lado um valor pequeno do campo |h| representa um exemplo “dificil”. Esta interpretagao
vem do fato que quando |h| é pequeno qualquer pequena variac¢io pode alterar sua resposta.
Tal comportamento pode ser entendido como uma “falta de confianca” do aluno na sua
resposta.

E nesse contexto que surge a idéia de surpresa: o aluno confia demais na sua resposta
mas, surpreendentemente, ela estd errada. Este é um tipo bom de experiéncia, na medida

em que produz as modificagbes mals significativas no estado da rede aluno.
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certo errado N

L%, LT, R

Figura 4.6: Fungdo modulagdo reescalada nos ramos 1 (linha cheia) e 2 (linha tracejada) em fungio
do campo local reescalado hi para ho = +4 e X5 = —1

A questao é: que valor de |h| determina o “estado de confianca” do aluno na sua
resposta? Observamos que este valor depende diretamente da relagdo entre os campos nos
dois ramos, hy e hy. Existem trés situagoes possiveis:

o |hi| > |hyo| = nesse caso o campo no ramo 1 é maior em médulo do que em 2, e
portanto o ramo 1 é “mais confidvel” e deve estar correto. Entdo, a maneira mais ficil
de alterar a resposta do aluno, tornando-a igual & do professor, é modificar as conexées
do ramo 2, no qual o aluno tem “menos confianga”.

e |hi| < |hy| = esse caso é o oposto do primeiro. Agora o aluno confia mais no ramo 2
e portanto as mudangas mais significativas devem ocorrer no ramo 1.

¢ |h1| = |ha| = nesse caso o aluno confia igualmente nos dois ramos. Esta é a situagdo
de aprendizagem mais dificil e delicada: ambos os ramos sdo igualmente modificados.

E ficil observar pelas figuras 4.5 e 4.6 que enquanto |h1] < |he| 0 ramo 1 é o que
sofre maiores modificagées. Na regido em que |hy| > |hs| a situagao se inverte. Finalmente,
quando |hi| ~ |hy| ocorrem modificagbes de mesma magnitude em ambos os ramos. E
interessante notar a semelhanga que existe entre essas func¢ées e aquelas obtidas através
do LAA (figura 4.3). Como jd mencionamos, algumas caracteristicas da fungao modula¢io

étima estdo também presentes na F'L44,
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4.3.2 As equagoes de evolugao

O nosso objetivo agora é calcular as equagées de evolugao de Jy, e do overlap py
usando a fungio modulacio obtida. Para o ramo® 1, substituindo o resultado da equagdo
(4.27) nas equagdes (3.13) and (3.14), e apés fazer a soma Xy e a integragio em b, chega-se
ao resultado :

2
% = -—plAl thth«z e_h‘%/)‘f
da T H

2
i /Dthhg e‘h?/*\fH

do T

onde Dhy, = dhy (27)! exp{—hZ/2} .

Existem dois pontos importantes neste resultado a serem enfatizados. O primeiro
é que o valor inicial do overlap py(0) ndo pode ser zero, pois neste caso obtém-se a solucao
trivial: dpy/dc = 0. Isto significa que a rede necessita de um conhecimento prévio (pi(0) # 0)
sem o qual ela nao serd capaz de generalizar. Esse comportamento é tipico desta rede nao
sendo observado no caso do perceptron simples. Sua origem estd relacionada a simetria
interna da maquina paridade. Para efeito de comparagao, na figura 4.7 mostramos o grafico
p X p para o perceptron simples e para a maquina paridade K = 2.

Observamos que no caso do perceptron simples a variagdo do overlap nos estagios
iniciais de aprendizagem tende a infinito. A condigdo p(0) # 0 ndo torna menos atraente o
algoritmo étimo, uma vez que este valor pode ser tdo pequeno quanto se queira®. A partir da
integragao numérica da equagao (4.28) obtém-se o comportamento do overlap em funcio de
a, e usando a equagao (4.12) é possivel conhecer como o erro de generalizagio varia em fun¢ao
de a. Esse comportamento estd indicado na figura 4.8, no caso simétrico, para diferentes
valores de py,(0). Por esse grafico vé-se que quanto mais conhecimento a priori a rede possuir,
mais rapido serd o decaimento do erro de generalizagao, embora que assintoticamente a taxa
de decaimento independa das condig¢ées iniciais. Esse assunto serd discutido adiante.

O segundo ponto importante é que vale a relagao jk/Jk = pr/prx. Essa relagao,
igualmente obtida do caso de outras dindmicas otimizadas (perceptron e maquina comité), é
satisfeita pela solugao Jy(a) = cpi(c), cuja constante ¢ pode ser escolhida como sendo igual
a unidade. Esta equagdo nos mostra que, se for satisfeita a condigao inicial Ji(0) = pi(0),
esta igualdade serd preservada pela dindmica. Também indica que o overlap, cujo valor é
desconhecido uma vez que nao se conhece o professor, é em média igual ao médulo do vetor

2também neste caso, para obter as equagdes de evolucao no ramo 2 basta trocar os indices 1 + 2.
3Vamos discutir mais sobre esse assunto na secao 4.4
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Figura 4.7: Os gréficos mostram o comportamento p em fungio de p. O gréfico & esquerda indica
o comportamento tipico de um perceptron simples: nos estagios iniciais do aprendizado p — oo;
o gréfico a direita, o diferente comportamento da maquina paridade: um conhecimento a priori
(p(0) # 0) € necessario para dar inicio ao processo de aprendizagem.

sindptico Jy, e pode ser substituido pelo seu valor durante o processo de aprendizagem. Essa
possibilidade é fundamental para efeitos de implementagao do algoritmo étimo.

Comportamento assintético de p e de eg para a — oo

Nosso interesse agora é investigar o comportamento de dp/da quando o niimero de
exemplos apresentados é muito grande, isto é, para o — co. Nesta situagdo espera-se que o
valor de p seja préximo de um. Podemos considerar que o overlap evolui de maneira uniforme
nos dois ramos, de modo que a seguinte andlise serve tanto para k = 1 como para k = 2.
Vamos portanto assumir o caso simétrico: py & ps = p e A\; = Ay = . No limite p12 — 1
temos Ay o — 0, como se pode ver pela equagio (4.25). Partimos do resultado fornecido pela
equagdo (4.28), isto é:

I
doe

/ DhyDhy e H/% (4.30)
H

Se tomarmos diretamente nesta equagao o limite A — 0 obtemos a solugao trivial:
dp/da = 0. Para contornar este problema, e investigar o que ocorre no limite p ~ 1, fazemos
a mudanga de varidvel x = hy /). Dessa forma podemos tomar o limite A — 0 mais adiante.
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Figura 4.8: Erro de generalizagio versus o para diferentes valores iniciais £0-

Reescrevendo a equagao (4.30) em termos da nova varidvel e da relagio entre ) e p, obtemos:

b _(0=0P" [ oy, e B (%) -# ()]
da T p? : H (’—;‘1) H(z)+ H (__!1/\1) H(-z)

(4.31)

No limite A — 0 podemos utilizar as aproximagoes: H(—00) = 1 e H(+00) = 0, e
chegamos ao limite assintdtico da equagdo de evolugio do overlap:

dp (1= p*)P 14
o=, (4.32)

onde a integral I foi calculada numericamente, tendo sido encontrado o resultado:

dr e
Iy= [ e 297, 4.33
"~ J Ver H(z) t39)

Nosso interesse é saber qual a dependéncia do overlap com «, para isso podemos

supor que, quando @ — oo, o overlap vai para 1 com alguma poténcia () de o:
p=l—Aa™7. (4.34)

Neste limite podemos desprezar os termos de ordens superiores e escrever ol
1 —2Aa™. Derivando a equagdo (4.34) em relagio & a obtemos:

d
ﬁ ~ Aya™77t, (4.35)
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Igualando esta equagdo a (4.32), obtemos os valores A = w2/2I% ~ 0.96 e v = 2.
Substituindo estes resultados na equacio (4.34) obtemos uma forma para o comportamento

assintético do overlap:
2

™ 2
~]l— — ] 4.36

Com esse resultado podemos obter o comportamento assintdtico do erro de genera-
lizagdo em fungéo de . Lembrando que para cada ramo eg(p) = 7~} arccos(p), invertendo
essa relagao e expandindo o cosseno para argumentos pequenos obtemos:

Vv2A  0.44

egla) ~ — =~

4.37
T o1 ( )

Inserindo este valor na equagao (4.10) e desprezando termos de ordem O(a~2),
obtemos finalmente o limite assintdtico do erro de generalizagdo da maquina paridade K = 2

em fungao de a:
. 0.88

MP(0) =

(4.38)

Esse resultado € interessante por duas razées. Em primeiro lugar ele reflete 0 mesmo
comportamento assintético obtido a partir da otimizagio em outras redes (Kinouchi & Cati-
cha, 1992; Copelli & Caticha 1995), e é duas vezes o erro previsto para o algoritmo de Bayes
para um perceptron (Opper & Haussler, 1991). Por outro lado ele deve ser confrontado com
o resultado obtido através da aplicagdo do LAA. Vé-se claramente que no limite de o — o0
o algoritmo étimo tem uma performance muito superior do que o LAA, para o qual o erro
de generalizagio vai para zero com a~Y/3, Isto significa que se para obter um dado valor
de eg forem necessdrios o, exemplos usando o algoritmo Gtimo, se usarmos o LAA serdo
necessarios apaa = (Qo/ 2)3 exemplos. Por exemplo, uma mdquina treinada de forma 6tima

com 20 exemplos terd o mesmo desempenho de uma mdquina treinada com LAA apés 1000
exemplos! :

4.4 Simulacoes

As simulagées foram feitas em linguagem FORTRAN usando uma estacio de tra-
balho SPARC5 da SUN. O tempo de CPU para estas simulagées é bem reduzido, tendo sido
os dados obtidos praticamente de forma interativa.

Como mencionamos na segao 4.3.2, a rede aluno necessita de um conhecimento
prévio para ser capaz de generalizar. Isto pode ser visto através da equagio de evolugao
que se anula para p = 0, e implica que o overlap permanecerd sempre com o mesmo valor,
portanto p = 0 é um ponto fixo da dindmica.
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A pergunta que podemos fazer agora é: quanto conhecimento prévio é necessdrio?
Em outras palavras: qual o minimo valor inicial do overlap para que a rede seja capaz de
generalizar?

Para responder a essa questdo, vamos verificar a ordem de grandeza do overlap
quando o professor e o aluno sao escolhidos de maneira aleatdria e independente. Seja o
professor dado pelo vetor normalizado B, cujas componentes sdo B; = +1/+/N; e uma rede
aluno dada pelo vetor J, cujas componentes sio J; = +a e cujo médulo vale av/N, de forma
que < J; >=0e < B; >= 0. O valor médio de p serd zero com variancia dada por o?(p):

o?(p) = 3o Buk) . (4.39)

Como B; e J; sao independentes vale o(B;J;) = o(B;) o(J;), e portanto:

1
BAJ4

o2(p) = D o*(B;)a?(J;) . (4.40)

A varidncia de B; e de J; sdo dadas, respectivamente, por:

2
?=< B?> — < B, zmiNBt iNB- ~o(L 4.41
0'———<,,,;> <1>—NZZ NE?, o, N) ()
=1 i=1
2
02—<J-2>-—<J->2—i§:J2—(iil) ~a’=0(1) (4.42)
e ' -Nz':li NI T . .

Portanto
o(p) = /o) ~ = (4.43)

Assim, ao sortear uma rede aluno, seu overlap com o professor serd aleatorio (pajeat) €
terd ordem de magnitude O(1/+/N). Entretanto, a equagio de evolugio do overlap é correta
em ordem O(1). Assim, a ordem de grandeza da precisio do overlap na equagao € maior do
que o overlap inicial da rede aluno usada na simulagao, isto é, p > paieas. Para manter a
precisdo das equagdes é necessdrio que o conhecimento prévio py seja O(1). Por outro lado
é interessante que a rede nao possua muito conhecimento, pois esta é uma situacio comum
nos problemas reais, portanto o overlap inicial deve satisfazer:

1
— KL pp K 1. 4.44
N £o ( )

Isso mostra que py depende do tamanho N da rede. Para investigar o desempenho
do algoritmo através de sua simulagdo, precisamos compara-la com o resultado numérico
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das equagGes. A integra¢do numérica da equagdo (4.28) nos fornece o valor de p(c) com
o qual podemos calcular o erro de generalizagdo também em funcio de o. Esta integragao
requer o estabelecimento de uma condigdo inicial, que serve como base para a escolha do
aluno na simulacio. E claro que ao sortear a rede aluno nao é possivel encontrar um que
tenha exatamente o valor desejado do overlap, assim escolhemos dois valores que delimitam
os valores possiveis do overlap da rede aluno sorteada.

O intervalo desejado de p é determinado pela equacao (4.44) e depende do tamanho
N da rede. Para selecionar alunos com overlap menores, precisamos trabalhar com redes
muito grandes, o que traz dificuldades computacionais. Portanto, a escolha do tamanho da
rede e do intervalo de overlap devem ser feitas levando-se em consideragao este problema.

O grifico da figura 4.9 mostra o resultado da simulagdo (pontos) para duas redes
de diferentes tamanhos (N ), que devem partir de diferentes escolhas de Po, € o erro de
generalizagao tedrico.

o

jolye]
o
oo

o

ZZDD EZ
L éloco
ool
oo0—=0
Nm.—k(o..

©

0.0 1 ; ‘

Figura 4.9: Erro de generalizacio obtido através da integragdo numérica de dp/da (linhas), si-
mulagéo usando p (simbolos cheios) e J (simbolos vazios) para N=302 e N=1002.
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Para os tamanhos de rede selecionados N = 302 (pgieqt ~ 0.06) e N = 1002 (pgiear =
0.03), foram escolhidos alunos cujo overlap inicial pertencia aos intervalos [0.18 — 0.22] e
[0.09 — 0.11], respectivamente. As curvas foram obtidas a partir da integracio numeérica da

equagdo de evolugao do overlap utilizando como valor inicial os limites inferior e superior
dos intervalos citados.

E importante reforcar o seguinte ponto: na expressio da fungao modulagio aparece
explicitamente o valor do overlap p. Entretanto, este overlap nio é conhecido, uma vez que
nao se tem conhecimento do professor, e portanto, esta grandeza niao pode ser usada na
simulagao. Este nao é exatamente um problema pois, como podemos observar a partir das
equagdes de evolugdo, o overlap e o médulo do vetor J diferem apenas por uma constante,
de tal forma que podemos usar o médulo de J, ao qual temos acesso, no lugar do overlap.
Para efeito de verificagdo, realizamos simulagbes utilizando ambas as grandezas. Os pontos
indicados pelos simbolos cheios foram calculados usando-se o overlap, e coincidem com os

pontos indicados pelos simbolos vazios, que foram obtidos usando-se o médulo de J.

Pelo grafico da figura (4.9) observamos também que quanto menor for o valor inicial
do overlap, mais lento serd o decaimento do erro de generalizacdo. A origem deste retarda-
mento, também observada na dindmica off-line, deve-se 4 simetria presente neste tipo de rede
(Hansel et al., 1992): se em um nimero par de ramos as conexdes J forem transformadas
em —J a saida nao se altera, e portanto nao se altera eg. Estes platés também ocorrem em
mdquinas comité totalmente conectadas e nestes casos sua origem também est4 relacionada
as simetrias entre os diferentes ramos. Devido & existéncia deste ponto fixo pode-se ques-
tionar a utilidade de descrever a dindmica através de um conjunto de equagées diferenciais,
entretanto deve-se levar em conta que afastando-se da origem este é um excelente método
para descrever e compreender a dinamica de aprendizagem destas redes.



caso K geral

Neste capitulo estendemos os resultados obtidos no capitulo an-
terior. Introduzimos um conjunto de relagées de recorréncia para
as distribuicoes de probabilidade relevantes, o que permite estu-
dar o caso de maquinas paridade com um K geral. Determina-
mos a funcao modulagdo dtima, discutimos o comportamento do

erro de generalizagao, seu limite assintético e seu comportamento
proximo a origem.

47
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5.1 Extensao dos resultados

Os resultados do capitulo anterior podem ser estendidos para uma maquina pari-
dade com um nimero K qualquer de unidades escondidas. O erro de generalizacao pode ser
calculado a partir da expressao:

e (p1...0x) /Hdbkdhkak,hk (th). (5.1)

Uma mdquina paridade com K ramos pode ser entendida como uma mdquina de
2 ramos: um perceptron, que é uma mdquina paridade com K=1 e uma outra maquina
paridade com K — 1 ramos. Dessa forma, usando o resultado do erro de generalizacio
para uma maquina paridade K = 2, dado pela equagao (4.10), podemos escrever o erro de
generalizagao da mdquina paridade K geral através da relacao de recorréncia:

e (p1px) = €5 Dpr..pr1) + e (px) — 263 (ox)es ™ (prpic-1) (5.2)
cuja solugao é:
1 K
e (p1...px) = - ll T (1- 2e8)(pk))] ; (5.3)
k=1

onde e )( £

Pr) = arccos(py) € o erro de generalizagio do k-ésimo ramo, que é um percep-
tron simples. Isto reforga a idéia que cada um dos ramos da maquina paridade corresponde
a um perceptron simples. No caso simétrico, que significa tomar p, = p para todo k na

equagao (5.1), obtemos os seguintes valores para eg no limite K — oo
| 1

ea(p) = 5 Dara Ve<l

pat 0 para p=1.

E ficil verificar estes resultados: para os valores de p < 1, o erro de generalizacao
pertence ao intervalo |0, %] e portanto (1 — 2eg) < 1. Dessa forma o termo (1 — 2eq)E se
anula no limite K — oo e obtemos o resultado eZ(p) = % Quando o overlap atinge seu valor
mdximo, p = 1, o erro de generalizagio é nulo e portanto (1 — 2eg)¥ = 1, assim obtemos
o resultado eF(1) = 0. Esse comportamento também pode ser observado pelo grifico da

figura 5.1 que mostra o erro de generalizagio em fungao do overlap, no caso simétrico, para
redes com diferentes valores de K: 1, 2, 3, 4, 5, 6, 8, 10, 12, 14, 16, 18 e 20.

Pelo grdfico podemos ainda observar que & medida que aumenta o niimero de cama-
das internas, a rede demora mais para generalizar, isto é, o erro de generalizagio s6 comeca,
a diminuir para valores cada vez maiores de p. O ponto importante para as analises que se

seguem ¢ o fato que ainda assim o erro de generalizacao é monoténico em p.
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Figura 5.1: Erro de generalizagio da mdquina paridade em fungio do overlap para um nimero K
de unidades escondidas: o erro de generalizagdo, apesar de decair mais lentamente, é monoténico
em p, independente do valor de K.

5.2 As equagoes dindmicas e o peso 6timo

As equagées de evolugao obtidas no capitulo 3 sio gerais e servem para qualquer rede
multicamada com estrutura de drvore. Dessa forma, a expressao geral da fun¢iao modulagio
étima no k-ésimo ramo é a mesma, e portanto podemos partir do resultado:

< b >yimp gy hu)
k .
Pk

FF' = KJ; ( (5.4)

O valor esperado dos campos internos b}, sio obtidos levando-se em conta a in-
formagédo contida nos campos locais da rede aluno, e portanto depende de K. Esta de-
pendéncia se dd através da probabilidade condicional P¥ (bj;|Z';, {h%}), pois

<Y Sy = [ o PEOLISS, (1) dbf (5.5)

Dessa forma, o primeiro passo para calcular a fun¢do modulagao étima é obter as
probabilidades conjuntas P (b, X5, {h'}) e PX (54, {h%}), jd que:

PE(bl S8 (R
PEGEDE [pAY) = -k 2B 1Y
(k' B { J}) PK(E%,{h#})

(5.6)
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Detalhes da obtengao destas probabilidades podem ser encontrados no apéndice A.
Abandonando o indice u, por simplicidade, obtemos o resultado:

P¥(bx, Bp, {h;}) = P(ha,be) { 65, , PX7H(E5, {hi}jk) + b0y, PX7H (=5, {hs i) }
(5.7)
onde

PE-Y(413%p, {h:loas) = ffi:_f db; P(h;,b;)0 (iEB Ii:__[l cr;,j) (5.8)

A probabilidade P¥(Xp,{h;}) pode ser obtida integrando P¥ (b, Zp,{h;}) em by
Dessa forma obtemos as seguintes relagées de recorréncia para PX(Xp, {h;}) e PK(EBHh 1):

K(Sp, (b)) = H (—f{—’;) P(h) XN (S, {h;} )+ H (;\"—;) P(h)PE (=5, {h; } ;) (5.9)

PR (Eal{hsh) = B (=2 ) PRUal{hs i) + 8 () PN -Balihdsas) , (510

onde Ay é definido por A\, = p;'4/1 — pi. Finalmente obtemos a probabilidade condicional
procurada:
P(bilhi) [ 60, , PXH(E{s} i) + 60, PEH(~Z5|{hj }i2s) ]
H (%) PE(=Sp[{h}jz) + H (— 1) PE-1(Sp|{h;} ;) _—
5.11

Usando este resultado na equagao (5.4) chegamos & fungio modulagio Stima no
ramo k:

o= g et [PXY(Zp|{R;}im) — PE(=Tp|{h;};)]
V2r PX(Zp[{h;}) ’
com PX(3g|{h;}) dado pela equagdo (5.10).
Através deste resultado e da equagao (3.14), apds fazer a soma em Xy = +1, chega-se
as equagoes de evolugao procuradas:

(5.12)

e | . _ K-1(__ 1, 4
e do médulo de Jy:
i K K o n [PE MRy Yia) — PEY=11{Rs )]
2o =5t !H Dh”’]‘” il PRI S

Antes de prosseguir a discussao, é importante notar que a integral em (5.13) e (5.14)
pode ser escrita como:

L, 4 Dh; [H( ) - B (3))
PE(1l{h;})

/ Dhy e~ /% (5.15)
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5.2.1 Solucao préxima a origem: o ponto fixo p; =0

Os fatores {H (—%) - H (%)], em (5.15) existem sempre que K > 1. Notamos
que eles se anulam para p; = 0, pois nesse caso temos [H(0) — H(0)], uma vez que \; = oo.
Isso indica que, se o processo de aprendizagem parte de uma situacao onde p; = 0, ele nao
funcionard de maneira on-line, pois p; = 0.

Para investigar o comportamento nos primeiros estdgios do aprendizado, isto é, para
pequenos valores de a, tomamos o limite p ~ 0. Usando a expansio da fungio H(z) para
argumentos pequenos H(x) =~ 1/2 — z/+/2m, é possivel escrever o numerador do integrando

como:
II Dk
£k

e seu denominador assume o valor 1/2. Dessa forma temos

K-1
e 2 [on (3 mon
3 ™ ik

2
Zhip] (5.16)
™

lH p?] : (5.17)
i

Fazendo as integrais, podemos finalmente escrever a equagao diferencial (5.13) para
pequenos valores de o como:

K
% & % (%) igp% . (5.18)

Através desta equagao observamos que um perceptron (K = 1) que parte de p; = 0
€ capaz de aprender rapidamente, pois a derivada do overlap é infinita. Portanto, neste caso,
pr = 0 nao constitui um ponto fixo atrativo da dindmica. Para redes com K > 1, é ficil
observar que p;. = 0, pode ser um ponto fixo, dependendo das condi¢ées iniciais nos outros
K —1 ramos.

Se a rede nao possui nenhum conhecimento inicial, isto é, pr(0) = 0 para todo k, ela
nao serd capaz de aprender de maneira on-line, pois o overlap ndo evolui no tempo, j que
sua derivada é nula. Entretanto isso nao ocorre se p;,(0) # 0, em pelo menos K — 1 ramos,
ainda que seja muito pequeno. Vamos considerar p3(0) = ¢ # 0, isto significa que existe um
conhecimento inicial, e definir Ej, = []; 41 ¢;. Nestas condigées, a evolugao inicial do overlap
pode ser escrita como uma série de poténcias:

Aga)? 1
Pr = €k+EkAKQ+%€kEg;€_2

1

+ %E(AKQ)"J (2ei S o +Zi2) +O(A}a4)} | (5.19)

itith 6 T 6
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com Ag = K(2/7)%.

O ponto fixo p(0) = 0 do aprendizado on-line estd relacionado ao fenémeno de
retardamento que ocorre no aprendizado off-line (Opper, 1994): o aprendizado sé se inicia
depois que um nimero critico de exemplos (o N) for apresentado. Nos casos em que N §é
finito, uma escolha inicial aleatéria das conexdes € suficiente para fornecer o conhecimento
prévio necessdrio, ja que neste caso p(0) ~ O(v/N), como discutido no capitulo 4.

5.2.2 Comportamento assintético: p — 1

Podemos, sem perda de generalidades, considerar que o overlap evolui de forma
semelhante nos K ramos, de modo que é razoavel a aproximagao simétrica, isto é, p, = p.
No limite o — oo o overlap tende a um, e o erro de generaliza¢io pode ser escrito como':

K
eg{)(p) A — arccosp . (5.20)
Procedendo de maneira andloga a utilizada na segao 4.3.2, encontramos o compor-
tamento da equagdo de evolugao do overlap para a — o0o:
dp K (1-p?):2
da 21  p
com Iy definida em (4.33). Para obter o comportamento assintético eg (), consideramos que
p=1— Ba~? e portanto a derivada do overlap em relacio a o é
dp
9 o BYa1 | 5.22
7o (5.22)
Comparando as equagdes (5.21) e (5.22), encontramos os valores § =2 e B = 2(n/I,K)?.

Invertendo a equagdo (5.20) e utilizando a expansio do cosseno para argumentos pequenos,
podemos escrever o erro de generaliza¢ao em funcao de a como:

B _Q
e o)~ V2B—=— ~ =, (5.23)

T (07
com C = (2/I,) =~ 0.88.

Essa equagao nos mostra que no limite assintdtico, o erro de generalizagio independe
de K, e estende o resultado obtido na segdo 4.3.2. Nos mostra também que a mdquina

1 f4cil obter este resultado, partindo da equagio (5.3) e expandindo o binémio (1—2¢)¥ em série. Temos
(1-2e)% =1-2eCk1 +4e*Ck,z2 — ... Como estamos interessados no limite p — 1, e sabemos que neste
limite e — 0, podemos desprezar os termos de ordens superiores, mantendo sé os dois primeiros, de modo

que eg{) ~ 1[1-1+2Ke] = Ke.
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paridade apresenta um erro de generalizagdo muito maior do que cada ramo individualmente,
de fato neste limite seu erro é a soma dos erros de cada um dos ramos. E ficil observar este
resultado a partir da relagao de recorréncia dada pela equagédo (5.2): no limite & — oo, 0s
termos dominantes sdo aqueles proporcionais a o™ !, isto é, sé sobrevivem os termos lineares

em eq:

3 (pr.px) = €3 (p1) + €3 (p2) + €2 (p5) + .. (5.24)

que corresponde, no caso simétrico, a:

eg (p) ~ Keg(p) . (5.25)

Da mesma forma, podemos escrever:

e (@) & Kel(a) ~ e (5.26)
Xp

onde o, = Ka ¢ uma medida do niimero de exemplos dividido pelo niimero de acoplamentos
de cada ramo. Nesta escala, cada um dos ramos aprende com a mesma taxa, independen-
temente do valor de K. Entretanto, a escala correta para se medir o decaimento do erro da
mdquina paridade € o e ndo oy. Isto leva a um cancelamento dos K's, e fornece um erro
nominal que independe de K. Esta caracteristica é compartilhada também pela maquina
comité e vai ocorrer para qualquer rede com estrutura de drvore, desde que o aprendizado
seja otimizado (Copelli, em preparagdo).



Aprendizagem
presenca

Neste capitulo apresentamos os resultados da aplicacao do LAA
a maquina paridade K = 2. Analisamos a tolerancia a ruido
da maquina paridade K geral, quando o aprendizado € realizado
de maneira on-line utilizando o algoritmo étimo. Estudamos o
comportamento do erro de generalizacido quando os exemplos sdo
apresentados a rede aluno com um nivel de ruido supostamente
conhecido. Investigamos também situa¢ées mais realistas onde
nem sempre é possivel conhecer o nivel de ruido presente na rede
professor, nesses casos as caracteristicas da dinamica séao descritas

através dos chamados diagramas de robustez.
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6.1 Ruido multiplicativo

Até este ponto tratamos a situagao na qual o aprendizado ocorre a partir da apre-
sentagao correta dos exemplos. Esta é a situagao ideal, entretanto nem sempre possivel de
ser obtida. Vamos supor agora que o aprendizado se d4 na presenga de ruido, de forma que
os exemplos transmitidos ao aluno estao corrompidos por um certo nivel de ruido. Como
vimos no capitulo 2, o ruido pode afetar o aprendizado de vdrias formas: pode estar presente

nas sinapses, nos exemplos ou provocar mudangas diretamente na saida do professor. Esta
iltima serd considerada neste capitulo.

Vamos assumir que a saida do professor seja invertida com uma certa probabilidade
¢, supostamente conhecida. Chamaremos de { a nova saida do professor, corrompida por
ruido. Levando em conta estas informagées podemos escrever:

§=+%Xp = com probabilidade 1—¢
£ =—Xp = com probabilidade ¢

e a probabilidade de obter a saida £, dada a saida correta do professor Ly é:
P{|Zp) =€6(E+Zp)+ (1 —€)6(E — Xp). (6.1)

Obviamente se ¢ = 0 temos P(£|Xp) = 8(¢ — Xp), isto é, £ = +Xp, com probabili-
dade um e recuperamos todos os resultados obtidos no capitulo anterior. Vamos inicialmente
apresentar alguns resultados, obtidos por Kabashima, da utilizagao do LAA na presenca de

ruido, em seguida analisaremos o desempenho do algoritmo étimo.

6.1.1 O LAA na aprendizagem com ruido

Em seu trabalho, Kabashima ndo leva em conta a existéncia de ruido quando propée
o algoritmo de aprendizagem, considerando-o apenas na evolugao dindmica do overlap. Nio
vamos apresentar os detalhes das contas, mas sim discutir os comportamentos assintéticos,
isto €, nos estdgios iniciais de aprendizagem e apds a apresentagio de o — exemplos . No
limite p = 0 as equagdes de evolugdo sao:

dJ 171 JH2-1)
Rk e T] (6.2)
2a-3fi-0-] o

Este conjunto de equagées mostra que o estado p ~ 0 se torna instdvel quando J
supera o valor critico J, = 0.696(1 — 2¢)™!, que pode ser obtido impondo-se a condi¢io
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dp/da > 0, ao mesmo tempo em que J converge para um ponto atrativo J! ~ 1.069, obtido
a partir da condi¢do dJ/da < 0. Quando J, < J., J é finalmente atraido para a regido
J > J., para qualquer condigao inicial. Neste momento p comega a crescer. Estas equagdes
descrevem corretamente a dindmica apenas para valores pequenos de p, entretanto, quando
p atinge um valor finito, o ponto atrativo da dindmica de J é deslocado e atinge um valor
superior, isso faz com que seja mantida a condigio para o crescimento de J, garantindo que
p atinja um valor finito. Isso ocorre para valores pequenos de €.

Para valores maiores de € a situagdo é diferente. Kabashima observou que existe
um nivel de ruido critico €, =~ 0.175, determinado pela condigdo J! < J,, acima do qual J
converge para J, antes que p atinja um valor finito. Isso mostra que o estado p = 0 é um
ponto fixo estdvel da dindmica e implica que, nestas condicées, o aluno perde totalmente a
habilidade de generalizagdo, mesmo no limite o — co.

6.1.2 O algoritmo 6timo na aprendizagem com ruido

Queremos investigar se o algoritmo étimo é robusto a ruido multiplicativo, isto é, se
nesta situagao a maquina paridade continua sendo capaz de generalizar e com que eficiéncia
ela o faz. Para isso, vamos estudar a evolugdo do overlap e o comportamento assintético do
erro de generalizagdo. O primeiro passo é conhecer qual a funcdo modulagio mais adequada
neste caso, isto é, a fungao modulagao étima. Vamos proceder da mesma forma que fizemos
para o caso sem ruido. Procedendo de forma andloga aquela descrita no capitulo 3, podemos
partir da fun¢do modulagao Stima:

F=KJ (—-—< O Zhuiensy hk) (6.4)
Pk

onde agora as grandezas conhecidas sobre as quais é feita a média em b, sio: a saida
corrompida & e os campos do aluno {h;}, portanto < by, >¢ (n,} € 0 valor esperado do campo
no k-ésimo ramo do professor, calculado usando a probabilidade condicional P¥ (by|¢,{h;})

que pode ser escrita como:
K _ PK(bkaf, {hj})

P (bk|67{h.?}) = PK(S,{hJ,})

e a probabilidade conjunta P¥(¢,{h;}) é:

PE(¢,{h;}) = PX({h;})PX (€{h;}) - (6.6)

O primeiro passo é saber qual a probabilidade de obter uma saida ¢ dados os campos
{h;}, que pode ser escrita da seguinte forma:

PE(€l{h;}) = EZPK(E, Spl{h;}) = 3 PE(EISs, {h})P*(E5l{hs}) - (6.7)

ZB

(6.5)
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Neste ponto notamos o seguinte: a probabilidade de obter um dado ¢ depende
unicamente da saida correta do professor 5 e nio dos campos locais do aluno, portanto
podemos escrever PX(£|Sp,{h;}) = P(£|Zp). Voltando & PX(¢|{h;}), temos :

PE(¢{hs}) = 2 PX(€IZ8) P¥(Sal{R,}) (6.8)
b3}

sendo a probabilidade PX(¢|£p) dada pela equagdo (6.1). De maneira andloga i feita nos
casos anteriores (capitulos 4, 5 e apéndice A), calculamos a probabilidade PX (by|¢,{h;}) e
obtivemos a seguinte expressao:

P(bi, ha) [ePH(=ous, {hs}ie) + (1 = €)PX " (Eous, {hy i)
PK(&: {hJ})

P (byl¢, {hi}) = (6.9)

onde a probabilidade conjunta PX(¢,{h;}) é:

PR(g {hY) = H (22 P e PE7HE (R dige) + (1 — &) PEY (=€, {h;} ;)]
Ak

# (=55 Pl e PN, i) + (1= ) PRI (hshan]

a probabilidade condicional PX(¢|{h;}) é:

PREIY = B (3) [ Pl ) + (1 = ) PEH ()]

+ H (mi—i) e PXY(—€|{hi}im) + (1 —€) PXY(E|{hi )] , (6.10)

J#k i#k

P (o, {hi}ip) = / I db; P(b;,h;)6 (iéobk I1 bj) : (6.11)

Introduzindo a notagao:

Y e ¥ (6.12)

{+} oG !
que representa a soma sobre todas as possiveis configuragées do conjunto {¢; = £1} sujeitas,
respectivamente, as condig¢bes:

Hej:‘f e ]‘_[ejz-g,
j j

podemos reescrever a probabilidade condicional P¥(¢|{h;}) como:

PHED =T [ﬁ (-6

{(+} Li=1

ri-o% [ﬁH (—-f{;)} L (619)
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Substituindo este resultado na equagio (6.4), apés a integracio em b, obtemos
finalmente a fungdo modulagdo para o ramo k:

F = T/%Jé?(l —2e)e P [PFN ey )m0) — PR (=tl{hy )] (6.14)

com G§ = PX(¢|{h;}) dado pela equagio (6.13) e
PR £ {hyYim) = / [T db; P(;]h;)0 (ifH b}-) : (6.15)
ik ik

O termo que aparece entre colchetes na equagdo (6.14) pode ser reescrito como:

. i hi h;
PENE )~ PR = ¢ 1T 7 (-2) -1 (B)] . oo
ik j j
e dessa forma reescrevemos a fungao modulagao Stima:

oo K Tidey o ik AN
Fk_m G £(1 — 2¢) H[H( A{) H(Aj)]. (6.17)

ik j

A partir de F}, encontramos as equagoes de evolucao de py. e Ji,, que sdo respectiva-
mente:

da

dpy, K 2 2 Dhy, _;g hj hJ’ :
== —pp M1 -2)? [ e % j: ff mac ¥ gy - g § ) (6.18
da ~ w7k G", g i A )
e 5 .
dJp K Dhy -2k h; h;
ik

onde a probabilidade G%. ¢é obtida tomando ¢ = +1 em (6.10). Quando £ = S5 e e = 0, isto
€, na auséncia de ruido, recuperam-se os resultados obtidos no capitulo 5.

6.2 Limite assintético de eg

Estamos interessados no limite assintStico do erro de generalizagio, e portanto, no
limite em que o nimero de exemplos é muito grande (o — 0). Fazendo uma mudanca de
varidvel hy /A, = z e usando as aproximagdes para a fungio H(z) definidas na segdo 4.3.2,
chegamos ao resultado

doi, K (1—p})?
el I(¢) (6.20)
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sendo I(g) definido pela expressdo:

ekm2/2

(1 -2¢e)H(z) "

= (1 — 2¢)? f :
I(e) =(1—2¢)° [ Dz p (6.21)
Na auséncia de ruido, I(¢) = Iy, definida na equagdo (4.33). Considerando o caso

simétrico, vemos que a equagdo (6.20) tem a mesma forma de (5.21), diferindo apenas por
I(€). Portanto podemos escrever

eg(a) = , (6:22)

com C(e) = 2/I(e). Quando o ruido é grande (¢ ~ 0.5), I(¢) pode ser aproximada por
V2(1 - 2¢)? e o erro assintético é dado por:

V2

K —_—
(1 - 2¢)2 =

egla) = (6.23)

Com estes resultados mostramos que uma mdquina paridade pode generalizar, mesmo
quando os exemplos sdo transmitidos ao aluno com um certo nivel de ruido, nio existindo um
nivel critico de ruido, como aparece quando se usa o LAA. E claro que se € = 0.5 nao existe
aprendizagem. Nesta situagao, nao hd sentido falar em generalizagio, ji que nio ha mais
uma regra a ser aprendida, pois neste caso a saida do professor é aleatéria. A equagao (6.22)
também nos mostra que mesmo em situagées nas quais o nivel real ruido é desconhecido é
possivel obter o comportamento assintético a™!.

6.3 Robustez da aprendizagem na auséncia de conhe-
cimento do nivel de ruido

Vamos considerar uma situagdo, mais realista, na qual ndo se tem conhecimento do
nivel de ruido ¢ na saida do professor. Neste caso o que se pode fazer é estimar o nivel de
ruido presente no professor, que chamamos de ruido estimado e representamos por .

Vamos portanto levar em conta a existéncia de dois niveis de ruido: o ruido real
€, e o ruido estimado 1, e investigar a capacidade de generalizagio da méquina paridade.
Claramente a melhor situagao ocorre quando o ruido é conhecido, isto §, n = €, que ja foi
considerada na segao anterior.

A fungao modulagio Stima sé pode ser calculada a partir de grandezas conhecidas,
assim deve ser uma fungao de 7, que é o nivel de ruido estimado. Entretanto, o overlap
evolui de acordo com o nivel real de ruido (), portanto para o cdlculo da evolugio tem poral
do overlap este deve ser o nivel de ruido utilizado.
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Levando em conta as consideragées acima, a fungao modulagdo 6tima para um ramo
k € dada pela equagao (6.17), onde no lugar do ruido real ¢ utiliza-se sua estimativa n:

~ 5 k)\k R # [ ( j) ( j)jl
I = 1-2 By Y58 H 6.24
= v 2m Gﬂ ( ) . kg Aj )\j ( )

onde, usando a notagao definida em (6.12) escrevemos:

assglfin(ooglfin(4).

{-} L=l 1+l

A evolugao do overlap no k-ésimo ramo, é descrita pela equago:

dp}‘, K 2 / _]2/,\2 . 2 N(P,&T:Thh)
= 1—27) dh;P(h . H —Hf| ——22 .2
= aeott-m 3 [ |1 - gy 0
onde usamos a notacao
Hr=0 (:l:];:—) ; (6.27)
G{ e G§ foram definidos em (6.25) e (6.13) respectivamente, e definimos N(p,e,n, h) como:
GE

Nlp,e,mh) = (1 - 26)GY — (1 - 2n)—F . (6.28)

Estamos interessados na capacidade de generalizagio da mdquina paridade nestas
condigdes, isso implica na investiga¢do da evolugdo do overlap e do comportamento as-
sintético do erro de generalizacao.

Observando a equagdo (6.26) notamos que o sinal de p;, é determinado pelo sinal da
integral, que € fungdo do nivel real de ruido () e de sua estimativa (n). Isso nos mostra que
a capacidade de generalizar depende diretamente da relagio entre estas duas grandezas.

Para tornar completa a andlise do comportamento de p, vamos reescrever a integral

na equagao (6.26). Substituindo G{ e G, fazendo a soma sobre ¢ e rearranjando a equagio
de forma a fatorar ¢, temos:

dp, K
£ = 5-PeA(1 = 20) {A(p,n, K) (20 — & — 2em) + B(p,n, K) (1 — 3¢ + 2en)}  (6.29)

com A(p,n, K) e B(p,n, K) definidos pelas integrais:
412

o et [Z—g; H v [ﬁ H (—ei—)] (6.30)

{-} Li=1

A(p,n, K) =f [f{ dh; P(h;)
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oty Ll [2—? . il > [ﬁH (—ei—)} . (6.31)

{+} Li=1

B(p,n, K) =f [ﬁ dh; P(h;)

i=1

que sao calculadas numericamente para um valor de p fixo.

Impondo a condigao p = 0, encontramos a relagao entre 1 e € que define as diferentes
regioes no diagrama n x ¢, relacionadas a capacidade de generalizacdo da rede. Sob tal
condigao temos:

. nA(p,n, K) + 38(p,n, K)
n[A(p,n, K) — B(p,n, K)] + 5 [A(p,n, K) + 3B(p,n, K)] ’

(6.32)

Sendo A(p,n, K) e B(p,n, K) fungdes do overlap, vamos estudar o que ocorre nos
limites p = 0 e p — 1. Nos estdgios iniciais do aprendizado (p = 0), temos:

2 K
Alp,K) = B(p,K) = 7 (—) IR (6.33)
T/ 14k
Notamos dois fatos importantes neste resultado. Em primeiro lugar deve-se notar
que a dependéncia em 7 desaparece de A e B. Em segundo lugar a equivaléncia entre estas
duas grandezas provoca o desaparecimento de K na equagdo (6.32), devido 4 linearidade em
A e B, de modo que nesse limite a equagdo (6.32) fica reduzida a:
n 1

Esta equagao divide o diagrama de robustez n x ¢ em duas regides, como pode ser
observado através da figura 6.1.

Na regiao a direita da linha tem-se p < 0 para qualquer valor p < 1 e po, = 0.
Isto implica que para estes pares de valores (1,¢) a rede ndo é capaz de inferir a regra, nio
possuindo capacidade de generalizar. O nivel de ruido real é elevado e foi subestimado pela
rede aluno, dessa forma néo é possivel encontrar o professor. A solugio p = 0 é um ponto
fixo atrativo da dindmica.

Na regiao a esquerda tem-se p > 0, indicando que a rede tem a capacidade de genera-
lizar, isto é, o overlap aumenta 4 medida que sio apresentados novos exemplos. Entretanto,
a condi¢ao p > 0 nao € suficiente para determinar de que maneira a rede ird generalizar.
Precisamos investigar o comportamento assintdtico de p, isto é, verificar se ele chega ao seu
valor maximo (ps.= 1) ou a um valor menor (p,, < 1) para a — oo.

Para distinguir estas duas situagées, analisamos o comportamento da equagao (6.32)

no limite p — 1. Isso nos permite saber em que regido p se anula enquanto o overlap atinge
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Figura 6.1: Diagrama de robustez I.

o valor mdximo, e em que regido p se anula antes que este valor seja atingido. Para isso
calculamos A(p,n, K) e B(p,n, K) em p ~ 1:

Alp,n, K) = A(p,n) = /1 —p2f6"$2/2 Dz mEE) T g(_m)n)H(_m)]g (6.35)
H(—z)

B(p,n, K) = B(p,n) =~ /1 — pQ/e_“"z/2 Bk E @) + (=2 (6.36)

Notamos que também neste limite desaparece a dependéncia em K, o que mostra
que as caracteristicas da capacidade de generalizagao descritas no diagrama de robustez sio
validas para um valor arbitrario de unidades escondidas.

A solugao da equagao (6.32) foi obtida numericamente, dando origem a curva que
se encontra no diagrama da figura 6.2, que divide a regido I em duas: Ia e Ib.

As fases Ia e Ib sdo caracterizadas por valores diferentes do parametro Poo, IStO €,
diferem quanto ao comportamento assintético do overlap.

Na regiao Ia o overlap atinge assintoticamente o valor médximo (o= 1) Islo

significa que para estes valores de n e ¢ a rede é capaz de generalizar perfeitamente. Na
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Figura 6.2: Diagrama de robustez II.

regiao Ib o ruido é subestimado, sendo menor do que o ruido real. Apesar deste fato, no
limite de o — oo a rede ainda é capaz de generalizar, embora o valor p = 1 néo seja atingido
(0 < pes < 1).

Esse diagrama apresenta outra caracteristica muito interessante: sua universalidade,
sendo obtido exatamente o mesmo para a mdquina comité, perceptron, enfim para qualquer
rede com estrutura de drvore, nas mesmas condi¢es de aprendizagem, o que indica que as

propriedades de generalizagdo destas redes descritas pelo diagrama sao as mesmas (Copelli
et al., 1997).

Vimos que na fase I, caso em que o aluno desconhece e subestima o nivel de ruido
no professor, ele nao é capaz de generalizar.

A perda da capacidade de generalizagdo na mdquina paridade foi apontada por
Kabashima, que entretanto nao leva em consideragao a existéncia de ruido no algoritmo de
aprendizado, isto é, na fun¢ao modulagio, aparecendo apenas na evolugdo do overlap.

Nessas condigbes, Kabashima encontra um nivel de ruido critico ~ 0.175 acima do

qual a rede nao é capaz de generalizar. Nosso estudo mostra que este resultado surge em
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conseqiiéncia do algoritmo utilizado, nao sendo uma caracteristica da maquina paridade.

Uma possivel forma de interpretar a situagdo descrita por Kabashima é a seguinte:
para um dado estdgio de aprendizagem, ou seja, para um valor fixo de p, o algoritmo LAA
aproxima de forma precdria, a fungao modulagdo étima que utiliza um dado valor da esti-
mativa do ruido, que chamamos de npaa(p).

9.0 ¥ T X T . T

7.0

5.0

3.0

1.0

-1.0 : : ' :
-6.0 -4.0 2.0 0.0 2.0

Figura 6.3: Fung¢do modulagéo sem ruido para o ramo 1 em fungio do seu campo local para alguns
valores do overlap. O campo local no ramo 2 é fixo (hy = —3.0), bem como é fixa a saida do
professor (Xp = —1). Vemos que o crossover para a regiio de desconfianga ocorre para valores

menores de h1, a medida que o overlap aumenta, correspondendo a valores menores do ruido (grafico
6.4).

Pelo gréfico da figura 6.3 observamos que & medida que o overlap aumenta, o cros-
sover 6timo para a regiao de desconfianga ocorre para valores menores da estabilidade. Este
comportamento estd relacionado ao ganho de experiéncia do aluno.

Pelo gréfico da figura 6.4, verificamos a ocorréncia do mesmo tipo de comportamento:
para valores menores de npa4(p) 0 crossover Stimo para a regido de desconfianca ocorre
para valores menores de h;. Quando o nivel de ruido ¢ supera o valor critico e a melhor
aproximagao 6tima se encontra na fase II, certamente a maquina paridade que utilize o LAA
serd incapaz de aprender completamente.
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Figura 6.4: Fungio modulagio reescalada com ruido para o ramo 1 em funcio do seu campo local
reescalado. O campo local no ramo 2 é fixo (hy = —3.0), bem como € fixa a saida do professor
(¥p = —1). Vemos que o crossover para a regido de desconfianca ocorre para valores menores de
hi & medida que diminui o nivel de ruido estimado.

Uma questao que pode ser colocada é: como estimar o nivel de ruido? E claro que
nao interessa superestima-lo demais e ao mesmo tempo seu valor nio deve ser su bestimado,
Jd que podemos cair na fase Ib ou mesmo II. Recentemente esse problema foi investigado
para o caso do perceptron booleano (Riegler, 1997). A idéia proposta é uma maneira de
se estimar o verdadeiro valor de ¢ através da adaptacao on-line do parametro n. Para isso,
define-se uma dindmica para n tal que, assintoticamente, tenha-se n — ¢. Uma maneira
de se fazer isso é diminuir o valor de n sempre que a resposta do aluno estiver correta e
aumentar no caso contrario.



Perceptron
transferéncia
monotonica

Neste capitulo estudamos um percetron cuja funcao de trans-
feréncia nao é monoténica no campo, conhecido na literatura
como perceptron reversed-wedge. Estudamos duas situacées, na
primeira o aprendizado ocorre na presenca de ruido multiplica-
tivo e na segunda, ruido aditivo. Analisamos diretamente o caso
geral no qual é desconhecido o nivel real de ruido. As outras
situagbes, isto €, nivel de ruido conhecido e auséncia de ruido,
podem ser facilmente derivadas a partir destes casos gerais.

66
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7.1 Introducao

N o capitulo 2 definimos o perceptron e algumas de suas caracteristicas. Vimos
que uma rede neural como esta é definida a partir de um vetor sindptico e do mapeamento
implementado pela fungao de transferéncia, F. Em alguns casos, F é uma fun¢ao monoténica
do campo local (linear ou nao) e pode ser invertida, o que significa que dada a saida é possivel
conhecer o valor do campo local correspondente. Como exemplo citamos o perceptron linear,
onde Fpr = h e o perceptron analdgico, onde Fps = tgh(h). Em outros casos, F nao
pode ser invertida, o que implica que conhecer a saida nio é suficiente para saber qual o
valor do campo local correspondente. E o caso dos perceptrons booleanos, cuja fungao de
transferéncia é Fpp = sinal[g(h)]. A principal caracteristica do perceptron booleano é a sua
saida bindria, isto €, que pode assumir apenas dois valores: +1 ou —1, devido a presenca
da fungdo sinal, independente da forma de g(h). A fungdo g(h) pode ser monoténica no
campo h, por exemplo se g(h) = h, ou ndo monoténica. Vamos estudar neste capitulo um
perceptron booleano em que g(h) é uma fungcao nao monoténica do campo local dada por:

g(h) = (h+ K)h(h - K) . (7.1)

g(h)

h

Figura 7.1: Fungdo g(h) no PRW: a escolha K # 0 significa introduzir uma “cunha” de largura
2K em torno da origem h = 0.

O papel de K pode ser interpretado em termos geométricos: a presenca de K # 0
equivale a insergao de dois hiperplanos paralelos, um de cada lado do hiperplano ortogonal &
J passando pela origem. Estes planos dio origem a duas novas regioes de classificacdo, que
nao aparecem no caso do perceptron simples, como podemos ver na figura 7.2.
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J

3

+K
Figura 7.2: Interpretagdo geométrica do PRW: a presenca de K # 0 d4 origem a duas novas regides
de classificagao.

O grande interesse em estudar esse tipo de rede vem do fato que um perceptron com
tal estrutura é capaz de realizar classificagées ndo linearmente separdveis. A saida do pro-
fessor e do aluno, supondo que ambos tém a mesma arquitetura, sio dadas respectivamente
por:

op=sinal[g(d)] e o;=sinal[g(h)] (7.2)
onde h e b sdo os campos locais definidos no capitulo 2. Considerando a forma de g(h)
definida em (7.1), a saida das redes professor e aluno serao:

opg=+1 se —K<bh<0 ou bh>+K
opg=-1 se 0<bh<+K ou bh<-K

o que também pode ser observado através da figura 7.3. E facil ver que para K = 0 recupera-
se a fungao de transferéncia do perceptron simples.

E interessante notar que esse tipo de perceptron implementa um mapeamento igual
ao de uma méquina paridade totalmente conectada com trés unidades escondidas, sendo que
em duas destas unidades existe um threshold de +K e —K, respectivamente. Entretanto, o
niimero de representagées internas de um perceptron reversed-wedge é 4, e nio 8, como no
caso da mdquina paridade K = 3, dessa forma as habilidades deste perceptron devem ser
comparadas as de uma mdquina paridade K = 2, pois ambos dividem o espago em 4 regides.

No caso bindrio (J; = %1) esta rede também apresenta outras caracteristicas inte-
ressantes. Estudando o aprendizado supervisionado off-line usando o algoritmo de contagem
de erros, Bex et al. (1995) observaram que para um valor especifico' de K este perceptron

lque serd discutido na secio 7.4.
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+1 "

Figura 7.3: Fungao de transferéncia do PRW

satura o limite tedrico para capacidade de armazenamento oo = 1 e também de generalizacao,
Jja que observam uma transicdo em @ = 1 para generalizagao perfeita. No caso da capacidade
de armazenamento, o = 1 constitui um limite superior, uma vez que cada componente do
vetor sindptico pode armazenar no maximo 1 bit de informagao, e no caso da generalizacio
constitui um limite inferior, ji que cada exemplo pode carregar no maximo 1 bit de in-
formagao sobre o professor. Esses valores devem ser comparados com os resultados obtidos a
partir do estudo do perceptron bindrio, também para o algoritmo de contagem de erros, no
limite em que p e N tendem a infinito, sendo mantida finita a razdo p/N. Para a capacidade
de armazenamento foi encontrado o valor a, ~ 0.83 (Krauth & Mézard, 1989), mais tarde
confirmado por simulagées (Krauth & Opper, 1989) e no caso da generaliza¢do, observa-se
a existéncia de uma transicao de fase descontinua para perfeita generalizagio (eg = 0) em
a =~ 1.245 (Gyérky, 1990).

Nosso interesse é estudar as propriedades de generalizagiao do perceptron reversed-
wedge com componentes reais para o aprendizado supervisionado on-line. Este capitulo
estd organizado da seguinte forma: na segdo 7.2 discutimos o comportamento do erro de
generalizagao, que estd associado a aplicabilidade do método variacional para obtengio do
algoritmo 6timo. Na segdo 7.3 estudamos o aprendizado na presenga de ruido multiplica-
tivo, na segdo 7.4, o caso do perceptron especial K* e na 7.5 o caso da aprendizagem com
ruido aditivo. Em ambas consideramos desconhecido o nivel de ruido e obtemos a funcao
modulagdo étima, estudamos a evolugdo do overlap com a apresentacao de novos exemplos
e construimos o diagrama de robustez, identificando os diferentes regimes de generalizacio
existentes.



70 Perceptron com fungéao de transferéncia nio monoténica

7.2 Erro de generalizacao

Para que a fungdo modulagao obtida através do método variacional seja Stima, é
suficiente que o erro de generalizagio seja uma fungio monoténica do overlap. Portanto o
primeiro passo € verificar como se comporta o erro de generalizagdo em fungio de p. Como
vimos no capitulo 2, o erro de generalizagao pode ser obtido a partir da integral:

F:1%)

+co +o00 =
er/: dh/_ db P(h,b)lg—, (7.3)

cujo integrando € diferente de zero quando professor e aluno discordarem da resposta, isto
€, se og # 0. Dessa forma a integral pode ser reescrita como:

ey = f f ,, P(b) dbdh. (7.4)

A figura 7.4 mostra as 8 regides onde é feita a integragdo da equacio (7.4).

‘W

\

MMM
-K % 4K

Figura 7.4: A integral é calculada nas regiées hachuradas, onde op # 0. O sinal superior indica
o valor da saida do professor e o inferior, do aluno.

Trocando o sinal de h, de b e/ou de ambos nas diferentes regices, algumas destas

integrais se tornam idénticas. Aproveitando esta simetria podemos escrever:
0 K K K s 00
o = 4/ dbf dh P(b, h) +2f db/ dh P(b,—h)—i—?f db/ dh P(b,~h) . (7.5)
K 0 0 0 K K

Para verificar o comportamento de eg precisamos fazer estas integrais numerica-
mente. Este cdlculo foi feito para diferentes valores de K, tendo sido obtido o grafico da
figura 7.5.
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Figura 7.5: Erro de generalizagdo do perceptron com funcéo de transferéncia nio monoténica nos
campos locais. Note-se que no limite K — oo recupera-se o caso K = 0.

Vemos, portanto, que o erro de generalizagio é uma fungdo monoténica do overlap, o
que nos permite implementar o algoritmo 6timo, como fizemos no caso da maquina paridade.

7.3 Aprendizagem na presencga de ruido multiplicativo

Nesta segao, as condiges de aprendizagem sao muito semelhantes aquelas do capitulo
6. Vamos apenas recordar a notagao utilizada. Seja op a saida correta do professor, que é
invertida com uma certa probabilidade. A saida fornecida ao aluno ser ¢, tal que:

¢ =+0p = com probabilidade 1 —¢
§ =—0p = com probabilidade ¢

e a probabilidade de obter a saida ¢, dada a saida correta do professor op é:
P(E|0'B):55(£+UB)+(1_5)5(§_0B)- (76)
7.3.1 Funcao modulagao

No caso aqui estudado ¢ nao estd disponivel 4 rede aluno, dessa forma ele utilizard
uma estimativa fixa deste valor, denotada por n. A fungao modulacio 6tima deve ser calcu-
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lada a partir de grandezas conhecidas, e por isso deve ser uma fungio de 7. Para calculd-la,
partimos da equagio:

F:J(M—h) , (7.7)
p
onde

£ B Sy f dbb P(bl¢, h) . (7.8)

Detalhes do cdlculo da probabilidade P(b|¢, h) podem ser encontrados no apéndice
A. Este calculo nos leva a expressao:

P(ble, h) = — M) S8+ (1) el (7.9)

D(&,n,p,h

onde usamos a notagao P(¢|h) = D(&,m, p, h) definido como:
h Fo==ph K + ph
D . e | o B S 0 H
(&mph) ”{H( gm) ¢ (m)Jrf (m)}

h — ph K + ph
= o () v () - ()} o
a probabilidade condicional P(b|h)

P(blh) = P 7.11
(b]R) o — ) (7.11)

e
o = sinal [b(0* - K?)] . (G2

Substituindo estas expressées na equagio (7.7), e fazendo a mudancga de varidvel
b — (b— ph)/+/1 = p?, podemos escrever a fungio modulagdo étima como?:

I JA o] 00 25
o™ 1){/__1%51)%/;{:& bDb—fKI__:z bDb} ; (7.13)

Realizando as integrais em b obtemos o resultado:

" V2r D(§,m,p,R)

giiax [2@‘1{2/2’\2‘”2 cosh(Kh/A\?p) — 1] - (7.14)

Esta expressao nos mostra que a fungdo modulagio 6tima depende explicitamente
do valor do campo local h, do overlap p e, certamente, da largura da cunha K. A presenca

®esta forma de escrever F serd itil quando discutirmos o K especial (segao 7.4).
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de h indica a dependéncia nos exemplos apresentados. Como no caso da maquina paridade,
a dependéncia em p indica que o peso dado a um mesmo exemplo varia de acordo com o
estagio de aprendizagem no qual a rede se encontra. Para p = 0 (linha solida) todos os
exemplos sdo igualmente importantes e recebem o mesmo peso: F é uma constante. As
figuras mostram a fungdo modulagdo Stima para alguns valores de K, entre eles K = 0, que

equivale a um perceptron simples. Para efeitos de comparacio apresentamos o caso em que

n =0 (figura 7.6) e n = 0.2 (figura 7.7).

"3 2101234606789 321001234050867 8 910

Figura 7.6: Fungdo modulagio étima no PRW em funcao do valor da estabilidade hé, paran =0
e diferentes valores de K e do overlap: p=0 (—), p=0.2 (-+---- ) p=04(----),p=0.6 (---)
e p=0.8 (- - —-). E interessante notar a dependéncia com o valor do overlap: nos estdgios inicias

de aprendizagem a fungao € uma constante. Para K — oo recupera-se a forma de F refletida em
torno de h=0ede F =0: F(K =0,—h) = —F(K — oo, h).

E interessante notar que a presenca de ruido multiplicativo altera o mddulo da
fungdo modulagdo, mas principalmente a sua forma. Na auséncia de ruido as mudangas mais
significativas ocorrem para valores negativos da estabilidade, e tornam-se cada vez maiores 4
medida que a estabilidade diminui. Esse comportamento aponta uma “falta de surpresa” por
parte do aluno, aliada a uma “total confianga” na resposta dada pelo professor. Em oposigao,

quando a resposta do professor estd contaminada pela presenca de ruido multiplicativo,



T4 Perceptron com fungao de transferéncia ndo monoténica

surgem regioes onde o aluno passa a nao ter tanta confianga na resposta do professor e a
fung¢ao modulagdo diminui, até se anular.
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Figura 7.7: Fungdo modulagéo étima no PRW em fungio do valor da estabilidade h¢, na presencga
de ruido multiplicativo. Consideramos a situacdo para n = 0.2 e diferentes valores de K e do
overlap: p =0 (—), p=0.2 (-+---- p=04(----),p=06(---)ep=08(----). E
interessante notar a dependéncia com o valor do overlap: nos estagios inicias de aprendizagem a
fungéo é uma constante.

7.3.2 A equagao de evolugao do overlap

Vamos agora obter a equagdo de evolugio do overlap. Vimos que para calcular
a fungdo modulagao, a ser implementada pelo algoritmo, sé podem ser usadas grandezas
conhecidas®, e portanto deve-se utilizar a estimativa do ruido. Entretanto, deve-se notar
que o overlap evolui de acordo com o nivel real de ruido que estd presente na probabilidade

%0 overlap néo é conhecido, entretanto existe uma maneira de solucionar este problema através da uti-

lizacao do médulo do vetor J em seu lugar, como discutido em Kinouchi & Caticha, 1993.
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conjunta P(b, h,£). Para encontrar sua expressao, partimos do resultado:

dp b F

2= —Elfpbhgdbdhﬁ*(;—h—ﬁ) (7.15)
onde P(b, h,§) é dado por:

P(b,h,€) = P(h) P(blh) [n6-¢o + (1 =) bse0] - (7.16)

Com o resultado de I substituido na equacio acima, realizando a soma sobre fea
integral em b, obtemos finalmente a equagio de evolugao do overlap:

2

_h 2
dp pN? » ... Kh
== - fan Py lQe oL cosh(}\z)—l]

n

x {Dy(1-2) - %(1 = 27-,»)} (7.17)

A notagao abreviada D, representa a funcao definida em (7.10) quando se toma
£ =+1 e D, é dada pela mesma expressao, substituindo n por e. A evolugdo do overlap, e
portanto a capacidade de generalizagdo da rede, é determinada pela equagio (7.17). Para
que o overlap possa crescer é preciso que p seja positivo. Observando esta equagdo, fica claro
que o sinal de p depende da relacdo entre 7 e € definida pelo termo entre chaves.

7.3.3 Diagrama de robustez

O procedimento utilizado nesta se¢do é semelhante ao adotado na segdo 6.3 para
obter o diagrama de robustez da mdquina paridade. O interesse em analisar a evolucao de
p € determinar as diferentes regiées de aprendizado em fungio da estimativa do ruido e de
seu valor real. Tal andlise é feita considerando o valor de p para diferentes pares de valores
(n,€). A partir desses valores construimos o diagrama de robustez, isto é, o diagrama n x ¢.
Para analisar o comportamento de p vamos reescrever a integral em (7.17). Substituindo 15
e D, pelas suas respectivas definigées e rearranjando os termos obtemos:

dp _ pN?

20 = o (1= 20){(2n—2en—¢) A(n, K,p) + (14 2en - 3¢) B(n, K, p)} . (7.18)

As fungées A(n, K, p) e B(n, K, p) sdo definidas pelas integrais:

P(h) _w2 [ __x2_ Kh ? h
— T 3 272,52 rciicig | _— c T -
fdh ol [26 X cosh(Azp) 1} lH( A)+H H] (7.19)
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P(R) _»2 [ __x2_ Kh T (h _
B(n, K,p) = /dh 172()2)6 A [26 23202 cosh (3\2—5)) - 1} {H (X) —-H "+ H ] (7.20)

onde usamos a notagao

O termo entre chaves na equagao (7.18) define as regides onde p é positivo, negativo
ou nulo, e depende, além do ruido, de K e do overlap. Para investigar os diferentes regimes de
aprendizado precisamos analisar o comportamento assintético de p, isso nos permite saber
se a rede é capaz de generalizar ou ndo, e de que maneira ela o faz. Vamos considerar
inicialmente os estdgios iniciais da aprendizagem (p — 0) e em seguida analisaremos o limite
p— 1.

Comportamento no limite p — 0

Este limite corresponde a A — oco. Neste caso podemos usar a aproximagao da
fungao H(z) para argumentos pequenos *. Usando este resultado verificamos que By 6 b,
tornam-se independentes do valor de K, n, € e h: ambos se reduzem ao valor 1/2. Com isso

fica facil calcular as integrais A e B, qua agora sio fungdes exclusivamente de K:

A(K) = B(K) ~ 2 2% — 1}2 . (7.21)

Usando estes resultados, podemos reescrever a equagao (7.18) como:
pA?
7

(1—27) [2¢7%2 —1]" {1 — e + 20} . (7.22)

P

O sinal de p é determinado pelo termo entre chaves, isto é, p muda de sinal quando:
1

n=2— 5" (7.23)

Esta equagao dd origem a primeira linha do diagrama de robustez, que o divide em
duas regides I e II. Na regido I, isto é, & direita desta linha, p é negativo para p < 1 e se anula
quando p = 1. Isto significa que ela delimita a regido na qual a rede ndo é absolutamente
capaz de generalizar. Para valores de (n,¢) que se encontram na regido a esquerda desta
linha a rede é capaz de generalizar. Entretanto, ser capaz de generalizar significa que o
overlap pode crescer, mas nao garante que seu valor maximo seja atingido. Para conhecer
as caracteristicas da capacidade de generalizagao nesta fase precisamos investigar o valor
assintotico de p para a — .

*H(z) = 1/2 paraz — 0
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Comportamento no limite p — 1

Nao € possivel tomar este limite diretamente na equagao (7.17) por causa das di-
vergéncias que surgem devido a presenga de A no denominador de alguns termos. Assim,
este caso € estudado a partir da andlise numérica de p. Nosso interesse é saber para que
valores (1, ¢) p se anula. Nesta condigdo, podemos escrever:

_ nA+ B/2
°T n(A—-B)+1/2(A+38) " (7.24)

A solugdo numérica desta equagdo no limite p — 1 junto com o resultado obtido
para o limite p — 0 fornece o diagrama da figura 7.8.

0.5

04|

03}

02}

0.1+

0.0
0.0

Figura 7.8: Diagrama de robustez PRW para o caso de ruido multiplicativo.

Como dissemos, na regiao a direita do diagrama (II), a rede é incapaz de generalizar,
pois neste caso p(0) < 0. Isso significa que p = 0 é um ponto fixo atrativo da dinimica. A
linha & esquerda divide a regido de generalizagio em duas: na regido la a rede se encontra
num regime de perfeita generalizagao, sendo p sempre positivo, até se anular, quando simul-
taneamente p atinge seu valor maximo. Em Ib a capacidade de generalizacio é parcial, sendo
que no limite @ — co, o overlap atinge um valor inferior a 1, quando p se anula e passa a

ser negativo. Para ilustrar melhor as caracteristicas dos diferentes regimes de generalizacio
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presentes no diagrama de robustez, mostramos na figura 7.9 como p varia em funcio de p
para diferentes valores de (n,e) e K = 1.
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Figura 7.9: O gréfico mostra o comportamento de j em fungéo de p para K = 1 e diferentes pares
(n,€) correspondendo as diferentes fases. Fase Ia (0.1,0.2)(- - - -); fase Ib (0.03,0.23)(—); fase IT
(0.1,0.4)(- - -).

Representando a fase Ia escolhemos os valoresn = 0.1 e = 0.2 ( tragos), neste caso
p é sempre positivo e o overlap atinge assintoticamente seu valor mdximo. Para a fase Ib
escolhemos os valores n = 0.03 e ¢ = 0.23 (linha cheia), neste caso p se anula para p =~ 0.87,
inferior ao valor mdximo. A terceira curva (tragos longos) mostra o comportamento tipico de
p na fase II: p é sempre negativo e portanto nio ocorre generalizacao. Neste caso os valores
escolhidos foram n = 0.1 e ¢ = 0.4 A primeira caracteristica importante deste resultado
é sua validade para qualquer valor de K. Ele descreve o comportamento assintético de
p, independentemente das condigées iniciais, exceto para K = K* = +/2In2. A segunda
caracteristica importante a ser notada é que este diagrama é idéntico ao diagrama obtido
para a maquina paridade (capitulo 6), isso significa que estas duas redes apresentam as
mesmas caracteristicas e regimes de aprendizagem. A universalidade destes diagramas foi
discutida no caso da mdquina comité e paridade (Copelli et al., 1997).
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7.4 Caracteristicas da rede especial K = K*

A rede K* ja foi apontada como sendo um caso especial (se¢o 7.1 ) pois satura o
limite tedrico para capacidade de armazenamento (o, = 1) e apresenta uma transicao de
fase de primeira ordem descontinua para perfeita generalizacdo também em o, = 1, para o
aprendizado off-line. Partindo da fungdo modulagio étima obtida na se¢io 7.3.1 (equagao
7.14) nos estdgios iniciais de aprendizagem, e tomando p = 0 a fungio modulagao 6tima se
reduz a

P= 5?-(1\/_2_—5”) [ze—¥ — 1] , (7.25)

e dessa forma perde a dependéncia no campo h. Além disso, podemos ver que F se anula
quando K = K* = /2In2. Isso justifica a afirmagao que o diagrama de robustez é vilido
para qualquer valor de K, e independe das condigdes iniciais, exceto para K*. Este per-
ceptron especial, diferentemente de todos os outros, necessita de um conhecimento a prior:
para poder generalizar. Para entender qual a origem deste comportamento, vamos partir da
equagdo (7.13) e reescrever a fungao modulagdo, para o caso p = 0, da seguinte forma:

ﬁ:zg(zn—1){f0°°bpb-2f:wb}. (7.26)

Notamos que o termo entre chaves pode ser escrito como:

fOKbDb—f:bDb, (7.27)

e se anula quando estas duas integrais forem iguais. Mas qual seu significado? A primeira
integral calcula o valor esperado de b entre 0 e K (que é numericamente igual ao valor
esperado calculado entre —K e 0), e a segunda, entre K e co. Quando essas duas grandezas
sao iguais nao existe informagao disponivel sobre o professor, ji que rede aluno nio consegue
saber se a saida do professor é, por exemplo, positiva porque —K < b < 0 ou porqueb > + K,
e vice-versa. Neste caso p = 0 é um ponto fixo repulsivo da dinAmica. Entretanto, basta
um pequeno valor inicial de p ndo nulo para que o sistema evolua. No grifico da figura 7.10
mostramos o comportamento da fungao modulagdo, que tem basicamente a mesma forma
da fungdo modulagdo para os outros valores de K. Para p = 0, F é uma constante, como
nos outros casos, s6 que neste caso ela é nula.

Para verificar a validade do diagrama de robustez no caso de K = K*, mostramos no
grdfico da figura 7.11 o valor de p em funcao de p, para pares de valores (n,€) que pertencem
as regides Ia (tragos), Ib (linha cheia) e II (tragos longos). Na regido Ia, p é sempre positivo e
a rede é capaz de generalizar perfeitamente (p., = 1), embora necessite de um conhecimento
prévio. Em Ib o valor assintético do overlap pertence ao intervalo 10,1 e em II, po, = 0.
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Figura 7.10: O gréfico mostra o comportamento de F' em fungéo do campo h (caso £ = +1) para
K = K* e diferentes estdgios de aprendizagem: p =0(—),p=02(:---- L p=04(----),
p=06(—--)ep=0.8(----). Para p=0 temos F' = 0.

7.5 Aprendizagem na presenca de ruido aditivo

Vamos investigar as propriedades de generalizagdo no caso da aprendizagem na
presenga de ruido aditivo, definido no capitulo 2. Para facilitar a notagdo, vamos definir:

R=4/1-w?? e R=4/1-a%?

e para facilitar a comparagdo entre os dois tipos de ruido, vamos utilizar as grandezas ) e

§1, que sdo as taxas efetivas de inversio da resposta do professor e definidas como:

= 1
Q= l arccos(w) e Q= ps arccos(@) , (7.28)
T

de modo que quando B = B, temosw = 1 e Q = 0, que corresponde ao caso sem ruido
(¢ = 0); jd quando B e B forem ortogonais, w = 0 e Q = 1/2, teremos a situagao de maximo
ruido, que corresponde a € = 1/2. Dessa forma o diagrama de robustez a ser estudado sers
Q x Q.

7.5.1 Fungao modulacao e equagdo de evolugao do overlap

Podemos partir da expressao geral definida em (7.7), onde neste caso as varidveis

disponiveis sdo: a saida do professor corrompida & e o campo local do aluno, portanto vamos
calcular:

F= %fdb (b— ph) P(b|5,h) . (7.29)
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Figura 7.11: O gréfico mostra o comportamento de p em funcéo de p para K = K* e diferentes
pares (n,¢): (0.1,0.2)(- - - -); (0.03,0.23)(—); (0.1,0.4)(- - -).

E ficil verificar que probabilidade condicional P(b|G,h) pode ser escrita em termos
de outras probabilidades:

. P(5|b)P(blh)
P(blog,h) = —————~, 7.30
Ol 1) = =5 (7.30)
onde a probabilidade P(b|h) é
1 (b— ph)z}
P(blh =————exp{——— 7.81
(blF) 27(1 — p?) 2(1 - p?) ( )
e as outras duas sao dadas respectivamente por°:
dwb K —wb K +wb
Pob))=H|——|+6H| —— | - 6H | — 7.32
o) =5 (s ) 4o (7255) -2 (=) o
" cwph ” K —wph - K + wph
P(Glh) =H | ——= Hl—=| -0H|—| . 7.33
(@1R) (VI—WP)+U (VI—WP) 7 (Vl—“"P (7:33)

Substituindo estas expressGes na equagio (7.29), obtemos integrais cujos integrandos
sao dados pelo produto de uma gaussiana, um termo linear e uma funcio H(z), que podem
ser realizadas por partes, utilizando o resultado:

OH [f(z)] 1 _fery20f(2)
5 ot f( )/2-~§-$—-. (7.34)

®detalhes da obtencgdo destas probabilidades podem ser encontrados no apéndice A.
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Apés estes cdlculos, chega-se a seguinte expressio para a fun¢ao modulagao:

~ JX2p & e‘wzf:?hz _K2 Kwph
=g il 2e 2RZ cosh [ —=—] — 1 73
o & Dbl |- © L | g ’ 7:85)

onde usamos a notagdo D(&,w,p,h) = P(G|h)®. Note-se que @ que aparece na fungao
modulagao é o valor estimado do ruido. O gréfico da figura 7.12 mostra o comportamento
de F' para um nivel de ruido @ = 0.2.
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Figura 7.12: Fungdo modulagio étima no PRW em funcdo do valor da estabilidade hé, para
2 = 0.2 e diferentes valores de K e do overlap: p =0 (—), p =02 (-++++:), p= 04 (- - - -),

p=06(---)ep=0.8(----)

Por esse grafico, observamos que a presenga de ruido aditivo altera o médulo da
fun¢ado modulagdo, mas praticamente nio altera a sua forma. Nesse caso, assim como na
auséncia de ruido (figura 7.6), nao se observam regiées onde o aluno perde a confianga no
professor, que se caracterizam pela diminuicio de F para valores grandes e negativos da
estabilidade, como ocorre no caso do ruido multiplicativo (figura 7.7).

Procedendo de maneira andloga a utilizada nos outros casos aqui estudados, dedu-

Spara D(G,@, p, h) basta substituir w por @.
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zimos a equagao de evolugao do overlap, que neste caso é dada por:

4.3 - 2,252 -2
a _ L&fp@ﬂhzggﬁﬁk—mfpgﬁﬂﬁ]
w

do R D(@,p,h)
_w2 252 ; _ _&2.02_,!2 ,
W e 2r? K 1 e 2 K
———— |22 — 1| — ——=—[2¢722" — 1| } . il
A5 n® 2 Y - 55 0E o 2 -] 59

D(w, p,h) pode ser obtido tomando-se & = +1 na equagdo (7.33). Definindo as fungdes
A(p,w, @, K) e B(p,w, @, K)
W22h2 2,252

W @e 2R? e 2R K2 K2
ot 2e73% — 1| [2¢7 9% — .
RE D@, ph) [ e ] [ e 1] B0

Alp,w,,K) = /P(h) dh

~ 0?2 D(w,p,h) 0?2k [, K2 2
B(p,w,w,K) = fP(h) dh ﬁme R? [28 2R — 1:| 3 (738)

é possivel reescrever p como:

@ _ )\4‘03

_ 1 .
o - {A(p,w,w,K) - iB(p,w,w,K)} : (7.39)

O termo que aparece entre chaves na equagao (7.39) define o sinal de p. Analisando
seu valor nos limites assintéticos podemos construir o diagrama de robustez, como foi feito
para o caso do ruido multiplicativo.

Diagrama de robustez

Para construir o diagrama Q x Q precisamos investigar o comportamento assintético
de p. Vamos inicialmente olhar o limite p = 0. Neste limite é possivel obter analiticamente
a linha do diagrama que separa a fase onde p é sempre negativo, exceto para p = 1,
implicando na existéncia de um regime onde a rede nao é capaz de generalizar. Tomando
p=0,R=R=1 e é ficil verificar que equagées (7.37) e (7.38) se reduzem a:

Aw,,K) = 2ui 275 — 1]’ (7.40)

B@,K) = 2% 2752 1], (7.41)

e de acordo com a equagdo (7.39), p muda de sinal quando @ = 2w. E importante enfatizar
que este resultado independe de K. Utilizando a relagio entre w e Q (@ e Q), podemos
escrever:

1
0 = —arccos

= (7.42)

- cos (@)
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Esta equagao determina analiticamente a curva do diagrama de robustez que separa
as regioes Ib e II, que sao respectivamente as regides onde a rede generaliza imperfeitamente
e onde ela nao é capaz de generalizar. Para obter a outra curva, que separa as regides de
generalizagdo perfeita e imperfeita, olhamos para o limite p = 1, que nesse caso pode ser
tomado diretamente na equagao (7.36). Olhando para as fungdes A e B, observamos que é
preservada a dependéncia em K, exceto para os limites assintéticos de Q e Q. A anélise do
sinal de p foi feita numericamente: a cada valor de Q procurou-se o valor de Q para o qual
p muda de sinal.

0.5 T T T

04 7

03 I
a

el

02

0.1 -

0.0 0.1 0.2 0.3

0.5

Figura 7.13: Diagrama de robustez PRW para o caso de ruido aditivo. Observa-se a existéncia de
trés fases: generalizagéo perfeita (Ia), generalizagao imperfeita (Ib) e incapacidade de generalizagéo
(IT). A transigdo entre as fases Ia e Ib depende do valor de K: a linha tracejada tem K = 0 e a
linha cheia, K = 2.

As caracteristicas do diagrama Q x Q e, portanto, as propriedades de generalizagao
por ele descritas, sao semelhantes ao caso do ruido multiplicativo, no que diz respeito &
existéncia de trés regimes de generalizagdo. As principais diferencas sao: a forma da linha
que separa Ib e II, que no caso de ruido multiplicativo é uma reta, a forma da linha que
separa as fases de generalizagdo perfeita e imperfeita, que no limite Q = Q = 0 apresenta
uma inclina¢do nao nula e finalmente a dependéncia em K para p = 1. Estas caracteristicas
Ja foram discutidas por Copelli et al., 1997.
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7.6 Erro de generalizacao

Uma maneira de analisar o desempenho de um algoritmo de aprendizagem numa
dada rede se dd através da investigagao do comportamento assintético do erro de genera-
lizagao. Vamos considerar o caso sem ruido. Isso pode ser feito sem perda de generalidades
pois a poténcia de decaimento de eg com « nido é afetada pela presenca de ruido, o que
muda sim € a constante multiplicativa de «, o que, portanto, nio influencia a andlise aqui
apresentada. O grdfico da figura 7.14 mostra como se comporta o erro de generaliza¢io com
o para alguns valores de K.

- K=0.0
0.5 — ; - -~ K=0.9

e T ‘ —— K=1.0
% Ny Ty — - K=1.1
- g K=1.16 (~K") |

S |l

04

—ro-

0.3

0.2

e

01 %

0.0

Figura 7.14: Este gréfico mostra o comportamento do erro de generalizagdo em fungao de o para
diferentes valores de K. Vemos que & medida que K se aproxima de K*, o decaimento fica mais
lento, ocorrendo o inverso & medida que K se afasta de K*.

E interessante notar a presenca de platés para valores de K préximos a K*. Essa
lentidao no decaimento do erro de generalizagao estd relacionada & simetria existente para
K = K", isto é, nao hd informagao sobre o valor do campo local do professor, como men-

cionamos na segdo 7.4. Notamos também que a largura do platé diverge com |K — K*|77,
onde y = 1.
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7.6.1 Comportamento no limite o — oo

Partindo da suposigao que o erro de generalizagao assintético é descrito por uma
lei de poténcia tipo C/a”, construimos os grdficos da figura 7.15. Através destes grificos, é
possivel determinar os valores de C' e .

56 —— — 13.0 . :
54 - / f 125 | .

52 b 12.0 .

L ]
50 /‘/ {1 nst -
b g .
: K=0.0 / K=10

4'8 n 1 1 1 L 1 1 11.0 1 " 1 1 L ] "
54 56 58 60 62 64 54 56 58 60 62 64
75 160
155 |
150 +
K~K*
55 - o ' — e TR 1 : :
2.50 2.55 2.60 2,65 270 135 14.0 145 15.0

Iigura 7.15: A partir deste grdfico é possivel determinar a poténcia do decaimento de eg com
a. As curvas obtidas sdo lineares, o que indica que assintoticamente o erro decai com a~!. A
inclinagdo varia com K, indicando que a constante multiplicativa é fungao desta grandeza.

Estes gréficos mostram o comportamento de eg com 1/a, e mostram que a poténcia
de decaimento é de fato 1, independentemente do valor de K.

Através destes grdficos também verificamos que a constante C varia em funcio do
parametro K, pois varia a inclinagdo da reta, e portanto que C = C(K). A tabela abaixo
mostra alguns valores aproximados de C em fungao do valor de K. Observamos que i medida
que K — oo temos C(K) — C(0).
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| K [C(K)]
0.0 | 0.88
1.0 [ 2.11
1.16 [ 6.90
20 | 115
5.0 | 0.88

Com esses resultados, verificamos que o caso K* é a rede mais dificil de ser ensinada,
apesar de ter sido apontada (Bex et al., 1995) como a melhor rede para se construir redes
mais complexas.



Considerac¢Ses Finais

Neste trabalho estudamos a habilidade de generalizagdo no aprendizado supervisio-
nado on-line de duas redes neurais com arquitetura de drvore: uma maquina paridade e um
perceptron com fungao de transferéncia nao monotonica.

Inicialmente enfocamos o aprendizado supervisionado on-line usando o algoritmo
étimo no caso especifico de uma mdquina paridade com duas unidades escondidas, que havia
sido estudada anteriormente por Kabashima utilizando um algoritmo conhecido como algo-
ritmo de minima agdo (LAA). Embora algumas caracteristicas do algoritmo étimo lembrem
o LAA, as diferengas sdo responsiveis pela obtengao de resultados muito superiores. Em
seu estudo, Kabashima observa a existéncia de um valor critico J. a partir do qual emerge
a capacidade de generalizagao; obtém um erro de generalizacao que decai a zero com a~1/3
e aponta a existéncia de um valor critico de ruido multiplicativo € ~ 0.175 , acima do qual
a rede perde totalmente a capacidade de generalizagao.

Em oposigao a estes resultados, verificamos que o processo de otimizacdo fornece
um comportamento qualitativa e quantitativamente diferente para as trés caracteristicas
descritas. Em primeiro lugar, quando a rede é ensinada de maneira étima, ndo existe um
comprimento critico J, a partir do qual ela passa a generalizar. O que se observa é que,
caso as condigbes iniciais forem tais que py = O(1), a rede se torna capaz de generalizar logo
que tem inicio o processo de aprendizagem, isto é, quando sdo apresentados os primeiros
exemplos, basta que o valor inicial do overlap ndo seja nulo. A condigdo py # 0 aponta a
necessidade de um conhecimento prévio, sem o qual o processo de aprendizagem nio se inicia.
Também indica que py = 0 constitui um ponto fixo repulsivo da dindmica on-line, entretanto
deve-se enfatizar que uma pequena flutuagio deste valor é suficiente para que o overlap
evolua, de forma que seu valor inicial pode ser tdo pequeno quanto se queira. Observamos
que quanto menos conhecimento a rede possuir a priori, mais lenta serd a aquisicio da
capacidade de generalizagao, isto é, mais lento serd o decaimento do erro de generalizacio nos
estdgios iniciais da aprendizagem. A origem deste retardamento est4 relacionada & simetria
da mdquina paridade e também foi detectado no caso do aprendizado supervisionado off-line

88
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(Hansel et al., 1992). A relagao entre o efeito de retardamento na dindmica off-line e o
ponto fixo repulsivo da dindmica on-line parece ser geral e também foi detectada no caso
do aprendizado nao supervisionado off-line de um perceptron a partir de uma distribuigao
estruturada de exemplos (Biehl & Mietzner, 1993; Biehl, 1994).

Em segundo lugar, quando a rede aprende de maneira 6tima, o erro de generalizacao
decai assintoticamente mais rapido, sendo que para valores grandes de o este decaimento
é 0.88a! na auséncia de ruido, e mesmo que o aprendizado ocorra na presenca de ruido
multiplicativo o erro decai assintoticamente a zero com a~! para qualquer nivel de ruido.
Esses resultados mostram que algumas das caracteristicas encontradas por Kabashima tém
origem na escolha do algoritmo utilizado e desaparecem quando se utiliza o algoritmo Stimo.

Os resultados para a mdquina paridade K = 2 foram generalizados para valores
arbitrdrios de K. Neste caso novamente encontramos o valor 0.88a™! para o erro de gene-
ralizagao na auséncia de ruido, independente do nimero K de unidades escondidas. Este
parece ser um resultado universal para o aprendizado otimizado de redes multicamadas com
estrutura de drvore, ja que foi obtido também no caso da maquina comité com estrutura de
drvore nas mesmas condigoes de aprendizagem.

Em situagdes de aprendizagem mais realistas o nivel de ruido (¢) nao é conhecido,
e portanto deve ser estimado (n). Utilizando o algoritmo Stimo, verificamos que a madquina
paridade é capaz de generalizar perfeitamente na presenca de ruido multiplicativo sempre
que for conhecido o nivel de ruido. No caso do desconhecimento desta quantidade a rede é
capaz de generalizar, ainda que este valor seja subestimado. O estudo da aprendizagem com
ruido leva a construgao de diagramas de fase no espago dos ruidos (ruido estimado versus
ruido real) chamados de diagramas de robustez. Nestes diagramas observa-se a existéncia de
trés regimes de aprendizagem. Quando o ruido é superestimado a rede é capaz de generalizar
perfeitamente, isto é, seu overlap atinge assintoticamente o valor maximo. Esta constitui
uma das fases. Ainda que o ruido seja subestimado, a rede é capaz de generalizar em duas
situagoes. Se o ruido for levemente subestimado, assintoticamente, a rede aprende de ma-
neira perfeita. Entretanto, determinadas escolhas de n levam & capacidade de generalizagao
imperfeita: o valor maximo de p é inferior a um, quando p se torna negativo. Esta cons-
titui a segunda fase. A terceira fase ocorre quando a variagdo do overlap com os exemplos
apresentados é negativa, o que implica na diminuigao do overlap até atingir o valor zero, que
neste caso constitui um ponto fixo atrativo da dinamica.

Neste trabalho também estudamos a aprendizagem supervisionada on-line na pre-
senga de ruido multiplicativo e aditivo para o perceptron com fungao de transferéncia nao
monotoénica. No primeiro caso obtivemos exatamente o mesmo diagrama de robustez, e

portanto mostramos que esta rede possui as mesmas propriedades de generaliza¢ido de uma
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maquina paridade. Isso reforga a idéia de uma universalidade de comportamentos que ainda
precisa ser entendida a fundo. Observamos também que esses comportamentos independem
do valor de K e das condigdes iniciais, exceto para K = K*, que constitui um caso especial.
Algumas caracteristicas desta rede especial foram apontadas por Bex et al. (1995). Segundo
estes autores, a rede K* é considerada como o melhor perceptron para construir redes mais
complexas, pois satura os limites de memorizagdo e generalizagdo, como mencionamos no
capitulo 7. Entretanto, nossos resultados mostram que essa rede é a mais dificil de ser ensi-
nada, devido a simetria entre estabilidades positivas e negativas. Também em funcio desta
simetria, esta rede especial necessita de um conhecimento a priori para escapar do ponto
fixo repulsivo da dindmica p = 0. Esta simetria é do mesmo tipo que leva ao aparecimento
de platés na mdquina paridade. No caso de ruido aditivo o diagrama também apresenta os
trés regimes de generalizagao, entretanto depende da arquitetura da rede (depende de K ).

Essa mesma caracteristica foi observada no caso da mdquina paridade e da mdquina comité
(Copelli et al., 1997).



das
probabilidades condicionais

A.1 MaAquina Paridade

A.1.1 Derivacgao de P(b;|Zp, h, ho)

Queremos calcular a probabilidade de by dados: a saida do professor e os campos
locais do aluno . Esta probabilidade pode ser escrita em termos das probabilidades conjuntas
P(bl, EB, hl, hz) e de P(EB, hi, hg).’

P(bla EB: h’l1 h‘Z)

Pibi|Bahighs) = )
( 1| B It1, 2) P(EB,hl,h2) (A 1)
A probabilidade conjunta P(b1, Xp, h1,hs) pode ser calculada a partir de:
P(b1, X, hy, hg) = fdbz P(hy, hg,b1,b2) 6 (23 - 11 O‘bk) ; (A.2)
k=1.2

com oy, = sinal(by). Devido 4 estrutura de drvore desta rede, a probabilidade P(hy, hy, by, bs)

se torna um produto de 2 termos P(hj,b;), dados pela equagao (4.8). Entdo, podemos es-
crever:

P(hi, hg, b1,by) = P(hq,b1) P(hg,bs) . (A.3)
Usando este resultado, obtemos:

P(b1, Tp, by, hg) = f dboP(hy, b1)P(ho, b2)8(S 5 — o3,0,)- (A.4)

Escrevendo:

P(hg,bs) = P(ha)P(hg|bg) (A.5)
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chegamos a:
P(b1, S5, hy, ha) = P(hy, b1)P(hs) / dby P(halb2)6(S5 — 04, 0,). (A.6)

Utilizando a representagao de Fourier para a fungao delta:

d . ;
P(b1, T, b, ko) = P(ha)P(ha,by) [ dbaP(halbs) | Temaimaen) (A7)
a integral em by resulta em:
—izoy, o, _ (tzoy. ) h2 (—izoy, ) h’2
dba P(ha|bs)e 1% =) . Hl =] +e JoH—-= . (A.8)
Ao Ag

Substituindo este resultado em (A.7) e fazendo a integral em x, obtemos o resultado:

h
P(bI:EB) hl)h’Z) = P(h’labl)P(hQ)}I (_EB o'bAl 2) 4 (Ag)
2
O passo seguinte é calcular P(Xp, hy,hs), 0 que pode ser feito integrando em b,
a probabilidade P(b;,Xp, h1,he). Usando a relagdo P(hy,b1) = P(hy)P(hy|b1), precisamos
calcular:

P(S5,hu, ) = P(1u)P(hs) [ dbyP (o) H (-—zB "‘;’”) | (A.10)

Esta integral resulta em:

h
fdblP(hﬂbl)H —23051@ = H EBE% B 2| el —EB@ H —ﬂ , (A.11)
A2 A2 A1 A2 A1

e finalmente obtemos a probabilidade condicional procurada:

P(bi|hy)H (~Zpoy, 2)

H(Ss5) H(3) +H (-Za32) H(-})

P(by|Sp, by, ho) = (A.12)

A.1.2 Derivagao de PX(b;|Sp, {h;})

Queremos calcular a probabilidade de by, dada a saida do professor (L), e os campos
locais ({h;}), isto é, a probabilidade condicional do campo no k-ésimo ramo do professor.

Sabemos que esta probabilidade pode ser escrita em termos das probabilidades conjuntas
PK(bk, EB, {hj}) e de PK(EB, {hj})

PE (B, Bl B
PX(3p,{h;}) ~

PE(by|Zp,{hi}) = (A.13)
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onde
PX(2p,{h;}) = PX(Tsl{h;})P({h;}) . (A.14)

O primeiro passo é calcular P¥ (b, Zp,{h;}), que pode ser feito integrando-se a
probabilidade P¥({b;},{h;}) em b4 e impondo que:

K
EB = H ij "
g=1
Podemos entao escrever:
K-1 K K
PK(bk, Y, {h;}) = / {H db; P(h;,b;)0 | Xp H crbj) g (A.15)
itk i=1 i=1
e separando o termo j = k temos:
K-1 K-1
PK(bk,EB, {hj}) = P(h;”bk)j H dbj P(hj,bj) 0 (Ub;rEB H Tp; | - (A16)
i#k j#k

O sinal do campo no ramo k pode ser positivo ou negativo, e como nao é possivel
conhecé-lo, precisamos levar em conta as duas situagées, portanto:

PK(bk,EB,{hj}) = P(hk,bk) {605k;+1fﬁlp(hj’bj)9 (EB I{ﬁlabj)

i#k i#k

+

- /Iﬁlp(hj,bj) 0 (—23 Iﬁl ob,.)} . (A.17)

i#k i#k

Usando a notagao:

fed ]
PE-&S, {hy}iar) = [ T1 Plhs,b) 0 (ﬂs 11 ) , (A18)
itk i#k
finalmente obtemos:

PX(br,Bo, {hs}) = Plhusbe) G, 41P* 7 (Sp, {hs})
+ 8o, 1 PETH (=25, {h}ia)} - (A.19)

O passo seguinte é calcular PX(Sp,{h,}), que pode ser feito integrando a probabi-
lidade P¥ (b, Sp,{h;}) na varidvel by.

PE(Sp, k) = [ dbw P (o, 2, {hs})
= P¥ Y-, {h;}ixs) f_ooo P(bg, h) dby, + PE=1(Zp, {hj}jze) fom P(by, h) dby,

POu) {PA=1 (2, it (~52 ) + PR, byt ()] (a0

1
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onde utilizamos os resultados

0 h
f_ P(by|hy) db = H(+)\—i)

. hy
fg P(bylhs) dby = H(—A—k)

Finalmente, usando as equagdes (A.19) e (A.20), obtemos a probabilidade condicio-
nal desejada:

P(bk|hk){ 71, 41 PE T (S {hs i) + Gy -1 PX (= B5) { }i0) }

H (—4) PEY(Sp[{h;} i) + H (1) PE-1(=Zp|{h;};)
(A.21)

PX (bi|25, {hj}) =

A.2 Perceptron Reversed-Wedge

A.2.1 Derivacao de P(b|¢,h)

Para obter P(b|¢,h), isto é a distribuicao de probabilidade do campo local b no
professor dada a saida corrompida por ruido £ e o campo local do aluno h, precisamos

conhecer as distribuigoes P(b,{,h) e P(€,h). Vamos inicialmente deduzir P(¢, k). Sabemos
que:

P(¢,h) = P(¢|R) P(h), (A.22)
onde P(€|h) pode ser escrita em termos da saida correta do professor o:
PlElh) = ZP (é|h, o) P(o|h) . (A.23)

Entretanto, o valor de £ sé depende de o e nao do valor de h. Dessa forma podemos
escrever P(¢|h, o) = P(&|o), ou seja:

P(¢lh) = ZPﬂU (a]h)

Pl = Tr(de) e (A21)

A distribuig¢ao de probabilidade P(h) jd é conhecida, assim como P(€|o) (equagdo

7.6). Falta calcular P(o,h), o que pode ser feito integrando em b, a probabilidade P(b, o, h)
dada por:

P(b,0,h) = P(b,h) 6y pr , (A.25)

vamos omitir o indice B para ndo sobrecarregar a notacio

1
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onde ¢’ = sinal[b*(b* — K?)] e P(b,h) é

1 —h? — b% 4 2bhp
P(b,h) = —0— ; ;
(B%) QWWeXp{ 20 = ) } (#:20)
Assim, precisamos fazer a integral:
+oo +co
P(o,h) = / P(b,0,h) db = P(h) f dbP(blh) 6,0 . (A.27)

onde usamos o fato que P(b,h) = P(blh) P(h). Para resolver esta integral, dividimos o
intervalo de integracao em 4 partes onde o' assume os valores +1.

P(o,h) = P(h,){a,,,_l [ f * @b PojR) + /OdeP(b|h)}

-0

EN T [ [ OK ds P(R) + [ b P(blh)] } . (A.28)

Essas integrais sao muito simples e resultam em fungées H(zx):
oh K-%—ph) (K~—phﬂ
P(o,h) = P(R){6,1|H (- O kL)
S (){ 1[ ( \/l—pi) (vlmpg v1—p?
ph (K-{—ph) (K—ph)l}
b Bony B[4 = [l e . (A29
+1[ ( vl—nﬁ) yd =g vl = gF (A.29)

Vemos que dependendo do valor assumido por o, sobrevive apenas um dos termos
da equagao acima. Podemos incorporar esse resultado, escrevendo:

P(o, k) = P(h) {H (\/%) —oH (\I/{%;) +oH (H)} . (A.30)

Substituindo esse resultado na expressio de P(¢|h), fazendo a soma sobre o = +1 e
rearranjando os termos de modo a fatorar o ruido € obtemos:

) = e (o (7)o () v () )+
o - o {u () on(58) (K)o
J4 temos P(£|R) e P(R), resta encontrar P(b, h, £).
P(b,h,€) = P(€]b,h) P(b,h)
= ;P(a,ﬂb, h) P(b, h)
= ;P(ﬂa, b, h) P(cl|b, h) P(b,h)

= ) P(élo,b,h) P(o,b,h) . (A.32)



96 Derivagao das probabilidades condicionais

Como ja mencionamos, o valor de £ s6 depende de o, dessa forma a probabilidade
condicional P(£|o,b,h) se reduz a P(€|o). Utilizando a equagao (A.25) e fazendo a soma
sobre o, podemos escrever:

P(b,h, &) = P(bh) {eb_¢o + (1 —€) b4} (A.33)
e finalmente P(s|h)
P(blR, &) = Pleh) {ed o +(1—€)bseo} , (A.34)

com o' = sinal[b*(b?> — K?%)]. Observagdo: o nivel de ruido que aparece aqui é . Quando
calculamos a fungao modulagdo étima considerando a auséncia de conhecimento sobre o nivel

de ruido, a grandeza que aparece em F' é o ruido estimado 7.

A.2.2 Derivagao de P(d,b)

Esta probabilidade pode ser calculada a partir da expressao

P(5,b) = f dbP(5(5)P(B|b) . (A.35)
onde ~ ~
o P(bb) 1 (b — wh)?
Peole) = P(b) 27(1 — w?) P {_2(1 - “-’2)} ’ g

que pode ser obtida facilmente a partir da probabilidade P(b,b) definida em (2.15) e
P(5lb) =6 (& — sinal[b(b* — Kz)]) . (A.37)

Para resolver a integral em (A.35) dividimos o intervalo de integragiao em 4 partes,
devido a presenca da fungao sinal:
-K » K . - 0 i . oo, o
B2 = BT f P(bp) db+f PCb) db Y + (5 — 1) {f P(BIb) db+/ P(b[p) db}
—o0 0 K K

(A.38)
e obtemos 4 integrais cujas solugées sio:

f Py db=H (M) (A.39)

fK P(bjb) db = H (\/%) —H (j{%) (A.41)
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[ Pty db = 1 (%)

Com estes resultados, e incorporando o &, obtemos finalmente a probabilidade de-

(A.42)

sejada:
g owb - K —wb _ K 4 wb

A derivagao de P(G|h) pode ser obtida a partir deste resultado em:

P(5|h) = ] db P(|b)P(b|h) . (A.44)

O célculo é totalmente andlogo, sendo muito semelhantes os passos, as integrais
obtidas e suas solugbes. Dessa forma, ndo iremos apresentd-lo explicitamente. A idéia é
escrever a probabilidade P(&|b) como

P(5]b) = f db P(5|5)P(B[b) . (A.45)

e resolver primeiro a integral em b, cujo resultado é a probabilidade P(b|k) dada por:

sy 1 B (b — wph)?
P(blh) = \/27r(1 —) exp{ 2= W) wzpz)} : (A.46)

Novamente, o intervalo de integragao é dividido em 4 partes, dando origem as fungées
H(z). O resultado encontrado é:

P(G|h) = H (%) LEH (fl—:_f)%) —GH (%) . (A.47)
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