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Resumo

Nesta dissertacao damos um tratamento unificado aos algoritmos de classificacio do tipo
TDIDT (Top Down Induction of Decision Trees), incluindo o tratamento de atributos
reais. A seguir propomos técnicas para utilizar esses algoritmos na avaliacdo e decisao
de estratégias de aplicagdo no mercado financeiro. Os resultados sio verdadeiramente
encorajadores e motivam varias linhas para futuro desenvolvimento.

Abstract

In this dissertation we give a unified treatment to the classification algorithms of the
TDIDT family (Top Down Induction of Decision Trees), including the treatment of real
attributes. We then suggest some techniques to use these algorithms to evaluate and
support financial markets strategies. The results we got are truly encouraging, motivating
several possible future developments.
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Capitulo 1

Introducao

1.1 Motivacao e Objetivos

No mercado de agoes, é desejo de todo investidor obter indicadores das tendéncias de precos
que possam auxilid-lo em suas decisoes, isto ¢, na escolha das estratégias de operacao. Por
exemplo, antes de comprar um determinado titulo, o investidor busca evidéncias de que a
cotagao deste titulo deverd subir dentro de um certo periodo, permitindo-lhe uma margem
de lucro que lhe pareca satisfatéria na revenda do mesmo.

Uma maneira amplamente utilizada na escolha de estratégias de operacao é a chamada
Andlise Técnica, que se baseia no comportamento das cotagdes dos papéis [dBAV85).
As ferramentas empregadas pelos analistas técnicos sdo os graficos e alguns indicadores
técnicos obtidos numericamente das cotacoes.

Atualmente, o volume de papéis disponiveis no mercado, a volatilidade de suas cotacoes
e a necessidade de decisGes rapidas tém incrementado a demanda por sistemas computa-
cionais de apoio a decisao para escolha de estratégias. E particularmente importante que
os resultados de um sistema desse tipo sejam fornecidos em tempo habil, isto é, suficiente-
mente curto para que o investidor realize suas operagoes com uma vantagem comparativa
sobre o restante do mercado. Todavia, os métodos de programacao tradicionais podem
ser limitados, pois cabe ao analista técnico fornecer todos os critérios de decisio, o que
nem sempre é possivel.

Dificuldades dessa natureza sio uma das motivacoes para as pesquisas no Aprendi-
zado por Ezemplos, comumente denominado Aprendizado Indutivo. Em linhas gerais,
um sistema de aprendizado indutivo recebe do especialista um conjunto de exemplos que
tenham sido classificados previamente (denominado conjunto de treinamento) e induz, a
partir desses exemplos, uma teoria (ou uma generaliza¢ao) capaz de ser utilizada em novas
situacoes.



Dentre os algoritmos de aprendizado indutivo. destacam-se os algoritmos do chamado
Aprendizado Proposicional [Nic94]. Para os algoritmos dessa categoria. os exemplos sao
representados atraveés de seus atributos (por exemplo. cor, altura, peso). e a teoria obtida
é representada na forma de regras de produgao ou de drvores de decisao (comumente
chamadas arvores de classificag¢ao).

O interesse pela aplicacao dos algoritmos de aprendizado proposicional vem se inten-
sificando nos tltimos tempos. Por exemplo. o projeto “Statlog”. integrante do progiama
ESPRIT da Comunidade Européia, analisou e comparou varios algoritmos estatisticos,
de redes neurais e de aprendizado proposicional sob diversas aplicagoes reais (analise de
créditos, reconhecimento de digitos e letras, diagnosticos médicos, entre outros) [MST94].

Em nosso trabalho, enfocamos os algoritmos da familia TDIDT (Top-Down Induction
of Decision Trees), derivados do algoritmo ID3 (Interactive Dichotomizer 3) [Qui79] e de
seu variante, o algoritmo CART [BFOS84]. Um algoritmo dessa familia é constituido
basicamente de duas fases:

e A expansao da arvore, através de sucessivas particoes do conjunto de treinamento;

e A eliminacao de algumas partes inferiores da arvore, através de reagrupamentos dos
sub-conjuntos da particdo, de maneira a manter apenas os atributos mais relevantes
na arvore e atenuar o efeito de ruidos nos dados disponiveis; esse procedimento é
denominado poda da arvore.

As duas principais vantagens desses algoritmos sao:

e As arvores obtidas sao computacionalmente eficientes para a classificacao de novas
configuracoes. O procedimento de classificagdo consiste em testes simples dentro
de um tunico caminho desde a raiz até uma das folhas, gastando portanto tempo
proporcional & altura da drvore. Ademais, somente os atributos relevantes - isto é,
altamente correlacionados com as classes - aparecem nas arvores, o que as torna
relativamente compactas.

e As arvores podem ser compreendidas e validadas pelos usudrios, sem qualquer ne-
cessidade de compreensao do funcionamento interno dos algoritmos. Por sua clareza,
as arvores de decisao podem, teoricamente, ampliar o conhecimento do especialista a
respeito do dominio de aplicacao. O especialista pode descobrir ou confirmar, através
das drvores obtidas, quais os atributos mais relevantes no processo de classificacao.

A despeito da aparente viabilidade pratica dos algoritmos TDIDT no mercado finan-
ceiro, nao possuimos ainda registros sobre sua aplicacao nessa drea no Brasil.



Os objetivos de nosso trabalho sao:

1. Apresentar formalmente alguns algoritmos da familia TDIDT dentro de uma abor-
dagem unificada;

2. Propor um novo algoritmo, TDIDT, o Real;

3. Discutir e avaliar a aplicabilidade dos algoritmos TDIDT no suporte & definicao
de estratégias de operagao no mercado financeiro, em termos da metodologia a ser
apresentada.

Para atingir os objetivos propostos, inicialmente realizaremos testes sobre alguns sis-
temas jd disponiveis: o Cal5[MW94], o NewlD[Bos90] e o REAL[SNL96]. As cotacoes de
alguns papéis serao utilizadas como bases para nossos testes.

1.2 Organizacao da Dissertacao

No capitulo 2 serao apresentados os conceitos basicos sobre o Aprendizado Proposicional.
Também serd discutido o algoritmo geral de construgao das drvores de classificacao.

Nos dois capitulos seguintes, serao mostrados alguns métodos que implementam duas
importantes fases no processo de construgao das drvores. No capitulo 3 veremos alguns
critérios para selegao dos atributos mais relevantes. No capitulo 4 serdo apresentados
alguns métodos de poda dos ramos.

No capitulo 5 apresentaremos os programas que foram efetivamente utilizados em nosso
trabalho.

No capitulo 6 serdo apresentadas técnicas de aplicacao e avaliagao dos algoritmos
TDIDT no suporte a compra e venda de papéis, segundo uma certa estratégia de operacao.
Também sao discutidos os resultados obtidos.






Capitulo 2

Aprendizado Proposicional e Arvores
de Decisao

2.1 Consideracoes Iniciais

Arvores de decisdo sio estruturas que representam, em ultima instancia, regras de decisao
para determinar a classe de um dado objeto. Os algoritmos mais representativos pertencem
a familia TDIDT (Top-Down Induction of Decision Trees) e descendem do ID3 (Iteractive
Dichotomizer 3) [Qui79] e de seu variante, o algoritmo CART [BFOS84]. Nosso objetivo
neste capitulo é apresentar o algoritmo TDIDT.

A fim de fixarmos algumas notagoes, serao apresentados na secio 2.2 alguns concei-
tos bdsicos sobre o aprendizado proposicional, categoria & qual pertencem os algoritmos
TDIDT [AB92, Ban90, BFOS84].

Para o leitor nao familiarizado com a terminologia de drvores, a secao 2.3 apresenta
os conceitos necessarios [AHU83]. Na secao 2.4 definiremos formalmente as drvores de
decisao e apresentaremos o algoritmo bdsico para sua construcao.

2.2 O Aprendizado Indutivo de Maquina

Para sua melhor compreensao, o estudo da construcao de drvores de decisio deve ser
precedido por um breve estudo a respeito do aprendizado por exemplos, comumente deno-
minado Aprendizado Indutivo. Em primeiro lugar, a nocao de conceito ou classe precisa
ser melhor compreendida sob a dtica de conjuntos.



Definigcao 2.2.1 Seja U o conjunto uniwverso de objetos. ou seja. o conjunto de todos os
objetos que o aprendiz pode encontrar. Uma classe C' pode ser definida como um subcon-
qunto de U. Sob essa defini¢ao. aprender uma classe C' significa aprender a identificar os
elementos de C'.

Em nosso trabalho, adotaremos apenas conjuntos finitos de classes. Sob essa premissa,
o conjunto universo U scra particionado em .J classes C.C,,...C;, para algum J > 1.
Por questao de notacao, denotaremos as classes por nimeros de 1 a J.

2.2.1 A Representacao de Objetos por Atributos

Os algoritmos estudados ao longo desse trabalho utilizam a descrigao de objetos através de
atributos. Um conjunto A4 = a,, as, ..., a,, de atributos (ou varidveis) deve ser previamen-
te definido. Apds definido o conjunto de atributos, cada objeto do dominio sera descrito
através de um wvetor de medidas (também denominado vetor de atributos)
A = [z1,22,...,%n], onde z; é o valor do atributo ¢;, i =1,...,m.

Os atributos classificam-se em dois tipos:

tipo numérico ou ordenado : um atributo numérico ou ordenado assume valores den-
tro dos numeros reais. Por exemplo: idade, peso, comprimento;

tipo categérico : um atributo categdrico assume valores dentro de um conjunto finito,
onde nao ha nenhuma ordem natural. Por exemplo: cor.

No aprendizado por atributos, o conjunto U citado no inicio deste capitulo é denomi-
nado espago de medidas, e é composto por todos os possiveis vetores de medidas .\' que
podem ser definidos sobre o conjunto de atributos A.

2.2.2 O Aprendizado a Partir de Exemplos

A fonte de informacgoes para um sistema de aprendizado é um conjunto de exemplos E,
tambem denominado conjunto de treinamento. O conjunto de treinamento £ é um subcon-
junto de U cujos elementos tenham sido previamente classificados e que serao utilizados
por um algoritmo de aprendizado. Em outras palavras, cada exemplo do conjunto de
treinamento é um vetor de medidas .\ ao qual estd associada uma classe, C'(X).

Como ilustragao, consideremos o problema de diagnésticos. Os exemplos serao casos
clinicos previamente diagnosticados por médicos especialistas. Assim, X' sera um vetor
contendo uma série de parametros (incluindo sintomas e resultados de exames) do paciente
em questao e C'(.\') sera a doenca diagnosticada para aquele paciente.
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A partir do conjunto de treinamento E. o problema geral do aprendizado é encontrar.
para cada classe j representada em E. uma regra Desc(j) que descreva essa classe.

O conjunto de descricoes Desc(1). Desc(2). ..., Desc(.J) obtidas constituird uma funcao
d:U — {1,2,...,J}, isto ¢, uma fun¢ao que associa a cada vetor de medidas X uma
classe j.

O Aprendizado Proposicional ¢ uma modalidade de aprendizado em que os exem-
plos sao representados por meio de vetores de atributos ¢ a teoria gerada (a funcao
d:U — {1,2,...,J}) é representada por meio de regras légicas ou arvores de deciséo.

Numa situacao ideal, cada descricao Desc(j) deve ser:

completa : todos os exemplos da classe j satisfazem a condigao imposta por Desc(j).

consistente : nenhum exemplo que nao pertenga a classe j satisfaz a condicao imposta
por Desc(j).

Em dominios reais, ¢ muito comum a presenga de ruidos, ou seja, erros de medicoes
¢ de classificacoes dos exemplos. Ademais, nem sempre se consegue um conjunto satis-
fatorio de atributos para descrever os objetos. Em conseqiiéncia, é comum que objetos de
classes distintas sejam representados por vetores de medidas ideénticos. Isso implica que
as restricoes acima precisam ser relaxadas, admitindo que exemplos de classes distintas
sejam eventualmente descritos pelas mesmas regras.

Outro fato que deve ser levado em consideragao ¢ que nao estamos interessados apenas
em encontrar regras que descrevam os exemplos fornecidos, mas também (e principalmen-
te) encontrar regras que classifiquem o mais corretamente possivel objetos desconhecidos.
Encontrar uma regra de produgao para cada um dos vetores de atributos de F nao é uma
boa alternativa, pois essa regra estard utilizando atributos irrelevantes, sem qualquer po-
der preditivo e somente sera 1til para objetos que possuam vetores de atributos idénticos
ao exemplo que gerou tal regra. Logo, as regras devem ser mais gerais do que os exemplos
fornecidos, e devem ser construidas somente com os atributos relevantes para a predicao
das classes.

2.3  Terminologia Bésica de Arvores

Uma érvore é uma colecao de elementos chamados nds, dentre os quais um é distinguido
como uma raiz, juntamente com uma relacao de “paternidade” que impoe uma estrutura
hierdrquica sobre os nds. Formalmente,

Definigao 2.3.1 Uma drvore pode ser definida recursivamente da sequinte maneira:
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L. Umn dnico no ¢ uma arvore. Este no ¢ também a raiz da arvore.

2. Suponha que t seja um no e T,.7T,,.... Ty sejam. drvores com raizes ty.to.. .. t.
respectivamente. Podemos construir uma nova arvore transformando t no pai dos
nos ty, ty, ..., tr. Nessa darvore, t serd a raiz ¢ 1,.7T,, ..., T} serdao as sub-arvores ou
ramos da raiz. Os nos ty,to, ..., t; sao chamados filhos do no t.

Algumas vezes é conveniente incluir no conceito de arvores a drvore nula ou vazia, uma
“arvore” sem nos.

Considere o exemplo da figura 2.1, em que ¢é apresentado o sumdrio de um livro e sua
representacao como uma arvore. A raiz, chamada Livro, possui trés sub-drvores cujas
raizes correspondem aos capitulos C'1, C2 e C3. Livro é o pai de C1, C2 e C3, e esses
tres nos sao os filhos de Livro.

Livro
Ci Livro
sl.1 / \\
sl.2
2 'l 2 C3
2.1 N
s2.1.1 sl.1  sl1.2 52. s2.2  s2.3
s2.1.2
52.2
2.3 s2.1.1  s2.1.2
C3
(a) (b)

Figura 2.1: Sumaério de um livro (a) e sua respectiva representa¢ao como uma arvore (b).

Se ty,ta,...,t é uma seqiiéncia de nés em uma arvore tais que t; é o pai de t;,, para
1 <1 < k, entao esta sequiencia ¢ denominada um caminho do né t, até o né tx. No
exemplo anterior, a seqiiéncia C?2,s2.1,s2.1.2 é um caminho de C'2 até s2.1.2.

Se existe um caminho do né a ao né b, entao a é um ancestral de b e b é um descendente
de a. Note que todo né é ancestral e descendente de si mesmo. Um ancestral ou um
descendente de um nd, que nao seja o préprio nd, é denominado ancestral préprio ou

descendente proprio, respectivamente.

/\ I

sl.1 sl.2 s2.1 s2.2 s2.3

s2.1.1 s2.1.2
Figura 2.2: Ramos T e Teo da arvore descrita na figura 2.1.

Com as defini¢oes acima, podemos formalizar a defini¢ao de ramos: dadoum nét € T,
a sub-arvore ou ramo T; de T consistird do né t (que serd a raiz de 7;) juntamente com



todos os descendentes de t em T A figura 2.2 mostra os ramos Ty ¢ Teo da arvore
descrita na figura 2.1.

Todos os nos que nao possuem filhos sao chamados nds terminais ou folhas. Os nos
que contem filhos sao chamados nds nao-termanars ou nos internos. O conjunto das folhas
de T serd denotado por 1.

2.4 A Construcao de Arvores de Decisao

Nesta secao serd apresentada a defini¢ao formal de uma drvore de decisao. Serd discutido
também o algoritmo basico de construgao, comum a todos os sistemas geradores de arvores
de decisao utilizados neste trabalho.

Definigao 2.4.1 [Utg89] Uma Arvore de Decisao é:

e um no folha (ou nd resposta) que contém o nome de uma classe ou o simbolo nulo
(nulo indica que nao é possivel atribuir nenhuma classe ao né por nao haver nenhum
exemplo que corresponda a esse nd); ou

e um nd interno (ou né de decisdo) que contém o nome de um atributo; para cada
possivel valor do atributo, corresponde um ramo para uma outra drvore de decisao.

2.4.1 Exemplo de construcao de uma arvore

A figura 2.3(a) mostra alguns objetos que serao utilizados como ilustragao nesta secao. Os
objetos da figura 2.3(a), numerados de 01 a 12, pertencem a cinco classes: porca, parafuso,
chave, caneta, tesoura. Suponha que esses objetos sejam mostrados a um sistema de visao.
Suas silhuetas sdo capturadas por uma camera e processadas por um programa de visao.
Esse programa pode entao extrair alguns valores de atributos de cada imagem. Em nosso
caso, os atributos sao: o tamanho, o formato e o nimero de orificios de um objeto. Os
possiveis valores desses atributos sao:

e Tamanho: pequeno, grande
e Formato: longo, compacto, outro

e Orificios: 0,1,2, 3, muitos

Assuma que o sistema de visdo tenha extraido os valores dos trés atributos para cada
objeto. A figura 2.3(b) mostra a representagao desses objetos através de seus respectivos
vetores de atributos.
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Objeto No TAMANHO FORMATO ORIFICIOS | CLASSE
ol grande longo 2 lesoura
02 pequenn compacto 1 purca
03 pegueny compacio 1 porc
04 prqueno longo 0 paraluso
0s grande longo 0 cancty
06 pequeny longo 1 chave
07 pegueno longo 0 parafuso
OR pequeno compacto 1 porca
(0] grande longo 2 tesoura
10 pequenny longo 1 chave
11 pequeny longo 2 chave
12 grande longo 0 cancta

(b)

Figura 2.3: O Conjunto de treinamento E. (a) Imagem dos objetos captada por uma
camera. (b) Sua representacao por atributos.

A figura 2.4 mostra uma arvore de decisao induzida a partir dos exemplos da figura
2.3. Descreveremos em linhas gerais o processo de construcao dessa arvore.

Iniciamos a construcao da drvore com apenas um né (a raiz) e associamos a esse n6 o
conjunto £. Como os exemplos nao estao na mesma classe, decidimos “dividir o né”, ou
seja, expandir a arvore. Para isso, escolhemos um atributo (em nossa ilustracao, Orificios),
com o qual rotulamos a raiz. Dividimos o conjunto F em subconjuntos disjuntos, agru-
pando exemplos de mesmo valor de Orificios em cada subconjunto. Para cada um desses
subconjuntos, criamos um novo né-filho do né Orificios. Na figura 2.4, os subconjuntos
de E' sao:

Ey = {X € E tqa Xpyificios = 0}
E, = {X€Etq X Orificios = 1}
Es = {X€FtqX0pificios = 2}

10



pequeno gra comgacto

Lparnfusﬂ [canela—l I chave | [porca I [ nulo ] [ chave] I lesoura l

E1 Ei2 E2 E22 E23 E3.l E3.2

Figura 2.4: Uma arvore de decisdo induzida a partir dos exemplos da figura 2.3

Ey = X € Eta Nopificios = 3}
E, = {Y€Etq X Orificios = Mmuitos}

Analisemos agora o né referente ao subconjunto F,. Uma vez que E, contém exem-
| 1
plos de classes distintas, o né deve ser dividido: rotulamos o né com um novo atributo
Tamanho), criamos novos filhos para esse né e dividimos E; conforme os valores de
b
Tamanho (pequeno, grande):

Eyy = {X € Ertq Xymanho = pequeno}

Ei, = {X€E tq = grande}

X Tamanho

Todos os exemplos em E); pertencem & mesma classe. Nesse caso, simplesmente
rotulamos o né correspondente com a classe a qual aqueles exemplos pertencem (parafuso)
e declaramos esse né como uma folha, passando a examinar outros nés que ainda nao
tenham sido devidamente tratados. O mesmo ocorre com o né referente ao subconjunto
E, 5, cujos exemplos sao todos de classe caneta.

O procedimento é andlogo para os demais subconjuntos (Es, E3, Es, ,etc.); se o subcon-
junto ¢é vazio (como ocorre em Ey, E5, Ey3), 0 né correspondente ¢ rotulado com nulo.

Suponha agora que a drvore de decisao tenha sido construida e que seja apresentado ao
sistema o vetor de atributos de um objeto de classe desconhecida. Queremos que o sistema
atribua uma classe ao objeto. O procedimento para classificacao desse objeto é realizar
o teste de atributo na raiz, ir para o ramo correspondente, realizar o teste de atributo no
segundo no, ir para o proximo ramo, sucessivamente até atingir uma folha. Entao o objeto
serd classificado com o rétulo da respectiva folha.

11



Como uma ilustracao. considere um objeto cujo vetor de atributos seja:
(Tamanho = grandc. Formato = longo. Orificios = 0).

Se tal objeto for submetido a drvore da figura 2.4, atingird o no referente ao conjunto Ej »
e serd, portanto, classificado como uma caneta.

Para a construcao da arvore descrita acima, os nos internos foram rotulados ao acaso.
Em geral, a escolha do atributo para a divisao de um né é feita por meio de heuristicas
(usualmente baseadas em medida de informacgao). Tais heuristicas buscam atributos de
maior correlacao com as classes. Na secao 2.4.5 e no capitulo 3 estudaremos algumas
heuristicas de divisao dos nés com mais detalhes.

2.4.2 O algoritmo de construcao de arvores de decisao

Na ilustracao vista anteriormente, os objetos foram descritos em termos de atributos
categoricos. Naquele caso, o niumero de ramos descendentes de cada né interno corresponde
ao numero de valores possiveis do atributo que rotula este né. Na maioria dos problemas
reais de classificacao os atributos sao numéricos, e podem assumir um nimero muito grande
de valores possiveis. Por essa razao, os atuais algoritmos da familia TDIDT “categorizam”
os atributos numéricos, através da divisao desses atributos em intervalos.

A figura 2.5 apresenta o algoritmo de construgao das drvores. Inicialmente, a drvore é
constituida por um tnico né t sobre o qual armazenamos o conjunto de treinamento E.
Se E for “puro” o suficiente (isto é, se houver uma classe que domina em E com grau
suficiente de convic¢ao), podemos considerar o né ¢t como um né terminal (rotulado com a
classe dominante em E) e interromper a expansao da drvore. Caso contrdrio, selecionamos
o melhor atributo (em geral, o atributo de maior correlacao com as classes presentes em
E) e particionamos E de acordo com os valores desse atributo. Criamos um né terminal
correspondente a cada um dos sub-conjuntos obtidos, o qual serd um filho de ¢. Repetimos
a mesma operacao recursivamente para cada né terminal obtido.

Algumas componentes do algoritmo serao descritas brevemente a seguir:

e A regra de parada P(E) é uma condi¢ao que o conjunto de treinamento E deve satis-
fazer para que seu né correspondente seja considerado um né terminal. As situacgoes
mais simples em que a expansao de um nd deve ser interrompida ocorrem quando
o conjunto F é vazio ou quando todos os exemplos incidentes sobre ¢ pertencem
a mesma classe. Contudo, existem algoritmos que interrompem a expansao do né
sob condi¢oes mais complexas. Nesses casos, dizemos que ocorre uma pré-poda da
arvore de decisao. Alguns dos algoritmos que realizam a pré-poda sao o Cald, o C4
[QCHLS6] e o Assistant-86 [CKB87].

e A regra classe(t) é uma funcao que atribui um nome de classe a um né t. Em geral,

12



Algoritmo

Dados um conjunto de treinamento E
um no terminal f
uma condi¢ao de parada P(FE)
uma fungao de atribuigao classe(t)
uma fungao de avaliacao de atributos score(E,a)
uma fungiao de categorizacao de atributos categ(E.a)
Se o conjunto E satisfaz a condigiao de parada P(E),

entao rotule t conforme a regra classe(t)

caso contrario

1. para cada atributo a,. calcule a fungao score(E,a;);
selecione o atributo a; = arg max score(E,a;)

rotule t com aj,

3. sejam Iy, Tpo.. .., I i os intervalos gerados segundo categ(E,a},):
crie um ramo correspondente a cada intervalo, rotulando-o com uma condigao do tipo

T € Lnjeto b = T g K
4. particione E em K sub-conjuntos Ey,Eg,..., E - correspondentes aos ramos obtidos

5. aplique o algoritmo recursivamente para cada subconjunto E;, a partir do né t;

6. apés a expansdo da arvore ter terminado, ajuste seu tamanho, podando alguns ramos inferiores se necessario.

Figura 2.5: Algoritmo recursivo para construgao de uma arvore 7" a partir de um conjunto
de treinamento E.

o critério adotado é atribuir o nome da classe que ocorre com maior freqiiéncia sobre
t. Existem ainda outros critérios de atribuigao de classes, alguns dos quais serao
discutidos na segao 2.4.3.

e A funcao score(a;) é utilizada para tentar identificar o atributo mais relevante exis-
tente sobre £, isto é, o atributo com maior correlacdo com as classes dos exemplos.
Pode ser baseada em medida de informacao, em medidas de custos ou em métodos
estatisticos. No anexo discutimos uma série de critérios existentes.

e Para tratar atributos numéricos, os algoritmos “discretizam” os mesmos, criando
sub-intervalos do tipo

13
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onde ¢, Cn1,-- ., Cox Sa0 constantes definidas segundo o critério de categorizagao
categ(E,a). A forma mais simples de discretizacao é a binarizagao dos atributos,
através de condicoes do tipo z, < ¢7, onde a constante ¢ ¢ obtida através de testes
exaustivos sobre o conjunto de treinamento disponivel.

Uma vez que os atributos categoéricos também podem ser reduzidos a conjuntos
Ly = {an},....Lix = {anx}, para simplificar a notagao nao faremos distingao
entre atributos ordenados e categdricos, exceto em casos explicitos.

e ApoOs a expansao da drvore, ¢ comum que os subconjuntos de E correspondentes
aos nos folhas sejam muito pequenos e altamente suscetiveis ao problema de ruidos.
Além disso, quando uma arvore é excessivamente expandida, sao incluidos atributos
intiteis sob o ponto de vista da classificacao dos objetos. E necessério entao eliminar-
se alguns dos ramos inferiores da drvore, de forma a atenuar o efeito dos ruidos e de
forma a manter na arvore apenas os atributos que tenham poder preditivo ou, em
outras palavras, que possuam uma correlagao razodvel com as classes. Esse processo
é denominado pds-poda (ou simplesmente poda) das arvores.

Com base no algoritmo exposto acima, os elementos necessdrios para a construgao de
arvores de decisao sao:

1. Uma regra classe(t) para associar uma classe a cada né terminal ¢.

2. Um critério de discretizagao dos atributos niméricos, categ(E, a);

3. Um critério de avaliacao dos testes para a divisao de cada né da arvore, score(E, a);
alguns critérios serao discutidos no capitulo 3.

4. Um critério de poda de sub-ramos desnecessdrios na arvore; estudaremos alguns
desses critérios no capitulo 4.

2.4.3 A regra de atribuigao de classes

Nessa secao detalharemos alguns critérios de atribuicao de classes a um no, com as res-
pectivas estimativas de erro. No restante desta se¢ao, denotaremos p(j|t) a probabilidade
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estimada de um exemplo incidente em ¢ possuir classe j. Por exemplo. p(j|t) pode ser
definido como a proporc¢ao de exemplos de t que possuem classe J.

O critério mais simples ¢ atribuir a classe de maior probabilidade estimada no no. isto
¢, a classe que maximiza p(j[t). Assim, a probabilidade estimada de um exemplo incidente
sobre t ser classificado erroncamente ¢é:

rit) = 1-— mjaxp(jlt)
= miny_ p(ilt) (2.1)
Tz

[BFOS84] utiliza o conceito de custo de erro de classificacio e utiliza um critério de
atribuicao que minimiza esse custo no né, como veremos a scguir.

Definigao 2.4.2 O custo de erro em classificar um objeto pertencente i classe j como
sendo de classe 1 € denotado por C(i,7) e satisfaz

o C(1,5) > 0,i#j;
o C(i,j)=0,i=j.

Suponha que um objeto de classe desconhecida incida sobre um né ¢, cuja distribuicao
de probabilidades estimadas das classes seja p(j|t), 7 = 1,2,...,J. Se esse objeto for clas-
sificado como classe i, entdao o custo esperado do erro na classificacao sera > Ci, 7)p(it).
Assim, um critério natural de atribui¢ao é escolher a classe ¢ que minimiza a expressao
acima.

Sob essa regra, o custo esperado no erro de classificacao de um objeto incidente sobre
t sera:

r(t) = miinZC(i,j)p(ﬂt). (2.2)

Note que a primeira regra (escolher a classe de maior probabilidade estimada no né) é
um caso particular do critério de minimizagao de custos, onde C(7, j) = 1 parai # j. Basta
verificar que, com os custos C(i, j) unitdrios, as equacoes 2.1 e 2.2 se tornam equivalentes.

Durante a classificagao de um objeto desconhecido, em muitas situacoes pode ser de-
sejavel que a drvore 7 nao forneca apenas o nome de uma classe j para esse objeto,
mas fornega as probabilidades estimadas desse objeto pertencer a cada uma das classes
1,2,...,J. Como um exemplo, considere o problema do diagnéstico médico. Suponha que
um determinado paciente possa estar sofrendo de uma das trés doencas D;, D, ou Dj, e
que o vetor de atributos referente a esse paciente incida sobre uma folha ¢t da drvore. Ao
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inves de atribuir apenas uma doenca ao paciente e ignorar as demals. o sistema podera
ser mais confiavel se for capaz de estimar as probabilidades do paciente estar sofrendo de
cada uma das doencas D,. D,. Ds.

Para essas situacoes, a fungao de atribuicao classe(t) pode ser redefinida como
classe(t) = (p(1]t), p(2[t), ..., p(J]|t)).

Nesse caso, a arvore T passa a ser chamada de arvore probabilistica. e nao mais arvore de
decisao [MST94].

Podemos estimar o custo de erro no n6 t usando o seguinte raciocinio: sendo p(j|t)
a probabilidade estimada de um objeto incidente sobre ¢ pertencer a classe j, o custo
estimado de erro em atribuir a classe 7 a esse objeto sera

5= Cli i)

Como a funcao classe(t) atribui a classe 7 ao objeto com probabilidade p(i|t), o custo
estimado de erro no né t sera

r(t) =>_p(lt) | 2o CG PG | =22 CG)pElpG1L).

1#]
Uma vez apresentadas as regras de atribuigao de classe e as respectivas estimativas de

erro 7(t), serd util definirmos os custos estimados de erros de cada né e o custo de erro da
arvore T'. Os conceitos que se seguem sao validos para as trés regras indistintamente.

Seja R(t) o custo total de erro no né ¢, dado por

onde p(t) é a proporcao de exemplos em E que incidem sobre o no t.

Entao

Definicao 2.4.3 O custo total de erros de classificagao da drvore R(T) é dado por

R(T) = )_R(),

teT
onde T € o conjunto de folhus de T.
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2.4.4 A discretizacao dos atributos numéricos

Durante a construgao da darvore. o algoritmo TDIDT verifica cada um dos nés que nao
tenha filhos. Considere um noé t que nao tenha filhos e que nao satisfaca a condicao de
parada. Esse no precisara ser expandido. isto ¢, o conjunto E; de exemplos incidentes
sobre ¢ serda particionado, ¢ a cada subconjunto obtido corresponderd um filho de ¢. Para
esta expansao, todos os atributos deverao ser levades em conta. e aquele que otimizar a
fungao score serd escolhido.

Atributos que possuem muitos valores possiveis, como ¢ o caso de atributos numeéricos,
tendem a ser privilegiados nesta escolha, podendo gerar drvores muito esparsas e com baixo
poder preditivo.

Por essa razao, cada atributo numérico a, necessita ser “discretizado”, através do
particionamento em intervalos

Inl = ]CnOw Cnl]
]71‘2 = ](—‘-n] s Cn?]
Inl\' = ]Cn]\’—la CnK[

onde cuo, Cp1, - - ., Cpie 80 constantes definidas segundo um certo critério.

Cada tupla s = (I, ..., I,x) de intervalos de a, fornece uma divisao possivel para o
no t. Sendo F; o conjunto de exemplos incidentes sobre ¢, a divisao s gera os sub-conjuntos

By = {‘\’ € Ell.'L‘k € ]nk}7k =12,..., K,
onde z, ¢ o valor do atributo a, para cada exemplo X .

A maioria dos algoritmos realiza uma binarizacao dos atributos, formando uma con-
dicao do tipo
Tk _<_ an?
Nestes casos, para a determinagao da melhor binarizacao, ¢ necessario ordenar o conjunto
de exemplos em ordem crescente de valores de a,,, e realizar um teste de score (que veremos
na préxima sec¢ao) para cada condi¢ao do tipo
Tk S C;k

onde ¢, é o valor de a, para o i-ésimo exemplo dentro da ordenacio obtida. A binarizacao
otima s de a, serd aquela que otimizar a funcgao score.

Alguns algoritmos, como o Cal5 e o REAL, realizam discretizacoes mais complexas,
onde a definicao dos intervalos obedece a critérios ligeiramente diferentes.

Nos capitulos que seguem, utilizaremos a notacao de particoes bindrias, ja que sua
generalizacao é imediata.
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2.4.5 A escolha do atributo 6timo

Apos termos definido as possiveis divisoes para os nos da drvore. precisamos definir algum
critério de avaliacao que escolha a melhor divisao para cada no. A grosso modo. a melhor
divisao para um no deve ser aquela que agrupe. da melhor forma possivel. os exemplos de
mesma classe.

Para o problema em que os custos de erro C(z,j) sao unitdrios, isto é,
C(i,i)=0, C(i,j)=1,1i#

muitos dos critérios de divisoes dos nos sao baseados no conceito de impureza, definido
como segue:

Definicao 2.4.4 Uma funcao de impureza ¢ uma funcgao o definida sobre o conjunto de
todas as J-tuplas de nmimeros (py, p2,...,py) satisfazendo p; >0, j =1,2,...,.J 3,;p; =
1 com as propriedades

):

=

e ¢ atinge sew mdzrimo somente no ponto (%, %, ‘g
e ¢ atinge seu minimo somente nos pontos (1,0,...,0),(0,1,0,...),...,(0,...,0,1);

e ¢ € uma funcgao simétrica de py,pa,...,PJ-

Note que as restri¢oes acima retratam bem as nocoes intuitivas de impureza: de fato,
a impureza de um no deve ser maior quando todas as classes estao igualmente presentes
no mesmo, e menor quando o né contém apenas uma classe.

No capitulo 3, abordaremos algumas funcoes de impureza conhecidas.

Definicao 2.4.5 Dada uma func¢ao de impureza ¢, define-se a medida de impureza de
um no t como

imp(t) = ¢(p(1]t), p(2[t), ..., p(J]1))

onde p(j—t) € a probabilidade de um objeto incidente sobre o nd t pertencer a classe j.

Para todo né t, suponha que haja uma divisao candidata s que divide ¢t em ¢, e t,
de forma que uma propor¢ao p, dos exemplos de t vao para t, e uma propor¢ao p; dos
exemplos de t vao para t;. O critério de qualidade da divisao ¢ definido pelo decréscimo
na impureza

Aimp(s.t) = imp(t) — p.imp(t,) — primp(ty) .
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Aump(s.t) pode ser visto como o ganho de pureza obtido pela divisao s. Entao. a
melhor divisao para a divisao de ¢ serd aquela que maximiza esse ganho. isto 6.

sT = argmax Nimp(s. t).
S

Suponha agora que tenhamos construido uma drvore bindria T, realizando algumas
divisoes sucessivas a partir da raiz (onde cada divisao corresponde a um teste). Denote
o conjunto de folhas por 7; ponha I(t) = p({)imp(t) e defina a impureza da arvore I(7)
como

I(T)= > 1(t) =>_ p(t)imp(t).

te T teT

O seguinte teorema, demonstrado por [BFOS84], mostra que a aplicagao sucessiva do
critério acima gera uma drvore com impureza global minima.

Teorema 2.4.6 A impureza global I(T') da arvore serd minima se, a cada nd nao terminal
t, tivermos escolhido a divisio s* = argmax, Ai(s,t).

Dem. Tome um né qualquer ¢t € T e, usando uma divisdo s, particione o né em t, e T
A nova arvore 7" terd impureza

I(T" = > I(t)+ I(t,) + I(Ty).
T—{t}
O decréscimo global de impureza sera
I(T) - I(T') = 1(t) - I(t,) — 1(t)).

Por depender somente do né t e da divisao s, o decréscimo global de impureza pode ser
escrito como

Al(s,t) = I(t) — I(ty) = I(ty)
= p(t)imp(t) — p(ty)imp(t,) — p(ty)imp(ty) (2.3)

Definindo as propor¢oes p, e py dos exemplos de ¢ que vao para t, e t;, respectivamente,
como

pv =p(tu)/p(t) , Py =p(ts)/p(t)
podemos reescrever a expressao 2.3 como

Al(s,t) = p(t)[tmp(t) — pyimp(t,) — pyimp(ty)]
= p(t)Aimp(s,t).

Uma vez que AJI(s,t) difere de Ai(s,t) apenas pelo fator p(t), a mesma divisao s*

maximiza as duas expressoes. Portanto, o critério de selecao da melhor divisao de cada né
pode ser visto como uma tentativa sucessiva de minimizar a impureza global da drvore.
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O conceito de impureza nao se aplica adequadamente em problemas onde os custos
de erro nao sejam unitdarios. Nesses problemas, o critério de divisao de nos deve dar
preferéncia para que as classes com maiores custos de erro fiquem agrupadas nos mesmos
nos descendentes, em detrimento aquelas classes de custos de erro inferiores.

2.5 Consideracoes Finais

Vimos neste capitulo alguns conceitos basicos sobre o aprendizado proposicional, bem
como o algoritmo geral da familia TDIDT (Top-Down Induction of Decision Trees).

O que diferencia os algoritmos TDIDT entre si sao suas comporentes internas: a
condicao de parada P(F), a funcao de atribuicao classe(t), a fun¢ido de avaliagao dos
atributos score(E, a), a fungao de categorizacao de atributos categ(E, a) e o critério de
poda da drvore. Nem todos os algoritmos TDIDT implementam pés-poda; alguns realizam
uma “pré-poda” durante a fase de expansao da arvore, como € o caso do Cal5 e do Real,
que serao discutidos em capitulos posteriores.

Algumas componentes foram discutidas neste capitulo. Nos capitulos 3 e 4 serao
apresentados, respectivamente, algumas fun¢oes de avaliacao de atributos e alguns critérios
de pds-poda.
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Capitulo 3

Critérios Para Avaliacao dos
Atributos

3.1 Consideracoes Iniciais

No capitulo anterior, apresentamos o algoritmo geral da familia TDIDT. Durante a cons-
trucao da drvore, apds decidir pela expansao de um né ¢, o algoritmo gera um conjunto
de divisoes possiveis'. Para cada divisao possivel s, ¢ medido o decréscimo na impureza
Aimp(s,t) obtido pela divisao do né t através de s.

O critério de avaliacao adotado ¢ baseado, geralmente, em uma funcdo de impureza,
definida sobre todas as J-tuplas de (py,po,. . .,ps) satisfazendo

> 0,57=12,...,J

P =
2P =
J
A funcao de impureza ¢ deve satisfazer as restricoes
);

2. ¢ atinge seu minimo somente nos pontos (1,0,...,0),(0,1,0,...),...,(0,...,0,1);

<=

1. ¢ atinge seu maximo somente no ponto (%, %, e

3. ¢ é uma funcao simétrica de py,...,py.

[BFOS84] e [Min87] observaram que os critérios para a divisio dos nés nao diferem
significativamente em termos de precisao da &arvore construida, mas sim em termos do
tamanho da drvore.

"Ver se¢io 2.4.4
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Neste capitulo. estudaremos algumas medidas utilizadas para selecao da melhor divisao
de um no. Algumas dessas medidas se adequam as definicoes de impureza expostas acima.

3.2 O Indice Gini

C indice Gini, implementado no sistema CART [BFOS84], foi criado fundamentalmente
como uma medida de variancia para dados categoricos, isto é, dados que nao podem ser
quantificados [LM71].

Inicialmente, apresentaremos este indice para a situacao em que o os custos de erro
C(i,7)? sao unitdrios; em seguida, apresentaremos duas versoes possiveis do indice para
custos de erros variaveis.

3.2.1 Indice Gini para custos unitarios

O indice de diversidade Gini possui a forma
Q(Pl,P2,---,PJ):ZPin (3.1)
1#]
e também pode ser escrita como
G(p1,p2, - py) = ij Zpi
i i

= 2. pi(l-p))
J
= 1-25
J

Uma interpretacgao do indice Gini pode ser dada em termos de variancias. Em um no ¢,
associe a todos os exemplos de classe 7 o valor 1, e aos demais o valor 0. Entdo a variancia
desses valores serda p(j|t)(1 — p(j|t)). Se esse procedimento for repetido para todas as J
classes e as variancias somadas, o resultado serd

S p(l (1 = p(i1))

Outra interpretagao interessante pode ser dada em termos erro de classificacio. Ao
invés de definir classe(t) com o rétulo da classe majoritaria, defina classe(t) como uma
funcao que atribui, para um objeto selecionado aleatoriamente dentro do né, a classe 1

’Definidos na secao 2.4.3



com probabilidade p(i|t). A probabilidade deste objeto ser da classe j ¢ p(j|t). Portanto.
a probabilidade estimada de erro sob esta regra ¢ o indice de Gini

Zp,})}.

1]

Podemos verificar que o indice Gini satisfaz as restricoes de uma fungao de impureza.
As restri¢oes (2) e (3) sdo trivialmente satisfeitas; para mostrarmos que a restri¢ao (1)
também ¢ satisfeita, usaremos uma desigualdade vilida para toda funcao concava f(a):

1 & 1
f jzaj Z7Zf(aj),
i=1 < g=i
onde a,...,a; sao quaisquer nimeros positivos. Fixando a; = p; e f(a) = a(l —a) e
tendo em mente que 3, p; = 1, temos:

12 1 1
— _ = =1 ==
/ J;“ J( J)
1 J
> ijj(l—pj)
j=1
1
= 7g(p1,P2,---,PJ)-

Logo,
1 11 1
<1-——= — s wmn = s
g(pl)p21 :pJ)_l J- g(JaJv 7J>

A concavidade estrita de G(py,po,...,ps) garante que o ponto (5, %, cen %) ¢ o unico

ponto de méaximo.
a

3.2.2 Indice Gini para custos variaveis

Na presenca de custos variaveis de erro, adotar um critério de divisao de nds baseado
exclusivamente na fungao de impureza deixa de ser a melhor estratégia, pois em tais
situagoes deve-se dar prioridade para que classes de custo de erro mais elevado fiquem no
mesmo nd descendente, em detrimento daquelas classes de custo de erro inferior. O indice
Gini possui duas extensoes para a estratégia de divisao dos nés, aplicdveis na presenca de
custos variaveis.

A estratégia mais direta é a que segue: dados os custos de erro de classificagao C(i, 5)
tais que:

Clt,))=0; C(1,5) 20, 1#
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e as probabilidades estimadas p(j[t). definimos o indice Gini por

G(p(L1t), p(2[t).....p(J[t)) = 3_ C &, Hplilp(ilt). (3.2)

i)

No caso particular de um problema que contenha apenas duas classes. a equacao acima
se reduz a
G(p(1]t). p(2[t)) = (C(At) + C(2t))p(1]E)p(2it).

dando essencialmente o mesmo critério de divisao do caso com custos unitarios.

Surge aqui uma dificuldade: p(i|t)p(j|t) na equagao é C(7,7) + C(j.i). O critério nao
consegue identificar qualquer distingao entre C(7,7) e C(j,1), tratando-os como se cada
um fosse igual a (C(¢,7) + C(j,17))/2. Por essa razdo, essa extensao do indice Gini s6 é
apropriada para casos em que C(Z,7) e C(j,1) nao sejam significativamente diferentes.

Apresentamos agora a segunda extensao para o indice Gini, que trata dos casos em
que C(i,7) e C(j,1) diferem consideravelmente. Essa extensao tenta alterar a distribuigao
a priori de probabilidades das classes, {7(j)}, de forma a tratar o problema como se os
custos fossem unitarios.

Considere um problema de duas classes equiprovaveis, e suponha que C(1,2) = 2,
C(2,1) = 1, isto é, que o custo de erro da classe 2 seja o dobro do custo de erro da
classe 1. Queremos entdo uma arvore que classifique erroneamente um nimero pequeno
de instancias da classe 2. Pode-se pensar ainda que cada instancia da classe 2 classificada
erroneamente conta em dobro, assim a situacao é similar aquela em que os custos sejam
unitdrios e a probabilidade de ocorréncia da classe 2 seja o dobro da probabilidade de
ocorrencia da classe 1.

Com base nessa idéia, seja Q(i]j) a proporc¢ao de exemplos de classe j em E classifi-
cados como se fossem de classe 7 pela arvore T'. Entao o custo estimado de erro da arvore
¢ definido como?

R(T) = Y C(i, /)QUilj)r(5).

Sejam {n'(j)} e {C"(4,j)} formas alteradas de {m(5)} e {C(¢,7)} tais que
C'(i, j)w'(5) = C (i, j)m(4)- (3.3)
Entao R(T') permanece o mesmo quando computado usando-se {7'(j)} e {C'(%, 7)}.

Tome {C'(7,7)} como sendo a matriz de custos unitdrios e suponha que seja possivel
encontrar a distribuicao alterada {7'(j)} que satisfaca 3.3. Entéao, a estrutura da arvore
serd a mesma (e o custo estimado de erro também o serd) para um problema onde os
custos sao unitdrios e as probabilidades das classes sao dadas por {7'(j)}.

3Ver secao 4.2.2
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Se as colunas da matriz de custos forem constantes, isto ¢,
Ci,J) = C0),
entao os custos C'(i, j) pode ser tomados como unitdrio através das probabilidades a priori

C)r ()

m(j) = > COG) (3.4)

Entao, o método de alteracao de probabilidades a priori consiste nos seguintes passos:

1. Calcule um custo de erro para cada classe, C'(j) (no sistema CART, C(j) 4 calculado
como C(j) = 3, C(1,4));

2. Obtenha {7'(j)} através da equagao 3.4;

3. Construa a drvore usando custos unitdrios e usando a distribuicao {7'(j)}; utilize o
indice Gini definido na se¢ao 3.2.1.

3.3 O Critério Twoing

O critério twoing, também implementado no sistema CART, pode ser formalizado como
segue. Denote o conjunto de classes por C, isto é, C' = {1,2,...,J}. A cada nd, separe
as classes em duas superclasses,

Clz{jl,...,jk}, CQZC—Cl.

Considere agora o problema original como um problema de duas classes, isto é, associe
a superclasse C', a todos os exemplos cujas classes pertencam a C e associe a superclasse
Cy aos exemplos cujas classes pertencam a Cs.

Para toda divisao s de um né ¢, compute Aimp(s,t) como se houvesse apenas duas
classes. Para o cdlculo de Aimp(s,t), adote a medida de impureza

imp(t) = p(Ci|t)p(Calt),
onde
p(Cilt) = Y p(jilt) e p(Calt) = > p(ilt).
JEC) JjEC)

Uma vez que imp(t) e Aimp(s, t) dependem da escolha de C. sao adotadas as notacoes

imp(t,Cy) e Aimp(s,t,Cy).
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Para cada superclasse C'; C 2, escolha o teste

s7(C) = arg max Nimp(s.t. C)):

*

Finalmente, divida o né ¢t usando o teste s* = s*(C7). onde

CT = arg max Aimp(s*(C)),t,C)).
1 E:Clg?(. p(s*(Ch),t, C

Uma vantagem que este método traz ¢é fornecer divisoes estratégicas no sentido de
que, nos nos proximos ao topo da darvore, o método tenta agrupar grandes quantidades de
classes que sejam similares em algumas caracteristicas; nos nés mais proximos as folhas,
o método tenta isolar as classes entre si.

Por exemplo, suponha que, em um problema contendo quatro classes, originalmente
as classes 1 e 2 tenham sido colocadas no mesmo grupo e separadas das classes 3 e 4.
resultando em um no cuja configuragao seja

Classe: 1 2 3 4
Numero de exemplos: 50 50 3 1

Entao, na préxima divisao desse nd, o maior ganho de informagao seria obtido sepa-
rando a classe 1 da classe 2.

O método twoing parece ser computacionalmente ineficiente quando existe um nimero
grande de classes. De fato, para um problema com J classes, existem 2’/~! particoes
possiveis de C' em duas superclasses. Entretanto, o seguinte teorema, demonstrado por
[BFOS84] e refinado em nosso trabalho, garante que esse critério pode ser reformulado de
forma que seu tempo de execucao se torne muito proximo ao tempo de cdlculo do indice

Gini.

Teorema 3.3.1 Seja s uma divisao possivel para um nd t, e sejam p, e ps as proporgoes
de ezemplos de t que vao, respectivamente, para os nos descendentes t, e ty. Entao, sob
o critério p(Cy|t)p(Calt). uma superclasse Cy(s) que mazimiza Nimp(s,t,Cy) €

Ci(s) = {7 : p(4lts) > p(lts)}

e
2
. PP . .
max Aimp(s, t,C1) = =, LIS InGilt) = pGilts)]
J
Dem. Para maior simplicidade de notagao, considere p(Ci|t) = ¢;, p(Cilty) = qipp ©

p(Cilty) = quy, = 1,2,
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Em primeiro lugar. mostraremos a relacao
. 2) -
Aimp(s.t.Cy) = pepyslae — ay]” (3.5)
A igualdade acima é obtida como segue:

Aimp(s.t,Cy) = imp(t) — pyimp(t,) — ppimp(ty)
= M4z = PeQipq2ie — Prdvs92)f
= (1 = aq) = poqrp(l = Qi) — Pravs (1 = quyy)
= g — PQu — Prus + Pty + P03 — G

Note que, para toda classe j = 1,2,...,.J,

p(t,) p(i.t)  plty) p(j,ty)
p(t) pt.) — p(t) p(ty)
p(j, tu) + plis ty)

p(t)
= p(J[t)

Pul)(jltv) + pfp(]“f) =

e portanto,
41 = Puqijp +Psas-

Utilizando a igualdade acima, temos

Aimp(s,t,Ch) = puai), + Praiy; — (Poip + Prayys)”
= (1= p)putijy + (1= pp)psdiy; — 20ups @ity
= PyPolip + PuPsql s — 2P sty
= pupsla — Q)

Tendo demonstrado a relagao 3.5, passaremos & demonstracao do teorema. Nos-
so problema ¢ encontrar, dada uma divisdo s, uma superclasse C)(s) que maximize
Aimp(s, t, C])

Para todo real z, definimos z* e z~ como as partes positiva e negativa de z: se z
tome zt =zez” =0;se 2z <0, tome 2" =0e 2z~ = —=z Por esta definicao, z = 2+ —
elz|=zt+2".

0

w1V

Para j =1,2,...,J, defina z; = p(j|t,) — p(j|t;). Defina também
Z:(I1|u — Q5 = Z Zj
JEC)

Na relagao 3.5, uma vez que p, e p; dependem apenas de s e nao de C), uma classe C'(s)
que maximiza Atmp(s,t,C}) serda aquela que maximize ou minimize Z. O valor maximo
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de Z ¢ igual a e, 25 € -(" obtido por ¢} = {j : z, > 0}. O valor minimo de Z é
— X e, 5; e éobtido por ¢ = {j:z; <0}

Uma vez que

Z:j—Z;;:Z:JIO,

J J

temos que o valor maximo de Z ¢ igual ao valor absoluto do minimo de Z

(max Z = |min Z|); assim,
(Z |3j|) :
J

Do | —
N[ —

maxZ = |minZ| =

(Z zj + Z z;) =
j j
Entao, da relacao 3.5 resulta que
max Aimp(s,t,C)) = pypslmaxZ]
2
Pup . -
= Tf [Z Ip(7lts) — P(Jltf”} ,
J

e uma classe maximizadora é

Ci(s) = {7 : p(lts) = p(ilts)}-

Usando o teorema 3.3.1, o procedimento para buscar a melhor particao de nos é re-
formulado da seguinte maneira. Para cada divisao s de um né t em 7, e t;, defina a
funcao

J

T(s,t) = 227 [Z Ip(ilta) p(jltfn] .

Entao, a divisao selecionada s*(C7) é
s" = arg max T (s,t)
e C} é dado por
Cr = {5 :p(15) 2 p(lt7)},
onde t; e t7 sao os nos dados pela divisao s*.

[BFOS84] nao obteve uma generalizagao do teorema 3.3.1 para medidas de impureza
distintas de p(C,|t)p(Cs|t).

A idéia do critério twoing também pode ser aplicada em situacoes nas quais as classes
em C, embora categoéricas, possuam uma ordem natural. Por exemplo, em um estudo
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da dor remanescente apds umn tratamento. as classes poderiam ser definidas como pior. a
mesma. leve melhora. sensivel melhora. notavel melhora. recuperacao plena.

Em tais aplicacoes. ¢ natural considerar o critério twoing ordenado dado por

T (s, t) = max Nimp(s,t.Cy),
1

onde C) e Cy formam uma particao de C = 1,2,...,.J eia duas superclasses restritas a
condigao de serem da forma

01:{1,...,j1}, ng{jl'{"l,...,(]}, j1=1,2,...,.]—1.

Finalmente, deve-se notar que o critério twoing nao se enquadra no conceito geral
de impureza apresentado, embora isso nao seja necessariamente uma desvantagem; um
critério de particao deve ser julgado principalmente em termos de seu desempenho na
construgao de arvores.

3.4 A Medida de Entropia

O conceito de entropia surgiu inicialmente a partir da mecéanica estatistica, e sua apli-
cagao tem se extendido para diversos outros fenomenos (fisicos ou nao). A medida de
entropla, como veremos, também ¢ muito conveniente como medida de informacao. Em

nosso trabalho, empregaremos a abordagem adotada por [Khi53], baseada na teoria de
probabilidade.

Em teoria de probabilidade um sistera completo de eventos A,, Ao, ..., A; é um con-
Junto de eventos tal que um e somente um deles deve ocorrer a cada tentativa (por exemplo,
o aparecimento de 1,2,3,4,5 ou 6 pontos no lancamento de um dado). Se tivermos os
eventos A;, Ay, ..., A; de um sistema completo, juntamente com suas probabilidades es-
timadas py,pa,...,ps (p; > 0, Z{Zl p; = 1), entdo temos um esquema finito

A Ay L. Ay
Pr P2 ... Dy

A=

Todo esquema finito descreve um estado de incerteza, onde se deseja prever o resultado
de um experimento com base nas probabilidades de cada evento. Claramente, o grau de
incerteza ¢ diferente para esquemas diferentes.

A medida de entropia busca, entao, medir o grau de incerteza presente em cada esquema
finito, e é dada pela funcao

J
E(pu,pa... . ps) = — ZPi log p;.

=1
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onde os logaritmos sao tomados numa base fixa qualquer e atribuimos p; log p; = 0 sempre
que p, = 0.
[Khi53] demonstrou que E(py. pa.. . ., pJ) possul uma série de propriedades que se pode

esperar de uma medida de impureza.

Em primeiro lugar, ¢ imediato ver que £ ¢ simétrica ¢ que E(py,pa,...,py) = 0 se, e
somente se, algum dos numeros p; for igual a 1 e todos os demais iguais a 0.

A concavidade estrita de £ garante que £ possui um unico ponto de maximo:; mostra-
remos agora que

11 1
g(])],])g,...,pj) Sg (j,j,,j) .

Para isso, usaremos a propriedade valida para toda funcao convexa f(a):

1 J 1 J
f j_Zﬂ-j SjZf(ﬂj),
Jj=1 1=1

onde ay, ..., a; sao quaisquer nimeros positivos. Fixando a; = p; e f(a) = aloga e tendo
em mente que Zj p; = 1. temos:

1 1, 1
il . = Zlog =
d J].X::lp] 787

1
< 721)]' log p;

@ 5

=1

1
- _35(7)1,272, .y Da)-

Logo,

1 1 1
E(p1ypay---,P1) SlogJ:é"(j,j,...,—J—).

Suponha agora que tenhamos dois esquemas finitos

A= A Ay L Ay B = B, By, ... By
Pr P2 ... Dy ’ qQq 92 ... (K

e que esses dois esquemas sejam mutuamente independentes, isto é, que a probabilidade
7 da ocorréncia simultanea dos eventos A; e By seja p;q;. Entao, o conjunto de eventos
simultaneos 4;B; (1 < j < J, 1 <k < K), com probabilidades 7, representa outro es-
quema finito, chamado produto dos esquemas A e B e denotado por AB. Sejam £(A), £(B)
e £(AB) as entropias correspondentes aos esquemas A, B, AB. Uma vez que a realizacao
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do esquema A B ¢ equivalente a realizacao dos esquemas A e B individualmente. é natural
considerar que a incerteza presente no esquema AB seja igual a soma das incertezas nos
esquemas A e B, ou seja,

E(AB) =E(A)+ E(B). (3.6)

A medida de entropia possui esta propriedade, pois

—5(AB) == Z Z Tjk 10g Tjk
k

J
= > > pja(logp; + loggx)
7 k

= > pilogp; > ak+ > aklogar Y p;
; K K j
— _£(A)—£(B).

Consideremos agora o caso onde A e B sao mutuamente dependentes. Denote por gy;
a probabilidade do evento By ocorrer, dado que o evento A; tenha ocorrido, de forma que

Entao

—E(AB) = > > pjiqu;(logp; +logak;)
7k

= D pilogp; Y quj + D pi Y Gkl 108 -
J k j k

Aqui 3k gr); = 1 para todo j, e a soma — >, gxj; 10g gx|; pode ser considerada como a
entropia condicional £;(B) do esquema B, calculado sob o pressuposto de que o evento A;
tenha ocorrido. Em outras palavras, £;(B) serd a incerteza residual no esquema B, dado
que o evento A; tenha ocorrido no esquema A. Temos entao

E(AB) = E(A) + ZPJ'HJ‘(B)

onde
H;(B) =" qxlogqu;.
k

E interessante notar que —H,;(B) pode ser visto como uma varidvel aleatéria no esque-
ma A, pois seu valor é completamente determinado pelo conhecimento de qual evento A;
do esquema A realmente ocorreu. Assim, o termo — 3;p;H;(B) pode ser definido como
a esperanca da incerteza no esquema B ap6s a realizacao do esquema A, e serd denotado

por £4(B).

31



Assim. no caso geral. temos

E(AB) = E(A) + £4(B). (3.7)

Essa relagao também é desejavel em uma medida de impureza; se A e B sao mutua-
mente dependentes, a incerteza no esquema AB nao pode ser £(A)+ £(B). Considere,por
exemplo, o caso extremo em que a saida do esquema A determina unicamente a saida
do esquema B, de forma que a ocorréncia de um evento A; em 1 implica na ocorréncia
de um evento By em B. Entao, depois da realiza¢ao do esquema -, o esquema B perde
completamente sua incerteza e sua realizagao nao fornece nenhuma informacao adicional.
Consegiientemente, £4(B) = 0 e £(AB) = £(A), e a relacio 3.7 permanece vilida. E fécil
também ver que a igualdade 3.7 é equivalente a igualdade 3.6 no caso em que os eventos
A e B sao independentes.

Um fato interessante ¢ notar que £4(B) < £(B). Essa desigualdade pode ser inter-
pretada da seginte maneira: o conhecimento do resultado do esquema A s6 pode diminuir
a incerteza do esquema B, jamais aumentd-la. Para provarmos este fato, usaremos a
propriedade vélida para toda fungao convexa f(a):

Z’\jf(aj) > f (Z /\jaj) )

onde A; > 0 e 3°;\; = 1. Portanto, ajustando f(a) = aloga, \; = pj, a; = gx; temos,
para todo k,

]

> piak;logak; > D piqw;log (Z ijkU) = qx log gy,
J J
uma vez que »_; p;Qx|; = qx- Somando a desigualdade acima sobre k, obtemos

- Zj pi&i(B) = —E&a(B)

2iPi Xk qrjlogar; = .
> Ykaqelogge = —&(B). o

3.4.1 O teorema da unicidade

Dentre as caracteristicas da medida de entropia verificadas em nosso trabalho, duas podem
ser consideradas bésicas:

1. Para toda tupla (py, ps, . .., py) satisfazendo p; > 0, >;p; =1, tem-se E(p1, p2, ..., ps) <
E(5, L, ... 0).

JrJrr g

2. E(AB) = £(A) + £4(B).
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Pode-se acrescentar uma terceira propriedade basica. a qual se poderia esperar de uma
medida de impureza razoavel. Uma vez que os esquemas

AoAy Ay P P U (PR
e
PL Dy ... Dy P P2 ... Dy 0
nao sao substancialmente diferentes (a inclusao de um evento impossivel nao deve alterar
a incerteza do sistema), temos

3' g(pl;p27'~'71).]10):g(php?a"‘)p./)'

O teorema a seguir, demonstrado por [Khi53], garante que a medida de entropia é a
unica que satisfaz simultaneamente as trés condi¢oes acima:

Teorema 3.4.1 Seja £(py, pa,...,ps) uma fungao definida para todo inteiro J e para
todos os valores py,pa,...,py tais que p; > 0, 3, p; = 1. Se para todo J esta fungao for
continua com respeito a todos os seus argumentos e se possuir as propriedades (1), (2) e
(3) acima, entao

J
g(pl)p'l) s apJ) = _/\Zp] lngj)
i=1

onde A\ € uma constante positiva.
Dem. Por simplicidade de notagao, consideremos

1 1 1
5Q?7ww7)_Luy

Em primeiro lugar mostraremos que

1 1
L(J)=AlogJ = —=A=> "log —, (3.8)
Jizm 7 J
onde A é uma constante positiva.
Pelas propriedades (1) e (3), temos
11 1 1 1 1

LJ:g(ﬂ—Pw_,><g( . ):LJ 1),
=77 7Y s\gp o 731) = LU+

e temos que L(J) é uma funcao nao-decrescente de .J. Sejam m e 7 inteiros positivos. Con-
sidere m esquemas independentes A, Ay, ..., A,,, cada um dos quais contendo r eventos
equiprovaveis, de forma que

Eung(ﬁévuﬁ>:LU)U§k§m)



Pela propriedade (2) (generalizada para o caso de m esquemas) e pela independencia dos
esquemas Ay, temos

m

E(A 4. 4, = Z H(A;) =mL(r).

k=1
Por outro lado, o esquema A;A,...d,, consiste de r™ eventos equiprovaveis. e assim

E(A1Ay. .. Ay) = L(r™). Portanto,

L(r™) = mL(r), (3.9)
e, analogamente para outro par de inteiros positivos n e s,

L(s") =nL(s). (3.10)

Agora, sejam os numeros 7, s e n inteiros positivos dados arbitrariamente, mas seja o
numero m determinado pelas desigualdades

L (3.11)
logo
mlogr < nlogs < (m+1)logr,
S st (312
Pela desigualdade 3.11 e pela monotonicidade da funcao L(n), temos
L(r™) < L(s") < L(r™™)
e, consequentemente, por 3.9 e 3.10
mL(r) < nL(s) < (m+ 1)L(r).
Assim,
mods  m 1 (3.13)

n~ Lir) T n n
Finalmente, segue das desigualdades 3.12 e 3.13 que

1

_n'

L(s) logs
L(r) logr

Uma vez que o lado esquerdo dessa desigualdade é independente de m, e pelo fato de n po-
der ser arbitrariamente grande (e assim a fragao 1/n poder ser arbitrariamente pequena),
temos

L(s) L(r)

logs logr’
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e pelo fato de r e s serem arbitrdrios, temos L(s)/logs = A onde A ¢ uma constante: logo.
L(s) = Alog s.

Pela monotonicidade da fun¢ao L(s), temos A > 0. e assim acabamos de provar a igualdade
3.8.

Demonstramos que o teorema vale para o caso especial em que p; = 1/J (1 < j < J).
Consideraremos agora o caso em que os argumentos de £ sdo todos racionais. Seja A
um esquema composto por J eventos de probabilidades py,ps....,p,, onde cada p; ¢ um
nimero racional (1 < j < J). Entao os niimeros p; podem ser expressos como

pi=2 (1<j<)),
g

onde todos os g; sao inteiros positivos e 3-; g; = g. Nosso problema consiste em definir a
incerteza do esquema A. Para isso, definiremos um segundo esquema B, o qual depende
de A e ¢ definido como segue: o esquema B contém g eventos B, B,, ..., By, 0s quais
sao divididos em J grupos, contendo g, ¢s, ..., g, eventos, respectivamente (cada um
desses grupos corresponde a um evento de A). Se o evento A; ocorreu no esquema A,
entao no esquema B todos os g; elementos do j-ésimo grupo tém a mesma probabilidade
1/g;, e todos os eventos dos demais grupos tém probabilidade 0 (sao impossiveis). Pela
propriedade (3) da funcao &£, dada uma saida A; do esquema A, teremos

1 1 1
Ei(B) = E(—,—,...,—)
gi 9j 9j

L(g;)

= Alog gj,

o que significa que

J
Ea(B) = > pjH;(B)

j=1

J
= A) p;logy,

j=1
J

= A _ pjlogp;+ Alogg. (3.14)
=1

Analisemos agora o esquema-produto AB, consistindo de todos os eventos A;By
(1 <3< J 1<k<yg) Umevento desse esquema somente é possivel se By per-
tencer ao j-ésimo grupo. Dessa forma, o nimero de esquemas possiveis A;B; para um
dado j € g;, e o numero total de eventos possiveis no esquema AB ¢ Z}l:l g = g. A
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probabilidade de cada evento possivel A;By ¢ p;/g, = 1/g, isto é, é a mesma para todos
os eventos possiveis. Dessa forma. o esquema ADB consiste de g eventos equiprovaveis.
juntamente com ng — ¢ eventos impossiveis: Assim, pela propriedade (3).

11 1

: —> = L(g) = Alogyg.

5(AB):5( e
99 g

Usando a propriedade (2) e a relagao 3.14, temos

J
AMogg=E(A) +A> pjlogp; + Alogg,

J=1
e portanto

J
E(A) =E(p1,p2y - ps) = —AD_ plogpr. (3.15)

=1

Finalmente, a relacao 3.15 que acabamos de demonstrar para numeros racionais
bl
Pi,Pa2,--.,py € valida também para numeros reais quaisquer, por causa da hipdtese de

E(p1,pa2, - --,ps) ser continua. Assim, a demonstracao do teorema estd completa.
a

3.5 O Teste Exato de Fisher

Considere um problema em que sdo realizados n experimentos independentes. Consi-
dere também um conjunto de propriedades P = {P;, P,} e um conjunto de resultados
R = {R;, Ry}, onde cada experimento possui uma (e somente uma) propriedade
P; € P e produz um (e somente um) resultado R; € P.

Para cada i = 1,2 e cada j = 1,2, sejam

e 7, ; 0o numero de experimentos que possuem a propriedade F; e produzem o resultado
FPj;

e 7n;; 0 numero de experimentos que possuem a propriedade #; n; ; = 3, 1 5

e n;; o numero de experimentos que produzem a propriedade j; n; ; = »; n; ;.

Os valores acima fornecem uma tabela de contingéncia A (figura 3.1), que relaciona as
propriedades com os resultados verificados.

Desejamos agora saber se os valores da tabela de contingéncia indicam alguma de-
pendéncia entre a propriedade P; e o resultado R;; em outras palavras, desejamos saber se
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A

I Ry | Totais
P o Nyp mny.
P, Moy Ny U3
Totais | n,  ns n

Tabela 3.1: Tabela de contingéncia 2 x 2 para n experimentos.

Rl RQ Totais Rl R2 Totais
P 12 8 20 P 18 2 20
P 6 4 10 P, 0 10 10
Totais | 18 12 30 Totais | 18 12 30
(a) (b)

Tabela 3.2: Duas tabelas de contingéncia hipotéticas.

o conhecimento da propriedade P; de um experimento é relevante ou nao para prevermos
seu resultado R;.

Este problema pode ser ilustrado através das tabelas da figura 3.2, que representam
duas situacoes hipotéticas onde um pesquisador realiza uma série de 30 experimentos.
Comparemos as duas situacoes:

e Suponha que o pesquisador tenha obtido a tabela (a). Pela tabela, 60% dos expe-
rimentos verificados produzem o resultado R, independentemente de possuirem a
propriedade P, ou P,. O pesquisador conclui entdao que as propriedades P, e P,
parecem nao alterar o resultado de um experimento, e que portanto nao hd nenhuma
evidencia de que os resultados e as propriedades em estudo sejam dependentes.

e Suponha agora que o pesquisador tenha obtido a tabela (b) da figura 3.2. Neste
caso, 90% dos experimentos com propriedade P, verificados produziram o resultado
Ry; e todos os experimentos com propriedade P, verificados produziram o resultado
Ry; o pesquisador conclui entao que existe uma alta correlacao entre a propriedade
de um experimento e seu resultado.

Estudaremos nesta secao o teste exato de Fisher, desenvolvido por [Yat34] e [Fis35],

que fornece uma medida do grau de dependéncia entre as propriedades e os resultados dos
experimentos.

O primeiro passo do teste ¢ estabelecer a hipétese a ser verificada. E possivel pensar
em verificar a hipdtese de dependéncia entre R e P. Infelizmente, a dependéncia assume
um numero muito grande de formulag¢oes. Uma vez que a independéncia estatistica ¢ mais
facil de ser formalizada, a abordagem adotada usualmente é testar a hipétese de P e R
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serem ndependentes. A hipotese de independencia ¢ comumente denominada hipdtese
nula ¢ é denotada por H,.

Para1=1.2¢ 5 =1.2. sejam

e p; a probabilidade de um experimento possuir a propriedade F;;
e p; a probabilidade de um experimento produzir o resultado /7

e p;; a probabilidade de um experimento possuir a propriedade P; e produzir o resul-
tado R;.

A hipdtese nula serd formulada como:

Hy:pij=pip; (i=1,2, j=1,2). (3.16)

O segundo passo é assumir que as somas marginais n; ; e n;; sao fixas, isto ¢, assumir
que sao conhecidos o numero de experimentos que possuem a propriedade P e o numero
de experimentos que produzem o resultado R?;. Uma vez fixadas as somas marginais, po-
demos escolher livremente um valor para apenas uma das freqiiéncias n; j: essa freqiiéncia
determinard, em conjunto com as somas marginais, todas as demais.

A terceira etapa serd estimar a probabilidade de ocorréncia da configuracao
ny1,M12, N2, N22, dadas as somas marginais (fixas) n,,ny,n,,n, e dado que P e R
sao independentes. Apresentaremos detalhadamente este calculo.

A probabilidade de uma certa configuracao n; ;,n;9,n92,n22 em um total de n experi-
mentos ¢ dada pela distribuigdo multinomial [MGG63]

I
n- ny My nan na2o
fa(nin,nig, ng g, ngpln) = P11 P12 P21 P22 - (3.17)
T ATy 2T 1T 2
Em n experimentos, a probabilidade de 7n, experimentos possuirem a propriedade P, é
dada pela distribui¢ao binomial

fr(ni|n) = 1Pt (3.18)

n.'n P
S ‘2..

Analogamente, a probabilidade de n; experimentos produzirem o resultado R; (num total
de n experimentos) é

T n n.o
fr(naln) = ——p7'p5*. (3.19)
nino.

Uma vez que as somas parciais n; e n, sao independentes (isto é, a escolha de n; nao
interfere na escolha de n; e vice-versa), a probabilidade da ocorréncia de tabelas de con-
tingéncia cujas somas parciais sejam 7, e nj sera

fe(ni|n) fr(n|n).
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Assim. a probabilidade de ocorrencia de uma configuracao ny . ny».ny.n05 dadas as
somas parciais 7y = n,, 4+ npo € 1y = Ny + N, serd

Sa(y o nyoons g nssn)
Se(nin) fr(naln)

Da hipdétese de independencia descrita em 3.16 e das equacoes 3.17, 3.18 e 3.19 obtemos

Pl nyo oy ngs|ng . n . n) =

ny ng In gy ny!

(3.20)

p(ny g, nys, Ny, Naalng, ny,n) = T —r—
TeTlp =My 2210 1110 2:
Conforme mencionado anteriormente, uma vez fixadas as somas marginais, uma confi-
guracao pode ser determinada apenas em funcao de uma das freqiiencias. Por essa
razao, a probabilidade p(n;,n; 2,121, 92|71, n1,n) serd denotada simplesmente por
p(ngjlng.,n,,n).

Finalmente, resta-nos validar (ou refutar) a hipétese nula. Para a tabela A, defina a
funcao

F(A) = p(n jlni,na,n) +p(ng; — 1ni,na,n) 4+ ..+ p(0fny,ny,n),

onde n; ; ¢ a menor das freqgiiéncias verificadas em A.

Os valores n; ;,n; . —1,...,0 determinam as configuracoes “mais extremas”, isto é, os casos
que mais se distanciam da hipdtese nula (veja a figura 3.3). Se, para um certo parametro
B (por exemplo, 0.025) tivermos F(n;;yni,ny,n) < B, isto significa que a probabilidade
da configuracao verificada, dada a hipétese de independéncia, é muito pequena, e portanto
a hipdtese nula nao deve ser verdadeira. Dai, concluimos (de forma indireta) que existe

algum grau de dependéncia entre P e R.

Vejamos um exemplo. Considere a tabela de contingéncia da figura 3.3(a), que repre-
senta as frequiéncias observadas num certo conjunto de experimentos aleatérios. Os casos
mais extremos sao mostrados na figura 3.3(b).

O menor valor verificado na tabela é ny; = 2. Utilizando o teste de Fisher, temos

2
F(A) = Zp(nz,l —1|n;. = 13,n; = 12,n = 30)

1=0
B 18!12!17!13!( 1 PR S >
B 30! 10!312!15! © 11!2!1!16! ~ 12!1!0!17!
~ 0.00047,

e concluimos que existe uma dependéncia estatistica entre P e R.

Através do teste de Fisher é possivel medir a correlagao entre os atributos e as classes
dos exemplos disponiveis no conjunto de treinamento, selecionando os atributos mais sig-
nificativos para as divisoes dos nés. Tal aplicagao pode ser 1til para algoritmos que geram
arvores bindrias, sobre dominios onde sao consideradas apenas duas classes possiveis.
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Tabela original A

R, R, | Totais
P 10 3 13
P 2 15 17
Totais | 12 18 30
(a)
Casos mais extremos
R, R, | Totais R, R, | Totais
P 11 2 13 P 12 1 13
P, 1 16 17 b, 0 17 17
Totais | 12 18 30 Totais | 12 18 30
(b)

Tabela 3.3: Um exemplo da aplicacao do Teste de Fisher.

Considere um né ¢ de uma drvore de decisao. Seja s uma divisao possivel para o no t,
e sejam , e t; os nos descendentes resultantes da particao de t através de s.

Seja Ny o nimero total de exemplos que incidem sobre o né ¢ e sejam

e n, e ny as quantidades de exemplos que vao, respectivamente, para os nos t, e 1’;
e n; o nimero de exemplos da classe j incidentes sobre t;

e n,; e ns; o numero de exemplos pertencentes a classe j que vao, respectivamente,
para os no t, e t;.

Esses valores fornecem uma tabela de contingéncia de ordem 2 x 2, apresentada na
figura 3.4.

1 2 | Totais
Ly Ty TMy2 Ty,
Ly Nngi Nfo ny.
Totais | ny no N,

Tabela 3.4: Tabela de contingéncia 2 x 2 obtida a partir da divisao s sobre o né t.

O teste de Fisher ¢ utilizado entao como segue: para cada divisao possivel s, calcule
F(A(s)). A divisao s* escolhida serd

s" = argmin F(A(s)).
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3.6 Consideracoes Finais

Estudamos neste capitulo quatro métodos para a escolha do melhor atributo para a divisao
dos nés nao-terminais. Esses métodos buscam encontrar o atributo com maior grau de
correlacao com as classes, fazendo com que subconjuntos resultantes da divisao do né
sejam os mais “homogeneos” possiveis, ou seja, possuam maior nimero de exemplos de
mesma classe.

Dois dos métodos apresentados sdao baseados no conceito de impureza. A medida de
entropia é uma das mais famosas medidas de impureza, empregada em diversos campos
da fisica e da teoria de informacao, entre outras dreas. O indice de Gini também ¢é uma
importante fun¢ao, que mede a variancia sobre conjuntos com classes categoricas. Uma
vantagem do indice de Gini é a possibilidade de se incorporar custos de erros diferenciados
para as classes, como por exemplo em diagndsticos médicos. Também foi apresentado o
critério Twoing, uma variante do indice de Gini.

Finalmente, foi apresentado o teste exato de Fisher, o qual mede probabilisticamente o
grau de dependéncia entre a presenca de uma certa caracteristica (atributo) e a ocorréncia
de um certo resultado (classe).

O algoritmo Real apresenta um critério diferente dos apresentados neste capitulo para
a escolha do melhor atributo. Este critério serd apresentado na secao 5.4.
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Capitulo 4

A Poda de Arvores de Decisao

4.1 Consideracoes Iniciais

Qualquer algoritmo de construcae de érvores de decisao tenta encontrar as correlacoes
entre os atributos dos objetos e a classificagcao dos mesmos. A forga dessas correlacgoes
varia de acordo com o nimero de exemplos que suportam ou negam a rela¢ao observa-
da. Algumas dessas correlagoes refletirdo caracteristicas genuinas do dominio, no qual
havera uma relacao causal entre os atributos e a classe de um objeto (isto é, a classe é
conseqiiéncia dos atributos ou vice-versa) ou uma relacao associativa (isto ¢, os atribu-
tos e a classe do objeto possuem a mesma causa) [CN87]. Outras serdo encontradas ao
acaso, devido a escolha particular dos exemplos presentes no sistema. Geralmente, as
correlagoes verdadeiras envolvem um niimero maior de exemplos estando, assim, menos
sujeitos a ruidos.

Uma vez que o numero de exemplos incidentes nos nés inferiores diminui & medida
que a arvore é expandida, a expansao exagerada da mesma faz com que sua precisao de
classificagao diminua. Isto ocorre devido a dois fatores: em primeiro lugar, porque sao
incluidos atributos com baixo poder preditivo (ou altamente correlacionados com atribu-
tos utilizados nos nés superiores), tornando a teoria gerada excessivamente especializada
(over-fitting); em segundo lugar, porque os nés inferiores (especialmente as folhas) ficam
altamente suscetiveis a interferéncia de ruidos.

Por outro lado, uma drvore muito pequena nao usara toda a informacao disponivel no
conjunto de treinamento, resultando novamente numa precisao menor na classificacao.

Durante a construgao de drvores de classificacdo surge, entdo, um novo problema:
a arvore gerada deve possuir um tamanho satisfatorio, nao sendo excessivamente geral
(muito pequena) nem excessivametne especializada (muito grande). Esse problema tem
sido atacado sob duas maneiras.
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[ chave I [ parafuso J

(a)

v
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I porca I ' chave | | caneta ] l tesoura |

(b)

Figura 4.1: (a) Uma édrvore bindria para o problema da figura 2.3. (b) A drvore podada
em um de seus ramos.

Em primeiro lugar, pode-se adotar, durante a construcao da arvore de decisao, uma
regra para interromper a divisao de um né ¢ (tornando-o um né terminal), quando alguma
condigao especial (diferente daquelas expostas no algoritmo bdsico) ocorrer. Ao interrom-
per a expansao sob essas condicoes especiais estaremos. com efeito, realizando uma poda
na arvore. Por esse motivo, esse mecanismo é denominado pré-poda da arvore de decisao.
Alguns critérios possiveis para declarar um né ¢ como terminal sao:

1. Se, para toda divisao s do né6 t, AI(s,t) < 3, onde 3 > 0 é um parametro definido
pelo usudrio.

o

Se o nimero de exemplos que incidir sobre ¢ for inferior a um parametro n.

3. Se a proporcao dos exemplos incidentes no né em relacao ao nimero total de exem-
plos em FE for inferior a um parametro p.

4. Se a estimativa de erro (ou o custo de erro) 7(t) naquele né for menor do que um
parametro 7.

A pré-poda é utilizada pelos sistemas Cald [MWO94] (o qual serd apresentado no
proximo capitulo), C4 [QCHLS86] e Assistant-86 [CIKB8T].
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A segunda maneira de encontrar uma arvore de tamanho satisfatorio é construir a
arvore completa e avaliar a confiabilidade de cada uma de suas sub-drvores, podando
os sub-ramos considerados nao confidveis. Este mecanismo ¢ denominado pds-poda de
arvores. e sera o objeto de estudo deste capitulo.

Definiremos agora o processo de poda de forma mais precisa. Utilizaremos aqui alguns
conceitos basicos apresentados na secao 2.3.

Definicao 4.1.1 Dada uma drvore T e um nd interno t € T. a pos-poda (ou simples-
mente poda) do ramo T, de T consiste em remover todos os descendentes proprios de
t, declarando-o como né terminal. Rotula-se t conforme a fungdio classe(t)'. A drvore
podada desta forma serd denotada por T — Tj.

A figura 4.1 ilustra uma poda de drvore.

Definigao 4.1.2 Se T ¢ obtida de T através de podas sucessivas de ramos, entdo T' é
denominada sub-drvore podada de T e é denotada por T <T.

’ ’ U ’ .
Ao longo deste capitulo, toda sub-drvore podada T" serd chamada simplesmente de
) - / . .
sub-drvore de 7". Note que 7" e T possuem 0 mesmo no raiz.

4.2 O Método de Poda por Custo-Complexidade

Em linhas gerais, este método, proposto por [BFOS84] e implementado no algoritmo
CART, ¢ constituido de dois estdgios. No primeiro estdgio, uma seqiiéncia de arvores
To,Th,..., Tk ¢é gerada, onde Ty é a drvore original e Ty, é obtida pela substituicao de
uma ou mais sub-arvores de T por folhas. Ty é uma édrvore constituida apenas por uma
folha (a raiz da drvore original). No segundo estégio, é selecionada a melhor drvore dessa
sequencia, levando-se em consideracao o custo estimado dos erros de classificacao e a
complexidade (medida em nimero de folhas) de cada uma dessas drvores.

O primeiro passo é construir uma arvore suficientemente grande Ti,az. Tinar NAO pre-
cisa ser expandida de forma exaustiva, isto é, até que todas as folhas sejam puras®. Se
COmeGarmos 0 processo com a maior rvore possivel 7, . ou com uma drvore menor, mas
suficientemente grande T,,., 0 processo de poda produz as mesmas sub-arvores podadas,
no seguinte sentido: se o processo de poda comeca com T, e produz uma sub-arvore
contida em 7T},,,. entdo o processo comecando com Ty,,. obtém exatamente a mesma

sub-arvore.

'Descrita na segio 2.4.3.
“Um n6 puro é aquele que contém exemplos de uma tnica classe.
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Dessa forma. o critério adotado para obter uma drvore suficientemente grande T4,
especifica um numero n e continua o processo de expansao da arvore até que cada folha seja
pura, contenha apenas vetores de medidas identicos ou contenha um nimero de exemplos
menor do que \\N,,,,.

A idéia principal da poda por custo complexidade é a que segue:

Definigao 4.2.1 Puara qualquer subdrvore T < Tpae, defina sua complezidade como [T,
o numero de folhas em T. Seja o > 0 um numero real denominado o parametro de
complexidade e defina a medida de custo-complexidade R,(T') como

Ro(T) = R(T) + o[T}.

R, (T) é uma combinagao linear entre o custo de erro da drvore e sua complexidade. O
problema central do método ¢ encontrar, para cada valor de «, a sub-drvore T'(a) <X Triaz
que minimiza R, (7T), isto é,

T(a) = arg Tmin R, (T).

Sdmazx

O parametro a pode ser visto como um custo por folha; assim, se a for pequeno, a
penalizacao por haver muitas folhas serd pequena e T'(«) sera grande. A medida que a
penalidade o por folha aumenta, a sub-arvore T'(«v) passa a ter um nimero menor de nds
terminais até que, para um valor suficientemente grande de «, T(«) consistird apenas do
no raiz e a arvore 7T,,,, terd sido completamente podada.

Embora a seja continuo, existe um nimero finito de sub-drvores de T,,,, havendo,
portanto, um nimero finito de sub-drvores 7'(a), @ € [0,+0oc]. O que ocorre é que, se
T'(a) é a drvore que minimiza R,(7T) para um certo valor de «, entdo essa mesma arvore
continua minimizando R,(7) a medida que « aumenta, até que um ponto de ruptura
o' seja atingido, onde uma nova drvore 7'(a’) (com menos folhas) se torna a drvore que
minimiza R, (T) e continua sendo étima até o préximo ponto de ruptura a”, e assim
sucessivamente. Esse processo gera uma seqiiéncia finita de sub-drvores 17,75, T3, ... com
numero de folhas progressivamente menor.

Detalharemos agora um algoritmo eficiente para a obtencao dessa seqiiéncia de sub-
arvores (sem necessidade de buscar exaustivamente entre todas as possiveis sub-drvores
para encontrar aquela que minimize R,(7T)).

4.2.1 Obtencao das sub-arvores

Definicao 4.2.2 A arvore minimal T'(«) para o parametro de complezidade o é definida
pelas condigoes:
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e R.(T(a)) =miny=y,, R (T):

o se Ro(T) = Ry(T (), entao T(a) X T.

Inicialmente, devemos obter a sub-drvore 7, = T'(0) a partir de T;,,.. ou seja. devemos
encontrar a menor das sub-arvores de T},,, que minimizam R(7T). A proposi¢ao a seguir
tem como conseqiiéncia o fato de toda sub-arvore T' de T, satisfazer R(T) > R(Tnaz);
logo, T} serda a menor sub-arvore de T, satisfazendo

R(Tl) = R(T‘maz)-

Proposicao 4.2.3 Seja T' uwma drvore binaria. Dada uma folha t € T, para qualquer
divisao de t em t, e t; tem-se

R(t) > R(t,) + R(t).

Para encontrar 7}, execute o seguinte procedimento: seja ¢ um né interno de T, e
sejam t, e ty os filhos de t. Se R(t) = R(t,)+ R(ts), entdo pode o ramo T, substituindo-o
pelo né t. Repita este processo até que ja nao seja mais possivel nenhuma poda.

Acabamos de obter a sub-drvore T} = T'(a;), onde a; = 0. Mostraremos agora co-
mo obter, a partir de uma sub-arvore 7, = T'(cy), a sub-drvore Tyy; = T(ax4;) (onde
k41 > i), de tal forma que T}, permaneca uma arvore minimal para todo a no intervalo
[, ag41). Ou seja, para o < a < agyy, T = T(a).

Para todo né interno t de T} e seu respectivo ramo T} ;, defina

Ra(t) = R(t)+a (4.1)
Ro(Try) = R(Tky) + Tkl

Note que Rak(Tx;) < Rar(t) para todo né interno de Ty, pois caso contrdrio T}
nao seria minimal. Suponha agora que o comece a subir de forma continua. Enquanto
Ro(Tk) < Ro(t) para cada t, teremos ainda T} = T'(«). No instante em que

Ro(Tr) = Ra(t) (4.3)

para algum né ¢, teremos entao R, (Ty) = Ro(Ty — Tyy) e T; — T;,4 conterd menos folhas
do que Tj; logo, T; # T'(«). Nesse momento, o ramo T}, devera ser podado.

As equacgoes 4.1 e 4.2 fornecem o valor de a para o qual a igualdade 4.3 ocorre:

_ R(t) — R(Tky)
Tl — L
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O ponto critico a;., sera o menor valor de a para o qual a ignaldade 4.3 pode ocorrer.
Ou seja,
. (1) — R(T},)
ey = MiD —e
teTy | Th| — 1

=C , . , .
onde 7~ é o conjunto de nos internos de Tj.

Para obter a arvore Ty, execute o seguinte procedimento: seja ¢ um no interno de
Ty; se Rag+1(t) = Rags1 (Tky), pode o ramo Ty, substituindo-o pelo né t. Repita este
procedimento até que nao seja mais possivel nenhuma poda. A &drvore resultante serd
Tyy1-

O procedimento acima gera uma seqiiéncia de sub-arvores de Tyez, T = ... = Tk,
onde T = T(ay), «; = 0. A sub-drvore Ty serd constituida somente pela raiz {t;} de
7“771(11:'

4.2.2 Escolha da melhor sub-arvore

Uma vez obtida a seqiiéncia decrescente de sub-drvores T} > Ty > ... > Ty = {t,},
o estdgio final do método de poda por custo-complexidade é escolher a melhor dessas
sub-drvores. O critério para essa decisao é baseado na precisao de classificacao e na
complexidade de cada sub-arvore.

Inicialmente, deve-se encontrar estatisticamente uma boa estimativa de erro para cada
uma das drvores. Para encontrar essa estimativa, nao podemos simplesmente utilizar os
mesmos exemplos que haviam sido empregados para a contruc¢ao da arvore, sob pena de tal
estimativa de erro ser demasiadamente otimista. Por exemplo, suponha que a estimativa de
erro empregada seja R(7T), conforme definido na subsecao 2.4.3, usando o préprio conjunto
de treinamento para obter R(T'). Pela proposicao 4.2.3, R(T') serd menor na medida em
que a drvore T tiver mais folhas; logo, a sub-drvore T sera sempre favorecida na escolha.

Para calcularmos a estimativa de erros das arvores, utilizaremos um conjunto de testes
E 4, que consiste de um conjunto de instancias cujas classes sejam conhecidas e que nao
tenham sido empregadas durante a construcao da drvore T)po,.

Seja T} uma sub-darvore da seqiiéncia. Submeta a arvore T} ao conjunto de testes £,
ou seja, utilize T} para classificar cada uma das instancias de E4. Como a classe real de
cada objeto é conhecida, é possivel obter uma estimativa do custo de erro da arvore T}
(denotada por RY(T})), conforme veremos a seguir.

Denote por N a cardinalidade do conjunto E . Sejam NJ'-4 o numero de instancias
da classe j em E4 e N o numero de instancias de classe 7 em E, que tenham sido
ij |
classificados por 7). como classe 7. Entao. a probabilidade estimada de um objeto de
I A
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classe j ser classificado por T como classe ¢ sera
Q(éls) = Njj/N;'
. J = Iy lAaYy

Denote por R2(j) o custo esperado no erro de classificagao dos objetos de classe j. R(j)
serd dado por

J
R(j) = > C(,7)Q(l))
i=1
onde C(4,j) ¢ o custo de erro definido na subsecao 2.4.3.

Finalmente, seja 7(j) a probabilidade a priori de um objeto qualquer de E ser de
classe j. A estimativa do custo da arvore T} é dada por,

RE(Ty) = 3~ R(5)7(j).

=1

Ap6s calculada a estimativa de custo RC(7}) para cada sub-drvore T da seqiiéncia,
pode-se simplesmente escolher a sub-4rvore

Ty, = arg lg}anK RE(Ty).

4.3 O Método de Poda por Erro Minimo

Este método, proposto por [Nib87], tenta encontrar a sub-drvore T que, teoricamente,
minimiza a taxa esperada de erro de classificacado. Em nosso trabalho, procuramos detalhar
o método, para sua melhor compreensao.

O primeiro passo serd calcular o erro esperado de classificacio em um certo né t.
Por questao de simplicidade, suponha inicialmente que o dominio possua somente duas
classes 1 e 2, com probabilidades de ocorréncia (desconhecidas) p; e py (onde p, = 1 —py).
Suponha que n exemplos incidam sobre o né ¢, dentre os quais n, pertencem a classe
1 e ny (= n —ny) pertencem & classe 2. Podemos supor, sem perda de generalidade,
que n; > ny. Deveremos responder a seguinte questdao: qual serd o erro esperado se
atribuirmos a classe 1 a um novo objeto incidente em ¢? Denotando por f,(A|B) a fungao
de densidade da probabilidade do evento A dado o evento B, o erro esperado sera

B(t) = [ (1= 2)fy(m=alm)dz.

Note que
p(n, |p1 ZiF)fp(Pl =1z)
;D(ﬂn)

fo(pr=xz|ny) =
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e que, pela formula de Baves.

1
p(ny) :/0 p(ny|py=x)dx.

Assim,

g = [ G oin =2, =)
o [Ip(milpr=2)f,(p=1)dz
Assuma que p; possui uma distribuigao a priori tal que f(p1=z) = 1.

E(t) = Jo (i = 2)p(i|pr =z)da
 fyp(ulp=z)dz

n ) 1,71](1 . .’L')n_”l; 1Og0,
ny

Agora, p(ny|py=2) = (

J3 G — z)z™ (1 — z)""™da

Eit) =
( ) fOl T (1 _ I)n_nld.’l,'

(4.4)

Note que

/01 %(1--z)%dz = /011-:21):0 (f) (—1)z*+dz

Logo, da equacao 4.4 resulta

(—1)"(71 —n; + 1)
Zn—n|+1 i

E(t) = i=0 nFit? _ n—n;+1
( ])I_<n—n1) n+2
7
n—m
zi:O l ny+i+1

O célculo acima pode ser generalizado para dominios com multiplas classes. Denote
por J o numero de classes e por n; o numero de exemplos de classe j incidentes sobre ¢.
Seja

c ¥
i* =arg max n;.
je{r,2.,0) 7
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Supondo que a distribuicao de probabilidade a priori para cada classe seja uniforme (com
valor constante 1/.7). se definirmos classe(t) = i*. o erro esperado no no t serd

n—mn;-+.J-—1

Elt) = n+J

Defina agora a fungao Erro(f) como o erro esperado de classificagao no ramo T;. Esta
funcao sera calculada como segue:

e se ¢t for um né folha, Erro(t) = E(t);

e se t for um nd nao-terminal, denote por ¢, e t; os filhos de t: sendo n, o nimero de
exemplos incidentes sobre t,, defina p, = n,/n (analogamente para ny e py); entao,
o erro esperado sobre o ramo T; serd

Erro(t) = p,Erro(t,) + pyErro(ty).

Os erros esperados em cada né ¢t e em cada ramo T; sugerem o seguinte algoritmo: Seja
T uma arvore nao podada. Partindo das folhas e subindo em dire¢ao a raiz, calcule para
cada no t os erros esperados E(t) e Erro(t). Se E(t) < Erro(t), execute a poda do ramo
T3, mantendo apenas o né t; defina classe(t) = arg max; n; e atualize Erro(t) = E(t).

Apés a execugao deste procedimento para todos os nés (na ordem citada, isto é,
partindo-se dos nés inferiores da arvore até a raiz), teremos obtido uma sub-arvore T° < T
cujo erro de classificagdo esperado serd minimo (em relagdo ao conjunto de treinamento
E). Isto é facilmente verificado por inducdo na altura da drvore.

Teoricamente, este método de poda é o ideal, uma vez que minimiza o erro global
esperado e nao necessita de um conjunto separado para testes. Entretanto, possui algumas
desvantagens. A primeira delas é que a premissa de todas as classes serem equiprovaveis
raramente ¢ verdadeira (basta notar que os nés inferiores das drvores privilegiam certas
classes em detrimento de outras). Além disso, através de testes empiricos, [Min89] concluiu
que o numero de classes afeta drasticamente o tamanho da arvore podada, levando a
resultados instaveis.

4.4 Consideracoes Finais

Todo algoritmo TDIDT precisa buscar um equilibrio adequado para o nivel de especiali-
zagao da drvore construida. Se a drvore resultante for excessivamente genérica (pequena
demais), poucos atributos estarao sendo utilizados e muita informacao importante po-
derd ser perdida, compromentendo assim a precisao na classificacao. Por outro lado, uma
arvore excessivamente especializada (muito grande) podera estar empregando atributos
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com baixo poder preditivo. prejudicando a precisao na classificacao de novos objetos. Em
dominios muito ruidosos. esse problema se torna ainda mais critico.

Para adequar o tamanho das drvores. sao possiveis duas abordagens: a primeira é
interromper a expansao da arvore quando certas condigoes sao satisfeitas (esse processo
¢ denominado pré-poda da arvore); a segunda ¢ expandir o maximo possivel a arvore, e
realizar a poda de alguns de seus ramos inferiores (esse processo ¢ denominado pds-poda,
ou simp.esmiente poda).

Neste capitulo, foram apresentados dois métodos de poda.

O primeiro, denominado poda por custo-complexidade, procura gerar uma arvore com
a melhor relacao precisio z nimero de folhas. Este método necessita de um conjunto de
testes separado do conjunto de treinamento, o que pode representar uma desvantagem
quando os exemplos disponiveis sao escassos.

O segundo método. denominado poda por erro minimo, busca gerar uma sub-arvore
com a menor taxa estimada de erro. Embora nao necessite de um conjunto separado
de testes, assume a hipétese de que as classes sejam equiprovdveis, o que raramente é
verdadeiro.

O programa Newld, o tinico dos programas analisados em nosso trabalho a realizar
pos-poda das arvores, possui um método de poda diferente dos aqui descritos, o qual sera
apresentado na secao 5.2.



Capitulo 5

Os Programas Utilizados

5.1 Consideracoes Iniciais

Em nosso trabalho, realizamos testes com trés programas da familia TDIDT para avaliar
sua utilidade como ferramentas de suporte a decisao no mercado de a¢oes. Foram avaliados
os programas Newld, Cal5 e Real.

Este capitulo apresenta as descri¢oes dos programas estudados. Para sua melhor com-
preensao, faremos uma breve revisao da estrutura geral dos algoritmos TDIDT (uma
apresentagao mais completa da familia TDIDT se encontra no capitulo 2).

Algoritmo TDIDT:

e Seja t um né terminal da arvore que se deseja construir. Seja E o conjunto de
treinamento incidente sobre t. Se E satisfizer a condi¢ao de parada P(FE), rotule ¢
conforme a regra classe(t).

e Se E nao satisfizer a condi¢ao de parada P(E):

1. calcule os valores da funcao score(F, a;), e escolha o atributo a’, que maximiza
esta funcao. Rotule o né t com a.

2. Categorize o atributo a;; através da funcao categ(F,al), e crie um ramo cor-
respondente a cada intervalo gerado.

3. Particione o conjunto de treinamento F de acordo com os ramos obtidos, e
aplique recursivamente o algoritmo para cada né filho de ¢.

4. Ajuste o tamanho da drvore resultante, podando alguns ramos inferiores se
necessario.



Todos os algoritmos apresentados neste capitulo possuem a estrutura acima. Os com-
ponentes particulares de cada algoritmo sao:

e O critério de parada, P(E);

e A funcao de atribuigao de classe a um no terminal, classe(t):

A funcgao de escolha do melhor atributo, score(E, a;);

A funcao de categorizacao de atributos numéricos, categ(F, a;);

O critério de poda dos ramos inferiores da drvore.

Uma vez construida a arvore, o Real e o Newld nao realizam a poda dos ramos in-
feriores. Nestes algoritmos, o controle do tamanho da arvore é realizado pelo critério de
parada.

5.2 O NewlD

O NewID [Bos90] foi implementado pelo Turing Institute, Escécia. E um algoritmo capaz
de tratar, além de atributos numeéricos, também classes numeéricas (continuas). Os demais
algoritmos vistos neste capitulo somente lidam com classes categéricas. E o tnico dos trés
algoritmos que realiza a pés-poda.

Os parametros desse algoritmo, descritos mais detalhadamente nas secoes que seguem,

Sao:

fator de poda ¢: através desse parametro, o algoritmo decide pela poda ou nao de alguns
ramos inferiores da arvore gerada; 0 < ¢ < 100.

coeficiente de variancia v: ¢ utilizado para interromper a expansao da arvore quando
as classes sao do tipo ordenado; 0 < v < 100.

5.2.1 A atribuicao de classes aos nés terminais

Para classes categoricas, a regra para rotulacao de um né terminal ¢ é atribuir a classe de
maior freqiiencia no né.

Para classes do tipo ordenado, a regra ¢ atribuir a média ponderada dos valores das classes
que aparecem no no.
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5.2.2 A condicao de parada

Para classes categoricas. o NewlD interrompe a expansao da darvore em um no quando as
classes dos exemplos sobre esse no sao identicos, ou quando os valores dos atributos forem
identicos para todos os exemplos.

Para classes do tipo numérico, o algoritmo considera ¢t como um né terminal quando

1
o(By) € ——
) vo(E)
onde E é o conjunto de treinamento original, £, é o conjunto de exemplos incidentes sobre
t, 0(S) é o desvio-padrao das classes dos exemplos de S, e v é um fator de poda fornecido
pelo usudrio, ja mencionado no inicio da segao.

5.2.3 Medida para avaliagao dos atributos (“score”)

Para classes do tipo categdrico, o programa utiliza a medida de entropia, descrita no
capitulo 3. '

Para classes do tipo ordenado, o programa tenta encontrar parti¢coes que minimizem as

variancias dos valores das classes nos nés descendentes:Para cada atributo a,, selecione a
. - B .

biparticao s; = (I, I,) tal que

*
nl»

s, = arg rrslrilna(E“) + o(Ep),

onde o(S) é a variancia das classes no conjunto S e Ej;, Fy» sao os sub-conjuntos obtidos
de E; pela particao s,.

5.2.4 O método de poda

Para os dominios com classes categoricas, o NewID implementa o seguinte método de
poda descrito a seguir. O programa necessita de um conjunto de testes separados E, e
um fator de poda ¢ € [0, 100].

Sejam j* a classe de maior freqiiéncia entre os exemplos do conjunto original incidentes
sobre ¢, pr a proporgao de exemplos de E 4 classificados corretamente por T}, p; a propor¢ao
de exemplos de E, classificados corretamente por t se a este no fosse atribuida a classe

*

7 -

Se pr > p,o /100, mantenha o ramo T}; caso contrério, pode o ramo e atribua a classe
7t at.



5.3 0O Cal5

A meta do Cal5[NMW94] é construir arvores de decisdao onde. para cada né terminal 7. pelo
menos uma classe j possa ser decidida com probabilidade

pP@lt) = S (5.1)

sendo P(j|t) a probabilidade da classe j no n6 t. A desigualdade 5.1 sera estimada dentro
do nivel de confianga 1 — . Tanto S quanto « sao parametros que devem ser fornecidos
pelo usudrio. O método para a estimacao de P(j|t) serd visto nas se¢oes que seguem.

A condicao de parada e a funcao de atribuicao de classes a nés terminais serao descritas
juntamente com a funcao de categorizacao.

5.3.1 Escolha do melhor atributo

Uma vez definido que um né t precisa ser expandido, a escolha do melhor atributo para
a expansao de t obedece ao seguinte procedimento: cada atributo a, ¢é discretizado em
intervalos Iy, ..., I, pelo método que apresentaremos na proxima secao. Apos a discre-
tizacao de todos os atributos, serd selecionado aquele que minimizar a entropia resultante!.

5.3.2 Discretizagao dos atributos numéricos

Seja a,, um atributo numérico a ser discretizado. O primeiro passo para sua discretizacao ¢
ordenar o conjunto E; de exemplos que incidem sobre ¢, em ordem crescente dos valores do
atributo a,. O segundo passo sera formar recursivamente os intervalos sobre esse atributo,
coletando os exemplos em ordem crescente, até que se possa decidir se é possivel ou nao
atribuir uma classe aos exemplos desse intervalo, dentro do nivel de confianca 1 — a.

Seja I o intervalo corrente contendo n exemplos, dentre os quais n; possuem classe j.
Seja P(j|I) a probabilidade de ocorréncia de exemplos de classe j no intervalo /. Uma
estimativa de P(j|/) pode ser fornecida por p(j|I) = n;/n.

Testaremos a hipotese

H,: “Existe uma classe j em I que satisfaz

Pl =2 S”

contra a hipotese

Wer capitulo 3



H,y: “Para todas as classes j que ocorrem em /. a desigualdada
P(jlI) < S

vale dentro do nivel de confianca 1 — a.”
A partir do nivel de confianca dado, é calculado um intervalo de confianga [dy, dy] para

P(j]I). Este intervalo ¢ obtido através da desigualdade de Tschebyscheff, usando-se o
estimador p(j|/) e assumindo uma distribuigao de Bernoulli para as classes j:

2am; + 1 1 7
h2(j) = ! == 4-:(1——3>+1.
d12()) 20n+2  2an+ 2 \/anj n

A partir desse intervalo de confianga, as hipoteses H, e H, sao testadas das seguinte
maneira:

H,: Existe uma classe j ocorrendo em I tal que

di(7) > S.

H,: Para todas as classes j que ocorrem em [, vale

d2(j) < S.

As seguintes meta-decisoes sao tomadas neste ponto:

1. Se existe uma classe j que satisfaz H,, entao j ¢ a classe que domina em I. O
intervalo I é fechado e rotulado com a classe j.

2. Se para todas as classes que ocorrem em I a hipdtese Hy é verdadeira, entao nenhuma
classe domina em /. O intervalo também ¢ fechado e o proximo intervalo é iniciado.

3. Se nao ocorre nem 1 nem 2, nao ha como decidir se existe ou nao uma classe que
domine em /. O préximo exemplo é incluido no intervalo corrente, calculando-se
novamente o intervalo de confianca [d;, dy] e testando-se as hipdteses H, e H,. Se
nao houver mais exemplos a serem incluidos, o intervalo sera rotulado com a classe
de maior freqgiiéncia.

Ap6s a expansao dos intervalos, podera haver concatenagoes de intervalos adjacentes.
Intervalos Iy, I+, rotulados com a mesma classe serao concatenados. Os intervalos

resultantes dessa concatenagao constituirao os nos terminais da darvore.
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A mesma regra se aplica a classes adjacentes onde nenhuma classe domina (condicao
2). e que permanecerem com classes identicas apos aplicada a seguinte heuristica: Cald
elimina uma classe j dentro de um intervalo I, se valer a desigualdade

_ 1
da(j) < —,
g

onde n; é o numero total de classes distintas que ocorrem em /. Os intervalos resultantes
desse tipo de concatenagao formarao os nds internos, os quais deverao ser expandidos
recursivamente.

5.4 0O Real

O Real (Real-Valued Attribute Learning Algorithm)[SNLI6] foi desenvolvido conjunta-
mente com o Prof. Julio M. Stern, durante o desenvolvimento de nossa dissertacao.

Os procedimentos desse algoritmo estdo baseados em uma func¢ao de perda e uma
funcao de conviccao, descritas a seguir.

5.4.1 Funcao de conviccao

Seja t um noé folha de classe j com n exemplos, dentre os quais m sao classificados com
erro e (n — m) sao classificados corretamente. Seja ¢ a probabilidade de um exemplo
ser erroneamente classificado em ¢, p = 1 — ¢ a probabilidade de classificagao correta, e

suponha que ¢ possui uma distribuicao Bayesiana

D(c)=Pr(g<c)=Pr(p>1-c).

Definimos a medida de convic¢ao: 100 % (1 — ¢m)%, onde
cm =minc|Pr(g<c¢) > 1—g(c)
e g(c) é uma bijecdo convexa de [0,1] em si mesmo. A convexidade de g(c) nos tor-

na “cautelosos ao fazer afirmacoes fortes”. Esta caracteristica do algoritmo resultou de
necessidades reais manifestadas por analistas de mercado com os quais interagimos.

Na implementacao atual do Real:

e g(c) =c", onde r > 1.0 é um parametro de convexidade fornecido pelo usudrio;
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e D(c) ¢ a fungao beta incompleta derivada da distribuicao de Bernoulli:

t n—in

B(n,m,q) = comb(n.m)x*q" %p

c 1
D(c,n.m) = / B(n.m,q)/ B(n.m,q)
q

=0 q=

= betainc(c,m+1.n—m +1).

Com estas escolhas, em é dada por

em(n,m,r) = c|f(c)=0
©) = 1-g(c) = Dic,n,m)
= 1—c¢" = betainc(ec,m+1,n—m+1).

5.4.2 Funcao de avaliagao dos atributos

Para selecionar o melhor atributo que expandird o né ¢, o Real discretiza cada atributo a,
em intervalos /,,..., Ik, pelo método que apresentaremos a seguir. Apds a discretizacao
de todos os atributos, serd selecionado aquele que minimizar a funcao de perda, definida
por
loss = Z ng * em(ng, mg,r)
k

onde ny € o numero de exemplos no intervalo ;. e my ¢ o nimero de exemplos classificados
erroneamente em /.

5.4.3 Funcao de categorizacao de atributos

O primeiro passo do procedimento de discretizagao, para um atributo selecionado, é orde-
nar os exemplos do né ¢ em ordem crescente dos valores do atributo, e entdo agrupar os
exemplos adjacentes de mesma classe.

Nos passos subseqiientes, agruparemos os intervalos de maneira a diminuir a perda
global dentro do né. O ganho em agrupar H intervalos adjacentes Iy, 1, Ixi9, ..., [pipy 6 0
decréscimo relativo na funcao de perda

gain(k, h) = Zloss(nh, kn,7m) — loss(n, h,r)
h

onde n =3, n, e k é o numero de exemplos em minoria no novo intervalo.

A cada passo, sao concatenados os intervalos com ganho maximo. O procedimento de
discretizacao para quando nao ha mais agrupamentos com ganho positivo.
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Cada intervalo obtido pelo procedimento acima constitui um novo no. que deverd ser
recursivamente expandido.

Apos a discretizacao descrita. podem ocorrer nés adjacentes que poderiam ser melhor
expandidos se fossem agrupados. ao invés de serem expandidos isoladamente. Isso porque
pode haver outros atributos que consigam discriminar bem os exemplos contidos nesses
nos, melhorando assim a qualidade da drvore gerada. Por essa razao, sao reagrupados
todos os intervalos (e seus vespectivos nos) adjacentes que nao satisfazem cm < crv, onde
crv € [0,1] é um grau de convicgao a ser fornecido pelo usudrio. Para prevenir um loop
infinito, a fun¢ao de perda associada ao novo intervalo é a soma das funcoes de perda dos
intervalos a serem reagrupados. Nas folhas, este reagrupamento ¢ desfeito.

5.4.4 Condicao de parada e atribuicao de classes

A expansao de um no ¢é interrompida quando nao houver nenhum atributo cuja discreti-
zacao diminua a funcao de perda por um fator € > 0. O n6 ¢é entao rotulado pela classe
majoritdria.

O grau de convicgao ¢rv funciona também como um critério de parada do algoritmo
(quanto maior o valor de c¢rv, menor a arvore obtida).

5.5 Consideracoes Finais

Neste capitulo, apresentamos os trés programas que foram avaliados em nosso trabalho.
Os programas apresentados possuem o mesmo algoritmo bdsico, diferindo entre si nos
seguintes aspectos: o critério de parada, a atribuicao de classe a um no terminal, o critério
de escolha do melhor atributo para parti¢ao de um né, a funcao de categorizacao de
atributos numeéricos e o critério de poda dos ramos inferiores da drvore.

O Newld é um algoritmo que binariza os atributos numéricos. Para a escolha do melhor
atributo, utiliza a medida de entropia. Apds a expansao da drvore, o algoritmo realiza a
poda dos ramos inferiores, utilizando para isso um conjunto separado de testes.

O Cal5 e o Real se diferenciam do Newld por apresentarem um critério mais complexo
de categorizacao dos atributos numeéricos, permitindo que os mesmos sejam particionados
em mais do que dois subconjuntos. Conseqiientemente, esses algoritmos podem gerar
arvores com menor profundidade e, portanto, mais eficientes computacionalmente. Nem o
Cal5 nem o Real possuem procedimentos de pds-poda.
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Capitulo 6

Aplicacao dos Algoritmos TDIDT ao
Mercado de Acoes

6.1 Consideracoes Iniciais

Vimos nos capitulos anteriores alguns algoritmos de construcao de arvores da familia
TDIDT. Uma vez que nosso interesse era o de avaliar o desempenho desses algoritmos no
mercado de agoes, foram realizados alguns testes com trés programas disponiveis (Cal3,
NewlID e Real, apresentados no capitulo 5). Neste capitulo, apresentaremos a metodologia
empregada para a aplicacao dos algoritmos no apoio a tomada de decisao para compra e
venda de papéis. Ao final do capitulo, serao apresentados os resultados obtidos.

O processo de testes compreende basicamente duas fases. A primeira consiste em
formar um conjunto de exemplos aos quais os algoritmos possam ser aplicados. A segunda
etapa consiste na construcao das arvores de decisao e posterior teste de precisao destas
arvores.

Os exemplos sao obtidos a partir de observacoes didrias de precos de alguns papéis com
alta liquidez e alto volume de negociacao na BOVESPA. Além das cotagoes dos papéis, sao
incorporados alguns indicadores técnicos, calculados diretamente a partir dessas cotacgoes.
Esses indicadores passarao a ser adotados como atributos para os exemplos. O critério de
classificacao de cada exemplo é o seguinte: estabelece-se uma certa estratégia de compra
e venda do papel. a qual é aplicada para cada um dos exemplos. Se a aplica¢ido desta
estratégia sobre o exemplo resultar numa certa taxa minima de lucro, o exemplo serd
classificado com bem-sucedido; caso contrario, sera classificado como mal-sucedido.
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6.2 O Calculo dos Indicadores

Para a realizacao dos testes. foram selecionados dois papéis de alta liquidez e grande volu-
me de negociacao na BOVESPA. Para os papéis selecionados. foram obtidas observacoes
didrias de precos e de volume negociado. As bases de dados com as observacoes nos foram
gentilmente cedidas pelo Prof. Jacob Zimbarg Sobrinho.

As informacoes disponiveis para cada dia observado sao:

e H, - preco maximo do papel no dia t;

e [, - preco minimo do papel no dia t;

e (O, - preco de abertura no dia t;

e C, - preco de fechamento no dia t;
e M, - preco médio no dia t;

e 1} - volume negociado no dia t.

Os precos sao dados em délar comercial (venda), o que atenua os efeitos da desvalori-
zagao da moeda nacional sobre a variacao dos mesmos.

Além dos dados observados, sao necessdrios também alguns atributos que descrevam
o comportamento passado dos pregos. Isso porque nosso objetivo, ao adotar algoritmos
de classificacao, é correlacionar o comportamento passado da cotagao de um papel com
seu comportamento futuro. Em outras palavras, a pergunta que fazemos é: até que ponto
o conhecimento do comportamento de precos num certo periodo nos permite “prever” a
tendeéncia desses pregos no periodo subseqiiente?

A alternativa para capturar o comportamento dos precos dentro de certos periodos foi
calcular alguns parametros numéricos a partir das séries temporais dos mesmos. Esses
parametros sao os chamados indicadores técnicos (daqui por diante denominados apenas
como indicadores). Um indicador é uma fun¢ao de uma ou mais varidveis observadas que
tem por objetivo auxiliar a tomada de decisao quanto a comprar ou vender papéis. Um
exemplo de indicador é

Ht('f') = maX{Hh Ht—l’ ) Ht—r}»

ou seja, o pre¢o maximo atingido por um papel nos tltimos r+1 dias. Uma boa referéncia
sobre os indicadores técnicos pode ser encontrada em [CMS88].

Um total de 34 indicadores foram selecionados e implementados por Celma Ribeiro.
Os indicadores foram incorporados a base de dados e foram utilizados - juntamente com
as observagoes - como atributos para os exemplos.
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6.3 A Estratégia de Operacao Considerada

Os exemplos foram classificados levando-se em conta uma certa estratégia de operagao.
Em linhas gerais. uma estratégia de operacao pode ser descrita como uma politica para
realizagao de compras e vendas de papéis, de acordo com critérios bem estabelecidos.

Procuramos adotar uma estratégia que fosse relativamente simples e que oferecesse um
baixo risco, isto ¢, que limitasse a perda do investidor. A estratégia basica adotada foi a
seguinte:

CompraVenda(t,l,p,d, c) : Dados os pregos de abertura de um papel num certo periodo
t,t+1, ..., t+d, compre o papel no dia t e venda-o nas seguintes condigoes:

quando seu preco de abertura tiver subido [% em relagao ao dia t;
quando seu prego de abertura tiver caido p% em relagio ao dia t;

quando tiverem transcorrido d dias sem que nenhuma das condi¢oes acima
tenham ocorrido.

Os parametros [, p e d tém a finalidade de limitar os riscos do investidor; por essa
razao, sao comumente denominados travas.

Além das travas, incorporamos também um quarto parametro: o custo percentual da
operacao no mercado, denotado por c¢. Esse parametro indica se a estratégia foi bem-
sucedida: se o rendimento obtido com a aplicacio da estratégia for maior do que ¢, isso
indica que houve um lucro real e, portanto, a estratégia foi bem-sucedida. Caso contrario,
a aplicacao da estratégia foi mal-sucedida, pois seu rendimento foi inferior ao custo da
operagao.

R ]

(a) (b)

Figura 6.1: Dois exemplos de aplicagao da estratégia CompraVenda(t, !, p,d, c).

Os graficos apresentados na figura 6.1 ilustram a aplicacao da estratégia acima sobre

duas situagoes. As travas [, —p, d e o custo ¢ sao apresentados pelas linhas pontilhadas
paralelas aos eixos.

O papel foi comprado no dia ¢, sendo seu preco observado nos dias subseqiientes. A
linha continua do grafico representa a variacao no preco do papel antes de sua venda. No
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momento em que uma das travas foi atingida. o papel foi vendido. Na situacao descrita
pelo grafico (a), a aplicacao da estratégia foi bem-sucedida. enquanto na situacao descrita
em (b) a estretégia foi mal-sucedida.

6.4 Obtendo Exemplos para os Sistemas

Nesta secao veremos como foram construidos os conjuntos de exemplos, tanto para trei-
namento quanto para testes dos sistemas. Na aplicacao dos testes, cada um dos papéis foi
considerado isoladamente, isto ¢, cada conjunto de exemplos foi construido utilizando-se
um unico papel.

Ap6s obtidas as observagoes dos pregos (ver secao 6.2), o primeiro passo foi “limpar”
a base de dados, eliminando-se os dias sem observacao. Todavia, dada a alta liquidez dos
papéis, tivemos poucos “missing values”. O segundo passo foi o cdlculo dos indicadores
técnicos descritos (H,(r,), RSI;(rs), etc), formando com esses indicadores e com os dados
observados no dia t o vetor de atributos. Para o cdlculo dos indicadores em cada dia ¢,
foi considerado o periodot —5,t—4, ..., t—1, t.

A terceira etapa foi a atribuicao de uma classe Classe(t) a cada exemplo, isto é, a
cada dia ¢. Foram observados os dias posteriores a t, testando-se a aplicacao da estratégia
CompraVenda(t,l,p,d,c). Sendo rendimento(t) o rendimento obtido com a venda do
papel segundo a aplicagao da estratégia CompraVenda(t,[,p,d, c), Classe(t) foi definida
como

Classe(t) = { SUCESSO  se rendimento(t) > c
FRACASSO se rendimento(t) < ¢

Os parametros considerados em nosso trabalho para a aplicacio da estratégia

CompraVenda(t, [, p,d, c)foram | =3, p=1,d = 5,c = 1.

A figura 6.2 representa um exemplo, formado pelo vetor de atributos e pela classe

(SUCESSO ou FRACASSO).

Observagoes Indicadores Classe(t)
H | L | O] ... [ Vi [ Hir) [ Li(r) [ RSL(r) | BK.(r) | .. Cy

Figura 6.2: Composi¢do de um exemplo: vetor de atributos + classe.

A figura 6.3 fornece um esquema cronolégico para a obtencao de um exemplo. Note-se
que cada exemplo representa, em tltima analise, o comportamento do preco do papel num
certo perido (anterior e posterior ao dia t). Numa tentativa de manter a independéncia
entre os exemplos, fizemos com que a distancia entre dois exemplos consecutivos fos-
se de d + 1 dias, ou seja, o numero de dias necessdrio para a analise da estratégia
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| | |
t-r t t+d Dia

indicadores classifica¢do

Figura 6.3: Esquema cronolégico da obtencao de um exemplo.

CompraVenda(t,(, p,d, c). Dessa forma, evitamos o “overlap” entre exemplos (ver figura
6.4).

Como conseqiiéncia do distanciamento entre os exemplos, o tamanho do conjunto para
treinamento e testes ficou reduzido a aproximadamente 1/6 do tamanho original da base
disponivel. Isso nos obrigou a adotar a estratégia de cross-validation. a qual serd discutida
ainda neste capitulo.

ow o =Y

exemplo ¢, exemplo o

Figura 6.4: Dois exemplos consecutivos.

6.5 A Obtencao das Matrizes de Classificacao

Apés construido o conjunto de exemplos, este conjunto foi submetido aos algoritmos dis-
poniveis, sendo os resultados aferidos e comparados. Nesta secao discutimos o critério
para avaliacao dos algoritmos.

Para a avaliagao dos algoritmos, era necessario particionar o conjunto original de exem-
plos em dois subconjuntos: o primeiro seria o conjunto de treinamento, destinado & cons-
trugao das drvores, e o segundo seria o conjunto de testes, destinado a aferi¢ao da qualidade
das drvores geradas. Esse particionamento deveria ser realizado aleatoriamente, mantendo-
se uma proporg¢ao aproximada de 70% dos exemplos no conjunto de treinamento e 30%
dos exemplos no conjunto de testes !.

'Na verdade, utilizamos uma forma de particionamento diferente. a ser descrita na préxima segao
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Apds obtidos os conjuntos de treinamento ¢ de testes (denotados aqui por Er e E 4.
respectivamente). esses conjuntos foram submetidos aos algoritinos. Uma vez que cada
algoritmo tem seu proprio conjunto de parametros P (por exemplo. o Cal) possui como
parametros o fator de decisao S e o nivel de confianca 1 — a). o qual altera a precisao e
tamanho da drvore gerada, foram realizadas diversas iteracoes com cada algoritmo, dentro
de uma gama de valores permitidos para seus parametros, buscando com isso otimizar a
precisan das arvores geradas.

Em cada iteracao, uma drvore era gerada (através do conjunto E7), a qual era subme-
tido em seguida o conjunto E,. Cada exemplo de E, era classificado como SUCESSO,
FRACASSO, ou simplesmente nao era classificado, situacdo que ocorria quando o algo-
ritmo nao tinha conviccao suficiente para classifici-lo. Uma vez que jah conheciamos
a classificacao real deste exemplo (pelo processo descrito em 6.4), podiamos dizer se o
mesmo tinha sido ou nao classificado corretamente pela arvore. Dessa forma, apds a clas-
sificacao dos exemplos de E, pela drvore, obtinhamos uma matriz de classificacao, que
apresentava um resumo sobre a classificacao dos exemplos. A figura 6.5 apresenta uma
matriz de classificacao tipica.

classe atribuida pela arvore
classe real | FRACASSO SUCESSO
FRACASSO my 1 my2

b

SUCESSO mao 1 ™o o

Figura 6.5: Uma matriz de classificacao tipica.

Numa matriz de classificacao, cada linha representa as classes verdadeiras dos exem-
plos, e cada coluna representa a classe prevista pela arvore de decisao. Por exemplo, o
elemento m,, da matriz descrita na figura representa o nimero de exemplos de classe
FRACASSO que foram classificados pela drvore como SUCESSO. Os elementos m,; e
my o representam as quantidades de exemplos classificados corretamente.

Uma vez que cada matriz de classificacao é determinada por um algoritmo ¥. um
conjunto de parametros P, um conjunto de treinamento Er e um conjunto de testes E .,
denotaremos as matrizes de classificagao por M (¥, P, Er, E4).

6.6 Avaliacao das Arvores Geradas

Para a avaliacao das arvores geradas, foram definidas algumas fungoes de avaliacao, cujos
valores eram calculados a partir das matrizes de classificacao. Algumas dessas funcoes de
avaliagao deveriam ser otimizadas, através da variagao dos parametros dos programas.

Para fixarmos a notagao. utilizaremos a definicao que segue.
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Definicao 6.6.1 Uma funcao de avaliacao ¢ wma funcao A definida sobre todas as tuplas
(V. P, Er.E,) cujo wvalor pode ser calculado a partir da matriz de  classificagao
MWV, P, Er.E,). onde V ¢ um algoritmo de construgao de regras de classificacao. P
¢ um conjunto de parametros vdlidos para V., Ep € um conjunto de treinamento para W,
E 4 é um conjunto de testes para V.

Em nosso trabalho. consideramos A(V, P, E7, E4) como uma funcac objetivo a ser
otimizada sobre uma familia (finita) P(W¥) de conjuntos de parametros vilidos para . O
conjunto P € P(V¥) que otimiza A serd denotado por P*.

Consideramos inicialmente trés fung¢oes-objetivo:

e o erro global da drvore:

M9+ Mo

erT0gobat (¥, P, Ep, E,) =

')711,] —+ my2 -+ 77l2‘1 + m2’2

e a taxa de aplicagoes mal-sucedidas:

1 €aso My = Mgo =0
errounic(V, P, Er, E,) = o,
aptic(V P, B, ) mya/(my o+ mayo) caso contrario

e a taxa de aproveitamento de oportunidades:

aprov(V, P, Ep,E4) = mos/(may + mas).

Note que apenas minimizar a fungao errogp. nos levaria a construir drvores muito
“conservadoras” que decidiriam por uma aplicacao somente em condi¢oes muito favoraveis.
Por outro lado, apenas maximizar a funcao aprov nos levaria a construir arvores muito
“agressivas”, que para nao deixar de aproveitar nenhuma oportunidade decidiriam por
aplicagoes de alto risco. Por essa razao, adotamos também a funcao de mérito abaixo:

merito(VU, P, Ep, Ey) = c* Mgy — pxmyo.

onde

o
(4>

o lucro minimo definido para a estratégia CompraVenda(t, [, p, d, c)
0 prejuizo maximo permitido para a estratégia CompraVenda(t, [, p, d, ¢)

[N

Essa funcgao nos fornece uma nogao da taxa de lucro (minima) esperada sobre o conjun-
to de testes. Isso porque, segundo os parametros definidos para CompraVenda(t,, p, d, c),
cada aplicagao mal-sucedida incorre num prejuizo maximo de p%; cada aplicacao bem-
sucedida propicia um rendimento minimo de ¢%. Subtraidas as aplicacoes mal-sucedidas
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daquelas bem-sucedidas (cada qual ponderada pelo respectivo coeficiente). o que perma-
nece ¢ o lucro (minimo) de merito(V. P. B4, E)%.

A fungao merito ¢ uma maneira intuitiva de combinar o erro em aplicacoes (apl,rr)
e a taxa de aproveitamento (apror). pois para a maximizacao da mesma sao procuradas
matrizes de classificacao com altos valores para m,, (maior aproveitamento) e com baixos
valores para m; , (menores erros em aplicagoes).

As duas fungoes a serem otimizadas em nosso trabalho sao erroge, e merito.

6.7 A Técnica de Cross-Validation

No inicio dos testes das arvores, nos deparamos com o fato do conjunto de exemplos
obtido para cada papel ser demasiado pequeno para ser particionado em subconjuntos
de treinamento e de testes. Tal particao acarretaria problemas tanto na obtencao das
arvores quanto na obtencao da matriz de confusao. A solucao adotada foi a técnica de
cross-validation.

A técnica de cross-validation (comumente denominada também V-fold cross-validation)
[Hjo94] consiste, basicamente, no procedimento descrito a seguir.

Divida aleatoriamente o conjunto original de exemplos EF em 1~ subconjuntos
E\, E,, ..., Ey de forma que
|E .
|Ey| = T v=12...V
ou seja, cada subconjunto deve ter exatamente o mesmo tamanho (para isso pode ser
necessario desprezar alguns exemplos de E). Em nosso trabalho, adotamos o valor de 1"
como 10.

Para cada v € {1,...,1'}, separe o subconjunto E, para testes e agrupe todos os
demais subconjuntos para formar o conjunto de treinamento EY., ou seja,

Ep=UE
1#u
Calculando em seguida o valor da funcao A(V, P, EY., E,).

Agora defina as fungées de erro global e de mérito cross-validation (errogi,, e merito®)
como

c
errog

1l &
(¥, PLET) = v > merito(¥, P, E}., E,)

v=1
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P
merito™ (0, P, E) = T Z merito(\r. P.EYLE)

onde

!
Ev = | B,

v=1

Nosso objetivo passa a ser entao encontrar, para cada algoritmo. os parametros P* que
b
otimizem errof],, (¥, P, E") e merito™ (¥, P, E). A compara(;'{\o efetiva dos programas

glob
se dara através da comparacao entre os valores otimos de erro® ., e merito

glab

Em nossos testes. também calculamos os desvios-padroes de erroge(¥, P, EY. E,) e
merito(V, P, EY., E,), com o objetivo de aferir quao sensiveis sao as drvores com relacao
as instancias:

-
> S (A(Y, P, Ey, E,) — ACV(, P, ECV)),

n.-

As funcoes erroSl,.e aprove’, bem como seus respectivos desvios-padroes, sao obtidos

de forma analoga.

aplu"

Pode-se perceber que a grande vantagem da técnica de cross-validation é que pratica-
mente todo o conjunto de exemplos gerados é utilizado, tanto para a constru¢ao quanto
para o teste das drvores. Os resultados obtidos ficam menos suscetiveis & maneira como
o conjunto original de exemplos foi particionado.

6.8 Resultados Obtidos

Estudamos nas se¢oes anteriores a metodologia empregada para a aplicagao dos algorit-
mos TDIDT para o mercado de agdes. Foram apresentadas uma funcao de erro global
errogy (¥, P, Ef) e uma funcao de mérito merito™ (¥, P, E{) a serem otimizadas, através
da variacao dos parametros dos programas.

Definidos os critérios, realizamos os testes sobre os papéis Telebras PN e Petrobrds
PN, por sua alta liquidez e grande volume de negociac¢io no mercado. Nesta se¢ao, apre-
sentaremos os resultados obtidos com a aplicagao dos algoritmos Real, Cal5 e NewID
sobre esses papéis.

A base de dados referente as agoes Telebras possui observacoes didrias, que vao de
19/06/89 a 23/02/96, num total de 1.736 registros. Eliminando-se os dias sem negociacao
do papel (“missing values”), obtemos um total de 1.609 registros. o conjunto de exemplos

obtidos possui 1/6 desse tamanho, isto ¢, 267 registros. Destes, aproximadamente 46%
sao de classe SUCESSO.

69



A base de dados referente as acoes Petrobrds possui observacoes de 02/01/86 a 23/02/96.
num total de 2.638 registros. Eliminando-se os dias sem negociagao do papel. obtemos
2.459 registros. O conjunto final de exemplos possui 410 registros. dentre os quais 40%
sao de classe SUCESSO.

Para a realizacao da téenica de cross-validation, dividimos cada conjunto de exemplos
em 10 sub-conjuntos de mesmo tamanho.
6.8.1 Otimizando as funcoes de erro global e de mérito
Apés realizados alguns testes preliminares sobre a sensibilidade dos algoritmos em re-

lacao a seus parametros, e considerando o intervalo natural em que estes parametros sao
definidos (ver cap 3). foram estabelecidas as seguintes malhas de discretizagao:

NewID: Para o fator de poda ¢, foram utilizados todos os valores

6 € {0%, 2%, 4%, . . ., 28%, 30%).

Cal5: Foram adotados todos os pares

(S, @) € {0.05,0.10,0.15, .. .,0.90} x {0.05,0.10.0.15,...,0.90}.

Real: Foram adotados todos os pares

(r,erv) € {0.5,1,1.5,2,...,4} x {0.1,0.15,0.2,...,0.45}.

Telebras PN

rAlgorilmo H P= AL erro;;o,z [ merito®" IJ"OZ;:I” aprov®’ ]
Real r=3.5,crv=0.4 0.32 + 0.08 3.8+ 1.9 0.22 + 0.32 0.44 £ 0.12
Cals S =0.3.a =0.1 0.34 &+ 0.07 3.3 1.5 0.35 £ 0.09 0.63 + 0.10
NewlD o = 6% 0.35 £+ 0.09 29423 .25+ 0.09 0.45 £ 0.22

Petrobras PN

l merito" " 1 erro" aprov’"’

aptic |

[ Algoritmo ” P J erro;;ob
Real r=2crv=0.3 0.30 + 0.05 4.3+ 2.3 0.24 £ 0.10 0.39 = 0.16
Cals S=04.a=0.2 0.31 + 0.05 3.8+2.4 0.23 £0.15 0.35+0.16
NewlD o = 8% 0.33 + 0.05 2.9+ 2.6 0.42 £ 0.05 0.28 £ 0.19

C:

Tabela 6.1: Valores otimos das fungoes errog

AT cv - el
fungoes errog,;. € aprove”.

Lo, € merito®, com os respectivos valores das

Para cada conjunto de dados e cada algoritmo analisado, os parametros que minimiza-
ram o erro global e a funcao de mérito foram os mesmos. Na tabela 6.1 sdo apresentados
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Figura 6.6: Arvore gerada pelo programa Real sobre o conjunto de treinamento Telebras
PN, usando os parametros r = 3.5 e crv = 0.4.

w

os parametros 6timos para as funcoes errot? , e merito®’ obtidos para cada programa, so-
p glob )

bre as bases de dados de Telebrds PN e Petrobrds PN. Sao apresentados os valores étimos

dessas fungoes, com os respectivos valores de errof,;.e aprov™.

Na figura 6.6, vemos uma arvore gerada pelo programa Real sobre uma das particoes
do conjunto de treinamento da Telebras PN. As folhas sao rotuladas com as classes S
(sucesso) e F' (fracasso). Cada né interno ¢ rotulado por um indicador técnico (os in-
dicadores nao estao descritos, por estarem fora do escopo de nosso trabalho). Os in-
dicadores mais proximos a raiz sao considerados os mais relevantes, isto é, com maior
poder preditivo. Cada ramo é rotulado com um intervalo do indicador corresponden-
te. Por exemplo, o n¢ raiz, rotulado pelo indicador %R, d4 origem aos intervalos reais
[0,0.131], [0.134,0.148],...,[0.572, 1.0].

A drvore de decisao gerada pode ser empregada como uma ferramenta 4gil no apoio
a tomada de decisdao: suponha que um analista de mercado resolva lancar mao da arvore
de decisao da figura 6.6 para decidir se deve ou nao aplicar a estratégia de operagao pré-
definida para as ac¢oes Telebras PN, num certo dia ¢. Entao basta comparar os valores dos
indicadores no dia ¢t com os intervalos constantes na arvore. Por exemplo, se %R = 0.3
e Klogl = —5.5, entdo a drvore sugere que a estratégia pode ser aplicada com grande
possibilidade de ganho.

Embora os intervalos gerados para cada indicador nao fossem contiguos, em nosso
trabalho extendemos tais intervalos para que todo o espaco de atributo pudesse ser con-
siderado, aumentando assim o aproveitamento de oportunidades.
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6.8.2 Anadlise de sensibilidade

Considerando que o Real obteve os melhores resultados sobre as func¢oes erro
apresentamos a tabela 6.2, que descreve a variacao nos valores das funcoes erro)
merito® errott,;.e aprov’nos pontos vizinhos ao ponto 6timo P* =

aplic

ctr
glo

p, € merito

q

nos dd uma nogao do grau de sensibilidade do Real com relacao a seus parametros.

Programa Real

Telebras PN

0.35

crv” = 0.40

0.45

errgiop = 0.33 £ 0.08 erTgiop = 0.33 £0.13 ervgles = 0.32 4 0.07

3.0 mer = 3.5+ 2.1 mer = 3.5 £ 3.0 mer = 3.7+ 2.5
) errgpr = 0.18 £ 0.15 errapr = 0.26 £ 0.18 errap) = 0.30 £ 0.14
aprov = 0.38 + 0.15 aprov = 0.47 £ 0.16 aprov = 0.51 + 0.15
€rrgiop = 0.33 £ 0.09 errglos = 0.32 £ 0.08 errglop = 0.33 &+ 0.11

=35 mer = 3.5 £ 2.2 mer = 3.8+ 1.9 mer = 3.5+ 3.1
) errapr = 0.14 £ 0.16 €rrap = 0.22 £ 0.12 errgap; = 0.31 £ 0.16
aprov = 0.34 + 0.13 aprov = 0.44 £+ 0.12 aprov = 0.51 + 0.15
€rralor = 0.31 £ 0.10 errglop = 0.33 £ 0.10 errglop = 0.34 £ 0.12

4.0 mer = 3.2+ 2.6 mer = 3.5+ 2.2 mer = 3.2+ 3.0
: errgp = 0.27 £ 0.29 errgpr = 0.24 £ 0.12 errgpr = 0.27 £ 0.20
aprov = 0.34 £ 0.18 aprov = 0.41 + 0.15 aprov = 0.45 + 0.20

Petrobras PN

0.25

|

crv® =0.3

0.35

errgiop = 0.34 £+ 0.07 errgiop = 0.35 £ 0.07 errgiop = 0.36 + 0.09

1.5 mer =2.7+2.9 mer = 2.2+ 2.7 mer = 1.8 £ 3.4
: errgp = 0.30 £ 0.30 errgpr = 0.36 £ 0.17 errgpr = 0.40 £ 0.18
aprov = 0.24 + 0.16 aprov = 0.35 + 0.16 aprov = 0.43 + 0.16
errgiop = 0.33 £ 0.06 errglos = 0.30 £ 0.05 errgiop = 0.33 & 0.05

=20 mer = 3.0 £ 2.7 mer = 4.3+ 2.3 mer = 3.1 2.5
: errgpr = 0.35+ 0.35 errapr = 0.24 £0.10 errgpr = 0.36 + 0.09
aprov = 0.23 + 0.18 aprov = 0.39 + 0.16 aprov = 0.45 + 0.13
errgiop = 0.40 £ 0.04 errgiop = 0.32 £ 0.08 erTglob = 0.32 + 0.08

25 mer = 0.1 £0.3 mer = 3.2 £ 3.2 mer = 3.4+ 3.1
) errgp =0.94+0.17 errgapr = 0.36 £ 0.35 errgp; = 0.26 +0.19
aprov = 0.02 + 0.06 aprov = 0.26 + 0.19 aprov = 0.32 + 0.14

Tabela 6.2: Programa Real - Valores das func¢oes nos pontos vizinhos a P*.

1
lob»

(r*,crv*). Esta tabela

Note que, para o papel Telebrdas PN, os valores da funcdo merito®nos pontos vizinhos
ao ponto de 6timo P* sao bastante semelhantes, e apresentam uma pequena queda em
relacao a P*. Isso mostra que a regiao de P* é bastante “suave”, e portanto a malha esta
bem definida e o ponto de 6timo bem localizado.

Para o papel Petrobrds PN, percebemos uma variacao mais abrupta nos valores. Isso
implica que poderiamos obter melhores resultados realizando testes sobre esses dados com
uma malha mais fina, isto é, com intervalos menores entre os valores dos parametros. De
qualquer forma, os resultados sao surpreendentemente bons.

72



6.9 Consideracoes Finais

Neste capitulo. apresentamos uma metodologia para a adocao dos algoritmos TDIDT no
apoio a tomada de decisoes no mercado de capitais. Também apresentamos os resultados
obtidos a partir de alguns testes realizados.

A partir de uma série histérica de pregos de um papel. calcula-se para cada exemplo um
conjunto de indicadores técnicos, os quais serdo utilizados como atributos. A classificacao
do exemplo é bindria, de acordo com uma certa estratégia de operacao pré-definida: se a
aplicacao da estratégia sobre o exemplo resultar num lucro minimo, o exemplo é rotulado
como bem-sucedido; caso contrario, é rotulado como mal-sucedido.

Além do conjunto de treinamento, foram definidas algumas funcoes a serem otimizadas
através dos parametros dos algoritmos. Para maior confiabilidade dos resultados, foi
empregada a técnica de cross-validation.

Os resultados obtidos a partir dos testes realizados sobre os papéis Telebras PN e
Petrobrds PN foram em média bastante satisfatérios. Pudemos também perceber que
as arvores geradas pelos programas Real e Cal5 possuem poucos niveis, o que as torna
eficientes e de fécil interpretagao - uma vez que a quantidade de indicadores selecionados
por esses algoritmos foi relativamente pequena.

73



74



Conclusao

Em nosso trabalho, apresentamos os algoritmos da familia TDIDT (Top-Down Induction
of Decision Trees), os quais, a partir de um conjunto de exemplos (descritos através de seus
atributos), constroem recursivamente as arvores de decisao. Foram apresentados diversos
métodos de discretizacao e de escolha de atributos, regras de parada e métodos de poda.

Foram propostas técnicas para utilizagao desses algoritmos no suporte a escolha de
estratégias de operagao no mercado financeiro. Foram avaliados trés algoritmos dessa
familia, sobre dois papéis de alta liquidez no mercado.

A partir dos resultados obtidos nos testes, pudemos concluir que:

e Os algoritmos TDIDT se mostraram muito tteis como ferramentas de suporte a
decisao no mercado de capitais. Na verdade, foi surpreendente o desempenho obtido
com os papéis analisados, onde foram obtidas taxas de aproveitamento e taxas de
erro em aplica¢oes da ordem de 40% e 20%, respectivamente.

e O escopo desse trabalho nao incluiu a anélise e interpretagao dos indicadores utiliza-
dos e, portanto, também nao incluiu a interpretacao das arvores geradas. Todavia,
contatos informais com analistas de mercado que utilizam estes indicadores mos-
traram que as arvores sao de facil interpretacao. Pelo fato das arvores formarem
regras de decisao baseadas exclusivamente nos indicadores, esses analistas se mos-
traram a vontade quanto a utilizacao das mesmas: utilizando sua experiéncia com
tais indicadores, poderiam aceitar uma sugestao (quando esta fosse baseada em in-
dicadores mais confidveis) ou descartéd-la (quando esta fosse baseada em indicadores
de comportamento anomalo).

Através deste trabalho, sao vislumbradas outras linhas para futuro desenvolvimento:

Mercado intra-day: O mercado intra-day (onde as estratégias sao concretizadas no mes-
mo dia) fornece um campo muito vasto, dadas suas caracteristicas:

e ¢ mais agressivo e necessita de decisoes rapidas; por essa razao, possui grande
potencial de ganhos;

=~
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e 2 lhassa de dados disponiveis é muito maior, permitindo a formacao de conjun-
tos de treinamento mais satisfatorios:

e necessita de respostas em “tempo real”, exigindo portanto implementagoes mais
eficientes.

Hipétese de eficiéncia de mercado: Segundo essa hipdtese, os mercados sao impre-
visiveis. Gostariamos de analisar com mais cuidado esta hipétese a luz dos resultados
obtidos com o uso que fizemos das drvores de classificagao.

Estratégias de operagdo: Poderd ser avaliado o desempenho das drvores frente a es-
tratégias mais complexas, como por exemplo estratégias multi-periodo.
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