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PREFACIO

Andlise Discriminante compde-se de técnicas estatisticas multivariadas com dois ob Je-

tivos bésicos:

- determinar uma regra para classificar uma observagio de origem desconhecida em uma

das populagbes previamente definidas;

- discriminar (separar) as populagdes determinando quais foram as varidveis mais influ-

entes.

Neste trabalho vamos nos restringir ao problema de classificacio. Consideraveis
avangos tém sido feitos nos 1iltimos anos para a solugao deste importante probléma em
Estatistica. A maior parte dos livros e artigos que tratam desse assunto assume, im-
plicitamente, que as varidveis discriminadoras (varidveis associadas as observagBes) sao
exclusivamente continuas, ou exclusivamente categéricas. Entretanto, freqtientemente, é

necessario trabalhar com os dois tipos de varidveis simultaneamente.

O objetivo deste trabalho é apresentar os métodos mais importantes de classificagao
quando temos uma mistura de varidveis continuas e categdricas. Por simplicidade nos

referiremos a 1ss0 como varidveis misturadas.

Grande parte dos exemplos considerados neste trabalho é da drea financeira em virtude
da maior experiéncia e interesse do autor nesta area. Atente-se, porém, ao fato de que a

quase totalidade dos dados analisados sdo ficticios.
Este trabalho estd organizado da seguinte forma:

O Capitulo 1 introduz o problema da Andlise Discriminante apresentando alguns
resultados cldssicos. Os principais métodos de avaliacio das regras discriminantes também
sdo apresentados. Uma breve discusséo sobre a necessidade de métodos especificos para

varidveis misturadas encerra o capitulo.



O Capitulo 2 trata do locetion model desenvolvido principalmente por Krzanowski em
diversos artigos. Este método consiste em utilizar diferentes regras discriminantes, uma

para cada combinagio das varidveis categéricas.

No Capitulo 3, o modelo logistico é descrito. Vérias distribuicoes, inclusive algumas
de varidveis misturadas, satisfazem a este modelo. A simplicidade da regra discriminante,
aliada & disponibilidade de software, sio fatores que fazem deste método um dos mais

utilizados na pratica.

O Capitulo 4 apresenta, de forma sucinta, trés métodos nio-paramétricos que podem
ser utilizados com varidveis misturadas: o método do Niicleo {Kernel), o método dos

k-Vizinhos Mais Préximos (k-NN) e o método da Arvore Bindria de Classificagio.

Finalmente, no Capitulo 5, sdo dados alguns resultados de comparagdes entre os
métodos e um exemplo de aplicagio da Anilise Discriminante, denominada na area fi-

nanceira de credit scoring.

Incluimos, no apéndice, a listagem de alguns programas que foram desenvolvidos para
este trabalho. Da unifio destes programas nasceu o que ousamos chamar de “software”

AD. Encorajamos os leitores a solicitarem uma cépia.

Maio de 1990

René Sanda
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Capitulo 1

IDEIAS BASICAS EM ANALISE DISCRIMINANTE

O objetivo principal da Anélise Discriminante é construir regras que possibilitem clas-
sificar uma observagio multivariada x em uma das g populagdes IL,...,H,, conheci-

das a priori, a partir de amostras de observagées classificadas corretamente.

Este € um problema bastante freqilente em diversas areas, como podemos constatar pe-

los seguintes exemplos:

(i) Medicina. Com base nos sintomas do paciente e em alguns exames prelimi-
nares (x), um médico precisa decidir se o paciente é portador de uma certa doenca
(I1;) ou nao (II,).

(i1) Finangas. Um analista de crédito deve decidir, com base nas informagdes (x) de
uma ficha cadastral, se concede ou nio o crédito ao cliente. O crédito serd conce-

dido se o cliente for classificado como bom pagador (II;).
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(iii) Boténica. Uma certa planta deve ser classificada em uma das espécies pré-determi-

nadas (II;,...,II;), baseando-se apenas nas suas caracteristicas morfoldgicas (x).

Outros exemplos de aplicagdes podem ser encontrados a partir de uma leitura atenta

dos titulos das 579 referéncias contidas no livro de Lachenbruch (1975).

O primeiro trabatho conhecido nesta &4rea deve-se a Fisher (1936) que intro-
duziu o termo “discriminagio” para o problema. Atualmente, “discriminagiio” é uti-
lizado mais no sentido de “separagio”, sendo mais apropriado o termo “classificacio”

para o nosso trabalho.

Finalizamos esta segfo apresentando a notagao geral que serd utilizada neste tra-
balho. Notagbes especificas de cada segdo ou capitulo seréo introduzidas oportuna-

mente.

Notagao geral:

g = mnumero de populagdes;

P = numero de varidveis discriminadoras continuas;

g = numero de varidveis discriminadoras éategéricas;

T = nhmero total de varidveis discriminadoras (p+q);

n = tamanho da amostra;

¢; = numero de categorias diferentes que a j-ésima varidvel categérica

pode assumir;
II; = wvaridvel indicativa da 3-ésima populagio;
Z = vetor (g x 1) de varidveis aleatdrias categoricas;
= vetor (p x 1) de varidveis aleatérias continuas;

= vetor (r x 1) de varidveis aleatérias (X' =(2' Y"));
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z = vetor (g x 1) de observagdes categéricas;

y = vetor (p x 1) de observagdes continuas;

x = vetor (r x 1) de observagdes (x' = (2’ y'));

D = matriz (n x r) de dados (D = (x},...,x}));

0. = espago amostral de X;

Ei = conjunto dos indices das observagdes de D provenientes da populagio II;;

n; = numero de elementos de F;;

pi = probabilidade «a priori de x pertencer & pqpula,gé,o I1;

R; = regigo de Q cujos pontos x serdo classificados como pertencentes & populagdo

10;.

1.1 - Planejamento Amostral

A forma como as amostras sio obtidas influi diretamente na construgdo de um re-

gra de classificagdo. Neste trabalho vamos considerar dois métodos de amostragem:

— amostragem conjunta;

— amostragem separada.
Diremos que o planejamento é de amostragem conjunta se a amostra for sele-
cionada aleatoriamente da mistura das populages, ou seja, se os tamanhos das amostras
de cada populagio (n1, ..., ny) forem varidveis aleatérias. Por outro lado, denominare-

mos de amostragem separada se os n; (i =1, ..., g) tiverem sido fixados antes do expe-

rimento ter sido realizado.

Vamos definir p; como sendo a probabilidade & priori da observagio x pertencer & po-

pulacio II;, isto é:
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pi=Pr(xeIl;) (t=1,..., 9)

g
com Y. p;=1.

=1

A estimagiio destas probabilidades no caso de amostragem conjunta é dada por
pi=ni/n (i = 1,..., g). No caso de amostragem separada a estimagio de p;
nao € possivel a partir das amostras. Iremos supor que a estimagdo dessas probabi-
lidades foi feita subjetivamente pelo pesquisador, ou a partir de amostras conjuntas obti-
das anteriormente. Na prética, quando ndo existe nenhuma informagao sobre essas proba-

bilidades, é comum utilizar p; = 1/g (i = 1,..., q).

Para facilitar a notagio omitiremos o sinal de estimador em pi denotando-o simples-

mentede p; (1 =1,..., g).

1.2 - Métodos de Avaliagio de uma Regra Discriminante

Uma regra de classificagfio é uma fungiio d(x) definida em 0 (espago amostral de
X) tal que para cada x € §, d(x) é igual a um dos ntmeros 1, 2,..., g. Dado X, se
d(x) = 1 entdo x é classificado como sendo pertencente & populagdo II;. Esta fungio de-

fine uma partigio de 2 em R,..., R, com

Ri={xeQldx)=i}  (i=1...,q)

O problema é verificar quio boa é a regra d(x), isto é, qual a é taxa de classi-
ficagio incorreta que d(x) provoca. Esta taxa que denominaremos de taxa de erro real
¢ definida como sendo a probabilidade de que uma observagao x nao seja classificada cor-

retamente, isto é,
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e,.eazxZP(d(x)#i,xEH;) (1_1)

=1

Ha vérias formas de estimar a taxa de erro real. As mais utilizadas sdo:

—  taxa de erro aparente (€ap);
—  taxa de erro da amostra teste (ear);
— taxa de erro da validacio cruzada (eac(V)).

A e, ¢ obtida reclassificando-se a prépria amostra utilizada para construir a re-
gra. Definindo m; como o ntmero de observacbes de II; classificadas incorreta-

mente, temos:

Eap = Zﬁ(d(x) #i,x € II;)

=]

= P(d(x)#i|xeIL) p;

—y Mo, (1-2)

De acordo com Efron (1986) a taxa de erro aparente tende a subestimar a taxa de
erTo real e este problema é mais grave a medida que ¢ tamanho da amostra é menor.
Isto ocorre, basicamente, porque as mesmas observagoes utilizadas para construir a re-

gra. de classificagio sdo utilizadas para avalid-la.

Uma forma para estimar a taxa de erro real, viavel 86 quando temos amostras suficien-
temente grandes, é através da taxa de erro da amostra teste €qz. Neste caso, a amostra é di-
vidida (de preferéncia aleatoriamente) em duas partes que denominaremos de amostra-

desenvolvimento e amostra-teste. A amostra-desenvolvimento ¢ utilizada para gerar a re-
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gra de classificagio enquanto que a amostra-teste é utilizada somente para avalid-la. A ex-

pressdo € semelhante a obtida para se calcular €ap:

g
min
e“‘:En_;;p‘ (1"“3)

f=1

onde n;; é o nimero de observagbes na amostra-teste pertencentes a populacio II; e
miz € o nlimero de observacdes da populagdo II; nessa amostra classificadas incorreta-

mente.

A taxa de erro da validagiio cruzada é uma das formas mais precisas para esti-
mar a taxa de erro real no caso de amostras pequenas. O procedimento é uma ex-
tensao do método desenvolvido para a obtengao da e,;. Divide-se a amostra {L} em V sub-
amostras {L;},..., {Ly} de tamanhos Ni,..., Ny com N; = n/V. Para cada
v, v = 1, ..., V, constréi-se a regra a partir de {L} — {L,} e avalia-se esta re-

gra classificando-se {L,}. Assim, a expressao da taxa de erro da validagio cruzada é:

V g .
coelV) = >y Ty, (1-4)

v=1 =]

onde n;, é o nimero de observagdes da populagido II; na amostra {L,} e m;, é o niimero

de observagdes da populagio II; em {L,} classificadas incorretamente.

Quando V = n, a taxa de erro da validagio cruzada é a taxa de erro leaving one out de-
senvolvido por Lachenbruch e Mickey (1968). Referiremo-nos a esta taxa como taxa de

erro do método da exclusio.

A utilizagio de uma ou outra forma para estimar a taxa de erro real depende, essencial-
mente, do tamanho da amostra e da regra de classificagio. Regras geradas pelo método do
Nicleo (Segéo 4.1) e pelo método da Arvore Bindria de Classificagdo (Segfio 4.3) sdo obtidas
iterativamente, em virtude disto, a estimac@o da taxa de erro real pela taxa de erro da va-
lidagdo cruzada poders, eventualmente, requerer um tempo de processamento computa-

cional impraticavel
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1.3 - Algumas Regras Discriminantes

Na secdo anterior vimos como estimar a taxa de erro real provocado por uma re-
gra d(-). O problema agora é determinar qual deve ser a regra d(-) a partir de al-
gum critério. Dois critérios serdo abordados neste trabalho: minimizagio da taxa de
erro real (Regra de Bayes) e minimizacio do custo tota] esperado de classificagio incor-

reta.

1.3.1 - Regra de Bayes

Este trabalho esta centrado na regra de Bayes (ver, por exemplo: Mardia, Kent e

Bibby (1979) - pag. 305) que define as particGes da seguinte forma:

Ri={x| Pr(XIH;)ps=h__1}}angr(xIHh)ph} (i=1,..., g)

ou seja, a regra de classificacio de Bayes, que denominaremos de regra Otima de classi-

ficagdio, ¢ a seguinte:

Dado x, se Pr(le.')p;:hn}ax Pr(x|Iiy ) ps entdo, d(x) =1
= 1""9

Se o mdximo for atingido por varias populagdes classificamos x de forma aleatéria nes-

tas populagoes.

Pode-se mostrar que esta regra é equivalente & obtida minimizando-se a taxa de erro

real (Breiman, Friedman, Olshen e Stone (1984) - pég. 13 ).

Alguns casos particulares importantes desta regra sio os seguintes:
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(1) (X|I;) ~ N{p,;, B).

Como Pr(x|II;) = |2IIE.‘.|-1/2 exp{—1(x —u) B (x - #;)}, decorre que a re-

gra 6tima de classificagio é:

Dado x, se d? —2Inp; = , ni]jn (&2 —-2in Pr) entao, x € R;
=lyenfy

onde df = (x — ;) T (x — py).

Por ser uma abreviatura consagrada na literatura nos referiremos a esta regra como

LDF (Linear Discriminant Function).

No caso particular em que g = 2 esta regra simplifica-se para:

_ 1 _
Dade x, se (u;—p)E7" {x — 5 +#2)J 2 In(p2/p1)  entdo, x€E Ry

caso contrario, x € R, (1-5)

Esta ltima regra é matematicamente idéntica a proposta por Fisher (1936). A re-
gra de Fisher para g > 2 coincide com a regra da LDF somente quando as médias populacio-
nais forem colineares. Néo apresentamos a generalizacio da Regra de Fisher por nio ser co-

mumente usada como regra de classificagio. Ao leitor interessado sugerimos Johnson e

Wichern (1982) - piginas 512 a 517.

(1) (X | I} ~N(p;, By).

Dado x, se In|5;|+D? 2inp; = hnlu'n (In |y [+Dj —2Inp,) entdo, x € R;
=lyag

onde Df = (x — p;) 7 (x — ;).



Capilulo 1: IDEIAS BASICAS EM ANALISE DISCRIMINANTE 9

Esta regra é conhecida como regra da discriminagio quadritica (QDF - Quadratic

Discriminant Function).

Os estimadores de méxima verossimilhanga sio comumente utilizados nos €asos em

gue os parametros sao desconhecidos.

1.3.2 - Regra do Minimo Custo Total Esperado

Ha situagtes em que o objetivo nfo é criar uma regra que minimize o nimero de clas-
sificagBes incorretas. Estas situacdes se caracterizam quando os custos de se classificar in-
corretamente em uma ou outra populagio sdo diferentes. Por exemplo, o custo finan-
ceiro de se deferir um crédito a um inadimplente é maior do que o custo de se ne-

gar a um bom pagador.

Para estas situagbes recomenda-se a utilizacio da regra que minimiza o custo total es-

perado (ver, por exemnplo, Choi (1986)) cujas partigGes sdo dadas por:

Ry, = {x| Y opic(hli) Pr(x|I;) < pic(tli) Pr(x|I;), (t=1,..., g t#h)}

=1 =1

ik it

onde c(h|i) é o custo de se classificar na populagio II; uma observagio que, na ver-

dade, provem de II; (h,i =1,..., g).

A regra de classificagio consiste em classificar em II; toda observacio perten-

cente a &;.

No caso particular em que ¢ = 2 esta regra simplifica-se para:
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Pr(x]ﬂl) P2 C(1|2) -
> & 1-—
Dado x, se Pr(x[T:) = pre(all) entao, x € Ry (1-6)

caso contrario, X € Ry

Uma forma diddtica de apresentar esta regra de classificagiio € reescrever (1 — 6) em

fungéo da probabilidade @ posteriori de x € II;, ou seja, como:

Pr(x|H1):Pr(H1|x)p2= Pr(I, |x) P2
Pr(x|II;) Pr(H,|x)p 1-Pr(I |x) p

Substituindo em (1-6) temos:

Pr(Il |x) >c(1[2)
1-Pr(II [x) ~ £(2]1)

c(12) .
(12) + <(2[1) entdo, x € R, (1-7)

= se Pr(IL|x)>

caso contrario, x € R,
Denominaremos de ponto de corte ao valor assumido pela expressiio & direita da ine-
quagao anterior.

Observe que se os custos de classificagéo incorreta forem todos iguais a uma cons-

tante, a regra do minimo custo total esperado torna-se idéntica 3 regra de Bayes.
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1.4 - A Necessidade de Métodos Especificos para Varidveis Misturadas

Um procedimento comum gquando um pesquisador defronta com um problema de
Andlise Discriminante com varidveis misturadas tem sido o de transformar as varidveis qua-
litativas em bindrias * e utilizar um programa baseado na LDF disponivel em varios pa-
cotes estatisticos (BMDP, SAS, SPSS, etc.). Este procedimento pode levar a resultados sa-
tisfatorios, entretanto, procedimentos especificos para varidveis misturadas tendem a su-

planté-los.

Outro procedimento consiste em categorizar as varidveis quantitativas e utilizar
técnicas discriminantes especificas para este tipo de varidvel (ver Hills (1967), Goldstein e
Dillon (1978)). Uma forma de categorizag8o que preserva o maximo poder discriminante
das varidveis continuas é descrito em Cochran e Hophins (1961). A maior critica a estes pro-

cedimentos é a perda de informagdo envolvida ao se categorizar.

Alternativamente, pode-se efetuar uma Anslise Discriminante para as variaveis quan-
titativas e outra para as varidveis qualitativas, mas a interpretacio final fica extrema-
mente dificultada. Além disso, este procedimento desconsidera eventuais correlagoes exis-

tentes entre varidveis quantitativas e varidveis qualitativas.

Enfim, como nenhum desses procedimentos é totalmente satisfatorio, é de inte-
resse verificar como atuam os métodos que foram criados ou adaptados para serem utiliza-
dos com varidveis misturadas.

Na realidade os métodos constantes neste trabalho podem ser utilizados, a principio,

nos seguintes tipos de misturas:

* Quando a estrutura de ordem é considerada muito importante, atribui-se valo-
res as categorias das varidveis qualitativas ordinais (em geral 0, 1, 2,...), e trata-se es-

sas variaveis como se fossem continuas. O procedimento € altamente discutivel.
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~ categoricas e continuas
(métodos de Krzanowski, do Niicleo e dos k-Vizinhos Mais Préximos);

—  binarias e continuas

(LDF e QDF);

— binarias, discretas e continuas
(Discriminagfio Logistica);

~ categéricas, discretas e continuas
(método da Arvore Bindria de Classificagdo).

Varidveis qualitativas ordinais poderio ser incorporadas aos métodos tratando-as
como nominais (categéricas) perdendo-se, dessa forma, a informagio contida na es-
trutura de ordem. Se for necessirio, variiveis qualitativas assumindo ¢ valores dis-
tintos (¢ > 2) poderdo ser transformadas em ¢ — 1 varidveis bindrias. Denominare-

mos a este procedimento, comum em regressio miltipla, de reparametrizacao.

Finalmente, varidveis discretas poderdo ser tratadas como continuas ou como categd-
ricas dependendo do niimero de valores possiveis que cada varidvel puder assumir e da im-

portincia dada a sua estrutura de ordem.

E importante mencionar que a possibilidade de uma varigvel ser transformada em sua
estrutura para poder ser incorporada a um determinado meétodo, nao significa, absoluta-

mente, que este método va utilizar toda a informacio possivel desta varigvel.
Os métodos, por nés considerados como os mais importantes, foram classificados con-
forme o nivel de suposigdes feitas sobre as distribuigdes das varidveis em trés tipos:
— métodos paramétricos;
-~ métodos parcialmente paramétricos;

— métodos nio paramétricos.
O método de Krzanowski (Capitulo 2) é, tipicamente, um método paramétrico uma

vez que a distribuigio de (X|II;) serd especificada a menos de alguns pardmetros. Tam-
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bém a LDF e QDF séo métodos paramétricos. J& a Discriminagéo Logistica (Capitulo 3)
é um método considerado parcialmente paramétrico (Anderson (1982)), pois somente o
In {Pr(x|IL; )/ Pr(x |1, )} serd suposto linear. Finalmente, os métodos nio paramétricos
nao fazem nenhuma suposi¢io sobre tais distribui¢des. O método do Niicleo (Secdo 4.1)
e método dos k-Vizinhos Mais Préximos (Segdo 4.2) procuram obter estimativas das den-
sidades. O método da Arvore Binaria de Classificacio (Se¢io 4.3) utiliza uma abor-

dagem heurfstica.

1.5 Sugestdes para Futuros Trabalhos

Apesar de ser um problema bastante freqtiente na prética, métodos mmultivaria-
dos para varidveis misturadas sé recentemente se tornaram assunto relativamente cons-
tante nas revistas especializadas. Em Andlise Discriminante, muitas questoes ainda per-
manecem em aberto, especialmente no que se refere ao desempenho de algumas ex-

tensdes naturais dos métodos apresentados.

A seguir, apresentamos algumas sugestoes para futuros trabalhos, recomendando ao
leitor, para maior clareza, que as leia somente apés tomar conhecimento dos capitulos in-

dicados entre parénteses no infcio de cada topico.

- (1) Efron (1986) apresentou artigo sobre o vicio da taxa de erro aparente na Dis-
criminagiio Logistica (Capitulo 3) com varidveis continuas. A sugestdo é estu-
dar o mesmo vicio num caso simples de mistura de variaveis, por exemplo, X; varidvel

bindria e X; normal, independentes;

-(2e4) O modelo de Krzanowski assume que em cada casela, determinadas pelas varidveis

categéricas, as varidveis continuas tenham distribui¢iio normal multivariada. Nos ca-



-(2)

-(2)

-(3)

- (4)

-(2,3¢e4)
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508 em que as varidveis continuas (em cada casela) tenham uma distribuigdo muito as-
simétrica, provavelmente, a utilizagio de outras distribuigSes ou de um método nzo.
paraméirico para a estimacio dessas densidades produziria resultados mais efi-

cientes;

Seleéo de varidveis no modelo de Krzanowski. Daudin (1986) apresentou um método
baseado no critério de Akaike que, em seu exemplo, ndo teve um resultado satis

fatério. Estudar aplicabilidade ou desenvolver outros métodos;

Estender o modelo de Krzanowski de forma a tratar, sem perda de informacéo, as

variaveis qualitativas ordinais;

Demonstrar, para varidveis continuas ou misturadas, que o estimador de maxima, ve-
rossimilhanca dos parimetros a em amostragem separada na Discriminagio Lo-
gistica é 0 mesmo (a menos de uma corre¢iio em ap) que o obtido se supuser-
mos amostragem conjunta. Anderson (1972) demonstrou para o caso em que X é com-

posto por varidveis discretas;

A regra de particio para varigveis quantitativas no Método da Arvore Bindria de Clas-
sificagéo é obtida escolhendo-se em cada varidvel a melhor entre n — 1 particoes onde
n € o tamanho da amostra. Para reduzir o tempo de processamento, uma das prin-
cipais desvantagens deste método, poderia-se determinar que a regra de partigio se-
ria escolhida entre os decis dessa varidvel. Estudar a confiabilidade do método pro-

posto;

Estender cada um dos métodos para os casos em que hd uma estrutura de ordem nas
populagGes. Para a Discriminacio Logistica, Albert e Lesaffre (1986) citam trés re-

feréncias.



Capitulo 2

O METODO DE KRZANOWSKI

Neste capitulo veremos uma das técnicas mais recentes para a solugdo do pro-

blema de discriminagio quando as varidveis sio misturadas.

O método de Krzanowski denominado, em inglés, de location model, foi intro-
duzido por Olkin e Tate (1961) e utilizado em Analise Discriminante inicialmente por
Chang e Afifi (1974). Posteriormente, Krzanowski (1975, 1980, 1982, 1986) escreveu diver-

sos artigos que viabilizaram a sua aplicagio (daf denominarmos o método com o seu nome).

Para termos uma idéia preliminar do método, consideremos um exemplo simplifi-

cado: Seja X = (X7, X5, X3, onde:

X1 = varidvel categérica cujas categorias seréo representadas por 0, 1 ou 2;
X2 = wvaridvel bindria com seus resultados representados por 0 ou 1;
X3 = variavel continua.

Podemos representar as varidveis X; e X; a partir da seguinte tabela com-

posta por seis caselas:
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Xy
X, 0 1 2
0 _ casela 1 casela 2 casela 3
1 casela 4 casela 5 casela 6

Para cada casela contréi-se uma regra discriminante baseada em X3 e na probabili-

dade de que uma observacio da populagio II; (z=1,..., g) pertenca a esta casela.

Assim, para que uma nova observagio seja classificada, devemos determinar a casela
correspondente &s varidveis categdricas e a seguir, classificd-la em uma das popula-

coes utilizando-se da regra especifica dessa casela.

A principal desvantagem deste método é que o tamanho minimo da amostra necessirio
cresce exponencialmente com o nidmero de caselas. Desse modo, a aplicagdo do método
€ operacionalmente vidvel somente quando as varidveis discriminadoras categoricas for-

marem poucas caselas ou quando pudermos dispor de grandes amostras.

Na Segéo 2.1 formalizaremos o método de Krzanowski e apresentaremos a expressao de
sua regra de classificagfo. A estimacfio dos pardmetros pelos estimadores usuais, via mo-
delos log-lineares e via regressio multipla multivariada serd assunto da Secao 2.2. Na

Secdo 2.3 apresentaremos um algoritmo backward para selecdo de varidveis categéricas.

2.1 O Método de Krzanowski e a Regra de Classificagao

Vamos supor, sem perda de generalidade, que das r varidveis discriminadoras, as ¢

primeiras sdo varidveis categéricas e as p (p = r — g) restantes séo varidveis continuas.
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Dessa forma, podemos particionar X em 2Z e Y,onde Z=(X,,..., Xg) e

Y = (Xpt1,e -0, X0 )

Sejac; (j=1,...,g) ondmero de categorias de Z;, categorias estas que serdo re-
presentadas por 0, 1, ..., c;—1.
Cada uma das possiveis combinacdes das categorias de 2y, ..., Z, de Z definem de

forma tinica uma casela de uma tabela de contingéncia ¢-dimensional. Seja M a varigvel in-
dicativa desta casela. Isto ¢, M assume valores 1, 2, ... , ¢ onde ¢ € o niimero total de case-

las dada por:

c=HcJ- (2—-1)

1=1

A fungio (bijetora) que relaciona um particular valor z (realizagio da varidvel Z) com

o valor mn (realizagio da varidvel M), é :

q i~1
m:l—i—zl-{—Zz_,'(Hcv) (2-2)
j=2 v=1

Esta fungio simplesmente rotula as caselas. Por exemplo: se Z = (Z;, Z,, Z3) com

1 =3 e cp=c¢3 =2 entdo, aplicando (2 -2}

m=14+214+32;+62z;

que gera os seguintes valores para M:
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z3 =0

z3 =1
21 21
zy 0 1 2 P 0 1 2
0 1 2 3 0 7 8 9
1 4 5] 6 1 10 i1 12

O método de Krzanowski supde que a distribuicio de Y condicionada em (M=m)e
na populagio II; é conhecida a menos de alguns pardmetros. Em geral, supde-se que a dis-

tribuicdo seja normal multivariada com matriz de dispersao constante, ou seja:

(Y[M =m, I;) ~ Ny(ul™, 5) (m=1,..,qi=1,..,¢)

Vamos admitir também que Pr(M=m|I;) (m=1,... »¢i1=1,.., g) seja conhe-

cida.
Como Pr(x|II;) = Pr(y|z,1;) Pr(z|1;) e, utilizando (2 -2),

Pr{z|II;) =  Pr(m|IL)

e Pr(y|s ;) = Pr(y|m,II;)

Temos,

Pr(x|1) p; =Pr(y|m,1L;) Pr(m|IL) p; (m=1...,¢6i=1,.,g)

onde Pr(y|m,II;) é a funcio densidade yemIl; e M = m.

Portanto, a regra étima de classificagio pelo método de Krzanowski torna-se:
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Dado x' = (2',y'), localizo m e

se Pr(y|m,I;) Pr(m|IL;) p; :hg}angr(y|m,Hh) Pr(m |1l ) ps

i (2-3)
entao, x € R;

Krzanowski (1975) restringe o método para o caso em que Pr(y|m,II;) é a densi-
dade de uma distribuigao normal p-variada com média #Sm) e matriz de variincias e co-
variancias constante X. Referiremo-nos a isto, simplesmente, como hipétese de normali-

dade e a utilizaremos aqui e nas demais segdes deste capitulo.

Sob a hipdtese de normalidade, pode-se mostrar (através de simples manipu-

lagoes algébricas) que a regra (2 ~ 3) é equivalente a:

Dado x' = (2z',¥'), localizo m e

se d7, -2 In[p; Pr(m|IL;)] = ":Ey{d%m—ZIn[ph Pr(m]Hh)]}

entdao, X € R;

onde &%, = (y — (™)™ (y ™) (i=1,..., g).

Considere a situagio em que as varidveis categéricas sdo ndo informativas, isto é,
Pr(m|I;) é igual a uma constante para todo m e para todo z. Neste caso, a re-
gra do método de Krzanowski, numa casela qualquer, ¢ equivalente a regra da LDF calcu-

lada exclusivamente com os dados pertencentes a esta casela.

Um caso particular do método de Krzanowski em que se pode observar, com clareza,

a superioridade deste em relagao & LDF € descrito a seguir.

Chang e Afifi (1974) introduziram a idéia do método de Krzanowski apresen-
tando o caso de duas populagSes e uma varidvel bindria Z (admitiram, por simplici-

dade, que p; = p»). Obtiveram duas funges discriminantes, utilizadas conforme o valor de
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Z. Sob a restrigao de normalidade, isto & (Y|Z ==z 1I;) ~ Np(p,(-z), ), a regra de clas-
sificagio torna-se:
Dado x, localizo z e
¥
se ({2 - uf ) = [v-1 (68 + V] > mPr(z=2|m,)/Pe(z = 2|10 )]
entdo, x € Ry;

caso contririo, x € R,

Observe que mesmo quando a varigvel Z , isoladamente, nio tem nenhum poder dis-
criminatério, isto é, Pr(Z |IIi) = Pr(Z|IL;), a discriminagio baseada no método
de Krzanowski ainda tende a suplantar a fungio discriminante linear (LDF) calcu-
lada com as mesmas varidveis. Isto ocorre de maneira expressiva quando existe uma

forma de “reversio” entre Z e V. A Figura 2.1 abaixo, ilustra um caso extremo de re-

VErSao:
g =]
pop d
»
o oM X M X o Do Do pop 2
O nooo L R
Y

Figura 2.1 - Varidveis discriminadoras: V' (continua) e Z (binaria).

Neste exemplo, a regra de classificagio pelo método de Krzanowski terd um desem-
penho étimo considerando que se fixarmos Z = 0 ou 1 as observacoes das populagdes es-
tarao nitidamente separadas. J4 a LDF ou a QDF terdo desempenhos péssimos, pois os ve-
tores de médias e as matrizes de dispersio estimadas de iI; e II; sdo praticamente coinci-

dentes.
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Krzanowski (1977) comparou através de simulacbes o desempenho do método de
Krzanowski com o método da LDF e constatou que na presenca de reversio este ultimo

método é francamente inferior.

Finalizamos esta segio observando que a hipétese de normalidade do meétodo de
Krzanowski pode ser alterada, permitindo que as matrizes de varidncias e covariincias

variem em cada populacio ou até em cada casela.

No primeiro caso, temos:

Y|M=mI;) ~ N,(u™. 5, m=1..,¢i=1,..¢
p i

Gerando a seguinte regra de classificacio:
Dado x, localizo m e
se In|Ti|+ D7, —2In[p; Pr(m|IL;)]=
h=mf?, g{ln [Znl+ D} —21n[p, Pr (m|10,)]}
entao, x € R;
onde Dfy = (y~u™) B v = w™)  (m=1,..,qi=1,.., ).

Pode-se mostrar que se as varidveis categéricas forem nio informativas, esta re-
gra, calculada numa casela m qualquer, é equivalente a regra da QDF calculada exclu-

sivamente com os dados relacionados a esta casela,

No segundo caso, a suposicio é:

(Y[M =m,I;) ~ Ny(u{™, ni™) (m=1,..,¢i=1,.., q)

A regra de classificagio torna-se:
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Dado x, localizo m e
se In|Z{™|+ D%, —2In[p; Pr(m|IL)]=

min {ln Ingm)]—i—D,?lm—Q In [p Pr(m]ﬂh)]}

h=1,.., g

entdo, x € R;
onde D? = (y— ,ugm)) E,(-m) iy —ul™) (m=1...,6i=1,..,9).

E importante considerar que estas extensdes eriam modelos com muito mails para-
metros e a estimagio destes pode, eventualmente, requerer um tamanho de amostra im-

praticavel.

2.1.1 A Distincia de Matusita

O objetivo desta seciio é apresentar uma medida de distincia entre varidveis mis-
turadas que, quando aplicada em Anslise Discriminante, produz os mesmos resulta-
dos que (2—4) quando as probabilidades « priori 580 ndo informativas. Por “priori nio in-
formativa” entenda-se p; = 1/g (i = 1,..., g)- Esta suposicdo é necessiria em to-

das as proposi¢des desta segdo.

No caso cldssico em que se supde que (X|I;) ~ N.(4;,%), a regra de clas-
sificagio LDF é matematicamente igual a classificar x na populacio cuja distin-

cia de Mahalanobis & média desta populagdo for minima (Mardia et al (1979) - pag. 303).

Fazendo analogia com este caso, Krzanowski (1986) utilizou a distancia de Matusita,
definida a seguir, e obteve resultados idénticos a (2~-4). Assim, para varidveis mistu-
radas, classificar x pela regra (2—4) é equivalente a classificar x na populagio cuja distancia

de Matusita for minima.
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Inicialmente, a distdncia de Matusita foi proposta para ser calculada. entre duas popu-
lagdes (Krzanowski (1983-A)). Denotando por Pr(x|Il;} 2 funcfio densidade de X
na populagio II; (i = 1,..., g), temos que a distincia de Matusita entre as popula-

coes II; e II; é dada por:

AN, 1) = 2 (1 — py;)

onde p;; = [ Pr(x|I;) Pr(x]l’I_,-)]llzdx ¢ a afinidade entre II; e 11,
Q

No método de Krzanowski ,

Pr(x]H;):Pr(z,y]H,-):Pr(m,y|H,-)=Pr(y|m,H,—) Pr(m|1I;)

Logo, denotando por 2, o espaco amostral de Y temos,

[

pij = / Z [ Pr{y|m,1I;) Pr(m|I;) Pr(y|m,II;) Pr(m[IIj)]1/2dy

Q, m=1

= > [Pr(m|m;) Pr(m|1;)]'/* /[PT(YIm,Hi)Pf(YfmaHj)]l/zdy

m=1 nr

Sob a suposigio de normalidade pode-se verificar (Matusita (1972)) que:

n_/[Pr()flm,ﬂs) Pr(y]m,ﬂj)]lﬁ’dy:exp (_% dz)

onde = (1™ = Wy £ (™ — )

Logo,

AYI;, ;) = 2 {1“ > [Pr(m|m;) Pr(m [11;)]"* exp (*% dz) } (2 - 5)
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Devido a sua simplicidade e generalidade, esta. expressao pode ser aplicada em muitas
técnicas multivariadas que necessitam do célculo de distancias entre populagbes represen-

tadas por varidveis misturadas.

A adogéio dessa expressao em Anilise Discriminante foi feita por Krzanowski (1986)
que propds classificar uma observagao x, (tratada como populagio degenerada) na popu-

lacéo II; se a distincia de Matusita entre xp e II; for minima.

E possivel tratar xy = (2§, ¥p) como uma populacio degenerada, II; digamos, fazendo-
se com que o valor da casela (mnyp) relacionada com a parte qualitativa 2o tenha probabili-

dade 1. Isto &,

1, se m = my;

Pr(mlﬂj)x{

0, cc

E a parte continua Y tepha massa de probabilidade unitdria no valor obser-

vado y¢ e probabilidade zero em qualquer outro lugar.

Conseqtientemente, a afinidade entre x; e II; que denotaremos por p; (t=1,..,9),
¢ dada por:
pi = [Pr(mo|I)]"* [Pr(yo|mo,IL;)]"/?

[
= Pr(mg|IL)'/? 2T 8|74 exp {“% (YO“#gm)) -1 (Yo “pgm))}

Como minimizar A%(xq,I1;) = 2(1 — p;) ¢ equivalente a maximizar pi, a regra de clas-

sificagio torna-se, dado x,
se pi= max p entao, x¢ € R; (2 —6)
= | At g

O fato notdvel é que a regra acima é exatamente a mesma que a regra (2—4)

quando as probabilidades a priori p; (i = 1,..., g) s8o nio informativas. Entre-
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tanto, a regra de classificagfio baseado na distdncia de Matusita tem vantagens descriti-
vas. Por exemplo, pode-se verificar se uma observagao x é um outlier analisando-se a mag-

nitude das distancias A%(x,II;) (i = 1,...,9).

2.2 Estimagio dos Paradmetros

2.2.1 Estimadores Usuais
Em geral, a regra (2—4) nio é aplicivel uma vez que os pardmetros p;, Pr(m|II;),
yf’“) ed (%;, EE"‘)) (m=1,..,¢i=1,.., g) sdo desconhecidos. A informagdo dispo-
nivel, geralmente, consiste em amostras de tamanho n; de cada populagio II; (i=1,...,9).
A estimagio das probabilidades a prioti p; (i = 1,..., g) foi discutida na Secao
1.1. As estimativas dos demais parémetros independem do planejamento amostral e po-

dem ser feitas pelos estimadores usuais:

I)';(mm,.):n,-m/n,-

#: - t = yk
im
kEEim
~ ()} 1 m m
s > =) (e ~ 3™y
Nim — 1
keEl'm

c

53,' = 1 Z(n;m —_ 1) }:‘fm)

n;y—=«¢

m=1

n—gcio

£= ! Z(n;—c)f],- (2-7)
i=1
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onde n;, € o niimero de elementos da amostra pertencentes & populagéio II; e & casela
- .-’ - I - Ay , = bl I
m, Y& € o vetor de varidveis continuas associado & k-ésima observagio e E;, é o con-

junto dos fndices das observagéés que pertencem & casela m e & populagao II;.

Recomenda-se que estes estimadores sejam utilizados somente quando amostras cor-
respondentes a cada casela e a cada populagio estiverem disponiveis em tamanho sufi-

ciente para uma estimacio segura.

A regra de classificacio amostral é obtida substituindo-se os pardmetros pelas suas res-

pectivas estimativas.

2.2.2 Estimacio por Modelos

Quando a amostra nao é muito grande em relagio ao niimero de caselas ¢, € bas-
tante provivel que algumas caselas tenham poucas ou, eventualmente, nenhuma ob-
servacao. Logo, as estimativas serdo pouco precisas ou até impossiveis de serem calcu-
ladas. Neste caso, para que a andlise via método de Krzanowsk sob a hipdtese de norma-
Lidade seja feita, torna-se necessdrio assumirmos a existéncia de estruturas adicionais en-

tre as distribuicoes das varidveis.

Consideremos inicialmente o problema de se estimar através de modelos as probabi-
lidades Pr(m|IL;}) (m=1,..,¢;i=1,..., g) . Como j4 foi descrito, podemos represen-
tar as ¢ varidveis qualitativas na forma de tabelas de contingéncia, uma para cada popu-

lagéo.

Uma forma utilizada para se obter estimativas de Pr(m|II;) é supor que o loga-
ritmo desta probabilidade seja linear nos parametros determinados a partir das varidveis

categéricas. Desse modo é possivel obter estimativas para Pr(m|IL;) mesmo quando a
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freqiiéncia observada n;,, for nula. Evidentemente, a qualidade dessas estimativas estd di-

retamente ligada & qualidade do ajuste do modelo log-linear considerado.

A estimagio por modelos log-lineares é um assunto extenso e foge dos objetivos deste
trabalho. Referéncias bésicas sobre este assunto sio Knoke e Burke (1980) e Bishop,
Fienberg e Holland (1975). Recentemente, Reis (1989) apresentou tese de mestrado so-

bre este tema.

Um resultado empirico que pode ser utilizado no ajuste dos modelos log-lineares
¢ reter no modelo apenas os efeitos principais e as interagbes de primeira ordem.

Krzanowski (1975) argumenta que tal procedimento tem dado resultados satisfatdrios.

Consideremos agora o problema da estimagio de pgm) e X (%;). Krzanowski (1975)
sugere fazermos isto através de regressio multipla multivariada. As varidveis indepen-
dentes deste modelo sio as varidveis categorizadas Zi, ..., Z; assumindo ¢,..., cg “va-
lores” diferentes, respectivamente; e o vetor de varidveis dependentes é formado pelas
varidveis continuas. A idéia é supor que a média das varidveis continuas de cada
casela e de cada populagio possa ser escrita como uma combinagdo linear dos valo-

res das varidveis categdricas.

Contudo, a aplicagio direta do modelo de regressao em varidveis categdricas nio é re-
# ’ - ’, - - # -
comendavel, uma vez que se fizéssernos isso estarfamos introduzindo uma métrica que pode-

ria nao ser adequada.

O artificio utilizado consiste em reparametrizar cada varigvel categérica com  ¢;

(c; > 2) categorias de resposta em ¢; — 1 varidveis bindrias.

Assim, a notagio “a; z;” no modelo que iremos propor significa soma dos produ-
tos dos coeficientes com as varidveis bindrias. Por exemplo, se a varidvel Z; apresenta qua-

tro categorias (¢; = 4) entdo:
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@;jzj = a1 dj1 + apdjp + ajzdi

onde &; é um vetor de pardmetros de dimensio p e as varidveis bindrias d;;, d j2 € dj3 as-

sumermn valores conforme a tabela abaixo:

z; dj djz djs
0 1 0 0
1 0 1 0
9 0 0 1
3 0 0 0

No modelo de regressio poderdo ser incorporadas novas varidveis independentes resul-
tantes de produtos de varidveis a fim de possibilitar a inclusio de interagbes. Assim, o mo-

delo para a2 média da casela m da populagio II; pode ser escrito na forma geral como:

q q g
,u',(m) = a; + E a;; z-gm) + E Z @y zfm) z!(,m)'i"
i=1 =1 v=j+1

(m) _(m) {rm) s
tooct g oz 2 g (m:l,...,c,z:l,...,g)
onde a;, @jj, ..., @;12..q 580 08 coeficientes multivariados do modelo e zf-m) é o valor da

j-ésima varidvel categérica na casela m.

O lado direito da expressio acima pode ter um némero menor de termos, gerando,

por exemplo, modelos de primeira ordem, segunda ordem, etc.

A estimagio dos coeficientes e, conseqlientemente de ,ugm), pode ser obtida através
de regressio miltipla multivariada. Detalhes computacionais podem ser vistos em Mardia
et al (1979) - Capitulo 6. Apds o ajuste do modelo, feito separadamente para cada popu-

lagdo, resulta uma matriz de res{duos que permite obter uma estimativa para X;.
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A estimativa de I, necesséria Para atender a hipétese de normalidade é feita da forma,

usual (2—7).

2.3 Selec¢dio de Varigveis Categoricas

criminantes é o excessivo niumero de pardmetros que necessitam ser estimados. Sob a
hipétese de normalidade e considerando ¢ varidveis bindrias e p continuas, o nimero de

parametros (v) que necessitam ser estimados é:

v.=2g9p +  p (1) 4 (27 -1)g

‘g matrizes de “probabilidades” de
(médias) + ( dispersao ) + ( cada casela )

Observando a expressio acima, verifica-se que o nimero de varidveis bindrias (q) exer-

¢e uma influéncia muito grande na magnitude de v,

sempenho do modelo.

Assim é de grande interesse pritico um procedimento que selecione as varidveis dis-
criminadoras categéricas mais importantes. Krzanowski (1983-B) sugere um procedimento

simples para o caso de duas populagdes, baseado na distincia, de Matusita (2—5) que ora re-

produzimos;

AZ(H]_,HZ) = 2{1"'— Zc: [Pr(m[IIl)Pr(m]HQ)]z

m=]

exp [*i‘ (1™ = ™y B () _ ué’“’)] }
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A idéia do procedimento consiste em eliminar as varidvels categdricas que nao provo-

quem um decréscimo expressivo na distancia original entre as duas populagoes.

O ideal seria calcular a distancia A%(II;, II;) para todas as possiveis combinagdes de
varidveis categéricas. Tal procedimento, entretanto, oneraria em muito o tempo de pro-

cessamento. Dessa forma o seguinte procedimento backward foi sugerido:
(i) Seja A ={Zi,..., Z,}. Calcule A (10, 11,);
(ii) Para cada Z; (Z; € A), caleule A*(M,1I5) sem esta varidvel;

(ii1) Retire a varidvel do conjunto A cuja exclusio no passo anterior tiver resultado no
maximo valor de A*(TI;, II;) ou, equivalentemente, a que tiver gerado a menor reducfio

na distincia;

(iv) Repita os passos (ii) e (iii} até que A = B, ocasifio em que A?*(I1y,1I,) serd calcu-

lada conforme a distincia de Matusita para variaveis continuas:

AT, 1T,) = 2 {1 — exp [—%(#1 — p2) T (g — #2)] }

(v) A escolha do melhor conjunto de varidveis é feita descritivamente.

No exemplo considerado por Krzanowski (1983-B), um problema com seis varidveis
categoricas e sete varidveis continuas foi submetido ao procedimento acima. Apresenta-

mos um resumo dos resultados na Tabela 2.1.

Nao existe um critério formal para determinar quando a redugio na distancia & expres-
siva. Descritivamente, observa-se na Tabela 2.1 que a excluséo das varidveis Z, e Z5 provo-
caram uma redugao muito pequena na distincia entre as populagdes. Se, além destas, ex-
cluirmos a varidvel Z3, a redugiio j4 nio sers tio mexpressiva. Portanto, o “melhor” sub-

conjunto de varidveis discriminadoras qualitativas & {21, Za, Z3, Z6}.
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A A¥IIy,II;)  varidvel excluida redugdo na distancia
21, Zy, Zs, Za, Zs, Ze 1,305 Z4 0,019
21, 2o, Zs, Zs, Zs 1,286 Z 0,054
2y, Zo, s, Ze 1,232 7 0,164
21, Za, Ze 1,068 Z, 0,205
Za, Zg 0,863 Ze 0,225
Z, 0,638 Z 0,423

Tabela 2.1 - Resultados extraidos de Krzanowski (1983-B).

E importante frisar que este procedimento seleciona um particular subconjunto de
varidveis categoricas que tende a ser 6timo no sentido de preservar a distdncia entre as po-
pulagdes devida a estas varidveis e nio étimo para minimizar a probabilidade de classi-

ficagio incorreta de futuras observagdes, que é o nosso objetivo.

Uma critica que poderia ser feita ao procedimento refere-se a0 mesmo tratamento que é
dado as varidveis qualitativas com diferentes nimeros de categorias possiveis. Como o ob-
jetivo bdsico é diminuir o ntimero de pardmetros a serem estimados, nio é logico ex-
chiir uma varidvel (por exemplo bindria) se a reducio na distincia que ela provo-
car for pouco inferior & causada por outra varidvel com, digamos, 5 categorias. A
redugio no nimero de parimetros a serem estimados excluindo-se a varavel com 5
categorias “compensa” o maior decréscimo provocado na distdncia entre as popula-
¢oes. O mais adequado seria considerar como critério de exclusao de variiveis a mini-
mizagdo de uma fungio que relacionasse redugio na distidncia e nidmero de parametros re-

manescentes.

Finalizamos esta secio observando que se a magnitude de A*(II;,IT;) com A =

for compardvel a A*(II;,1;) com A contendo todas as varigveis categéricas, entdo es-
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tas varidveis ndo tém aparentemente poder discriminatério. Mas, mesmo neste caso,
o método LDF calculado com as varidveis quantitativas poderd ndo ter um desem.
‘penho tdo bom quanto o do método de Krzanowski com todas as variaveis, em vir-

tude da possibilidade de haver reversio (Figura 2.1).



Capitulo 3

DISCRIMINAGCAO LOGISTICA

Desde que foi proposto, separadamente, por Cox (1966) e por Day e Kerridge (1967),
o modelo logistico tem sido estudado com bastante freqiiéncia nas dreas de regressao e dis-
criminagao.
A utilizagio deste modelo em Anilise Discriminante (que denominaremos de Discri-
minagio Logfstica) tem vérios atrativos, dentre os quais destacam-se:
(i) as suposicées sobre as distribui¢Ses das varidveis discriminadoras sio bastante gerais;

(ii) pode ser aplicado em varidveis bindrias, continuas ou numa mistura de bindrias e

continuas;
(iii) disponibilidade de software (por exemplo: BMDP, SAS);

(iv) uma vez estimados os parametros, a sua utilizagio é bastante simples.
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As distribuicdes a que se refere o item (i) sdo das varidveis discriminadoras condi-
cionadas na populacio II; ({ = 1,..., g). Veremos na Secio 3.1 qual é a suposigao
necessdria sobre estas distribui¢Ges. Por ora, adiantamos que as distribuigtes mais impor-

tantes que satisfazemn ao modelo logistico séo as seguintes:

(i) distribuicio normal multivariada com mesma matriz de dispersdo em cada popula-
¢do;
(i) distribuicses multivariadas bindrias seguindo um modelo log-linear com as mesmas in-

teracoes em cada Populagao;

(i) uma mistura das situagées (1) e (ii), nao necessariamente independentes.

Entretanto, nio é necessdrio que as variaveis discriminadoras sejam de uma das dis-
tribuigbes acima para que o método tenha um bom desempenho. Day e Kerridge (1967)
afirmam, sem demonstrar, que a Discriminacio Logistica terd um bhom desempenho sem-
pre que uma regra discriminante linear for adequada para o problema, independente-

mente da distribuicio das variaveis discriminadoras.

3.1 - Formulagio do Problema

Como nos capitulos anteriores, consideremos o problema de classificar uma ob-
servagao X, da varidvel aleatéria X em uma das g populagdes II; (i=1,...,9). As varidveis
que compGem X poderdo ser bindrias ou continuas. Existe a possibilidade de se incorpo-

rar outros tipos de varidveis (ver Secao 1.4).

Neste capitulo, X é um vetor aleatdrio de dimensio r +1 com Xy =1, isto & . X =

(1, X3,..., X,)' com densidade denotada por Pr{x|II;).



Capitulo 3: DISCRIMINAGAO LOGISTICA 35

A suposi¢ao fundamental da Discriminacao Logistica é que o logaritmo da razao das

densidades seja linear nos parametros. Isto é, para todo i — L,..., g -1, temos:

!

. [M] =B x (3—1)

Pr(x|Il;)

onde Pr(x|II, ) funciona como referéncia e B € o vetor de pardmetros de dimensio r + 1.

A partir de (3—1) podemos determinar uma expressao para a probabilidade g

posteriori Pr(Il; |x). De (3—1) temos,

Pr(x[H,-):exp(ﬂi—x)Pr(fog) (i=1,...,9-1)

e utilizando o Teorema de Bayes,

Pr(II;|x)

)

Pr{x|II;) = Pr(x) (i:l,...,g—l)

onde p; é a probabilidade g priori de X pertencer a populagio II;.

Logo,
M:exp(ﬂzx)m (i=1...,9-1) (3-2)
Pi Py

somando-se ambos os lados paraz del até g —1, temos

gfpr(n,-lx)z Sexp [111 (f) +ﬁ:-xJ Pr(Il,[x) =

i=1 i=1 g

= lw—Pr(Hg]x)zPr(Hg]x)Eexp [m (?)—kﬁ;xJ =

g

1=1]

= Pr(I,|x) = !

g—1

1+ ; exp [In (pi/py ) + B x]
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que substituido em (3—2) nos d4 a expressdo para Pr(II; | x ):
12
exp [In(pi/p;) + B; x]

1+ Z exp [In(pu/py) + B x|

Pr(ll;|x)= (t=1,...,9-1)

Uma notagdo mais elegante e funcional é obtida definindo-se o) =(ajp an,..., i)

(2 =1,..., g) da seguinte forma:

aio = fio+1n (pi/pg) (t=1...,9-1)

ai; = Bi (t=1,..,9—-1;i=1,...,1) (3-3)

a, = 0

Logo,
exp (@} x .
Pr(Il;[x) = — ( ) (i=1,..,q) (3 —4)

> exp(al x)
h=1

Para classificar uma nova observagio utilizamos a regra que minimiza a probabili-
dade de classificagdo incorreta (equivalente & regra bayesiana) vista na Secfio 1.2.1. Esta re-
gra ¢ equivalente a classificar x na populacio cuja probabilidade a posterior: for maior.

Isto é,

Dado x, se Pr(Hilx):h max Pr (I, |x) entdo, x € R;

LRRRR
onde R; € tal que se x € R; entio x é classificada em II;.
A partir de (3 — 4), podemos reescrever esta. regra de classificacio:

. ' !

5 ) h:].... q Z !
Lew(ax) M=hed S epax)
= o
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ou, simplesmente, classificamos x em II; se

aLxX > o x (h=1,...,9) (3—15)

Portanto, a regra de classificagdo da Discriminagio Logistica ¢ linear em x.

Na prética, os pardmetros sio desconhecidos. E preciso estimé-los a partir de amostras
classificadas corretamente. Veremos na Segio 3.3.1 que, usualmente, métodos numéricos

Seréo necessarios para 15so.

No caso geral, & é um vetor de dimensio (g—1)(r+1). Logo, o niimero de pardmetros
a serem estimados € v = (g — 1)(r + 1), um nimero relativamente pequeno gquando com-
parado com as regras paramétricas. Estamos admitindo também que n > v para (que seja

possivel a estimacio de a.

Para algumas distribuigées de ( X |II; ), a suposicio (3~ 1) ndo é satisfeita. Muitas

vezes a linearidade sé é obtida para um conjunto de fun¢des de x e néo para x, ou seja,

M[M]x7it(x) (i=1p..,0—1)

Pr(x|I,)
onde 7; € um vetor de parametros e t(x) é um vetor de fungbes. A dimensao de t(x) é de-

terminada pelo niimero de funcbes necessérias para que a linearidade ocorra.

Um exemplo cldssico deste problema é o caso univariado com duas populagdes e
(X [II;) ~ N(ps, oF).
Supondo g1 # o9 temos

In [Pr(zﬂ'll)

— 2
Pl‘(.‘Eng)] =Shtnrtme

Assim, a suposicio (3 — 1) é satisfeita se introduzirmos uma nova variavel z, = z2.
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Um outro exemplo € o caso em que X pertence a um intervalo fechado, di-
gamos, [a,b]. A varidvel Z = (X ~a)/(b—a) varia entre 0 e 1. Supondo uma. dis-

tribuigio Beta (a;, f;) para (Z|1;) (i =1, 2), temos

| [Pr(zlﬂl)

PI‘(.’L‘IHZ)] =y 4y Inz+y hl(].—z)

r—a b~z
=7 +7 In (b—_g)'i-?z In (b—a)

Se ao invés de = utilizarmos z; e x4 dados por

T—a b— =z
Ty =1In —_ e 9 =1In —

entao o logaritmo da razdo das densidades serd linear em T1 e z; satisfazendo, dessa forma,

a suposigao do modelo logistico.

Kay e Little (1987) estudaram o problema da determinagdo de t(x)} a partir das dis-
tribuigbes de (A | II;) supostas da familia exponencial. Concluiram que solugoes explicitas
para t(x) s6 sdo possiveis nos casos simples, como por exemnplo, quando (X7,..., X,) sio in-

dependentes entre si ou em alguns casos com r < 3 envolvendo dependéncia.

3.2 - Fungées de Verossimilhanga

3.2.1 - Amostras Conjuntas

Quando a amostragem é conjunta, o logaritmo da verossimilhanca da amostra é dado

por
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g

InLe(a) =Y > In Pr(Il;,x;)

1=1 kEE;

que pode ser escrito como

In Lc(&): Z Z In Pr(H.—lxk)-}—Z z In PI‘(X};)

i=1 kEE; =1 kCE;

Conforme argumenta Anderson (1982), a tinica restrigio a ser satisfeita por Pr(x)
€ que ela seja uma densidade. Esta restricio independe dos valores dos parametros
@. Logo, o estimador de mixima verossimilhanca de a é obtido maximizando-se ape-

nas a primeira parcela da soma acima.

Dessa forma, o estimador de méxima verossimilhanca de a, & é obtido maximizando-

se:

L(D,a)=>" Y In Pr(M;|x;)

i=1 kEE;

onde D € a matriz de dados de dimensio n x r.

Podemos escrever esta expressao usando (3—4):

exp{ &’ x; 1
PI’(H;’,XA—)x - P( 1 A) —

ém@n>imwwwm

he=1
logo,
: 1
LD,a)=)_ Y In{ — (3 - 6)
=1 ke E; Z exp [( o — o )' xk]
h=1
Neste tipo de amostragem n é fixo e os n; (i =1,..., g) sio aleatdrios, o que possi-

bilita a estimativa das probabilidades o priori p; : p; = n;/n.



Capitulo 3: DISCRIMINAGAO LOGISTICA 40

Além disso, uma. vez obtido & (caso exista) podemos estimar B; =(Bio, Bir, ..., Bir)
a partir de {3—3):

Bio = éip — In (?):&;D—m(ﬂ) (i=1,..,9)

Py

Bij:d'ij (i=1,...,g-1;j=1,...,1‘)

3.2.2 - Amostras Separadas

Amostras de tamanhos fixos n; sdo retiradas da distribuicio condicional (X [II;)

para ¢ = 1,..., g. Decorre que as estimativas de pi nao podem ser estimados a par-
g

tir da amostra. Vamos assumir que py,.. ., Pg, com ) p; =1, sio conhecidas ou foram es-

=]

timadas anteriormente.

O logaritmo da fungéio de verossimilhanca amostral é dada por

4

InLs(a) = > > InPr(x|1L;) (3-17)

=1 ke E;

A estimagio de @ na expressio acima deve preservar o fato de que Pr(xg|I;) é
uma densidade. Para isto sio necessérias algumas restrigoes que relacionam os parimetros
@ com a verossimilhanga marginal de X (Albert e Lesaffre(1986)). O problema se re-

sume a maximizar (3 — 7) sujeito a tais restrigdes.

A estimagio de @, neste caso, néo é trivial. Anderson (1972), em artigo que
- - L I
serve como referéncia bésica sobre o tema, estudou o caso em que X € composto so-

mente por variaveis discretas e mostron que o estimador de maxima verossimilhanga de
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@ : &", é obtido maximizando-se a mesma funcio (3—6) deduzida no caso de amostras con-

juntas, a menos da seguinte Corre¢ao no primeiro elemento de &;:

~ -~ ping .
&% = v +1n (_) i=1..,0-1 3_3
0 0 Py i ( g ) ( )

A demonstracio dada por Anderson (1972) foi criticada por Farewell (1979) e
por Prentice e Pyke (1979) pela falta de simplicidade. Ao leitor interessado, sugeri-
mos consultar o trabalho de Anderson e Blair (1982), onde consta uma demontragao ele-

gante para o caso em que X é composto por varidveis binarias.

Nio encontramos na literatura prova formal para o caso em que apenas variaveis
continuas ou varidveis misturadas sio consideradas. Em artigo relativamente recente,

Albert e Lesaffre (1986) consideravam este problema ainda em aberto.

Entretanto, o resultado (3—8) é considerado aproximadamente valido por muitos an-
tores (Prentice e Pyke (1979), Anderson (1982), Anderson e Blajr (1982)). Uma justi-
ficativa intuitiva de que o resultado €, pelo menos, aproximadamente vélido é & possibili-

dade de se “categorizar” as varigveis continuas.

Em resumo, qualquer que seja a natureza das varidveis {bindrias, continuas ou uma
nustura de ambos) e o tipo de amostragem efetuado (conjunta ou separada), temos que

maximizar (3—6):

7

LD,0)=3 Y | - L

i=1 kEE; 2 exp{ay —a; Y x
h=1

Os valores que maximizam a funcio acima sdo os estimadores de maxima verossimi-

lhanga de a quando as amostras sio conjuntas (independentemente do tipo das varidveis

consideradas).
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Quando a amostragem ¢ feita separadamente e as varidveis sio discretas, &" é o esti-

) - . L S
mador de maxima verossimilhanga de & onde &" é dado por

- - pin .
G = édp+1n (-—p—ﬁ) (i=1,...,9g-1)
&TJ:&IJ (izl,...,g—l;j=1,...,p)

com &;*: (&:ﬂ""?&:p) e &; = (&:’{},-.-, d’ip) (izl,...,gml).

Se amostras separadas sdo utilizadas e se hd pelo menos uma varidvel continua no mo-
delo, o resultado acima & tido como aproximado, aproximacio esta considerada satis-

fatoria.

3.3 - Estimacao dos Parimetros
3.3.1 - Maxima Verossimilhanga

Vimos que para a estimagfio de @ é necessirio maximizar L(D,a) em (3—6). Isto é

equivalente a determinar & tal que

OL(D,&) 0

=1,..,9—1;37=0,...
aaij (Z ? : g 1] L .,’P)

Para a solugfio desta equagio foi proposto, inicialmente, o método Newton-Raphson
(Day e Kerridge (1967), Anderson (1972)). Com a evolucio dos algoritmos de otimizagio,
o método quasi-Newton (Gill e Murray (1972)) é 0 mais recomendado atualmente, por

aliar rapidez e convergéncia mesmo com valores iniciais pouco favoraveis.
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Pelo método Newton-Raphson, detalhado no Apéndice A, as estimativas de maxima
verossimilhanca de e séio obtidas através do seguinte procedimento iterativo (Anderson

(1972)):

&n-H = ap — [I(&ﬂ) ]—1 S(&n) (3 - 9)

onde 1(&,) é a matriz hessiana calculada em &, e S{&y,) é a derivada de L(D,a) com

relagio a & calculada em &,,.

Anderson (1972) sugere utilizar o vetor nulo como valor injcial. Com excegio de al-
guns casos que veremos na Segdo 3.4, a aplicagio desta sugestdo tem se mostrado efi-

ciente no sentido de provocar uma convergéncia rapida no processo iterativo.

Usualmente a regra de parada é acionada quando o estimador & atinge a precisio de-

sejada, isto € para um £ pré-fixado,

|Gn41 —Gn |l <€

Outras regras de parada sio necessirias quando o procedimento (3 — 9) nio con-

verge. Elas serdo discutidas na Secdo 3.4.

Uma vez obtido o vetor de estimadores de méxima verossimilhanga & pode-se cons-
truir intervalos de confianga e testar hipéteses sobre os pardmetros utilizando-se de um re-
sultado bastante conhecido da teoria assintética dos estimadores de méxima verossimi-

lhanga (ver, por exemplo, Mardia, (1979) - pag. 102):

& '2-’ Nr+] (a, '—I_l(a))

Para a estimagdo da matriz de varidncias e covariancias, o planejamento amostral € re-
levante. Para amostras conjuntas, a matriz hessiana calculada no passo final do procedi-

mento iterativo gera uma boa estimativa para Var(&) (Albert e Lesaffre (1986)), ou seja:
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Var(a) = ———

I(a)
J& no caso de amostras separadas, Anderson (1972) mostrou que o resultado acima &
valido a menos dos seguintes ajuste nas variancias dos interceptos:
1 1

@(&fo):@(&fo)“*“_ t=1,...,9~1)
n; Mg

onde @:(&ig) é o elemento (h, k) da matriz ﬁr(&) comh={(i—-1)(r+1)+1.
Para pequenas amostras os estimadores de mixima verossimilhanca possuem um vicio

nao desprezivel. Anderson e Richardson (1979) apresentaram técnicas para a correcao desse

vicio e, conseqilentemente, da regra discriminante.

3.3.2 - Procedimento Discriminante Normal

Se as distribui¢des (X |II;) (¢ = 1,.. ., g) forem normais multivariadas com média y; e
mesma matriz de variincias e covariincias I, entao os parametrosa; (j =1,...,g— 1} po-

dem ser estimados diretamente sem a necessidade de métodos iterativos.

Para verificarmos isso, lembremo-nos da suposigdo basica do modelo logistico (3—1):

Pr(x|IL;) _ z':: 3

Se Pr(x|Il;)=[20%|7?/? exp {—%(x——pi)'ﬂ_l (x—,u,—)}

Pr(x|I;) .

= E Y el . }-_ rer—1
entdo, 1nPr(x|Hg)_—2(x TN (x—,u,)+2(x—,ug)2 (x — )



Capitulo 3: DISCRIMINAGAO LOGISTICA 45

1 _ _
= =5 (B + 1) T77 (i — ) + (i — 1) T x

Assim,

1 I
Bio = =5 (i + 1g) T7 (s — 1)

(ﬁﬂ:""l ﬁir)lzs_l(p’i_—pg) (z=1,.,g—1)

A partir de (3 — 3), podemos determinar a,

1 - i
o=~ (it 1) 57 (= ) +1a ( 22
Pg

(ail:---?a'ip)’zr'_] (#i_rug) (i=1,...,g—1)

Observe que, neste caso, a regra de classificacio coincide com a regra dada pela LDF

(Segao 1.3.1).

Finalmente, utilizando os estimadores usuais de p; e ¥, X; e S,, respectiva-

mente, podemos estimar a:

&,-g = —%()_C;"I'ig)lsp—l (5'{,-—3_(9)—1-111 (p,/pg)
(Giry.., &) = S (%i—%,) (i=1,...,9-1)

onde ¥; = ;11—: E Xre S, = ;:1__91 E E (xk—i,-)(xk —}_{;)’.
keE; 1=1 keE;

A utilizagao destas estimativas no modelo logistico é chamada de procedimento dis-

criminante normal e sua eficiéncia foi estudada empiricamente por Press e Wilson (1978)
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e teoricamente para ¢ = 2 por Efron (1975). Recentemente, Bull e Donmner (1987) ge-
neralizaram os resultados de Efron (1975). Todos estes artigos recomendam a uti-
lizagao da Discriminagio Logistica via méxima verossimilhanca se houver pelo menos uma

variavel bindria presente.

Atualmente, o procedimento discriminante normal € recomendgvel principalmente pa-
ra estudo exploratério. Trabalhos importantes em medicina Ja foram feitos utilizando-
se este método, sendo um dos mais conhecidos o de Truett, Cornfield e Kannel (1967).
Neste trabalho os fatores de risco relacionados com doengas cardiovasculares foram pela

primeira vez medidos de forma simples.

3.3.3 - Transformacio Logistica Empirica

Uma das desvantagens da Discriminago Logistica é a necessidade de métodos jterati-
vos para a estimagio dos pardmetros. Existe, entretanto, uma forma alternativa para a es-
timagao de a quando temos duas populagdes e os dados estio resumnidos em uma
tabela de contingéncia. Estd implicita a necessidade das varidveis continuas serem ca-
tegorizadas e no caso de varidveis categoricas, o modelo requer que elas sejam previa-

mente reparametrizadas (Segdo 1.4).

Outra condi¢ao importante para que o método tenha um bom desempenho é que o
nﬁmero de observagdes seja suficientemente grande para que cada uma das ¢ possiveis case-
las, resultantes da combinagio das categorias das diferentes varidveis, tenha um ntmero sig-
nificativo de observagdes (digamos, pelo menos cinco). Isso é necessirio para possi-
bilitar estimativas confidveis dos parametros, haja visto que as propriedades dos esti-

madores foram obtidos para condigdes assintéticas.
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Na pritica, esta condigiio implica que o método sé é vidvel quando temos um nimero
nio muito grande de varidveis discriminadoras. Além disso, o niimero de categorias diferen-

tes de cada varidvel deve ser levado em consideragéo.

Lembrando que a suposicio bdsica do modelo logistico (3—1) para g = 2 é

PI(X&IH]) _al . c
| REATES

Utilizando o teorema de Bayes e a expressao (3—2), obtemos

In [Pr(Hllxk)] —=ln P + B % = a' xi

Pl‘(H2|xk) 1—p

A regra discriminante classifica uma observagio x; em II; se o x;. for maior ou igual

a 0.

A idéia ¢ estimarmos Pr(II;|x; )* diretamente da tabela de contingéncia e, poste-

riormente, considerarmos

Pr(II; lxk)}

=1
Yk H{Pr(Hglxk)

como varidvel dependente de um modelo de regressao miltipla, onde as varigveis discrimi-

nadoras (z3,..., T,) s40 as varidveis independentes.

Dessa forma, temos o seguinte modelo

Yr=ap+ oy Ty +- +ap T + g (k=1,..,¢) (3 —10)

-Ocorre, porém, que a suposigio de homocedasticidade nio é satisfeita, isto é Var(y;)
(k=1,..., ¢) ndo é constante. Assim, o método de minimos quadrados ponderados é re-

comendavel.

* Teoricamente, poderia se estimar In [Pr (T, | x; }/ Pr( I, | xx )].
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Vamos denotar por m; o niimero de observagdes na casela k e por f; o niimero de ob-
servagoes pertencentes a populagéo II; na casela k (k = 1, ..., ¢). A Tabela 3.1 uti-

liza a notagao empregada.

Casela I, 11, Total
1 f my — f my
[ fc Me — fc Mc

Total Ty iy n

Tabela 3.1 - Notacio.

Cox (1970) - pdg. 33 recomenda utilizar os seguintes resultados para se esti-

mar Y,

. fk+0,5
yk:]ln(mkifk-f-OclS) (k:]':"'ac) (3_11)

cuja variincia assintética ¢ dada por

1
mg Pr(IL | %) Pr(Ms |xx)

Var(gy) = (k=1,..,¢c)

que &, segundo Cox (1970) - pag. 34, convenientemente estimada por

(mx +1) (ms +2)

Var(flk) = - (fl. + 1) (mk —fr+ 1)

(k=1,...,¢) (3 —12)

A estimagao de a em (3 — 10) pode ser obtida através de um programa de regressao

multipla ponderada, com os pesos estimados por:
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Wy = [\’rz‘r(g}k)] s (k=1,...,¢) (3—13)

Se o plancjamento amostral for o de amostras separadas, torna-se necessario, apos a

obtengao de &, efetuar a corre¢ao (3 — 8) no intercepto:

&E :EYD-|-111 (pl nz)

P21y

Exemplo

Um gerente de um banco quer determinar quais clientes emitem, freqgiientemente,
cheques de valores baixos. A intencdo é fazer uma campanha contra o mau uso dos
cheques com o objetivo de racionalizar os servigos. Por razées de custo ele quer determi-

nar quais sdo esses clientes baseando-se em apenas trés varidveis:

A1 = ndmero de talées de cheques requeridos por mes;
X, — 1, possui cheque especial;
2 0, ndo possui cheque especial.

Y. - 1, possui cartdo de crédito;
73 7 10, ndo possui cartio de crédito.

Isto é baseado em X, X5 e X5 ele quer classificar o correntista em

II; : emite freqiientemente cheques de valores muito baixos;

II; : n&o emite freqiientemente cheques de valores muito baixos.
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Os dados extraidos de amostras conjuntas estéio resumidos na Tabela 3.2 dada a seguir.

k T3 Iy Ty H] Hg mp
1 1 0 0 20 40 60
2 1 0 1 o 43 48
3 1 1 0 18 37 b5
4 1 1 1 6 85 91
5 2 0 0 14 8 22
6 2 0 1 ) 25 30
7 2 1 0 9 6 15
8 2 1 1 13 61 74
9 3 0 1 17 28 45
10 3 1 0 T7 17 94
11 3 1 1 9 16 25
Total n; = 193 ng = 366 n = 559

Tabela 3.2 - Dados hipotéticos.

O estimador de yx (k=1,..., 11) é dado em (3 = 11). Por exemplo, para a primeira

casela,

) [ 20 4+ 0,5

=1 =
=i (60“-20-{—0,5)] 0,68

A estimagio de 1 ¢ obtida substituindo-se (3—12) em (3—13), logo

]

. [60(20+1)(60-20+1)
“’1_\/ (60 + 1) (60 + 2) =3,70
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Os demais valores de i e 1wy foram calculados e estéio apresentados na Tabela 3.3.

k Yk Wi
1 -0,68 3,70
y -2,07 2,27
3 0,71 3,53
4 2,58 2,53
5 0,53 2,32
6 -1,53 2,17
7 0,38 1,96
8 1,52 3,36
9 -0,49 3,30
10 1,49 3,80
11 0,55 2 46

Tabela 3.3 - Valores estimados da varidvel dependente (yx) e de seu respectivo peso (wy).

A estimagéo de & = (G, Gy, G2, &3), com os respectivos erros-padrdes (entre parénte-

ses) resultou em :

do=-—1,621, & =1,031, Gy =—0,072

(0,119) (0,053) (0,091)

ﬁg = —1,880

Como o coeficiente da varidvel X, foi considerado nio significativo, resolveu-se ex-

clui-la do modelo, o que resultou em:

Go=-1,654, & =1,024 e
(0,119) (0,053)

Logo, a regra discriminante (3—5) torna-se:

classificamos x em II; se —1,654+1,0242; —1,872z3 >0

G3 = —1,872
(0,088)

(3 — 14)
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Ao reclassificarmos a prépria amostra obtivemos a classificagio em II; para k = 5,7
e 10, ou seja, quando a freqiiéncia da casela k da populagio II; superou a da popula-

cio Il,.

E evidente que, como regra discriminante, 0 método multinomial (Goldstein e Dillon
(1978)) que consiste em classificar x na populagio que for predominante em sua casela, é
muito mais simples de ser aplicado. Entretanto, a Discriminacio Logistica permite obter in-

teressantes conclusoes. Por exemplo,

(i) O coeficiente de X3 é nao significativo, o que vale dizer que o fato do cliente ter
ou nao o cheque especial ¢ irrelevante para a classificagio uma vez que as ou-

tras varidveis estdo incluidas no modelo;

(i) E possivel classificar observagoes que nio foram representadas na amostra. Por exem-
plo, nenhuma das 559 observactes dadas na Tabela 3.2 tem observagées do tipo:
z1 = 3, z» = 0 e 3 = 0. Coniudo, matematicamente, é possivel uti-
lizar as estimativas dos coeficientes dadas em (3 — 14) e classificar este tipo de ob-

servagao: Dado x=(1 3 0 0),como o'x=1,419 entdo x € R;.

Certos “pacotes” computacionais estatisticos possuem o programa para regressao

P
miltipla mas sem a opgao de ponderagio. Mesmo neste caso é possivel obter uma es-
timativa de a diretamente. Muitos livros de regressio apresentam este artificio que coi-

siste em padronizar a varidncia dividindo-se Yks Tho,-- -, Thr por 4/ Var(yy).

A principal vantagem no procedimento visto nesta seca0 € que programas de
regressao miltipla sdo mais acessiveis que programas de regressio logistica. Além disso,
técnicas de selegio de varidveis, deteccio de observagbes aberrantes , etc. desenvolvi-
dos iaara problemas de regressao miiltipla poderiam ser diretamente aplicadas em Discri-

minagao Logistica.
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3.4 - Existéncia e Unicidade do Estimador de Madxima Verossimilhanga

Na Segao 3.3.1 vimos que a estimagao de a, vetor de v = (g — 1}(p + 1) parametros,

era obtida através da maximizagio da fungéo (3~6), reproduzida abaixo,

g
1
LD,a)=) > In |
i=1 kEE; 2 exp(ay—a; ) ax)
h=1

Ocorre, entretanto, que certas configuragdes dos pontos amostrais levam a ndo
existéncia de um estimador de méxima verossimilhanca. Para nos, seguindo a li-
teratura (Haberman (1974), Albert e Lesaffre (1986)), nio existéncia de um esti-
mador de méaxima verossimilhanca significa auséncia de solugéo finita na maximizacio
de L(D, @). Dessa forma, torna-se necessirio detectar essas configuragbes com o obje-

tivo de evitar iteragbes desnecessdrias no algoritmo utilizado ou interpretacdes erréneas.

Albert e Anderson (1984) classificaram as configuracdes em trés categorias: se-
paragao completa, separagio quase completa e sobreposigio. Eles verificaram que o es-
timador de méxima verossimilhanca de e existe somente no wltimo caso. Albert e
Lesaffre (1986) apresentaram novas configuragdes em que o estimador de maxima verossi-
milhanga nio existe. Eles as chamaram de separagao parcial e separagio quase par-

cial.

Constata-se que a nio existéncia do estimador de méxima verossimilhanga de a em
sttuagBes préticas é bastante rara estando praticamente restrita a duas situagbes: tama-

nhos de amostras pequenos e varidveis discriminadoras exclusivamente categéricas.
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3.4.1 - Separagao Completa

Dizemos que ocorre separagiao completa nos pontos amostrais se existir o € IR” tal

que para todo k € E; eparatodois# h (1, h=1,..., g) tivermos:

(O.’,' — ﬂh)' x>0 (3 —_ 15)

isto é, todas observagdes sao corretamente classificadas.

Uma representagio grafica para o caso em que g = 2 e temos apenas 2 varidveis

(_Xbl e _Xg) é :

Figura 3.1 - Separacio completa.

Fica evidente ao observarmos a Figura 3.1 que existem infinitos a que classificam cor-
retamente todas as observagdes, no caso os & definem as retas que separam completa-

mente as duas amostras.

Vamos denotar por A° o conjunto dos vetores a, que satisfazem & definigio acima.

(A® é um cone convexo em IR"). Se @ € A° é sempre possivel construir um ve-
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tor A (A # ta), t € R, tal que (o + A) € A%, O vetor A deve ter norma tio pe-

quena quanto for necessdria para que @ + A ainda satisfaca (3 — 16).

Deste modo, existem infinitos vetores de direcoes distintas em A°. Note também,
que para cada @ € A ta € A° (t > 0). Para verificarmos isso basta mul-
tiplicar por ¢ ambos os lados em (3—15). Vamos provar que o vetor que maxi-
miza (3—6) entre os estimadores da “familia” t & é obtido quando ¢ — oo. Se con-
siderarmos outras “familias” dentro do cone A o resultado & anilogo. Como a maxi-
mizagao de (3 — 6) € obtida para vetores nio finitos, o estimador de maxima verossimi-

lhanga nio existe.

Teorema 3.4.1: Se existir uma separagao completa nos pontos amostrais, entao o esti-

mador de méxima verossimlhanca & nfio existe e

max L(D,a) =20
Qc ity

Dem: Seja ta € A° com ¢t € R,t > 0. Substituindo na funcdo a ser maxi-

mizada (3—5), temos

L(D,ta):iZln 7 1

i=1 k€E; > exp [t (ap — a;) xi]
h=1

Observe que quando ¢ tende a infinito, todos as parcelas da somatéria de exponen-
ciats tendem a zero (ver (3'—15)) exceto para h = ¢ quando assume o valor 1 qual-
quer que seja o indice k. Assim, quando ¢ tende & infinito, L(D, &) tende a ZEro, que

€ o seu valor maximo.

Portanto, como a solu¢io @ obtida nio & finita, dizemos que ndo existe estima-

dor de méxima verossimilhanca neste caso. ]
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Configuragdes completamente separadas levam & divergéncia do procedimento itera-
tivo (Segdo 3.3.1). Anderson {1972) mostrou que, neste caso, qualquer que seja o proce-
dimento 1terativo utilizado as solugdes (@,) a partir de algumas iteragdes sao solugoes
que levam & completa separagio das populagdes. Assim é necessdrio incluir uma re-

gra de parada logo que um @ classificar corretamente todas as observacées.

3.4.2 Separagao Quase Completa

Dizemos que ocorre separagio quase completa em D se existir a € IR",a +# 0, tal que
q P ) q

paratodo k € E; eparatodoi #h (i=1,...,g; h=1,...,9):

(a,-—crh)’ X _>_0 (3— 16)

com igualdade dada para pelo menos um (%, h, k).

Em outras palavras, existe um vetor @ que classifica corretamente todas as ob-
servagoes amostrais mas, para pelo menos uma observacio x; esta classificagio nio é
tnica. Isto é, x; pode ser classificada corretamente ou ser classificada em uma outra po-
pulagdo. As observagdes x; para os quais esta classificagiio néo é vnica implicam na igual-

dade em (3-16).

Por exemplo, para ¢ = 2 e r = 2, possiveis configuragbes de dados com se-
paragao quase completa sdo dadas pela Figura 3.2. No caso da Figura 3.2a a é
tnico, ji a Figura 3.2b exemplifica uma situagio em que existem infinitos @ que satis-

fazem & (3 — 16).
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(&) (b)
B
pep 1
»
o pop 2
]
(=] >

X, X
Figura 3.2 - Separagio quase completa (g =2 e p = 2).

Pode-se provar que também neste caso o estimador de méxima verossimilhanga
nao existe. A demonstragdo serd omitida neste trabalho em virtude de sua complexi-
dade do ponto de vista matematico. O leitor podera encontri-la em Albert e Anderson
(1984). Contudo, vérias passagens desta demonstracio foram contestadas e modifi-

cadas por Santner e Duffy (1986).

Um método empirico para detectar este tipo de configuragao dos dados é parar o pro-
cesso iterativo de maximizagio de L{D, a) se |(a; — @) xk| < €, € pré-fixado. Para evi-

tar alarmes falsos recomendamos utilizar esta regra somente apds 3 ou 4 iteragoes.

3.4.3 Sobreposigao

Dizemos que ocorre sobreposigio se existir uma trinca (k, 7, 4) tal que para todo

aclR’ (i,h=1,..., g;i#h e k€ E;) tivermos,
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(a,- - a;,)' X <0

ou seja, pelo menos uma observagao é classificada incorretamente.

N&ao € necessdrio que todas as populagbes se sobreponham. Observe que na
Figura 3.3, em que hd um exemplo para o caso p = 2, ndo hd sobreposicio en-

tre as amostras de II; e II;.

pon 1

popr 2

B g 3

Figura 3.3 - : Sobreposicio.

Teorema 3.3: Se houver sobreposigao em D, entéo o estimador de maxima verossimi-

lhan¢a existe e € tinico.

A demonstragho deste teorema pode ser vista em Haberman (1974) - Capitulo 8 que
se baseia no fato desta fun¢ao ter limite —oo para & — +00 ou @ — —co e ser estrita-

mente concava.
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3.4.4 Separagao Parcial e Quase Parcial
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Albert e Lesaffre (1986) descrevem novos tipos de amostras em que o estimador & nio

existe. Trata-se de uma generalizagio dos tipos discutidos nas Segdes 3.4.1 € 3.4.2. A idéia

destes novos casos podem ser facilmentes intuidas pelas figuras a seguir:

(a)

(&)
xZ
- -
»
- - - . - =
L [
s o » = -- a o » » - -.
o > XHE - » [=] O »x »x
xx - 's‘ xE = -K
o »x » o »x [
> x »
- =

X,

Figura 3.4. - (a) Separago parcial. (b) Separacio quase parcial.

A separagio parcial ocorre quando a amostra de uma populagio estd completa-

mente separada de outras que se sobrepbem entre si. Na Figura 3.4a a amostra da popu-

lagdo II; estd completamente separada de II, e 1I,.

J4 na separacio quase parcial uma das populagoes estd quase completamente sepa-

rada de pelo menos uma das outras. Na Figura 3.4b observa-se que II; estd quase comple-

tamente separada de II.

A justificativa formal incluindo alguns teoremas sobre a inexisténcia de & nestes ca-

sos estarao em artigo de Lesaffre e Albert submetido a publicagdo, conforme cons-

ta em Albert e Lesaffre (1986).
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3.5 Adequagao do Modelo

O método mais consagrado na literatura para verificar se a Discriminagao Logisti-

ca para duas populagées é adequado é o método de Hosmer (Hosmer e Lemeshow (1980))*.

Neste método, a hipétese nula é equivalente & suposicao bésica da Discriminagio Lo-

gistica para g = 2:

Ho : Pr(I|x)=exp(a'x)/[1 + exp{a’ x)]

Para verificar se os dados amostrais obedecem =z essa hipotese, o método de Hosmer
compara a distribui¢ao dos valores estimados das probabilidades a posteriori com os seus

respectivos valores esperados sob Hy. A comparagao ¢ feita através de um teste 2.

O primeiro passo é fixar as constantes €0, €1y--+, €y com m fixado a priori. Estes cj
serao utilizados para definir as m classes que agrupardo as probabilidades a posterior: (es-

timadas) de cada observacio.

A escolha do conjunto de constantes: deve ser tal que:

O:C[}<C1<"°<Cm._1 < ey =1

Usualmente utiliza-se valores para m entre 5 e 10 e amplitudes constantes. Nada im-
pede, porém, que os ¢; sejam escolhidos de acordo com convenientes percentis dos valo-

res estimados de Pr (Il [x;) (k=1,..., n).

Para simplificar a notagio vamos definir:

8 = Pr(10; |x;) (k=1,..,n)

* Este método é encontrado no BMDP (LR).
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Para construir a tabela de valores observados o; ;j € necessario definir a varidvel aleatéria

Wi que assume valores em {1, 2,..., m} da seguinte forma:
Wip=3j se cj_1 S0 <cj (G=1,...m; k=1,..,n)
Dessa forma, o;; (i = 1,2; j = 1,.., m) é o niimero de ocorréncias do par

(II;, W = j) na amostra.

A notagio empregada estd tabulada abaixo:

W
II 1 2 - ™ Total
1 011 012 - O1m iy
2 031 039 e O2m na
Total 01 0.2 ... O m n

O segundo passo do método de Hosmer é estimar a mesma tabela sé que com 05 va-
lores esperados sob Hy. Os valores esperados que denotaremos por e;; sdao obti-

dos da seguinte maneira:

eij =nPr(W = j L) p; (i=1,2j=1,..,m) (3-17)

Estendemos os resultados obtidos por Hosmer e Lemeshow (1980) para poder incor-
porar, também, os resultados oriundos de amostragem separada e obtivemos as seguintes

férmulas:

) ﬁ(W:ﬂHl):%Zﬂk G=1,..,m) (3 — 18)
kEI,'
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Pr(W = j,1I,)

(i) Pr(W=j|l)=
b2

_ Pr(w=j)-Pr(W=j,m)
P2

_Pr(W=j)-P(W=j|mL)p,
D2

zi ﬂ_fizfgk (J=1,..,m) (3—19)

D2 n n,
kel;

Ondte‘—‘{kEEICjw_lggk(Cj}.

Quando a amostragem é conjunta os valores esperados se reduzem para:

61_7' = Z 91:

kel;

€ €25 = o.j——el_,- (]:1,,m)

No caso de amostragem separada basta aplicar as férmulas (3—18) e (3—19) em

(3—17).

O teste x? é comumente usado para testar se existe diferenca significante entre os va-

lores observados & os previstos pelo modelo. A estatistica proposta é

2 m

PR
Thy = Z; Z; (o35 e;u)
1= 1=

que, assintoticamente, segue uma distribuicdo x? com (aproximadamente) m — 2 graus de

liberdade.

2

Assim, rejeito Hg se Ty > Xeritico:
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Exemplo
Consideremos o exemplo da Segéo 3.3.3. Naquele exemplo, a estimativa da probabili-

dade e posterior: Pr(II; | x) era dada por,

exp(—1,65+1,02 z; — 1,87 x,)
1+exp(~1,65+1,02 z; — 1,87 z3)

O = Pr(M |xi) =

Vamos fixar m = 5; ¢p = 0; ¢ =0,2; ¢ = 0,4;...; ¢5 = 1,0.

A determinagio de wy é feita verificando-se em qual intervalo 6y estd. Por exem-

plo

se =03 = c<Oh<c = wy = 2

A tabela dos dados incluindo 8 e wy é dada abaixo,

k I T3 1I4 H, Tk o Wk

1 1 0 20 40 60 0,348 2
2 1 1 5 43 48 0,076 1
3 1 0 18 37 55 0,348 2
4 1 1 6 85 91 0,076 1
5 2 0 14 8 22 0,597 3
6 2 1 ) 25 30 0,186 1
7 2 0 9 6 15 0,597 3
8 2 1 13 61 74 0,186 1
9 3 1 17 28 45 0,389 2
10 3 0 77 17 94 0,805 5
11 3 1 9 16 25 0,389 4

Tabela 3.4 - Valores de §;, = Pr(II; |z ) e wi definido no texto.
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Que pode ser reestruturada originando a tabela dada abaixo:

I w Total
1 2 3 4 o

1 29 55 23 9 77 193

2 214 105 14 16 17 366

Total 243 160 37 25 94 559

Tabela 3.5 - Tabela de fregiiéncias observadas.

Os conjuntos I; sdo determinados através de uma simples inspeciio na Tabela 3.4.

I = {2,4,6,8) Iy = {5,7} Is = {10}

I, = {1,3,9) I, = {11}

Considerando que a amostragem foi obtida conjuntamente podemos obter os valo-

res esperados a partir da Tabela 3.4 diretamente.

Por exemplo,

13 =Y = 3 6 =(22415) 0,597 = 22,09
kEIB ke{s5,7}

Procedendo de forma andloga para as demais caselas, podemos construir a seguinte

tabela:
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I | W Total
1 9 3 4 5

1 29,91 57,53 92,09 9,73 75,67 194,93

2 213,09 10247 1491 1527 1833 364,07

Total 243,00 160,00 37,00 25,00 94,00 059,00

Tabela 3.6 - Tabela de freqiéncias esperadas.

O célculo do qui-quadrado (x?) resultou em

T =0,508

cujo nivel descritivo em relagio a uma distribuicio x* com 3 gl. é de aproximada-

mente 90%. Portanto, nio hd evidéncias para a rejeicao de Hp.

A extensdo para o caso ¢ > 2 ndo ¢ imediata. Sugerimos escolher uma po-
pulagdo base, por exemplo II,;, e aplicar 0 método Hosmer para IT; versus 1II,
(7 = 1,..., g — 1), e aceitar a hipétese se todos os ¢ — 1 testes forem nio signifi-
cantes. Métodos como o de Bonferroni podem ser utilizados para garantir um nivel de con-

fianga global pré-fixado.

Ainda para o caso de duas populagdes, COpaS. (1983) e Landwehr, Pregibon e
Shoemaker (1984) desenvolveram métodos graficos para checar a adequacidade de mo-

delos logisticos.



Capitnlo 3: DISCRIMINAGAO LOGISTICA 66

3.6 Selegao de Varidveis

Muitas vezes o numero de varidveis discriminadoras é excessivo sendo necessario
que o estatistico selecione um subconjunto de varidveis dentre todas as varidveis dis-
criminadoras. Nao raramente, a taxa de erro real decresce ao retirarmos do mode-

lo varidveis com pouco (ou nenhum) poder discriminatério.

Nesta secdo, veremos um método stepwise de selecdo de varidveis proposto por
Peduzzi, Hardy ¢ Holford (1980). Neste método, a hipdtese nula é que o pardmetro da
J-ésima varidvel que serd considerada para entrar no modelo, X(;}, é nulo. No mode-
lo ja estao as varidveis X (1)» - - » A(j—1) cujos pardmetros foram estimados via mixima ve-

rossimilhanga.

Antes de apresentarmos a estatistica do teste, vamos definir algumas notacdes:
Seja x*(9) = (Tryy- axpy)) (B = 1,...,n; 5 = 1,..., ) o vetor contendo os va-
lores de j varidveis aleatérias (nfio necessariamente Xi, .., X;) para a k-ésima ob-

servacao e @’ o vetor contendo os pardmetros Q(1), ..., ;) correspondentes.

Vimos na Segéo 3.2 que a obtencio dos estimadores de maxima verossimilhanga era

feita maximizando-se L(D, a?) (3—6) que aqui serd denotado por:

L(D,a’} = i > In Pr(II;, xM9)

=1 kEE;

Além disso, adaptamos as fungdes I{a) e S(a} definidas na Segdo 3.3.1 da seguinte

forma:

OL(D, o)

i) = | =

aj"l,cr(j) = 0} 1x1

&L(D,a’)

I e
) [aa(,.) )

a7l agy = 0] ixj
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A estatistica, que denominaremos de estatistica P, é dada por:

P(r)=[05-1 8;(M] (7)) [0j-1 S;i(7)] (3-19)

S i1
onde 0;_; € um vetor linha de zeros de dimenséo {j — ley= (QJD ) ¢ um vetor de di-

mensao j.

A estatistica P ¢ inspirada num resultado da teoria dos estimadores de mixima
verossimilhanca que iremos descrever sucintamente a seguir: Rao (1973) - pég. 418
mostrou que se & sdo os estimadores de méxima verossimilhanca e &* sfo os esti-
madores de maxima verossimilhanga sujeitos, porém, a m restricoes, entio, sob cer-

tas condigdes de regularidade,

5@%) (&) s@@) ~ ¥ (3-20)

onde S é a matriz hessiana e I é a matriz de escores correspondentes.

Y al  al N - ~ ! s
Por exemplo, se & = (al,az) e & = (a*'l,O’) podemos testar a hipdtese as = 0

aplicando o teste (3 — 20) acima. A estatistica P é semelhante a (3 — 20) se considerar-

Inos

=13
Il
=)
[}

;o T - =1
Observe que ao contririo da estatistica apresentada por Rao, os pardmetros & " nao
sao estimados novamente na estatistica P.

A distribuigdo da estatistica P ainda nio é conhecida, contudo, devido a sua simi-
laridade com (3 ~ 20) Peduzzi et al (1980) sugerem’ que se compare o valor desta es-

tatistica com o valor de uma. distribuicao x%l).

O algoritmo stepwise é apresentado a seguir:
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calcule (3 — 19) para cada uma das varidveis X7, ... y Xr sem nenhuma outra varidvel
no modelo. Seja a(q) o pardmetro referente a varidvel que gerou o valor méximo em

_ 2 .
(3 — 20). Pare se este valor for menor que X; (critico)
calcule 0 EMV (estimador de mdxima verossimilhanca) de agy;

calcule (3 — 19) para cada uma das varidveis que ainda nio entraram no mode-

lo. A varidvel associada ao valor maximo obtido é a proxima a entrar no mode-

2

lo desde que esse valor seja maior que Xl(cn'tico)'

Pare caso contrario;

calcule o EMV considerando todas as varidveis que entraram no modelo. Usan-
do a teoria assintética dos EMV teste a “significAncia” de cada parametro. Re-
mova todas as varidveis cujos pardmetros foram considerados nio significativos. Re-

torne ao passo (iii).

Observe que o método proposto nao considera o intercepto. Dessa forma, apds a

selegao das varidveis discriminadoras deve-se modelar novamente com as varidvels sele-

cionadas e o intercepto para a obtencio dos EMV definitivos. Outra solugdo seria adap-

tar o método de tal forma que o intercepto fosse considerado inicialmente.

Qualquer que seja a solugio adotada, convém recordar que se o planejamento amostral

for o de amostras separadas, o ajuste (3 — 8) devera ser efetuado.



Capitulo 4

METODOS NAO-PARAMETRICOS

O objetivo deste capitulo é descrever alguns métodos discriminantes nao-paramétricos

que podem ser utilizados em problemas contendo varidveis misturadas.
Descartando aqueles métodos que requerem a prévia “categorizacio” das varidveis
q-uantitativas, consideramos relevantes os seguintes:
- método do Nicleo (Kernel);
- método dos k-Vizinhos Mais Préximos (k- Nearest Neighbor);
- método da Arvore Biniria de Classificagao.
Em geral, métodos nio-paramétricos requerem amostras maiores e um tempo de pro-

cessamento superior quando comparados com os métodos vistos nos capitulo anteri-

ores.

Contudo, tais métodos sio particularmente interessantes ma presenga de mui-
tas varidveis categéricas ou na presenca de varidgveis continuas com distribuigées muito as-

simétricas.
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Em nossa opinido, o método da Arvore desenvolvido por Breiman et al (1984) terd den-
tro de poucos anos uma popularidade superior aos outros métodos nio-paramétricos, haja
visto que a sua principal desvantagem (excessivo tempo de processamento) tende a desa-

parecer com o desenvolvimento dos computadores.

Observamos, também, a existéncia de um grande niimero de artigos recentes so-
bre o método do Nucleo, levando-nos a conjeturar numa maior divulgacio e uti-
lizagiio deste método. O mesmo néo ocorre com o método dos k-Vizinhos Mais Préximos

que tem sido citado, em geral, apenas devido a sua importincia histérica.

/_11.1 O Método do Niicleo

O método do Niicleo, introduzido por Parzen (1962), consiste em obter a par-
tir (exclusivamente) da amostra uma estimativa para a densidade das varidvels discri-
minadoras. A sua aplicagio em Andlise Discriminante é feita calculando-se esta esti-

mativa para cada populagéo e classificando x de acordo com a regra ofima de classi-

ficagdo (Segio 1.3.1):

Dado x, se Pr(xfl’[;)p,-:hnllax Pr(x|IIy)pr  entio, x € R;
=1, g

O método do Nicleo permite obter estimativas da Pr (-xll'I,- ) a partir, exclusi-
vamente, de amostras de II; (i = 1,..., g). Deste modo vamos egtudar ) p'roble;
ma genérico de estimar a densidade de uma varidvel aleatéria multidimensional X a par-
tir de uma amostra (x;,..., x,). A estimagio dessa densidade por este método de-

pende de X através de uma fungdo (fungio Niicleo) que denotaremos por K(x) con-
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truida a partir da amostra. Para o nosso problema de varidveis misturadas * utilizare-
mos a proposigao de Aitchison e Aitken (1976) que consiste em definir K (x) como sendo
o produto Ki(z) K2(y), onde K;(z) e K2(y) sdo as funcoes Niicleo das partes categoricas

e continuas do vetor x respectivamente.

Este enfoque permite tratarmos separadamente cada tipo de variavel. {

4.1.1 Varidveis Continuas

Para termos uma primeira nogio de como funciona este método, consideremos o caso
univariado. Seja Pr{y) a funcio densidade de probabilidade de uma varidvel aleatéria
continua ¥ e P (2 <Y < b) a probabilidade de que ¥ pertenca ao intervalo (a,b). Pode-

mos aproximar Pr(y) para A suficientemente pequeno da seguinte forma:

1
Pr(y)mz—,—\-P(y—,\<Y<y+)\)

Assim, um estimador natural para Pr(y) consiste em fixar o valor de A e esti-
mar P(y—A <Y <y+A) pela propor¢io de pontos amostrais pertencentes ao inter-

valo (y — A,y + A).

Dada uma amostra (y;,..., y,) podemos escrever esta estimativa utilizando a
fungao indicadora I(-) que assume o valor 1 se a proposigao entre parénteses for ver-

dadeira e 0, caso contrario.

n

ZI(y—A<yk<y+A) —o<y <o
k=1

1

Pr(y) = 55

o
3=

*  Varidveis discretas e varidveis ordinais podem ser incorporadas ao problema

(Secoes 1.4 e 4.1.3).
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Por conveniéncia de notagio, podemos reescrever esta expressido como:

Pr(y)z-X; E Ix(——-Ay) —~o0 <y < oo
kel

onde E={1,...,n}e

ff(y—_yk) 1/2, se y—A<yp <y+ X
A

0, caso contrario.
ou seja, denotando (y — yx)/A por w, temos:
1/2, se |w|<1;

K(w) = (4—1)

0, caso contréario.

que ¢ a fun¢do densidade de probabilidade de uma distribuigdo uniforme em (—1,1).

A fungdo K(-) é chamada fungio Nicleo (em inglés, K ernel) e A é denominado
pardmetro de alisamento. Este parimetro pode assumir valores reais positivos e esta rela-
cionado com a dispersio de y. Critérios para a sua escolha serio discutidos no fi-

nal desta segdo.

Exemplo 4.1

n = 10;
A=10,5 (neste exemplo, escolhido arbitrariamente)
Dados: y, = 1,0
y2 = ys = 1,5
Yo = ¥s = 2,0
¥ve = yr = 4,0

Y& = Y = yio = 4,5.
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Para todo y (—00 < y < o) pode-se calcular ﬁ;(y) Por exemplo, para y = 2 temos

20)_ ZK(ZD y“)

kEE

2,0 -y
- o0 2K (255%)

keE

11 |
= 0705 3 FwklLd <y <25 k€ E)
- ] }=0,2
T 10-0,5 2 WU T

onde #A representa o niimero de elementos do conjunto A.

Os resultados para todos os possiveis valores de y estao na Tabela 4.1.

Valores de y {yrly— A<y <y+AX; ke E) f;r—(y)
y<0,5 @ 0,0
0,5<y<1,0 {y1} 0,1
1:0<y<135 {ylay2:y3} 013
y=1,5 {y21y3} 0,2
175<y<270 {y21y3:y4:y5} 074‘
2:05y<2,5 {y41y5} 032
2,6<y<3,0 Y 0,0
3,05y <3,5 { 0,0
3)5<ys4‘10 {y51y7} 0:2
410<y<4=5 {yﬁny:yB:yQayID} 0:5
4,5 <y <5,0 {ys, ye, y10} 0,3
y=>5,0 ¢ 0,0

Tabela 4.1 - Valores estimados para a densidade Pr(y) pelo método do Niicleo.

A representagio grifica deste exemplo pode ser vista na Figura 4.1.
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!gr Ly) 06

05 —

3
x x 3 x $
00

Figura 4.1 - Densidade estimada de y. As observagdes estdo representadas por X.

| O estimador de Pr(y) com a fungio Nicleo (4—1) apresenta alguns inconve-
nientes (Silverman (1986) - pag. 12). O mais grave é o fato da densidade estimada
nao ser continua, o que pode levar a um observador destreinado a interpreté-la erronea-
mente. Este problema pode ser contornado adotando outras fungdes Nicleo. A mais uti-
lizada ¢ a de Parzen (1962) que sugerin trocar a fungio Nicleo (4—1) pela fungo densi-

dade da distribuigdo normal padrio:

I{(w)=\/—;;ﬁ exp (—%wz) — 00 <w < 0o (4 —2)

Uma diferenga desta fungio Niicleo com a definida em (4 — 1) é que naquela fungio
56 contribuiam para a ﬁ(y) os valores de yx que estavam no intervalo (y — A,y + ). Além
disso, essa contribuicio era constante (igual a 1 /(2n ) nio importando se y; estava
muito préximo de y ou no limite do intervalo. J4 a fungio definida em (4~2) leva em con-
sideragio todos os yx (k € E) com os valores préximos a y tendo um peso proporcional-

mente maior na estimacgao da densidade.
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Exemplo 4.2

Utilizando os mesmos dados do exemplo anterior e a fungio Nicleo (4—2) temos,

Fi) = o5 K (452

keE

1 5 1 exp{_} (y—yk)z}
10'\keE‘/2H 2 A

A escolha do pardmetro de alisamento A é fundamental. Observe o efeito nas for-

mas das densidades estimadas para A = 0,1; 0,5 e 1,0 na Figura 4.2.

Pr (¥} 0.7

0.6
/\—’- aso'j

0.5

0.4 AA /
K o R
> ‘\‘\ » 3=4,0
NZPPPLSIFTAN

o 1 ) 3 4 5 s v

Figura 4.2 - Estimativa da densidade de y para A = 0,1; A = 0,5e A=1,0.

Observe que o valor de A estd relacionado com a dispersio da densidade esti-
mada. No caso da Figura 4.2 a escolha de A = 0,5 parece ser a mais recomendada. Entre-
tando, a escolha de A graficamente nio é possivel nos casos multivariados. Veremos no fi-

nal desta segio como escolher ).
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Quando Y € um vetor composto por p varidveis aleatdrias continuas, usual-
mente transforma-se cada uma das varidveis de forma a reduzi-las a varidveis com variancia

unitdria. A seguir, estima-se a sua densidade por:

— 1 1
PI(Y):WEZEK[X (Y—Yk)] y € IRP

onde, denotando + (¥ — yx) por w temos:

K(W)zm exp (-—%W'W) w € IRP (4—3)

Como no caso univariado, o pardmetro A deve ser escolhido criteriosamente. Va-
lores muito grandes para A geram densidades quase uniformes e valores muito pe-
quenos tendem a gerar gréficos com vérios picos e muito dependentes da particu-

lar amostra obtida (ver Figura 4.2).

Um critério natural para determinar o “melhor” )\ seria através da maximizagio da

seguinte pseudo-funcio de verossimilhanga:

1560 =11 {—f\— gk (yk—y,)]} -9

keE k€E ley

onde K(-) é a fungéo Nicleo definida em (4—3).

Ocorre, entretanto, que o valor de A que maximiza (4—4) tende a zero (Hand (1981) -

pag. 28), o que nio é razoivel nas aplicagdes praticas.

Inspirados no método da exclusio (Seghio 1.2), Habbema, Herman e Den Broek
(1974) propuseram que a estimagio de Pr(y:) em (4 — 4) fosse calculada baseando-se
na amostra D = {yi,..., y,} excluindo-se o elemento {¥+}. Em resumo, ao invés
de se estimar por ﬁ:(yk | D), estima-se por I?r_(yk | D — {yx}). Dessa forma o “me-

lhor” X é obtido através da maximizacio de
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Hf;l:(YkID_{Yk}):H 1),\p ZK[I (y"_yl)]

IEE
kEE keE rsu

= [nil(ZH)llﬂlz AP]" II 4> e [—ﬁg(yk ~y1) (vx _Yl)] (4-5)

IEE
kEE rr

O valor de A que maximiza a fungio acima poderia ser obtida através do método
Newton-Raphson (ver Secio 3.3.1). Entretanto, como as derivadas de primeira e se-
gunda ordem néo séio programaveis de maneira simples, convém utilizar outros métodos

de otimizagio néo linear.

Na Figura 4.3 abaixo, apresentamos o grifico da pseudo-fungfo de verossimilhan-
¢a (4—5) em funcio de A calculado com os dados do Exemplo 4.1. O valor de A que ma-

ximiza essa fungio é aproximadamente 0, 35.

T Bl%lp-1%1). 0-e
ke F(%lp 1{;})

S—

Figura 4.3 - Pseudo-fungéo de verossimilhanca em funcio de A.

Em referéncia mais recente, Silverman (1986) - paginas 84 a 88 - apresenta ou-

tros critérios para a escolha do pardmetro de alisamento. ]



Capftulo 4: METODOS NAO-PARAMETRICOS 78

4.1.2 Varidveis Qualitativas Nominais

Counsideremos o problema de estimar a fungéo de probabilidade de um vetor Z com-
posto por g varidveis qualitativas Z,..., Z; a partir de uma amostra D = (2z1,..., Zy).
Como definimos anteriormente, ¢; {(j = 1,..., ¢) é o nimero de categorias diferen-

tes que a varidvel Z; pode assumir.

Inicialmente, vamos supor que as variaveis sejam bindrias (c; = 2; 7 = 1,..., ¢). A dis-
tribuicio de probabilidades de Z é dada pelas probabilidades de cada uma das 29 possiveis
caselas geradas pelas combinagbes de resultados de Z. Na pratica, fregilentemente, o
tamanho da amostra é pequeno em relag&o ao niimero de caselas impossibilitando que as es-

timativas usuais sejam confidveis.

A idéia do método do Nicleo para este caso é estimar as fregiiéncias espera-
das de cada casela considerando-se todas as observagbes da amostra de forma ponde-
rada. Assim, para estimar a freqiiéncia da casela, digamos casela ¢, atribufmos as ob-
servagoes que pertencem a esta casela o peso maximo: 67, onde ¢ é o pardmetro de ali-
samento. Ja as observagbes que pertencem as caselas que diferem de ¢ por causa de uma
varidvel apenas, entrariam com o peso (1—§)6?7!, e assim sucessivamente. Estima-se a pro-

babilidade de uma casela dividindo-se a freqiiéncia esperada pelo tamanho da amostra.

Para que este critério de ponderagio seja coerente, isto é, dé mais peso as ob-
servagbes proximas da casela cuja probabilidade estamos estimando, é necessédrio que

0,6 <d<1.

Por exemplo, seja ¢ = 2 e os dados resumidos na Tabela 4.2.
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<1
29 0 1
0 2 3
1 4 0

Tabela 4.2 - Freqiiéncias observadas.

A estimacéo da freqliéncia da primeira casela (z = (0,0)" ) é feita somando-se 2 62 re-
ferente &s duas observagbes desta casela mais (3 + 4) (1 — §) 627!, referente s ob-
servagOes das caselas 2 e 3 (z = (1,0)" e (0,1)', respectivamente ) que diferem da primeira
por uma varidvel apenas e, finalmente, somandose 0 (1 — §)? referente & tltima
casela; o que resulta em 76 — 56%. Os valores esperados para todas as caselas con-

siderando é = 0, 50; 0,75 e 1,00 estio na Tabela 4.3.

4] 2] 1
Z9 0 1 29 0 1 Z9 0 1
0 2250 2,250 0 2438 2,312 0 2,000 3,000
1 2250 2,250 1 2,812 1,438 1 4,000 0,000
é§ =0,50 6=0,75 6=1,00

Tabela 4.3 - Freqtiéncias esperadas.

Observe na tabela acima que a escolha de § = 0,50 implica numa distribuigio uni-

forme para todas as probabilidades das caselas e § = 1,00 reproduz a tabela de valores ob-

servados.
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A escolha do melhor § é feita maximizando uma funcio baseada no método da ex-
clusiio. Freqlientemente, § é escolhido pelo algoritmo como sendo um valor préximo a
1. Isto significa que a probabilidade estimada em cada casela é bastante préxima & pro-

porgio de observactes pertencentes a esta casela.

Aitchison e Aitken (1976) sugerem estender a fungio Nicleo para varidveis categéricas

da seguinte forma:

Pr(z) = % S K(z, )

keE

g
onde K(z, zx) = [] Ko(zj — 2x5),
=1

4, se zj — zgj = 0;
com Ko(z; — 2xj) = (4—6)
(1-68)/(c;—1), ¢ c
Se ¢; (j = 1,..., q) for igual a uma constante ¢’ pode-se reescrever esta férmula de

modo sintetizado:

ﬁ(z):%Z&?"d (;:i)d (4—7)

keE

onde d é o nimero de elementos diferentes de zero do vetor (z — z;).

No caso bindrio, restringimos o espago de variagio de § ao intervalo (0,5;1) para
que os “pesos” atuassem de forma coerente. Para o caso geral, a mesma restri-
gao torna-se
1-46 1

=

6> —  =1,...

6>

g
ou seja, § deve ser escolhido no intervalo A = () (Cl, 1).
j=1 "
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Para a escolha de 4, novamente o método de exclusio é recomendado uma vez que
a maximizagio com relagio a § de ][ Pr(zx|D) leva ao valor § = 1 que, como vi-

kel
mos no exemplo, nio é satisfatorio, pois gera as mesmas freqiiéncias observadas.

‘Aplicando 0 método da exclusio, como no caso continuo, temos que escolher § (§ € A)

que maximize

[Pk iD = =) = I] = 3 Koty ) (t-8)

lEE
kEE keE 1

onde K(-) é a fungdo Nucleo definida em (4 — 6).

Todos os comentérios feitos quando da determinagéo de A no caso continuo valem para
a estimagio de é. Inclusive, no que se refere 4 inviabilidade da maximizagio pelo método

Newton-Raphson.

Apenas para ilustragho, calculamos o valor “4timo” de 6 pelo método da ex-
clusdo para os dados da Tabela 4.2 e obtivemos § = 0,966 que gerou os valores espe-

rados apresentados na Tabela 4.4.

23
Z2 0 1
0 2,0962 (2) 2,8698 (3)
1 3,8018 (4) 0,2322 (0)

Tabela 4.4 - Valores esperados para § = 0,966. Valores observados entre parénteses.

A utilizagio da fungdo Niicleo (4—6) para varidveis categéricas e do algoritmo de
selegio de 6 tem dado resultados satisfatérios. Por exernplo, Aitchison e Aitcken (1976)

avaliaram os dados apresentados por Anderson (1976) e verificaram que o método do Niicleo
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apresentou desempenho superior ao da Discriminagio Logistica que por sua vez havia tido
um desempenho superior & LDF. Em nossa opiniao, este resultado ndo é surpreendente uma
vez que em qualquer caso de reversdo (Segao 2.1) o método do Niicleo tende a ter um de-

sempenho superior aos métodos LDF e Discriminagio Logistica.

4.1.3 Variaveis Qualitativas Ordinais

Uma extens@o possivel é considerar a estrutura de ordem quando as varidveis sio qua-
litativas ordinais. A fungio Kyp(z; — zx;) da fungdo Niicleo (4 — 6) deveria, neste caso, as-
sumir valores maiores conforme a diferencga entre z; e z; for diminuindo. Por exem-
plo, Hand (1981 - pdg. 101) sugere utilizar a seguinte fungio quando ¢; = 3:

51, se IZJ'— zkjl =

0;
Ko(zj — zxj) = b2, se|z; —zi| = 1;
53, 5€ IZ_,' — zkjl = 2.

onde & > 6 > 683 e 61 + 62 + 83 = 1.

O inconveniente desta fungéo é que ela envolve trés pardmetros: 6, §; e 63 cuja es-

colha pelo método da excluséo ndo é trivial.

Para o mesmo caso (c; = 3) a fungéo Nicleo sugerida por Aitchison e Aitken (1976)

estd na Tabela 4.5 a seguir.

A funcio sugerida envolve apenas um parimetro e, de fato,r atua de forma coe-
rente para § no intervalo %,1). “Atuar de forma coerente” no caso de varidveis or-
dinais é dar um peso maior conforme a diferenca entre z; e z; for menor. Entre-
tanto, esta fungéo traz dois problemas: o espago de valores validos para § é bastante li-
mitado e ndo existe uma forma nica de .generalizagao para c¢; > 3 a partir da tabela pro-

posta.
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2
Zgj 1 2 3
1 &2 26(1~-8) (1-6)
2 (1—6%)/2 62 (1—6)%/2
3 (1-6%) 26(1-46) 6

Tabela 4.5 - “Pesos” para a estimagfio da densidade de Z quando Z ; € uma varidvel qua-

litativa ordinal com trés categorias. (% < 6 < 1).

Considerando a inadequagiio das funcBes apresentadas na literatura pesquisada
para o caso de varidveis qualitativas ordinais, sugerimos a utilizacio de uma fungio
Nicleo baseada na distribuigio de Poisson. A fungéio que propomos envolve ape-
nas um pardmetro, néo limita ainda mais o espago de variacéo de §, atua de forma “coe-

rente” e, por fim, permite a geragio de tabelas de pesos para qualquer valor de ;.

Ainda para o caso c¢; = 3, esta funcio estd apresentada na Tabela 4.6, onde S;
(t =1,..., 3) é uma constante de padronizacio.
25
Zkj 1 2 3
1 exp(—6)/5; 6 exp(—6)/S; 62 exp(—86)/51
2 6 exp(—8)/85, exp(—6)/52 8 exp(—6)/S,
3 6% exp(—6)/Ss 6 exp(—6)/S; exp(—8)/Ss

Tabela 4.6 - “Pesos” relacionados com varidvel qualitativa ordinal Z; com trés catego-

rias. 5 = 53 = exp(—6) + § exp(~6) + 6% exp(—6) e Sy = exp(—6) + 26 exp(—¥6).

Extensoes desta funcio Niicleo para ¢; > 3 sio imediatas:
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exp(—6) §lzi—=xil
|25 — zi;]! S(zk;5)

Ko(z; — z1;) =

cj—1
onde S(zx;) = 3. exp(—6) 8% —*il/|z; — 23;|! é & constante de padronizagso.

rj=

Observe que

Kn(w)=-g]-—KD(w—1) (w=1,...,¢)

Comol<é<lel<w<ej, 6/w<1o queimplica que

Ky(w) < Ko(w — 1) (w=1,..,¢;)

Portanto, o valor da funcio Nicleo quando a diferenca entre z; € 2;; for w serd sem-

pre inferior ao valor da mesma fungéo se a diferenca for w — 1.

Para que os pesos sejam coerentes a unica restrigio é que 0 < § < 1, pois, desse modo,
cj~1

fixado zxj;, sempre teremos Ko(0) > Ko(1) > ++- > Ko(e; — 1) e Y Kolz; — zx5) = 1,
=

que sdo propriedades bastante interessantes, sendo essenciais, de uma fungao Nicleo para

varidveis qualitativas ordinais.

4.1.4 Varidveis Misturadas

Finalmente, estamos aptos a expor o método do Niicleo quando temos uma mis-

tura de variaveis continuas e qualitativas.

Como antes, X € um vetor aleatério composto pelo vetor de varidveis continuas Y e
pelo vetor de varidveis categdricas Z, isto é, X' = (Z' Y'). A dimensio de Z é g x 1 e de

Yépxl
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Aitchison e Aitken (1976) sugeriram que Pr(x) fosse estimada da seguinte forma:

Fi(x) = - K |5 - v | Kata,m) (4-9)
keE

onde K;(-) € a fungio Niicleo para varidveis continuas definida em (4 — 3) com pardmetro
de alisamento A e K3(+) é a fungdo Niicleo para varidveis qualitativas definida em (4-6)

com parametro de alisamento §.

Convém observar que a fatoragio da fungio Nicleo em Ki(-) e K»(-) ndo im-
plica, necessariamente, independéncia entre Y € Z. De acordo com Aitchison e
Aitken (1976) é possivel descrever modelos com dependéncia complexa em termos de pro-

duto de fungdes Niicleo como em (4 — 9).

A determinagéo de A e § pode ser feita simultaneamente através da maximizacao con-

junta da pseudo-fun¢do de verossimilhanga:

IIPr (k10— {i})

keE
Entretanto, Vlachonikolis e Marriott (1982) constataram, empiricamente, que a deter-
minagio de X e § feita separadamente acarreta melhores resultados em relagio a taxas de er-

ros. Este procedimento foi adotado em nosso programa AD.

Constatamos, através de simulagdes, que a escolha do parametro de alisamento da.
fungao Niicleo para varidveis continuas é muito influenciada por valores aberrantes. Deste
modo, sugerimos que seja feita uma andlise critica dos dados, excluindo-se os eventu-

ais outliers, antes da escolha de ).

Em termos de taxas de erro, acreditamos que este método seja um dos mais efi-
cazes uma vez que consegue ter bom desempenho mesmo na presenca de interagdes (re-

versdo) e necessita para isso, amostras menores que as requeridas pelo método de

Krzanowski.
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4.2 O Método dos k-Vizinhos Mais Préximos

O método k-Nearest Neighbor (k-NN) que traduzimos como “k-Vizinhos Mais Préxi-
mos (k-VMP)" foi desenvolvido por Fix e Hodges (1951). E considerado como o primeiro

método néo paramétrico utilizado em Andlise Discriminante.

A idéia deste método é bastante intuitiva: Suponha que, no caso univariado, que-
remos estimar Pr(y), ¥ varidvel continua, baseado em uma amostra (y1,..., y.). Seja
P{a <Y < b) a probabilidade de ¥ pertencer ao intervalo (a,b). No método do Nticleo fi-

xamos A e aproximamos a densidade Pr{y) por:

' 1
Pr(y)mﬁP(y—A<Y<y+A)

No método dos k-VMP, o A é tomado em fungio dos dados, mais explicita-
mente, ele é igual & distdncia de y & k-ésima observagio mais proxima. Deno-

tando esta distincia por di.(v), a aproximagéo para a densidade torna-se:

Pr(y) ~ ﬁ;@P (y—di(y) <Y <y+d(y))

Um estimador natural para P (y — di(y) <Y < y+dy(y)) é, simplesmente, k/n pois
no intervalo ( y —di(v),y + dy(y) ) hé, por definigdo, exatamente k observagdes amostrais.
Logo,

k/n
2 dy(y)

Pr(y) = (4-10)

O objetivo é obtermos uma expressdo para Pr(II; ly) a fm de utilizarmos a re-
gra tima de classificagio. Seja k; o niimero de observagdes de II; que pertencem ao inter-
valo (y — d)(y),y + di(y) ). Como o niimero de observactes amostrais de II; & n;, pode-

mos estimar Pr(y|Il; ) de modo andlogo & estimagio de Pr(y), o que resulta em:
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k;/n;

Pr(y|IL;) = 24, (y)

Finalmente, aplicando o Teorema de Bayes, temos:

— Pr(y|M)pi _ ki/mi 2d(y) _kin
Pr(Il;|y) = Pry)  24(y) k/n AR &

(4 —11)

Quando a amostragem é conjunta, usualmente p; é estimado por n;/n e aregra de clas-
sificagiio resume-se, entdo, a classificar y na populacio que for predominante entre as k ob-

servagOes mais préximas de y.

Note que em (4 —11), apesar do valor da distincia dy. (y) ser irrelevante, a métrica uti-
lizada é de suma importéncia, uma vez que é ela quem determina quais s80 as k ob-

servagbes mais proximas a y.

A generalizagio para o caso multivariado é analoga resultando na mesma ex-

pressio (4—11). Dessa forma, a regra de classificacio do método dos k-VMP con-

siste em:

k
5 —n—P.'= max m'-‘“-n—ph entdo, y € R; (4 -12)

Dad =
ado Yy, S n; k=1,.,9 k np

Duas questdes merecem alguns comentéarios: qual valor deve ser dado a k e qual deve

ser a medida de distancia apropriada.

Para o problema de varidveis cont{nuas no caso multivariado, Enas e Choi (19886) ve-
rificaram, empiricamente, que o k étimo* para amostras pequenas e duas populagdes é um
valor préxime a n'/* ou n3/8 dependendo de fatores como tamanho das amostras, ma-

trizes de dispersio e probabilidades a priori.

— 2
* Por definigio, k étimo & o k, inteiro, que minimiza E[ [Pr(y) —Pr(y|k )] ]
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Ainda para o caso de varidveis continuas as medidas de distdncias mais utiliza-
das sdo as distdncias euclidiana e a de Mahalanobis. Sendo esta dltima mais recomen-
dada no caso de populagbes com matrizes de dispersdo muito diferentes. Em com-
paragdo com os métodos LDF e Discriminaciio Logistica, Fnas ¢ Choi (1986) cons-
tataram o melhor desempenho do método dos k-VMP no caso de amostras peque-

nas {n < 100).

Estas mesmas questdes sio um problema em aberto quando temos varidveis mistu-
radas. Uma solugdo prética para a escolha de k (Silverman (1986) - pag. 99) é testar di-

versos valores diferentes e escolher o k que minimizar uma estimatjva da taxa de erro real.

Quanto ao problema da definigio de uma medida de distdncia apropriada para
variaveis misturadas, pode-se utilizar, por exemplo, a medida de similaridade para
este tipo de varidveis sugerida por Gower (1971) e, entdo, transformé-la em uma me-
dida de distancia. Dessa forma, a partir da definicio de uma medida de distincia apro-
priada, o método dos k-VMP pode ser aplicado para varigveis misturadas utilizando-

se das mesmas regras definidas anteriormente.

Ocorre, porém, que existe uma conexio direta, entre o método do Nicleo e o
método dos k-VMP. Conforme Silverman (1986) - pég. 97 nio hd o que escolher en-
tre estes dois métodos, pois o método dos k-VMP é um caso particular do método do

Nicleo.

Para elucidar esta questdo observe que a estimativa da densidade de X dada em

(4 — 10) pode ser extendida de forma analoga ao caso multivariado resultando em,

k/n

= T

(4-13)

onde r é o mimero de varigveis discriminadoras e ¢r é o volume de uma hiper-esfera de

raio unitdrio em r dimensdes (isto &, ¢; = 2, ca =11, c3 = 411/3, etc.).
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A mesma expressio (4—13) pode ser escrita utilizando uma fungio Ntcleo e con-

siderando dy (x) como pardmetro de alisamento da seguinte forma:

Prlx "__l 1 X — X[
Pr(x) n [dk(x)]r ZK(dk(x))

ke E

/ey, se |w| <1

onde K{w)=
° (w) 0, caso contrario.

Ou seja, ao fixarmos o valor de k no método dos k-VMP estamos, na reali-
dade, estipulando um valor para A numa funcio Nicleo que gera uma densidade (esti-

mada) para f’;(x) néo continua (ver Exemplo 4.1).

Portanto, nao € aconselhdvel, no estégio atual da teoria do método dos k-VMP, a sua
utilizagdo em Anélise Discriminante nos problemas com varidveis misturadas. A nossa ex-
periéncia para este tipo de varidveis tem mostrado que o desempenho do método
do Nicleo, com liberdade de escolha do pardmetro de alisamento, é sempre supe-
rior ao método dos k-VMP para diversos valores de k e com a medida de distdncia sugeri-
da por Gower (1971). Provavelmente, o problema esteja na medida de distancia utilizada
ou na falta de um bom critério para se determinar o “melhor” k. Enfim, enquanto novos es-
tudos nao esclarecem estas questGes convém utilizar o método do Niicleo cuja teoria ja ge-
neralizou de forma comprovadamente eficaz as estimativas de densidades de varidveis mis-

turadas.
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Pode-se dizer que o método da Arvore Bindria de Classificagiio é fruto da evolugéo

dos computadores, pois seria impraticével a sua execugio sem o auxilio desses. A prin-

cipal referéncia é o livro de Breiman, Friedman, Olshen e Stone (1984): Classification

and Regression Trees. Trata-se de uma extensdo do método AID (Automatic Interaction

Detection) desenvolvido por Morgan e Sonquist (1963).

A idéia do método da Arvore pode ser percebida acompanhando-se os grificos da

Figura 4.4. Neste exemplo simplificado, II; representa a popula¢io dos funcionarios ap-

tos a exercer determinada fun¢io e II, os mnio aptos.

ras sao:

X

A

= tempo de servi¢o na empresa

=  nota em um teste pritico

K

X

X

(0 < X; £20);

(0 < X, < 10).

As varidveis discriminado-

[Xad

X

Figura 4.4 - (a} espago amostral Q; (b) particio de 2 em ¢, e t3; (c) particio de #3 em

't.g € i5.

A primeira partigio (Figura 4.4b) ¢ obtida verificando-se qual é a reta (z1 = ki,
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0 <k <20 ou xp =k;, 0 <k; < 10) que methor “separa” as populagdes em 2. O re-

sultado foi a particio de ! =1; em fz e {3 onde

tg = {x€t1|:r, 55}

e t3 = {x€ti|zs>5}

Tentou-se particionar ¢; mas nenhuma partigdo foi considerada significativa. O mesmo

néo ocorreu com #3 (ver Figura 4.4c) que gerou as particdes 4 e t5:

1y = {Xetgl$1 57}

e 't5 = {XEfgl.'E])‘T}

Finalmente, novas partigées em #4 € {5 nao foram consideradas significativas.

Observe que a idéia é particionar  em retangulos cada vez mais homogéneos (“puros”)
em relagdo as populagoes até que todos os retangulos sejam considerados suficiente-

mente homogéneos para nfio precisarem mais serem particionados.

O nome método da Arvore provem da conveniente representagio que pode ser dada a
este método (Figura 4.5), onde circulos representam “nés” intermedidrios e quadrados re-

presentam nds terminais.
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< 9
t:1 % £ 5
S N
t?_ t3
X E
2 S N
t4 t5
XERZ x~.‘-R1

Figura 4.5 - Representacio grafica do método da Arvore.

A classificagio de uma nova observagho ¢é feita da seguinte maneira: Sex € ¢ ;5 (né ter-

minal) e a amostra for conjunta * entio x & classificado na populagio que for predomi-

nante em t;.

Considerando que a amostragem foi conjunta, uma répida inspegio na Figura 4.4c re-

sulta em:

se X € ;5 entdo, X€ER;

se X € taUdy _entao, x € R,
Assim a construcio de uma &rvore a partir de uma amostra D envolve basica-

mente dois problemas: como particionar e quando parar de particionar.

Na realidade, como veremos adiante, o problema a ser enfrentado nio é o “quando

parar de particionar” e sim o “quando parar de podar”, pois a principio, as 4rvores serdo

* No caso de amostras separadas a classificagfio é um pouco diferente e serd apresen-

tada no final desta segio,
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construidas, intencionalmente, com muitos nds terminais, e entdo, podadas conveniente-

mente.

Encerramos esta introducio definindo algumas notagdes e apresentando alguns resul-

tados que serdo utilizados neste capitulo:

Para cada né ¢ sejam n;(t) o ntimero de observagdes em ¢ provenientes da popu-
lagio II; e n(t) o nimero total de observagoes deste né. Como antes, n; e n represen-

tam o numero de observagdes da populagéo II; e o nimero total de observagdes, respecti-

vamente.

Algumas estimativas de probabilidades de interpretagio imediata sio definidas a

seguir:
Pr(t|l;) = Pr(xet|xell;) = ni(t)/n;
Pr(t, II;) = Prixet,xell;) = ni(t) pi/n;
Pr() =  PFi(xet) = Y Fi(yIn)

=1
Pr(Ii|t) = Pr(xeljxet) = Pr (1L, t)/Pr(t)

Assim, definimos

f’;(Hilt) — gPi(__tlHi)Pl;(iIi) _ gn,'(t)p,'/n,'
hE Pr(¢|Iy ) Pr(Ts) 3> na(t) pa/na
=1 =
Se a amostragem for conjunta e p; for desconhecido podemos estimar p; (i=1,..,9)

por ni/n e a férmula acima simplifica-se para:

Pr(a ) = 240

Estas duas Wltimas férmulas sio essenciais, pois a classificacio de uma nova ob-

servagido baseia-se nelas: Dado x, determino qual o seu correspondente né termi-

nal t e



Capitulo 4: METODOS NAO-PARAMETRICOS 94

(1) p; t .
se ______n.( ) i = max ______ﬂh( )Py entdo, x € R;.
n; h=1,...9 n,

Observe que ha uma certa relagio entre esta regra e a dada pelo método dos k-VMP
(4—12). No caso de amostras conjuntas, por exemplo, o método dos k-VMP classifi-
cava X na populagio que fosse predominante entre as k observagGes mais préximas a x. Ja
neste método, x ¢ classificado na populacéio que for predominante no né terminal ¢ deter-

minado por x.

4.3.1 Regra de Particao

Seja t um nd intermedidrio qualquer, O primeiro passo para particionar ¢ con-
siste em determinar o conjunto S formado por todas as possiveis particdes s em f. Uma

notagio mais precisa seria S(t).

O objetivo € determinar qual a partigao s € S5 que melhor separa as populagdes se-
gundo um determinado critério. A partigio escolhida serd denotada por s* e serd chamada
de partigao 4tima.

Cada partigio s dependerd apenas de uma varidvel X; (G = 1,..., r). Su-
ponhamos que X; seja uma varidvel quantitativa como no exemplo da segio ante-

rior. Dessa forma, as possiveis partigées em ¢ com relagio a X sdo especificadas por:

tg={xet|z; <c;} e ip={x€et|z; >c;}

onde ¢ji (j = 1,...,7;I=1,...,n—1) é o ponto médio entre dois pontos amostrais de X;

obtidos apds terem sido ordenados.



Capitulo 4: METODOS NAO.-PARAMETRICOS 95

Se X; for uma varidve] qualitativa com os seus resultados representados por elemen-
J q P P

tos do conjunto {0, 1,..., ¢; — 1}, entéo as possiveis partigoes siao da forma;

te={xct|z;€C} e tp={x€et|z; ¢C}
onde C' € um subconjunto com k elementos (k < 7) de {0, 1,..., c;—1}.
Consideremos o caso em que X = (X1, X2), X, varidvel aleatéria quantita-

tiva e X, categorica. Se numa amostra for observado os seguintes valores para X;:

{30, 4, 12, 2}, entio as possiveis particdes sdo:

53 , & € &3

onde s; ¢ a parti¢io em ¢ que gera

th{xEtla:]SS} e ip={xet|{z; >3}

sz € a parti¢io que gera,

te={x€t|z; <8} e tp={xe€t|r>8}

€ s3 pgera,

te={xet|z <21} e tD={xEt]:r.1>21}

Se X3 for uma varidvel categérica assumindo valores em {0, 1, 2} entdio as possiveis

partigoes séo:

S4 , 85 € Sg

onde s4 € a partigio em ¢ que gera,
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tp={xet|xe{0}} e tp={xet|xe{l,2}}

S5 gera,

tEZ{XEfIXE{l}} e tDZ{XEﬂXE{U,2}}

€ 56,

tp={x€et|xe{2}} e ip={xet|xe{o, 1}}

O conjunto S serd formado por {si, sz, Sa, 54, 85, S¢}. Uma vez determi-
nada a partigio 6tima s* € S (veremos adiante como fazer isso), ¢ é particionada
em tg € tp de acordo com s* (Figura 4.6) e o processo recomega considerando as
possiveis partices em tg, depois em tp e assim sucessivamente até que cada né termi-
nal seja “puro”, isto &, suas observagbes provenham de uma vinica populagéo ou tenha pou-

cas observagoes *.

* O nimero maximo de observagbes restantes em cada né terminal nio “puro” é
um valor pré-fixado (usualmente, em torno de 5). Eventualmente, o né pode nio
ser “puro” mas ter todas as observacdes idénticas; neste caso nio hd como parti-

cionar o no.
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g%

Figura 4.6 - t =tg U tp

Virios critérios foram sugeridos para a definicio da partigdo otima (s*) para o né
t. Entretanto, empiricamente, foi constatado (Breiman et al (1984) - pag. 38) que a es-
colha de um oﬁ outro critério influencia pouco na estrutura da drvore. Dessa, forma, res-
tringiremos nossa atencéo para o critério Gini » escolhido por ser o mais vidvel computa-

cionalmente ¢ por ter interpretagdes bastante intuitivas.

O critério Gini baseia-se na seguinte medida de impureza:

i(t):l—if'?g(n,-[t) (4 —14)

=1
Note que esta fungio assume seu valor maximo quando o né t for “impuro”, ou seja,
quando ‘15;(11,-]15) = 1/g (i = 1,..., g) e assume seu valor minimo quando o né t for
“purc”, isto &, Pr(1I; |t) =1 paraalgumie Pr(II; |t) =0, para todo h # i. E neste sen-

tido que dizemos que i(t) mede a impureza do né t.

Interpretagdes interessantes para i(t) sdo as seguintes:

Redefina as observagdes no nd ¢ para 1 se a observacio provier de II;, e para

0, caso contririo. Se a amostragem for conjuta a variincia amostral destas ob-
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servacdes serd Pr (I; |¢) (1 —Pr (I ¢ )) Se somarmos para todas as populacdes te-
remos & medida de impureza (1), isto é, i: f’;( H;|t) (1 —Pr(m; | )) = i(t). Assim, va-
lores pequenos para i(t) indicam que a sc;;]atc')ria das varidncias neste né € pequena e, por-
tanto, indicam a existéncia de uma certa homogeneidade nas observagdes com relagéo & po-

pulacéo.

Outra interpretacio baseia-se em regras de classificagio: retire aleatoriamente uma
observagio do né t e classifique-a na populagéo II; com probabilidade 13;( Iy |£). A pro-
babilidade estimada de que a observacio provenha na verdade de II; é Ff(II,- |t). Dessa

forma a probabilidade estimada de classificagdo incorreta é:

g g g

IR CADEPRHCATY =2 {Fr(me) [1-Fr(m o))

=1-YF () = i)

=1

Utilizando o critério Gin{ para medir a impureza em cada né ¢, podemos definir a im-
pureza da drvore T como sendo uma somatdria das impurezas dos nds terminais pondera-

das pelas suas respectivas probabilidades de ocorréncia:

I(T) = i(t)Pr(t)
teT”

) . ’ . N
onde T" € o conjunto dos nds terminais de T.

Suponha agora que particionamos um dado né terminal ¢ da 4rvore T, resul-

tando nos novos nds terminais iz e tp.

A impureza desta nova drvore (T1) é dada por:
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(T = > i)Pr(t)| +i(te) Pr(te) + i(tp) Pr(tp)
€T — 1)

O decréscimo * provocado na impureza da drvore original é,

(T) = KT,) = i(t) Pr(t) - i(tE) Pe(te) — i(tp) Pr(tp) (4 - 15)

Considere, agora, as propor¢des ge € gp relacionadas com as particdes i e tp de t:

_ ﬁ(tE) . _ ﬁ(tp) | B
qE = = @) gp = __—ﬁ(t) (4 —186)

No caso de amostras conjuntas estas proporgoes simplificam-se para

_ n(tE) _ n{tp)

Substituindo (4 — 16) em (4 — 15) temos:

I(T) - YT,) = [i(t) — i(t) ¢z — i(tp) qp) Pr(t)

Observe que determinar a particio s em ¢ que maximiza o decréscimo na arvore T é

equivalente a determinar a partigio que maximiza A i(s,t) dado a seguir:
Ai(s,t) = i(t) ~i(te) ge — i(tp) ¢p

uma vez que lg;(t) independe da particio escolhida.

Assim, definimos: A melhor partigio s* de um né ¢ em tg e tp € a que maxi-

miza.

* A demonstragio de que, realmente, se trata de um decréscimo pode se vista em

Breiman et al (1984) - pdginas 126 e 127.
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Ai(s,1) = i(t) — i(tg)ge — i(tp)gp (4-17)

ou seja, a partigio 6tima é a que maximiza o decréscimo na impureza da 4rvore origi-

nal.

Uma regra de parada bastante intuitiva mas nio recomenddvel seria fixar uma, cons-

tante § e declarar que o nd é terminal se

Ad(s*, 1) Pr(t) < B

Este procedimento é insatisfatéric uma vez que, ndo raramente, a particio 6tima
num né t provoca um decréscimo insignificante mas as partigoes geradas a partir deste
né: tg e tp provocam grande decréscimo na impureza total da Arvore. Isto acon-
tece de maneira sensivel quando ocorre uma “reversio” conforme ilustra a Figura 4.7a.
A primeira partigio implica em A i(s*,1,) insignificante (Figura 4.7b). No entanto no-

vas particGes geram nés terminais “puros” (Figura 4.7c).

% % :
t
LI I - K bi lusn.. iy
m B 5 "o, e & @ CRR N o oo 1 omMy mp3
":: = ";: = -::: =
. 4:3 I,E
t.i h, ::}
|
X, : X, X

Figura 4.7 - Dados com “reversio”. (a) espago amostral ) = t;; (b) particao de
t)y em t; e i3; (c) particio de #, em #4 e ts e de {3 em t5 e ;7 gerando nds termi-

nais “puros”.
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4.3.2 O Tamanho Otimo da Arvore

Na secéio anterior vimos como particionar o espaco amostral §2, denominado né ini-
cial #;, até obtermos uma érvore que ndo possa mais ser particionada, que vamos deno-

tar por T,,,,.

Em geral, T,,,. nfo gera uma boa regra de classificagio apesar da taxa de erro
aparente ser muito baixa. Isto decorre do fato desta drvore ser muito dependente da par-

ticular amostra utilizada.

O objetivo desta se¢iio é apresentar uma forma de construir uma seqiéncia de
érvores Tpmeg, Ti1,..., 11, onde T; & obtido através de convenientes “podas” de Ty,
T; é obtido podando-se T;, e assim sucessivamente até que reste apenas o nd ini-
cial ¢;. A seguir deve-se escolher entre as drvores dessa seqiiéncia a drvore que mini-

mizar uma estimativa da taxa de erro real. Esta drvore serd denotada por T*.

Em outras palavras o que ocorre é que as particbes efetuadas a partir de #; geram
drvores com taxas de erro aparente cada vez menores, Entretanto, para estas mes-
mas arvores, a taxa de erro real diminui até uma Arvore étima (T*) voltando a crescer a par-
tir dai. Ao contrario da taxa de erro aparente, a minimizagio da taxa de erro da amostra

teste consegue determinar, com relativa precisio, qual é a arvore T*.

O primeiro passo é determinar a seqiiéncia de Arvores: Trmaz, T1,..., t1 candidatas a
T* utilizando-se de critérios baseados na taxa de erro aparente. O segundo passso é es-
colher a drvore (T*) que resultar na menor estimativa para a taxa de erro real. Usual-

mente, utiliza-se a taxa de erro da amostra teste.

Antes, porém, vamos definir o conceito de sub-drvore: Uma sub-drvore T; de uma

arvore T consiste no né ¢ e todos as ramificagGes de £ em T. As Figuras 4.8a e b ilus-

tram o caso.
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(a) £ ® [t

Figura 4.8 - (a) drvore T; (b) sub-drvore Ty, .

Para o primeiro passo, precisamos determinar as expressdoes para a taxa de erro
aparente de um né (t), de uma drvore (T) e de uma subdrvore (T¢). Lembrando que a re-
gra de classificagfio para um né t é feita classificando-se todas as observages deste né na po-
pulagéo cuja probabilidade a posieriori estimada ﬁ( IT; | t) for maior (i=1,...,¢g) deduz- .

se que a taxa de erro aparente no né ¢ é dada por:

eﬂp(t) =1 i=I}fogﬁ(H,‘ It)

Conseqiientemente, a taxa de erro aparente de uma &rvore T serd:

eap(T) = ) _ eap(t) Pr(t)
te’T’

’ - , . -
onde T' € o conjunto de nds terminais de T.

Finalmente, definimos a taxa de erro aparente devido & sub-drvore T; de maneira

andloga:

eap(Te) = E eap(t’) ﬁ(t')
veT,
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onde T} é o conjunto dos nés terminais de T,.

Partindo-se de T,,,; 0 objetivo é definir como as “podas” devem ser feitas até se
chegar ao nd inicial ¢;. Este critério de “poda” esté baseado numa medida que pon-
dera a taxa de erro aparente (e,,p(T)) e 0 mimero de nés terminais da drvore T, que serd de-

notado por n(T).

Para qualquer né, sub-érvore ou drvore T esta medida ¢ dada por

Ro(T) = €4,(T) + a n(T) (4 - 18)

onde.-a 2> 0, € IR é denominado pardmetro de complexidade, pois, diz-se que uma sub-

arvore é tanto mais complexa quanto mais nés ela tiver.

O critério para a escolha das 4rvores “candidatas” a T* consiste em, dado a, es-
colher a sub-drvore T de T,.,; que minimizar R,(T). Esta sub-drvore seri deno-

tada por T(a). Observe que T(0) = T,naz € para a suficientemente grande T(a) = ;.

A determinagio, para cada a, de T(w), considerando todas as possiveis sub-arvores
€ invidvel computacionalmente. Pode-se provar (Breima.n et al (1984) - pdginas 67
e 68) que o procedimento descrito abaixo também leva a determinacio de um con-

junto de drvores que incluj T*, porém, com muito mais rapidez.

Neste procedimento o objetivo é construir nma seqii€ncia de drvores Ty = Tpez,
T1,Ty,..., Ty =1; candidatas a T*. O procedimento consiste em:
(i) Sejai=0e Ty = Tmaz;
(ii) Caleule aiy(t) = [enp(2) — eap(T1)] / [n(T,) — 1] para cada né nfio terminal ¢ de T;;

(ili) Pode * o né que resultar no menor valor para a;11(t). Denote a arvore resul-

tante de Tiy1(a);

* podar um né ¢ significa retirar da drvore todas as particGes feitas a partir de ¢

transformando-o num né terminal.
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(iv) Incremente o indice § em uma unidade e retorne ao passo (ii) até que T; coin-

cida com o no inicial ¢;.

A idéia do procedimento é a seguinte: Para cada né néo terminal ¢ & possivel, a par-
tir de (4 — 18), calcular a sua medida de complexidade R, (t) e sua correspondente sub-

arvore Ty cuja notagéo é R,(Ty) :

Ra(t) = eg(t)+a

e Ro(Te) = eap(Ti) + an(Ty)

onde n(T;) é o mimero de nés terminais da sub-arvore T,.

Quando estas duas medidas forem iguais significa que as partices efetuadas a par-
tir de ¢ s8o despreziveis, isto é, a drvore com né terminal ¢ € menos complexa do que a
que contém a sub-drvore T; e deve ser preferida, apesar do incremento na taxa de erro

aparente. Essa igualdade ocorre quando:

= _ Cap(t) — €ap(T1)
Ra(t) = Ra(Tt) = a = n(Tf) _1

Assim, para cada né nfio terminal ¢ podemos calcular qual deve ser o valor de a para

que a igualdade ocorra.

A seguir devemos podar a sub-drvore T, correspondente ao menor valor de a. Ob-
serve que ao fazermos isto estaremos podando a sub-drvore que mantém a “ligacéio mais
fraca” com a édrvore. Isto é, a sub-drvore a ser podada ¢ aquela que d4 o menor peso
para o numero de nés terminais a fim de que a igualdade das medidas de complexi-

dade ocorra.

Uma vez obtidas as candidatas a T* : T, T2,..., t1 escolhe-se a drvore que mini-
mizar uma estimativa da taxa de erro real. Por motivos ébvios a taxa de erro aparente
nao pode ser usada pois escolheria sempre T,,,,. Se amostras suficientemente grandes es-

tiverem disponiveis a melhor solugéo é utilizar a taxa de erro da amostra teste. Caso
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contrario, pode-se utilizar & taxa de erro da validaciio cruzade a partir de técnicas es-

pecificas (Breiman et ol (1984) - paginas 75 & 78).

4.3.3 Exemplo

Uma loja quer se utilizar da mala-direta para vender seus produtos. Por questio
de economia esta loja quer enviar catdlogos apenas para compradores em poten-
cial. Através da andlise de “malas diretas” enviadas anteriormente, sabe-se que exis-

tem trés tipos de populagoes:

H; : clientes que compram pelo catalogo;
II; : clientes que solicitarn mais informacdes;
I3 : clientes que nio compram.

O objetivo é determinar qual o perfil dos clientes da populagao I, com basé, exclu-

sivamente, nas seguintes varidveis:

X1 =renda do cliente;

: 1, nunca comprou pelo catilogo;
X 2 = {

0, j& comprou pelo catélogo.

1, nao tem filhos;
X3 = {

0, tem filhos.

Para isto, dados foram coletados de pesquisas anteriores e estio na Tabela 4.8.
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k Tt b)) I3 II

1 0,5 0 1 I,
2 4,0 0 1 I,
3 20,0 1 1 II;
4 3,0 1 1 I,
5 5,0 1 0 I
6 1,0 0 0 II,
7 10,0 0 0 I3
8 8,0 0 0 II,
9 7,0 1 0 I,
10 15,0 1 1 18
11 6,0 0 1 II;
12 8,0 1 1 II,

Tabela 4.8 - Dados hipotéticos.

Inicialmente temos ¢; = . Para o né inicial (raiz) a impureza foi calculada con-

forme (4—14). Admitindo que a amostragem é conjunta:

i(t) = 1—-23:??2(11.-“1): 1- [(14—2)% (%)2+ (%)2] = 0,611

i=1

A primejra parti¢io s € S deve dividir ¢; em ¢, e #3 nas proporgoes ¢y € gp respecti-

vamente de tal forma que A (s, #;) = i(t1) — g5 i(t2) — b 1(43) seja méxima.

Por exemplo, a particio

s tg:{xEt1|$2=0},t32{x€t1|z2-—:1} resulta em,

t, = {1,2,6,7,8,11} = gz = 6/12

I

ty = {3,4,5,9,10,12} = g 6/12
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PI‘(H]ltg) = 0

Pr(ll2|t2) = 4/6 (k=1,2,6e11) i(tz)zl.,[(g):(g)}:o,m
Pr(ls|t;) = 2/6 (k=Tes8)

PI(H]It;;) = 4/6 (k=3,5,9810)
Pr(Il;|t) = 2/6 (k=4e12) .i(t3)=1—[(6)2+(—)2}=o,444
PI‘(H3It3) = 0

logo, Ai(s',t1) = 0,611 — 0,444 -6/12 — 0,444 -6/12 = 0,167

O decréscimo na impureza Ai(s, ;) foi calculado para todas as partigdes s € S (os re-

sultados estéo na Tabela 4.9).

Particio candidatos a t, gz qa i(z) i(t3) Ai(s, ty)
81 {zz =0} 0,500 0,500 0,444 0,444 0,167
89 {z3 =0} 0,417 0,583 0,640 0,408 0,106
S3 {z; <0, 75} 0,083 0,917 0,000 0,628 0,035
o {1 < 2,00) 0,167 0,833 0,000 0,640 0,078
S5 {z1 < 3,50} 0,250 0,750 0,000 0,642 0,130
Sg {z; <4, 50} 0,333 0,667 0,000 0,625 0,194
o7 {z, < 5,50} 0,417 0,583 0,320 0653 0,097
s {1 < 6,50} 0,500 0,500 0278 0611 0,167
s {z: <7,50) 0,583 0,417 0408 0,640 0,106
510 {z: < 8,50} 0,750 0,250 0494 0444 0,130
511 {z, £12,50} 0,833 0,167 0,560 0,000 0,144
512 {z1 £ 17,50} 0,917 0,083 0,596 0,000 0,066

Tabela 4.9 - Parti¢bes possiveis em #;. Para cada particlio, t3 = ¢; — (3; N#y).

O maior decréscimo em A;(s, ;) ocorre na partigio g, dessa forma temos:
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() ncna

O conjunto t, é puro: todas as observacdes pertencem & populagédo Il,, logo 15 é um néd
terminal. O conjunto {3 formado pelas observagdes 3,5,7 a 12 nao é puro e pode ser par-

ticionado em #4 e t5.

A funcho de impureza i(t3) é dada por

i(ta):lm;Prg(Hilt3)= 1— (g)zm (g)z— (2)2 =0,625

Todas as partigBes possiveis em t3 e seus respectivos resultados estio listados na

Tabela 4.10.
Particho  candidatos a 14 A gs i(t4) i(ts) Aq(s,t3)
813 {z2 = 0) 0,375 0,625 0444 0,320 0,258
514 {z3 =0} 0,500 0,500 0,500 0,500 0,125
S15 {z; < 5,5} 0,125 0875 0,000 0,653 0,054
16 {z1 < 6,5} 0,250 0,750 0,500 0,611 0,042
s11 {z1 < 7,5) 0,375 0,625 0444 0,640 0,058
s18 {1 <8,5) 0,625 0,375 0640 0444 0,058
81 {z: < 12,5} 0,750 0,250 0,667 0,000 0,125
520 {z; < 17,5} 0,833 0,167 0,640  0.000 0,225

Tabela 4.10 - Parti¢bes possiveis em #3. Para cada particio, 35 = t3 — (f3 N t4).
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A melhor partigao foi s;3. A drvore torna-se

Continuando as partigoes até que o erro aparente seja nulo, obtivemos a seguinte

arvore T, ,,:

= '?
g 0 ?
N
<11.5 7
tg X $ 11,5
N
i
ol
(3 [2
X R2 X Rl
O préximo passo consiste em obter uma seqiiéncia de drvores T,,, 2y T1,..., {1} e es-

colher uma delas através, por exemplo, da minimizagio da taxa de erro da amostra teste.
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A determinagio de T; a partir de T,,,, é feita excluindo-se as partigoes de ¢ (nd in-

termedidrio) correspondente ao valor minimo de

Vamos calcular, com detalhes, a fungio @;(t4). O né ¢, tem apenas uma particdo:

Logo, eup(T1,) = eap(ts) + €op(t7) = 0, pois t6 € 7 sfio puros. Claramente, n(Ty,) = 2.

Assim,

1 3

2.2 0
Cl’l(tj)"—"s 12

71 %0,083

Os valores das demais funges a(-) foram calculados analogamente, resultando em:

ai(t;y) = 0,100
Cai(ts) = 0,083
ai(ts) = 0,042
ai(tg) = 0,083

O valor minimo de a; é obtido com o né ts. Logo, a arvore T, tem estru-

tura dada pela Figura 4.9.
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Figura 4.9 - Arvore Ts,.

Repetindo o procedimento para todos os nds intermedidrios de T2 obtemos,

ﬂ’g(t]) = 0,100
axts) = 0,125

Olz(t4) = 0,083

Assim, a préxima poda a ser feita é em ts. A drvore T; fica

Finalmente, para os nés intermediarios de T3, t; e 13, obtivemos:
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asz(t;) = 0,208
ag(ts) - 0,250

Como & poda deve ser feita em t;, o procedimento pédra e as #Arvores sele-

cionadas sao: Ty, Ty, T3 e 1.

Usualmente a escolha da melhor drvore & feita através de uma amostra teste: escolhe-
se a arvore que minimizar e,;. Neste caso, devido ao pequeno tamanho da amostra es-
colhemos a melhor 4rvore como sendo T, (Figura 4.9) de maneira puramente des-
critiva.

Conclui-se que a populagéo IT; serd atingida se forem enviados catélogos para clientes
com renda superior a 4,5 saldrios minimos, que j& compraram pelo catdlogo e que néio te-
nham filhos ou para cliente com renda sﬁperior a 11,5 saldrios minimos, que j4 com-

praram pelo catélogo e que tenham filhos.



Capitulo 5

COMPARACOES DOS METODOS E UM EXEMPLO DE APLICAGAO

Neste capitulo procuramos comparar os diversos métodos descritos anteriormente

analisando alguns trabalhos publicados nesta 4rea e um exemplo real.

Na Seg@o 5.1 apresentaremos, de forma concisa, os trabalhos mais importantes encon-
trados na literatura referentes & comparagio de métodos com varidveis misturadas. Ainda
nesta segdo, inclimos algumas conclusdes e comentarios gerais. Ja na Segdo 5.2 é apre-
sentado um exemplo de aplicacio da Anilise Discriminante denominado, na area finan-

ceira, de credit scoring.
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5.1 Comparagao dos Métodos

Acreditamos que néo existe um método que seja sempre melhor que os demais. O de-
sempenho de cada método estd intimamente relacionado & estrutura de dados de cada pro-
blema. Os poucos trabalhos envolvendo comparagoes em Andlise Discriminante com
varidveis misturadas sio muitas vezes restritos a dois métodos gpenas. Um resumo de al-

guns trabalhos é apresentado a seguir.

Titterington et ol (1981) compararam, através de um exemplo pritico, os métodos
Nucleo (para varidveis categéricas), LDF, QDF e Discriminagdo Logistica e conclufram
que o desempenho varia muito mais efetuando-se uma selecdio de varidveis do que, especifi-
camente, com o método utilizado. J4 Vlachonikolis e Marriott (1982) e Knoke (1982) con-
cluiram, a partir de simulagdes, que a inclusio de termos apropriados (como por exem-
plo, interagdes) no modelo dos métodos LDF ou Discriminagio Logistica podem trans-
formé-los em métodos com desempenhos compardveis ao de Krzanowki porém, com muito

menos parametros a serem estimados.

Alguns trabalhos basearam-se na comparagao de determinado método com & LDF. En-

tre eles temos:

(i) Murphy e Moran (1986) advogam que o desempenho do método do Nicleo é sem-
pre superior & LDF na presenca de varidveis com distribui¢fio normal pouco correla-

cionadas. Este resultado é de certa forma surpreendente;

(ii) Krzanowski (1977) comparou o método que neste trabalho leva o seu nome com o
método LDF. Verificou, através de simulagbes, que o método de Krzanowski sem-
pre tem desempenho pelo menos igual & LDF, mostrando-se bastante superior nos ca-

sos de reversdo (Figura 2.1);

(iii) Press e Wilson (1978) apresentaram exemplos em que a Discriminagio Logistica teve

desempenho superior & LDF.
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As conclusdes da maioria destes trabalhos foram baseados em simulagtes onde se sabia,

@ priori, quais as interagdes envolvidas ou os parametros de cada distribuigio. Na pratica,

estas interacbes nfo sio facilmente detectiveis e os pardmetros necessitam ser estima-

dos. Para uma estimaciio confidvel deste parimetros é necessério levarmos em conta, en-

tre outros fatores, o tamanho da amostra e a Presenca ou ndo de outliers.

A partir destas e de outras consideragbes, elaboramos a Tabela 5.1, onde de

forma sucinta estio as nossas opinides acerca da utilizagio dos métodos contempla-

dos neste trabalho. Procuramos incluir apenas informagGes gerais passiveis de com-

Requer A regra de _ Tempo de
MEtodo amgstras Inceragoes cleseifiragan processanentn Outros fatores gue prejudicam
grandes 7 g simples ? dispendido o desempenho do mEtodo
LoF nao - podem Ber incor- sin baixa - variBveis com distribuig¢ao nao
poradas ap modelo normal § .
- matrizes de dispersdo diferen-
tes em gads populagan;
QLF nao ~ podem ser incor- nao baixo - variiveis com distribuigao nao
poradas ao modelo normal;
LOGISTICO niao - podem ser incor- sim médio - supasigan (3-1) falsa:
poradas as mndelo ~ configuragoes de dados que le-
vam & divergéncis do algorirmo:
KRZANOWSKI m termos - permite entre va-| em terms baixo = distribuigan dos dados condi-’
riaveis categbricas cionada em cada casels nao nor-
e constinuas; wal ou com watriz de dispersao
- poden ser incor- nBO constante:
poradas entre vari-
aveis continuas;
NBCLEO nao - permite naa elevado - variaveis discriminadorass cor-
relacionadas;
K-VMP uso - permite nao elevado - medidp de distancia adotada nao
tem e mostrado eficaz;
BINARIA gim ~ permite sim muito elevade ~ mugstTES PeqUEnas

Tabela 5.1 -

Caracteristicas dos métodos.
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5.2 Um Exemplo de Aplicagiio: Credit Scoring

Um problema importante na drea financeira é prever se o solicitante de um empréstimo
(ird ou néio honrar esse compromisso. Quando essa previsio é feita com base em uma
funglo que pondera as varidveis cadastrais e financeiras do solicitante, o problema é de-

nominado credit scoring.

Esta € uma das aplicagbes da Andlise Discriminante mais dificeis de serem imple-
mentadas, pois a amostra disponivel, geralmente, é composta por supostos bons pa-
gadores, isto é, clientes que foram considerados pelo gerente de crédito como bons pa-
gadores e, portanto, merecedores de crédito. A populacio de maus clientes para o mode-
lo credit scoring é criada, basicamente, a partir dos erros do gerente, ou seja, clientes que ob-
tiveram o crédito e néo o honraram. A informacéo contida nas propostas que foram in-
deferidas de imediato pelo gerente raramente sio registradas e, portanto, torna-se im-
possivel obter informacdes desta populagdo. A partir destas consideragbes recomen-
damos que esse tipo de modelo seja utilizado para auxiliar a decisgo gerencial e nfio substi-

tui-la.

Um termo comumente utilizado nesta drea é “escore do cliente”. Em geral, esse es-
core € a probabilidade a posteriori* do cliente ser um bom pagador dado os valo-
res de suas varidveis discriminadoras. Valores altos para o escore indicam que o cliente é

de baixo risco, e portanto, deve receber o crédito,

A utilizacio do credit scoring no processo decisdrio varia conforme a €IMPresa e a con-
fiabilidade do modelo. Na Figura 5.1 apresentamos um fluxo simplificado de sua uti-

lizacdo.

* ou uma funcio desta probabilidade; por exemplo: o valor da fungdo discrimi-

nante de Fisher calculada em x.
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existem

LI

o gerente
assuMe o
risco ?

o gerente
aprova o
erddito ?

Justi- Justi-
ficar fioar
indEReErd, asfedids indedentd,
fim

Figura 5.1 - Exemplo de utilizacio do eredit scoring no processo de concessdo de crédito.
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O ponto de corte, que separs escores considerados altos (bons pagadores - pop 1) de es-
cores considerados baixos (maus pagadores - Pop2), ¢ escolhido considerando-se aspec-
tos econdmico-administrativos. A Figura 5.2 ilustra dois casos. O ponto de corte A & es-
colhido, por exemplo, quando h4 forte concorréncia no setor e a administragio nio quer
perder sua clientela de bons pagadores mesmo que a qualidade de sua clientela, em geral,
piore. J4 o ponto de corte B & utilizado em épocas de contengao de créditos ou para se atin-

gir a elite de uma populagéo de bons pagadores.

fregllencia

pop 1

pop 2

A a escore

Figura 5.2 - Distribuigio dos escores.

Uma forma conservadora de incluir o credit scoring mum processo de decisio é
definir uma regido de divida onde os escores nio sio nem “muito altos” nem “muito
baixos”. Nesta regifio, andlises mais especificas seriam realizadas, prevalecendo as con-

cluses destas. Um exemplo para o caso da Figura 5.2 seria:

escore < A —+ escore baixo — crédito indeferido automaticamente;
A <escore<B — escore médio — crédito sujeito a outras andlises;
escore > B —+ escore alo  — crédito deferido automaticamente.

Outro problema de grande importancia refere-se & escolha das varidveis a serem uti-
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lizadas no eredit scoring. Apenas como ilustragio relacionamos algumas varidveis
que, geralmente, possuem poder discriminatério em problemas ligados a érems finan-

ceiras:

pessoas fisicas - niimero de dependentes, renda, tempo no emprego e niimero de cartes

de crédito.

pessoas juridicas - porte da empresa, setor de atividade, {ndices contabeis, tradigao, res-

trigbes e experiéncia no ramo.

Possiveis varidveis discriminadoras em problemas ligados & pessoas juridicas sdo cita-

dos em Silva (1988).

Nas se¢es seguintes veremos um exemplo de aplicagfio em credit scoring.

5.2.1 Descrigdo dos Dados e Critérios Utilizados

Os dados consistem de observagbes extraidas de 249 clientes, sendo 199 da po-
pulagdo II;, os que honraram os créditos e 50 da populacio II;, os que néo hon-

raram.

O significado de cada varidvel foi omitido a pedido do agente financeiro que forneceu

os dados. A classificagio das varidveis consideradas ¢ dado a seguir:

X1 — qualitativa nominal (binﬁria)

X2 — qualitativa nominal (bindria)

X3 — qualitativa ordinal (4 categorias diferentes)
Xy — quantitativa_ continua

Xs — quantitativa continua
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Xs — quantitativa continua

X7 — quantitativa continua

Um estudo descritivo de cada variivel é apresentado no Apéndice A.

Os dados foram obtidos de amostragens separadas. Sabe-se que, historicamente, a taxa
de inadimpléncia é da ordem de 10% neste tipo de operagio de crédito. Deste modo uti-

lizamos p; = 0,90 e p, =0, 10.

Em Finangas, o custo de classificagiio incorreta definido na Segao 1.2 assume grande
importéncia. Neste exemplo trabalhamos com duas possiveis situacgdes:
situago A : ¢{1]2) = ¢(2]1) - custos iguais*
situagiio B :  ¢(1]2) =9¢(2]1)

Para a situagéo B, o “custo” de se conceder o crédito a um mau pagador € nove vezes

o “custo ” de se negar a um bom pagador.

Os dados foram submetidos a cada um dos métodos vistos anteriormente, com excegio
do método da Arvore Bindria de Classificagio cujo software nio nos foi possivel desen-

volver devido a sua complexidade.

Para adequar os dados a0 uso dos métodos LDF, QDF e Discriminagio Logistica,

efetuou-se uma reparametrizaciio na varigvel X3 da seguinte forma:

X xM x
0 ou 1l 1 0

2 0 1

3 0 0

* Gera a regra étima de classificaciio definida na Seg¢éo 1.3.1.



Capiftulo 5: COMPARAGOES DOS METODOS E UM EXEMPLO DE APLICACAO 121

As categorias respresentadas por 0 e 1 de X, foram consideradas conjuntamente em
virtude de nio haver observagdes de II; na categoria representada por 0. Caso néo fos-
semn consideradas dessa forma néo seria possivel caleular a inversa da estimativa da ma-
triz de variancias e covariancias de II; utilizada no método QDF, e na Discriminagéo Lo-
gistica o algoritmo iterativo néo convergiria. Com o intuito de uniformizar os dados uti-

lizados o procedimento acima foi utilizado, também, para o métode LDF.

Para o método do Niicleo foram considerados dois procedimentos: o primeiro trata a
variavel X3 como qualitativa nominal utilizando a fungéo Nicleo definida em (4—6) e o se-

gundo utiliza uma fungio Nicleo especifica para varidveis qualitativas ordinais sugeri-

da na Segio 4.1.3.

Dessa forma, os métodos considerados foram:

LDF — TFungao Discriminante Linear
QDF — Funcio Discriminante Quadratica

KRZANOWSKI — Método de Krzanowski

LOGISTICO — Discriminagio Logistica
NUCLEO1 — Método do Nicleo
(X3 como qualitativa nominal)
NUCLEO 2 — Meétodo do Nicleo
(X3 como qualitativa ordinal)
K-VMP 3 — Método dos k-Vizinhos Mais Préximos (k= 3)
K-VMP 5 ~ Método dos k-Vizinhos Mais Préximos (k= 5)

K-VMP 7 —~ Método dos k-Vizinhos Mais Préximos (k= 7)
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5.2.2 Resultados

Os resultados obtidos s&o apresentados nas Tabelas 5.2 e 5.3 para as situagdes A e B,

respectivamnente,

E interessante verificar que a regra de classificagio é de pouca praticidade no caso de
custos iguais (Tabela 5.2). Observe que todos os métodos classificaram as observagdes pre-
dominantemente na populagio II;, ou seja, o modelo concede o crédito a quase to-
dos os clientes. Este fato deve-se, principalmente, & grande diferenca entre as proba-

bilidades & priori.

Método Observagoes de II, Observagoes de II, €ap
classificadas em II; classificadas em 11,

LDF 50 (100, 00%) 0 ( 0,00%) 10,00%
QDF 39 ( 78,00%) 6 ( 3,02%) 10,51%
KRZANOWSKI 49 ( 98,00%) 0 ( 0,00%) 9,80%
LOGISTICO 50 (100, 00%) 0 ( 0,00%) 10,00%
NUCLEO 1 43 ( 86,00%) 9 ( 4,52%) 12,67%
NUCLEO 2 23 ( 46,00%) 5 ( 2,51%) 6,86%
K-VMP 3 58 ( 96,00%) 2 ( 1,01%) 10,50%
K-VMP 5 50 (100, 00%) 1 ( 0,50%) 10,45%
K-VMP 7 50 (100, 00%) 2(1,01%) 10,90%

Tabela 5.2 - Situagdo A: Custos iguais.

Os resultados diferirtam de maneira acentuada na situagdo B (Tabela 5.3). Os méto-
dos LDF, KRZANOWSKI e LOGISTICO tiveram desempenhos similares gerando taxas de
erro aparente em torno de 33% com leve tendéncia a classificar em II,. Esta tendéncia é ob-
servada, também, no método QDF, pbrém, com uma taxa de erro aparente significa-

tivamente superior. Os métodos NUCLEQ 1 e NUCLEO 2 apresentaram uma certa
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tendéncia a classificar predominantemente em II;. Nota-se um desempenho bastante su-

perior do método NUCLEO 2. Jé o método dos k-VMP apresentou fraco desem-

penho.
Método Observagoes de II, Observagoes de II, €ap
classificadas em II; classificadas em I1,

LDF 13 (26,00%) 67 (33,67%) 32,90%

QDF 7 (14,00%) 79 (39, 70%) 37,13%

KRZANOWSKI 12 (24,00%) 65 (32,66%) 31,80%

LOGISTICO 13 (26,00%) 70 (35,18%) 34,26%

NUCLEO 1 23 (46,00%) 58 (29,15%) 30,83%

NUCLEO 2 15 (30,00%) 16 ( 8,04%) 10,24%
K-VMP 3 23 (46,00%) 83 (41,71%) 42,14%

K-VMP 5 38 (76,00%) 48 (24,12%) 29, 31%

K-VMP 7 25 (50,00%) 75 (37,69%) 38,92%

Tabela 5.3 - Situagio B: ¢(1]2) = 9 ¢(21).

5.2.3 Comentdrios e Conclusoes

O desempenho relativamente fraco dos métodos apresentados deve-se principal-
mente a0 problema que estd sendo analisado. Convém recordar que os dados compdem-
se de clientes que foram considerados pelo gerente como bons pagadores e tiveram o seu
crédito aprovado. Assim, a discriminagio nesta sub-populaggo néo é uma tarefa sim-
ples. Além disso, as varidveis utilizadas eram as disponfveis que n#o podem ser considera-

das, em absoluto, as melhores em termos de discriminagio.
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(i) Fungéio Discriminante Linear (LDF)

O método LDF apresentou um desempenho comparavel aos outros métodos (com
excegfio do método NUCLEO 2). Entretanto, hé estudos mais complexos (ver Segfio 5.1)
em que o método LDF apresenta desempenho nitidamente inferior a outros métodos es-

pecificos para varidveis misturadas.

No nosso exemplo, a regra gerada foi:

se —0,2422; +1,046 25 + 1,385 25" +0,759 (P — 0,008 z,+
40,035 5 — 0,381 z¢ 4+ 0,249 27 > oy

entao X € Ry
c. c. X € R,y

onde ag = +0, 745 para a situagio A e +1,453 para a situagio B.

(ii) Fungfo Discriminante Quadratica (QDF)

O desempenho do método QDF diferiu significativamente do método LDF devi-

do as diferencas entre as matrizes de dispersao de II; e II,.

Pode-se observar no Apéndice C que a distribuigdo dos escores para este método “sepa-
ra” melhor as populages do que o método anterior. Observe que esta conclusio néo pode-

ria ser tirada analisando-se, exclusivamente, as Tabelas 5.2 e 5.3.

(iii) Método de Krzanowski

O problema apresenta trés varidveis categdricas: duas bindrias (X1 e X3) e uma or-
dinal com quatro categorias (X3) o que resulta em 16 (2 x 2 x 4) caselas possiveis. A

freqiiéncia amostral por casela é dada na Tabela 5.4.
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casela

>
><
>
3
poe

1 2 3 m "om

0 0 0 1 1 { 0,50%) 0 { 0,00%)
1 0 0 2 1 { 0,50%) 0 { 0,00%)
0 1 0 3 6 { 3,02%) 0 ( 0,00%)
1 1 0 4 3 ( 1,51%) 0 ( 0,00%)
0 0 1 5 1 ( 0,50%) 0 ( 0,00%)
1 0 1 6 2 ( 1,01%) 2 ( 4,00%)
0 1 1 7 21 (10,552) 1 ( 2,00%)
1 1 1 8 23 (11,56%) 1 ( 2,00%)
0 0 2 9 7 { 3,522) 3 ( 6,00%)
1 0 2 10 8 ( 4,02%) 7 (14,00%)
0 1 2 11 28 (14,07%) 3 ( 6,00%)
1 1 2 12 30 (15,07%) 4 ( 8,00%)
0 0 3 13 12 { 6,03%) 4 { 8,00%)
1 0 3 14 12 ( 6,03%) 8 (16,00%)
0 1 3 15 16 ( 8,04%) 6 (12,00%)
1 1 3 16 28 (14,07%) 11 (22,00%)
total 199 50

Tabela 5.4 - Freqiéncia por casela (nj, é o nimero de elementos da populagao II; na

casela m).

Observe que ha um niimero elevado de caselas vazias ou com poucas observagoes. Isto
implica que as estimativas produzidas pelo método de Krzanowski néo sio muito confidveis

o que resulta numa estimativa pouco precisa da taxa de erro real.

(iv) Discriminagio Logistica

A regra de classificaggo para este método se assemelha a regra gerada pela LDF, como
conseqiiéncia os métodos tiveram desempenhos semelhantes. Este resultado é freqiiente na

literatura e uma possivel justificativa pode ser vista na Segdo 3.3.2.
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A regra de classificaciio é dada por:

s —0,3332; +0,9862; +1,800 (" 40,705 — 0,018 .+
+0,048 z5 —~ 0,436 z¢ -+ 0,258 z7 > aq

entio X €ER
C. C. X € R,

onde ap = 40,799 para a situagio A e 41,398 para a situagéo B.

(v) Método do Ntcleo

Os pardmetros de alisamento estimados foram:

].-.[] Hg

NUCLEOQ 1 categéricas 0,98 0,86
continuas 0,20 0,28

NUCLEO 2 categdricas 0,98 0,52
continuas 0,20 0,31

Este resultado vai ao encontro do comentario de Vlachonikolis e Marriot (1988) onde,
em seus exemplos, também a parte continua precisava de mais “alisamento” que a parte dis-

creta. Convém recordar que quanto menor o pardmetro de alisamento maior é a con-

tribuicfio dos “vizinhos” (ver Tabela 4.3).

Observamos que os parametros de alisamento para os dois métodos diferem sig-
nificativamente somente na estimacdo de § na populagio II;. Isto se deve ao fato
de que para esta populagio os valores das varidveis categéricas estio mais concen-

tradas do que em II; (ver Andlise Descritiva no Apéndice B).

O desempenho do método N UCLEO 1 apresentou ligeira tendéncia a classificar em II;

resultando numa taxa de erro aparente comparivel aos métodos paramétricos e Discrimi-
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nagao Logistica. Ja o método NUCLEOQ 2 apresentou desempenho significativamente supe-
rior em virtude deste método conseguir extrair mais informagtes de X3 do que o método an-

terior.

Outro fator que contribuiu para o melhor desempenho do método NUCLEO 2 ¢ que

a varidvel X; tem alto poder discriminatério.

(vi) Método dos k-Vizinhos Mais Préximeos (k-VMP)

O método dos k-VMP apresentou desempenho geral insatisfatério. Uma possivel
idéia para se melhorar o desempenho deste método neste exemplo em particular, se-
ria definir uma medida de distdncia que considerasse a estrutura de ordem em X3 aos

moldes do que foi sugerido para o método do Niicleo (Secdo 4.1.3).

Outros valores para k foram testados e os resultados sempre se mostraram inferio-

res & LDF.

A partir deste exemplo podemos tirar algumas conclusdes que acreditamos ser vélidas

para problemas relacionados com credit scoring em geral. Sdo elas:

(i) Neste tipo de problema as probabilidades a priori sdo, geralmente, bastante diferen-
tes. A utilizacio de custos de classificagio incorreta é uma solugéo elegante, entre-
tanto, poucos sao os casos em que se pode avalid-los com precisdo. Deste modo, su-
gerimos que a escolha da regra seja feita considerando vérios pontos de corte e sele-

cionando aquele que, administrativamente, mais convier a empresa.

(ii) O fraco desempenho apresentado pelo método de Krzanowski neste exemplo deve-
se ao pequeno tamanho da amostra em relagio ao nimero de caselas geradas. Os re-
sultados obtidos nio refletem o elevado potencial deste método nos casos em que seja

possivel estimar, com confianga, todos os parametros envolvidos.
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(iii) Os resultados obtidos pelos métodos LDF, QDF e LOGISTICO poderiam ter sido me-

(iv)

lhores caso fossem efetuadas técnicas de selegio de varidveis. Os outros métodos séo

menos sensiveis & exclusao de varidveis pouco informativas.

A utilizagio do credit scoring na pritica estd mais relacionada com sitemas de apoio
a decisio do que, propriamente, com sistemas em que o tnico objetivo é classi-
ficar uma observagao. Freqﬁentémente, ¢ de interesse que o método utilizado gere in-
formagdes a respeito da classificagio sugerida, informando, por exemplo, quais sdo
as variaveis “mais discriminadoras”. Dessa forma, os métodos Niicleo e k-VMP

sdo pouco recomenddveis na prética, uma vez que geram regras pouco informati-

vas.



APENDICE

APENDICE A - Detalhes sobre a Aplicagio do Método de Newton-Raphson em Discri-
minagao Logistica

Para se determinar o valor de @ que maximiza L(D,a), dado em (3—6), através

do método de Newton-Raphson é necessdrio calcular os valores de suas derivadas até se-
gunda ordem:

L(D,a) =) ) InPr(IL|x;)

i=1 kCE;
D
8_119(“%“1_&2: Z Ty — Z Tri Pr{1l; |z ) (i=1...,9-1;i=0,..,7)
i kEE; kEE;
E Pr(H,‘IIk)Pr(Hh,Ik)ij Thkmy seh%i
PLD,a) | P
aahmaaij B

- Z PI(H;Imk)[lmPr(Hg|zk)]$k_,- Thm, se h =1
ke E;

para h,i=1,..,9—1; m,7=0,...,re, como antes E = {1,..., n}.

Para sermos mais precisos, S(&,) é um vetor de dimensio (¢ —1){r +1) con-
tendo o seguinte valor na l-ésima linha:

IL(D, a)

6(1',']'

A (i=1,..,9—1;7=0,..,1)

onde l=(i~1)(r+1)+7+1.

E I{@y) é a matriz quadrada de dimensio (g — 1)(r + 1) contendo o seguinte valor
em sua l-ésima linha e c-ésima coluna:

#*L(D, a) _ ‘
Bapmbar; | G (hhi=1,..,9~1;m,j=0,..,1)

ondel=(i-1)(r+1)+j+1 e c=(h~-1)(r+1)+m+1.

Dado o valor inicial de &; obtem-se os demais através da regra de formagao (3 — 9).



APENDICE B - Estudo Descritivo das Variaveis que Compdem o Exemplo da Segiic 5.2

VARIAVEL X;
tipo: bindria (0-1) friﬁ'
1 XIS
X, I, I, Y
0 92(46%) 17(34%)
1 107(54%) 33(66%)
VARIAVEL X,
tipo: bindria (0-1) freq.
L1 o] BYNRRS
X, I, 11, A
0 44(22%) 24(48%)
j-s]
1 155(78%) 26(52%) -
e o 1
2}
VARIAVEL X,
tipo: qualitativa ordinal
“freq.
Xg H] ng han .
i
0 11(3%)  0(0%) i
1 47(24%)  4(8%) -
25
2 - 73(37%) 17(34%)

3 68(34%) 29(58%) s



VARIAVEL X,

tipo: continua
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APENDICE C - Distribuicio dos Escores para o8 Métodos Abordados no Exem-
plo da Segéo 5.2
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Figura C.1 - Método LDF.
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Figura C.2 - Método QDF.
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Figura C.3 - Método de Krzanowski.
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Figura C.4 - Discriminagao Logistica.
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Figura C.5 - Método do Nucleo (Varidvel X3 tratada como qualitativa nomi-
nal).
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Figura C.6 - Método do Nicleo (Varidvel X3 tratada como qualitativa ordinal).
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Figura C.7 - Método dos k-VMP (k=3).
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APENDICE D - Listagem do Programa AD i

{escrito em TURBO PASCAL)

PROGRAM ad:

USES CRT;
{ declaracao das variaveis }

CONST n r = 10;
nn = 200;
n_no = 100;

TYPE mr = ARRAY {1..n r] OF REAL;
mrr = ARRAY [l..n_r,1l..n r] OF REAL;
mn = ARRAY [1..n_n] OF REAL;
mnr = ARRAY [l..n_n,1..n_r] OF REAL;
mn_i = ARRAY [1l..n_n] OF INTEGER;
morr = ARRAY [0..n r,0..n_r] OF REAL;

VAR p,q,r,n,nl,n2,no,q : INTEGER;
ppl,pp2 :REAL;
pop, pop_est tmn_i;
dados mnr;
maxiz,miniz fmr;
pr_est tARRAY[1l..n_n+n_no] OF REAL;
pop_est2 tARRAY[1l..n_no] OF INTEGER;
C :ARRAY[1..n _r] OF INTEGER;
conf :ARRAY[1..2,1..2] OF INTEGER;

opcao,exit :CHAR;
leu_dados,separadas : BOOLEAN;
sa :TEXT;

PROCEDURE tela_menu;



\

WRITELN(’[ 1 ] Informacoes "):
WRITELN(’[ 2 ] Leitura de dados r)y:
WRITELN(’[ 3 ] Funcao Discriminante Linear ’);
WRITELN(’[ 4 ] Funcao Discriminante Quadratica’);
WRITEIN(’[ 5 ] Location model (Krzanowski) ’y:
WRITELN(’] 6 J Discriminacao Logistica "}:
WRITELN(‘[ 7 ] Nuacleo (Kernel) ’);:
WRITEIN(’[ 8 ] k-VMP (K-nn) ‘);
WRITELN(’[ 9 ) Saida ) ;

PROCEDURE informacoes 1;

BEGIN
CLRSCR;

WRITELN (’AD e um "software" estatistico que engloba 6
tecnicas estatisticas’);
WRITELN(’diferentes para classificar observacoes em
populacoes pre~definidas.’);
WRITELN(’Estas tecnicas, chamadas de Analise Discriminante
podem ser aplica-’);
WRITELN(’das em problemas onde ha mistura de variaveis
continuas e categori-‘);
WRITEILN(‘cas. Para a execucao do programa e necessario gue o
usuario crie um’);
WRITELN (’arquivo de dados no formato padrao ASC II com a
seguinte estrutura:’);
WRITELN (' x(1) X(2) ‘o x(q) X(g+l) ‘o
x(r) pop’);
WRITELN(/ 1
1 7);
WRITELN(’ 2 nl observacoes da populacao 1
1 17);
WRITELN(’
R I
WRITELN(/ ni
1 7);
WRITELN(’ ni+i
2 7);
WRITELN(’ nl+2 nZ2 observacoes da populacac 2
2 ");
WRITELN(’ :
HERA
WRITELN(’ ni+n2
2 7)) '
WRITELN(* 1
0 *);
WRITEIN(' e, opcionalmente, n0 observacoes a serem
0 7);
WRITEIN(’ no classificadas
o "y;



WRITELN (’Cada cobservacaoc ocupa uma linha. As variaveis sao ~
dispostas nas co-’);
WRITELN(’lunas sendo que as variaveis categoricas devem ser
colocadas primei-’);
WRITELN(’ro. A ultima coluna e reservada para indicar a
populacaoc a gue per-');
WRITELN(’tence a populacao. A separacao dos dadoes pode ser
feita por branco,’);
WRITEIN(’virgula ou ponto e virgula.’);
WRITELN(/TECLE ENTER PARA PROSSEGUIR’);

opcao:=READKEY;

CLRSCR;

END;

PROCEDURE informacoes_2;

BEGIN
CLRSCR;
WRITEIN;
WRITELN(’arquive de dados nao informado - entrar
na opcaoc 17);
WRITELN;
WRITE (/TECLE ENTER PARA PROSSEGUIR’);
opcac:=READKEY;
CLRSCR;
END;

FUNCTION ndif(f : INTEGER) : INTEGER;

VAR nconj,a,vndif,i :INTEGER;
conjunto 1mn;
achou : BOOLEAN;

BEGIN

vndif:=1;
nconj:=1;
conjunto[l]:=dados([1,£f];
FOR a:=2 TO n DO
BEGIN
achou:=FALSE;
i:=1;
WHILE (i<=ncon]j) AND (NOT achou) DO
IF conjunto[i]}=dados[a,f]
THEN achou:=true
ELSE i:=i+1;
IF NOT achou
THEN
BEGIN
vndif:=vndif+1;
conjunto[nconj+1]:=dados{a,f];



nconj:=nconj+1
END;
END;
ndif:=vndif;
END;

PROCEDURE le_dados;

VAR a,b,i,j,tcoluna,dlinha,

dcoluna, fim,status, sup :INTEGER;
minid,maxid ¢tREAL;
np :ARRAY[0..2] OF INTEGER;
adados tTEXT;
tnum, saida :STRING[20];
texto :STRING[255];
resp :CHAR;
BEGIN

FILLCHAR(dados,SIZEOF (dados),0);
FILLCHAR (pop, SIZEOF (pop),0);
WRITE(’saida na tela ? (S/N) 7);
resp:=READKEY;
WRITELN (resp) ;
IF (resp=’s’) OR (resp=’S')
THEN saida:=’CON’
ELSE
BEGIN
WRITE(’saida: *);
READIN (saida);
END;
WRITE(’nome do arquivo de dados = ’);
READIN {texto) ;
WRITE(’amostragem separada ? (S/N) ’);
resp:=READKEY;
WRITELN (resp) ;
IF (resp='s’) OR (resp='S’)
THEN separadas:=true
ELSE separadas:=false;
WRITE (‘numero de variaveils gqualitativas = /);
READ(Q) ;
ASSIGN(sa,saida);
REWRITE (sa) :
tnum:=’ /;
n:=0;
r:=0;
ASSIGN (adados, texto) ;
RESET (adados) ;
dlinha:=1;
WHILE {NOT EOF(adados)) DO
BEGIN
texto:=’";
tcoluna:=1;



dcoluna:=]1;
READILIN (adados, texto) ;
fim:=LENGTH (texto};
WHILE tcoluna <= fim DO
! IF (texto[tcoluna) IN [’07..79',’.’','="])
THEN
BEGIN
tnum:=*"’;
tnum:=texto[tcoluna];
INC(tcoluna);
a:=1;
WHILE (texto[tcolunal] IN [0’..79',7.’,'-"]) AND
(tcoluna <= fim)} DO
BEGIN
tnum:=tnum+texto[tcolunaj;
INC(tcoluna);
INC(a);
END;
tnum[0]:=chr(a) ;
val (tnum,dados[dlinha,dcoluna], status);
INC(dcoluna);
tnum:='"*;
END
ELSE
BEGIN
tnum:=""';
INC(tcoluna) ;
END;
dlinha:=dlinha+1;
END;
close (adados) ;
DEC(dlinha) ;
DEC(dcoluna) ;
r:=dcoluna-1;
FOR a:=1 TO dlinha DO
b:=trunc(dadosfa,r+l]);
np[0]:=0;
np[1]:=0;
np[2]:=0;
FOR a:=1 TO dlinha DO
BEGIN
b:=trunc(dadosfa,r+l]);
pop[a]:=b;
np[b]:=np[b]+1;
END;
sup:=0;
no:=npl[0];
nl:=np[1};
n2:=npl[2];
n:=nl+n2;
WRITEIN (sa);
WRITELN(sa,’ ANALISE DOS DADOS ‘) ;
WRITELN (sa) ;
WRITELN (sa, ‘parte dos dados lidos:’);



WRITELN (sa) ;
WRITELN(8a, ' ———————-———-wr oo r o s o s s s s s =
_________________ I);
FOR i:=1 TO 5 DO
BEGIN
WRITE(sa,i:1):
FOR j:=1 TO r DO
WRITE(sa,’ ’,dados[i,j]:4:1," *);
- WRITE(sa,’ ’,pop[il);
WRITELN (sa) ;
END;
WRITELN(sa,’ ... '):
FOR i:=n+no-3 TO n+no DO
BEGIN
WRITE(sa,i:l);
FOR j:=1 TO r DO
WRITE(sa,’ ’‘,dados[i,j]:4:1,’ "};
WRITE(sa,’ ’,pop[il):
WRITELN (sa);
END;
WRITELN(sa, ————===——— e s e e — — s e =
_________________ ’);
WRITELN(sa) ;
WRITELN(sa, 'n
WRITELN (sa, ’'r
WRITEIN(sa,’q
WRITELN (sa) ;
FOR b:=1 TO g DO
BEGIN
c[b]:=ndif (b);
WRITEIN(sa,‘’c[”,b,’] = ',c[b]):
EXND;
FOR b:=1 TO r DO
BEGIN
maxid:=dados[1,b];
ninid:=maxid;
FOR a:=2 TO dlinha DO
BEGIN
IF maxid < dados[a,b]
THEN maxid:=dados[a,b]:
IF minid > dados{a,b]
THEN minid:=dados{a,b]
END;
maxi2{b]:=maxid;
mini2[b]:=minid;
WRITEIN(sa, 'mini{’,b,’] =',mini2{bj:6:2,’

',n);
',r)i
,q)

maxi[’,b,’] = 7,maxi2[b]l:6:2);
END;
i:=1;

WRITELN (s=a)

WRITEILN(sa,’'no = ’,no);
WRITEIN (sa,’'nl = ’,nl);
WRITELN(sa,'n2 = ’,n2);

p:=r—qj



WRITELN (sa) ;
IF separadas
THEN
BEGIN
WRITE(’ppl = ’);
READIN (ppl):
WRITE(’pp2 = ’);
READIN {pp2) ;
END
ELSE
BEGIN
ppl:=nl/n;
WRITEIN(sa,’ppl = /,ppl:6:4);
pPp2:=n2/n;
WRITELN (sa, 'pp2
END:
WRITELN(sa);
END;

il

!,pp2:6:4);

PROCEDURE resultados;

VAR 1,3 : INTEGER;
e,a,b,al,bl :REAL;
BEGIN

WRITELN (sa) ;
WRITELN (sa) ;
WRITELN (sa,’ Pop. Atual
Populacao Prevista’);
WRITELN(sa,’ = = = = ===ece———n @ e
__________ I);
WRITE (sa,’ 'y ;
FOR i:=1 TO 2 DO
WRITE(sa,i,’ 1y ;
WRITELN (sa) ;
WRITELN (sa) ;
FOR i:=1 TO 2 DO
BEGIN
WRITE(sa,’ rLiLt

FOR j:=1 TO 2 DO
WRITE({sa,conf[i,]j],’ ‘ Yy
WRITELN (sa) ;
END;
:=conf[1,2]*ppl/nlt+conf{2,1]*pp2/n2;
WRITELN (sa) ;
WRITELN (sa) ;
WRITELN (sa) ;
WRITELN(sa);
WRITELN (sa) ;
WRITELN (sa, ' Taxa de
erro aparente’);



WRITELN(BaA,’ =————e—————
——————————— f)'-

WRITELN (sa) ;

WRITELN(sa,’ E =

WRITELN (sa) ;
WRITELN (sa} ;
WRITELN (sa) ;
IF no<> 0O
THEN
BEGIN
WRITEIN (sa,’ CLASSIFICACAO DAS

OBSERVACOES REQUERIDAS’}) ;

WRITELN (sa) ;

WRITELN({sa,’ obs.:
pop. estimada’);

FOR j:=1 TO no DO

WRITELN (sa,’ '3,
*,pop_est2[j]l);

END;
END;

FUNCTION pot(a,b : REAL) : REAL;

VAR X :REAL;
BEGIN
IF a > 0

THEN x:=EXP(b*LN(a))
ELSE IF a = 0
THEN x:=0
ELSE IF FRAC({(b/2}=0
THEN x:=EXP(b*LN(-a))
ELSE x:=-EXP(b*LN(-a));
poti=x;
END;

FUNCTION deter(VAR m : mrr; VAR v : INTEGER) : REAL;

{ descricao : calcula o determinante de m, matriz v

x v}

VAR 1,3,k : INTEGER;
det,cte ' :REAL;
m_aux tmr;

BEGIN

det:=1;

FOR k:=1 TO v=1 DO
BEGIN



IF m[k,k]=0
THEN
BEGIN
deter:=0;
ki=v;
END
ELSE
FOR i:=k+1 TO v DO
BEGIRN
IF m[i,k]<>0
THEN
BEGIN
cte:=m[k,k]/m[i,k];
det:=det/cte;
FOR j:=1 TO v DO
m(i,]] :=m{ilj]*Cte—m[krj] ;
END;
END;
det:=det*m[k,k};
END;
det:=det*m|v,v];
deter:=det;
END;

FUNCTION k_g(z,zk : mr; delta : REAL) : REAL;

VAR 3j : INTEGER;
prod :REAL;
BEGIN
prod:=1;

FOR j:=1 TO q DO
IF z[3] = zk[]]
THEN prod:=prod*delta
ELSE prod:=prod#* (l-delta)/(c[j]~1);
k _g:=prod;
END;

FUNCTION k p(v,yk : mr; lambda : REAL) : REAL;

VAR J : INTEGER;
sum, aux :REAL;
BEGIN
sum:=0;

FOR j:=1 TO p DO

sum:=sum+pot ((y[J]1-yk[]1])}.,2):
aux:=-p/2*LN(2*PI*lambda)-sum/2/lambda; .
IF aux>80
THEN aux:=8



ELSE IF aux<-80
THEN aux:=-80;
kX_p:=EXP(aux);
END;

- ————————— ——— — b o o T S ———— — Bl S S . " o T ——— T — T {— T e o o . B e

FUNCTION f g(delta :
REAL; inf,sup : INTEGER) : REAL;

VAR 3.1 :INTEGER;
sum, I1nprod :REAL;
zl,zk Imr;

BEGIN
Inprod:=0;
FOR k:=inf TO sup DO
BEGIN
sum:=0;
FOR j:=1 TO q DO
zk[]j]:=dados[k,j];
FOR 1:=inf TO sup DO
IF 1 <> k
THEN
BEGIN
FOR j:=1 TO g DO
zl[j]:=dados[1,]]:
sum:=sumt+k_qg(zl,zk,delta);
END;
Inprod:=lnprod+IN(sun/ (sup-~inf));
END;
f g:=1nprod;
END;

FUNCTION f p(lambda : REAL; inf,sup : INTEGER)

VAR k,3,1 _ : INTEGER;
sum, 1nprod :REAL;
yl,vk tmr;

BEGIN
Inprod:=0:
FOR k:=inf TO sup DO
BEGIN
sum:=0;
FOR j:=qgq+1 TO r DO
vk{j-gq]:=dados[k,]j];
FOR 1l:=inf TO sup DO
IF 1 <> k
THEN



BEGIN
FOR j:=g+l TO r DO
yl{j-q]:=dados(1,]}:
sum:=sum+k_p(yk,yl,lambda) ;
END;
Inprod:=1nprod+LN (sum/ (sup—-inf) ) ;
END;
f p:=lnprod;
. END;

PROCEDURE ache_max (VAR kX _a,k _c: REAL; cat: BOOLEAN;
inf,sup: INTEGER);

VAR k b,epsilon,fl,f2,13 :REAL;

BEGIN
WRITELN(sa,’a = ',k _a:4:2,’ c ="',k c:4:2);
epsilon:=0.01;
k_b:=(k _atk _c)/2;
IF cat
THEN
BEGIN
fi:=f g{k b-epsilon,inf,sup);
f2:=f g(k _b,inf,sup);
f3:=f g(k b+epsilon, inf,sup);
WRITEILN(sa,’'fl1 = ’,fi:6:4,' f£f2 = ' ,f2:6:4,"'
f3 = 7,£3:6:4);
IF (fi < f2) AND (f2 < £3)
THEN k_a:=k_b
ELSE IF (f1 > f2) AND (f2 > f£3)
THEN k_c:=K b
ELSE IF (f1 < f2) AND (f2 > £3)

THEN
BEGIN
k_a:=k b;
k c:=k_b;
END;
END
ELSE
BEGIN

fi:=f p((k_b-epsilon),inf,sup):;
f2:=f p(k_b,inf,sup);
f3:=f p((k_btepsilon),inf,sup);
WRITELN(sa,’fl = ’,f1:6:4,’ f2 = 7 ,f2:6:4,’
f3 = 7,£f3:6:4);
IF (f1 < f2) AND (f2 < £3)
THEN X a:=k b
ELSE IF (f1 > f£2) AND (f2 > £3)
THEN k c:=k_b
ELSE IF (f1 < £2) AND (f2 > f£3)
THEN
BEGIN



PROCEDURE dispersao(dados : mnr; 11,12,cl,c2 :
integer; VAR cov : mrr);

{ descricao: calcula a matriz de variancias e covariancias
denominada cov {de dimensao c2-cl+l) dque e’
estimada a partir da amostra representada pela
matriz de dados da linha 11 ate a linha 12 e da
coluna cl ate a coluna c2 }

VAR i,3,k : INTEGER;
ex sIr;

BEGIN
FILLCHAR (ex,SIZEOF(ex),0);
FILLCHAR (cov,SIZEOF(cov),0);
FOR j:=cl TO c2 DO
BEGIN
FOR k:=11 TO 12 DO
ex[j-cl+1]):=ex[j-cl+l]+dados([k,3]:
ex[j-cl+l]:=ex[j-cl+1]/(12-11+1);
END;
FOR i:=cl TO c2 DO
FOR j:=cl TO c2 DO
FOR k:=11 TO 12 DO
cov{i-cl+l,j-ci+l]:=cov[i-cl+1,j-cl+1]+
(dados[k,il-ex[i-c1+1]) *(dados[k,j]l-ex[]j-

cl+l]):
FOR i:=1 TO (c2-cl+1) DO
FOR j:=1 TO (c2-cl+l) DO
cov[i,j]li=cov[i,])]/(12-11);

END;
[(——=— e e e e e e T e T e T }

PROCEDURE inversa(cov : mrr; r : integer; VAR invcov
: mrr);

{ descricao: calcula a matriz inversa de cov e armazena
na matriz invcov }

VAR mat Imorr;
co,id,1li,i,j,nvar :INTEGER;
de,be :REAL;

BEGIN



FOR 1i:=1 TO r DO
FOR j:=1 TO r DO
mat[i-1,j-1):=cov[i,i];
FOR i:=1 TO r DO
BEGIN
mat[i,r]:
mat{r,i}:
END;
nvar:=r-1;
FOR 1i:=0 TO nvar DO
BEGIN
de:=mat[1li,1i];
IF de=0
THEN
WRITELN (MULTICOLINEARIDADE !!! ~ PROGRAMA

.
¥
-
r

1l
1

ABORTADO') ;
FOR co:=0 TO nvar+l DO
mat[li,co]:=mat[li,co]/de;
FOR id:=0 TO nvar+l DO
BEGIN
IF id<>1i
THEN
BEGIN
be:=mat[id,1li];
FOR co:=0 TO nvar+l DO
IF mat[li,co]>exp(50)
THEN mat[id,co]:=matf{id,co]-
exp (50} *be
ELSE mat{id,co]:=mat{id,co]-
mat[li,co]*be;
mat[id,1li]:=-be/de;
END;
END;
mat[li,li]:=1/de;
END;
FOR 1i:=0 TO nvar DO
FOR co:=0 TO nvar DO
invecov[1li+1,co+l]:=mat[li,co};

PROCEDURE inversa_log{cov : morr; v:integer; VAR
invcov : morr);

VAR mat :mOorr;
co,id,1i,i,]j,nvar : INTEGER;
de, be :REAL;

BEGIN -

FOR i:=1 TO v DO
FOR j:=1 TO v DO
mat[i~1,J-1):=cov[i,j];



FOR i:=1 TO v DO
BEGIN

nvar:=v-1;
FOR 1i:=0 TO nvar DO
BEGIN
de:=mat{1i,1i};
' IF de=0
THEN
WRITELN ('MULTICOLINEARIDADE !!! - PROGRAMA
ABORTADOD’) ;
FOR co:=0 TO nvar+l DO
mat[li,co):=mat[li,co]/de;
FOR id:=0 TO nvar+l DO

BEGIN
IF id<>1i
THEN
BEGIN
be:=mat[id,1i]:
FOR co:=0 TO nvar+l DO
IF mat[li,co]l>exp(50)
THEN mat[id,co]:=mat{id,co]-
exp (50) *be
EILSE mat[id,co]:=mat[id,co]-
mat[li,co]*be;
mat[id,1i]:=-be/de;
END;
END;
mat[li,li}:=1/de;

END;
FOR 1i:=0 TO nvar DO
FOR co:=0 TO nvar DO
invcov[li+l,co+l]:=mat{li,co);

PROCEDURE bolha (VAR tab : mn; VAR popu : mn_i; knn :
INTEGER) ;

{ descricaoc: ordena o vetor popu de acordo com o vetor tab )}

VAR k,j,ind,auxi : INTEGER;
aux,mini :REAL;

BEGIN
FOR k:=1 TO knnt+l DO
BEGIN
mini:=tablk];
ind:=k;
FOR j:=k+1 TO n DO
BEGIN



IF tab[j] < mini

THEN BEGIN
mini:=tab{j};
ind:=j:

END;
END;

aux:=tab[k];
tab[k]:=mini;
tab[ind] :=aux;
auxi:=popuflk];
popufk]:=popul[ind};
popu[ind]:=auxi;
END;
END;

PROCEDIMENTOS PRINCIPAIS

PROCEDURE 1ld4f;

VAR i3,k : INTEGER;
sum, constante :REAL;
medial,media2,soma,dif,m_rxi,
alfa Imr;
spooled, invs IMIY;

m n tARRAY{1..n_n+n _no] OF REAL;

BEGIN

FILLCHAR (medial,SIZEOF (medial),0);
FILLCHAR (media2, SIZEOF (media2),0);
WRITEILN (sa,’ FUNCAO DISCRIMINANTE
LINEAR’) ;
FOR i:=1 TO nl DO
FOR j:=1 TO r DO
medial[j]:=medial[j])+dados[i,]];
FOR i:=nl1+1 TO n DO
FOR j:=1 TO r DO
media2{j]:=media2[j])+dados[i,])]:
FOR j:=1 TO r DO
BEGIN
medial[j]:=medial[j]/nl;
media2[j]:=media2[j}/n2;
soma[j]:=medial[j]+mediaz2([]j}];
dif[j]:=medial[j]-media2[]j];
END;
dispersao(dados,1,n,1,r,spocled);
inversa(spooled,r,invs);
FOR i:=1 TO r DO
BEGIN
sum:=0;
FOR j:=1 TO r DO



sun:=sum+invs(i,jj*dif(j3;
alfa[i]:=sum;
END;
sum:=0;
FOR k:=1 TO r DO
sum:=sum+soma{k]*alfafk];
sum:=-sum/2+1ln(ppl/pp2):;
constante:=sum;
\ FOR i:=1 TO n+no DO
BEGIN
sum:=0;
FOR k:=1 TO r DO
sum:=sumt+dados[i,k]*alfa[k];
m_n(ij:=sum;
END;
FOR k:=1 TO n DO
BEGIN

pr_est([k]:=exp(m_n[k]+constante)/(1+exp(m_n[k]+constante});
WRITEIN (sa,k,’ Pripop 1/x] =
’,pr_est[k]:1:5);
IF pr_est[k]-0.5 > 0O
THEN
pop_est[k]:=1
ELSE
pop_est{k]:=2;

conf[pop{k],pop_est[k]l]:=conf[pop(k],pop_est[k]]+1;
WRITELN(’pop[’,k,’] = ’,pop[k],’
pop_est[’,k,’] = ’,pop_est[k]);

END;
FOR k:=n+1 TO n+no DO
BEGIN
pr_est[k]:=exp(m_n[k]j+constante}/(l+exp(m _n{k]+constante));
WRITEIN (sa,pr_est[k]:1:8,’ . popik]);
IF pr est[k]~0.5 > 0
THEN
pop_est2[k-nl:=1
ELSE
pop_est2[k-n):=2;
END;
WRITELN (sa) ;
WRITELN((sa) ;
WRITELN (sa, ’ parametros estimados:’);
WRITELN (sa) ;

WRITELN (sa, ‘constante = ’,constante);
FOR i:=1 TO r DO

WRITELN (sa,’ alfa’,i,’ = ’,alfa[i]):
WRITELN (sa) ;
WRITEIN(sa, regra de classificacao:’);

WRITEIN(sa,’ se alfa‘x > -alfa0’);
WRITEIN(sa,’ entao X e classificado na populacao



WRITELN(sa,’ cc x e classificado na populacao 2’);
WRITELN (sa) ;
writeln(sa);

END;

PROCEDURE gdf;

VAR i,j,k,1 :INTEGER;
detsl,dets2,alfal,alfa2,sum :REAL;
medial,media2,x1,x2,
x1t,x2t,m_rxl,m rx2 tmr;
sl,82,invel, invs2 Imrr;

BEGIN

FILLCHAR (medial, SIZEOF (medial),0);

FILLCHAR (media2, SIZEOF (media2),0);

WRITELN (sa, ’ FUNCAO DISCRIMINANTE
QUADRATICA’) ;

FOR i:=1 TO nl DO
FOR j:=1 TO r DO
medial[j]:=medial{j])+dados{i,j];
FOR i:=nl+1 TO n DO
FOR j:=1 TO r DO
media2([j]:=media2[j]+dados[i,j];
FOR j:=1 TO r DO
BEGIN
medial([j]:=medial[j]/nl;
media2[j]:=media2[j}/n2;

END;
dispersao(dados,nl+l,n,1,r,s2);
inversa(s2,r,invs2);
dets2:=ABS (deter(s2,r));
dispersao(dados,1,nl,1,r,sl);
inversa{sl,r,invsl);
detsl:=ABS (deter(sl,r)):;

FOR k:=1 TO n DO

BEGIN
FOR j:=1 TO r DO
BEGIN
x1{j]):=dados[k,j]-medial([j];
x2[j]:=dados[k,j]-media2[j];
END;
FOR j:=1 TO r DO
BEGIN

alfal:=0;
alfa2:=0;
FOR 1:=1 TO r DO
BEGIN
alfal:=alfal+x1[1]*invsi[1l,3];
alfa2:=alfa2+x2[1]*invs2(1,3];
END;



m_rx1(j}:=alfal;
m_rx2[j}:=alfa2;

END;
alfal:=0;
alfaz:=0;

FOR 1:=1 TC r DO
BEGIN
alfal:=alfal+m rx1[1])*x1[1];
alfa2:=alfa2+m_rx2[1]*x2[1];

END;
alfal:=EXP(alfal*(-0.5))*ppl/SQRT(ABS (detsl));
alfa2:=EXP(alfa2*(-0.5))*pp2/SQRT (ABS (dets2));
pr_estik]:t=alfal/{alfal+alfa2);

IF pr_est[k]-0.5 > 0
THEN

pop_est[k]:=1
ELSE

pop_est[k]:=2;

WRITELN (sa,pr_est[k]:1:8);

conf[pop[k],pop_est[k]]:=conf{pop[k],pop_est[k]]+1;
WRITEIN(’pop[’,k,’] = ’/,poplk],’
pop_est[’,k,’] = ’/,pop_est[k]);

END;
FOR k:=n+l1 TO n+no DO
BEGIN
FOR j:=1 TO r DO
BEGIN
x1[j]:=dados[k,j]-medial[}];
x2[j]l:=dados[k,j]-media2[j];
END;
FOR j:=1 TO r DO
BEGIN
alfal:=0;
alfaz:=0;
FOR 1l:=1 TO r DO
BEGIN
alfal:=alfal+x1[1]*invsl[1,3];
alfa2:=alfa2+x2[1]*invs2{1,j]:
END; .
m_rxi[j]:=alfal;
m_rx2[j]:=alfaz;
END;
alfal:=0;
alfaz:=0;
FOR 1:=1 TO r DO
BEGIN

alfal:=alfal+m rx1[13*x1[1};
alfa2:=alfa2+m_rx2[1]*x2[1};

END;
alfal:=EXP(alfal*(-0.5))*ppl/SQRT(ABS (detsl
alfa2:=EXP(alfa2*(-0.5) ) *pp2/SQRT (ABS (dets2
pr_est[k]:=alfal/(alfal+alfaz);

IF pr_est[k]-0.5 > O
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THEN
pop_est2[k-n]:=
ELSE
pop_est2{k-n):=2;
END;

PROCEDURE 1m;

CONST _c_maxi = 64;

VAR i,j,%k,1,h,t,c max : INTEGER;
sum, prod,maxi,dets,m 1x1 :REAL:;
prob_est :ARRAY[1..2]. OF REAL;
spooled, invs smrr;

m :ARRAY{1l..n _n+n_no] OF INTEGER;
dy imnr;

som,my tARRAY[1..c maxi,l..n_r] OF REAL;
nm :ARRAY[1l..c maxi] OF INTEGER;
pr_m :ARRAY[1l..c maxi] OF REAL;

yl,m pxl Imr;

pp :ARRAY[1..2] OF REAL;

BEGIN
FILLCHAR (som,SIZEOF (som),0);
FILLCHAR(n_m,SIZEOF(som),0);
FILIL.CHAR(spooled,SIZEOF (spooled) , 0} ;
WRITEIN(sa,’ MODELO DE KRZANOWSKI -
location model’) ;
FOR k:=1 TO n+no DO

BEGIN
sum:=0;
FOR j:=2 TO g DO
BEGIN
prod:=1;

FOR h:=1 TO j-1 DO
prod:=prod*cl[h];
sum:=sum+prod*dados(k,j];
END;
m[k] :=1+TRUNC (dados[k,1]+sum) ;
END;
c_max:=1;
FOR j:=1 TO g DO
c_max:=c_max*c[]j];
FOR k:=1 TO nl DO
BEGIN
i:=m[k];
FOR j:=g+1 TO r DO
som[i,j}:=som[i,]j])+dados([k,j];
INC(n m[i]);
END;
FOR k:=ni+1 TO n DO
BEGIN



i:=m[k]+c_max;
FOR j:=g+l1 TO r DO
som[i,j]:=som[i,j]+dados[k,j];
n mii}:=n m[i]+1;
END;
WRITELN (sa) ;
WRITELN(sa,’ tabela de frequencias por casela’);
WRITELN (sa) ;
WRITEIN (sa, ’casela freq pop 1 freq pop
27);
FCR i:=1 TO c_max DO
WRITELN(sa,i:10,n m{i]:10,n_m[i+c max):10);
WRITELN (sa) ;
FOR l:=1 TO c _max DO
pr m[l]:=n_m[{l]/nl;
FOR 1:=1 TO c_max DO
pr_m[c max+l]:=n m[c max+l]/n2;
FOR 1l:=1 TO 2*c_max DO
IF n_m[l] <> O
THEN
FOR j:=g+l1 TO r DO
my[1,j]:=som[1,j]/n_m[1];
{inserir futuramente impressao das matriz de
medias)
FOR k:=1 TO n DO
BEGIN
l:=c_max* (pop[k]-1)+m[k];
FOR J:=q+l TO r DO
dYEkfj"'QJ t=dados[k,j]-my[1,3];
FOR 1:=1 TO p DO
FOR j:=1 TO p DO

spooled[i,j]:=spooled[i,jl+dy[k,il*dy[k,]];
END;
FOR 1i:=1 TO p DO
FOR j:=1 T0 p DO
spooled([i,j]:=spooled[i,j}l/(n-2%c_max);
dets:=deter(spooled, p};
inversa(spooled,p,invs) ;
pp[1]):=ppl;
ppl[2]:=pp2;
FOR k:=1 TO n DO
BEGIN
maxi:=0;
FOR i:=1 TO 2 DO
BEGIN
l:=c_max*(i-1)+m[k];
FOR j:=g+1 TO r DO
y1|;j“"q:| :=dados[k,j]-my[1,3];
FOR Jj:=1 TO p DO
BEGIN
sum:=0;
FOR t:=1 TO p DO
sum:=sum+yl{ti*invs[t,j];



m px1l{j]:=sum;

END;
Bum:=0;
FOR t:=1 TO p DO

sum:=gum+m pxl{t}j*yl[t]:
m_1xl:=sum; B
prob_est[i]:=pr m[1]}*pp[i]*EXP({-m 1x1/2);

END;

pr_est[k]:=prob_est[{1]/(prob_est[1]+prob est[2]};
IF pr_est[k]-0.5 > O
THEN pop_est[k]:=1
ELSE pop_est[k]:=2;

conf[pop[k],pop_est[k]]l:=conf[pop[k],pop est[k]]+1;
: WRITELN (sa,k,’ Pripop 1/x] =
f,pr_est[k]:1:5);
END;
FOR k:=n+1 TO n+no DO
BEGIN
maxi:=0;
FOR i:=1 TO 2 DO
BEGIN
l:i=c_max*(i-1)+m[k];
FOR j:=g+1 TO r DO
yYl[j-q]:=dados{k,j]-my[1,]];
FOR j:=1 TO p DO
BEGIN
sum:=0;
FOR t:=1 TO p DO
sum:=sum+yl[t]*invs[t,j];
m_px1[j]:=sum;
END;
sum:=0;
FOR t:=1 TO p DO
sum:=sum+m pxl[t]*yi[t];
m_lxl:=sum;
prob_est{i]:=pr_m[1]*pp[i]*EXP(-m_1x1/2);
END;

pr_est[k]:=prob_est[1]/(prob_est[1]+prob_est[2]);

IF pr_est[k]-0.5 > ©

THEN pop_est2[k~-n]:=1

ELSE pop est2[k-n]:=2;

WRITEIN (sa,k,’ Pripop 1/x] =
’,pr_est{k]:1:5);

END;
END;

PROCEDURE logistic;

VAR  b,h,m,i,j,k,cont,lin,col,1,inf,



sup,n_it,n_it_max,ind 1,v :INTEGER;

maxi, sum,sum2,epsilon tREAL:;

m_rxl,score tmr;

pr_i k tARRAY{l..n_n,1..2] OF REAL;

mh, invmh _ :morr;

param tARRAY[1l..n_r,1..2] OF REAL;

d tARRAY[1l..n_n+n no,l..n_r] OF REAL;

prob_est tARRAY[1..2] OF REAL;
BEGIN

: WRITELN(sa,”
DISCRIMINACAO LOGISTICA');
WRITELN (sa,’
== ');
WRITELN (sa);
WRITELN (sa) ;
i=r+l;
n_it max:=8;
epsilon:=1E-20;
FILLCHAR(param,SIZEOF (param) ,0);
FOR k:=1 TO n+no DO
BEGIN
FOR j:=r+1 DOWNTO 2 DO
d[k,j]:=dados[k,]j-1];
d[k,1]:=1;
END;
maxi:=epsilon+1;
n_it:=1;
WHILE (n_it<n_it max) AND (maxi>epsilon) DO
BEGIN
FOR j:=1 TO v DO
param{j,l]:=param{j,2];
{ calculo de pr[ POP(i) | X(k) ] )
FOR k:=1 TO n DO
BEGIN
sum:=0;
FOR cont:=1 TO r+l DO
sum:=sum+d[k, cont]*param{cont,1];
pr_i_k[k,1]:=EXP(sun)/ (EXP(sum)+1);
pr_i_k(k,2]):=1-pr_i k[k,173:
END;
{ calculo da funcao "score" )
FOR j:=0 TO r DO

BEGIN
ind_l1:=j+1;
sum2:=0;

FOR k:=1 TO n DO
sum2 :=sum2+d[k,j+1}*pr i klk,1]:

sum:=0;

FOR k:=1 TO nl DO
sum:=sumt+d[k,j+1];

scorefind_1):=sum-sum2;

END;
{ calculo da matriz hessiana )}



FOR j:=0 TO r DO
FOR m:=0 TO r DO
BEGIN
sum:=0;
FOR k:=1 TO n DO _
sum:=sum-pr_i k[k,1]*(1-
pr_i k{k,1])*d[k,3+1]1*d[k,m+1];
mh[j+1,m+1l]:=sum;
END;
{ algoritmo de Newton-~Raphson }
WRITELN (sa) ;
inversa_log(mh,v,invmh) ;
FOR i:=1 TO v DO
BEGIN
sum:=0;
FCOR cont:=1 TO v DO
sum:=sum+invmh[i, cont}*score[cont};
m_rx1[i]:=sum;
END;
maxi:=0;
FOR cont:=1 TO v DO
BEGIN
param[cont,2]:=paramfcont,1]-m rxi[cont];
maxi:=maxi+sgr(paramfcont,2]-
paramfcont,1}):
END;
WRITELN (sa, ’iteracao no. ’,n_it,’ sqr’,maxi):
n_it:=n_it+1;
END;
{ correcao para amostragem feita separadamente }
IF separadas
THEN
param[l,2]:=param[1l,2]+1ln(ppli*n2/pp2/nli);
WRITFEIN (sa, ' PARAMETROS ESTIMADOS') ;
FOR i:=1 TO 2 DO
BEGIN
WRITELN (sa, ‘pop:’,1i):
infi=(i-1)*(r+1)+1;
sup:=i*(r+1);
FOR cont:=inf TO sup DO
WRITEIN (sa,param[cont,2]);
WRITELN (sa) ;
END;
{ classificacao para cada observacac amostral }
FOR k:=1 TO n DO
BEGIN
maxi:=-1000;
FOR i:=1 TO 2 DO
BEGIN
infi=(i-1)*(r+1)+1;
sup:=i#%(r+l1);
sum:=0;
FOR cont:=1 TO r+1 DO
sum:=sum+d{k,cont]*param[inf+cont~1,2];



prob_est[1]}:=EXP(sum);
END;

pr_est[k]:=prob_est[1l]/(prob_est[1]4prob_est[2]);
IF pr_est[k]-0.5 > 0
THEN pop_est[k]:=1
ELSE pop est[k]:=2;
WRITELN(sa,k,’ Pr{pop 1/x] =
r,pr_estfk]:1:5);

conf[pop[k],pop_est[k]]:=conf[pop[k],pop_est[k]]+1;
WRITELN('pop[’,k,’] = *,pop[k],”
pop_est[’,k,’] = /,pop_est[k]);
END;
FOR k:=n+1 TO n+no DO
BEGIN
maxi:=-1000;
FOR i:=1 TO 2 DO
BEGIN
infi=(i~1)*(r+1)+1;
sup:=1i%*(r+1);
sum:=0;
FOR cont:=1 TO r+1 DO
sum:=sum+d[k,cont]*param[inf+cont-1,2];
prob_est[i]:=EXP(sum);
END;

pr“est[k]:=probmest[1]/(prohﬁest[1}+prob_est[2]);
IF pr est[k]-0.5 > 0
THEN pop_est[k]:=1
ELSE pop est[k]:=2;
END;
END;

PROCEDURE kernel;

VAR min ¢,i,j,k,1,inf,sup :INTEGER;
a,b,delta,lambda,sl,s2,dp,kp,kqg :REAL;
ml_gxl,ml_px1,m2_gxl,m2_px1l mr;
param :ARRAY[1..2,1..2] OF REAL;
pr :ARRAY[1..2] OF REAL;
cat : BOOLEAN;

BEGIN

WRITELN (sa,’ 0O METODO

DO NUCLEO’) ;

WRITELN (sa, ’
I) ;
WRITELN (sa) ;
WRITELN (sa) ;
min c:=¢[1];
FOR j:=2 TO g DO




IF min_c > ¢[]]
THEN min_c:=c[]j}:
inf:=1;
sup:=nl;
FOR i:=1 TO 2 DO
BEGIN
FOR j:=g+l TO r DO
BEGIN
581:=0;
s82:=0;
FOR k:=inf TO sup DO
BEGIN
sl:=sl+dados[k,}];
s2:=s2+dados[k,j]*dados[k,j];
END;
dp:=SQRT(s2/ (sup-inf+1)-SQR(s1/ (sup-
inf+1)));
FOR k:=inf TO sup DO
dados[k,]j}:=dados{k,j]/dp;
END;
inf:=nl1+1;
sup:=n;
END;
inf:=1;
sup:=nl;
FOR i:=1 TO 2 DO
BEGIN
WRITEIN(sa,’i = ’/,1i);
cat:=TRUE;
a:=1/min_cj;
b:=1;
WHILE ABS(a-b) > 0.01 DO
ache_max(a,b,cat,inf,sup);
param[i,1]:=(a+b)/2;
cat:=FALSE;
a:=0;
b:=1;
WHILE ABS(a-b) > 0.0l DO
ache_max(a,b,cat,inf, sup);
param[i,2]:=(a+b)/2;
inf:=nl+l;
sup:=n;
END;
WRITELN (sa);
WRITELN (sa, ’‘PARAMETROS ESTIMADOS’) ;
WRITELN (sa) ;
WRITELN (sa, ’pop lambda delta’);
FOR i:=1 TO 2 DO

- WRITEIN(sa,*’ ’,i,’ !, param{i,2]):4:2,"’
/!, param[i,1]:4:2};
WRITELN (sa) ;
FOR k:=1 TO n DO
BEGIN

FILLCHAR(pr,SIZEOF(pr),0);



FOR j:=1 TO q DO
ml_gxl[j]:=dados[k,3];
FOR j:=q+l TO r DO
ml_px1l[(j-g)]:=dados(k,j]l;
infi=1;
sup:=nl;
FOR i:=1 TO 2 DO
BEGIN
delta:=param{i,1);
lambda:=param[i,2};
a:=0;
FOR l:=inf TO sup DO
BEGIN
IF 1 <> k
THEN
BEGIR
FOR j:=1 TO q DO
m2_gxl[j]}:=dados[1,3];
FOR j:=g+l TO r DO
m2_px1[(j-qg)}:=dados[l,]];
kg:=k_g(ml_gxl,m2 gxl,delta);
kp:=k_p(ml_pxl,m2_pxl,lambda);
pr[i]:=pr[i)+kqg*kp;
END
ELSE a:=1;
END;
pr[i]l:=pr(i]/(sup-inf+l-a);
inf:=nl+1;
sup:=n;

END;
pr_est[k}:=pr[1]*ppl/(pr(l1]*ppl+pr[2}*pp2);
IF pr_est[k]-0.5 > 0
THEN pop_est[k]:=
ELSE pop est[k]:=2;

WRITEIN(sa,k,’ Prpep 1/%] =
', pr estik]:1:5);
: WRITELN(’pop[’,k,”] = ’,pop[k],’
pop_est[’/,k,’] = /,pop_est[k]);

conf[pop[k],pop est{k]]:=conf{pop[k],pop_est[k]]+1;
END; :
FOR k:=n+l TO nt+no DO
BEGIN
FILLCHAR(pr,SIZEOF(pr),0);
FOR j:=1 TO gq DO
ml gx1{j]:=dados[k,]]:;
FOR j:=g+1 TO r DO
ml_px1[ (j-q)]:=dados[k,3];
inf:=1;
sup:=nl;
FOR i:=1 TO 2 DO
BEGIN
delta:=param{i,1];
lambda:=param[i,2];



a:=0;
FOR l:=inf TO sup DO
BEGIN
IF 1 < k
THEN
BEGIN
FOR j:=1 TO g DO
m2_gxl[j):=dados[l,j]:
FOR j:=g+l1 TO r DO
m2_px1[(j-q)]:=dados(l,3];
kg:=k_gq(ml_gxl,m2_gxl,delta);
kp:=k_p(ml_pxl,m2 pxl,lambda);
pr(i):=pr[i]+kg*kp;

END
ELSE a:=1;
END;
pr{i]:=pr[i]/ (sup-inf+i-a);
inf:=nl+1;
sup:=n;

END;

pr_est[k]:=pr(1]*ppl/(pr[1]*ppl+pr[2]*pp2);
IF pr_est[k]-0.5 > O
THERN pop_est[k]:=1
ELSE pop _est{k]:=2;

ERND;

FOR j:=g+l TO r DO

FOR k:=1 TO n DO

dados[k,j]:=dados[k,j]*dp;

PROCEDURE knn;

VAR i,j,%,1,aux,1lin,linha,

col ,knn, inf, sup :INTEGER;
vol,soma,rlc,mini,e :REAL;
rd :ARRAY[1l..n_r] OF REAL;
d_aux rmnr;
ki :ARRAY[1..2] OF REAL;
dist tmn;
popu mn_i;
knn_ok : BOOLEAN;
BEGIN
WRITELN (sa,’ METODO DOS K-

VIZINHOS MAIS PROXTIMOS');
WRITEIN(sa,’
T —— r ) -
WRITELN (sa);
WRITEIN (sa) ;
knn_ok:=FALSE;
WHILE NOT knn_ok DO
BEGIN




WRITELN (*DIGITE O VALOR PARA O K, ISTO E,
QUANTAS OBSERVACOES’) ;

WRITELN (’ PROXIMAS A K SERAO CONSIDERADAS :7);

READIN (knn) ;

IF ((knn MOD 2) = 0)

THEN
WRITELN(’K PRECISA SER TIMPAR’)
ELSE
knn_ok:=TRUE;
END;

FOR j:=1 TO g DO

rd[(j}:=dados[1,3]:
FOR j:=g+1 TO r DO

rd[j):=maxi2[j]-miniz2[j];
(* classificacao para cada observacao amostral #*)
FOR k:=1 TO n DO

BEGIN

FOR lin:=1 TO n DO
(* calculo da similaridade entre x[lin] e

x[k] *)
BEGIN
soma:=0;
FOR j:=1 TO gq DO
IF dados{lin,j]=dados[k,j]
THEN soma:=soma+l;
FOR j:=g+l TO r DO
soma:=soma+1-ABS((dados[lin,j]~-
dados(k,j])/rd(J}1);
rlc:=soma/r;
dist[lin]:=2*(1~rlc);
END;
FILLCHAR(ki,SIZEOF(ki),0);
FOR lin:=1 TO n DO
popu[lin}:=pop[lin];
bolha(dist, popu,knn);
FOR lin:=2 TO knn+l DO
ki[popu{lin]]:=ki[popu{lin]]+1;

pr_est[k]}:=ki[1])*ppl/nl/(ki[1]*ppl/n1+ki[2]*pp2/n2);
IF pr est[k]-0.5 > 0
THEN pop _est[k]:=1
ELSE pop_est[k]:=2;
WRITEIN(sa,k,’ Pripop 1/x] =
f,pr _est[k]:1:5);

conf[pop[k],pop_est{k]]:=conf{pop[k],pop _est[k]]+1:
WRITEIN('pop[’,k,’] = ’,pop[k}],’
pop_est[’,k,’} = ’/,pop est[k]):
END;
FOR k:=n+l1 TO n+no DO
BEGIN
FOR lin:=1 TO n DO
(* calculo da similaridade entre x[1lin] e
x[k] *)



BEGIN
soma:=0;
FOR j:=1 TO g DO
IF dados[lin,j]=dados[k,3]
THEN soma:=goma+l!?
FOR j:=g+l TO r DO
soma:=soma+1-ABS ( (dados[lin,j]-
dados(k,j])/rd[]]1):
rlc:=soma/r;
dist[lin]:=2%(1-rlic);
END;
FOR lin:=1 TO 2 DO
ki[lin]:=0;
FOR 1lin:=1 TO n DO
pepuflin]:=popi{lin];
bolha(dist,popu,knn);
FOR 1lin:=2 TO knn+l DO
ki[popuflin]}:=(ki[popu[lin]])+1;
pr_est[k]:=ki[1]*n*ppl/knn/nl;
IF pr est{k]-0.5 > 0
THEN pop_est[k}:=1
ELSE pop_est[k]:=2;
END;
END;

BEGIN
leu dados:=FALSE;
opcao:=71";
WHILE opcac <> ‘9’ DO
BEGIN
FILLCHAR (conf,SIZEOF (conf) ,0);
FILLCHAR(pr_est,SIZEOF (pr_est),0);
CLRSCR;
tela_menu;
WRITE (' Escolha a opcao
desejada - ’);
opcao:=READKEY ;
WRITE (opcao) ;
CLRSCR;
CASE opcao OF
’17: informacoes 1;
f27: BEGIN
le_dados;
leu_dados:=TRUE;
WRITE(’PRESSIONE ENTER PARA
PROSSEGUIR' ) ;
exit:=READKEY;
END;



3': BEGIN
IF leu_dados
THER 1ldf
ELSE informacoes_2;
ERD;
4’: BEGIN
IF leu_dados
THEN gdf
ELSE informacoes_2;:
END;
f57: BEGIN
IF leu_dados
THEN 1m
ELSE informacoes_2;
END;
r6f: BEGIR
IF leu_dados
THEN logistic
ELSE informacoes 2;
END;
r7!: BEGIN
IF leu_dados
THEN kernel
ELSE informacoes 2;
END;
rg’: BEGIN
IF leu_dados
THEN knn
ELSE informacoes_2;
END;
’97: BEGIN
WRITE (‘deseja realmente sair ?
(s/n)’); _
ex1t:=READKEY;
IF (exit <> fs') AND (exit <> ’§7)
THEN opcao:=*'1‘;
END;
END;
IF (opcaoc IN {’3’..’8’]) AND leu dados
THEN
BEGIN
resultados;
WRITE (' PRESSIONE ENTER PARA PROSSEGUIR’) ;
exit :=READKEY;
END;
END;
IF leu dados
THEN CLOSE (sa);
WRITEILN(’FIM DO AD’);
END.
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