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Abstract

The influence of information not previously supposed to become available in the process
of construction of posterior distributions is discussed. Firstly, we will consider how should
probabilities be updated when unexpected information becomes available immediately be-
fore elicitation of posterior opinions. Some updating procedures will be introduced and their
fragility exposed. Jeffrey’s Rule will be seen in detail, with its predictivistic character, and
the concept of conjugation relative to this rule will be introduced. Bayesian Conditioning
will also be presented and its failure in incorporating unexpected information will be dis-
cussed. A predictivistic characterization of the ¢-linear model arises from judgments about
observables only. This procedure give us a completely operational way of modeling and yield
more examples of Jeffrey-conjugation. We will finally present a procedure for inference about
changepoints, which sometimes arises because unpredictables ocurr, using the Partition Pro-
duct Model. This procedure will be specified for inferences about changepoints of means
and variances when data are supposed to be conditionally normally distributed. Procedures

obtained here will be applied to financial data.
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Introducao

Como Vocé (pessoa subjetivista) deve atualizar suas opinides iniciais apos receber al-

guma informagéao relevante mas cuja ocorréncia nao havia sido previamente antecipada?

Este ¢ um problema ainda nao satisfatoriamente resolvido por Bayesianos. Segundo
Goldstein(1985), nao existe um procedimento cujo uso seja imperativo neste caso, por que nao
existe uma defini¢ao de coeréncia que justifique a existéncias de qualquer relagao matemadtica
entre suas opinides a priorie a posteriori. De fato, a inexisténcia desta definicao de coeréncia
também impede a construgao de um mecanismo normativo para atualizar probabilidades
mesmo naquelas situagdes onde tudo o que é possivel ocorrer ja havia sido previamente
antecipado. Por este motivo, Vocé pode atualizar suas probabilidades usando qualquer

procedimento que julgar razoavel.

Um mecanismo de atualizagao de probabilidades cujo uso é bastante difundido é o Con-
dicionamento Bayesiano. Quando seu uso é possivel, o Condicionamento Bayesiano permite
a construcao de sua opinido a posteriori, partindo de sua distribuicio a priori, utilizando a
formula de Bayes. Uma caracteristica importante deste procedimento é que a distribuicao a
posteriori gerada por este mecanismo também é uma distribuicao de probabilidade desde que
sua opiniao inicial seja coerente - no sentido estético proposto por de Finetti(1931). Apesar
desta qualidade, o Condicionamento Bayesiano sé responde a questao primeira em situacgoes

muito particulares.

Por essa razao, iniciamos este trabalho apresentando formalmente o Condicionamento

Bayesiano, discutindo a diferenca essencial entre este mecanismo de atualizagao de probabi-



lidades e a férmula de Bayes e explorando algumas de suas limitagdes enquanto mecanismo
de atualizacao de probabilidades. A sua pouca flexibilidade para incorporar informacoes
imprevistas na construcao da distribuicao a posteriori sera vista em detalhes. Também no
capitulo 1 apresentaremos duas outras formas de condicionamento as quals permitem atuali-
zar probabilidades em situagdes um pouco mais gerais do que o Condicionamento Bayesiano:
o Supercondicionamento e o Condicionamento Abstrato. Tanto o Supercondicionamento,
definido por Diaconis e Zabell(1982), quanto o Condicionamento Abstrato, nao encontrado
por nés na literatura, permitem uma reavaliacio arbitraria da fungao responsavel pela incor-
poragao das informagodes na atualizagio da distribuicao a priori e por isto podem ser iteis
na incorporagao de noticias imprevistas. Apresentaremos também resultados particulares
para a validade destas formas de atualizacio de probabilidades. Para finalizar este capitulo,
apresentaremos uma nova explicacao para o Paradoxo dos Trés Prisioneiros dentro do con-
texto estudado em parte deste trabalho - a saber, como atualizar probabilidades diante do

conhecimento de algo completamente novo ou nao previamente antecipado.

Informagoes imprevista podem também agir sobre seu estado de conhecimento modi-
ficando arbitrariamente sua opinido inicial sobre alguns eventos definidos sobre o espaco
amostral de interesse. Quando isto ocorre, o Condicionamento Bayesiano nao permite atu-
alizar a distribui¢ao a priori, salvo nas situacdes muito particulares em que a informacio
recebida o conduza a certeza a posteriori sobre o evento condicionante. Para muitas destas
situagoes, ainda nao foi dada uma resposta. Quando a informacao recebida mantém inalte-
rado o espago amostral inicial e faz com que Vocé modifique arbitrariamente suas opinides
Iniciais sobre todos os eventos de uma particao do espago amostral, sem necessariamente
conduzi-lo a certeza da ocorréncia de qualquer deles, Jeffrey(1965) propée um mecanismo
para construir sua probabilidade a posteriori para qualquer outro evento deste espaco amos-
tral a qual é conhecida como Regra de Jeffrey. Esta regra, além do mais, requer que todas as
probabilidades condicionais nos eventos desta particio se mantenham inalteradas a posteri-
ori. No capitulo 2, apresentaremos a Regra de Jeffrey detalhadamente, discutindo algumas
de suas limitagdes e suas conexdes com o Condicionamento Bayesiano. Alguns aspectos fun-

damentais, como a comutatividade e as consequencias da violagao da Lei de Cromwell & luz



de tal regra, serao discutidos. Neste capitulo também poderd ser encontrada uma versio
preditivista para a Regra de Jeffrey e estabeleceremos as defini¢ées de Conjugagao e Con-
Jugacao Natural segundo a Regra de Jeffrey - a Jeffrey-conjugacao e a Jeffrey-conjugacio
natural. Resultados particulares para a Jeffrey-conjugacao natural para membros da familia
exponencial serdao exibidos. Tanto a Regra Preditivista de Jeffrey quanto os resultados sobre

conjugacao segundo a Regra de Jeffrey nao foram encontrados na literatura.

No capitulo 3, forneceremos mais alguns resultados sobre Jeffrey- Conjugagao natural,
so que agora dentro de um contexto completamente preditivista. Nesta parte do trabalho
mostramos a inevitabilidade da adogao de um particular modelo ¢ - e, consequentemente, de
uma particular distribuigdo a priori Normal-Gama-Inversa - se uma certa condicao de in-
variancia e particulares condi¢oes de linearidade sobre a esperanga condicional de observaveis
forem percebidas na seqiiéncia de varigveis aleatérias. Neste caso, a Jeffrey-conjugacao ocor-
rera se a informagao recebida mantiver a condicao de invariancia inicialmente considerada e
modificar apenas os coeficientes que indexam as condigoes de linearidade para a esperanca
condicional. Mais que simples exemplos de familias Jeffrey-conjugadas naturais, os resultados
obtidos neste capitulo destinam-se a exibir uma caracterizagao completamente preditivista
para modelos lineares ¢ (particularmente, para modelos de regressao, modelos de analise de
variancia, etc) partindo apenas de suposicoes sobre objetos observaveis. Ao fazer isto, forne-
cemos um procedimento completamente operacional para modelagem que permite evitar a
adogao conveniente e arbitraria de particulares distribuigdes a priori para descrever sua in-
certeza sobre parametros de carater nao operacional eventualmente envolvidos no problema.
Também serd fornecido neste capitulo uma prova alternativa (e mais simples do que a encon-
trada na literatura) para o teorema tipo de Finetti que representa sequeéncias de observacoes

O(M)-invariantes. Os principais resultados deste capitulo parece-nos inéditos.

Muitas vezes os dados ja foram observados e Vocé percebe que ocorrem mudancas em seu
comportamento ao longo do tempo (por exemplo). Estas mudancas muitas vezes foram pro-
vocadas pelo recebimento de algumas informacées nio previamente consideradas e conhecer
os instantes precisos destas mudancas podem ser esclarecedores sobre o fendmeno que esta

sendo estudado. O capitulo 4 deste trabalho visa apresentar um procedimento para fazer



inferéncias sobre estes pontos de mudanca utilizando o Modelo Particao Produto definido
por Hartigan(1990). Nossa maior contribuicao aqui estd em fornecer resultados particulares
para inferéncias sobre pontos de mudanca na média e na variancia de dados julgados con-
dicionalmente distribuidos segundo uma Normal, estendendo os resultados de Correa(1998)
e Crowley(1997). O procedimento para inferir sobre o nimero de pontos de mudanca ocor-
ridos também é discutido. Devido a complexidade dos célculos que envolvem a construgao
desta distribuicdo a posteriori, a determinacio exata de sua forma é praticamente inviavel,
exigindo o uso de procedimentos computacionais para gerar uma aproximagao desta distri-
buicao. Este procedimento computacional é desenvolvido detalhadamente neste capitulo e
embora tenha sido sugerido na literatura, nao encontramos sua implementagao em qualquer

referéncia.

Finalmente, no capitulo 5, apresentaremos uma aplicagao da Regra Preditivista de Jeffrey
e dos resultados apresentados no capitulo 4 a dados do mercado acionario chileno. A Regra
Preditivista de Jeffrey é o niicleo do algoritmo que sugerimos para fazer previsoes de retornos
futuros incorporando imprevistos. Confrontaremos as previsoes feitas utilizando este proce-
dimento com aquelas obtidas utilizando apenas o Condicionamento Bayesiano. O algoritmo
proposto, que foi implementado em FORTRAN, pode ser encontrado no apéndice dois no
final do trabalho. O procedimento computacional apresentado no capitulo 4 é implementado
em PERL (ver apéndice trés), permitindo concluir sobre a existéncia de pontos de mudanca
tanto no retorno esperado quanto na volatilidade na série de dados analisada . Justificaremos
o modelo e as distribui¢des a priori adotadas aqui baseando-nos em fundamentos da teoria

economica de mercados eficientes.

Esperamos também que este trabalho contribua de alguma forma para o enriquecimento
do H de cada leitor. A seguir apresentamos algumas notacoes que serao utilizadas ao longo

deste trabalho.



Algumas Notacoes

® v.a. - variavel aleatodria.

® .a. - quantidade aleatdria.

e ciid - condicionalmente independentes e identicamente distribuidas.
e L(U) - lei da q.a. U.

® 1(4) - funcdo indicadora do evento A.

® 1,4 - matriz de 1’s formada por « linhas e b colunas.

e [, - matriz identidade de ordem n.

e P - distribuigdo ou probabilidade a priori.

e P~ - distribuigao ou probabilidade a posteriori gerada por algum mecanismo de atua-

lizagao de probabilidades.

e Pe - distribuicdo ou probabilidade a posteriori gerada por algum mecanismo de atua-
lizacao de probabilidades apds o conhecimento da informagao que gerou uma particao

& do espago amostral.

® Per - distribuigao ou probabilidade a posteriori gerada por algum mecanismo de atua-
lizacao de probabilidades apds o conhecimento sucessivo das informacoes que geraram

as particoes £ e F do espago amostral (nesta ordem).

o P[’,",ag - lei do vetor aleatério com distribuicao N (X B, 01}).



PM - Projecao sobre o espaco M

Qﬁ,ﬁ.a"’ - lei do vetor aleatdrio com distribuigio Pearson tipo II com vetor de locacao

X B, matriz de dispersao %V} e parametro de forma "—_%

o(A) - sigma-algebra gerada pelo objeto aleatério A.

B¢ - sigma-algebra de Borel definida sobre R°.

X(n) - vetor aleatério (Xi,..., X,)".

in) - vetor aleatério (Xgiiykq1,-. ., Xix)'.

Xij - bloco de observagées [Xiy1,...,X]].

X - matriz de constantes conhecidas de ordem n x p, com posto completo p.
| || - norma euclidiana.

| |lv - distancia de variacio total.

supp(P) = {w € 2 : P(w) # 0} - suporte da distribuicao P.

=9 - igual em distribuicio.



Capitulo 1

Imprevistos e o Condicionamento

Bayesiano

1.1 Introducao

Este capitulo apresenta o Principio de Condicionalizagao Bayesiana e suas limitacoes

como mecanismo de atualizagao de probabilidades em situacdes onde “Imprevistos” ocorrem.

Na secao 1.2, apresentaremos um problema a ser abordado em grande parte deste tra-
balho - a saber, a incorporacio de informacdes imprevistas no processo de atualizacao de
probabilidades - ressaltando a importancia deste estudo através de alguns exemplos que ilus-
tram, entre outras, situagoes onde o uso do Condicionamento Bayesiano ¢ impossivel para

tal im.

Atualizar probabilidades significa obter através de algum procedimento (férmulas ma-
tematicas, retaxagoes arbitrarias, etc) a distribuicio de probabilidade procedente do co-
nhecimento de novas informagdes - cuja disponibilidade ou existéncia tenham sido ou nio
previamente antecipadas - partindo-se da distribuicio de probabilidade inicial- isto é, da
distribuicdo de probabilidade que descrevia sua incerteza antes da aquisi¢ao de novas in-

formacoes .
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Usualmente, a distribuicio de probabilidade inicial é chamada de distribuigdo a priorie a
distribui¢ao de probabilidade determinada apés novas informagoes é denominada distribuicio
a posteriori, sendo esta tltima obtida da primeira através de um Condicionamento Bayesiano
(menos rigorosamente falando, via Férmula de Bayes - ver secao 1.3), sempre que este seja
possivel, ou através de qualquer outro mecanismo de atualizagao de probabilidades que Vocé

julgar adequado.

Salientamos que a distribuicdo a posteriori, mesmo que obtida da distribuigao a priori
via Condicionamento Bayesiano, é declarada em um instante de tempo e geralmente em um
estado de informacao distintos daqueles em que foi declarada a distribuigdo a priori, como

seus proprios nomes insinuam. (Ver mais sobre isto na segao 1.3).

Perseguir uma féormula matematica que atualize probabilidades é buscar uma economia
nas tarefas mentais que constréem sua distribuicao a posteriori - pois evitaremos retaxacoes
sobre todos os eventos de interesse - e além disto, € procurar uma maneira de verificar que suas
novas atribuigdes de probabilidade sdo em algum sentido coerentes. Segundo Goldstein(1985)
a relagao entre sua antiga opinido e sua nova opiniio ocorre apenas no “reino das crencas” e
por isto ndo se pode obter uma férmula matematica cujo uso seja inevitavel na atualizacao
das antigas para novas opinides. Isto é, para Goldstein(1985), ndo ha qualquer definicio
de coeréncia que garanta a existéncia de uma tnica férmula matematica a qual Voceé esta
obrigado a usar, se nio quiser perder certamente, para determinar suas probabilidades «
posteriori, partindo-se de suas probabilidades a priori. Sendo assim, Vocé esta livre para
escolher qualquer mecanismo de atualizacio de probabilidades que julgar conveniente pois a
inexisténcia de tal definicdo de coeréncia nio permite a constru¢ao de uma teoria normativa

para atualizacdo de probabilidades.

Um mecanismo de atualizagio de probabilidades bastante utilizado é o Condiciona-
mento Bayesiano que serd vistd em detalhes na secao 1.3. Nesta secio também discuti-
remos a quase impossibilidade de se incorporar de informacdes imprevistas na obtencao da
distribuicao a posteriori quando o mecanismo de atualizacao adotado é o Condicionamento
Bayesiano e também abordaremos a diferenga essencial deste para a formula de Bayes que

geralmente o titula. Na secdo 1.4, apresentaremos versdes mais gerais de condicionamento

11



explorando o conceito de Supercondicionamento apresentado por Diaconis e Zabell(1982)
e definindo a Regra Geral de Condicionamento a qual nido encontramos na literatura.
Forneceremos resultados para a possibilidade de uso destas versdes de condicionamento.
Finalmente, na se¢éo 1.5 forneceremos uma nova explicacio para o Paradoxos dos Trés Pri-

sioneiros dentro do contexto de atualizacao de probabilidades diante de imprevistos.

1.2 O Problema

Nos tltimos anos, o uso da férmula de Bayes - ou, mais corretamente, do Condiciona-
mento Bayesiano - como mecanismo de atualizagdo de probabilidades tem sido amplamente

difundido gragas a crescente adogao de uma postura mais subjetivista em Estatistica.l

O Condicionamento Bayesiano mostra-se razoavel como mecanismo de incorporagao de
informagdes em sua opiniao inicial sempre que Vocé estd em situagdes muito bem comporta-
das, onde todo recebimento de informagéo é previamente considerado e nenhum fato distinto
daqueles anteriormente supostos lhe é revelado antes de Vocé tornar piblica sua distribuicao
de probabilidade atualizada - isto é, antes da declaracdo de suas probabilidades a posteriori.

(Ver detalhes na segao 1.3).

Por exemplo, suponha que Vocé queira realizar dois langamentos de uma moeda, seqiiencial-
mente e utilizar o resultado obtido no primeiro lancamento para atualizar sua opinido a priori
para o evento A = ocorre cara no segundo lancamento da moeda. Represente por X; o evento
@ % B » 7

ocorre cara no -ésimo langamento da moeda” e suponha que X; assume o valor um ou zero

se ocorre ou nao uma cara no ¢-ésimo langamento da moeda, respectivamente.

"Pouco se sabe sobre os primérdios da adogao de tal postura em Estatistica mas é bem aceito dentre os
estatisticos que um de seus precursores foi o Rv. Thomas Bayes, a quem também se atribui o estabelecimento
do teorema de Bayes que é uma ferramenta para a Estatistica Subjetivista ou Bayesiana. Mais que emprestar
seu nome & Escola Subjetivista de Estatistica, Bayes parece ter sido de fato um Bayesiano (um Subjetivista)
como pode ser percebido em sua obra An Essay Towards Solving a Problem in the Doctrine of Chances
publicado postumamente em 1763 e 1958. Argumentos defendendo o subjetivismo de Bayes, bem como a

sua postura preditivista e operacionalista, sio apresentados detalhadamente em Stigler(1982).



Usando esta notagao o espaco amostral adequado para representar este experimento ¢

Q={0,1} x {0,1} = {0,1}>.

Inicialmente Vocé julga que a moeda é honesta e portanto cada ponto do espago amostral
descrito anteriormente tem chance 1/4 de ocorrer. Sendo assim, a priori a probabilidade de

A ocorrer é

P(A)=P(X,=1)=1/2.

Se de fato ocorre uma cara no primeiro langamento e esta é toda a informacao da qual
Vocé toma conhecimento antes de declarar sua opiniao a posteriori, Vocé pode atualizar
sua opiniao sobre a ocorréncia de cara no segundo lancamento usando o Condicionamento

Bayesiano e com isto obtém-se
P(A)=PX;=1X,=1)=1/2
onde P* denota a sua opinido a posteriori.

Note que neste exemplo toda a informacao aprendida por Vocé havia sido previamente
considerada no espago amostral inicialmente determinado e, portanto, o uso do Condiciona-
mento Bayesiano para atualizar as probabilidades iniciais é - em principio - perfeitamente

justificado (ver segao 1.3).

Em muitas situagdes, a consideracio antecipada de toda informagao relevante para o
problema nao é possivel, ou por desconhecimento completo do fato, ou simplesmente por
que Vocé esqueceu-se de consider-lo em sua andlise prévia. O conhecimento deste novo
fato ou a mera recordacéo de sua existéncia pode provocar a modificagio do espaco amostral
inicialmente considerado ou pode, apenas, levar Vocé a uma alteracao de sua opiniao a prior:
sobre os eventos do espaco amostral inicial sem modificé-lo, no entanto. Esta modificacio na
opiniao inicial (ou no préprio espaco amostral) pode muitas vezes ser feita sem que Vocé saiba

descrever precisamente o que provocou tal mudanca, como exemplificaremos mais adiante.

Um exemplo ficticio mas interessante para ilustrar situagoes onde uma modificacao no

espago amostral ocorre ao se tomar conhecimento de novas informacdes é o problema de
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estimacao do nimero de espécies animais N em uma determinada regiao do planeta - por
exemplo, no deserto do Saara. Suponha que o ndimero de espécies animais distintas que
habitam a terra ¢ um mimero conhecido t e que, por simplicidade, faremos apenas uma

observacao X que revela a espécie observada na realizacao do experimento.

Ao descrever o conjunto de todas as possibilidades para N, Vocé pode considera-lo o mais
amplo possivel, incluindo na sua determinacio todas as espécies que habitam atualmente a
terra, inclusive aquelas espécies que Vocé julga nao terem chance de viver em regioes de

clima desértico - um urso polar, por exemplo. Ou seja, para Vocé

Qv = {0,1,...,1).

Se, ao realizar o experimento, Vocé observa um camelo - espécie que reconhecidamente
habita regides desérticas e para a qual Vocé atribuiu probabilidade inicial P(X = camelo) >
0 - Vocé poderd atualizar sua opinido sobre N utilizando o Condicionamento Bayesiano

obtendo a seguinte opinido a posteriori para N

P (N=n) = P(N=n|X=2)

_ P(X =z|N=n) _
= PX =2) P(N =n), Vne Qp, (1.1)

onde P*(N = n) e P(N = n) sdo, respectivamente, suas opinioes a posteriori e a priori para

o evento {N =n} e z = camelo.

Por outro lado, se a espécie observada X é um urso polar - para o qual Vocé atribuiu
probabilidade inicial zero, isto é, P(X = urso polar) = 0 - embora Vocé fique surpreso, esta
informagao nao altera o espaco amostral inicial Q2 nem leva Vocé a questionar a opiniao
a prior: atribuida a quantidade aleatéria nimero de espécies animais no deserto do Saara
- P(N =n),n =1,...,t - pois, embora por Vocé julgada impossivel, a ocorréncia de um
urso polar ja havia sido admitida ao se tomar Qy o mais amplo possivel. Esta informacao,
mesmo que intuitivamente impossivel, ji havia sido considerada tanto na declaracao de sua
opiniao a priori sobre o nimero de espécies da regiao quanto na determinagao de Qy e por

tanto nao provoca mudancas exégenas em nenhuma destas atribuicoes. Nesta situacao, como
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P(X = urso polar) = 0 o Condicionamento Bayesiano nio pode ser utilizado para atualizar

sua opiniao sobre N, pois neste caso a razio
P(X = urso polar|N = n)
P(X = urso polar)

a qual € necessdria na obtencao de P* através do Condicionamento Bayesiano (ver expressao
(1.1)) n@o pode ser determinada. Ou seja, o Condicionamento Bayesiano é fundamentalmente

impossivel.

A ocorréncia de informagoes julgada improvaveis neste caso, provoca apenas um questi-
onamento sobre o modelo assumido e nao uma modificagio em sua opiniao original sobre o

nimero de espécies animais no deserto do Saara.

Suponha que ao invés de um urso polar, na observacao feita surge uma espécie completa-
mente nova, sobre a qual nada se sabia e que nao constava nos registros de espécies observadas
na terra em qualquer época, nem em qualquer outro planeta ja visitado pelo Homem - o Baye-
stanus Genuinus. Ao tomar conhecimento da ocorréncia desta espécie completamente rara,
Vocé amplia o espago amostral original Qy para um novo espago 0y = {0,1,...,t,t+ 1} e
além disto, esta informacéo - que se revela surpreendente pois ja se julgava conhecer todas

as espécies sobre a terra - provoca um questionamento sobre a distribuigao a priori atribuida

a V.

Remetendo-nos novamente & expressio (1.1) verificamos aqui também a impossibilidade
do uso do Condicionamento Bayesiano para a obtencio da distribuicao a posteriori para N.

Primeiramente, notamos que a razao

P(X = Bayesianus Genuinus|N = n)

P(X = Bayesianus Genuinus)

nao esta bem determinada pois nao foram atribuidas probabilidades a priori para eventos
que envolviam a ocorréncia da espécie Bayesianus Genuinus. Isto impede a determinacao
das probabilidades a posteriori para eventos {N = n} mesmo quando estes estavam previa-
mente definidos no espago amostral. Além deste fato, percebemos que a impossibilidade de
atualizar-se as probabilidades iniciais através do Condicionamento Bayesiano surge também
por desconhecermos a distribui¢do a priori para o evento {N =t +1}, o que sugere uma

reavaliagao completa das distribuigdes de probabilidades inicialmente declaradas.
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Uma sugestao usualmente dada para solucionar o problema de atualizagao de proba-
bilidades no tltimo caso abordado acima é considerar desde o inicio um espago amostral
suficientemente grande de tal forma que a ocorréncia de imprevistos (do tipo ocorréncias
de espécies desconhecidas) fosse evitada. Com este tratamento, as atualizagoes de proba-
bilidades poderiam ser feitas através do Condicionamento Bayesiano, pois nao haveriam
modificagées em ) e nem um questionamento sobre a distribuigao a priori adotada para

P{N = n}. Esta proposta de solucdo é apresentada por Zabell(1992).

Para o caso do urso polar, como o Condicionamento Bayesiano nio é fundamentalmente
possivel, poderiamos pensar, por exemplo, em uma retaxagao completa de probabilidades
para solucionar o problema ou em alguma maneira alternativa para atualizar probabilidades

(ver secao 1.4). Note que esta situagio reforca a sugestio geralmente feita a um subjetivista

Uma outra situagao em que o uso do Condicionamento Bayesiano é desprovido de sentido

foi descrita por Jeffrey(1965) através do seguinte exemplo.

Exemplo 1.1: (observagio na penumbra)
Vocé esqueceu a cor de seu pijama, mas lembra-se que pode ser apenas Verde, Azul ou
Lilas com as seguintes probabilidades:
P(Verde) = 0,3
P(Azul) = 0,4
P(Lilas) = 0,3.

Um carro passa com o farol ligado iluminando parcialmente o quarto onde Vocé esta.
Depois de observar seu pijama na penumbra gerada pela luz do carro, Vocé continua incerto

sobre a cor real do pijama, mas tem sua opinido modificada para a seguinte distribuicao de

probabilidade

P*(Verde) = 7/35
P*(Azul) = 16/35
P*(Lilas) = 12/35.
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Ao observar o pijama na penumbra algo acontece em sua retina levando Vocé a acreditar
um pouco mais na cor Azul do que nas demais. Este “algo” que provoca sua mudanga de
opiniao sobre os eventos é uma experiéncia que Vocé muito dificilmente conseguira explicar
ou exprimir linguisticamente de maneira precisa ( como num evento) de tal forma que seja
possivel justificar o Condicionamento Bayesiano como o mecanismo que gerou a distribuicao

a posterior: P*.

Contrariamente ao que ocorria no problema de estimagao do numero de espécies, no
exemplo anterior o espago amostral permanece inalterado apos a observacao ser feita e niao
existem eventos inicialmente julgados improvaveis. Apesar disto, sua opiniao inicial é com-

pletamente modificada.

Geralmente, quando a informacao é recebida através de alguma experiéncia sensorial -
paladar, visao, audigao, etc - dificilmente Vocé conseguira definir o que exatamente deve ser
observado para que Vocé passe a acreditar mais em uma das possibilidades que em outras.
A grosso modo, nestas situacées Vocé nao consegue deixar pronta uma receita de atualizacio
de probabilidades para que uma outra pessoa possa escrever posteriormente em um papel o

que seria a sua distribui¢ao a posteriori, como permite o Condicionamento Bayesiano.

Um dos aspectos que abordaremos neste trabalho é o como incorporar em sua distribuiciao
de probabilidade a priori aquelas informacoes (obtidas sensorialmente ou nao) que modificam
0 sua opiniao inicial, mantendo inalterado o espaco amostral previamente determinado, como

foi ilustrado no exemplo anterior.

Na préxima secao apresentaremos o Condicionamento Bayesiano discutindo suas limitacoes

como mecanismo de atualizagao de probabilidades em situacoes similares & descrita acima.

1.3 O Condicionamento Bayesiano

Bruno de Finetti(1931,1937) partindo da definicio de coeréncia (por ele introduzida com

o intuito de traduzir matematicamente a nocio de Racionalidade) estabelece um teorema
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garantindo que opinides sobre quantidades aleatérias, declaradas a luz de coeréncia, sio
probabilidades. Isto ¢, admitindo que Vocé expressa sua opiniao sobre uma colecao de objetos
desconhecidos numericamente, esta colegao de niimeros - se coerente - satisfaz os Axiomas de
Probabilidades e a definigio de probabilidade condicional estabelecidos por Kolmogorov (ver
também Loschi e Wechsler(1997)). Por esta razao, a férmula de Bayes, que é consequéncia

direta destas propriedades, também é uma conseqiiéncia de coeréncia.

Também pode ser visto que, ao longo de sua vasta obra (por exemplo, de Finetti(1974,
1975, 1989)), de Finetti defendia que toda probabilidade é condicional. E condicional em
todo o conhecimento acumulado por Vocé até o momento em que se torna inevitavel Vocé
declarar suas probabilidades. Vista assim, a definicio de coeréncia que sustenta todo o
célculo de probabilidades possui apenas valor instantaneo, levando-nos a pensar que suas
declaragoes de probabilidades - inclusive aquelas fornecidas pela formula de Bayes - sao
vilidas naquele instante de tempo em que foram declaradas. De fato, da construcao de
probabilidades apresentada em de Finetti(1931) podemos concluir apenas que a férmula de
Bayes traduz sua incerteza sobre eventos condicionais da forma A|FE revelando simplesmente
a sua opiniao (coerente) para a ocorréncia de A supondo conhecida a verdade sobre o evento
E, levada em conta a totalidade de informagao conhecida por Vocé até aquele instante de

declarar suas opinides. Citando de Finetti(1972- pg.193):

“ If we speak of a conditional probability P(A|E) ... the expression has meaning if and
only if A and E are events. Also E must express the assumed information in its totality. ...
“assumed” is suggestive of P(A|E) as the probability that we would regard as fair for a bet

on A to be immediately, but to become operative only if E occurs ...”

Por outro lado, ao falarmos de distribuicio a posteriori referimo-nos aquelas declaracoes
de probabilidades feitas apés serem conhecidas as informagoes que influenciaram em seu
estado de conhecimento - ou seja, as declaracoes a priorie a posteriori sao feitas em estagios
diferentes de conhecimento. Parece claro entdo que a férmula de Bayes per se NAO é um
mecanismo de atualizagao de probabilidades, apesar de seu nome ser utilizado indevidamente
como sinénimo de atualizagao de probabilidades feitas através do Principio de Condiciona-

lizacao Bayesiana ( brevemente, Condicionamento Bayesiano) definido em Jeffrey(1965), por
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exemplo, e que serd apresentado a seguir no teorema 1.3.1. Hacking(1967) também dis-
cute esta questao, alegando haver diferengas entre probabilidade dado fatos e probabilidade

condicional. Em outras palavras, entre supor e saber.

Sejam P e P* medidas de probabilidade definidas sobre um espago mensuravel(Q, 4)
onde ) é um conjunto enumersvel e A é a o-algebra de interesse. Suponha que P* e P

representam suas opinides a posteriori e a priori sobre eventos de £ em A, respectivamente.

Definigao 1.3.1 (Condicionamento Bayesiano)
Dizemos que wma atualizagio de probabilidades ¢ feita através de Condicionamento
Bayesiano sempre que a distribui¢io de probabilidades a posteriori P* for obtida partindo-se

da distribui¢do de probabilidade a priori P da sequinte forma
P*(.)= P(.|E) (1.2)

onde E € algum evento A-mensurdvel tal que P(E) > 0.

Esta definicao, que pode ser encontrada em Jeffrey (1965 - pg 80) entre outros, diz o que é
a atualizacao de uma medida de probabilidade por Condicionamento Bayesiano mas nao es-
tabelece as condigoes sob as quais o uso deste procedimento de atualizacdo de probabilidades

faz sentido. Estas condigdes poderao ser vistas mais adiante no teorema 1.3.1.

Algumas pessoas advogam para o Condicionamento Bayesiano o adjetivo de tnico pro-
cedimento coerente para atualizar probabilidades. Argumentos favoraveis a isto podem ser
encontrados em Skyrms(1987), Lewis(1975) e em Teller(1973). No entanto, percebemos da
defini¢do acima que uma das exigéncias feitas para que o Condicionamento Bayesiano seja
julgado como um procedimento possivel para atualizar-se probabilidades é a existéncia, no
espago amostral, de um evento condicionante, bem definido e cuja ocorréncia é inicialmente
julgada possivel (Howson (1996) e Howson e Urbach(1993)). Além disto, via de regra, a
este evento condicionante deve ser atribuida uma probabilidade inicial menor que 1. Como
ilustra o exemplo da observacio na penumbra visto na secao anterior, nem sempre existe

tal evento condicionante. Muitas vezes recebemos informacoes que provocam mudancas em
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nossas opinioes sem que com isto saibamos definir exatamente o evento que provocou tal mu-
danga. Ou seja, Vocé pode atualizar suas probabilidades por procedimentos outros distintos

de condicionamento.

Jeffrey(1992), por exemplo, estabelece o seguinte resultado fornecendo condigoes sob as
quais o Condicionamento Bayesiano pode ser aceitavel como mecanismo de obtencio da

distribuigao a posteriori.

Considere P e P* como anteriormente definidas. Aqui e ao longo de todo este trabalho,
denote por E o evento complementar de E com respeito a e por (A, E) o evento intersecao

ANE.

Teorema 1.3.1 Seja E € A um evento tal que P(E) > 0. Entdo, para todo A € A

(i) P(E) = 1 e (1.3)
(i) P*(A|E) = P(A|E) (1.4)

se, € somente se,
P*(A) = P(A|E) (1.5)

Prova :Suponha viélidas as condigdes (i) e (ii) e seja A um evento qualquer de 2. Entao,
usando propriedades de célculo de probabilidades, obtemos:
P*(A) = P*(A|E)P*(E)+ P*(A|E)P*(E)
= P(A|E)P*(E) + P(A|E)(1 — P*(E))
= P(A|E)

Por outro lado, se P*(A) = P(A|E),V A € Aese P(E) > 0, em particular, temos que

para A= FE,

P*(E)=P(E|E)=1 (1.6)
e além disso, para todo A € A
* [ _ P*(A’E)
P (AIE) - P*(E)
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P(A, E|E)
P(E|E)
= P(A|E),

Concluindo a prova do teorema.

O

Perceba que o Condicionamento Bayesiano é um mecanismo que autoriza Vocé a atualizar
suas opinides iniciais usando a formula de Bayes, desde que agregados a sua vontade de
utilizé-lo como mecanismo de atualizagdo de probabilidades estejam as condigoes (1) e (ii)

do teorema anterior.

O resultado apresentado no teorema 1.3.1 é chamado por Howson e Urbach(1993) de
Principio de Condicionalizagio Bayesiana e as condigoes (i) e (ii) sao também conhe-
cidas por certeza e suficiéncia, respectivamente. Usando esta terminologia podemos dizer
que o Condicionamento Bayesiano é um procedimento aceitavel para atualizar probabilida-
des se a informagéo recebida levar Vocé a mover-se de um estado inicial de divida sobre E
para a certeza a posteriori de sua ocorréncia e se além disso a particio {E, E} contiver toda
a informagao relevante para a construcio de sua distribuicao a posteriori - isto é, {E, E} é

uma parti¢ao suficiente para a familia de distribuicdes de probabilidade {P, P} .

Em uma linguagem mais corrente, podemos dizer que uma das exigéncias feitas para que
seja possivel obter distribuicdes a posteriori via Condicionamento Bayesiano é que toda a
informagao relevante aprendida por Vocé antes da declaragao de sua opiniao a posteriori é a
verdade de £ (além da manutengao das probabilidades condicionais). Isto sugere que o uso
do Condicionamento Bayesiano como mecanismo de atualizacao de probabilidades é razoavel
nas situagoes em que toda a informagao a ser recebida é desde o inicio considerada no espaco
amostral, como algumas vezes temos em experimentos planejados onde toda a informacao a

ser utilizada em suas inferéncias vem do experimento realizado e nenhuma surpresa ocorre.

Sendo assim, o uso do Condicionamento Bayesiano é inadequado para incorporar in-
formagoes imprevistas, e mesmo aquelas informagdes nao traduziveis como eventos, a menos

que estas conduzam a certeza sobre o evento condicionante.



Particularmente, denotanto por supp(.) o suporte da da distribuicao desejada e conside-

rando {) € enumeravel temos os seguintes resultados.

Proposigao 1.3.1 Se supp(P*) = supp(P), entdo P~ € obtida de P por Condicionamento

Bayesiano se, e somente se, P* = P.

Prova: Suponha que P~ é obtida de P por Condicionamento Bayesiano. Entao, existe

um evento £ € A tal que P(E) > 0, e P*(A) = P(A|E) para todo A € A.

Como supp(P*) = supp(P), o evento E ¢ da forma supp(P) U B, onde B é um evento A

- mensuravel com P(B) = 0. Entao, para todo w € Q temos

P(fw)) = P}y = 5 = pigu))

Por outro lado, suponha que P* = P. Considere E = supp(P~). Neste caso, temos que
P*(E) = 1 e para todo A € A, P*(A|E) = P(A|E). Sendo assim, como Q é enumeravel,

pelo teorema 1.3.1, concluimos que P* é obtida de P por Condicionamento Bayesiano.

Outro resultado interessante que obtivemos é o seguinte:

Proposigao 1.3.2 Se supp(P) C supp(P*) e Q € enumerdvel, entio P~ nio ¢ obtida de P

por Condicionamento Bayesiano.

Prova: Como, por hipétese, supp(P) C supp(P*) existe w, € Q tal que P({w,}) =0
e P*({w,}) = p # 0. Suponha, por absurdo, que P* é obtida de P por Condicionamento

Bayesiano. Neste caso, para todo w € Q) terfamos

P*({w}) = P({w}|E)

para algum E € A tal que P*(E)=1e P(E) > 0.

o
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Considere w = w,. Entao,

_ p- _ P({w,}) _
p=PF ({wo}) = P({wo}‘E) < TE,) =0,

© que uma contradigao, pois p # 0. Logo, P* ndo é obtida de P por Condicionamento

Bayesiano.

O

Conjectura-se que a estensao dos resultados anteriores para §) nao enumeravel nao seja

muito dificil.

Perceba, das proposicoes anteriores, que no exemplo 1.1 o Condicionamento Bayesiano
somente poderia ter sido o mecanismo utilizado para a construgao da distribuicao a posteriori
se, ao observar a peca de roupa na penumbra, Vocé mantivesse sua opiniao inicial, ou se
ficasse convencido de que uma das cores era impossivel. (No iltimo caso, é necessario ainda

impor a condigdo de suficiéncia sobre a particio gerada pelo evento condicionante.)

A seguir apresentaremos algumas definicdes mais gerais de condicionamento, discutindo
o Supercondicionamento ou Condicionamento Bayesiano Generalizado definido por Diaconis
e Zabell(1982) e sugerimos uma outra maneira de atualizar probabilidades - a Regra Geral
de Condicionamento. Também apresentaremos alguns resultados aparentemente ainda nao

examinados na literatura para a validade de cada uma destas formas de condicionamento.

1.4 Supercondicionamento e Regra Geral de Condi-

cionamento

Considerando, como no contexto Bayesiano paramétrico, 2 = X x © onde X' é o espaco
amostral e © é o espaco paramétrico, ambos supostamente enumeraveis, percebemos que o
Condicionamento Bayesiano nos fornece a seguinte relagao entre a distribuicio a posteriori

P~ e a distribui¢ao a priori P
P*(0) a P(z|0)P(0) = I(z,0)P(6).
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onde [ é usualmente chamada de funcio de verossimilhanca gerada por z para 6.

Ou seja, ao considerarmos o Condicionamento Bayesiano usual visto na secdo anterior
estamos supondo que as atualizagoes de probabilidade sao feitas pelo produto entre a distri-
buicao a priorie uma funcao de § e z ambas definidas em um mesmo espaco de probabilidade

(2, A) onde A representa uma o-algebra de eventos de ).

Estendendo esta idéia para situacdes mais gerais, Diaconis e Zabell(1982) definem o
Condicionamento Bayesiano Generalizado ou Supercondicionamento (nome dado em Jef-
frey(1992)) estabelecendo que a distribuicio a posteriori é obtida através do produto da
distribuicdo a priori (definida sobre (2, A4)) por uma funcio de verossimilhanca definida

sobre um espaco diferente do original.

Formalmente, considerando 0 enumerdvel, A a o-algebra de interesse e P e P* duas
medidas de probabilidades definidas sobre (£, .4) representando suas opinioes a priori e a

posteriori, respectivamente, Diaconis e Zabell(1982) definem:

Definigao 1.4.1 (Condicionamento Bayesiano Generalizado ou Supercondicionamento)
Dizemos que P* ¢ obtida de P por Supercondicionamento ou Condicionamento Baye-
siano Generalizado se existem um espago de probabilidades (Q,./_I,Q) e uma classe D =

{E,A, w € Q}, satisfazendo:
(i) Ey =1 se, e somente se {w} =1,
(i1) QE) = P({w}), Yw € Q ¢

(i1i) P*({w}) = Q(EL|E) para todo w € Q) ¢ para um evento E € A tal que Q(E) > 0.

Apesar de Q) ser um espaco diferente de Q, Q nio estd completamente desvinculado de
) uma vez que a ocorréncia de um evento E,, de ) é determinada pela ocorréncia de um
atomo {w} € 2. Além disto, considerando (ii) e (iii) da defini¢ao acima e denotando por w

o evento atomico {w} temos que para qualquer w €

Q(E|EL)Q(Ey)

Pi(w) = Q(EIE) = S o
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- 2 o QE|E,)P(w), (1.7)

onde Q(E|E,) faz o papel de uma funcao de verossimilhanca para w gerada pelo conheci-
mento de £, definida em (Q, .4, Q) (pois é uma funcao de w e é a probabilidade condicional

em E,, de E).

Da expressao (1.7) podemos observar que esse procedimento permite atualizar a distri-
buicdo a priori nas situacées onde o evento observado tem probabilidade inicial zero, como
€ o caso da ocorréncia de um urso polar no exemplo da estimacdo do nimero de espécies
visto na secao 2. Isto é possivel pois neste tipo de condicionamento é permitido utilizar uma
nova funcao de verossimilhanca definida sobre um novo espago de probabilidade onde ao
evento condicionante tenha sido atribuida uma probabilidade inicialmente nao-nula, ou seja,
por permitir uma reavaliagao arbitraria da funcao de verossimilhanga inicialmente eleita por

Vocé para descrever o comportamento dos dados.

Considerando a definicao 1.4.1 Diaconis e Zabell(1982) apresentam o seguinte resultado
estabelecendo quando é matematicamente possivel atualizar probabilidades via Supercondi-

cionamento.

Teorema 1.4.1 Sejam P e P* medidas de probabilidades definidas sobre (Q,.A) onde Q
€ um conjunto enumerdvel. P* ¢ obtida de P através de um supercondicionamento se, e

somente se, existe uma constante B > 1 tal que

P*(w) < BP(w), ¥V we . (1.8)

Prova : Inicialmente, suponha que P é obtida de P através de um Supercondiciona-

mento. Considere w € Q qualquer. Entio pela definicao anterior
Pi(w) = Q(ELE) < ——=
= ——P(w), (1.9)

para alguma medida @ definida em (22, A) satisfazendo as condigbes da definicao 1.4.1.
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Tome B = ﬁ Como Q(E) € (0,1], B> 1.

Por outro lado, considere primeiramente B = 1 e suponha que exista um unico w, tal
que

P*(w,) < P(w,). (1.10)

Entao, como P*(w) = P(w) para todo w # w, temos
Y P(w)< Y Pw) = 1<1, (1.11)
weN wef

chegando a uma contradigao. Neste caso, temos P* = P.

Considere agora B > 1 e defina a medida de probabilidade

B 1

Prlw) =P - 55

P (w), ¥ we (1.12)

Denote por (z,y) o produto cartesiano dos eventos atomicos {z} e {y}. Entao, conside-
rando 0 = Q x {q,b}, E,, = (w,a)U (w,0), E = Uy(w, @) e uma medida de probabilidade Q

definida sobre a o - dlgebra de eventos de Q tal que

Qw,a) =
Q(w,b) = (1 — %) P (w),

temos que

QE.) = Q((w,a)U(w,b) = Q(w,a)+ Q(w,b)

1. 1 hf 5
= EP (w)+(B—1)P (w) = P(w)
e, para todo w, € )
_ Q(Ey,, E) _ Q(w,, a)
CEIE) = ToE T TaeaQwa)
_ BP*(w,) _ Pr(w
~ Brua P )

Portanto, P~ é obtida de P por Supercondicionamento.
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No teorema anterior sao estabelecidas apenas condi¢oes matemadticas para sugerir que

uma atualizagao seja feita via Supercondicionamento.

Diaconis e Zabell(1982) comentam que se  é um conjunto nao - enumeravel, a condicao
para que P~ seja obtida de P por Supercondicionamento é que P~ seja dominada por P -

1sto é, P* deve ser nula para todo valor w tal que Pw)=0-e % € L.
Como coroldrio do teorema anterior surge naturalmente que:

Corolario 1.4.1 Se P* € obtida de P por Condicionamento Bayesiano, entio P* € obtida

de P através de Supercondicionamento.

Prova : Basta considerar B = #E) + 1 onde E é o evento condicionante.

Perceba do teorema 1.4.1 que se  é um conjunto finito com supp(P*) C supp(P), P*
sempre sera obtida de P por Supercondicionamento, pois neste caso sempre existira uma
cota finita B > 1 para a razio P*(.)/P(.). Este fato permite-nos afirmar que a reciproca do

corolario anterior nao é verdadeira, como pode ser visto no seguinte exemplo.
Exemplo 1.2: Considere novamente o exemplo da penumbra, visto na secio 1.2.

Como () € finito, o teorema 1.4.1 garante que a distribui¢ao a posteriori fornecida no

exemplo 1.1 é sempre obtida da distribuicio inicial por Supercondicionamento.

Agora, pela proposicao 1.3.1 verificamos que a distribui¢ao P~ fornecida no exemplo 1.1
nao poderia ter sido obtida de P por Condicionamento Bayesiano pois neste caso, 2 é o

tunico evento tal que a probabilidade a posteriori de ocorréncia é um, o que conduz a

P*(azul|Q) = % # 0.4 = P(azul|).
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Particularmente, obtemos condigdes para a validade do Supercondicionamento quando
P e P* sao ambas medidas discretas e membros da familia exponencial uni-parameétrica, as

quais serao exibidas na proposigao 1.4.1 a seguir.

Dizemos que uma medida de probabilidade P é membro da familia exponencial uni-

parameétrica se sua funcao de probabilidade ( ou densidade) p assume a seguinte forma:

p(w) = a(w)b(0) exp{f(w)c(6)} (1.13)

para todo w € () e para escolhas convenientes das fungdes reais a, b, ¢ e f, onde a e b sio

nao-negativas (Casella e Berger(1990)).

Sejam P e P* medidas de probabilidades definidas sobre ) = {0,1,2,...} pertencentes

a familia exponencial uni-paramétrica e sejam

p(w) = a(w)b(0) exp{ f(w)e(0)} e p"(w) = a*(w)b(0) exp{f(w)c™(67)}  (1.14)

suas respectivas funcoes de probabilidades.

Proposigao 1.4.1 Sejam Q = {0,1,...}, A =2% P eP* medidas de probabilidades defini-
das sobre (2, A), com fung¢io de probabilidade p e p*, respectivamente, dadas na expressao
(1.14). Isto é, P e P* pertencem & familia exponencial uni-paramétrica com mesma es-

tatistica f. P* € obtida de P por Supercondicionamento quando
(1) supp(P*) < supp(P);
(1) f(w) 2 0, Vw € O
(1) €(0%) < c(8) + infe { 755 log 201, onde C = {w € supp(P7) : f(w) > 0};

() 0 < %(wﬂ)l < 1, para todo w € supp(P*) tal que f(w) = 0.

Prova : Suponha validas as condigdes sobre p* e p. Sob a suposicao (i) temos que

p(w) Tt 2 exp{ f(w)[e*(87) — c(8)]} se w € supp(P*)

p(w) 0 caso contrario.



Faga [*(w,0,0") = (w)[c*(6%) — c(0)]}.

Considere inicialmente w € f~1({0}) N supp(P*). Da hipétese (iv) temos que,

Sl<=0<"(w,§,07) <1. (1.15)

Entao, 2’;(%2 < b;gz;) para quaisquer valores c*(0*) e ().

Por outro lado, para todo w € supp(P*) tal que f(w) > 0 temos pela hipdtese (iil) que

log a(w) }

a*(w)

- : 1
—co < (") < c(0)-l—1rclf{f(w)

— —oco<c(0)—c(0) < ! log a(w) Yw e C

f(w) = ar(w)’
> —oo < log{exp{f(w)[c*(0") — c(0)]}} < log ((w)) YweC
= 0< (;*((;U)) exp{f(w)[c™(0*) —c(0)]} < 1, Vwe C
= 0<["(w,0,0") <1

pr(w) _ b7(6%)
p(w) = b(0)

= , Yw € C.

Portanto, sob as hipdteses, existe B = b*(6~)/b(#) + 1 tal que

p*(w) < Bp(w). (1.16)

Logo, pelo teorema 1.4.1, P* é obtida de P por Supercondicionamento.

Um resultado andlogo pode ser obtido quando f(w) < 0 para todo w € . Neste caso,

basta substituir a condicao (iii) da proposicio acima pela seguinte:




onde C = {w € suppP~ : f(w) < 0}.

Exemplo 1.3: Seja @ = {0,1,2,...}. Suponha que sua opinido a priori sobre eventos

de (2 seja Geométrica com pardmetro A > 0 e que sua opiniao a posteriori seja Geométrica

a*(w)

a(w)
vez que f(w) =w > 0, para todo w > 0, P~ é obtida de P por Supercondicionamento se

com parametro a > 0. Neste caso, verificamos que =1 para todo w € 2. Entao uma

log(1 —a) <log(1—A)+ inf {l} .

w € Q—{0} (w

Isto é, se @ > A vale o Supercondicionamento.

Observe que o Supercondicionamento nao poders ser Jjustificado como mecanismo de atu-
alizagao de probabilidades em varias situacoes. Por exemplo, jamais conseguiremos justificar
a passagem de uma Binomial para uma Poisson por Supercondicionamento. Neste caso, a o-
algebra sobre a qual esta definida a distribuicio a posteriori ndo esta contida na o- algebra
sobre a qual esta definida a distribuicdo a priori. Também néo é possivel justificar matema-
ticamente a passagem de uma Geométrica com parametro 1 /2 para uma Geométrica com

parametro 1/3 por Supercondicionamento, apesar de ambas possuirem o mesmo suporte.

Problemas como o da geométrica apontado acima poderio ser solucionados se permitir-
mos uma definicdo um pouco mais ampla de condicionamento que chamaremos de Regra

Geral de Condicionamento.

Definigao 1.4.2 (Regra Geral de Condicionamento)
Sejam P e P* medidas de probabilidade definidas sobre (Q,A) e Q € um conjunto enu-
merdavel. Diz-se que P* € obtida da P através da Regra Geral de Condicionamento se exis-

tirem
(1) um espago mensurdvel (92, A) e

(1) um conjunto D = {E, € A : we€ Q}, com E, = 1 se, ¢ somente se {w} =1 e se

existir
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(¢i2) wma fungdo real e ndo-negativa g com dominio D satisfazendo a condigdo
E 9(Ey)P(w) < oo,
weN

de tal forma que

P (w) a g¢g(E,)P(w), Ywe Q.

A seguir, fornecemos a condigdo para que a Regra Geral de Condicionamento possa ser

utilizado como procedimento de atualizacio de probabilidade.
Proposicao 1.4.2 Considere P e P* medidas de probabilidade definidas sobre (2. .A), onde
0 € um conjunto enumerdvel. P* serd obtida de P através da Regra Geral de Condiciona-

mento, se supp(P*) C supp(P).

Prova: Suponha Q2 = Q e considere D = {{w} : w € 1}. Tome

P (w) *
se w € supp(P

9(Bu) =4 " p,p(, )
0 caso contrario.

Como P e P* sao medidas de probabilidade, g € uma funcao real e nao-negativa e pode-se

facilmente verificar que

P (w) a g(E,)p(w), Ywe Q.

Além disso, observa-se que

> 9(Bu)p(w) = 3 pi(w)
weS weEsupp(P*)

= 1 < oo,

concluindo a prova.
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Exemplo 1.4: Suponha que sua opinido a priori P e a posteriori P~ sobre eventos de
0 ={0,1,2,...} sejam respectivamente Geométrica com parametros A e a, onde a < A.

Entao, pelo resultado anterior, P* é obtida de P pela Regra Geral de Condicionamento.

Na situagao abordada no exemplo anterior o Supercondicionamento nio permitia a atu-
alizagao de probabilidades (ver exemplo 1.3). De fato, a Regra Geral de Condicionamento é

mais abrangente que o Supercondicionamento, como pode ser visto no seguinte resultado.

s,

Proposicao 1.4.3 Se P* ¢ obtida de P por Supercondicionamento, entdo P* € sempre obtida

de P pela Regra Geral de Condicionamento.

Prova: Tome ¢(E,) = Q(E|E,), para todo w € Q. Lembrando que P(w) = Q(Ey)
temos que

> 9(Eu)P(w) > Q(E,E,)

weN weN
= QU(E, E,)) < oo.

I

E imediato verificar que

P*(w) a g(E,)P(w), Ywe Q.

Apesar de mais flexivel que o Supercondicionamento, a Regra Geral de Condicionamento
nao permite atualizar probabilidades quando supp(P) C supp(P*). Para estes casos, ainda

nao temos uma solugao. Nunca haverd uma solucio geral (Dawid(1985)).

Na préxima se¢ao veremos uma nova explicagio para o Paradoxo dos Trés Prisioneiros
dentro do contexto explorado neste trabalho, fazendo o uso do Condicionamento Bayesiano.
Este problema, da forma que serd considerada aqui, também servira como ilustragao da

diferenca entre os usos da férmula de Bayes e do Condicionamento Bayesiano.



1.5 Imprevistos e o Paradoxo dos Trés Prisioneiros

Nesta secao apresentaremos uma explicacio alternativa as usualmente dadas ao Para-
doxo dos Trés Prisioneiros supondo, como ocorre na literatura, que o prisioneiro A opta por

atualizar sua opiniao inicial utilizando o Condicionamento Bayesiano.

A idéia é mostrar que nao é paradoxal o problema resolvido pelo prisioneiro A se este for

considerado dentro do contexto de recebimento de informacoes imprevistas.

Paradoxo dos Trés Prisioneiros: Trés prisioneiros A, B e C estio no cdrcere a espera
do anincio de suas sentengas, que serd feito amanhd. E sabido por todos, inclusive pelos
prisioneiros, que dois deles morrerdo e apenas um serd libertado mas ndo se sabe qual deles.
O prisioneiro A pede ao carcereiro que lhe diga o nome de um dos oulros dois PTiSiONeiros que
serd condenado, explicando que, como pelo menos um dos outros dois morrerd, o carcereiro
nao fornecerda qualguer informacgdo relevante sobre sua condi¢ao. O carcereiro concorda e
diz a ele que B morrerd. A fica feliz por que apds esta informagdo, A verifica que sua

probabilidade de ser ele o sobrevivente aumenta de 1/3 para 1/2. (Jeffrey(1992)-pg.122).

Como A argumenta, a informacio dada pelo carcereiro nada revela a A sobre sua prépria
condigao que nao houvesse sido previamente considerado por A no processo de construcio
de suas probabilidades iniciais. Por este motivo, e supondo que a informacio fornecida
pelo carcereiro é toda a informacio relevante aprendida por A antes de tornar piblica sua
opiniao a posteriori, espera-se que a opiniao inicial de A sobre o evento “ A viverd” nio sofra
alteragbes. Suponhamos que esta seja a situacio e que A nao tenha qualquer evidéncia que

permita atribuir probabilidades distintas de sobrevivéncia a qualquer um dos prisioneiros.

Qual € o equivoco cometido por A? A explicacio usualmente dada a este problema é que
A comete um erro na determinacio do espaco amostral que considera para suas inferéncias e
por isto, ao atualizar suas probabilidades usando o Condicionamento Bayesiano, condiciona
em um evento que nao reflete a informacao verdadeiramente recebida por A. Isto é, A parte
do espago amostral = {A, B, C} e considerando este espaco, atualiza sua opiniao inicial

condicionando no evento £ = {A,(C} que traduz que “B morrera” e nao o que ¢ de fato
s q q q

33



observado por A que é “o carcereiro informa que B morrera”. (Ver Jeffrey(1992)).

Como desde o inicio A planeja perguntar ao carcereiro sobre a situacao dos outros dois

prisioneiros, ele deve considerar para sua analise o espago amostral
Q) = {Ab, Ac, Bc,Cb} (1.17)

onde X'y denota que o prisioneiro X vivera e a informacao a ser dada pelo carcereiro é que

o prisioneiro Y morrera.

Se parte deste espaco amostral, A pode obter sua opiniao a posteriori condicionando na
informacao realmente recebida por ele - lembrando, “o carcereiro informa que B morrers” -

que se traduz no evento E; = {Ab, Cb} ? do espaco ;.

Considerando o espago amostral descrito em (1.17) e supondo que o carcereiro informa
que B morrera, A calcula a sua chance de ser o sobrevivente condicional no evento E, da

seguinte forma:
P(Ab)
P(AbU Cb)
1/2 1/3
1/2 1/3+1 1/3

P(AbU Ac|AbU Cb) =

=1/3. (1.18)

Se ap6s consultar o carcereiro, A toma conhecimento de que efetivamente B serd con-
denado (e esta é toda a informacio relevante aprendida por A desde a declaracio de sua
distribuicao a priori até a eliciacio de sua distribuicdo a posteriori ) e se A julga que as
probabilidades condicionais em E, inicialmente declaradas se mantém a posteriori, o Condi-
cionamento Bayesiano visto anteriormente na secao 1.3 autoriza A a explicitar sua opinido «
posteriori para o evento “A viverd” como sendo a probabilidade obtida na expressao (1.18),
concordando com nossa expectativa inicial sobre o que deveria ter sido a distribuicio a

posteriori declarada pelo prisioneiro A.

Note que aqui o evento condicionante “o carcereiro informa que B morrera” é um evento
ao qual inicialmente atribuiu-se probabilidade a priori positiva e que apos a informagao dada

pelo carcereiro tornou-se um evento certo, permitindo o uso do Condicionamento Bayesiano.

2Perceba que neste novo espago, o evento E considerado por A torna-se {Ab, Ac, Cb}.
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Suponha que, contrario ao que descrevemos anteriormente, A nao tenha planejado per-
guntar ao carcereiro sobre a condigao de seus companheiros de infortinio. Neste caso, o

espago amostral adequado para descrever o experimento realizado por A é
Q={A,B,C} (1.19)
onde X representa o prisioneiro X vivera.

Como antes, consideremos que nao existem evidéncias que favorecam a qualquer dos
prisioneiros de tal forma que para A, inicialmente, cada prisioneiro tem chance 1/3 de ser o
prisioneiro que vivera. Neste mesmo instante, A pode também declarar a probabilidade de

ser ele o sobrevivente supondo que B morrera, por exemplo, a qual é dada da seguinte forma

P*(A) = P(AJAUC)

P(4)
P(AUC)

= 1/2 (1.20)

Apbs declarar sua chance de ser o sobrevivente, A fica desolado e comeca a pensar no seu
iltimo desejo antes de morrer quando ouve o Juiz responsével pelo caso dizer ao carcereiro
que B morrerd. Ao ouvir isto, A resolve reavaliar suas probabilidades iniciais utilizando a
informagao recebida que ¢ traduzida no evento E = {AUC}. A posteriori, A julga que E
€ um evento certo e que para ele todas as probabilidades condicionais neste evento nio se
alteram. Sendo assim, pelo teorema 1.3.1 a probabilidade a posteriori para o evento “ A

sobreviverd” é dada pela expressao 1.20, confirmando as afirmacdes iniciais do prisioneiro.

Nas duas situagdes a informacdo recebida é a mesma, no entanto as probabilidades a
posteriori se modificam por que no segundo caso a informagao foi recebida inesperadamente,

justificando a mudanca de expectativa de A com respeito a sua chance de sobreviver.

Observe que a maneira como a informagao é recebida influencia no calculo da distribuicao
a posteriori do evento “ A viverd”. No caso em que a informacdo recebida por A nao
€ previamente programada fica perfeitamente Justificavel, pelos argumentos anteriormente

dados neste capitulo, uma mudanca no valor da probabilidade a posteriori declarada por A
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sobre o evento “ A viverd”, nao sendo contraditério o julgamento feito pelo prisioneiro A .

(Ver também Pereira(1995) ).

No préximo capitulo apresentaremos outro procedimento de atualizacao de probabilidade,
o qual é conhecido na literatura por Regra de Jeffrey. Além de aspectos fundamentais que

envolvem esta regra, também apresentaremos alguns de seus aspectos matematicos.
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Capitulo 2

A Regra de Jeffrey

2.1 Introducao

Como vimos no capitulo anterior, o Condicionamento Bayesiano usual permite mudancas
exogenas de probabilidades apenas em casos extremos (como visto, por exemplo, na secao 1.5)
e por isto muitas vezes nao responde a questao de atualizagao de probabilidades em situacoes
como a considerada no exemplo 1.1 e geralmente nem em situagoes onde informacdes nao

previamente consideradas ocorrem.

Por mudangas exégenas de probabilidades entenderemos as mudangas feitas sem uso
de férmulas matematicas adequadas para este fim, como sao por exemplo as retaxacoes ou

reavaliagOes arbitrarias de probabilidade.

Informagdes obtidas através de alguma percepcio sensorial, em geral, nao podem ser
incorporadas pela férmula de Bayes no cilculo da distribuicao a posteriori por serem difi-
cilmente traduziveis como eventos e por conduzirem & certeza sobre o evento condicionante
apenas em situagées muito particulares. Richard Jeffrey (1965) em seu livro The Logic of De-
cision langa uma proposta para atualizar probabilidades que permite incorporar este tipo de
informagdes em situagdes mais gerais do que faz o Condicionamento Bayesiano, mas também

exigindo que tais informagdes ndo modifiquem o espago amostral inicialmente considerado. A
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regra proposta por Jeffrey permite mudancas exdgenas de probabilidades para alguns even-
tos do espago amostral de interesse, sem exigir certeza a posteriori sobre qualquer deles e a
partir destas novas probabilidades estende as modificacdes para os demais elementos deste
espago amostral. Esta proposta de atualizacao de probabilidades é conhecida na literatura

filoséfica como Probabilidade Cinética ou Regra de Condicionamento de Jeffrey.

Por permitir mudanga exégenas, para valores menores que um, nas probabilidade atribuidas
a alguns eventos do espago amostral, a Regra de Jeffrey também poderd ser 1itil em incorpo-
rar informagdes cujo recebimento niao havia sido previamente antecipado em um leque mais
amplo de problemas do que aquele permitido pelo Condicionamento Bayesiano (onde isto sé
é permitido em situagdes muito particulares, como vimos). Para que isso seja possivel esta
regra exige que a informacao recebida atue sobre seu estado de conhecimento modificando
apenas sua opiniao sobre alguns eventos de £ mas nio a estrutura inicialmente concebida

por Vocé para 2.

Néao nos preocuparemos em estudar definicées de coeréncia que justifiquem o uso da Re-
gra de Jeffrey como mecanismo de atualizacio de probabilidades. Discussées sobre definigoes
de coeréncia justificando o uso de procedimentos de atualizacio de probabilidades podem ser
encontrados em Goldstein(1985, 1983), Teller(1973), Lewis(1975) e Arment(1980). Alguns
outros autores também destinam seus estudos a justificativas filoséficas para o uso de pro-
babilidades Cinéticas (muitas vezes chamadas Dinamicas) como representantes das opinides
modificadas de uma pessoa. Estas questoes também nio serdo consideradas neste traba-
Iho e além dos autores citados acima podemos sugerir Van Frassen(1980), Hacking(1967),

Domotor(1980), dentre outros.

A seguir apresentaremos a definigao da Regra de J effrey para espagos enumeraveis, explo-
raremos algumas de suas propriedades matematicas e algumas de suas limitagdes enquanto
mecanismo de atualizagao de probabilidades. Sua ligacio com o Condicionamento Bayesiano
também sera considerada. Os resultados apresentados na segao 2.2 foram em sua maioria
estabelecidos por Diaconis e Zabell(1982), Jeffrey(1992) e Howson e Urback(1993). Na secao
2.3 apresentaremos uma versao Preditivista para a Regra de Jeffrey e as secoes 2.4 e 2.5

visam o estudo da relagao de conjugacio definida pela Regra de Jeffrey. Alguns resultados
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particulares de conjugacao para a familia de distribui¢oes exponencial serao fornecidos na
segao 2.5. Os resultados sobre a Regra de Jeffrey exibidos nas trés tltimas secoes deste

capitulo nao foram encontrados na literatura.

2.2 Apresentando a Regra de Jeffrey

Ao longo desta segao faremos basicamente uma revisio dos trabalhos encontrados sobre a
Regra de Jeffrey, apresentando a sua formulagdo para espacos enumerdveis. Algumas de suas
limitagdes e algumas justificativas para o seu uso serao exibidas considerando principalmente
os trabalhos de Jeffrey(1992), Howson e Urback(1993) e Diaconis e Zabell(1982). Esta tltima
referéncia preocupa-se basicamente com aspectos matematicos da Regra de Jeffrey dando

pouca importancia ao seu aspecto fundamental.

Nossas contribuigoes nesta secio consistem em explicitar provas de alguns teoremas es-
tabelecidos pelos autores anteriormente citados e em explorar as conseqliéncias da Violacio

da Lei de Cromwell (O’Hagan(1994)) & luz da Regra de Jeffrey.

Para uma apresentacio formal da Regra de Jeffrey e para os resultados que serdo apre-
sentados ao longo desta secido vamos considerar um conjunto enumeravel §), uma o-algebra
A, duas medidas P e Ps definidas sobre (2, A) e uma particio enumeravel £ = {E,i € I}

de £, a qual podera ser finita ou infinita, onde I é um conjunto apropriado de indices.

A seguir apresentaremos a Regra de Jeffrey e suas conexdes com o Condicionamento

Bayesiano usual e com o conceito de Suficiéncia.

2.2.1 Definicao e Conexoes com Bayes e com Suficiéncia

Percebendo as limitagdes do Condicionamento Bayesiano usual Jeffrey(1965), ao abor-
dar a questdo sobre atualizagio de probabilidades, apresenta a seguinte proposta para este

fim, a qual ao longo deste trabalho serd denominada simplesmente por Regra de Jeffrey.
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Definigao 2.2.1 (Regra de Jeffrey)
Sejam P e Pe medidas de probabilidade definidas sobre (Q,A). Dizemos que uma atualiza¢do
de probabilidades € feita através da Regra de Jeffrey sempre que a distribuicdo a posteriori

FPe for obtida partindo-se da distribui¢do a priori P, utilizando a seguinte férmula:
Pe(.)=>_P(.|E)P:(E;), E; €& (2.1)

onde & = {E;,;i € I} € uma particio de Q para a qual Pe(E;) > 0 para todo @ € 1,

Yier Pe(Ei) =1 e I é um conjunto de indices qualquer.

Interpretando P como sua opinido a priori e Pe como sua opiniao apds o recebimento
imprevisto de alguma informagao (ambas definidas sobre (92, A)) percebemos da expressao
(2.1) que a Regra de Jeffrey permite incorporar estas informagoes na atualizacio de opinioes
iniciais por permitir mudancas exégenas sobre todos os elementos da particao de ) gerada
por tal informagdo. A atualizacio de opinides feita pela Regra de Jeffrey nem sempre é,
a posteriort, estaticamente coerente no sentido definido por de Finetti(1931), isto é, o uso
da Regra de Jeffrey s6 nos fornece uma medida de probabilidade a posteriori sob certas

condigdes (ver teorema 2.2.1, a seguir).

Nos casos em que o uso da Regra de Jeffrey é julgado adequado, a informacao imprevista
pode ser incorporada em sua opiniio com uma economia de retaxacoes de probabilidades
- basta declararmos novas probabilidades para os elementos da partigao. De fato, a Regra
de Jeffrey sob certas condigdes é um mecanismo de extensio de Pg - antes definida apenas

sobre elementos da partigao - para todos os demais eventos de A.
Voltemos ao exemplo 1.1. da observacdo na penumbra para ilustrar a Regra de Jeffrey.

Exemplo 2.1: Suponha como antes que sua opiniéo inicial sobre as cores da roupa a ser

posteriormente observada seja

P{Verde} = 0,3
P{Azul} = 0,4
P{ Lilas} = 0,3
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Ao observar a pega de roupa em pouca luz, Vocé passa a achar que existe maior chance
de tal roupa ser nao-Verde, mas ainda nao consegue descartar completamente a hipdtese de
que a roupa possa também ser Verde. Se Vocé atribui probabilidade a posteriori igual a 0.8
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ara o evento “ a roupa ¢é nao-Verde”, a Regra de Jeffrey nos fornece a seguinte opiniio a
p s

posteriori para os eventos atéomicos inicialmente considerados:

Pe{Azul} = Pe{Verde} P{Azul|Verde} + Pe{nao-Verde} P{Azul|nao-Verde} = 16/35
Pe{Verde} = 7/35
Pe{ Lilas} = 12/35

Como antes Vocé nao sabe descrever em palavras o acontecimento que provocou a mu-
danga de sua opiniao sobre os elementos da particao formada pelos conjuntos £ = {Verde}
e b ={ nao-Verde}. Apesar disto, a Regra de Jeffrey permite a atualizagao de suas proba-
bilidades iniciais para uma nova medida Pr exigindo apenas que Vocé declare sua opinido a
posteriori sobre os eventos E e E, poupando o esforco mental que Vocé teria para eliciar sua

opiniao sobre todo evento de interesse.

Um dos inconvenientes da Regra de Jeffrey é que ela nio fornece mecanismos para a
obtencao da opinido a posteriori para os elementos da particao. A tarefa de eliciar novas
opinioes sobre estes elementos pode ser tio psicologicamente complexa quanto a de declarar
a distribuigao de probabilidade a priori - o que depde contra o uso da Regra de Jeffrey em

algumas situagoes.

Outro inconveniente da Regra de Jeffrey é que, como esta definida, esta nao nos for-
nece uma opiniao a posteriori estaticamente coerente isto é, niao fornece uma medida de
probabilidade a posteriori. Perceba que particularmente no exemplo acima Vocé é coerente
a posteriori e nesse exemplo foi considerado que todas as probabilidades condicionais nos
eventos £ e E permanecem inalteradas a posteriori. Desta forma Jeffrey(1992) fornece o
seguinte resultado estipulando condicdes para a coeréncia (estatica) das atualizacoes feitas

através da Regra de Jeffrey.
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Teorema 2.2.1 Seja (2, A) um espago de probabilidade qualquer com Q (enumerdvel). Con-
sidere uma evento A-mensurdvel A e suponha que para todo E; € £, P:(E;) > 0 sdo conhe-

cidos. Entdo,

Pe(A) =) P(A|E;) Pe(E) (2.2)
se, e somente se, para todo A € A e para todo E; € £ seque que
P(A|E}) = Pe(A|E;). (2.3)

Prova: Para suficiéncia basta notar que para cada A € A e para qualquer medida Pe
definida sobre (12, .4)
Y P(A|E;)Pe(E;) = > Pe(A|E;)Pe(E;)
i€l i€l

= Z Pe(A, E)

iel
= Pe(A,Uic1E;) = Pe(A).

Para mostrar a condi¢ao necessaria basta provar que a expressao (2.3) vale para os dtomos
w € (.

Se w € E; entdo usando a hipétese obtém-se:

Pe({w} i) Pe({w})

Pe({w} E:) =

Pe(E:)  — Pe(E)
_ PHw}E)Pe(E:)
Pe(E;)
= P({w}|E:),

1Se, ao invés de eventos condicionais em €, tivéssemos considerado eventos condicionais da forma A|B,

com A e B pertencentes a A, a Regra de Jeffrey tornar-se-ia
Pe(A|B) = > P(A|B, E;) P¢ (E;|B)
i
e a J-condicao a ser verificada assumiria a seguinte forma:

P(A|B, E;) = Ps(A|B, E;)



caso contrario, temos Pe({w}|E;) = 0 = P({w}|E;). Ou seja, se vale a hipétese, temos que

para todo w € Q e para todo E; € £ tal que P:(E;) > 0,

Pe({w}|Ei) = P({w}|E;).

Considerando A como a uniao de alguns 4tomos de £, os Axiomas de Kolmogorov con-

cluem a prova do teorema.

Este teorema nos fornece uma condicio para a validade da Regra de Jeffrey. Se a in-
formagio recebida de maneira imprevista atuar sobre seu conhecimento de tal forma que a
condigdo (2.3) possa ser julgada valida (por Vocé) e se provocar mudangas exégenas para
valores estritamente positivos apenas nas probabilidades de eventos pertencentes a uma
particao do espago amostral, a Regra de Jeffrey diz como Vocé pode estender a medida Pe

para os outros eventos de A, coerentemente.

A condigao (2.3) é chamada de J- Condicao e é conseqtiéncia dos julgamentos que Vocé
faz a priori e a posteriori sobre os eventos condicionais de interesse - isto é, a J-condigao
nao pode ser matematicamente verificada. Em muitas situagdes, julgar vélida a J-condicio

pode nao ser razoavel como ilustra o seguinte exemplo.

Exemplo 2.2: Suponha que num hospital serdo realizadas trés transplantes de figado

utilizando um novo procedimento cirtirgico. Considere a varidvel aleatéria

x 1 se a - ésima cirurgia é sucesso
i =

0 caso contrario

para: = 1,2 3. Considere os eventos £ = {X1 = 1} denotando a primeira cirurgia é sucesso
e a varidvel aleatéria N = Y7 | X; que conta o nimero de sucessos nas trés cirurgias.
Inicialmente, Vocé julga que

P(N=0|E) = 0

P(N=1|E) = 1/4
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P(N=2|E) = 2/4
P(N=3|E) = 1/4.

Suponha que Vocé receba a informagio de que este mesmo procedimento cirurgico foi
realizado no Hospital das Clinicas e dentre os 100 pacientes submetidos & cirurgia, 94 foram
bem sucedidos. Neste caso, ndo parece muito razodvel continuar considerando Pe(N =
3|E) = 1/4. Intuitivamente, esta informacao nos leva a pensar que Pe(N = 3|E) é muito

maior que 1/4.

Julgar vélida a J-condigao aqui nao nos parece razoavel e, por consequéncia, a atualizacao

de probabilidades através da Regra de Jeffrey nio é vidvel.

O exemplo anterior também ilustra que nao é possivel fazermos uma verificacdo algébrica
da J-condigdo. A avaliagio da J-condigdo é completamente subjetiva e pessoal como sio
os julgamentos de independéncia e permutabilidade e a avaliacio de probabilidades - todos

frutos de sua percepgao sobre o objeto desconhecido.

No entanto, é possivel estudar caracteristicas da particio de (Q, gerada pelo recebimento
imprevisto de informagéao, que permitam garantir a atualizacio de probabilidades via Regra
de Jeffrey. Diaconis e Zabell(1982) notam que se a informacao recebida faz com que Vocé
particione o espago amostral de tal forma que esta particio seja suficiente para a familia
{P, Pe} temos como conseqiiéncia da defini¢ao de particio suficiente £ = {E;,i € I} que
para todo w € Q) e para todo @ € {P, P¢} existe uma funcio real g definida em Q tal que
para todo E; € €

QU{w}E:) = g(w). (2.4)
(Ver Pereira et alii (1993 - cap 6) para resultados de suficiéncia.) Entao sob suficiéncia temos
que P({w}|E;) = Pe({w}|E;) para todo E; € £ e para todo w € . Conseqlientemente, se £ é
uma particao suficiente para P = { P, P¢} a J-condigio é verificada viabilizando a atualizacio

de P através da Regra de Jeffrey.

Encontrar uma particéo suficiente para P é sempre possivel uma vez que a partigao trivial

€ = {w : w € O} é sempre uma partigio suficiente para P. Nestes casos, o uso da Regra
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de Jeflrey para atualizar probabilidades é viavel pois a J-condigao é verificada mas para

qualquer evento A € A temos

1 se we A
Pe(Al{w}) = ©

0 caso contrario

e por conseguinte temos

Pe(A) = 3 P(A{w})Pe({w})
= ) Pe({w}) = Pe(A),

wEA

ou seja, o uso da Regra de Jeffrey equivale a uma retaxacao completa de probabilidades.

Interessa-nos termos situagdes onde seja exigido um nimero pequeno de declaragoes de
novas probabilidades. Por este motivo, a particiao gerada pela nova informacao deveria con-
ter o menor nimero de elementos possivel. Diaconis e Zabell(1982) estabelecem o seguinte
resultado o qual fornece uma versio alternativa para a Regra de Jeffrey e que garante a
existéncia de uma particao suficiente minima para a qual a Regra de Jeffrey pode ser consi-
derada vélida. Esta particao é a mais grossa pois cada um de seus elementos pode ser escrito
como uma uniao disjunta de elementos de alguma outra particao suficiente para P e por isto
em muitos casos pode diminuir o nimero de retaxacoes arbitrarias de probabilidades a serem
feitas ao usarmos a Regra de Jeffrey, salvo naquelas situagdes em que a particio suficiente

minima coincida com a particio trivial, como vimos.

Teorema 2.2.2 Sejam P e P: medidas de probabilidades com suporte comum sobre um
conjunto enumerdvel Q. Se £ = {E;;i € I} ¢ uma particio de Q tal que P(E;) > 0 e
P(A|E;) = Pe(A|E;) para todo A C Q e para todo E; € £, entio para cada w € (),

Pe({w}) = %P({w}), se we€ E,. (2.5)

Além disso, se R = {x : 1;;”—(({{:’7})) =z,w €N} eE, = {w: %r(({{—:’}? = z,w € (1}, entdo

& ={E;,z € R} ¢ uma parti¢io suficiente minima para P = {P, Pc}.



Prova : Primeiramente considere w € E; . Como por hipétese P(A|E;) = P:(A|E;)
para todo E; € £ e para todo A, podemos usar a Regra de Jeffrey para o evento A4 = {w} e

obtemos

Pe({w}) = > P({w}|E;)Pe(E;) = P({w}|E:)Pe(E;)

J

_ P({w}’El)
T TPE) T

_ Pe(Ey)
= P(E,-)P({w})’

(E:)

verificando a primeira parte do teorema.

Para a segunda parte, note da definicio de E, que £* é uma partigao de §2. Para verificar

que &~ ¢ suficiente considere um elemento qualquer E, € £*.

Para todo w € E, temos, também pela definicio de E., que

Pe({w}) = 2P({w}). (2.6)

Seja w € Q. Entao w € E, para algum z. Para este z a expressao (2.6) fornece
Pe({w})
Pe(E;)
rP({w})
Yyer, Pe({y})
P({w})
2yee. P({y})

P{w})
= 5 = PUSIED).

Pe({w}|Ez) =

Concluindo que £* é uma particio suficiente para P.

Considere uma particio qualquer F = {Fj;,j € J} suficiente para P onde J é um conjunto

qualquer de indices. Vamos mostrar que para cada z, E, é uma uniio disjunta de elementos

de F.

46



Considere w € E,. Como w € e como F é uma particao suficiente para P existe um

Pe (w)
P(w)

unico Fj tal que w € F;. Dai, pela parte um do teorema e considerando que = z, temos

que para cada w’ € F;
Pe({w'}) _ Pe(Fy) _ Pe({w})
P({w})  P(F;)  P({w})

Portanto, F; C E,. Desta forma,

= .

 Pe(F)
U[Fj.m_a}g&.

<3

Suponha, por absurdo, que exista w € E, tal que w ¢ | [F : FF)) = T] Entao existe

um Fj, € F com F;, Z U [F] : %})— = :1:] tal que w € Fj,. Como F é suficiente para P

Pe({w}) _ Pe(Fy)
P({w})  P(F})

#Fz = w¢E,.

Portanto, para todo w € E,, temos que
Pe(F;)
Fy: =
wel [ 7P T

e com isto, verificamos que £ = {E, : ¢ € R} é uma particio suficiente minima. Concluindo

a prova.

Uma prova alternativa para este teorema pode ser obtida utilizando-se o teorema da

Fatoragao de Fisher-Neyman e resultados de Blackwell e Girshick (1954 - pg. 221).

O seguinte exemplo ilustra o uso da Regra de Jeffrey na versio dada no teorema anterior.
Perceba, da parte um do teorema 2.2.2, que dentro de um mesmo elemento F; da particao as
probabilidades de cada dtomo sio atualizadas multiplicando-se a probabilidade a priori por
um fator constante préprio daquele elemento da particéo - ou seja, a informacao recebida de

forma imprevista nao discrimina 4tomos de um mesmo conjunto da particao.

Exemplo 2.3: Sejam A, B e C' corredores que disputam a prova dos cem metros livres.

A tem tido mal desempenho nas tltimas corridas em que participou e por isso Vocé acredita
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que a chance dele vencer esta prova é pequena. Inicialmente Vocé atribui as seguintes chances

para a vitoria de cada atleta:

P(A) = 2/11
P(B) = 4/11
P(C) = 5/11.

Chega inesperadamente aos seus ouvidos a informagao de que os atletas B e C tiveram
alguns problemas de saiide na tltima semana antes da prova e por isso o treinamento deles
nao pode ser realizado de maneira satisfatéria. Esta informacao (que favorece A) nao era
previamente suspeitada por Vocé e faz com que Vocé passe (arbitrariamente) a acreditar que

a chance de A vencer aumenta para 1/2.

Considerando a seguinte particio

By ={A} e Ey={A}={B,C}

verificamos que, com a nova informagio, sua opiniio atualizada sobre Ey,é Pe(Ey)=1/2e

com isto,

Pe(Ey)  1/2 11

P(E;) ~ 9/11 18

Agora a nova informacao niao permite distinguir entre B e C. Entdo usando o teorema
2.2.2, verificamos que a influéncia na nova informacao sobre sua opinido faz com que as

chances de vitéria de B e C passem para

(B) = 411 4
A TR T IET:

511 5
Bl = s = =
e(C) 1118~ 18

O teorema 2.2.2 constréi uma particio suficiente minima para P a partir das probabili-
dades retaxadas, mas nao garante que a parti¢ao construida seja nao - trivial. Se no exemplo

anterior a informacao recebida permitisse também uma distingao entre B e C, a particao
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suficiente minima seria a trivial e portanto a atualizacao de probabilidades consistiria em

uma reavaliagao (arbitraria) completa das probabilidades iniciais.

Perceba também que o uso do Condicionamento Bayesiano visto no capitulo anterior
seria aqui inapropriado, pois a informacao recebida inesperadamente nao o leva a certeza

sobre vitéria de A.

Partindo da defini¢ao 2.2.1, percebemos que ao atualizar sua opiniao sobre um evento
qualquer A pela Regra de Jeffrey, quando P(E;) # 0,Vi € I, esta atualizacao é feita através
do produto de uma fungéo influenciada pela informagao nao - programada pela distribuicio

a priort atribuida a A, como pode ser visto na seguinte relagao

Pe(A) = ZP(AIEi)PE(Ei)

_ P(E;|A)
B Z P(E;)

Pe(Ei)P(A).

Fora casos particulares como este, atualizacdes de probabilidades feitas usando a Regra
de Jeffrey nem sempre sio alguma forma de condicionamento no sentido de existir alguma

fungao que propicie a atualizagao da distribuicio de probabilidades a priori.

Quando P(E;) = 0, para algum i € I, a escolha a ser feita para o valor de P(A|E;) é
arbitrdria. Sendo assim, supondo P(E;,) = 0 e considerando Pe(E;,) > 0, uma atualizacao

de probabilidades através da Regra de Jeffrey torna-se

P(E;|A)P*(FE;
P=3 Ll

P(A) + P(A|E;,)P™(E3,), (2.7)

0 que nao necessariamente é da forma f(-)P(A), onde f é uma funcio real nao-negativa

qualquer.

Apesar disso, observamos que o Condicionamento Bayesiano usual é um caso particular
da Regra de Jeffrey. Este fato pode ser apreciado no seguinte resultado encontrado em

Jeffrey(1992).

Teorema 2.2.3 Sejam P ¢ Pe medidas de probabilidades definidas sobre (2, A), com Pe
obtida de P através da Regra de Jeffrey. Considere & = {E,E} uma particio de Q com
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0 < P(E) < 1. Se P<(E) =1, para qualgquer evento A de Q, temos

Pe(A) = P(A|E) (2.8)

Prova: E conseqiiéncia imediata das hipéteses e da definiciao 2.2.1.

Este teorema ressalta mais uma vez que o Condicionamento Bayesiano usual também
permite mudancas exdgenas de probabilidades sobre elementos de uma particio de . Para
que o uso do Condicionamento Bayesiano seja justificado a informacao nao-programada ou
obtida através de alguma percepgao sensorial deve conduzir Vocé & certeza sobre algum dos

eventos da partigao.

Na proxima segao discutiremos mais algumas questdes fundamentais sobre a Regra de
Jeffrey, apresentando resultados estabelecidos por Diaconis e Zabell(1982) sobre comutativi-
dade desta regra de atualizagao de probabilidades. Também abordaremos as implicagoes da

violagao da Lei de Cromwell a luz da Regra de Jeffrey, o que nao encontramos na literatura.

2.2.2 Comutatividade e um Pouco Mais de Fundamentos

Um aspecto importante das atualizagdes de probabilidade feitas através do Condicio-
namento Bayesiano é que este procedimento nao permite atualizar probabilidades que eram
inicialmente zero - quer dizer, o Condicionamento Bayesiano usual nio fornece probabili-
dades a posteriori nao-nulas partindo-se de probabilidades iniciais nulas. Por este motivo
costuma-se dizer que um Bayesiano nao deve violar a Lei de Cromwell (O’Hagan(1994))
- isto €, nao deve atribuir probabilidades zero a eventos que julga serem pouco provaveis de

ocorrer.

Com a Regra de Jeffrey a situagdao é um pouco diferente. Por permitir retaxacoes ar-
bitrarias de probabilidades sobre eventos de uma particio de €, nada impede que Voceé
atribua posteriormente probabilidade nao-nula para algum evento desta particao que Vocé

a priori considerava improvavel.
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O mesmo nao ocorre, no entanto, se o evento A nao for um evento da particio. Neste
caso, a probabilidade a posteriori para A dada pela Regra de Jeffrey é também nula, pois

P(Ei|A)P(A)

PES P<(E;) = 0. (2.9)

Pe(A) =)

el

Ou seja, desde que a todos os elementos da particao sejam atribuidas probabilidades a
priori nao-nulas, a Regra de Jeffrey nao permite atualizar probabilidades de eventos jul-
gados inicialmente improvaveis. Desta forma, a Lei de Cromwell podera ser violada sem
consequeéncias indesejaveis em atualizacoes feitas pela Regra de Jeffrey apenas quando Vocé
estiver certo que todo evento para o qual Vocé atribuiu probabilidade inicial igual a zero per-
tencera a particao gerada pela informacio que Vocé recebers - o que, se puder ser antecipado,

depoe contra o carater imprevisto do recebimento desta informacao.

Outro aspecto importante a ser explorado é a comutatividade de atualizagoes feitas
usando a Regra de Jeffrey quando mais de uma informacio nao previamente antecipada
€ recebida. Quando o Condicionamento Bayesiano é utilizado para atualizar probabilidades,
a ordem em que as informagdes sdao incorporadas em sua opinido nao afeta a distribuigao
a posteriori, ou seja, o Condicionamento Bayesiano é comutativo como pode ser visto no

teorema que segue.

Considere £ = {E, E'} a particao de Q gerada pelo conhecimento de uma dada informacao
e F = {F, F} uma outra particio de § gerada ao tomar-se ciéncia de uma outra informacao.
Defina P (e, analogamente,Pr) como sendo a nova medida de probabilidade atualizada
partindo-se da distribuigao inicial P apés o conhecimento da informacio que gerou &€ (F)e
considere Per (Prg) como sendo a medida de probabilidade obtida partindo da distribuigao

a priori Pe (Pr) apds o conhecimento da informacéo que gerou F (&).

Teorema 2.2.4 Se as atualizagées sdo feitas através de Condicionamento Bayesiano e se
P(E, F) ;é 0 entao Pg}' = P}'g.
Prova: Seja A um evento qualquer de Q. Como P(E, F) # 0, verificamos que
Per(A) = Pe(A|F)
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P(A, F|E)
P(F|E)

P(A,E|F)
P(E|F)

Ps(A, E)
Pr(E)

= Pre(A).

Portanto, o Condicionamento Bayesiano é comutativo.

Ao fazermos usos sucessivos da Regra de Jeffrey para atualizarmos probabilidades, além
de realizar testes subjetivos para a J-condicio em cada estagio, nos deparamos com a nao -

comutatividade da Regra de Jeffrey como é ilustrado no exemplo que segue.

Exemplo 2.4 : Um crime é cometido e existem quatro suspeitos sob a mira da policia
identificados por A, B, C e D. Inicialmente, nio existem provas concretas que permitem
incriminar qualquer destes suspeitos o que leva o detetive X a pensar que todos eles tém a

mesma chance de ser o culpado, isto é, para X

P(A) = P(B) = P(C) = P(D) = 1/4,

onde o evento M representa que o suspeito M é culpado.

Apds algumas investigagdes o detetive X encontra evidéncias de que o criminoso é canhoto
e na opiniao dele a chance do criminoso ser canhoto é 0,8. Esta informacao gera a seguinte
particao:

El Z{A,B} € EQZ{C,D},

com Pg(E;) =0,8.

Para X as probabilidades condicionais em E; e em E, a posterior: sao iguais as proba-

bilidades a priori condicionais nestes mesmos eventos e com isso utilizando o teorema 2.2.2,
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obtém-se:

Novas investigagdes sao feitas e X descobre que o criminoso poderia ter sido uma mulher

com probabilidade (a seu ver) 0,7. Esta informacao induz a seguinte particao:
Fy={A,B} e F,={C,D},
com Per(F;) =0,7.
Para X as novas probabilidades condicionais em elementos desta particao sao idénticas

as probabilidades condicionais nestes mesmos eventos determinadas apenas com base na

primeira informagao. Sendo assim que ele usa a Regra de Jeffrey para atualizar suas proba-
bilidades obtendo
Per(A) = Per(B)=0,35 (2.10)
Pex(C) = Per(D) =0,15. (2.11)

Suponha agora que as informacdes tenham aparecido em ordem inversa, isto é, a primeira
evidéncia da qual X tomou conhecimento foi a de que o criminoso poderia ter sido uma
mulher com probabilidade 0,7 e depois X tomou ciéncia que o criminoso poderia ter sido
um canhoto com probabilidade 0,8. Supondo valida a J-condi¢@o em cada passo e fazendo
calculos andlogos determinamos que

Pre(A) = Pre(B)=0,40 (2.12)
Pre(C) = Pre(D) =0,10. (2.13)

Comparando os resultados obtidos em (2.10) e (2.12) por exemplo, verificamos que

Per # Pre (2.14)

e, portanto, o calculo de distribuicdes a posteriori através da Regra de Jeffrey é alterado

pela ordem de chegada das informacges.
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Perceba que para obter-se Per ( segue analogamente para Pre) foi necessario verificar a
que p g g P FE

J-condicao em cada passo, isto é Vocé teve que julgar validas as seguintes igualdades
Pe(|Ei) = P(|E;), i€l
Per(|Fj) = Pe(.|Fy), jed

Sob que condigdes a comutatividade também é uma propriedade da Regra de Jeffrey?
Diaconis e Zabell(1982) estabelecem que se ha comutatividade nas avaliacoes de probabi-
lidades feitas para os elementos de ambas particdes, entdo esta propriedade estende-se ao
espago todo, permitindo a comutatividade das atualizacoes realizadas pela Regra de Jeffrey.

Formalmente, se é razodvel considerar que

Pe(E;)) = Pre(E)=p; i€l (2.15)
Pr(F;) = Per(F;)=q; j€J, (2.16)

Diaconis e Zabell(1982) estabelecem o seguinte resultado

Teorema 2.2.5 Suponha vdlidas as condigées (2.15) e (2.16). Se Pre(F;) = gj e Pex(E;) =

p:i para todo 1 € I e para todo 7 € J, entio

Per = Pre. (2.17)

Prova: Segue do teorema 3.2 de Csiszar(1975) que garante que Pre e Per sao as I-
projegoes de P sobre o conjunto de medidas C = {M : Q — [0,1] : M(E;) = p; e M(F;) =
g, 1 € I, 3 € J}. Como C é um conjunto convexo, a unicidade da I-projecao é garantida

(teorema 2.1, Csiszar(1975)) e portanto,

Per = Pre.
O

OBS: Csiszar(1975) define I-projecao de uma medida P sobre um conjunto de medidas

C como a medida @ € C tal que

[(Q,P) = minI(R, P)
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onde

J qlog qdP se @ << P
+o00 se P << @

1(Q,P) =

e g ¢ a densidade de Q com respeito a P.

v

Para ilustrar a importancia da hipétese do teorema anterior na constatagao da comu-
tatividade das atualizagoes feitas através da Regra de Jeffrey vamos considerar o seguinte

exemplo:

Exemplo 2.5: No exemplo 2.4, verificamos que as condigoes (2.15) e (2.16) sao aceitas

por constatar que

PE(EI) = P}'S(El):O,8
Pg(Eg) = P_’F{_‘(EQ):O,Q,

Pr(F\) = Per(Fy)=0,7
P}'(Fz) = ng(F2)=0,3.

Apesar disso, determinamos que nio existe comutatividade dentro das particoes pois
Pg]-‘(El) = 0,7 ?é 0,8 = P]—‘g(El),

seguindo, pelo teorema anterior, a ndo comutatividade das atualizagoes feitas pela Regra de

Jeffrey.

Perceba que para a verificacdo de comutatividade da Regra de Jeffrey é inicialmente su-
posto que as probabilidades atribuidas a elementos das particoes, modificadas de maneira
exogena, sao mantidas fixas (isto é, consideram-se as condicoes (2.15) e (2.16)). Por exemplo,
nao importa se sua opiniao a priori seja P ou a ja atualizada pelo recebimento da informacéo
que gera &, Pg, ao tomar conhecimento da informacio que gera F suas atribuigoes de pro-
babilidades sobre elementos de F ¢é tal que Pr(F;) = Per(F;),Vj. Esta suposicio insinua

um certo tipo de independéncia entre as informagdes para que a comutatividade possa ser
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constatada. De fato, o conceito de Jeffrey comutatividade esta vinculado a um conceito de
independéncia mais fraco que o habitual - a Jeffrey independéncia. Este conceito de Jeffrey
independeéncia foi estabelecido por Diaconis e Zabell(1982) e revela as caracteristicas que
sua opiniao deve ter para que duas partigoes sejam independentes de acordo com a Regra de

Jeffrey.

Considere P como sua distribuicao a priorie {p;,i € I'} e {g;,7 € J} como definidos nas

expressoes (2.15) e (2.16).

Definicao 2.2.2 (Jeffrey Independéncia)
As partigoes € = {E;,i € I} e F = {F;,j € J} de Q sio Jeffrey-independentes com respeito
WP, {piyi € I} € {g7 € J} se

Pe(Fy) = P(F;) jelJ (2.18)
P]:(E,') = P(Ei) 1€ 1. (2.19)

Considere Pgx e Pre como as probabilidades obtidas através de mudangas sucessivas pela
Regra de Jeffrey. O conceito de Jeffrey independéncia é conectado & comutatividade pelo

seguinte teorema.

Teorema 2.2.6 Considere P, {p;,i € I} e {q;,j € J} dadas. Entdo, Per = Pre se, e

somente se, & e F sao Jeffrey independentes com respeito a P, {pi,i eI} e{q;,5€ J}.

Prova: Seja A um evento qualquer de Q e suponha validas as J-condigoes referentes as

mudancas sucessivas via Regra de Jeffrey que seguem. Neste caso, obtemos:

_ P(A, F;, E;)
) = S B ) B R
_ P(4,F}, E)
- Z’”"IJP (E:)Pe(F;)’ (2.20)
e, também,
P(A, F;, E;)
pr il )P(F,-)P;(E,-)
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4 FJ,E)

; 2.21

Como por hipétese, Per = Pre temos que
P(A,FE) (A, £, E;) o 9
%:P&W sz IJP F)Pr(E)’ (2.22)

para todo A. Em particular, vale para A = {E,-o, F, }. Substituindo este valor na expressio

(2.22) acima obtemos

P(E3,)Pe(Fj,) = P(Fj)Pr(Ei,), ¥ io, jo. (2.23)

Entao somando-se os dois lados da igualdade em (2.23) em jo, obtemos

P(Eio) = Pf(Eio)a \VIZO (224)

Analogamente, somando (2.23) em iy obtemos

P(Fjo) = Pf(Fjo)) vJO (225)

Portanto, £ e F sao Jeffrey independentes.

Por outro lado, se P(E;) = Pr(E;) para todo 1 € [ e P(F}) = Pe(F;) para todo j € J
temos que

P(E;)Pe(F;) = P(F;) Pr(E;) Vi, j. (2.26)

Entao voltando a (2.20) concluimos que

Per = Pre.
O

Para verificar a comutatividade, além da suposigao de Jeffrey independéncia é necessario
manter as consideragdes iniciais sobre as probabilidades para os elementos das partigoes

atualizadas pelas informagdes que as geraram. A saber, sio consideradas fixas
PE(.Ei) = Pre(E;) =p; Vi
Pr(F;) = Per(Fj) =g; Vj.



O préximo passo é verificar que a Jeffrey independéncia é mesmo um julgamento mais
fraco que independéncia. No sentido usual, duas particdes & = {Ei,ielle F={F;,jeJ}
de § sao independentes com respeito a P se

P(Ei|F;) = P(E) e (2.27)
P(Fj|E;) = P(F;) (2.28)

para todo ¢ e para todo j. Perceba que as condicdes (2.27) e (2.28) sao equivalentes se

P(E:) # 0 e P(F) £0.

Teorema 2.2.7 Duas partices € e F sio independentes com respeito a P se, e somente
se, £ e F sdo Jeffrey independentes com respeito a P e a todas as possiveis escolhas de

{pii€ I} e{q;,5€J}.

Prova: Suponha £ e F sejam independentes com respeito a P. Para todo 7 € J e pela

condi¢ao anterior temos:

Pe(F;) = ) Pe(Ei)P(F}|E))
icl
= Y piP(F;) = P(F}).

€l

Analogamente, temos para todo 7 € I que

Portanto, £ e F sao Jeffrey independentes.

Por outro lado, suponha por absurdo que € e F nio sio independentes. Entao existem
20 € Jo tais que

P(Fj|Ei) # P(F,),

isto é, sem perda de generalidade, para 7, considere
P(FjolEio) = P(Fjo) + 5)
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onde ¢ ¢ um valor nao - nulo apropriado e suponha que para todo i # 1,

P(Fjo|Ef) = P(F.‘fo)'

Considere que p;, = 1 — ¢ para € > 0 suficientemente pequeno onde p;, = Pe(E;,) =

Per(E;,) . Desta forma,

Pe(Fj,) = Z Pe(E;)P(F}, | E;)

= PE(Ez'o)P(FjolEio) + Z PE(Ei)P(FJo|E1)
ickiy
= (P(Fp)+8)(1 - )+ P(F;,) Y. pi
§i5
= 5(1 = 6) + (1 - 6)P(Fjo) + €P(Fjo)

= (1 -¢€)+ P(F},) # P(F},),
contradizendo a hipdtese.

Portanto, £ e F sao independentes.

O

Este teorema mostra que se Vocé verifica a Jeffrey independéncia de £ e F com respeito as
suas particulares declaragoes de probabilidades P, {p;,1 € I} e {qj,j € J} esta constatacao

nao garantira independéncia de £ e F, no sentido usual.

Antes de exibirmos um exemplo que ilustre esse fato vamos considerar o seguinte al-
goritmo que permite verificar mais rapidamente a Jeffrey independéncia. Este algoritmo
bem como os resultados apresentados nos teoremas 2.2.6 e 2.2.7 podem ser encontrados em

Diaconis e Zabell(1982).

Considerando o Coeficiente de Dependéncia de Johnson, a saber

P(E:, Fy)

W - T ) 2.29
T P(B)P(F) (2:29)
Diaconis e Zabell(1982) constatam que
Pe(F;) Pr(E;) .
Tiip; = e Tiiq = ——=. (2.30)
Xi: ’ P(F;) ; T P(E)
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Entao para que £ e F sejam Jeffrey independentes com respeito a P, {pi,1 € I} e
{g;,7 € J} basta verificarmos que

ZT','J']),‘ = 1 = ZT‘,‘qu‘. (231)
v J

Usando o resultado acima facilmente verifica-se no seguinte exemplo que Jeffrey inde-

pendéncia para particulares p;’s e ¢;’s ndo implicam em independéncia.

Exemplo 2.6: Considere a seguinte tabela:

Fy | F, | F5

Ey | 1/a {178 | 1/8 || 1/2
Ey|1/8] 0 |1/8] 1/4
Es|1/8]1/8] 0 | 1/4

1/2|1/4 | 1/4 || 1

Perceba que € e F nao sio independentes pois
1
P(E3, F5) =0 # 6= P(E3)P(F5)

mas, considerando Pe(E;) = p; e Pr(F};) = g; constatamos que para 3 =1,2,3

Zr;,—pi =1« 1 0 2 P2 = 1 (232)
implicando que
Pr = P

p2 = ps=(1-p)/2,
para algum p € [0, 1].

Similarmente, para i = 1,2, 3, obtemos
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Z’"ijf}j =ls=qa=qe g=¢=(1-q)/2. (2.33)
J

para algum ¢ € [0,1].
Entao tomando por exemplop = 1/2e ¢ = 1/3 temos que € e F sao Jeffrey independentes.

Em particular, se pelo menos uma das particoes possuem apenas dois elementos, Jeffrey
. A . ; s e . . .
independéncia para particulares p;’s e ¢;'s € sinonimo de independéncia, como pode ser visto

no teorema a seguir.

Teorema 2.2.8 Se pelo menos uma das particées € ¢ F possuem apenas dois elementos,
Jeffrey independéncia para P, {p;,i € I} e {q;,j € J} dadas ¢ equivalente a independéncia

com respeito a P.

Prova: A condigao suficiente é conseqiiéncia imediata do teorema 2.2.7.

Para a condigao necessaria, considere £ = {E, E} com Pe(E) = p # P(FE) e uma particao

qualquer F.

Suponha, por absurdo, que £ e F nao sio independentes. Entdo existe pelo menos um
Jo tal que
P(E|F,,) # P(E).

. 1. P(EF;,) 3 .
Considere k = P—(E)T(’Iflm—), k # 1. Conseqiientemente, temos que

P(E|F},) =1 — kP(E).

Como £ e F sao J-independentes, usando (2.31) obtemos para todo j

P(E|F;)
PeEPr) T TP EE PR

Em particular, temos para j = jg



= plk—1) = (k= 1)P(E)
= p=P(E)
= Pg(E)

P(E),
o que contradiz a hipdtese.

Logo, £ e F sao independentes.

Esses ultimos resultados nos permitem verificar a possibilidade de comutatividade com
base na distribuicao a priori P - se as particoes £ e F sio independentes, no sentido usual,

com respeito a P, atualizagoes sucessivas feitas via Regra de Jeffrey sio comutativas.

Um outro aspecto interessante de atualizacbes sucessivas via Regra de Jeffrey é que,
sobre certas hipéteses, atualizar sucessivamente considerando £ e depois F fornece o mesmo
resultado que uma atualizagao direta considerando uma particio G = £ x F = HE:, F;} :

E; € & F; € F}.

Considere P como sendo uma medida de probabilidade definida sobre (Q, A). Sejam Per
a medida de probabilidade obtida atualizando P apéds receber € e sucessivamente JF e Fg

a medida de probabilidade obtida de P apés o conhecimento de G, ambas definidas sobre

(@2, A). Considere P(E;, F;) # 0 para todo {E;, F;} € G.

Teorema 2.2.9 Suponha Pg(lEz) = P('E,), Pg}‘(.le) = Pg(IF}) € Pg(.lE,‘, FJ) = P(IEH FJ)
para todo E; € € e para todo F; € F. Se Pg(E;, F;) = Per(E;, F}) para todo {E,F;} € g

entao temos que Py = Per.

Prova: Seja A um evento qualquer, A- mensuravel. Como a J-condigao é suposta valida,
sabemos que Py € obtida de P via Regra de Jeffrey. Desta forma e usando as outras hipéteses
obtemos:

Ps(A) = ) P(A|E;, F})Pg(E;, Fy)
i

62



Logo, Pg = Per

Fazendo a conexao com suficiéncia e supondo que Peyr = Pg, Jeffrey(1992) propoe

Teorema 2.2.10 Se £ € uma parti¢do suficiente para {P,Pc} e se F € wma particio sufi-

cienle para {Pg, Pe}, entdo G € uma parti¢io suficiente para {Pg, P}.

Prova: Seja A um evento qualquer pertencente a A e seja {E£;, F;} € G. Usando as

hipdteses verificamos que
Pg(A, Ei|F;)
Pg(Ei|Fy)
Pe(A, Ei|F;)
Pe(Ei| Fj)
P(A, F5|Ey)
P(F}|E;)

Pg(A|E;, Fy)

= P(A|E;, F;).

Portanto, G é suficiente para {Pg, P}.

Perceba que sob as hipdteses acima ,

Pg(Ei, Fj) _ Pe(E:i|Fj)Pg(F})  Py(F;)Pe(E;)

P(Ei,F;)  Pe(Fj|E))P(E;)  Pe(F;)P(E;)’

Ou seja, se para Vocé & é suficiente para {P, Pc} e F é suficiente para { Py, P¢}, atua-

lizagbes sucessivas utilizando a Regra de Jeffrey primeiro em & e depois em F, fornecem o
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mesmo resultado que uma unica atualizagao com base na particio G = £ x F. Note ainda
que o julgamento de suficiéncia é tao subjetivo quanto a verificacio da J-condigao. Mais
alguns outros comentarios e discussées fundamentais sobre a Regra de Jeffrey podem ser

encontrados em Jeffrey(1992) e Howson e Urback(1993).

Diaconis e Zabell(1982) exploram algumas outras propriedades matematicas da Regra de
Jeffrey. Uma proposta para atualizagdo mecanica de probabilidade via Regra de Jeffrey -
isto é, sem a necessidade de um teste subjetivo para a J-condicio - surge ao estabelecerem
que a medida de probabilidade Pg obtida de P através da Regra de Jeffrey é a medida mais
proxima de P (em algum sentido), dentre todas as medidas Q que atribuem mesmo valor
aos elementos da particao, isto ¢, dentre todas as medidas Q tais que Q(E;) = P:(E;) = p;
para todo E; € €. Diaconis e Zabell(1982) provam que esta medida Pe (dada pela Regra de
Jefrey) é a tinica medida satisfazendo a condicio acima que minimiza a distancia de Hellinger
e o nimero de Kullback-Leibler, quando estes sio calculados com relacao a P. Além disto,
Pe € uma das medidas minimizadoras da distincia de Variacao Total com respeito a P,

quando consideramos todas as medidas @ tais que Q(E;) = Pe(E;) para todo E; € €.

Baseado em resultados sobre I-projecio apresentados por Csiszar(1975), Diaconis e Za-
bell (1982) também apresentam um procedimento mecanico para atualizagoes sucessivas via
Regra de Jeffrey com base no IPFP (Iterated Proportional Fitting Procedure). Esta técnica
€ muito usada para ajustar tabelas de contingéncia cujas marginais sao fixas, partindo-
se de uma tabela inicial conhecida. Csiszar(1975) prova que este procedimento de ajuste
converge para a [-projecao da tabela inicial sobre o conjunto de todas as tabelas cujas
marginais coincidem com as marginais consideradas. Desta forma, imaginando que as co-
lunas formam a particdo £ e as linhas a particio F cujos elementos terdo suas probabi-
lidades retaxadas, obteremos mecanicamente as probabilidades obtidas via Regra de Jef-
frey a qual, como vimos antes, é a I-projecao da distribui¢do a priori sobre o conjunto

{Q: Q(E;) = p;, Q(F;) = ¢;. Vi, 5}.

Leitores interessados em maiores detalhes sobre atualizagdes mecanicas de probabilidades

podem consultar a secao 5 de Diaconis e Zabell(1982) e também podem encontrar explicacdes

sobre o IPFP em Fienberg(1970) e Csiszar(1975).
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Nas proximas secoes apresentaremos alguns resultados inéditos sobre a Regra de Jeffrey,
explorando sua versiao preditivista e uma definigdo para conjugagdo segundo a operacio
definida pela Regra de Jeffrey. O leitor também podera encontrar uma aplica¢ao pratica da

Regra de Jeffrey no capitulo 5 deste trabalho.

2.3 A Regra Preditivista de Jeffrey

Em muitas situagdes, nosso interesse est em fazer inferéncias sobre objetos observaveis
porém desconhecidos considerando os resultados ja observados de objetos julgados (de al-
guma forma) similares ao nosso objeto de interesse. Por exemplo, um médico ao fazer
comparagoes da eficiéncia de dois tratamentos levando em conta a informacao obtida da
reagao de seus pacientes a cada tratamento esta de fato interessado em saber qual trata-
mento aplicar ao préximo paciente que chegar no seu consultério para que este seja curado

mais rapidamente.

Em situagdes como esta (que essencialmente é a mesmas vista nas segoes anteriores salvo
pela particular estrutura do espaco amostral envolvido - a saber, aqui 2 = Q; x O, x ...
onde §2; pode ou nao ser um conjunto enumeravel) também é possivel ocorrerem informacoes
nao previamente consideradas, embora relevantes para a inferéncia, as quais deverido ser
incorporadas na opiniao do médico para que tome suas decisoes utilizando toda a informacao
disponivel (ver exemplo 2.2 na segao 2.2). Como antes, o uso da férmula de Bayes para a
obtencdo da distribuigao a posteriori neste caso nem sempre € viavel o que, juntamente com
esta a particular estrutura de §, nos motiva a explorar uma versao para a Regra de Jeffrey
quando alguma condicao de invariancia é percebida na seqiéncia de quantidades aleatérias
cujos valores serdo usados para inferéncias. Ou seja, buscamos uma versao preditivista para
a Regra de Jeffrey que nos permita obter a distribuicdo a posteriori diante de imprevistos em

situagoes como a descrita acima. A esta regra chamaremos de Regra Preditivista de Jeffrey.

Por Preditivismo entende-se a atitude de subordinar a existéncia de parametros a algum

julgamento de invariancia sobre observaveis (Wechsler(1993)). Esta visdo, sugerida por
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de Finetti(1937,1972), reforca a idéia de que tanto a funcao de verossimilhanca quanto a
distribuicdo a priori tém o mesmo carater subjetivo - ambas fazem parte de sua opiniao
preditiva sobre o processo. Considerando que o objetivo primordial de um pesquisador é
fazer afirmagoes sobre objetos desconhecidos (por isso, aleatérios) porém observaveis, parece-
nos razoavel sugerir a postura preditivista como a mais adequada para fazer-se inferéncias.
Uma discussao sobre estas idéias no contexto de populacdes finitas pode ser encontrado
em Iglesias(1993) e para uma visao mais geral sobre preditivismo, sugerimos Bernardo e

Smith(1994) e Wechsler(1993). (Ver também a segao 3.1).

Para tornar mais clara a associacio da Regra de Jeffrey apresentada na secio anterior
- onde § é simplesmente um conjunto enumeravel sem assumir qualquer estrutura parti-
cular - com a Regra Preditivista de Jeffrey que exibiremos posteriormente na proposicao
2.3.1 consideraremos a versao generalizada da Regra de Jeffrey, apresentada em Diaconis e
Zabell(1982) e o Teorema de Representacao de de Finetti (1937) para varidveis aleatérias

permutaveis.

Ao longo desta e das proximas secdes deste capitulo denotaremos por P* & distribuicao de
probabilidade a posteriori obtida de P pela Regra de Jeffrey com respeito 4 o - algebra Ay,
onde P e P* sao medidas de probabilidade definidas sobre (2, .A) as quais interpretaremos,

respectivamente, como a sua opiniao a priori e a posteriori sobre eventos A-mensuraveis.

Diremos que P ¢ dominada por P* - abrevidamente, P << P* - se para todo A € A tal
que P*(A) =0, temos P(A) = 0.

Definigao 2.3.1 (Regra de Jeffrey Generalizada)

Seja (2, A, P) um espago de probabilidade. Considere uma nova medida de probabilidade
P~ definida sobre A e uma sub-o-dlgebra Ay de A, Ay C A. Seja C um conjunto Ag—
mensurdvel, tal que P(C) = 0 e suponha que P << P* para subconjuntos Aq—mensurdveis

de @ — C, onde P e P* sio restricées de P ¢ P~ a Ag, respectivamente. Se

Ao € suficiente para {P, P*},  (J-condigdo)
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a Regra de Jeffrey torna-se

P*(A):/_C P(A]Ao)(w)dP*(w) + P*(A,C), VA € A (2.34)

onde P(A|Ao) € a probabilidade condicional de A dado Ap. Se P* << P, pode-se tomar C

como sendo o conjunto vazio.

Essa versdao dada para a Regra de Jeffrey surge naturalmente da definicio geral de pro-
babilidade condicional, do julgamento de suficiéncia feito sobre Ap e por lembrar que C' é um
conjunto Ay mensuravel. A existéncia deste conjunto C' na estrutura em que foi definido vem
ressaltar que a Regra de Jeffrey permite partir de probabilidades inicialmente consideradas
nulas e obter, através de uma retaxacio arbitraria, probabilidades a posteriori diferentes de
zero por incluir em sua expressiao o termo P*(A,C) - isto também ocorria quando ) era

apenas um conjunto enumeravel.

Note ainda que considerar a dominacio de P por P* em subconjuntos de ) — C' |, Ay—
mensuraveis € exigir que uma vez que a priori Vocé considerou um evento como provavel
mesmo que com probabilidade baixa de ocorréncia, a posterior: Vocé também deve atribuir

uma probabilidade nao nula a este evento.

Como vimos na secio anterior, a definigao 2.3.1 estabelece que quando a informacao
recebida faz com que Vocé mude sua opiniao inicial P sobre alguns elementos de A através de
uma retaxagao arbitrdria (por exemplo) sem alterar a opiniao condicional nestes elementos,

a Regra de Jeffrey diz como vocé deve atualizar sua opiniao sobre os demais eventos de A.

Para atingir o objetivo proposto, além da definigao 2.3.1, considere a seguinte versio do

Teorema de Representacao de de F inetti(1937) para varidveis aleatérias permutaveis.

Teorema 2.3.1 (Teorema Geral de Representacdo) Seja Xy, Xa, ... uma seqiéncia infinita
de varidveis aleatdrias permutdveis e com lei P. Entao, existe uma medida de probabilidade
Q definida sobre F - o espago de todas as fungoes de distribuigées em R - tal que para todo
n,

P(Xy €1y, X S 3,) = /fH;;lF(rci)dQ(F) (2.35)

67



onde Q € a P-lei da quantidade aleatdria F = lim F, e Fy = {Fa(2); —00 < 2 < oo} onde
para cada x

1 n
Fu(z) = ;zl{x.v < o} (2.36)
T i=1

A prova desse teorema serda omitida e pode ser encontrada, por exemplo, em Chow e
Teicher(1988) e Iglesias(1993). Da representacao (2.35) podemos interpretar II%_, F(z;) como
a P-lei de n varidveis aleatérias X,,...,X, as quais sao independentes e identicamente
distribuidas dado o objeto aleatério F' e F pode ser vista como um parametro infinito-

dimensional com P-lei Q.

Denote por 0(A) a o-algebra gerada pelo objeto aleatério A e por B® a o-algebra de

Borel definida sobre R°.

Proposigao 2.3.1 Seja P uma familia de medidas de probabilidades definidas sobre (R*,B*°),
permutdveis. Sejam P e P* elementos de P. Entdo, P* ¢ obtida através da Regra de Jeffrey
de P, com respeito a o-dlgebra Ay = o(F), onde F = nlgn F, e F, € como o definido na

expressdao (2.36).

Prova: O Teorema da Representagao de de Finetti (1937), visto no teorema 2.3.1 es-
tabelece que para cada medida de probabilidade P’ € P que faz da sequéncia infinita de
q.a. X).Xy,... permutdvel, existe uma medida de probabilidade @' no espaco de funcoes de

distribuigées F definidas sobre R tal que para qualquer n > 1,
P'(X) <1,y Xn < z) :/ ™, F(2:)dQ'(F)
]:
onde Q' € a P'-lei do objeto aleatério F' anteriormente definido.

Sendo assim, para cada funcao de F' € F

M, F(z;) = P'(Xi<ay,...,Xn < 2,|F)
= P(Xi<ay,...,Xa<zalAo)(x), VP EP e VxeR® (2.37)

Note da expressao (2.37) que F' é uma estatistica suficiente para a familia de medidas

de probabilidades que faz da seqiiéncia X;, X5, ... permutavel. Entao, F' é uma estatistica
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suficiente para {P, P~} e, conseqiientemente, temos que Ag é uma o-algebra suficiente para

{P, P*}.

Portanto, sob permutabilidade a J-condicio para {P, P~} é verificada e fica garantida a

existéncia de uma medida de probabilidade Q* definida sobre F tal que,

PGS o XeSe) = [ POG Sa1,0, X S vl o)) dQ(x), (2.38)

para todo n > 1, onde Q* é uma distribuigdo marginal de P*. Além disto, de (2.38) vé-se

que P* << P, concluindo a prova da proposicio.

O

E possivel mostrar que Ay é essencialmente a o-dlgebra de eventos permutdveis (ver

Iglesias(1993)).

Note que quando X, X5, ... é permutdvel, tanto sob sua opiniao a priori P quanto sob

sua opiniao a posteriori P* a sua opinido atualizada através da Regra de Jeffrey é dada por

P (X)<ay,...,.Xp <z,)= | I, F(a; dQ*(F), ¥Yn>1 2.39)
r =1

onde F, F' e Q* sao definidas na prova da proposicio anterior e @~ pode ser interpretada como
a sua opiniao sobre F' reavaliada apés o recebimento de alguma informagao nao previamente
considerada. A expressao (2.39) chamaremos de Regra Preditivista de Jeffrey para

medidas de probabilidade permutdveis.

O teorema anterior nos faz perceber que quando o julgamento de permutabilidade feito
a priori é mantido a posteriori, apés o recebimento de alguma informagao nao previamente
antecipada, a Regra de Jeffrey é sempre possivel uma vez que a existéncia de uma o—algebra
suficiente é sempre garantida. Esta possibilidade estende-se para qualquer condicao de in-
variancia que gere um teorema de representacio do tipo de Finetti como por exemplo os te-

oremas estabelecidos por Kingman(1972), Smith(1981) e Iglesias(1993). (Uma revisao sobre
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modelagem sob condigoes de invariancia pode ser encontrada em Bernardo e Smith(1993)).
Nota-se também que quando algum julgamento de invariancia é feito sobre a sequencia de
quantidades aleatérias, a Regra de Jeflrey nada mais é que uma mistura da lei de quantida-
des aleatdrias independentes e identicamente distribuidas pela medida misturadora obtida
da medida misturadora inicialmente considerada através de uma mudanga exdgena. Por
exemplo, quando uma seqiiéncia infinita de varidveis aleatérias assumindo valores em {0,1}
é considerada e definindo P como a familia de medidas de probabilidade P que fazem da
sequencia X, X5, ... permutaveis, o Teorema de Representacao de de Finetti estabelece que a
funcao de probabilidade de qualquer sub-seqiiéncia X, ... , Xn,n > 1, pode ser representada

como

P(Xy =121,...,Xn = ) = /@ I, 6% (1 — 6)'-=dQ(0) (2.40)

onde Q) é a P-lei da varidvel aleatéria 6 = ,}L%ZXI/” Neste caso, Ay = o(f); P(X; =
=1

T1seey Xn = &n]Ag)(x) = I, 6%(1 — 0)'~% é um produto de distribui¢oes Bernoulli com
parametro 6 e a Regra de Jeffrey dada pela expressio (2.39) poderad ser obtida da expressio

(2.40) quando @ for substituida pela probabilidade atualizada arbitrariamente Q" .

Exemplo 2.7: Um dos procedimentos cirtirgicos que vem sendo realizado comumente no
Hospital das Clinicas é o transplante de figado. Para evitar a rejeigao do érgao transplantado
os médicos tém usado a Droga A e desde o inicio observa-se uma varidvel aleatoria X; a
qual recebe respectivamente os valores um ou zero se ocorre ou nio uma rejeicao do orgao
transplantado no paciente i tendo ele recebido a droga A, onde i > 1. Com base em toda a
sua experiencia, Vocé (o médico responsével pela realizacio dos transplantes desta semana)
acha que a chance de haver uma rejeicao tendo tomado a droga A é um certo valor § que
Vocé nao sabe precisar, mas sabe que é um valor pequeno que se comporta segundo uma

distribuicao Q. Além disto, Vocé acha que as X;’s sio permutaveis.

Amanha, serao realizados trés transplantes e sob as consideragoes feitas sua opiniao para
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que ocorra rejei¢ao nas duas primeiras cirurgias é representada da seguinte forma

1
P(X,=1,X,=1,Xs=0) = /0 (1 - 0)02dQ(6),

Amanhece o dia e antes que Vocé entre no centro cirurgico a enfermeira chefe comenta
que chegou um comunicado oficial do laboratério produtor da droga A informando que o
ultimo lote da droga A enviado ao HC est4 fora dos padroes exigidos pela OMS. Houve uma

falha na produgao deste lote, sé agora detectado, o que compromete a eficiéncia da droga A.

Ouvindo este comentario, Vocé passa a achar que uma vez que a eficiéncia da droga A esta
diminuida a chance atribuida inicialmente & rejeicao aumenta e, portanto, o comportamento
de 0 passa a ser descrito por uma nova medida de probabilidades Q*. Também nota-se
que o recebimento desta informagao nao altera o julgamento inicial de permutabilidade que
Vocé fazia sobre a seqiiéncia X, X,,.... Desta forma, a probabilidade a posteriori para
a ocorréncia de duas rejei¢oes nos transplantes que Vocé realizara daqui a pouco pode ser

reavaliada através da Regra Preditivista de Jeffrey da seguinte forma

1
P(X;=1,X=1,X3=0) = /0 (1 — 6)62dQ(9).

Perceba que gragas a simplicidade das varidveis aleatérias envolvidas no exemplo anterior
a fungdo de verossimilhanga fica completamente determinada e além disso aplicar a Regra
de Jeffrey consiste apenas em reavaliar a medida de probabilidade atribuida inicialmente a

0, o qual neste particular exemplo é um objeto aleatério unidimensional.

Vimos no teorema 2.3.1 que, sob permutabilidade apenas. o parametro F' envolvido na
representacao pode ser um objeto infinito dimensional e portanto a aplicagao da Regra de
Jeffrey exigiria a reavaliacio da probabilidade atribuida inicialmente a este objeto, o que pode
ser uma tarefa mental bastante complexa e algumas vezes humanamente impossivel de ser
realizada satisfatoriamente. Uma das maneiras de contornar este problema é impor condigoes
adicionais a permutabilidade de tal forma que a medida misturadora do teorema 2.3.1 possa
ser definida em um suporte mais simples, facilitando com isso as possiveis reavaliacoes das

probabilidades iniciais. Para englobar estas situagées bem como aquelas em que o manuseio
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com fungées de densidade é mais conveniente, apresentaremos uma reformulagao do teorema

2.3.1 em termos de densidades e consideraremos um espaco paramétrico com dimensao finita.

Sejam © um espago paramétrico finito-dimensional e F = {F(.10) : 6 € O} a familia
de fungoes de distribuicio definidas sobre ® C R. Sob estas consideracoes o teorema de

Representacao de de Finetti para variaveis aleatérias permutaveis estabelece que existe uma

medida de probabilidade @ definida sobre © tal que
P(X) <y, Xp < ) =/ I, F(2:]0)dQ(0). (2.41)
)

para qualquer sub-seqiiéncia finita X,,...,X,, n > 0, de uma sequencia infinita X, Xy, ...

de variaveis aleatérias permutdveis.

Defina uma fungao % de F em © de tal forma que Y(F(.10)) = 0 e seja Qy a lei de 2.
Considere Pr a medida de probabilidade induzida por F € F.

Corolario 2.3.1 Suponha vdlidas as condigées do teorema 2.3.1. Se Pr € dominada por

uma medida o—finita X e se Qy tem suporte em F tal que Qu(F) =1, entdo

Persowa) = [T f(:10)dQu(0), (2.42)

onde p=2E ¢ f(.|9) = “£cll8)

d\

Prova: Por hipdtese, Pr(.|f) << A para cada § € O. Entdo pelo teorema 2.3.1 temos

que P << X e pelo teorema de Radon-Nikodin existem funcoes f(.|0) e p tais que

dP

P =0 ¢ (2.43)
dPr(.|0
sl = 2D, (2.44)
Queremos mostrar que
/@ F(@1, ..., 22]0)dQy (8) (2.45)

€ uma versao da derivada de Radon-Nikodin de P com respeito a A.
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Para isso considere A € B>, onde B ¢ a o-dlgebra de Borel de R*. Usando o teorema

de Fubini e a expressao (2.44) temos:

[, [ l0d@uoan) = [ [ rxio)aex)aQqe)

/e Pr(A10)dQy(0)
= P(A) (2.46)

I

(Esta iltima igualdade segue pelo teorema 2.3.1, uma vez que Qyu(F) =1.)

Novamente, o teorema de Radon-Nikodin fornece que

[, 1x10)0u0) = 2L (), (2.47)

Segue dai e de (2.43) a conclusio do resultado.

]

Exemplo 2.8: Seja F = {F(.[6?) : 02 € R.} onde F' é a funcio de distribuicio acumulada
de uma Normal com média zero e variancia o2. Seja @y € a lei de 9, onde 9 é definida como

segue
1/) ; f — R+
F(.|o%) — o2

e suponha que @ (F) = 1. Ou seja, a priori Vocé esté certo que a fungao de verossimilhanca

é alguma distribui¢ao normal com média zero e variancia desconhecida.

Seja A a medida de Lebesgue e Pp a medida induzida por F' dominada por A. Entao,
dPF(.I«ﬂ) 1 .'1,‘2
d\ (2) = omg? P\ T g2 [

Por fim, usando o coroldrio anterior concluimos que para todo n > 1 a funcao de densidade

conjunta de X,,..., X, é
= [T L zr 2 2.48
planrwn) = [T, e { - T dg,(0%). (2.45)
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Kingman(1972) estabelece a representacio exibida na expressao (2.48) do exemplo ante-
rior partindo de uma definicao de invariancia mais forte que permutabilidade - a invariancia
sob transformagdes ortogonais (ver cap.3). Neste caso, para obter a representacao fornecida
em (2.48) nao foi necessirio qualquer suposicio adicional sobre a lei de Y, Qy, como a im-
posta aqui - a saber, Q4(F) = 1 - a qual depde contra o carater preditivista e operacional da
representacao. Outras representagées de carater preditivista como a estabelecida por King-
man(1972) podem ser encontradas em Smith(1981), Diaconis et alii(1992), Iglesias(1993) e
Silva(1996), dentre outros.

Considerando o caso onde as quantidades aleatérias de interesse sio continuas, Diaconis
e Freedman (1990) demonstram um teorema de representagao geral que permite identificar
as fungées de verossimilhanca envolvidas na representacao quando estas sao provenientes
da familia exponencial paramétrica. Este resultado fornece uma Regra Preditivista de Jef-
frey particular para as situagdes em que as quantidades aleatérias em estudo puderem ser

representadas como misturas de elementos da familia exponencial.

Considere h uma fungao de Borel, localmente integravel, nao-negativa e finita definida

em R?, onde R = (—00,0) e d é um inteiro positivo fixo. Seja

D(6) = /;Zd exp{z -0} h(z)dz para 6 € R? (2.49)

onde z - § denota o produto interno de z por § e considere o seguinte conjunto

©={0eR: D) < o} (2.50)

Suponha que © seja um conjunto nio-vazio e convexo.

Consideremos como membro da familia exponencial, qualquer medida de probabilidade

P definida em R?, cuja funcio de densidade é da forma

exp {z - 0} h(z)
D(6)

dPy(z) = dz, V0 ec O C R (2.51)

Sejam Xy, X5, ... uma seqiiéncia de quantidades aleatdrias assumindo valores em R? e

Sn = X1+ ...+ X,. Denote por P7° a medida de probabilidade definida sobre (R#yo°
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sob a qual as varidveis aleatérias X;'s sio independentes e identicamente distribuidas com

distribuicao P.

Considere Cp, = {s € R?: 0 < h{")(s) < 00} onde h) é a j-ésima convolugao de h com
si mesmo. Tome ¢ = 2y +...4 24, k < n e escolha s € C,,. Entao, a distribuicao condicional

de Xi,...,Xi|S» = s - denotada por Q, - é absolutamente continua em R9 com densidade

h(zy)...h(z)h "9 (s —t)
h(")(s)

ese k =n, Qus € singular.

Assim definida, ), é a distribuicio condicional regular de X1,..., X|S, = s relativa a

Fg°, para todo 8 € O, estabelecendo que S, é uma estatistica suficiente para 6.

Defina Mg como a familia de todas as medidas de probabilidade P definidas em (R)*=,

absolutamente continuas, tal que para todo n > 1,
(1) P(S, €Cr) =1
(ii) Qnsn € a P-lei condicional de X1y, X0|S, = s.

Informalmente, Mg é a familia de medidas de probabilidade definidas em (R4)* tais

que para cada n > 1 as distribuicbes n-dimensionais P(X; <ay,...,X, <z,)tém S, como

S, =s.

estatistica suficiente e Q,,,, como a lei de X1y, X,

Teorema 2.3.2 (Diaconis e Freedman(1990))

Suponha vdlidas as consideragoes feitas sobre h e assuma as condigoes (2.49) e (2.50).

Entio, P € Mg se, e somente se,

P= /@ PdQ(0). (2.52)

Além disto, a medida de probabilidade Q ¢ definida unicamente sobre subconjuntos de

Borel do conjunto convezro © C RY,
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Esse teorema garante que se uma seqiiéncia infinita de quantidades aleatdrias X, X, ...
tem a mesma distribuigao condicional que uma quantidade aleatéria com distribuicao Py na
familia exponencial indexada por 6 entdo, toda sub-seqiiéncia X(,) = (X1,...,X,) tem sua
distribuicao representada pela mistura de n varidveis aleatérias independentes e identica-
mente distribuidas com distribuicao Py. Ou seja, para todo n > 1 a distribuicao de qualquer

subseqiiéncia X(,) de tamanho n é representada por
P(X) < 21y Xn < 2) = / PHX) < a1y, X < 22)dQ(0), (2.53)
)

onde Pg é a lei que faz de Xi,..., X, varidveis aleatérias independentes e identicamente

distribuidas com distribuicao P;.

Perceba que, como para o teorema 2.3.1, o teorema 2.3.2 visto acima pode ser traduzido

em termos de densidades.

Corolério 2.3.2 Sob as condigées do teorema 2.3.2 e supondo que para cada 0 € ©, Py €

dominada por uma medida A, o-finita e positiva, temos que para todo n > 1,

P(Fipeonpln) = /(:)pg(:cl, o xe)dQ(6), (2.54)
ozzdep:% epgz’%ﬂ

Prova: Serd omitida por ser similar & prova do corolario 2.3.1.
Para tornar mais claras estas consideracbes veja o seguinte exemplo.

Exemplo 2.9: Seja X;, X5,... uma seqiiéncia infinita de variaveis aleatérias positivas
tais que para todo k£ > 1
P(X(k) € A) = P(_X(k) €A+ X), (255)

onde A € um boreliano qualquer de RY e x € R* ¢ tal que Shizi=0eA+xe€ RE.
Considere S, = X; + ...+ X,. Entao

k
Xiyoo o, XS = s NZ/{{(ml,...,afk) € 'R’jr :Zm,~ = s} = Qnsk, s>0. (2.56)

=1
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Qnsk também é a leide Y,... YY1 +... 4V, =5 quando as Y;'s sao variaveis aleatorias
independentes e identicamente distribuidas com distribuigao exponencial £(6), § > 0, cuja
densidade

dPy(x) = exp {—0z 4 log (0)} 1 (zs0yda (2.57)

pertencente a familia exponencial, com D(6) = 1/6 e © = (0, c0).

Note que h(z;) = 1(;,50) para todo i e, consequentemente, a densidade induzida pela

medida de probabilidade Q. é

h(n=k) (s —¢) (n=1)! (s—3k )k

1

an.-k = h(n)(s) - (n -k — 1)' sn-l

A densidade fg, , nao depende de 6 e por isso S, é uma estatistica suficiente para 6.
Além disto, C;, = (0, 00) fazendo com que P(S, € C,) = 1. Entéo, o corolario 2.3.2 garante
a existéncia de uma medida de probabilidade @ construida sobre os borelianos de Ry, tal

que para todo n > 1
par oz = [0 exp{—azm,} 4Q(0)
@ =1

= /0 T, 0 exp {—02,} dQ(0), (2.58)

ou seja, qualquer seqiiéncia de varidveis aleatérias satisfazendo (2.55) é representada como
uma mistura de distribui¢des exponencias com pardmetro finito dimensional pela distribuicao

a priori procedente.

O teorema de Diaconis e Freedman(1990) visto no teorema 2.3.2, embora permita reco-
nhecer a funcdo de verossimilhanca em vérias situagoes interessantes, é ineficiente para este
fim quando a estatistica suficiente S, tem distribuicio singular. Para esta situagao Diaconis
e Freedman(1990) exibem outro teorema utilizando-se da estrutura de espagos poloneses. Ao
longo deste capitulo consideraremos apenas a versio mais simples do teorema de Diaconis e

Freedman(1990) dado no teorema 2.3.2.

Proposigao 2.3.2 Suponha vilidas as hipdteses do teorema 2.3.2. Sejam P e¢ P~ duas
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medidas de probabilidade pertencentes a Mgq. Entao P~ € obtida de P através da Regra de

Jeffrey, com respeito a sub- o-dlgebra A, gerada por ll,r{.lo Sp/n .

Prova: Para qualquer P’ € Mg o teorema 2.3.2 diz que existe uma unica medida de
probabilidade @’ definida sobre os borelianos de © C R, tal que para todo n > 1
P(Xy < a1y, Xy < 2) :/ PR(Xy < a1y X < 20)dQ(0). (2.59)
®

onde Fj € a P-lei definida em (R?)" que faz das quantidades aleatérias X;’s independentes

e com distribui¢do comum P;. Considerando este fato e a expressao (2.59) obtemos

P(X) < 21y..0, Xn < 22) /H Po(X: < 2;)dQ'(8). (2.60)

onde, para cada 6 € O, I, Py(X; < ;) = P(X) € 21,0000 X < z,|Ao)(z1,29,...) para
todo P' € Mge Ay = o(f) = U(nh—{f}o Sn/n). De fato, Ay é a o-algebra gerada pela intersecao
das o-dlgebras geradas por {S,, Xnt1, Xny2,...}, n > 1.

Dessa forma, Ay é uma sub- o-algebra suficiente para Mg e, particularmente, é suficiente

para {P, P*}. Com isto,

P‘(}\’l S CE],...,Xn S Zlfn) = Ad"o PI(AXI S .’L'l,...,Xn S .’lTn'.Ao)(.’L'l,.’lfz,...)dP*(iL'l,l'Q,.. )

:/n Po(X: < 21)dQ*(6). (2.61)

Notando da expressao (2.61) que P* é dominada P, concluimos a prova do teorema.

Assim como na proposicio 2.3.1, a expressao (2.61) fornece uma versao preditivista para a

Regra de Jeffrey, agora permitindo identificar a forma funcional da funcao de verossimilhanca.
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Exemplo 2.10: Considere X, X3,... uma seqiiéncia constituida pelos tempos de vida
das lampadas produzidas por uma industria. De acordo com sua experiéncia passada, o dono

desta industria afirma em uma entrevista para a imprensa que para cada 7 > 0
Xil0 ~ exp(0)

onde 0 é a taxa de falha associada ao processo de producao de lampadas implantados na

industria.

O dono da indistria nao conhece 6, mas afirma que em condi¢oes normais # ¢ muito

pequeno e se comporta de acordo com uma distribuigao de probabilidade Q.

Além disso, se uma amostra de n lampadas é escolhida e tempo de vida total desta
amostra é um valor ¢ conhecido, o dono da inddstria confessa desconhecer qual amostra de

tamanho n foi selecionada, ou seja, para ele

Xi,..., X,

i+1

T,=1t ~ U{(wl,...,mn)€R+:Zm,~:t}. (2.62)

Desta forma, temos por (2.58) que

P(a,...own) = [T 0exp {~02:} dQ(0), m > 1.

Antes do fim da entrevista, chega o secretério informando que foi descoberta uma falha
na linha de producéo e que as lampadas produzidas nos tltimos quinze dias estao com sua
qualidade comprometida. Esta informacao (surpreendente para o dono da empresa pois ele
havia feito recentemente um alto investimento na troca das maquinas de sua industria por
maquinas mais modernas) faz com que reavalie sua opiniao inicial para a taxa de falha 0 e
ele se vé obrigado a declarar na entrevista que a taxa de falha das lampadas produzidas nos
ultimos quinze dias é maior do que o previamente declarado. Segundo ele a taxa de falha
agora comporta-se segundo uma nova distribuicao de probabilidade Q* a qual favorece a
valores maiores de . Sendo assim, sua nova opiniao sobre o comportamento dos tempos de
vida das n limpadas selecionadas pode ser obtida pela Regra Preditivista de Jeffrey como
segue:

P (zy,...,2,) = /Ooo IT7_ O exp {—0z;} dQ*(8), n > 1.
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O exemplo acima e o exemplo 2.7 ilustram situagoes onde informacoes recebidas de ma-
neira imprevista modificam sua opinido a priori de forma arbitraria apenas parcialmente.
Em ambos exemplos a condicao de invariancia percebida inicialmente foi mantida e por 1sso 0
uso da Regra Preditivista de Jeffrey para estender as modificagoes ocorridas em sua opiniao

inicial para todos os eventos de interesse pode ser usada.

Os resultados apresentados nesta se¢io serao posteriormente utilizados no capitulo 5 na
formacao de um algoritmo que permite incorporar informagdes nao previamente consideradas
para fazer previses. A Regra Preditivista de Jeffrey também serd conectada ao conceito de

Jeffrey Conjugacao que apresentaremos na préxima segao.

2.4 A Jeffrey Conjugacao

Um conceito bastante explorado e também de utilidade pratica estabelecido em in-
feréncia Bayesiana é o conceito de conjugagiio. Ao estabelecer-se o conceito de familia
de distribuigbes a priori conjugadas, pretendia-se determinar condigoes sobre a familia de
distribuicées de probabilidade P, definidas sobre um espago paramétrico finito-dimensional
©, de tal forma que a distribuicio a posteriori fosse obtida de alguma distribuicao a priori
pertencente a P através do Condicionamento Bayesiano sem grandes esfor¢os computacio-

nais.

Inicialmente, definiu-se como uma familia conjugada para um certo parametro 6, com
respeito a fungao de verossimilhanca [(z]6), aquela familia de distribui¢bes de probabilidade
P que continha tanto a distribuicao a priori P para 0, quanto a distribuigao a posterior:
P~ obtida atualizando-se P através do Condicionamento Bayesiano. Essa definicao, como
se sabe, € muito abrangente e ndo responde & questdo inicial de tornar mais imediato o
calculo da distribuicao a posteriori. Por exemplo, considerando P como a familia de todas
as distribuigdes possiveis sobre 6, qualquer que seja a distribuicao a posteriori obtida, esta

pertencera a P.

Para atingir o objetivo proposto, mais restricdes foram impostas sobre a familia P, esta-
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belecendo o conceito de Conjugacdo Natural. Este conceito é apresentado formalmente

na seguinte definicao.

Definicao 2.4.1 (Familia Conjugada Natural)

Seja P uma familia de distribuicées de probabilidade definidas sobre um espago pa-
ramétrico ©. Dizemos que P ¢ uma familia conjugada natural com respeito a uma fun¢do
de verossimilhanga l(x,0) possuindo estatistica suficiente t(x), com dimensao fiza e indepen-

dente de z, se:

(i) @ fungdo de densidade ou fungio de probabilidade p associada a algum P € P ¢

proporcional a l(7,0), onde T lem a mesma dimensdo que t, e € tal que Jo l(1,0)p(0)dO < oo;

(ii) P € fechada por amostragem, isto €, a distribuicio a priori P € P e a distribuigdo a

posteriort oblida de P através do Condicionamento Bayesiano pertencem a P.

Esta definicao de conjugacdo provoca uma reducio no nimero de elementos de P sem
no entanto diminuir demasiadamente o niimero de escolhas possiveis para a distribuigao a
priori. Além disso, a distribuicao a posteriori obtida difere da distribuicdo a priori apenas

através dos parametros e, portanto, é facilmente determinavel.

Ressaltamos que o uso de distribuicdes a priori conjugadas naturais nio é obrigatario.
Distribuigoes a priori devem refletir o seu conhecimento sobre 6 e, por isso, podem ser
quaisquer distribui¢oes de probabilidade que descrevam adequadamente este conhecimento.
Se por ventura a opinido declarada por Vocé for um membro da familia conjugada natural,

Vocé ¢ premiado com uma distribuicio a posteriori determinada sem muitos calculos.

Mais detalhes sobre Conjugagio e Conjugacio Natural podem ser encontrados em De-

Groot (1970), Bernardo e Smith(1994) e Gamerman e Migon(1993).

Como traduzir estes conceitos para aquelas situagées onde o mecanismo escolhido para
fazer as atualizagoes de probabilidade é a Regra de Jeffrey? Como retaxagoes sao possiveis,
nao existe uma fungao de verossimilhanca que atualize completamente sua opiniao a priori

como tinhamos antes. Desta forma, podemos pensar em uma conjugacao de acordo com
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Regra de Jeffrey - Jeffrey Conjugacio ou simplesmente J-Conjugacgéo - sempre que a
informagao recebida inesperadamente permitir uma atualizacao da distribuigao a priori P
para a distribuicao a posteriori P~ através da Regra de Jeffrey de tal forma que P e P~
pertencam a mesma familia de distribuicdes de probabilidade. Formalmente, definimos uma

familia de distribuigées J-Conjugadas da seguinte maneira:

Definigao 2.4.2 ( Familia Jeffrey Conjugada ou J-Conjugada)

Sejam P uma familia de distribuicées de probabilidade definidas sobre um espago men-
surdvel (0, A) e Ao uma sub - o - dlgebra de A. Seja P € P ¢ considere P* uma medida de
probabilidade qualquer definida em (0, A) dominada por P. Suponha que P* seja obtida de
P via Regra de Jeffrey com relagio a Ao. Dizemos que P € uma familia Jeffrey Conjugada
ou J-Conjugada com respeito ¢ A se P* € P.

Especialmente no contexto preditivista o seguinte resultado pode ser estabelecido.

Proposicao 2.4.1 Seja P uma familia de medidas de probabilidade definidas em (R>,B>),
permutdveis. Entao, P ¢ J-Conjugada com respeito d sub-o-dlgebra de eventos permutdveis
Ao C B>,
Prova: Seja P € P. Entio pelo Teorema de de Finetti(1937), para todo n > 1
P(X) < 21,y Xn < @) = / I, F(2:)dQ(F), (2.63)
F

onde () é a P-lei da quantidade aleatéria F' = 71lgn F,, F,, é como na expressao (2.36) e F é

o conjunto de todas as distribui¢ées de probabilidade definidas sobre R.

Dessa forma,
H?:IF(xi) = P(XISZ'],,XnSILnIF)
= P(X;<zy,...,X, <2,J4A)(x), YPEF e Vxe R™. (2.64)

onde Ay é a o-dlgebra de eventos permutaveis gerada por F'. Note que Ay é suficiente para

P.



Seja P* uma medida de probabilidade definida em (R*, B*°) obtida de P via Regra de

Jeffrey com respeito a Ag e tal que P* << P. Entao, pela definigao 2.3.1, para todo n > 1

P (X) < a1,y X < 2) :/ P(Xy < ap,..., X, < 2alAo)(X)dP(x).  (2.65)

Como P € P, pela expressao (2.64) temos que

P Xy <1,y Xp < @) = /TH?ZIF(m,-)dQ*(F). (2.66)

onde Q*(F) é uma distribuigao marginal obtida de P*(x).

Aplicando novamente o teorema de de Finetti(1937), temos que P* é permutdvel e, por-

tanto, pertence a P. Logo, P é J-conjugada com respeito a A,.

De fato, P ¢ J-conjugada com respeito a Ay C A sempre que P é a maior familia que faz
de A, suficiente. Seja Ay uma sub-o-dlgebra suficiente para P, P dominada, e denote por
Eq a esperanga calculada com respeito a medida de probabilidade (. Entao pela definicao
3.1 de Pereira at alii para toda fungao f limitada e A mensurdvel existe uma funcao limitada

fi. Ao- mensuravel, tal que

Ji(w) = Eq(flAo)(w), VQ e P.

Dessa forma, para f =14, A€ A
fi(w) = Eq(1a]Ao)(w)
= Q(A]A)(w), VQ € P. (2.67)

Seja P* uma medida de probabilidade definida em (2, A) a qual é dominada por P € P
e ¢ obtida de P através da Regra de Jeffrey com respeito a Ay. Entio para todo A € A

P*(A|Ao)(w) = P(A|4o)(w). (2.68)
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Decorre desse fato e da expressao (2.67) que

Ep-(14]4o)(w) = P*(A|lAo)(w) (2.69)
= P(A|A)(w) = fi(w).

Similarmente pode-se provar o resultado anterior para qualquer funcao limitada f, A-

mensuravel, levando-nos a concluir que P~ € P.

Se Ay, na proposicao 2.4.1, é a o-algebra das partes de 2 a familia de medidas permutaveis
nao ¢é necessariamente J-conjugada. Neste caso, teremos uma reavaliagao completa das
probabilidades inicialmente atribuidas a qual pode ser feita através de qualquer critério que

Vocé julgar adequado.

A proposigao 2.4.1 estabelece que qualquer medida de probabilidade obtida de uma me-
dida permutdvel através da Regra de Jeffrey com respeito a o-algebra de eventos permutaveis
é também permutdvel, sem imposicao de restrigbes adicionais a medida misturadora (). Ou
seja, para termos J-conjugacdo basta que a informagdo imprevista atue sobre sua opiniao

mantendo a condi¢ao de permutabilidade inicialmente considerada.

Note ainda que, na proposi¢ao anterior, além da exigéncia de retaxagoes sobre um espago
infinito dimensional, a func¢ao de verossimilhanca envolvida na mistura nem sempre é conhe-
cida. Com isto a determinacao da distribuicao a posteriori é ardua pois, além de exigir a
declaragao de @, requer dados com estrutura suficientemente simples para permitir a iden-

tificacao da funcao de verossimilhanga - o que ocorre em condigdes muito particulares.

No exemplo a seguir, apresentaremos uma situacao onde a J-conjugacao é verificada
utilizando-nos de variaveis aleatdrias permutaveis cuja estrutura - muito simples - permite
identificar a fun¢do de verossimilhanca da mistura. Além disso sera considerado um espago

paramétrico finito-dimensional o que pode tornar mais simples a declaragao de Q.

Exemplo 2.11: Seja P a familia de distribuigoes de probabilidades permutaveis definidas
sobre ({0,1}°°,B%). Entao, para toda P € P e para n > 1 temos, pelo teorema de de
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Finetti(1937), que

P(Xi =21, ., Xn = 2n) /n 0% (1 — 0)=dQ(0) (2.70)

onde Hn HI'( —9)1'1' = P(Xl = (II],...,‘Yn = .’L'n|0) = P(}\,l = *Tla---a"n = Tnle)( )

Ap e x sao como o definido para a situagao descrita na expressao (2.40).

Seja. P* uma medida de probabilidade definida sobre ({0,1}°°,8%) obtida de P através
da Regra de Jeffrey com respeito a Ay e tal que P* << P. Entao para todo n > 1

P Xy =21y, Xn = 2) = /P(Al_rl,...,xn:mn|A0)(x)dP*(x)

- /n 07 (1 — 0)-%dQ~(0), (2.71)

implicando, novamente pelo teorema de de Finetti(1937), que P* é permutavel e, portanto,
que P é J-Conjugada com respeito a Ag. Ou seja, mantida a condigao de permutabilidade a

distribui¢do a posteriori obtida via Regra de Jeffrey é dada pela expressao (2.71).

Perceba que no exemplo anterior, a distribuigao a posteriori ficard completamente espe-
cificada quando a medida @, definida sobre os elementos de © e atualizada arbitrariamente,

for declarada.

Considerada como o apresentado na definicao 2.4.2 a J-conjugacao nao se revela muito
interessante pois permite familias muito amplas de distribuigoes de probabilidades. Assim
como na conjugacao Bayesiana, a familia P de todas as possiveis distribui¢oes de proba-
bilidades definidas sobre (2,.4), onde A é formada pelas partes de §, é J-conjugada com
respeito a propria o - algebra A, que é suficiente para P. Considere P* como sendo uma
distribuicao de probabilidade qualquer definida em (€2, .A), dominada por P € P e obtida de
P através da Regra de Jeffrey com respeito a \A. Entao, para todo A € A temos

P*(4)

/Q P(A]A)(w)dP*(w)
= LE(lMA)(w)dP*(w)
= /(QA)dP*(w):P*(A),
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0 que consiste em uma reavaliagdo arbitraria completa da distribuicdo de probabilidade
inicialmente atribuida a elementos de A, revelando que P* é um elemento de P. Este fato
depde contra o valor pratico da definicao de J-conjugacao estabelecida, uma vez que a tarefa
de encontrar P* podera ser tao psicologicamente complexa quanto a tarefa de construir a

distribuicao a priori.

Outra situagao pouco interessante é aquela que requer retaxagoes sobre um espago infinito-
dimensional. Por exemplo, quando a familia P formada pelas medidas de probabilidades per-
mutdveis € representada como a mistura dada na expressdo (2.35), a J-conjugacao é obtida
apos serem feitas retaxagoes sobre um espaco infinito-dimensional e demasiadamente com-
plexo que é o espago de todas as fungoes de distribuigao definidas em R- o que a principio

nao aparenta ser uma tarefa muito simples.

Buscamos uma defini¢ao de conjugagao segundo a Regra de Jeffrey que nos leve a uma
identificagdo rapida da distribuicdo a posteriori nos obrigando o minimo possivel de re-
taxacoes arbitrarias de probabilidades. Consegue-se uma diminui¢ao no numero destas re-
taxagOes, sempre que o problema considerado puder ser representado como uma mistura
regida por uma distribuicao a priori definida sobre um espago paramétrico de dimensao fi-
nita. Esta situagdo pode ser apreciada no exemplo 2.11 anteriormente visto, onde o espago

n

paramétrico era uni-dimensional e @ era interpretado como lim E X;/n (para muitos a
n—o0 4
1=1

probabilidade de sucesso num experimento binomial).

Com o intuito descrito no paragrafo anterior, apresentamos o seguinte conceito.

Definigao 2.4.3 (Familia J-Conjugada Natural)

Sejam P uma familia de distribuigées de probabilidade definidas sobre um espago men-
surdvel (2, A) e Ao uma sub-o-dlgebra de A gerada por um objeto aleatério § = (w), w € Q
que assume valores em um espago paramétrico ©, finito dimensional. Dizemos que P € uma

familia J-Conjugada Natural com respeito a Ay se



(1) @ familia P € J-conjugada com respeito a Ay, isto €,

P*(-)=/@P(-|Ao)(w)dQ*(9) S (2.72)

onde Q* € Q € a restrigio de P* aos borelianos de © e Q € a familia de medidas de

probabilidade definidas sobre ©; e se

(11) @ familia de medidas de probabilidades Q € conjugada natural no sentido Bayesiano

usual com respeito a P(.|Ap).

Como no caso Bayesiano usual, esta defini¢ao restringe o numero de elementos de P sem,
no entanto, tornar imperativa a escolha da distribuigao a priori. Ao limitarmos a possi-
bilidade de J-conjugacao natural a existéncia de uma sub-o-dlgebra gerada por um objeto
aleatorio finito dimensional, provocamos uma “simplificagao” na determinagao das proba-
bilidades retaxadas arbitrariamente e a exigéncia de proporcionalidade (condigao (ii)) entre
estas novas medidas e a func¢ao de verossimilhanca induzida pela sub-o-algebra suficiente nos

leva a uma répida identificagao da distribuicao a posteriori.

Lembramos, mais uma vez, que apesar das facilidades trazidas por escolhas de distri-
buigdes a priori J-conjugadas, seu uso é justificavel somente quando estas de fato reflitam

sua opinido (coerente no instante em que é eliciada) sobre o objeto desconhecido.

Considere F como o considerado no corolario 2.3.1 e denote por @ a familia das medidas

de probabilidade )y consideradas neste corolario.

Proposigao 2.4.2 Seja P a familia de medidas de probabilidades definidas sobre (R*°,B*),
permutdveis e admita a representa¢do dada na expressio (2.42). P € J-conjugada natural
com respeito a sub-o—dlgebra de eventos permutdveis Ay = o(0) se, e somente se, a familia

de medidas de probabilidade Q € conjugada natural com respeito a F.

Prova: Suponha que P é J-conjugada natural. Entdo, a definicao 2.4.3 garante a con-
jugacao natural de @ com respeito a F. Para a volta basta usar a proposigao 2.4.1 e a

hipdtese.
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Exemplo 2.12: Do exemplo 2.11 temos que a familia de medidas de probabilidade P
definidas sobre ({0, 1}°*, B°°) é J-conjugada com respeito a o-algebra Ag = o (nll_)r{.lo >, Xi/n)
i=1
e que

Pr(X1 = 1,0, X = 20) = /0' T = (1 — 0)" o1 %dQ™(0). (2.73)

Considere Q como a familia de distribui¢des Beta a qual é conjugada natural no sentido
usual da familia de fungao de verossimilhanga P(X; = 24,..., X, = 2,]|Ao) = 92 Fi(l —
0)""21‘;1 *i, Tomando @~ € Q, temos que P é J-conjugada natural com respeito a Ag e além

disto para todo P’ € P e para todo n > 1 vale a seguinte representacao

_ Beta(a' + Y0 a;,n+ B = YL, ;)

PI(XI — .’EI, - ,Xn = :1"11) Beta(a" ﬂ,) ’

(2.74)

onde Beta(a,b) é a fungdo Beta com parametros a e b.

Observe dos resultados acima, que se ao receber uma informagao inesperada Vocé mantém
inalterada a condicao de invariancia inicialmente percebida na seqiiéncia e altera sua opiniao
inicial sobre elementos de © apenas reavaliando os indices da distribuigdo () (sem alterar a
forma funcional) sua distribuigao a posteriori sera obtida via Regra Preditivista de Jeffrey
com respeito a o-algebra suficiente adequada e além disto tera sua forma funcional facilmente

identificavel.

Na proxima secao apresentaremos resultados referentes a J-Conjugacao Natural para
familias de distribui¢ées que podem ser representadas como misturas de distribuigoes per-
tencentes a familia exponencial. Devido a estrutura especial dos elementos desta familia,

alguns resultados interessantes podem ser estabelecidos, como veremos a seguir.

2.5 J-Conjugacao Natural para a Familia Exponencial

Como vimos na secao 2.3, Diaconis e Freedman(1990) estabelecem um teorema de

representacao caracterizando seqliéncias de variaveis aleatdrias continuas como uma mistura
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de elementos cuja distribuicao (comum) pertence a familia exponencial uni-paramétrica.

Esse tipo de representacao adequa-se a varias situagoes de interesse - como por exemplo
a situagao abordada no capitulo 5 - e por isto pretendemos estabelecer condigoes para a

J-conjugacao natural para a familia de medidas provenientes dessa mistura.

Nesta secao, seguindo as consideragoes de Bernardo e Smith(1994), consideraremos como
membro da familia exponencial d-paramétrica denotada por &;,, d > 1, qualquer funcao

densidade que satisfaca a seguinte definigao.

Definicao 2.5.1 (Familia Exponencial )
Uma fungao de densidade ou fungio de probabilidade p(z|f), = € X C R, rotulada por

0 € © CRY, pertence a Familia Exponencial d-paramétrica £;, se ¢ da forma

d
p@W)=h®ﬂX®mw{§:q@WNKﬂ} (2.73)

=1

onde as fungées h (positiva), f = (f1,...,fa) € & = (¢1,-..,P4) € as constantes ¢;’s sdo

dadas e
d
[L(0)] " = /X h(z)exp {Z c,-gb,-(e)f,-(:zz)} d(z) < oo. (2.76)
=1
Neste caso, f = (fi,..., fa) € uma estatistica suficiente para a familia £;, e tem dimensao
fixa.

Considerando essa defini¢ao, Bernardo e Smith(1994) estabelecem o seguinte resultado o

qual fornece a familia de distribuigbes conjugada natural para &£j,.

Teorema 2.5.1 (Familia Conjugada Natural para E;,)

Se X1,...,X, sdo varidveis aleatorias condicionalmente independentes e identicamente
distribuidas dado 6 € © C R?, com distribui¢do pertencente @ £;,, entdo a familia conjugada

natural para 0 assume a sequinte forma:

o
|
~1
~

d
p(017) = (k)] (LO) exp (Y cic()r), e.
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onde k(1) = [o[L(0)]™ exp{TL, cigi(0)T:}d0 < o0 € T = (70,71,...,74) Sdo objetos que
tornam p(8|7) uma fungdo de densidade ou fungdo de probabilidade.

Prova : Como Xj,...,X, sdo variaveis aleatdrias condicionalmente independentes e
identicamente distribuidas dado 6, com distribuicao dada na expressao (2.75) e conside-
rando a estatistica suficiente f(x) = (fi(x),..., fa(x)), onde x = (z1,...,2,), a funcao de

verossimilhanca adequada ao problema é

d
I(f(x),0) a " exp {Z: Zfz T3 } (2.78)

a qual € proporcional a distribuicao a priori p(f|7) dada na expressao (2.77), quando vista

em funcao de 6.

Além disso, a distribuicao a posteriori para 0 é

p(Olx,7) «a I(f(x),0)p(0}r)
d

a [L(O)"™ eXP{Z ci¢

=1

i + Zf IJ)J } (2.79)

que pertence a mesma familia de distribui¢ées de probabilidade a que pertence a distri-
buicao a priori. Portanto, a familia de probabilidade constituida por elementos da forma

apresentada em (2.77) é conjugada natural para a familia exponencial £;,.

Perceba que para esta situagio, realizar a operagao Bayesiana usual consiste em re-rotular
os indices (parametros, se desejar) da distribuicao a priori incorporando neles a informacio
trazida pela amostra. Se o indice da distribuicao a priorié 7 = (7,71,...,7a), 0 indice da
distribuicao a posteriori é facilmente obtido e assume a forma

T+ f(x) = (7’0 +n,m + if](ﬂ:j), N ifd(lj)) . (2.80)

=1

Também nos é possivel identificar com certa facilidade a distribuicao preditiva a posteriori
para observagoes futuras Y1, ...,Y,,, como pode ser visto no seguinte teorema estabelecido

por Bernardo e Smith(1994).
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Teorema 2.5.2 (Bernardo e Smith(1994))

Se Xi,...,X, sdo varidveis aleatorias condicionalmente independentes e identicamente
distribuidas (ciid) dado 0 € © C R?, com distribui¢io pertencente a £y, e p(0|7) € a distri-
bui¢do a priori para 0 conjugada natural com respeito a fungdio de verossimilhanga l( f(x);0),
entdo a distribui¢io preditiva a posteriori para as observagées futuras Yi,...,Yn, que sdo

citd dado 0 com distribui¢do pertencente a &;,, € :

) +tn(y))
ta(x))

k(T +ta(x _
- (2.81)

p(yla'--aymlml""amn”’-): ;T;lh(yl) k(T

onde tn(y) = (m, 202 fi(yn), -, ZiZi Ja(wn), ta(x) = (0, 20000 fi(=5), -0 K fa(z))) e

k(.) € como o definido para o teorema 2.5.1.

Prova: Considerando as independéncias condicionais em 6 e usando célculo de probabi-

lidades, obtemos

p(y|x,7) /@ p(y, 0], 7)df

[, (16, 7)p(0lx, T)ao

Sob a hipdtese de conjugacao natural, determina-se:

d

po,r) = T [ exp{zciqxw){wiﬂ(wi)+ifi(y,>}}cw
n il 1=1

=1

k(T +tn + tm)
k(T +tn)

= ;T;lh(yl)

bl

concluindo a prova do teorema.

A preditiva a posteriori também é obtida de uma re-rotulagao dos valores que indexam

a preditiva a priori, uma vez que esta é dada pela seguinte expressao:
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k(T +t,)

p(xlr) = Iy h(z)) = (2.82)

Como na segao 2.3, considere a familia Mg de medidas de probabilidades continuas
definidas sobre (R¢)™ tal que, para todo n > 1, P(S, € Cy) = 1 € Qns, representa a P - lei

de Xi,...,X,|S, = s, onde C, e Q,;, sao como definidas para o teorema 2.3.2.

Proposigao 2.5.1 Suponha vdlidas as hipdteses do teorema 2.3.2. A familia Mg € J-
conjugada natural com respeito a sub-o-dlgebra Ay gerada pela quantidade aleatdria nlglc}D Sn/n
se, e somente se, a familia Q das medidas misturadoras do teorema 2.3.2 € conjugada natural

com respeito a fungao de verossimilhanga induzida por Ao, Pg°.

Prova: Omitida por ser similar a prova da proposigao 2.4.1.

Suponha que sua opiniao inicial sobre uma seqiiéncia infinita de varidveis aleatdrias
X1,Xs,... seja P € Mg, a qual pode ser obtida através da mistura realizada por uma
medida de probabilidade @) pertencente a familia de distribuicdes indexadas por 7, conju-
gada natural com respeito a P§° onde § € ® C R. Entao, como conseqiiéncia do teorema

2.5.2 temos que para qualquer sub-seqiiéncia X(,), n > 1,

p(z1, ... ) = /@H?:lh(:v,-)[D(H)]_"exp{imiﬂ}dQ(G)

k(T +t,)

= I, h(z:) k(r) )

onde k(1) = [o[D(0)] ™ exp {r1.0} df < o0, T = (10,71) € tn = (n, 0, ;).

Admita que Vocé tenha recebido uma informacao cuja possibilidade de ocorréncia nio
havia sido previamente considerada por Vocé e que o levou a modificar sua opinido sobre
X1,A3,... alterando apenas sua opiniao sobre os elementos de ©. Esta nova informacio
provoca a reavaliacao de sua opinido a priori Q dando origem a sua nova opiniao Q* que
indexada por 7* e também pertencente a Q. Entao, pela proposicao anterior sua distribuicio

a posteriori sobre X, é dada pela Regra de Jeffrey, através da seguinte expressao:
k(™ +t,)

p*([[,'l,...,:l:n) = H;n:lh(rl) k(T*)

(2.83)
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Ou seja, se suas opinides a priorie a posteriori sao J-conjugadas naturais com respeito a
sub-o-dlgebra gerada por nll_p;o Sn/n (S, é a estatistica suficiente para a familia exponencial
envolvida na mistura), a distribuicao a posteriori P* é obtida imediatamente da distribuicao
a priort substituindo os indices iniciais pelos indices retaxados 77, o que simplifica bastante
o problema de determinacao da distribuicao a posteriori e diminui sensivelmente o nimero
de retaxacoes feitas arbitrariamente - basta Vocé declarar os parametros da distribuicao a

posteriori (Q*, pois sua forma funcional ja serd conhecida.

Perceba ainda das expressoes (2.81) e (2.83) que neste caso a distribui¢ao obtida através
de uma atualizagao feita via Regra de Jeffrey por mera substituicao de 7 pelo valor reavaliado

7" ¢ igual aquela obtida utilizando-se o Condicionamento Bayesiano apds observar-se os

valores de n variaveis aleatérias Xi,...,X, cuja funcao de distribuicao condicional em @
tem funcao densidade na familia exponencial £y, e estatistica suficiente f = (f1,..., fa),
desde que

o= ) = (1,3 e 3l

Ou seja, se 7% — 7 = 1,(X) a seguinte igualdade pode ser verificada

k(" + tn(y))

*(Yiye e ym|TY) = I A
P (yl (% l ) =1 (yl) k‘(T*)
= p(Y1y-- - Ym|T1y- oy Tny T), (2.84)
onde y = (y1,...Ym) sao m observacoes futuras, identicamente distribuidas as variaveis X;’s,

isto ¢, tém distribui¢ao na familia exponencial £y,

Voltemos ao exemplo 2.9 da secao 2.3 para ilustrar a J-conjugagao natural para a familia

exponencial.

Exemplo 2.13: Da secao 2.3 temos que toda medida de probabilidade P definida em

(R, B*) que satisfaz a condigao

P(Xy €A)=P(Xn € A+x), Vn2=>1 (2.85)
onde A é um boreliano qualquer de R} e x € R™ é tal que 30, 2; =0 e A+x € RY, pode
ser representada como a seguinte mistura de distribui¢ées exponenciais:
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P CIr T, g /0°°9“ exp{—oijx,}dcg(a), (2.86)

onde p é a fungao densidade associada a P. Diremos, neste caso, que P € Mg, onde

D(0) = 5 e h; =1 para todo i > 1.

Se inicialmente sua opiniao @) pertence a familia de distribui¢oes Gama com parametros
a>0epB>0-G(a,pB)- aqual é conjugada natural da familia de distribui¢des exponenciais,

entao para todo n > 1, a distribui¢ao preditiva torna-se

k((a—1,8)+ (n, Tk, )

p(zr,...,z,) = Fa—17) (2.87)
onde
o [(r0+1
k(m0,m) = / 0™ exp{m;.0} = (T+o+l—) (2.88)
0 T
Ou seja, teremos
* I'(n+«
p(x1,...,2,) = B ( ) (2.89)

(B + XLzt T(a)

Sendo assim, se Vocé recebe uma informagao que faz com que Vocé mude arbitrariamente
de sua opiniao inicial @ para uma nova opiniao Q* que é a distribuicao G(a*, 3*), com a* > 0
e #* > 0 onde pelo menos um destes novos parametros é diferente dos respectivos parametros
Iniciais, e tal que Vocé mantenha a posteriori a condigao (2.85) para P*, a proposigao 2.5.1
garante que suas opinides a priori P e a posteriori P* sao J-conjugadas naturais com respeito

a Ao = o(X iz, Xi/n) e sua opinido a posteriori é dada pela seguinte expressio

g ['(n + a¥)
(B~ + Xzt [(a®) 7

p(T1,...,2,) =

onde p* € a densidade induzida por P*.

Note que a distribuigao obtida utilizando a Regra de Jeffrey dada na expressao (2.90) do

exemplo acima ¢ a mesma distribuigio fornecida pelo Condicionamento Bayesiano para Xn)
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condicional em a™ — « observagoes Y;'s satisfazendo a condigao (2.85), desde que a™ — a seja

um inteiro positivo me 8~ — = Y7, y;.

Num contexto um pouco mais preditivista e quando as quantidades aleatérias de interesse
sao continuas, a Jeffrey conjugacao natural para misturas de elementos da familia exponen-
cial podera ser conseguida através de suposigoes sobre objetos observaveis apenas. (Como

veremos mais adiante na proposigao 2.5.2.)

Para demonstrar este fato, além do teorema de Diaconis e Freedman(1990) visto na segao
2.3.1, vamos fazer uso do seguinte teorema estabelecido por Diaconis e Ylvisaker(1979), o
qual fornece condigbes para a caracterizacao de distribuicdes a priori conjugadas naturais

para a familia exponencial paramétrica que descreve o comportamento de dados continuos.

Seja € uma medida o- finita sobre os borelianos de R, fixa e seja X é o interior da casca

convexa do conjunto suporte de £. Suponha que X é um conjunto aberto e nao-vazio de R?.

Defina L(0) = log [yexp{z -0} dé(z) onde = - y denota o produto interno usual emR?
de x por y e seja © = {§ € R?: L(f) < co} um conjunto convexo, aberto e nao-vazio que
representa o espago paramétrico natural da familia de densidades com respeito a £, dadas
por:

dPs(z) = exp {z -0 — L(0)} dé(z), 6 €O C R (2.91)

Neste caso, diferenciando L(6) com respeito a @ verificamos que

E(X|0) = L'(0). (2.92)

Sob essas consideragoes, Diaconis e Ylvisaker (1979) estabelecem o seguinte teorema.

Teorema 2.5.3 (Diaconis e Ylvisaker (1979))

Suponha que © € um aberto de R%. Seja X wma amostra de tamanho um de Py. Suponha
que o suporte de £ contém um intervalo aberto em RY. Se 0 tem um distribuicio a priori
propria 7, a qual ndo estd concentrada em wm 1inico ponto, e se

E{L'(0)|X} = aX +b (2.93)
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para alguma constante a # 0 e algum vetor constante b entdo T € absolutamente continua
com respeito a medida de Lebesgue e tem densidade

(1—a)

dm(8) = cexp {é -0 — L(O)} do (2.94)
a

Perceba que Diaconis e Ylvisaker(1979) determina a distribuigao a priori conjugada na-

tural para # partindo basicamente de uma condicao de linearidade sobre E(L’()|X). Nosso

primeiro passo, entao, € encontrar condiges sobre objetos observaveis que sejam equivalentes

a condigao (2.93).

Suponhamos que h seja uma funcio de Borel, integravel, nao-negativa e finita definida
em R%. Seja

D(9) = /Rd h(z)exp {z - 0} d(z) (2.95)

onde § € @ = {# € R?: L(f) < oo} e © é um conjunto nio-vazio, aberto e convexo ( note
que este conjunto também faz de D(f) finito uma vez que L(6) = log D(6)). Considere Mg
como a familia de medidas de probabilidades definidas em (R%)™ satisfazendo as exigéncias

do teorema de Diaconis e Freedman (1990).

Proposigao 2.5.2 Seja Xy, X,,... uma seqiiéncia infinita de quantidades aleatdrias defini-
das em R? com lei P € Mg. Entdo, se E(X3|X1) = aX; + b, onde a € uma constante

ndo-nula e b € um vetor de constantes d-dimensional qualquer, temos que para todo n > 1

E(n+ 5224 70, 20)

a

p(z1,. .. 2,) = I h(z;) " ( _ _) ,

(2.96)

o

l1—a

onde k(7o,71) = Jo D(0) ™ exp{0 -1, }d0 e p ¢ a densidade associada a P.

Prova: Como por hipdtese P € Mg, pelo teorema de Diaconis e Freedman(1990), temos

que para todo n > 1

P(Xy < 21,..., Xn < @) =/ PMX, < 21y, Xo < 2)dQ(6), (2.97)
(C]

96



onde Pj é a P-lei que faz de X},..., X, condicionalmente independentes e identicamente

distribuidas dado 6 com distribuicao

dz. (2.98)

Entao, considerando p como a densidade induzida por P, o corolario 2.3.2 nos permite a

seguinte representacgao:

p(zy,...,z,) = /@ 17, h(z;)[D(0)]™" exp {i % - 0} dQ(8), Vn > 1. (2.99)

Seja X; uma amostra de tamanho um da distribuicdo dada em (2.91). Considerando

dé(z) = h(x)dz e L(0) = log D(0), temos:

E(X,|0) = d%L(G) = I'(0) (2.100)

pois X;|0 tem distribuigao na familia exponencial. Usando propriedades de esperanca condi-
cional, a hipdtese e o fato que condicional em 6, X; e X, sao independentes e identicamente

distribuidas,

E{L'(0)|X:} = E{E{X:1|0}|X1}
= E{E{X.|0}|X:1}
= E{E{X:|0,X:}| X1}
= E{Xa|X} = aX, +b.

Entao se a distribuigao a priori para 6 é propria e nao concentra em um tnico ponto, pelo
teorema de Diaconis e Ylvisaker(1979), @ é absolutamente continua com respeito a medida

de Lebesgue, é conjugada natural com respeito a P;° e tem densidade dada por

b G—I_a

a a

dQ(0) = cexp { log D(G)} do, (2.101)

onde a constante ¢ = q ':1“;5) e k(10,m) = [ D(0)"™ exp{8 - m, }d0.

97



Substituindo (2.101) em (2.99) obtemos

Pors. 1 2) = T bk (n P, (2.102)
a

concluindo a prova do teorema.

O

Este resultado fornece uma maneira para caracterizar algumas distribui¢oes de probabi-
lidade para varidveis aleatérias continuas cuja estatistica suficiente é S, = Xi+...+X, e
sempre que a dimensao das observacoes X seja igual & dimensao do espaco paramétrico ©
. Se para Vocé a seqiiéncia de varidveis aleatérias pode ser representada como uma mistura
de elementos da familia exponencial (em muitos casos isto é traduzido pela percepcio de
alguma condigao de invariancia sobre esta seqiiéncia de objetos observaveis) e se \océ acha
que [(X3|X;) é linear em Xy, entdao Vocé determina facilmente a distribuicio a priori conju-
gada natural com respeito a fungdo de verossimilhanca da mistura e também a distribuicao

Preditiva.
Vejamos o seguinte exemplo para ilustrar essas idéias.

Exemplo 2.14 : Como no exemplo 2.9, considere X;, X,, ... uma sequéncia infinita de

variaveis aleatdrias tal que para Vocé ,

P(Xn) € A) = P(X(n) € A+ x), Vn2>1 (2.103)

onde A é um boreliano qualquer de Riex€ R'étalque 2, =0e A+ x € Ry
Suponha que sob P, E(X,

Xj) = aX; + b, onde a e b sdo nimeros reais. A proposicio 2.5.2
fornece-nos que a distribuicéo a priori conjugada natural para o parametro 8 da distribuicao

exponencial envolvida na mistura explicitada na expressio (1.58) é

1 1-a b
dQ(Q) = ma a exp{ 6} (2104)

a

a ’a

L (1=a. b) _ L(i/a) A
onde k ( == a) = [/a)i/a © COMO conseqiiéncia, obtem-se

k (1;“ +n;§+z?:1 f”i)

a

p(zr,...,2,) = k(l_ﬂ.b)

a 'a
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[(1/a +n) (b/a)!/

(/) (b/a+ i, z) 7+ {%105)

Para o caso particular de quantidades aleatdrias continuas, a proposicao anterior e os
resultados sobre familia exponencial anteriormente vistos dizem que as distribuicoes preditiva
e a posteriori para ¢ ficam completamente determinados quando Vocé declara sua percepcao
sobre os objetos observaveis. Mais alguns exemplos e comentarios a este respeito podem ser

encontrados no capitulo 3.

A proposicao 2.5.3 também nos permite concluir sobre a J-conjugagao natural com base
apenas em sua opiniao sobre objetos observaveis, pois nela fica definida a forma funcional
dos elementos pertencentes a familia de distribui¢oes que atuam como medidas misturadoras
no teorema 2.3.2 estabelecido por Diaconis e Freedman(1990) a partir de uma condigao
de linearidade sobre a esperanca condicional de X, dado X,_;, n > 1. Sempre que a
informagao recebida inesperadamente agir sobre seu estado de conhecimento modificando os
valores atribuidos por Vocé aos coeficientes a e b da condicao espacificada na proposicio 2.5.2
para E(X;|X;) e mantendo sua percepgao sobre a lei de Xi,..., X,|X; +...+ X, teremos

J-conjugagao natural - isto é garantido pelas proposicdes 2.5.1 e 2.5.2.

Outros exemplos de J-Conjugagao natural podem ser obtidos dos resultados apresentados
no capitulo 3, onde apresentamos caracterizagoes para o modelo linear ¢ partindo apenas de
julgamentos de invaridncia sobre objetos observaveis, além de condicoes linearidade sobre

esperancas condicionais.
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Capitulo 3

Caracterizacao Preditivista de

Modelos Lineares ¢

3.1 Introducao

Bruno de Finetti(1937) ao estabelecer o teorema de representacio para quantidades
aleatdrias reais permutdveis, consegue eliminar do problema de inferéncia objetos de carater
completamente metafisico os quais, na literatura estatistica corrente, sao usualmente chama-
dos de parametros. De fato, uma caracteristica importante de Teoremas de Representacio
Tipo de Finetti € que descrevem como subjetivistas podem incorporar “parametros” em seu
modelo (Wechsler(1993)). Parametros, dentro desta visdo, sdo conseqiiéncias de algum jul-
gamento de invaridncia feito sobre a seqiiéncia de observéveis e por isto sio algumas vezes
chamados de parametros inter-subjetivos (Dawid(1982)) . A esta linha subjetivista de
pensamento denomina-se preditivismo - termo que parece ter sido utilizado primeiramente

por Cifarelli e Regazzini(1982). Ver também secio 2.3.

Outra grande importancia de Teoremas Tipo de Finetti é que eles reforcam o cardter sub-
jetivista da fungao de verossimilhanga, deixando claro que tanto a distribuicao a priori quanto

a funcao de verossimilhanga sio componentes da representacio gerados unicamente por sua
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opiniao preditiva sobre a seqiiéncia de observaveis e, portanto, sdo igualmente subjetivas.
Apesar dessas qualidades, teoremas de representacao sao basicamente teoremas de existéncia
e, sendo assim, nem sempre fornecem explicitamente a forma funcional da funcao de verossi-
milhanga. Sob permutabilidade e considerando uma seqiiéncia de varidveis aleatérias 0 — 1,
de Finetti(1937) estabelece que a fungao de verossimilhanca proveniente deste julgamento de
invariancia é um produto de distribui¢es Bernoulli. Isto s6 foi possivel neste caso por causa
da simplicidade que envolvia as variaveis aleatérias. Geralmente, necessitamos de julgamen-
tos de invariancia mais fortes que permutabilidade para este fim. Kingman(1972), partindo
do julgamento de invaridncia ortogonal sobre a seqiiéncia de quantidades aleatérias (que
denotaremos por q.a.) observéveis, obtém um teorema de representacio onde a funcio de
verossimilhanga ¢ um produto de distribuigées AV'(0, V). Mas tarde, Smith(1981) determina
que sob julgamento de O(1)-invariancia, a distribuigao preditiva para qualquer sub-seqiiéncia
finita de quantidades aleatdrias observéveis é representada pela mistura de distribuicoes
N (M, V) independentes deixando, com isso, explicita a forma da funcao de verossimilhanca.
Diaconis et alii(1992), usando teoria de grupos de invaridncia, representam uma seqiéncia
de g.a. O(M)-invariantes, caracterizando o modelo linear usual. Neste caso, a funcdo de
verossimilhanca também torna-se explicita como veremos mais adiante na secio 3.2. Além
destes, vdrios outros trabalhos nesta linha tém sido desenvolvidos (ver, por exemplo, Iglesias
et alii(1996),Iglesias(1993) e Silva(1997)). Os resultados supra citados e as definicoes e das
condigoes de invariancia utilizados em cada um deles serao apresentados detalhadamente na

proxima secao.

Neste trabalho, trataremos de caracterizar preditivisticamente alguns modelos estatisticos
(entenda-se fungao de verossimilhanca e distribuicio a priori) partindo dos resultados cita-
dos anteriormente. Por caracterizacao preditivista de modelos estamos entendendo a
inevitabilidade da adogao de particulares modelos ( e, conseqiientemente, de particulares dis-
tribuicoes a priori), quando certas caracteristicas sio percebidas na seqiiéncia de observaveis,
além do apropriado julgamento de invaridncia. Neste tipo de caracterizacdes, o modelo es-
tatistico fica completamente determinado a partir de julgamentos sobre observaveis apenas.

Uma vez que Vocé declara sua opinido sobre a seqiiéncia de observaveis, Vocé estd dispen-
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sado de declarar opinides sobre objetos metafisicos eventualmente envolvidos no problema,

isto ¢, sobre aqueles objetos que sao comumente chamado de parametros.

Resultados nesse sentido podem ser encontrados em Diaconis e Ylvisaker(1979,1985) e
Arellano et alii(1994). Diaconis e Ylvisaker(1979) obtém uma caracterizacao preditivista
para algumas distribuigdes a priori Beta, partindo de suposicoes de permutabilidade e de
linearidade da média a posteriori. Também acrescentando a condi¢ao de linearidade da
média a posteriori a condigao de invariancia adequada, estes mesmos autores caracterizam
em (1985) algumas distribui¢oes a priori Gama. Em Arellano-Valle et alii(1994) pode-se

encontrar caracterizagoes de algumas distribuicoes a priori Gama-inversa e Wishart-inversa.

Embora as caracterizagbes que obteremos aqui nao sejam preditivistas no seu sentido mais
puro - para obté-las consideramos versoes infinitas de Teoremas Tipo de Finetti, o que depoe
contra o carater operacional dos parametros inter-subjetivos - elas apresentam resultados im-
portantes para a inferéncia (subjetivista). Através de julgamentos apropriados de invariancia
e de condicoes adicionais sobre a esperanca e a variancia a po-’eriori, obtivemos uma carac-
terizagao para algumas distribuigoes a priori Normal-gama-inversa e, conseqiientemente, de

alguns modelos lineares ¢. Seguiremos a linha adotada em Arellano-Valle et alii(1994).

Na préxima se¢do, apresentaremos as defini¢oes e interpretagoes das condigdes de in-
variancia que utilizaremos neste capitulo, apresentando uma demonstracao alternativa para
o Teorema de Representacao para sequéncias O(M )-invariantes estabelecido por Diaconis
et alii (1992). Usando ferramentas matematicas mais simples que as utilizadas por tais
autores, obtivemos uma outra prova para a versao finita deste teorema - a qual é comple-
tamente preditivista - que usaremos posteriormente para obtencao da forma infinita. Na
secao 3.3, apresentaremos uma caracterizagao preditivista de alguns modelos lineares ¢ - e,
consequentemente, de algumas distribui¢ées a priori Normal-Gama-inversa - partindo dos

teoremas de representacao apropriados apresentados na secao 3.2.



3.2 Simetrias Esféricas: Definigoes e Interpretacoes

Apesar de sua importancia para a Inferéncia Estatistica, sabemos que julgamentos de
permutabilidade sdo insuficientes para descrever todas as situacoes de interesse na pratica
estatistica. Informalmente, permutabilidade traduz bem sua opiniao sobre observaveis so-
mente quando o que Vocé nao consegue distinglir na seqiiéncia de q.a. é a ordem em que elas
ocorreram. Por exemplo, em uma seqiiéncia de variaveis aleatérias 0 — 1, uma vez conhecida
a soma das n primeiras, Vocé nao distinglie a ordem em que os zeros e os uns ocorreram
- ou seja, para Vocé, qualquer permutagio deles é igualmente possivel de ocorrer. Para os
casos que caracterizaremos na segao 3.3, necessitaremos de alguns julgamentos mais fortes

de invariancia.

Wechsler(1993) descreve a seguinte situagao. Suponha que sua opiniao sobre as varidveis
aleatorias X e Y é traduzida por uma densidade conjunta sobre um plano a qual é considerada
por Vocé como invariante sob rotagdes ao redor da origem, isto é, Vocé nao tem qualquer
preferéncia sobre pontos em um mesmo circulo centrado na origem. Ao julgar que X e Y
se comportam como o descrito acima, Vocé de fato declara que X e Y sao ortogonalmente
invariantes. Neste caso, sua opinido sobre X e Y pode ser revelada por sua opiniao sobre a

distancia de (X,Y’) a origem.

Para generalizar este conceito, considere o vetor n-dimensional Xy = (X1,... ,Xn) e

denote por O = {I',n x n : I'I" = I,,} o grupo das matrizes ortogonais de ordem n.

Definigao 3.2.1 ( Invaridancia Ortogonal)

Uma seqiéncia finita de quantidades aleatdrias reais, X1, Xs, ..., X,, € invariante sob trans-
formagies ortogonais - isto €, € Ortogonalmente Invariante - se para cada v a distribuicdo
condicional de X(ny dado Y7 X? = r? ¢ uniformemente distribuida na superficie da esfera
n-dimensional de raio r, r > 0,e centrada na origem. Ou seja, se para cadar € R

Xy | ZX,?=7‘2~Z/{{(1:1,...,$,1)€R":Zg:f:rQ}, r? > 0 (3.1)
i=1

=1
Em outras palavras, a distribui¢do de X(ny é Ortogonalmente Invariante se X () =2 Xy,
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para toda T € O.

Definicao 3.2.2 Uma seqiéncia infinita Xy, X, ... de quantidades aleatérias é ortogonal-

mente wnvariante se para cada n > 1 e para cada v € R vale (3.1) ou, em outras palavras,

se para cadan > 1, X, =4 [X@n), V I'eO.

OBS: O simbolo =7 significa igual em distribuicao

Kingman(1972) oferece uma maneira alternativa de apresentar o conceito de invariancia
ortogonal para seqiiéncias infinitas de q.a. reais estabelecendo o seguinte teorema de repre-

sentacao.

Teorema 3.2.1 (Kingman (1972))
Seja X1, X,,... uma seqiéncia infinita de quantidades aleatorias reais invariantes sob trans-
formagées ortogonais. Entdo existe uma quantidade aleatdria ndo-negativa V tal que, con-

dicional em V, X1, X,, ..., sdo independentes e identicamente distribuidas com distribuicdo

N(0,V). A reciproca também ¢ vdlida.

Uma conseqiiéncia imediata do teorema de Kingman é que sob a hipétese de invariancia
sob transformagdes ortogonais, X(,) tem sua distribuicao representada como uma mistura
de distribuigées Normais N (0, V') pela distribuicao a priori atribuida a variavel aleatéria V,

a qual pode ser interpretada como lim,—, 37, z:%/n (q.c).

Usando a mesma linguagem de Wechsler(1993), considere um ponto A qualquer (n#o
necessariamente a origem) sobre a reta X = Y e denote por R a reta passando por A
e perpendicular a reta X = Y. Suponha, como antes, que sua opinido sobre (X,Y) é
a densidade conjunta definida sobre o plano de tal forma que Vocé seja indiferente com
respeito a pontos em R equidistantes de A. Entao dizemos que X e Y sao invariantes sob
transformagdes ortogonais que preservam o vetor de uns. Note que neste caso, sua opiniao
sobre (X,Y’) € a sua opiniao sobre A e sobre a distancia de (X,Y) a A. Além disto, A é o

ponto médio entre tais pontos equidistantes (X,Y).
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Mais geralmente, considere O(1) = {I' € O : "1 = 1} o grupo das matrizes ortogonais

de ordem n que preservam vetores de uns.

Definigao 3.2.3 (O(1)-Invariancia)

Uma seqiiencia finita de g.a. reais X1, Xo,..., X, € invariante sob transformagdes ortogonais
que preservam vetores de uns - € O(1)-invariante - se para cada m € R e para cada r real, a
distribui¢io de X,y dado (X, T8 (X: = X)?) = (m, r?) € uniforme na superficie da n-esfera

de centro m e raior, ou seja,

Xy | X =m Z - X)? —r2NL{{(wl,...,:cn)E'R“::E:m,Z(:z:i—m)z:rz},
(

para cada m,r € R. Ou ainda, podemos dizer que para cada n > 1 a distribuicdo de Xy €

O(1)-invariante se X,y =" T'X(,), V [ € O(1).

Definigao 3.2.4 Uma seqiéncia infinita X;, X2, ... € O(1)-invariante se para todo n > 1,
o vetor X(n) € distribuido como em (3.2), para cada m e r reais, ou em outras palavras, se

para cadan > 1, Xy =T X, V T e O(1).
(n) (n)

Assim como no teorema de Kingman(1972), Smith(1981) estabelece que, sob o julgamento
de O(1)-invariancia sobre a seqiiéncia X;, X3, ..., o vetor X(n) tem distribuicdo represen-
tada como uma mistura de distribuigées V' (M, V'), independentes, pela distribuicio a priori
atribuida a (M, V), fornecendo uma definigao alternativa para o conceito de O(1)-invariancia
para sequéncias infinitas de quantidades aleatdrias reais. Neste caso, M e V sao variaveis

n

aleatdrias e podem ser interpretadas como hrn Z Xi/n (q.c.) e lun Z X — X)?/n (q.c.),

i=1
respectivamente.

Teorema 3.2.2 (Smith 1981))
Seja Xy, Xo,... uma seqiéncia infinita de q.a. reais, O(1)-invariante. Entdo, ezistem g.a.
reais M e V', V ndo-negativa, tais que condicional em M e V, X,, X,, ... sdo independentes

e identicamentes distribuidas com distribuicao N'(M,V). A volta também se verifica.
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Bernardo e Smith (1994), fornecem mais alguns detalhes sobre a interpretacao geométrica

desses conceitos, os quais sao referenciados por “simetrias esféricas”. Ver também Gasco(1997).

Sejam P a projegao ortogonal de um vetor n-dimensional em um sub-espaco M de R",
|| || 2 norma euclidiana definida em R™ e n um inteiro qualquer. Por exemplo, considere n = 2,
M como uma reta qualquer passando pela origem e seja A um ponto qualquer nesta reta.
Suponha que a sua opiniao sobre o vetor bi-dimensional (X,Y") seja a densidade conjunta
definida sob o plano e que para Vocé pontos equidistantes de A, localizados sobre a mesma
reta que passa por A e ¢é perpendicular a M sdo indistingiveis. Neste caso, dizemos que
para Vocé X e Y sao invariantes sob transformacoes ortogonais que preservam elementos
de M, ou seja, sao O(M )-invariantes. Note que aqui, sua opinidao sobre (X,Y’) é obtida
de sua opiniao sobre A - que é PM(X,Y) - e sobre a distancia de (X,Y) a A - isto é,
(X,Y)—PM(X,Y)||. Formalmente, considere O(M) = {I' € O : "z = z,z € M} o grupo

das matrizes ortogonais de ordem n que preservam elementos de M.

Definicao 3.2.5 (O(M)-Invariincia)

Uma seqiiéncia finita de g.a. reais X;, Xs,..., X, € invariante sob transformagies ortogonais
que preservam elementos de M - isto €, ¢ O(M)-invariante - onde M € um sub-espago de
R" com dimensio d < n, se a distribui¢ao de X(ny dado (PMz(,), ||2(m) — m||?) = (m,r?) é

uniforme sobre a superficie da n-esfera de centro m € R™ e raio r? > 0, ou seja,

Xy | P(X(m) = m, || X —m|| = 1 ~ U{zm) € R" : PMagyy = m, ||z — m|?) = 12},
(3.3)
para todom € R" er € R e para PM representando a proje¢io ortogonal em M. Alternati-

vamente, a distribui¢do do vetor X(n) € O(M)-invariante, se X(n) =4 I['X@n), VT €eOM).

Definicao 3.2.6 Uma seqiiéncia infinita de q.a. reais X1, Xs, ... € O(M)-invariante se para

cadan > 1 vale a condigdo (3.3), ou alternativamente, se X(y) =9 ['Xn, VI e€OM).

Em linguagem de planejamento de experimentos, dada uma matriz de delineamento X,

o vetor de resposta Y é O(M )-invariante se para Vocé todas as possiveis realizacoes y de

106



Y que produzem a mesma estimativa PMy e o mesmo erro de estimagio ||y — PMy||? sao

igualmente provaveis.

Diaconis et alii(1992) apresentam este conceito através de um teorema de representacao
tipo de Finetti, o qual demonstraremos mais simplesmente aqui utilizando-nos basicamente
de calculo de probabilidades e de alguns resultados conhecidos da teoria de modelos lineares.
Mostraremos inicialmente que a distribuicao das k, k < n — p, primeiras coordenadas de um
vetor X(,) com distribuicao satisfazendo (3.3) tem distribuicdo Pearson tipo I e a seguir
daremos as versoes finita e infinita dos teoremas tipo de Finetti para variaveis aleatdrias

O(M)- invariantes.

Para simplificar a notacdo, chamaremos Prr(a, B,h) a lei de um vetor aleatério T, k-
dimensional, cuja distribuicao é uma Pearson tipo I com vetor de locagao a, k-dimensional;
matriz de dispersao B de ordem k x k e positiva definida; A é um parametro de forma e cuja

fungao de densidade é

k/2 1L
firlth= (%) F(kI{(2h++h1)+ Didet By 12 {1 - (t - 0y B - a)},  (3.4)

onde h >—-1e0< (t—a)B ' (t—a)<1.

Além disso, ao longo deste capitulo consideraremos M como sendo o espago gerado
pelas colunas de uma matriz de constantes conhecidas X de ordem n x p cujo posto é p e

denotaremos por [, a identidade de ordem 7.

Considere Y,y = (Y1,...,Y;)" e defina as fungoes

Bn = B( f(n)) = (XiX)_IXtY(n) e (35)
E, = E(Yn)) = (Yn) — XBp)!(Yn) — XB,). (3.6)
Proposicao 3.2.1 Seja Y),...,Y, uma seqiéncia finita de g.a. reais, O(M)—-invariante e

para cada k < n — p, considere a particdo
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onde X,_; € uma matriz formada por linhas de X e tem posto completo p. FEntdo, para

qualquer vetor b, de dimensdo p x 1 e qualquer nimero real positivo ¢ temos que

n—p—k—2

Yy | Ba=b,E,=c~ Py (Xkb; [T — X (X'X)1XL; —”2—) .
Prova: Para provar o que desejamos basta verificar que a densidade condicional de Y{y)
dados B, = b e E, = c assume a forma dada pela expressao (3.4) com parametros de locagao

Xib , matriz de dispersao c[/; — X (X'X)"'X}] e parametro de forma h = (n—p—k—2)/2.

Usando propriedades de cédlculo de probabilidades, sabemos que

fEnIanb Y(k) =y(x) (C)an|Y(k)=y(k) (b)f)"(k) (y(k))
oy ' ) 3.7
Iy (1)1Ba=b,En=c(Y(x)) fB,..E,(b,c) (3.7)

Como por hipétese Yi,...,Y, é uma seqiéncia O(M)-invariante, pela definicio 3.2.5

temos que

Yw)|Bn = b, By = ¢ ~ U{ym) € R" : B(y(n)) = b, E(ym)) =¢, bER", ¢>0}, (3.8)

qualquer que seja a P-lei de Yi,...,Y,. Conseqlientemente, para todo k& < n — p, a distri-
buicao de Yy |B, = b, E, = ¢ sera a mesma para qualquer lei O(M)-invariante. Desta
forma, sem perda de generalidade, podemos supor que Y{,) tem distribuicao N (0, I,), ou

seja,

I (Ym)) = (i) ? exp {_% ; y?} ; (3.9)

Sob condigao de normalidade, B, e E, sao independentes com distribuigao M (0, (X'X)™1)

e sz—p’ respectivamente. Sendo assim,

[SIB]

) 2 n—
1 “FE-1

)7 (2) o y-h {pesvixxio) o

[BaE.(byc) = (§>

o

Além disso, lembrando que X,,_; tem posto completo, defina W = (X'X)'X! _; Y(n_k),
Q2 = In— — Xop(X!_ Xnok) ' X! _, e considere R = Y(f,g_k)Q'zY(n-k)-
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Como Y(,—x) ~ N(0, I,_x) e como @, é uma matriz idempotente com posto n — p — k,

Searle(1982) determina que
W~ N0, (X*X) (X! X )(XIX)TY) e (3.11)
R~ X2 (3.12)

Usando célculo de probabilidades e equivaléncia de eventos, derivamos da expressao (3.11)

que a densidade condicional de B,, dado Y{y) é

fBﬂly(k)=y(k)(b) = fW(b - (th)_lxiky(k))

1\"?  det(X'X) )
- \or — = [p(XX)(X!_ Xnk) (XX
<2Tr> {det(X!_, Xo_i)}'/? eXp{ 5 [ (X' X)(X! _ Xomk) ™ )

—2b" (X X) (X Xonok) ™ Xy + y(tk)Xk(X;-an—k)—IX;cy(k)]} -
(3.13)

Defina A = ¥u_yyYin-s) = Yoty Xnok(XK) XYooy — 2V, X 4 (XK) XL Y
e seja g(.) = fE,|Bu=bYyy=yy (). Lembrando que sob normalidade R é independente de
S = (X! _; Xn_k) ' X! _;Yu_k) € usando o Principio da Substituigdo verificamos que :
9(6) = faS=(X_,X0or)"'[XKb-XLugl oy =vis (€ — YWt + Yoy X (X X) ™ X )

n—k

= fy

t
(n—Fk)

Yinoi)1S=(X!,_, Xpg) 1 [XtXb-XL y(j] (C ~ Yk F Y0y Xe(XX) ™ Xy +
+2 [X XXy (XX) ™ Xlygey [XXb — Xiygp]' (XX) [X'Xb — x;y(k)])
= fr (e = yhyyn + vl Xe(XX) " Xy + 2b Xy + [bXX — gl X (XX)™
[(XXb — Xy — [bXX — y(jy X (X, Xnoi) T [X'XDb — Xy ] -
_Qka)Xk(XtX)_lX;ey(k))
= fr (e = ylyy + bXXb — b (X'X)(X,_ Xuor) (X' X)b+
+2b* (X*X) (X! Xnk) ™ Xfyn) — yfk)Xk(X;—an—k)_lXi-y(k)) :
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De acordo com (3.12) verifica-se entao que

9(c) = <l> - ;E {e = (o = Xab) (i + X (X, Xont) ™ X) (w01 —Xkb)}n_z—k—l
) r (n_z_k) (k) n—k
1
ap {—5 (e — (yy — Xib)! Tk + X (X Xnmk) ™ X (s — Xkb)]} . (3.14)
Portanto, substituindo (3.9) com n =k, (3.10),(3.13) e (3.14) em (3.7), obtem-se:
k n— 1
1% T'(%52) det(X'X) )2
f)"(k)anzb,En=C(y(k)) - (;) T (n_g_k) Ck det(X;_an_k) (315)
1yt -1 i e
{1 = (v — Xb) e — Xu(XX) 7 XL)] (ygry — Xub)}
Finalmente, notando que
V = C[]k — Xk(XtX)_IXk]
-1
= (zln+ XW(XX)K ) (3.16)
c

conclui-se que Y(3)|B, = b, E, = c tem distribuicio Pearson tipo I/ com os parimetros

anteriormente mencionados.

Os dois proximos resultados sdo fundamentais na prova da versao finita do teorema tipo
de Finetti para seqiiéncias O(M)-invariantes. O primeiro deles é um caso particular da
proposicao 2.3 fornecida por Diaconis et ali?(1992). Optamos por apresentd-la apenas para
0 caso que nos € de interesse imediato, com o intuito de tornar mais clara a prova da forma

finita.

Ao longo deste capitulo, L(U) denotara a lei de uma quantidade aleatéria U e || ||y

denotara a distancia de Variacao Total.
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Lema 3.2.1 Sejam U e W vetores aleatdorios k-dimensionais com distribuigoes N(0,sVj)
e N(0,sly), respectivamente, onde s € uma constante positiva e Vi = I — X (X!X)™1X¢.
Entao,

IL(U) = L(W)lv < 2{(det(V4))~F —1}. (3.17)

Prova: Sejam fy e fiw as fungoes de densidade de U e W', respectivamente. Usando

propriedades da distancia de Variagao total, sabemos que

IL(U) — LOV)|ly = 2/ (%(’;)) -1) fiv (x)dx.
Agora,
fulx) _ Y G L I
oy = etV exp { =5 TP - Lx)

e como X (X'X)"! X} é uma matriz definida nao - negativa, ;7' — I} também o é. Portanto,

fu(x)

) = LV

seguindo dai o resultado.

Para percebermos melhor este resultado consideremos um exemplo simples. Suponha que
U~ N(0,V)eW ~ N(0,1), onde V é um nimero real positivo menor ou igual que 1. (Note

que esta exigéncia é feita para que V! — 1 seja nao-negativo). Neste caso,

L) — LWy < % -2

Se V' é muito préximo de zero ||L(U) — L(W)||v é muito grande, ou seja, a aproximagao
entre as distribui¢oes de U e W ndo parece muito adequada. Quando V é muito préxima de
zero, a variavel aleatoria U ¢ praticamente degenerada no ponto zero, o que nos leva a pensar

que uma aproximacao por uma distribuicao A (0, 1) nao é intuitivamente muito razoavel.
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Por outro lado, se V' é muito proximo de 1, a distancia de Variacao Total entre as leis de
U e W é muito proxima de zero, isto €, nao erraremos muito ao fazermos uma aproximacao

entre elas.

Sendo assim, podemos pensar que a Distancia de Variacao Total fornece uma medida do

quao bem sobrepostas estao duas distribuicoes de probabilidade.

O seguinte resultado estabelece que a lei das k primeiras coordenadas de um ponto
uniformemente distribuido na superficie da n - esfera S, = {(z1,...,2,) € R" : Puz) =

m, ||z —m|?*) =7}, r € Re m € R" é préxima (segundo a Distancia de Variacio

C
n—p

Total) a lei de k£ v.a. independentes, distribuidas segundo uma N (X;b; =--1;). Ou seja,
usando os resultados da proposigao 3.2.1, o teorema que segue estabelece a proximidade, no
sentido da métrica assumida aqui, entre a distribui¢ao Pr;(Xyb; cVi; (n —p—k—2)/2), onde

Vi € definida como para o lema anterior, e uma distribuicao NV (Xyb; a1k

Seja Qﬁbc a lei de Y4y dados B, = b e E, = ¢ e considere Pﬁk‘a;, a lei de um vetor
aleatorio com distribuicao N (X3, 021I}), B € R? e 0 > 0. Para simplificar a apresentacio

dos resultados, denote a distribuicao Prr(Xib;cVi; (n — p— k — 2)/2) por Prr(Xib;cVi).

Teorema 3.2.3 Seja Yi,...,Y, uma seqiéncia finita de quantidades aleatdrias O(M)- in-
variantes. Entao, se k+3 < n — p,

' ) kE+3
19%. = Pl e v <2

e (det(Vi))~2 — 1}. (3.18)

Prova : Usando propriedades da Distancia de Variacao Total, a proposicao 3.2.1 e o

lema anterior obtemos:

v = “PU(Xkb§CVk)_N<Xkb; - Ik) Ilv

n—p

”Qﬁbc - P{;,

n—

&

S ”'PH(O;CVk) = N (0; %) “v + ||N (0; ¢ Vk) —_ /\[ (0; ¢ ]k) ”V
n—p n—p n—p

}_p[k) ”V + 2{(det(Vk))_% - 1}_ (3.19)

< NPr(0; 1) — M (0; -

Considere fy e fp as fungoes densidades associadas as distribuicdes Normais e Pearson

tipo I1, respectivamente. Usando propriedades da distincia de Variacao Total temos:
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10510 = (00 e =2 f (P90} i, (320

fN(y(k))
onde
Tr(yw) I'( =55 - o 1
fN(y((k))) B F(’(’ 72’ 2) < 2 ) (1 = Ywyw) 2 leXP{“é‘(n—P)yfk)y(k)}- (3.21)
’ 2

Seguindo Eaton(1989) e considerando k par, temos que quando k£ + 3 < n — p a fungao

(1— u)n_2_k‘1 exp{—1/2(n — p)u} é maximizada ao tomarmos u = ’“"’2

e, além disso,

W\/

o (R (1527~ st - 2

IN

. n —p—kl 1 k42 k42
B 2 B n—p 2
Dai,
.  —p—hk—2
log TP(y) £ log =¥ ,
In(y) n—p
e, portanto,

Ie(yw)) I < k+2

fn(ywy) ~ T n—p—k-2
Se k é impar, por argumentos algébricos similares, temos que

frlyw) | o k43
In(yy) “n—p—k-3

k42 k+3 k ,
nTpok3 > nopor—3> temos que para todo k+3 < n—p, |QF,, — Pb,,,—i,,“V é

E como

limitada pela expressao a direita em (3.18).
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Diaconis et alii(1992) em seu teorema 3.1 demonstra que

k+3
n—p

1Qnbe — P5,_<_llv S‘z{(l— )_5—1} +2{(det(Vi))"* — 1} (3.23)

Fazendo a diferenca entre a cota exibida no teorema 3.2.3 e aquela fornecida por Diaconis
et alii(1992) na expressao acima verifica-se que, uma vez que k + 3 < n — p,

643 >(1_k+3) Y (3.24)

n—p—k—37 n—p

N

significando que a cota obtida por Diaconis ef alii(1992) é mais refinada que a obtida no

teorema anterior.

Considerando k e p fixos, notamos que as duas cotas anteriormente vistas convergem
uniformemente para zero quando n cresce. Portanto, essa diferenca entre elas nio tem
qualquer efeito para a obtencédo da versao infinita de um teorema tipo de Finetti para uma

seqiiéncia O(M )-invariante. Aqui, daremos preferéncia a limitante obtida no teorema 3.2.3.

Para formalizarmos a forma finita para uma seqiiéncia O(M )-invariante, denotemos por
P* a P-lei do vetor O(M )-invariante Y(x), 1 < k < n, e consideremos , como antes, Pé:,GQ
denotando a lei de um vetor aleatério k-dimensional com distribuicio N(XiB,0%1;), B € RP

e 0 > 0. Note, ainda que a forma finita é uma conseqiiéncia direta do teorema anterior.

Corolario 3.2.1 (Forma Finita) Seja Yi,...,Y, uma seqiiéncia finita de quantidades aleatdrias
reais O(M)-invariantes. Entdo, existe uma medida de probabilidade i definida sobre RP x

(0,00) tal que para cada k com k + 3 < n — p,

’ : k+3
”Pk B /Rpx(o o) PAU?dﬂ(lB,UQ)“v = 2{

s (det(V4))™2 — 1} (3.25)

Prova: Sejam v, a P-lei de (B,, E,) e pu, a P-lei de (B,, E,/(n — p)). Como Y;,...,Y,
€ uma seqiéncia finita de quantidades aleatérias reais O(M )-invariantes, pela proposicio

3.2.1 temos que
P = / Q. dva(b, )
RPx(0,00)

- | QEperdpta(b, ), (3.26)
RPx(0,00)
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onde ¢* = ¢(n — p).

Escolhendo p = p,,
Phpdu(B,0?) = [ P 2dpin (8, 02
Joeioumy PhritB:6%) = [ Pfgadua(8,0%)

= B dp, (b, c). 3.27
/M(Om) £ dpin(b, c) (3.27)

Usando (3.26), (3.27) e a propriedade de convexidade da distancia de Variagao Total,

obtemos

1P* = [ o Phondi(B:0)ly = | (Qres = B die(o, )y

RPx(0,00)

< [ Qkbe — Billvdu(b,c)
RPx(0,00)

k+3 1
< 2 ——— 4+ (det(Vi)) 2 =1
< o s vt -1,

onde a ultima desigualdade segue pelo teorema anterior.

O préximo passo sera exibir a versdo infinita do teorema tipo de Finetti para uma
seqiéncia O(M )-invariante e um esboco de sua prova. As idéias da prova sao fornecidas
por Diaconis et alti(1992), que nao explicitam a demonstragao para o caso particular que
esta sendo considerado aqui. Ressaltamos que a forma infinita serd muito 1itil para a obtengao
da particular caracterizagao (completamente) preditivista para modelos O(M )-invariantes
como aquelas que veremos na proxima se¢ao. Como definimos anteriormente, sejam X uma
matriz de constantes conhecidas, de dimensao n X p, com posto p, X; uma matriz de di-
mensao k X p formada a partir de linhas da matriz X e V}, = I} — X (X'X)~'X}. Considere

o seguinte lema:

Lema 3.2.2 Sejam k e p fizos. Se todos os autovalores de Vi sio menores ou iguais a um,

entdo limn_,oo{det(Vk)}_% =1 se, e somente se lim, o (X'X)™! = 0.

Prova : Denote por A;(A) o j-ésimo autovalor da matriz nao nula A e seja B uma matriz

com p colunas.
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Suponha que lim, o, (X*X)~! = 0. Entao, para todo j, temos que lim,_,o, A;(X!X)™! =

0 se, e somente se, im0 Amaz(X'X)™! = 0. Mais ainda,

lim (X'X)™' =0 = lim B(X'X)"'B'=0
= lim )\ (B(X'X)™'B") =0,  Vj
= lm T, [1- ) (BX'X)™'B)] =1

n—o00

& lim det [I, - (B(X'X)™'B')| = 1,

e, consequentemente, lim,_, . det [Ik — (Xk(X’X)“Xi_)_%] =1.

Por outro lado, suponha que lim, o, {det [I; — (X;‘.(XtX)“IX'k)]}_% = 1. Como, por
hipétese, 0 < A;(Vi) < 1, para todo j, temos que

0 < X(Xp(X'X)T'X}) <1 V5.

Sendo assim, temos

lim det [I; — (Xx(X'X)7'X})] =1 & Tim 1) (Xe(XX)71XE)] =1, V;
& lim A (Xu(X'X)'XL) =0, V)
& lim Anes (Xk(X'X)71XE) = 0.

Agora, Amaz (Xp(X'X)™'X}) = maxg= d' (X (X'X)1X%) d (ver Rao(1973)-pg 591).

Entao, como desejavamos

lim max d* (Xx(X'X)'X,)d =0 = lim d* (X(X'X)™'X}) d =0

nroo ||df|=1

= lim (X'X)™ =0.

n—0o

(A prova deste lema nos foi fornecida por del Pino(1996)).
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Teorema 3.2.4 (Forma Infinita) Seja Y1,Y5, ... uma seqiéncia infinita de quantidades aleatd-
rias reais O(M)-invariantes, onde M € o espago gerado pelas colunas da matriz X com posto
completo p. Se lim, oo (X'X)™! = 0, entdo existe uma medida de probabilidade p definida

sob R? x (0,00) tal que, para cada k > p, a P-lei de Y{; tem a seguinte representagdo

o :b,v1})d : 3.2
P = [ o M(Kib v T)du(b,v) (3.28)

Prova: (Aqui faremos apenas um esbogo da prova deste teorema. Leitores interessados

em seus detalhes podem consultar Gasco(1997)).

Seja p, a P-lei da quantidade aleatéria(Bn, nE_"p). Considere o conjunto compacto

E, ,
Cx = {||Bn|| > K ou >K, K¢ R+}. (3.29)
n—op

Para todo € > 0 é possivel encontrar Cy, tal que se verifica a condicao
ﬂn(éli'e) <,

onde Cf, é o complementar de Cf,. Isto é, temos que a seqiiéncia {pn} é tight. Entao existe

uma sub-seqiiéncia {un,} e uma medida de probabilidade y tal que limj oo {fin; } = p.

Como a expressao a direita em (3.25) converge uniformemente para zero, sempre que
limy, 00 (X'X)™! = 0, tomando o limite através da sub-seqiiéncia conclui-se a prova do

teorema.

Observacgoes :

1. Considere B, e E, como definidos nas equagoes (3.5) e (3.6), respectivamente. Defina

E = f_"p. Entao, o vetor aleatério (B,, E%) converge quase certamente, pois ao conside-

rarmos P como a P-lei de uma seqiéncia de quantidades aleatdrias reais cujas marginais

k-dimensionais P§ ,, denotam a P-lei da distribuicdo N (X3, 021} e ao definirmos o evento

H = {y: (Ba(y), E;(y)) converge}
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temos que

P(H) = /72 oy B (5,7, (3.30)

Sob a P-lei da distribuicao Normal dada acima, temos que os Y;’s sao independentes
e normalmente distribuidos e como, por hipdtese, lim,_, o, (X'X)™' = 0 Anderson e Taylor

(1976) provam que B, é um estimador fortemente consistente, isto é, converge quase certa-

. . . . Sty
mente quando n — oco. Sob suposi¢ao de normalidade e considerando que lim,_,« ‘)‘n’\ =A

onde A é uma matriz finita e positiva definida, E; também converge quase certamente (Ver

Singer e Sen(1995)-pag 323).

Entao,

P (H) =1

162

e, portanto, P(H) = 1.
(Perceba que ao supor que lim,,_,, 2%

0.)

= A, garantimos a validade da condigao lim, . (X*X)™! =

Além disso, como (B,, E;) converge quase certamente, existe um tinico vetor aleatério
(B,V) tal que
lim (Ba, B) = (B, V). (3.31)

Seja C um boreliano qualquer de R?x (0, 00). Como para Y ~ N(Xg,0?I), lim,ye0o( By, EZ) =
(8,0%),

n—

BV ett = Pgoa(lim (Bn, E;) € C)dp(B, 0
{( ) € } /'RPX(O,oo) 5‘62( ll'{.lo( n) c ) l‘(ﬁ . )
_ , g
B ‘/RPX(O,oo) 1{(ﬁ’” )EC}dﬂ(ﬁ,U )
= p(C)

onde 1i.cc) € a fungao indicadora e assume o valor 1 se ¢ € C e assume o valor zero, caso

contrario.

Portanto, a P-lei de (B, V) é i e, pela unicidade do limite na expressao (3.31), p ¢ tnica.
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2. A volta do teorema também é vélida. Considere I' uma matriz ortogonal que preserva

elementos de M. Para todo A € M e para todo k

P*(TA) = / P§ ,2(TA)du(8,0%). (3.32)

RP%(0,00)

Como a distribuicao Normal é O(M )-invariante,

P} 2(TA) = P} ,2(A). (3.33)

E, portanto, de (3.32) e (3.33) conclui-se que

P*(TA) = P¥(A). (3.34)

Como a suposicao lim,_q X;X = A implica que lim, . (X*X)™ = 0, a observagao 1

permite-nos formular o teorema anterior da seguinte maneira:

Coroldrio 3.2.2 Seja Y1,Y), ... uma seqiiéncia infinita de quantidades aleatdrias reais O(M)-

invariantes, onde M € o espago gerado pelas colunas da matriz X, n x p com posto completo
XX
n

p. Se lim,_e = A, entdo existe um vetor aleatorio B, p x 1, e uma varidvel aleatdria

V, ndo negativa, tal que para cada k > p
Yiy|B,V ~ N(XiB, VI). (3.35)

A volta também ¢é verdadeira.

Esse resultado exibe uma nova maneira de apresentar o conceito de O(M )-invariancia,
conforme mencionado anteriormente. Além disso, como X é uma matriz qualquer de cons-
tantes conhecidas, varios modelos lineares comuns na pratica estatistica ficam preditivisti-
camente caracterizados. Por exemplo, podemos citar os modelos de Analise de Variancia,

Modelos de Regressao e Modelos de Analise de Covariancia.

Exemplo 3.1: Uma pesquisa € realizada com o objetivo de estudar o efeito de alguns
fertilizantes na produtividade do Pimentao Magali. Neste estudo estido sendo considerados

p fertilizantes diferentes e supde-se que cada pé-de-pimentao receberd apenas um destes
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fertilizantes. Chamemos de Y; a quantidade de pimentdes produzidas pelo i-ésimo pé-de-
pimentao, apds o recebimento de algum fertilizante de interesse e por Y{,) uma amostra de
tamanho n constituida sucessivamente pela quantidade de pimentées produzida cada um dos

n; pés que receberam o fertilizante : = 1,...,p, de tal forma que n =n; +... + n,.

O pesquisador nao tem qualquer preferéncia por amostras Y{,) que fornecam a mesma

inferéncia sobre o efeito dos tratamentos e o mesmo erro experimental.

Chame de n o nimero maximo de pés plantados e considere n; o nimero destes pés que

receberam o fertilizante 7, tal que n =n; + ... 4+ n,.

Denote por X;; uma quantidade que assume o valor 1 se o i-ésimo pé-de-pimentao recebeu
o tratamento j e assume zero, caso contrario. Desta forma a matriz de delineamento X é
uma matriz n X p formada por n; linhas com um 1 na primeira coluna e zero nas demais, n,

linhas com um 1 na segunda coluna e zero nas demais, e assim sucessivamente.

Com essa estrutura, verifica-se que

1 1

(X'X)~! = diag{n—l,...,n—} (3.36)
P

XY = (mVi,...,n,¥) (3.37)

onde Y; ¢ a produtividade média dos pés que receberam o tratamento j. Temos, portanto,

que as expressoes (3.5) e (3.6) assumem a seguinte forma:

B, = (Vi,....%,) e (3.38)
E, = > Y- 0¥, (3.39)
=1 7=1

ou seja, B, é o vetor com as produtividades médias para cada fertilizante.

Suponha que para cada j = 1,...,p apenas k; < n; pés estejam disponiveis para analise,
de forma que a matriz X,_; tenha posto completo (k = k1 +...4+k,). Entdo pode-se escrever

X = diag {lklxl, e 1kpx1}, onde 1,4, denota uma matriz de uns de ordem a x b.
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Com isso, a distribuigao condicional em B, = b e E, = ¢, do vetor Y{;) composto pelas k
variaveis respostas observaveis Yj,..., Y, é a Person do tipo II fornecida na proposicao 3.2.1

com parametro de locacao
bl lkl x1
Xkb =

bplkpxl

e matriz de dispersao

. 1 1
D = dlag {Ikl — Elklxklv ey Ik,, - ;lkPXkP}'

p

Qual seria o erro se utilizassemos para inferéncias nao a distribuicao exata encontrada

c
) n—p

acima mas uma aproximagao pela N (X;b I;.)? O teorema 3.2.3 fornece que a proximi-
dade (no sentido da Distancia de Variacao Total) entre estas duas distribuicdes se k+3 < n—p

é:

. . k+3 1 :
Qk k I
P = _ / < 2 ]. . 3.40
1@ bz llv < n—p—k—3 { ?—_1(1—‘5)} 240

J

Perceba que se para cada fertilizante j a populagao de pés-de-pimentao (que recebeu este

fertilizante) pudesse ser ampliada de tal forma que Vj, n; — oo, teriamos

lim II°_, (1 —~ ﬁ) =1
nj

Vjnj—oo

e, consequentemente,

lim [|Qnbe — P5, < [lv =0,

n—co e
ou seja, a aproximagao pela distribuicao Normal seria, neste caso, muito boa.

Note ainda que quando n; — oo, V7 = 1...p, os ¥’s sdo quase independentes (com
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distribuicao N (Xyb, 75 1i) ) e com isto,

. . ~ —\t
lim B, = lim (Vi,...,Y,) =B=(Bi,...,B,)"  (q.) (3.41)
lim EX = lim ! ; Y? - ‘i n Y2 =V (q.c.) (3.42)
n—oo M Vj,n)—)oon _P < 1 s 757 L) .

onde Bj; pode ser interpretado como a produtividade média da populagiao de pimentdes que
receberam o fertilizante 7 e V € a variancia da distribuiciao do efeito aleatério envolvido no

problema.

Mais ainda, lim,_oo(X*X)™" = limyjn, -0 diag{i,... L1 =0, fornecendo (pelo co-

b
np

rolario 3.2.2), que para qualquer k < p,

YiIB,V ~ N(XiB, V1),

onde

B11j,x1
XkB =

Bp]-kpxl

Observe que a distribuicao de Y, dados B, e E,, para qualquer j = 1,...,p, nio é dada
pela proposigao 3.2.1. Nestes casos, a matriz X,—n; nao tera posto completo, obrigando-nos

a usar outros métodos para determina-la.

Leitores interessados em mais alguns exemplos podem encontra-los em Diaconis et alii
(1992). Na préxima segao, usaremos os resultados e defini¢des apresentados aqui para for-
necer caracterizagoes completamente preditivistas de alguns modelos estatisticos(isto é, dis-

tribui¢ao a priori e fungao de verossimilhanca).



3.3 Preditivismo e o Modelo Linear t

Em Arellano-Valle et alii(1994) sao apresentadas caracterizagoes preditivistas para al-
guns modelos probabilisticos. Particularmente, caracterizam uma distribuicao preditiva ¢
central - e, conseqientemente, uma distribuicao a priori Gama-Inversa para o parametro
inter-subjetivo envolvido no teorema 3.2.1 (teorema de Kingman(1972)) - adicionando a
condi¢ao de invariancia ortogonal percebida na seqliéncia infinita de variaveis aleatérias
uma condigao de linearidade sobre a variancia a posteriori. Ou seja, asssumindo que um
vetor aleatdrio n-dimensional X(,) ¢ distribuido segundo uma distribuigéo ¢ n-variada, com
parametros m, ¢, D e d - abreviadamente, X(,) ~ t,(m; C; D;d) - quando sua densidade é
dada por:

[(%2)D?|C| =

2

w/0(9)

_din
2

Fxom (%) = {D+ (x—m)'C™'(x — m)} (3.43)

onde m é o parametro de locagao cuja ordem é n x 1; C' é a matriz de dispersao com ordem
n X n; D e d sdo reais positivos - com d igual ao nimero de graus de liberdade e D sendo
o parametro de escala (note que quando D = d, temos a distribuicao ¢ de Student usual) ,

Arellano-Valle et alii(1994) estabelecem o seguinte teorema:

Teorema 3.3.1 (Arellano-Valle; Bolfarine, Iglesias (1994))
Seja X1, X,,... uma seqiéncia infinita de quantidades aleatorias reais Ortogonalmente In-

variantes sob P. Entao,
Var(X,|X;) = aX?+b, a€(0,1) e b>0 (3.44)

se, € somente se, X(n) ~ tn(0; Iy; g ia_ﬂl)

' a

Para a prova desse teorema, além do teorema 3.2.1 estabelecido por de Kingman(1972), os
autores utilizaram-se do teorema 2.5.3 estabelecido por Diaconis e Ylvisaker(1979) visto no
capitulo 2, o que permitiu concluir que a distribui¢do misturadora para o teorema de King-
man(1972), sob a condigao (3.44) para a variancia a posteriori, é a distribuicao GT (%, %)

cuja densidade é

fr(w) o (o) expl- ) (3.45)
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Note que esse resultado retira do problema de inferéncia a arbitrariedade da adocio de
particulares distribuigdes a priori conjugadas para o parametro V do teorema 3.2.1 esta-
belecido por Kingman(1972), as quais sdo escolhidas meramente com o intuito de facilitar
calculos. A distribui¢do a priori Gama-Inversa, conjugada natural com respeito a distri-
bui¢ao NV (0, V), dada na expressao (3.45) surge como conseqiiéncia de julgamentos que Vocé
faz a priori sobre a seqliéncia de observaveis refletindo, portanto, sua opiniao sobre V. Essa
distribuicao a priori certamente nao sera adequada para o problema se a condigao (3.44) niao

for uma avaliagao razoavel para a seqiiéncia de variaveis aleatérias considerada.

Os resultados que seguem serao utilizados para provar o resultado que veremos mais

adiante, na proposicao 3.3.1.
Considere 1;4; uma matriz de un’s de ordem 7 X j, i, j inteiros positivos quaisquer.
Teorema 3.3.2 Seja X(ny) = (X1,...,X,)". Se X(n) dado p e 0?, p € R e 0? > 0, tem

distribuicio N (pl,x1,0%1,) € se a distribuicio a priori de (u,0?) € a Normal-Gama-Inversa

tal que plo® ~ N(m,0%r), m € R e1 >0, e o’ ~ GL(%,%),a>0ed>0, entdo
X(n) ~ ta(mlax; V;a;d) (3.46)

onde V = (I 4+ T1nxn).

Uma prova deste resultado pode ser encontrada em O’Hagan(1994).

Para o préximo resultado consideraremos a notagao previamente estabelecida nesta seciao

para a distribuicao ¢ n-variada.

Lema 3.3.1 Seja X(n) ~ t,(m;C; D;d). Entao,
i E(Xm)=msed>1le V(Xu)=2C sed>2
ii. Sejam A uma matrizm x n e b um vetor m x 1j Se A e b sdo ndo-estocdsticos
AXn +b ~t,(Am + b; ACAY D; d);
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ii. Considerando a partigdo:

X m Cn C
Xy = (1) : = 1 . C= 11 G2 ,
X(2) m; Cau Cx

onde X(1) e my sao vetores m x 1 e Cy; € uma matriz m x m temos,
Xyl X(2) = 2@2) ~ tm(myg; Cr1a; Dy; dy),
onde

mp,; = m+ 0120521(-'5(2) — mgy);
Cnz2 = Cn-— 01202_21021;
Dy, = D+ (z@)— mg)’C;;(a:(?) —m;)

d = d4+n—-m, 1<m<n.

Este lema pode ser encontrado em Arellano e Bolfarine(1994) que o estendem para dis-

tribuigoes Elipticas das quais a distribui¢ao ¢ é um caso particular.

A seguinte proposicdo estabelece uma caracterizagio completamente preditivista para
uma distribuigao ¢ ndo-central. Nao encontramos um resultado similar na literatura, o que

sugere que o proximo resultado seja uma das principais contribui¢des neste capitulo.

Proposigao 3.3.1 Seja X, X,,... uma seqiéncia de g.a reais, O(1)-invariante, tal que
E(X3|X1,X2) = G,(Xl + Xg) + bl (348)

onde a € (0,1/2), b € R e by € RY tal que by > l—i—a Entdo, para cada n > 3

by a 1 b? l+a
Xy ~tp | ——1px1; [n + ———1pxn; — [ by — 1 : : 4
& (1—2a1X1 T1 2™ a(2 1—2(1) a ) (3.49)

A volta também € verdadeira.




Prova: Como por hipétese, X, X3,... é uma seqiiéncia O(1)-invariante, pelo teorema

2

3.2.2 de Smith(1981), existem quantidade aleatdrias reais p e 02, o nao-negativa tais que

X(n)l,uv o? ~ N(ﬂlnxla 02]71)3
onde X(n) = (Xl, ‘e ,.Xn)t.

Sejam X = (X; + X;)/2 e S = ¥% (X; — X)?. Dados p e 0%, X e S sdo q.a. reais
independentes com

o'~ N (1,%2) e

Slu,0* ~ G (%, #) )

Desta forma, a distribuigao condicional do vetor aleatério (X, S) dado (u,0?) é

_ 1 1 _ 1 _
I 51u02(T,8) = 7r_027§8 2 exp {—F 2(z —p)’ - S]}

Definindo M = 32, X; e @ = Y2, X? e usando o método do Jacobiano, temos da
1=1 =1 “*

expressao anterior que

m2 1 2
fu@iuer(m, @) = Z=(g+ %)% exp{—4 — log 20} exp{(%, —3%) - (m, q)}.

Denote por 0 = (01,0;) = (%, —555) o parametro natural da distribuicdo de (M, Q) dado
(1,0°) e considere Py a distribuicio condicional de (M, Q) dado 6.

Sendo assim,
dPg(m, Q) = exp{(ala 02) ' (m7 q) - D(@)}d{(m, q)’

onde d¢(m,q) = ﬂlW(q —m?/2)"2d)\; A é a medida de Lebesgue definida sobre R? e D(0) =

—% — log(—0). (Note que ¢ é uma medida o—finita dominada por ).

Agora, ¢ facil verificar que o vetor de derivadas parciais da fungao D(6) com respeito aos
parametros naturais 0, e 0, é:
6, 62 1
D'(0)=|——; & — — | = E{(M,Q)|6}.
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Usando propriedades de esperanca condicional e as condigoes (3.47) e (3.48), temos que

E{D'O)(M,Q)} = E{E{(M,Q)|0:,0:}|(M, Q)}
= E{B{(M,Q)lu, 0*}|(M,Q)}
= E{E{(M,Q)|u, 0%} |Xz, X1}
= 2B{E{(X5, X3)|(1, 0)}|X2, X1}
= 2B{B{(X5, X3)|u, 0, Xa, X1} Xz, X1}
= 2E{(X3, X2)| X, Xs} = (por hipétese)

= 2&(){2 4- Xl, X22 + X12) + 2(b1,b2).

Pelo teorema 2.5.3 de Diaconis e Ylvisaker(1975) visto no capitulo 2 temos que a distri-

buicao a priori para o parametro natural 4 é

_ 2
d7’r(9) _ k,exp{Qb]al + 26202 n (1 2(L) ( 01

2 o E — log 02) } d01 dez

e, aplicando o método do Jacobiano a esta expressao, encontramos a seguinte distribuicio a

priori para (u,o?):

dr((p0%) = k{ &} Fexp {54 (b )} {02} exp {—(Zf?’ (n- (l—fh)z} dudo®.
(3.50)

Note que funcao densidade fornecida na expressao (3.50) caracteriza a seguinte distri-

buicao Normal-Gama-Inversa como distribuigao a priori para (u,o?):

ulo® ~ N (123 %)

ot GT (3 (b 1) 152)

Com isso e usando o teorema 3.2.3 segue que

by a 1 b? l14+a
Xn ~ | ——1, ;-[n —1, ny — by — ! ) .
() (1—2& S * a(2 1 )

1 —2a
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Por outro lado, como toda sub-sequiéncia finita é distribuida segundo uma distribuicao ¢,
sua distribuicao pode ser representada como uma mistura de normais independentes. Sendo
assim, o teorema 3.2.2 de Smith(1981) garante que a seqiiéncia infinita X;, X,,... é O(1)-

invariante.

Além disso, pelo lema 3.3.1, segue que para n > 3
Xs| X1 =2, Xo=29~ 1 (a(a:l +22) + b5 1405 Ag(ay,z0); (14 3a)/2)
onde Ayz, zp) = (1 — a)(z} + 23) — 2by (21 + 22) — 2az122 + éal — %2L

Dali, temos que

E(X3|X1, X))  =a(Xi+ X3) + by,

Var(X;3| X1, X2) = (a— a2)(Xf + X22) — 2ab; (X7 + X3) — 2a2 X1 X, + by — b2
e, consequentemente,

E(X3

X1, X2) = a(XT + X3) + b,

concluindo assim, a prova do teorema.

Perceba que, nesse caso, os julgamentos feitos sobre a seqiiéncia de observaveis determina
que a fun¢ao misturadora para o parametro inter-subjetivo envolvido no teorema 3.2.2 de
Smith(1981) é a Normal-Gama-Inversa fornecida na expressao (3.50) e, como foi comentado

para o teorema 3.3.1, sem qualquer tipo de arbitrariedade.

O préximo resultado é a maior contribuicao deste capitulo por fornecer uma caracte-
rizagao completamente preditivista para o Modelo Linear usual, o que significa banir de um
amplo leque de problemas estatisticos objetos sem sentido operacional. Além disso, note que
este resultado oferece uma extensao da proposicao 3.3.1, por perceber que O(1)-invariancia

é um caso particular de O(M )-invariancia.

Fazendo uso apenas do julgamento de O(M )-invariancia sobre a seqiiéncia infinita de

quantidades aleatorias de interesse e de condigoes de linearidade para a esperanca a posteriori
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das estatisticas suficientes, foi possivel caracterizar uma distribui¢ao Normal-Gama-Inversa

especifica como sendo a distribuigao a priori para os parametros B e V' envolvidos no corolario

natural - no sentido definido em Bernardo e Smith(1994) e no cap. 2 - para tais parametros.

Considere M o espaco linear gerado pelas colunas da seguinte matriz X, de ordem m X p;

1im/kix1 @ Xk
X, = Lm/k]x1 k ’

(IRes(m,k) O)XL

onde X, p < k < m, é uma matriz k X p e pode ser interpretada como a matriz do
delineamento de fato realizado; |m/k| é o menor inteiro menor ou igual que m/k; Res(m, k)
é o resto da divisao inteira de m por k e (I, 0) é uma matriz de ordem a x k constituida

pela matriz identidade de ordem a e pela matriz de zeros 0, cuja dimensao é a x (k — a).

Defina Y, = (Yi—1)eq1,---5Yik), 2 = 1,2,..., e considere as respectivas estatisticas
(k) (i=1)k+ p

suficientes para os parametros B e V do corolario 3.2.2,
T, = X ,fY(}C) (3.51)
T, = (Y)Y (3.52)

Considerando a matriz Y(,r) = (Y1,...,Yn) = (Y(}c), ey Y(’Z)) de dimensao n x k, esta-

belecemos o seguinte resultado:

Proposigao 3.3.2 Seja Yi,Y,... uma sequéncia infinita de quantidades aleatorias reais
O(M)-invariantes. Sejam a e by, nimeros reais positivos e by um vetor de constantes

qualquer com dimensdo p X 1 com p < m. Se limy_e0 (X!, X,n)™! = 0, entdo
E((Y("i))tY&ﬂY&)) = aTy+ by, (3.54)

se, e somente se, para cada par de inteiros positivos n e k, com k > p tais que X, _i tenha

posto completo, obtiver-se
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Xk(Xf\.Xk)‘lbl _
l—a !

Y(nk) ~ (lnxl ® In ® Ik + ( nxl1 @Xk) (Xth) ( nxl1 ® Xk)t;

by bI(XiXi)T'br k(1-a)+(p+ 2)“) , (3.55)

a a(l —a) a

Prova : Uma vez que por hipétese lim,, ., (X! X,,)~! = 0, pelo coroldrio 3.2.2 existem

um vetor aleatério B e uma variavel aleatéria positiva V tal que

Y(nk)lB,‘/NN(lnxl QR X B; V[n®lk). (356)

Sendo assim, fixando X e dados B e V, a distribuigao conjunta das estatisticas T} e T

anteriormente definidas é caracterizada pela seguinte funcao de densidade:

Bt 1 k k 1 B'X!X,; B
Inneyvx,(T,T:) = HGXP{(Tl,Tz)- (\_/;_2—\7)+ log ( 108< V) —;V_A)}

(3.57)

onde H é uma func¢ao qualquer dos Y;’s e U.W representa o produto interno entre os vetores

UeW.

Denote por § = (6}, 0;)= (37', —2—v) o parametro natural da distribui¢ao condicional

de (71,7T3) dados (B,V) e X e chame de Pyx, a distribuigao condicional de (7}, T3) dado
0e Xk.

Dados (B, V) e Xy, (T1,T2) é uma amostra de tamanho um da familia

dpe,Xk(Tl,TZ) = exp{ Tl,Tz (91,92 }df Tl,Tz) (3-58)

onde d{(T;,T7) = HdA; X é a medida de Lebesgue definida sobre RP*! e

D) = X 10g(—py) - KeVKsly)

40,
(Note que ¢ é uma medida o-finita dominada por ).
Com isso, verificamos que
X} X0, ko (Xk01)"(Xi6,)
D)= (-1 — = E{(T\, T :
( ) ( 292 b 262 + 40% {( 1, 2)|0’Xk}
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Usando as hipéteses (3.53) e (3.54) e propriedades de esperanca condicional, temos que

E{D'(O(Ty,T2)} = E{E{(T\, T2)|0, X4 }|(Th, T2)}
= E{E{(T1, T2)|B, V, X, }|(T3, T2)}
= E{E{(T\, T)| B, V, X, } Y3 }
= (XLEQYRIVG Y BUYE)YE IV
= (BRI E{(YE)YEIYE})

= a(Tl,Tg) + (bl,bg).

Dessa forma, pelo teorema 2.5.3 estabelecido por Diaconis e Ylvisaker(1979) as hipdteses
estao verificadas e, portanto, a distribui¢ao a priori para o pardmetro natural  é absoluta-

mente continua com relacao a medida de Lebesgue e tem a seguinte densidade

_ A ¢
dn(0) = lexp {% (blai - b202> _a - a) <_glog(—92) _ (Xkﬂllza(zxkgl)_) } db,db,,

onde [ é uma constante apropriada.

Considerando esse resultado e aplicando o método do Jacobiano, a seguinte distribuicao

a priori para (B, V) é obtida

2a

<[+

dn((B,V)) = z{

ki=a)+ (p42)at1 1 b By(XiXk) by (l)g
2V \ @ a(l~a) v

t -1 txrt _ t -1
exp {—l (B _ (X5 Xe) b‘) XXkl = a) (B _ KXy b‘) } dBdV.
2 l—a aV l1—a

(3.59)

Logo, o vetor (B,V) tem como distribui¢ao a priori uma distribuicao Normal-Gama-
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Inversa de tal forma que

b, bﬁ(Xi.Xk)‘lbl_ E(l1—a)+ (p+2)a
¥o~ogl (2a B 2a(1—a) '’ 2a ¢ (3:60)
t -1 7
BlV ~ N ((X"IX")G bl; la‘ (X;Xk)—‘) : (3.61)
- —a

Com isso, pelo teorema 3.3.2 verificamos que para todo inteiro k& > p, Y(nx) tem a

distribuigao ¢ nk-variada desejada.

Por outro lado, como toda sub-seqiiéncia Y ) é distribuida segundo uma distribuicao

t, usando o lema 3.3.1, determinamos que;
YlYay ~t(may;  Coy; Doy da),
onde
mz, = Xp(XiXi) 7' (aTy 4 by) = E(YE) 1Y),

Coa = I+ aXp(X(X) XS,

k+ ap+ 2a
dy = —LAE L
a
bi(Xsz)_lbl

a

Dy = by+aTy — 2aT{ Xk (X} Xy) 'by — *T{(XLX,) T —

Com isso obtém-se que
by + aTy — 2aT{X (X} X)) by — a®T}H(X4 X)) — bl (XL X, )" 1b,
k+ap '

i a(
Vaf(y(i) IY(}C)) =

(I + aXK(X4Xk)T'XE)
e, consequentemente,
BXGIYE) = X4E(GVh) =aTi+by, e
E((Yi) YiylYiy) = t(VIYGIYR)) + (BYE YR E(YR Y = aTa + bs.
Agora, lembrando que toda sub-seqiiéncia distribuida segundo uma distribuigao ¢ pode

ser representada como uma mistura de Normais, o coroldrio 3.2.2 garante que Yi,Y5,... é

uma sequéncia O(M )-invariante, concluindo a prova.
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Exemplo 3.2: Voltando ao exemplo 3.1 da secao anterior, vamos identificar aqui, as
distribuigoes a priori para o vetor aleatério (B, V) do corolario 3.2.2 e o modelo adequado

quando as hipdteses da proposi¢ao 3.3.2 estiverem satisfeitas.

Assuma que o vetor constante dessa proposicao é b; = (bj],... ,b;})’ e considere como
antes que k = ky+...+k,. Para cada n inteiro positivo e para cada k > p tal que X,,_ tenha
posto completo temos que o modelo adequado para quantidades aleatérias O(M )-invariantes

satisfazendo as condicoes (3.53) e (3.54) é:

bl
f.:']-klxl
. a
Yok ~ t|1.® : v In® I+ ——S;
4 l1—a
;j.ilk,,xl

p )
b, i=17%  k(l—a)+(p+2)a

22 _ : 3.62
a a(l—a)’ a (362)
onde
dia'g{'kl_llklxh?'">t1kp><kp} diag{%lklxk”---aélkpxkp}
S =
diag{ﬁlk]xkl"")_klzlkpxkp} diag{%lklxkn--o,tlkpxkp}

Neste caso, a distribui¢do a priori para (B, V) é a distribuicio Normal-Gama-Inversa

dada por
p &)
V o~ 6T by 2i=iG k(1 -a)+(p+2)a .
2¢  2a(l —a)’ 2a
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1 B % 1 1
a
B|V ~ : 2 diag{—,..., —
it N T a ) : T2 1ag{ }
;ﬁlkpxl

Alguns dos resultados apresentados aqui serao utilizados posteriormente para fazermos
previsoes de retornos de pregos de agoes dentro do contexto de mercados eficientes. Junto
com a Regra de Jeffrey Preditiva vista no capitulo 2, estes resultados propiciarao a criacio

de um algoritmo para previsao incorporando imprevistos(ver capitulo 5).

Devemos notar ainda que os resultados apresentados na seciao 3.3 deste capitulo - espe-
cificamente, o teorema 3.3.1 e as proposigoes 3.3.1 e 3.3.2 - fornecem mais alguns exemplos

de J-conjugacdo, anteriormente visto no capitulo 2.
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Capitulo 4

Imprevistos e Pontos de Mudanca

4.1 Introducao

Como vimos no capitulo 2, a Regra de Jeffrey é um mecanismo de atualizacao de pro-
babilidades que permite incorporar acontecimentos imprevistos em sua opiniao no momento
em que Vocé toma conhecimento de sua ocorréncia . Isto s6 é possivel por que a Regra
de Jeffrey permite a retaxacao arbitraria das probabilidades inicialmente atribuidas a todos
os eventos de uma particao. Como conseqiéncia a Regra Preditivista de Jeffrey fornece
um procedimento para se fazer previsdes sobre observagoes futuras, envolvendo neste pro-
cesso a ocorréncia de imprevistos ou informagoes nao previamente consideradas que ocorrem

instantes antes de Vocé declarar suas opinioes.

Neste capitulo voltaremos nossos estudos para uma outra situacao de interesse que é o
problema de inferéncia sobre pontos de mudangas. Muitas vezes a ocorréncia destes pontos de
mudanca esta relacionada com o acontecimento de eventos imprevistos e a deteccao destes
pode ser esclarecedora e muitas vezes informativa a respeito do fendmeno que esta sendo
estudado. Um problema famoso que ilustra a importancia da detecgao de pontos de mudanca
é o caso Watergate cuja ocorréncia provocou uma alteragao importante no comportamento

do mercado financeiro norte americano e ainda hoje é estudado pelos economistas com o
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intuito de descobrir quais fatos realmente levaram o mercado a instabilizar-se. Um outro
exemplo que reforca a importancia de detecgao de pontos de mudanca é quando estudamos
a evolugao de pacientes que sofreram transplantes e tentamos explicar as possiveis causas
de rejeigao do orgao transplantado. Saber o momento exato em que a rejeicao ocorre pode
auxiliar na determinacao das possiveis causas da rejeicao e, conseqlientemente, ajudar na
adequagao do tratamento de pacientes futuros. Perceba que esta rejeicao pode ter ocorrido

antes que se manifestasse aparentemente.

Um ponto de mudanga é um ponto onde se observa uma modificacio na estrutura
da distribuicao de probabilidade que descreve sua incerteza sobre objetos observaveis. Esta
mudanga pode ser marcada por uma alteracdo na forma funcional da distribuicao ou simples-
mente por uma modificagdao nos parametros que indexam tal distribui¢io sem, no entanto,

modificar a sua forma funcional.

Do ponto de vista Bayesiano, o problema de como fazer inferéncias sobre pontos de
mudangcas tem sido considerado por varios autores. Por exemplo, Smith(1975) aborda o pro-
blema de inferir sobre um unico ponto de mudanca fornecendo resultados particulares para
mudancas na média considerando tanto dados normais como binomiais. Em ambas situacoes
Smith(1975) considera apenas mudangas na média e nao na forma funcional da distribuicao.
Posteriormente, Menzefricke(1981) usa procedimentos similares para fazer inferéncias sobre
um ponto de mudanca na precisao usando dados normais com médias e variancias desconhe-
cidas. Nesta mesma linha Hsu(1982) faz inferéncias sobre um ponto de mudanca permitindo
localizar também modificacées na forma funcional da distribuigao dentro da particular classe
das distribuigoes poder exponencial definida por Box e Tiao(1973). Hartigan(1990) define o
Modelo Parti¢ao Produto cuja estrutura permite inferir sobre véarios pontos de mudanca nao
s6 nos parametros como também na forma funcional da distribuicao. Este modelo generaliza
todos os casos vistos anteriormente e é utilizado por Barry e Hartigan(1993) para concluir
sobre varios pontos de mudanga na média de dados normais com variancia comum (conhe-
cida). Este problema também foi abordado recentemente por Crowley(1997). Correa(1998)
utiliza o Modelo Particao Produto para detectar varios pontos de mudanca na variancia de

dados normais com média conhecida e aplica os resultados obtidos para concluir sobre o
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comportamento estocastico da volatilidade do mercado financeiro chileno. Stephens(1994)
fornece uma metodologia para inferir sobre varios pontos de mudanca quando os pontos de
mudanca podem ocorrer em tempo continuo e Green(1995) discute o problema para processos

de Poisson.

O Modelo Particao Produto ( neste trabalho denotado por MPP) definido por Harti-
gan(1990) tem-se mostrado bastante eficiente nos estudos de identificagao de pontos de mu-
danca e por esta razao dedicaremos a proxima secao deste capitulo ao estudo detalhado deste
modelo, destacando algumas de suas propriedades - como a conjugacao - e apresentando a sua
versao paramétrica de forma menos prolixa do que a exibida em Barry e Hartigan(1992,1993).
Na secao 4.3 apresentaremos o procedimento computacional proposto por Yao(1984) para
o calculo das relevancias, o qual é vital para tornar computacionalmente viavel o uso do
MPP. Na secao 4.4 estudaremos o MPP para dados condicionalmente normais com média e
variancia desconhecida e os resultados obtidos nesta segao serao posteriormente utilizados no
capitulo 5 para inferir sobre varias mudancas na volatilidade e retornos diarios esperados para
dados do mercado chileno, estendendo assim os resultados desenvolvidos por Correa(1998)
e Crowley(1997). Finalmente, na secao 4.5 apresentaremos o procedimento computacio-
nal para o cédlculo da distribuicao a posteriori para varios pontos de mudancas, utilizando

técnicas de simulacao via cadeia de Markov como foi sugerido em Barry e Hartigan(1993).

4.2 Modelo Particao Produto - MPP

Nesta secao apresentaremos o modelo partigao produto (MPP) para o caso particular
em que o conjunto de observacoes de interesse sao obtidas sequencialmente e exploraremos

algumas de suas propriedades.

Os componentes basicos dos MPP, no caso que sera discutido aqui, sao um conjunto de
observacoes Xi,...,X,, n > 1, feitas sequencialmente e uma partigao aleatéria do conjunto

de indices I = {1,...,n} que serd denotada por p.
O propodsito desse modelo é descrever sua incerteza sobre o objeto aleatério (X, ..., Xn, p)
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dentro de uma estrutura bem particular que deve traduzir tanto a percepcao que Vocé tem da
similaridade (em algum sentido) existente entre elementos de subconjuntos disjuntos destas
observagoes, como a independéncia que Vocé julga existir entre estes subconjuntos ou blocos
de observagoes. Uma apresentacao formal do MPP podera ser vista nas definicoes 4.2.1 e

4.2.2 fornecidas mais adiante nesta secao.

Por simplicidade nao diferiremos a notagao usada para valores observados daquela usada

para valores a observar - todos serdo grafados com a letra xis maidscula, em itélico.

Considere B como sendo a variavel aleatéria que conta o nimero de blocos existentes na

particao p. Entao B assume valores no conjunto 7.

Como estamos assumindo uma estrutura seqiiencial para as observacdes, o valor {16, 215-- -,
iy} de p satisfazendo a condicao 0 =i, < 1y < ... < ip = n, onde b é um valor assumido por

B, dividira o conjunto de observagées X1, ..., X, em b blocos contigiios da seguinte forma
(X1, Xa] [Xipsn, - Xo ] oo X100, X3y

e dentro desta estrutura nao serd permitido a existéncia de blocos formados por observacoes

nao sucessivas como por exemplo

[Xla ’4’ ,6] [AX'2, ’3,X5] [A’7 ..... X‘n]

(Ver Hartigan(1990) para uma definigao mais geral.)

O que faz de duas observagdes quaisquer X; e X;, 1 # j, elementos de um mesmo
bloco é a percepgao que Vocé tem sobre a semelhanca ou associacio existente entre elas.
Hartigan(1990) define como coesao o valor numérico e nao-negativo que traduz este grau
de associagdo ou semelhanga que Vocé julga existir entre as observacoes pertencentes a um
mesmo bloco. No caso que estamos considerando, as coesdes podem ser interpretadas como
as probabilidades de transi¢ao da cadeia de Markov {Z,k € N}, onde Z; representa o
instante em que ocorre a k-ésima mudanga na estrutura da distribuicio de X, ..., X, isto
é, para k = 0, Z; assume o valor iy = 0 e para k > 0, Z; assume valores no conjunto de

inteiros {Zy—1 +1,...,n}, se Zy_; #n e Zy = n se Zx_; = n. Perceba que {Zk,k € N} ¢é
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a cadeia {,,1,...,1} formada pelos pontos finais dos blocos e que ao eliciar suas coesoes
Vocé expressa, indiretamente sua opiniao sobre os pontos {i; +1,...,7_; + 1} onde ocorrem
mudancgas no comportamento da seqliiéncia observada, isto é, sobre os pontos de mudanca

da série.

Vendo dessa forma é intuitivo pensar que sua opiniao a priori sobre a partigao aleatoria p
é uma funcao das coesoes previamente determinadas. De fato, assumindo que as observacoes
sdo seqliencialmente feitas e considerando a estrutura markoviana descrita acima com P(Z, =

1,) = 1 obtemos
Plp={toy---s0s}) = P(Zo=10,21 =11, =1p)
= P(Zy=iy|Zb—1 = tb-1) ... P(Z) = 1|2, = i) P(Zo = 1,)
= Hz=1pik_,ik, (4.1)

onde p;,_,;, denota a probabilidade de transigao do estado i;_; para o estado 7; na cadeia

de Markov apresentada anteriormente, k = 1,...,0.

Denote por X;; o bloco formado pelas observagoes Xii1,...,X; e por ¢;; a coesao asso-

ciada ao bloco Xj; onde 7,7 € I.

Definicao 4.2.1 (Modelo Particao Produto)
Considera-se como Modelo Partigao Produto (MPP) qualquer distribui¢do conjunta sobre as

observagoes X1,...,X, e a partigao aleatoria p satisfazendo as sequintes condigies:
(1) a distribuicao a priori para p € wma distribuigao produto, isto ¢
s . A1r1h
P(p={to,...,is}) = KT_;ci_ys, (4.2)

onde K = {Ecﬂgzlcij_lij}_l e C € o conjunto de todas as possiveis parti¢oes do conjunto
de indices I em b blocos contigios com pontos finais {i,,...,%} satisfazendo a condigdo

0=, <y <...<p,=n,Vbel;
i1) Condicional em p, as observacoes em diferentes blocos sao independentes, isto €,
p ¢ P
f(Xla ceey anp = {io’ cen ’ib}) = Hg:l.f“]——li] (‘Xi)—lij) (43)
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onde f;;(Xi;) € chamado de fator dado e b € I.

Perceba que um modelo parti¢ao produto é adequado para descrever sua opinido sempre
que a semelhanca existente entre os elementos de um mesmo bloco puder ser traduzida, por
exemplo, através de algum julgamento de invariancia (ver cap.3 para alguns exemplos), além
de ser considerado razodvel o julgamento de independéncia feito ao descrever o comporta-

mento entre os blocos.

Assumida a estrutura do modelo parti¢do produto, a distribuicio a priori para a variavel
aleatoria nimero de blocos B pertencentes a partigio pode ser obtida por notar a equivaléncia

entre os eventos {B = b} e U¢[p = {io,1,-..,1s}] para cada b € I. Deste modo,
P(B=b) = P (U[p = {io,il,...,ib}])
CI
= > P(p={io,i1,---,10})
Cl

= KZH;’-:lcl-J_l,-j, (44)
CI

onde C’ é o conjunto de todas as particoes do conjunto de indices I em b(fixo) blocos contigiios

com pontos finais {io,%1,...,7,} satisfazendo a condi¢io 0 =iy < 1; < ... < iy = n.

Uma caracteristica importante dos modelos particio produto é que a distribuicio a poste-
riori-para p tem a mesma forma que a distribuigéo a priori, como pode ser visto no seguinte

resultado.

Proposigao 4.2.1 (Barry e Hartigan(1992))

Se o MPP ¢ assumido como distribuicdo conjunta das observagées X,, ..., X, e p, entdo

a distribui¢do a posteriori para p € uma distribui¢io produto com coesées

¢ = cifii(Xij). (4.5)

Prova: Supondo vilidas as condigées (i) e (ii) da definigao 4.2.1, temos que para cada
bel,

JEo = {205 essts}s Xiguso . Xa)
f(Xla'--’Xn)

P(p={ioy-..,is}| X1, .., Xn)
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F(X1, - Xalp = {ioy .. is})P(p = {in. .. is})
f(-’\,lv-- -s}\rn)

K b ,
f(Xl . "Xn)szl.fi}_li) (‘Xl']__lij )Cij_li']

_ rx1Tb *
= Kk szlci]_lij ,

como se pretendia demonstrar.

Uma vez que a distribuigao a posteriori para p € um produto de coesdes a posteriori cj;,
por argumentos analogos aos usados para obter a distribui¢do a priori para B derivamos a

sua distribuicao a posteriori, a qual é dada por

P(B =b|Xy,...,X,) = K" ¢ Vbe I, (4.6)
cl

131 iJ )
onde C’ é o conjunto definido na expressao (4.4).

Em muitas situagoes praticas, como a que abordaremos no capitulo 5, os pontos de
mudanca sao definidos por modifica¢oes nos parametros que indexam a distribuicao dos X;’s
e nao por alteracoes em sua forma funcional. Por exemplo, ndo é pouco razoavel supor que
em algumas situacoes ocorra um aumento na volatilidade do mercado mas que permanecam
inalterados o retorno diario esperado e a forma funcional da distribuigao que descreve a sua
percepcao sobre o comportamento dos retornos diarios. Por esta razao, torna-se interessante

incluir no MPP os parametros que indexam as distribuicoes das observacoes.

Considerando X; como a variavel aleatéria cuja distribui¢ao é indexada pelo parametro
0;, 1 € I, podemos definir um modelo partigao produto envolvendo os parametros 6;’s e a

particao aleatdria p da seguinte forma:

Definicao 4.2.2 (Modelo Parti¢io Produto Paramétrico)
Diz-se que a distribuicdo conjunta dos objetos aleatorios (Xy,01),...,(Xn,0,) € da particao

aleatoria p € um Modelo Partigio Produto Paramétrico se
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(1) a distribui¢do a priori para p € uma distribuigao produto, isto ¢
Plp = {ips. - 8}) = KT yes,_yis (4.7)

onde ' = {Ecﬂgzlci]_l,-]}'l e C € o conjunto de todas as possiveis particoes do conjunto
de indices I em b blocos contigiios com pontos finais {i,,...,1} satisfazendo a condi¢cdo

0=, <1 <...<tp=n,bel;

(i) Condicional em p, os objetos aleatdrios (X,,0,),...,(Xn,0,) localizados em diferentes
blocos sao independentes e dentro de um mesmo bloco X;; os parametros sdo todos iguais a

um pardmetro comum 07 isto €,
f((‘Xl’ 01)7 %y (A’m gn)lp = {ioa cee aib}) = H?:lfij_liJ(XiJ_lijv oij_lij)a (48)

onde 09 = 0iyy = ... = 0;, fi;(Xi;,07) = fi;(Xi;109)f:;(09) e fi;(67) € a distribui¢do a
priori para o par@metro comum 0 que indeza a distribuicio das observagées dentro do bloco

Xij paratodor=1,...,n €7 > 1.

Note que se conhecéssemos os parametros 6;’s, a particio p seria conhecida e con-

sequentemente seriam conhecidos os pontos de mudanca.

Como supostamente as quantidades aleatérias (X;, 6;)’s em blocos distintos sdo condicio-
nalmente independentes dado p, as quantidades aleatdrias X;’s em diferentes blocos também
serao condicionalmente independentes dado p, por que estas sao fungoes disjuntas das quan-
tidades aleatorias (Xj,#;)’s no bloco correspondente. Desta forma, se a priori assumirmos
o MPP definido acima a distribuicdo a posteriori para p é a distribui¢io produto dada no
teorema 4.2.1, isto é,

P(p = {io,...,is}) = K*II’_

1]_11']’3 (4'9)
onde c}; = ¢;; fi;(Xi;) , fij(Xi5) = f@u f(Xij,0)d0 e ©;; é o espago paramétrico do parametro

comum 6 que indexa a distribuicao do bloco de observagoes Xiie

Também verificamos que a distribuigao condicional de 6s,...,0, dado p = {i,,71,...,%5}
eXl,...,Xn é

f((Xlaal)’--'a(Xn70n)|p - {io’---aib})
f(-le"'aX'nlp = {ioa"'aib})

FOr,-0nlp = {ioy - i}, X1y, Xin)



1f11 11] ,J 1,J|9z, 11; fz, 11](911 w)
j:lf']—ll](‘x’tj—l‘])

= T fi_i,(0979]X, ) (4.10)

onde f,-j(H"j

Xij) é a distribui¢ao para o parametro comum que indexa as distribuicoes das
observagoes pertencentes ao bloco de observacoes X;, apds estas serem observadas - isto €,

é a distribuicao a posteriori dentro do bloco Xj;.

Esse fato, junto com o resultado obtido no teorema 4.2.1, nos permite concluir que a
distribuigao conjunta a posteriori para os parametros 04, ...,0, e para a parti¢ao aleatoria p
¢ também um MPP. Ou seja, o MPP paramétrico também preserva a posteriori sua estrutura
inicial, conduzindo-nos a conjugacao. Desta forma, quando é razoavel a ado¢ao de um modelo
particao produto para a descricao inicial de sua incerteza, inferéncias pos-observagoes sobre
pontos de mudanga sao feitas através do produto das coesdes a posteriori cj; anteriormente

definidas na expressao (4.9).

Uma vez encontrados os pontos de mudanca torna-se importante estimar os parametros
dentro de cada bloco para se ter uma idéia da dimensao da mudanga ocorrida. Para isso
€ necessario encontrar o comportamento a posteriori para cada parametro 0y, k =1,...,n.
Obviamente, o comportamento de 6, depende do bloco a que ele pertence. Consideremos

um exemplo simples para entender como derivar a distribuicdo a posteriori de 6.
Denote por [i7] o bloco formado pelos indices {7 + 1,...,7}.

Exemplo 4.1: Considere uma seqiiéncia X, X3, X3 onde X; é uma variavel aleatoria

cuja distribuicdo esta indexada por 6;, 1 = 1,2, 3.

Primeiramente, tome ¢ = 1. Todas as parti¢oes possiveis do conjunto {0;,0,,65} que

possuem 6; como o possivel parametro do bloco ao qual pertence sao

[01] [02] [03]

[01]) (02, 03]
[01,02) (03]
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[017 02793]-

Nas duas primeiras parti¢oes ; pertence a blocos idénticos. Portanto, seu comporta-
mento deve ser descrito em ambas parti¢oes por uma mesma distribuicao de probabilidade,
independentemente de como € particionado o restante do conjunto. Em cada uma das demais
particoes, #; pertence a blocos distintos dos anteriores e também diferentes em cada uma
destas particoes. Por esta razao, seu comportamento devera ser descrito diferentemente em
cada uma delas e também distintamente da descrigao feita nas duas primeiras. Desta forma,

a distribuicdo a posteriori para 6; sera
011X, X2, X3) = fo1(6:1]1X01) P([01] € p| X1, X2, X3) + fo2(011X02) P([02] € p| X1, X2, X3)
+ fo3(01|Xo3) P([03] € p| Xy, X2, X3)
= 2, fos02] X0 P([07] € pl X, X2, X),

onde P([i5] € p|X1,X2,X3) denota a probabilidade a posteriori do bloco {i + 1,...,5}

pertencer a partigao p.

Para 7 = 2 obtemos as mesmas parti¢des do conjunto {6;,0,, 03} que as obtidas no caso

anterior, isto €

[61] [02] [05]
[61] [62,05]
[01,02] (03]

[Hla 02, 03]

Diferente do que ocorria com 6, §, sempre pertence a blocos distintos e por isso seu

comportamento deve ser descrito diferentemente em cada particao. Fazendo isto obtemos

F(02] X1, X5, X3) = f12(02]X12) P([12] € p| X1, X2, X3) + fo2(02
+ fo3(02| Xo3) P([03] € p| X1, X2, X3) + f13(02]X13) P([13] € p| X1, X2, X3)
= TS0 fii(021X:;) P([i] € pl X1, X2, Xs3).

Xo2)P([02] € p

Xl’ X?,A’?))
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Analogamente, derivamos que

(03] X1, Xo, X3) = S?:gfi:i(eleis)P([ﬁ] ep

X1, X3, X3).

O resultado mostrado no exemplo acima foi generalizado por Barry e Hartigan(1992) os

quais, usando argumentos analogos aos usados no exemplo, estabelecem que

J(0x

,Xl,...,Xn) = ch(ak,ple,...,X,,)

= ch(9k|p, ‘Xl, . ..,Xn)P(pIXl, “ow ,‘Xn)

= DT fi(Ocl Xi)r([i3]1 X1, - ., Xn), (4.11)
onde r([i5]| X1, ..., X,) é definida como a relevancia a posteriori para o bloco [ij] = {i +
1....,j} e representa a probabilidade a posteriori do evento “o bloco [17] pertence a partigao

aleatoria p”.

Se a regra de penalizagao adotada é a fun¢ao de perda quadratica, a estimativa a posteriori
para cada parametro 0y, k = 1,...,n, é a média da distribuigao a posteriori para 6, a qual

pode ser determinada através da seguinte expressao

E(9k|X1,...,Xn) = EpIXl,...,X" (E(Hklp,Xl,...,Xn))

= ScE(0clp, X1, ..., Xa)P(p| X1, ..., X0)

= SIS B0k Xi)r (i3] Xy - - -, Xa). (4.12)
A expressao (4.12) é obtida utilizando-se de argumentos semelhantes aos usados para

derivar a distribuicao a posterioride 0, k =1,...,n, dada em (4.11). (Ver Correa(1998)).

Como calcular a relevancia a posteriori do bloco X;;? Devido a complexidade dos calculos
devemos recorrer a procedimentos computacionais para o célculo desta distribuicio a pos-
teriori. Estes procedimentos, que foram desenvolvidos por Yao(1984) e também divulgados

em Barry e Hartigan(1992,1993), serao apresentados na préxima secao.
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4.3 O Calculo da Relevancia

Nesta secao, descreveremos o algoritmo recursivo proposto por Yao(1984) para o calculo
da relevancia quando consideramos particoes em blocos contigiios que é o caso que nos
interessa neste trabalho. Para isto, considere como antes que c¢;; é a coesao atribuida ao

bloco Xj; e denote por r([ij]) a relevancia a priori para o bloco X;j, i, € [ ={1,...,n}.

Seja A;; = EI4_,ci,_,i,, onde a soma é feita sobre todo conjunto de inteiros satisfazendo
1 =1, <1 <...<1=j que particiona o conjunto {z +1,...,7} em b blocos com pontos

finais ,,1,...,1, b € I, e denote por B o evento “ o bloco [ij] pertence a particao p.
) ) p JIP p P

Proposigao 4.3.1 Sejam 1,3 € I. Entdo a relevincia a priori para o bloco X;; ¢ dada por

Aoicij/\jn

r([ij]) = I Y (4.13)

Prova: Sejam C; o conjunto de todas as partigoes possiveis do conjunto de indices

I={l,...,n} satisfazendo 0 =i, <4, < ... < iy =1 < J=tpp1 < g2 < ... < p =70, Cz 0
conjunto de todas as particoes possiveis do conjunto de indices {1,...,7;, = i} satisfazendo
0=1, <12 <...<1 =1eC3o0 conjunto de todas as parti¢des possiveis do conjunto de
indices {7,...,n} satisfazendo j = ij4; < ipp2 < ... <1p =n.

Desta forma,

7‘([2]]) = ECIP(P = {io,.. . ,ik = Z,] = ik+1,. . .,ib})
= ]\"Eclﬂgzlcir_l,’r
= K(Z¢, I ciyi, )cii (B, Momgy2Ciy i)
= I\"/\oikcij)‘i,ib = I\")\o,-c,-j)\jn,

onde K’ é uma constante obtida da seguinte forma

K = {ScP(p={ioy...,0})} "

- ! (4.14)

Aon

e C é o conjunto apresentado na definicdo 4.2.1.

146



A proposta feita por Yao(1984) consiste em fazer calculos recursivos das quantidades Ao,

e A, executando-se o seguinte algoritmo

Aot = Cioiy = Col
Aor+1 = Cort1 + Zi1 AoiCiri
/\n—ln = Cn-1n

Arn = G+ Z02 N AdnCin.

Note que usando este algoritmo podemos determinar as estimativas a posteriori para os
parametros 0;’s sem conhecer explicitamente a distribuicao a posteriori para p. Isto significa
um grande ganho em tempo computacional por requerer neste processo menos passos do que

os exigidos na derivacao da distribuicdo a posteriori para p.

Se desejamos as relevancias a posteriori para o bloco [ij], basta considerarmos as coesdes
a posteriort
t 3 " 8
ci; = ciif (Xi5)

e procedermos similarmente.

4.4 Aplicacoes a Modelos ¢

Nesta secao aplicaremos os MPP apresentados anteriormente na secio 4.2 a dados jul-
gados condicionalmente normais com média e variancia desconhecidas - isto é, partiremos

supondo que cada observagdo X;, dado 0; = (u;,0?), tem distribuicio normal com média

pi e variancia o} ambas desconhecidas. Trataremos este problema aqui pois nos interessa
aplicé-lo a dados do mercado financeiro chileno para inferir sobre pontos de mudancas tanto
no retorno diario esperado como na volatilidade para alguma agao particular deste mercado.
Por isso adotaremos algumas distribuigdes a priori particulares as quais serdo posteriormente

justificadas no capitulo 5.
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Seja 07 = (u",(0")?) o parametro comum que indexa a distribuicio conjunta das
varigveis aleatdrias pertencentes ao bloco Xjj, isto é 89 = 0,4, = ... = 0;, j = 1,....,n
e 7 > 1. Denote por GZ(a/2;d/2), a > 0 e d > 0, a distribuicao Gama Inversa cuja funcao

de densidade €
(a/2)? _as2

a -
fv(v) = WU 2 ehp{—%}, v > 0 (4.15)
e com valor esperado e variancia dados, respectivamente, por
a
= 4.
E(V) ) (4.16)
2
Var(V) = 2a (4.17)

(d—2)*(d —4)

Suponha que sua incerteza a priori sobre 0% seja descrita através da seguinte distribuicao

Normal-Gama-Inversa
p|(07)? ~ N(mY,7(0")?) (4.18)
g Ui
\2 _a_ -
(c) GI<2, 2). (4.19)
onde m"” € R, 7 é um nimero real positivo, a’ > 0 e d > 0.

Com estas suposicoes e utilizando o teorema 3.3.2 obtemos que o modelo que traduz sua
percepgao sobre o comportamento das observagoes pertencentes ao bloco X;; é o seguinte

modelo ¢, (j — 7)-variado
Xij ~ t(j_,')(m.ijl(j-,‘)xl; Vijs aij; dij) (4.20)
onde vij = Ij_i) + T1(j-i)x(j-i)-

Neste caso, se d7 > 2 obtém-se que

E(X;) = mY1;iia (4.21)
V(Xy) = 55V (4.22)

e a densidade associada ao bloco X;; é dada pela seguinte expressao

r (———dij'”_") (ai)d?/2 g _dI4(i=i)
X;;) = 2 1+ (G —i)r) "V (¢ + M;; 2 4.23
f) = =g e (U =)™ (o + M) (4.23)
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onde M;; = Ei=;+1(Xk —m')? — m(gi=i+1 (X —m7))2

Usando resultados de O’Hagan(1994) - pg. 244 e seguintes - obtemos que para cada
parametro 6", a distribui¢ao condicional nas observacoes feitas dentro do bloco X;; é a

distribuicao Normal-Gama-Inversa

u, (09| Xij ~ NGI(ajj; dijsmiy; v;) (4.24)

2m ; T j
- LR . A g XWX, - (¥7_. . X,)?
H (J—9)7T+1 = N T (]—z)“r-}—l( r=it1 Xr)

o que nos permite determinar apos alguns calculos que, dentro de cada bloco,

/‘LUIXIJ ~ tl(m:]7 1]; :j’d:]) (4'25)
17 é Ay a:J d:‘J
CRNrE GI< 55 ) (4.26)

se aj; >0
Assumindo como regra de penalidade a fun¢ao de perda quadratica e considerando di; > 2

temos, respectivamente, como estimativas para p e (0/)? apds observarmos o bloco X;;,

E(u |Xy) = my (4.27)
.. ar-
E((e")1Xy) = =, (4.28)

para as quais estao associadas, respectivamente, os seguintes erros de estimacao

Var(u?|X;;) = — . % (4.29)
! (g —¢)T+1d;5-2
J)

2(a
(di; — 2)*(dj; — 4)’
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desde que d}; > 4.

Conseqiientemente, usando os resultados apresentados na expressao (4.12), obtemos como

estimativas a posteriori para cada py e para cada o7, k = 1,...,n, respectivamente

E(ue|X1,.... X,) = Zz(rz_,ﬂ . T)’;Jrl)T([ijuxl,...,xn) (4.31)

=0 i=x (7—0)7+1
E(c}|X1,....X,) = sz* Lo r([i5]| X, - -5 X)), (4.32)
1=0 j=k

as quais estarao completamente determinadas apds calcularmos as relevancias a posteriori

r([e7]| X1, - - -, Xn).

Para que nossas analises se completem devemos inferir sobre os instantes em que ocor-

reram mudancas - isto é, necessitamos fornecer a distribuigao a posteriori para a particao

p.

Considere p como sendo a probabilidade que ocorra uma mudanga em um instante qual-
quer, 0 < p < 1. Entao, a coesao a priori para o bloco X;; correspondera a probabilidade de
ocorrer uma nova mudanga apos (J — ) instantes, dado que houve uma mudanca no instante
7 - ou seja,

1 — p)i—i-t se 1< n
G = p(1—p) j (4.33)

(1 —p)—-1 se ] =n.

Essas coesoes a priori foram sugeridas por Yao(1984) e também serdo adotadas neste
trabalho por descreverem razoavelmente bem a situagido que apresentaremos no capitulo 5.
Perceba que essa escolha de coesdes faz com que a seqiiéncia dos pontos de mudanca seja
um processo de renovagao discreto com tempos entre ocorréncias identica e geometricamente
distribuidos. Assumir que as coesdes a priori sdo distribuigoes geométricas truncadas é
considerar que o conhecimento de pontos de mudancas ja ocorridos antes de um instante ¢
nao é relevante para inferéncias sobre pontos de mudancas futuros dado que ocorreu uma
mudanca neste instante {. Além disto é considerar que somente a mudanca ocorrida no
tempo ¢ infuencia no comportamento das observacoes X;y1, Xi42,... a serem feitas a partir

deste instante e nao importa o que foi observado antes de .
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Perceba que esta escolha de coesoes favorece a formagao de grandes blocos de observacées
se a probabilidade de ocorréncia de uma mudanca p for pequena e teremos pequenos blocos

se esta probabilidade for grande.

Feitas essas consideracées, temos que a distribuicao a priori para p é dada por

1

P(/) = {ioyila ceey Zb}) = K(l - p)ib—ib_lni;llp(l - p)ik—ik_l
1, e
= =) (4.34)
On
b=1,...,nen >0, a qual depende apenas do mimero de observacdes n e do nimero de

blocos existentes na parti¢ao b e nao das posigoes onde ocorreram os pontos de mudanca.

Com estas particulares escolhas de coesdes qualquer particao do conjunto de indices
I'={1,...,n} em b blocos contigiios tem igual chance de ocorrer. Sendo assim, a distribuicio

a priori para a variavel aleatoria B que representa o numero de blocos pertencentes a particao

é dada por
n—1 b—1 1 — n—b
P(B =b) = i Ut ) SN (4.35)
b—1 Aon
-1 o s
onde p € (0,1) e fornece o nimero de parti¢oes distintas em b blocos contigiios
b—1
de I.

Também sob estas suposi¢bes e usando os resultados apresentados na proposicio 4.2.1 e
na expressao (4.6) pode-se determinar as distribuigdes a posteriori de p e de B. Para este

fim serao necessdrias as coesbes a posteriori, as quais no caso normal assumem a seguinte

forma
B d 4y (aiJ)d‘J/2 N di4(—i)
p(1—p)~! ( J;P()duﬂ) (L4 (=)™ (@ 4 M)~ 2 sej<n
¢ = 7
L) 5] : S .
L r dJ 45— (al])dj/'l ' ) B _d'1+(1—i) )
(1—p)=! ( WJ_;_-F()(P_W) (14 —i)r) ™ (@ + M) se j = n.
(4.36)
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Perceba que o cédlculo das distribuigoes a posteriori para p e B demanda um grande
esfor¢o computacional. Na préxima secao desenvolveremos o procedimento computacional
sugerido por Barry e Hartigan(1993) para calcular as distribui¢oes a posteriori para a particao

aleatoria p e para B o qual esta baseado na geracao de amostras através do método de Gibbs.

4.5 Gibbs e MPP: A Distribuicao a Posteriori para p

Determinar a distribuigao a posteriori para p consiste em estabelecer a probabilidade de
ocorréncia de cada uma das possiveis parti¢oes em b blocos contigiios do conjunto de indices
I, para todo b = 1,...,n, o que envolve o calculo das 2"! probabilidades fornecidas pela

seguinte expressao

J=1"1, 1150

1 .
P(p = {ioyi1,...,05}) = X*—Hl’-_ c b=1,...,n. (4.37)

onde cj; é a coesdo a posteriori do bloco [i7],%,5 € I e j > 1, a qual, no caso normal estudado

na secao anterior, é dada pela expressao (4.36).

Devido a sua complexidade, essa tarefa pode ser humanamente impossivel de ser satis-
fatoriamente realizada em situagdes onde o nimero n de observagoes é grande. Portanto
faz-se necessdrio o uso de algum procedimento computacional para realizar tais calculos. A
proposta sugerida por Barry e Hartigan(1993) é derivar a distribuicdo a posteriori para p
usando o amostrador de Gibbs (ver, por exemplo, Gamerman(1997) para descricao geral do
método). Para isso estes autores consideram uma quantidade aleatdria auxiliar U; que reflete

se ocorreu ou nao um ponto de mudancga no instante z, ou seja,

1 se 9,‘ = 0i+1
Ui = (4.38)
0 se 01‘ # 0,’+1.

Desta forma, o elemento aleatério p é perfeitamente identificavel por uma seqiiéncia destas

quantidades aleatéria (Uy,...,Un-1), n > 0.
Por exemplo, considerando n = 3 percebemos que os seguintes eventos sao equivalentes
{p = {0,1,2,3}} =4 {U1 =0,U, = O}
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{p=10,23}} & {Ui=1U,=0}

Entao, genericamente, temos que a probabilidade a posteriori para uma particular particao

com b blocos contiglios {7,,1;,...,%} do conjunto de indices / é dada por
P([) = {io,il,...,ib}l}\'(n)) = P(Ul = ].,. S ’Uil—l = l,U,'l = O,U,',.H = 1,. ..,U,'z_] = 1,

Up =0, Uiy = 0,Uiy_q1 = 1,0, Uiy = 1| X)) (4.39)

onde X(,) € o vetor constituido pelas observagoes Xi,...,X,.

Uma vez definido este instrumento, a distribuigdo a posteriori para p é obtida da seguinte
forma. Considere uma amostra inicial (U?,...,U?_,) do objeto aleatério (U, ..., U,_y),
convenientemente escolhida. Partindo desta amostra inicial, para cada k > 0, gere a k
- ésima amostra deste objeto aleatdrio procedendo recursivamente de acordo com o se-
guinte procedimento. O primeiro elemento da k-ésima amostra U} é um valor gerado
da distribuicago P(U;|Us™,..., U=l X(n)); o segundo UF é um valor gerado da distri-
buicao P(U,|UF, U ..., U::},X(n)); o terceiro U¥ é um valor gerado da distribuicao

P(Us|UF, UF, U ..., U,f:ll,/\’(n)); proceda assim sucessivamente até gerar o (n — 1)-ésimo

elemento da amostra U¥_, partindo da distribuicao P(U,_,|UF,Uf,... . U*_,, X(n))-

Apos gerar um numero suficientemente grande de amostras do objeto aleatério (U, ..., U,_;)
estimamos a probabilidade P(p = {i,,71,...,%}|X(n)) para cada possivel particio em b
blocos contigiios de I pela propor¢ao de sequéncias (Uy,...,U,_;) da forma especificada
na expressao (4.39) que aparecem na amostra utilizada, a qual é formada por seqiiéncias

(Ui, ...,Un—1) escolhidas convenientemente da amostra inicialmente gerada.

Também por esse processo podemos determinar a distribuicao a posteriori para B por

notar que B relaciona-se com as variaveis aleatérias U;’s da seguinte forma

B=1 +T_§(1 ~Uy). (4.40)

Para cada vetor gerado (Uf,...,U}_,) obtém-se um valor B¥ =1+ 75} (1 — U¥), 0 que

permite concluir que a probabilidade a posteriori para B poderia ser estimada pela seguinte
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expressao

1 ygk=
P(B = b|X() = Z—"% vbel, (4.41)
onde T' é o tamanho da amostra de vetores (U, ...,U,_) utilizada e 14 representa a fungao
indicador para o evento A.
Com isso, nos falta apenas descrever o procedimento para gerar as seqiiéncias (UF,...,U*_)).

A idéia é gerar estes vetores via amostrador de Gibbs o qual exige o conhecimento prévio de
todas as distribuicées condicionais P(U, = u,|U; = uyy. .., Uy = Up1, Ury1 = Upgr,y ..., Upny =

Un—1,X(n)), onde u; € {0,1} para todo j =1,...,n — 1.

Como cada uma dessas distribuicées é uma Bernoulli, é suficiente para o processo de

simulacao determinar-se as razoes dadas na seguinte expressao, para cadar=1,...,n — 1

. 3 C— k— 7
P(U, =1|Uf =wy,...,UF | = w0, U = wrry - UM = ey, X))

R = = - - — ~
P(Ur = OIUlk = Uj,-.. '7['11{‘—1 = Ur_1, (]’{\_;11 = Ur41y-- .,L[TI:_II = un—l’A(n))’

(4.42)

as quais, pode-se verificar, sao dadas por

£

Rom —5 (4.43)

’
x £
Cor cry

onde cj; € a coesao a posteriori para o bloco Xjj,

Max;{0 <7 < r,UF =0} se UF = 0 para algum i € {1,...,r — 1}
- (4.44)

0 caso contrario

e o indice y é dado por

Mini{r <i<n,UF"' =0} seUf ™' =0paraalgumic {r+1,...,n—1}

y =
n caso contrario.
(4.45)
Sendo assim, o critério para escolha dos vetores (UF,...,U¥_|) torna-se
1 se S > 1=s
k _ cs.cr, — &
Uk = Fefy = (4.46)
0 caso contrario,

onde s € um numero escolhido aleatoriamente no intervalo (0.1).
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Para escolher a amostra de vetores (Uy, ..., Un_1) a ser utilizada, podemos utilizar algum
dos seguintes procedimentos sugeridos na literatura. Podemos gerar varias amostras de
vetores e utilizar o ultimo vetor que aparece em cada uma delas para fazer parte da amostra
final, ou podemos gerar uma unica amostra de vetores e selecionar alguns dos vetores gerados
de tal forma que a possivel correlagao existente entre eles seja eliminada ou ainda, se a
correlacao existente entre os vetores € pequena, podemos considerar como amostra final a
parte da amostra original a partir do ponto em que se verifica a estacionaridade da cadeia

gerada.

Com isso fica completamente determinado o procedimento para determinar as distri-
buicoes a posteriori para a partigao aleatéria p e para o numero de blocos pertencentes a

particao B.

Na secao 5.5 o leitor encontrarda uma aplicacdo dos resultados que apresentamos neste
capitulo a dados do mercado acionario chileno para verificar a ocorréncia de pontos de
mudangas tanto no retorno didrio esperado quanto na volatilidade e também encontrard, no
capitulo 5, justificativas para as distribui¢des a priori aqui adotadas dentro da perspectiva

da teoria de econdomica de Mercados Eficientes.



Capitulo 5

[lustrando com Dados Reais

5.1 Introducao

Ao longo de todo este trabalho ilustramos através de exemplos simples - e as vezes pouco
reais - situacoes onde o uso do Condicionamento Bayesiano é desprovido de sentido, como o
€, as vezes, na incorporacao de informagdes imprevistas para a obtencao da distribuicao a
posteriori. Apresentamos nos capitulos 1 e 2 algumas maneiras alternativas para obter-se a
distribuicao a posterior: em algumas destas situagdes, destacando dentre estas a Regra de

Jeffrey para a qual apresentamos uma versao preditivista (secao 2.3).

Também discutimos no capitulo 4 um procedimento que permite inferir sobre pontos
de mudanga ja ocorridos (em sequéncias de quantidades aleatdrias), os quais muitas vezes
tiveram a sua ocorréncia determinada pelo acontecimento ou observacio de alguma coisa
nao considerada previamente. A localizagio destes pontos de mudanga sao muitas vezes
esclarecedoras e informativas tanto sobre o fenémeno em si como sobre as possiveis causas
de sua ocorréncia, o que torna relevante a busca de procedimentos eficientes para inferir

sobre tais pontos.

Devemos ao leitor uma situagao real que ilustre melhor a importancia dos procedimentos

estudados neste trabalho. Este capitulo vem cumprir, pelo menos parcialmente, esta tarefa,
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aplicando os procedimentos sugeridos neste trabalho a dados do mercado acionério chileno.

Na secao 5.3 faremos uma breve descri¢do dos dados que usaremos para analises, os
quais correspondem a série formada por precos de negociagao das acoes da empresa chilena
ENDESA (Empresa Nacional de Electricidad S.A.) atingidos no fechamento do mercado em
cada dia, no periodo compreendido entre 1987 e 1994. Apresentaremos alguns graficos e
algumas medidas que permitem compreender o comportamento de tais dados ao longo do
tempo bem como uma suscinta descrigao dos fatos politicos e econdmicos que antecederam

as mudancas ocorridas no comportamento destes dados.

Na secao 5.4 apresentamos um algoritmo para fazer previsdes de retornos futuros utili-
zando a Regra de Jeffrey para incorporar informagoes imprevistas e utilizando-nos de distri-
buigdes @ priori J-conjugadas naturais as quais terao seu uso justificado na préxima secao
com argumentos da teoria econémica de mercado eficiente. Compararemos os resultados
obtidos por este procedimento com as previsoes feitas utilizando apenas o Condicionamento

Bayesiano, sem usar qualquer método para incorporar imprevistos. Aplicaremos o algoritmo

obtido a dados ENDESA.

Na segao 5.5 aplicaremos os resultados obtidos no capitulo 4 a série ENDESA, fazendo
inferéncias sobre pontos de mudangas tanto no retorno esperado como na volatilidade do
mercado. Uma das importancias deste estudo estd em verificar que a volatilidade (medida
como variancia) no mercado chileno é estocdstica como comprovado preliminarmente por
Maeda(1996) e Correa(1998)- que aplica a estrutura do MPP supondo que os retornos da série
ENDESA sao distribuidos segundo uma distribuicao ¢ centralizada. Também forneceremos
uma estimativa para a distribui¢ao a posteriori do nimero de blocos e para a probabilidade

da particao cuja ocorréncia é a mais provavel.

O modelo ¢ adotado também tera seu uso justificado na préxima secio juntamente com
o nao uso do Condicionamento Bayesiano, em certas circunstancias, partindo de argumen-
tos da teoria econémica de mercados eficientes (Ver Fama(1970), Mandelbrot(1963) e Ma-

eda(1996)).
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5.2 Mercado Eficiente e o Modelo Adotado

Segundo Fama(1970) o papel primario do mercado de capitais € a alocacao 6tima dos
recursos das reservas de capital e idealmente os pregos deveriam assinalar precisamente as
melhores fontes para a alocacao destes recursos. Um mercado que considera como hipotese
que os precos sempre refletem completamente a informacao relevante para as decisoes sobre
tals alocagoes e que se baseia no fato de que as informacoes sao escassas e caras é dito

eficiente.

Basicamente, a teoria de mercados eficientes supde que uma série de retornos nao tem
memoria, isto €, retornos passados nao podem ser usados para prever retornos futuros.. Fama

(1965) traduz esta hipotese estatisticamente através da seguinte frase:

“ In statistical terms the theory says that successive price changes are independent, iden-

ticaly distributed random variables.”

Segundo ele um dos motivos que provoca esta percepcao de “ independéncia” é o grau de
conhecimento do investidor e a sua perspicdcia em avaliar os efeitos das novas informacoes

sobre o comportamento do mercado.

“...one of the forces which helps to produce independence of successive price changes may
be the existence of sophisticated traders... that has a special talent in detecting dependencies
in series of price changes for individual segurities, or that the trader has special talent for
predicting the appearence of new information and evaluating its effects on intrinsic values.”

(Fama (1965)).

Essas afirmacoes nos levam a pensar que a teoria de mercado eficiente parte, nao com uma
suposicao de independéncia entre os retornos, mas sim por considerar que os investidores per-
cebem alguma semelhanca entre estes retornos. Esta semelhanca pode ser matematicamente
traduzida através de alguma condicao de invariancia, refletindo apenas que a existéncia de
qualquer relacao de dependéncia entre os retornos é meramente fruto do desconhecimento do

investidor sobre a série. Por exemplo, o investidor pode achar que a sequéncia de retornos é
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independente e identicamente distribuida, condicional a alguma caracteristica intriseca que
resume efeitos da informagao (como sao , por exemplo, a volatilidade e o retorno esperado)
- o que reflete apenas que, para o investidor, a sequéncia de retornos segue alguma rota que
ele (investidor) nao consegue identificar precisamente. Ou seja, uma vez que o retorno total
é conhecido, qualquer caminho seguido pelos retornos que tenham este mesmo total tem, aos
olhos do investidor, igual chance ocorréncia. Como vimos no capitulo 3, o que ocorre aqui é
que o investidor julga que a sequéncia de retornos é invariante sob transformacoes ortogonais

que preservam vetores de uns e, uma vez que este julgamento € feito, o teorema 3.2.2 diz que
P(Xi S a1, Xn S2a) = [T, N, 0?)dQ(n,0%) (5.1)

para qualquer n > 1, onde u e 0? podem ser interpretados como o retorno médio esperado

e a volatilidade do mercado, respectivamente.

Uma segunda consideragao importante da teoria de mercado eficiente foi estabelecida por
Mandelbrot(1963) o qual, além de encontrar evidéncias de nao-normalidade dos retornos,
obtém a seguinte relacao entre estes, fornecendo indicativos de modificagoes na volatilidade

no decurso do tempo.

“ Large daily price changes tend to be followed by large daily changes and small daily
price changes tend to be followed by small daily changes.”

Essa suposicao sugere uma relagao de linearidade entre o retorno a ser obtido futura-
mente e o retorno obtido no instante atual, o que justifica as condicoes de linearidade nas
esperancas condicionais feitas na proposi¢ao 3.3.1 - expressoes (3.47) e (3.48). Mais ainda,
seguidores desta teoria econémica acreditam que toda mudanca intrinseca nos valores de
uma certa agao sao provocadas por alguma informacao nao programada ou pela ocorréncia
de eventos imprevistos - ou seja, pela ocorréncia de algo nao previamente considerado pelo
investidor. A “informacdo piblica” (por exemplo, taxa de inflacao, indices industriais, etc)
incorpora-se imediatamente aos pregos, enquanto que as mudangas que ocorrem na volatili-
dade sao provocadas por “informagoes privadas” (informacdes nao antecipadas) de eventos
significativos. Uma boa explicagao sobre este assunto pode ser encontrada em Maeda(1996)

o qual afirma
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“ La variacion de la volatilidad transada para um activo estara explicada solamente
por lo desconocido o lo no antecipado! y por lo tanto la volatilidad estard asociada ...

a la llegada de nuevas noticias (noticias no antecipadas).”

Desta forma, sob as suposigoes da teoria de mercado eficiente fica justificado o uso de um
modelo ¢ para descrever o comportamento dos retornos diarios em situagoes onde as tinicas
informagoes recebidas sao aquelas ja previamente consideradas (ver proposicao 3.3.1 para os
detalhes matemadticos) e além disto justifica-se o uso da priori conjugada natural dada na

expressao (3.50) para a volatilidade do mercado o? e para o retorno médio didrio p.

Uma vez que as mudancas intrisecas no comportamento dos precos sao provocadas pela
ocorréncia de informacoes nao previamente consideradas, o uso do Condicionamento Baye-
siano para fazer previsdes pode ser inapropriado (ver cap.l) sugerindo-nos o uso de algum
procedimento alternativo para este fim. Como as hipdteses da teoria de mercados eficientes
descritas acima tendem a se manterem validas mesmo depois do recebimento de alguma
noticia inesperada - o que ¢ exigido pela Regra Preditivista de Jeffrey (ver proposigao 2.3.1,
por exemplo) - e como segundo Fama(1965) a ocorréncia de eventos imprevistos provocam
mudangas na opiniao do investidor apenas sobre alguns indicadores do mercado (como vo-
latilidade, p.ex.), justifica-se usarmos a Regra de Jeffrey para fazer previsdes de retornos
futuros quando imprevistos ocorrem . Este fato também justifica o uso de distribuicoes a
priori J-conjugadas naturais (segoes 2.4 e 2.5) no algoritmo de previsio que apresentaremos

na secao 5.4.

5.3 Os Dados

Para nossas consideragoes ao longo deste capitulo, as quantidades aleatérias X; e D;
denotarao, respectivamente, o retorno (ou rentabilidade) e o prego diferenciado alcancado

por uma certa acao no dia 7, para ¢ > 1, os quais sao definidos da seguinte forma

D; = P—-PF., (5.2)

lgrifo do autor
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Xy = (5.3)
onde P; é o prego atingido pela agdo de interesse no fechamento do mercado no dia 7.

Nosso principal objetivo nesta segao é apresentar uma breve descricao dos dados da série
EXNDESA| explorando o comportamento das séries ENDESA diferenciada e Rentabilidade
ENDESA que sao derivadas da série original usando as expressoes (5.2) e (5.3), respecti-
vamente. As séries Rentabilidlade ENDESA mensal e ENDESA Diferenciada mensal, que
também serao consideradas, sao originadas da série de precos ENDESA da mesma forma
tomando-se o preco atingido pela acao no fechamento do mercado no ltimo dia de cada

mes.

O grafico apresentado na figura 5.1 apresenta os dados da série “ENDESA” formada pelos
precos diarios atingido pela venda da agao da empresa chilena ENDESA no fechamento do

mercado, desde janeiro de 1987 até dezembro de 1994.

Figura 5.1: Pregos Diarios no Fechamento do Mercado - ENDESA(1987/1994)
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Perceba que série ENDESA apresenta um comportamento bastante estavel entre 1987
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e o final de 1990, com pequenas oscilagbes em torno de um valor médio préximo de zero e
mudancas bastante acentuadas tanto no preco médio quando na variabilidade no final de 1990
e no final de 1993. Nota-se também que a mudanga ocorrida no final de 1993 parece mais
acentuada do que aquela ocorrida no final de 1990 e também observa-se que entre estas duas
mudangas acentuadas ocorre um periodo de estabilizacao dos pregos, entre aproximadamente
a metade de 1992 e o final do terceiro trimestre de 1993, havendo pouca variabilidade em

torno de um valor médio proximo de 150 pesos.

Nos dois préximos graficos pode-se observar, respectivamente, o comportamento da média
e variancia mensais calculadas utilizando-se os dados da série ENDESA. Pode-se perceber

que ha um crescimento quase exponencial da média ao longo do periodo observado.

Figura 5.2: Pregos Médios Mensais - ENDESA (1987/1994)
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Para a variancia nota-se um comportamento bem estavel até o final de 1990 e entre o
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final de 1992 e o final de 1993. Em ambos periodos a variancia mensal oscila em torno de
valores pequenos. Nos outros dois periodos ocorre uma oscilagdo maior no valor mensal da

variancia, sendo esta mais intensa a partir do fim de 1993.

Figura 5.3: Variancia Mensal - ENDESA(1987/1994)
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O grafico na figura 5.4 mostra a série contendo os Precos Diferenciados Mensais.

Figura 5.4: ENDESA Diferenciada Mensal(1987/1994)
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Como antes, o comportamento dos precos diferenciados é bem estavel entre 1987 e 1990,
apresentando pouca variabilidade em torno de uma média proxima de zero. Também é
possivel notar que ocorre maior oscilagao dos precos diferenciados a partir do final de 1990
e esta oscilagao ¢ ainda mais acentuada a partir do tdltimo trimestre de 1993. O preco
diferenciado médio também tém seu comportamento alterado a partir do final de 1991,
ocorrendo maior oscilagao em seus valores a partir deste periodo e novas mudancas na metade

de 1992 e no final de 1993. Estes periodos também marcam mudancas na variabilidade,
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ocorrendo um nitido aumento na variancia depois do final de 1991.

O comportamento descrito acima pode ser melhor percebido quando observamos os se-
guintes graficos que mostram o comportamento mensal do preco diferenciado médio e de sua

variabilidade.

Figura 5.5: Média Mensal - ENDESA Diferenciada (1987/1994)
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Figura 5.6: Variancia Mensal - ENDESA Diferenciada (1987/1994)
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Perceba que a tendéncia de crescimento exponencial antes observada para o comporta-
mento das médias mensais nao é mais observada aqui e que o comportamento para a variancia

e muito similar aquele apresentado pela variancia mensal dos pregos diarios.

Observe também os seguintes histogramas exibindo o comportamento da série diferenci-

ada nos periodos mencionados acima e também o seu comportamento ano—a—ano.
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Figura 5.7: Histogramas para os Periodos em que Parecem Haver Mudancas - ENDESA
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Figura 5.8: Histogramas ano—a—ano - ENDESA Diferenciada Diaria
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As tabelas 5.1 e 5.2 apresentam precos diferenciados médios e a variabilidade calculadas

a partir dos precos diferenciados diarios nos periodos que pareciam haver mudancas no

comportamento da série e dentro de cada ano, respectivamente. Pode-se notar que tanto os

histogramas apresentados anteriormente quanto os dados apresentados abaixo confirmam a

analise anteriormente feita.

Tabela 5.1: Média e Variancia nos Periodos em que Parecem Haver Mudancas - ENDESA

Diferenciada Diaria

PERIODO MEDIA VARIANCIA
Jan 87 - Set 90 | 0.0033 0.4959
Out 90 - Jul 92 | 0.3194 5.1983
Ago 92 - Set 93 | —0.0307 5.2712
Out 93 - Dez 94 | 0.5913  12.0945

Tabela 5.2: Média e Variancia ano-a-ano - ENDESA Diferenciada Diaria

ANO | MEDIA VARIANCIA
1987 | —0,0158 1.5114
1988 | —0.0060 0.0650
1989 | 0.0273 0.1917
1990 | 0.0468 0.1878
1991 | 0.3453 5.8827
1992 | 0.0884 6.7612
1993 | 0.2460 4.4481
1994 | 0.5635 13.6851
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Comparando estes resultados com aqueles apresentados nas tabelas 5.3 e 5.4 abaixo as

quais exibem os precos diferenciados médios e a variabilidade partindo de dados da série

ENDESA diferenciada Mensal, percebemos que ha um comportamento similar destas duas

variaveis.

Tabela 5.3: Média e Variancia nos Periodos em que Parecem Haver Mudancas - ENDESA

Diferenciada Mensal

PERIODO

MEDIA

VARIANCIA

Jan 87 - Set 90 | —0.1153
Out 90 - Jul 92 6.2359
Ago 92 - Set 93 0.1429
Out 93 - Dez 94 | 12.7143

3.8169
96.7396
125.4123
343.9698

Tabela 5.4: Média e Variancia ano-a-ano - ENDESA Diferenciada Mensal

ANO

MEDIA VARIANCIA

1987
1988
1989
1990
1991
1992
1993
1994

—1.0542
0.0417
0.5333
1.4792
6.4583
3.1667
6.1250

10.0909

8.2374
1.2187
3.6841
7.9920
107.8499
172.2588
164.1939
406.7034
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Para a série Rentabilidade mensal, exibida na figura 5.9, também nao se observa mais a

tendéncia de crescimento exponencial, assim como tinhamos para os pregos diferenciados.

Figura 5.9: Rentabilidade Mensal -ENDESA(1987/1994)
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Aqui também parece razoavel considerar mudangas nos periodos anteriormente citados,
s6 que neste caso percebe-se uma tendéncia de decrescimento da variancia, se considerados
estes periodos. O retorno esperado parece ter sua maior alta entre final de 90 e metade de
92, onde parece também haver volatilidade alta. Se o interesse maior esta na deteccao de
pontos de mudancgas mais do que em fazer previsoes, o final de 87 também parece marcar

uma mudanca tanto na variancia quanto no retorno médio.
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O comportamento do retorno médio mensal pode ser observado no grafico que segue.

Figura 5.10: Rentabilidade Média Mensal -ENDESA (1987/1994)
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O préximo gréafico mostra o comportamento ao longo do tempo da variabilidade da série

rentabilidade ENDESA.

Figura 5.11: Variancia Mensal da Rentabilidade -ENDESA (1987/1994)
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O comportamento anteriormente descrito pode ser melhor percebido na préxima figura,

onde consideramos as médias e variancias moéveis de ordem dez.

Figura 5.12: Médias e Variancias Méveis de ordem 10 -Rentabilidade ENDESA (1987/1994)
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Perceba que, do ponto-de-vista descritivo, é evidente um pequeno nimero de mudancas

ao longo do tempo, tanto no retorno esperado quanto na volatilidade.
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Analogamente ao estudo feito para os precos diferenciados exibiremos a seguir tabelas
e histogramas mostrando o comportamento dos Retornos mensais e didrios nos periodos de

interesse e ano—a—ano.

Tabela 5.5: Média e Variancia nos Periodos em que Parecem Haver Mudancas - Rentabilidade

ENDESA Diaria

PERIODO MEDIA VARIANCIA
Jan 87 - Set 90 0.0007  0.00098
Out 90 - Jul 92 0.0047  0.00056
Ago 92 - Set 93 | —6.34x10~°  0.00025
Out 93 - Dez 94 0.0025 0.00016

Tabela 5.6: Média e Variancia ano—a—ano - Rentabilidade ENDESA Diaria

ANO | MEDIA VARIANCIA
1987 | 0.0004 0.0027
1988 | —0.0002 0.0003
1989 | 0.0019 0.0005
1990 | 0.0020 0.0003
1991 | 0.0056 0.0008
1992 | 0.0009 0.0003
1993 | 0.0016 0.0002
1994 | 0.0022 0.0002
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Tabela 5.7: Média e Variancia nos Periodos em que Parecem Haver Mudancas - Rentabilidade

ENDESA Mensal

PERIODO MEDIA VARIANCIA
Jan 87 - Set 90 0.0013 0.0120
Out 90 - Jul 92 | 0.0986 0.0142
Ago 92 - Set 93 | 0.0036 0.0058
Out 93 - Dez 94 | 0.0565 0.0048

Tabela 5.8: Média e Variancia ano-a-ano - Rentabilidade Mensal- ENDESA

ANO | MEDIA VARIANCIA
1987 | -0.0363 0.0281
1988 | 0.0054 0.0061
1989 | 0.0332 0.0099
1990 | 0.0544 0.0105
1991 | 0.1011 0.0179
1992 | 0.0273 0.0082
1993 | 0.0355 0.0059
1994 | 0.0386 0.0045
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Figura 5.13: Histogramas nos periodos em que parecem haver mudancas - Rentabilidade

ENDESA Diaria
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Figura 5.14: Histogramas ano—a—ano - Rentabilidade ENDESA Didria
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Maeda(1996) fornece o seguinte panorama vivido pelo Chile no periodo estudado, apon-
tando alguns eventos possiveis causadores da instabilidade observada a partir de 1991 no
mercado chileno. Para Maeda(1996) a instabilidade observada a partir de 1991 pelo mer-
cado chileno deve-se ndo s6 as mudancas ocorridas na politica interna chilena como também
a alguns acontecimentos internacionais importantes. O ano de 1988 foi um marco impor-
tante na Histéria do Chile, pois realizou-se em 5 de outubro o plebiscito para saber sobre
a continuidade ou nao do governo militar. Neste dia, registrou-se uma queda de 13 por

cento na rentabilidade da bolsa. Também em junho deste ano é implementado o sistema de
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telepregao na bolsa de valores e ocorre uma queda nos impostos sobre combustiveis devido
a baixa mundial sofrida pelo preco do petrdéleo. Em 1989, ocorre a proibicio da entrada
de algumas espécies de frutas chilenas no mercado norte-americano, provocando um ajuste
monetario pelas autoridades da drea econémica. Em dezembro deste mesmo ano, realiza-se
a eleicao para presidente. A guerra no Golfo Pérsico, iniciada em 1990, provoca neste ano
uma alta no prego do petréleo e também é responsavel pela baixa generalizada deste preco a
partir de 1991. Internamente, o Chile passou por um periodo de ajuste em 90, quando foram
aprovadas as reformas tributdria e trabalhista e amplia-se, nesta época, na Bolsa Acionaria,
o sistema de telepregao permitindo negocia¢oes também no periodo da tarde. Neste ano
comega a gestao do primeiro presidente eleito (Patricio Alwyn) apés um longo periodo de
ditadura militar. Em 91, ocorre o aumento do volume negociado na Bolsa Aciondria e a
Bolsa Eletronica de Santiago comeca a operar provocando uma competicio entre as duas
Bolsas. O governo de Alwyn estrutura-se. Em 92, ha uma baixa nas taxas de interesse do
Banco Central provocada pela baixa mundial do délar e a bolsa amplia suas possibilidades
de negécios com o ingresso de 26 novas agoes. Em 93 a recessdo nos paises desenvolvidos
provoca uma baixa nas exportaces chilenas causando desequilibrio na balanca comercial.
Os efeitos deste desequilibrio sdo pelo menos parcialmente compensados pelo aumento do

dinamismo do mercado aciondrio. Finalmente em 94, destaca-se a queda da inflacio e o

inicio das negociagdes com o NAFTA e com o MERCOSUL.

Na préxima secao apresentamos um algoritmo para fazer previsdes de retornos futuros
utilizando a Regra Preditivista de Jeffrey para incorporar eventos imprevistos e partindo
do pressuposto que o mercado acionario chileno satisfaz as exigéncias da Teoria de Mercado

Eficiente. O algoritmo obtido sera aplicado a série Rentabilidade Mensal - ENDESA.

5.4 A Regra de Jeffrey e o Mercado Chileno

Sustentados pelos argumentos fornecidos nas secoes 5.2 e 5.3 desenvolveremos um algo-
ritmo para previsoes de retornos futuros com base em toda a informagao disponivel (mesmo

aquelas nao previamente antecipadas) adotando o Condicionamento Bayesiano usual para
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incorporar informagoes previamente consideradas e usando a Regra Preditivista de Jeffrey
para incorporar aquelas informagées que modificam em algum sentido a sua opinido sobre
o comportamento dos dados. Estes argumentos também justificam o uso do modelo ¢ dado
na expressao (3.49) para descrever o comportamento dos retornos nos periodos em que o

mercado recebe apenas as informagoes previamente antecipadas.

Para derivar a distribuicao preditiva para esse processo de previsiao considere o resultado
apresentado no lema 3.3.1 estabelecido por Arellano-Valle e Bolfarine (1994). Usando este
resultado facilmente derivamos a prova da seguinte proposicao a qual fornece o mecanismo
de previsoes de retornos futuros quando estamos em situacoes em que o mercado financeiro

esta estavel.

Proposicao 5.4.1 Seja Xi, X,,... uma sequéncia de q.a reais, O(1)~invariantes. Se
E(‘ ’3|X1,A’2) = a(X1 +A’2)+bl (&4
(5.4)
E(X3|1X1,X2) = a(X? + X3) + by

2

onde a € (0,1/2), b € R e by € Rt de tal forma que b, > l—g—a, entdo considerando

)\’(k) = (Xl, .. .,.Xk)t € AX(n_k) = (Xk+la . .,Xn), k _>_ 1, temos:
Xin=k) | Xk)y = X ~ tock(Bn-k (Xk); ek Aqixi)s Yk (5.5)
onde,
pn-k (xk) = {(a iy i 4+ 00) /(1 + a(k — 2)) n g

Yonkk = In—k + 'l_l_a(aT”ln—kxn—k;

_ sk 2 b2k a ko2 2b, koo
qzr) = Tisy @i + (1—2a)(1+a(k-2)) 1+a(k—2)( = i)’ — TFa(k—2) 2vi=1 Ti;
b2 S : .
— by ] k 2 a k N2 2b) k .
)“l(rk) T a a(l4+a(k-2)) + Z1:1 T; 1+a(k_2)( =1 $1) 1+4a(k—2) &i=1 Ty €
_ l4a(k+1)
Upp = =t

a
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Prova: Se consideramos a seguinte partigao

i Xk b, 1ixa
)\(n) = . . 1 _ 9% €
)‘(n-k) - ln—kxl
1 | Bk X k(n—k)

En-k)k  B(n—k)(n-k)

onde
Y=L+ 15 1ix

Yii= 151k 7 # 4 gyt € {k,n —k}
e o resultado apresentado em Searle (1982, pp 132), o qual fornece que

a

-1 _J5 _ -
Zie = I 1+ a(k —2)

lkxka

a prova do resultado proposto segue imediatamente do lema 3.3.1.

O
Do resultado acima, obtém-se
, , aSF  Xitb
E(Xen X)) = %Y—L-z)
Var(Xip1 | X)) = =t {2 b k2 a Eoyz_ XX
ar(Xe41] (k)) = Fa(i=2) | @ —a(Ha—(k_;,))'l'Z;:l i—m( i=1 Xi)® = T+a(k—2) [
(5.6)

o que nos fornece o retorno esperado a posteriori para o dia k + 1 e o erro associado a

estimativa feita, respectivamente. Note que como 0 < a < 1/2 e como k > 1,
Vi41 Z 1/(1-}-2 24
o que garante a existéncia das estimativas acima para todo k.

Um outro resultado que nos interessa é a determinagao da distribuicdo a posterior:

para o retorno esperado (medido através da média) e para a volatilidade (medida através
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da variancia) do mercado - isto é, interessa-nos fazer inferéncias sobre (i,0?) - quando as
hipéteses da proposicao 3.3.1 sao validas. Usando o teorema de Smith(1981) (teorema 3.2.2)
e a proposicao 3.3.1, verificamos que a quantidade aleatéria (i, 0?) tem como distribuicio a

posteriori a distribuigao Normal-Gama-Inversa especificada abaixo

&
2 azlz zi+b) . ag2
plo® ) ~ N( 1+a(1k—2) ’l+a(k—2)> €
(5.7)
a(k
0'2|Llf(k) ~ gI (%, '——‘( +a1)+l) 3

onde

b k aYk i+ by)?
g:_2+zm?_( 21_1214'1).
a o a+ a*(k—2)
Se adotamos como penalidade a funcao de perda quadréatica obtemos como estimativas
a posterior: para o retorno esperado e para a volatilidade do mercado os seguintes valores,

respectivamente,

aYk  x;+b
E(plzg) = E{E(ulo*,2p)} = m
ak _ 1—2a b]
B 1+a(k—2)zk+1+a(k—2)1—2a ¢ (58)
ag
E(o’lzgy) = a1 41 (5.9)

Ocorrendo algum imprevisto no tempo k de tal forma que o julgamento de O(1)-invariancia

seja mantido, mas as condigoes apontadas na expressio (5.4) sejam modificadas para

E*(Xita| Xipr, Xiyz) = @*(Xpg1 + Xpg2) +05
(5.10)
E*(Xl?+3|Xk+lek+2) = a*(X;3+1 + XI?+2) +03,

onde a* € (0,1/2), b € R, b5 > —b%, a* # a, b # by, by # by e E* denota o valor

1=

esperado obtido apds o recebimento da informagao imprevista, a distribuicio a posteriori

fornecida pela Regra Preditivista de Jeffrey é a seguinte distribuicao ¢:

, by l-a 1 (., bt l+4a
Ak+l ~t ( - - <62 - 1 —'2a" ) (511)

1—2a" 1—2a" a* ax
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e a distribuicdo a a posteriori para (u,0?) é a seguinte distribuigao Normal-Gama-Inversa

ule? ~ N (s 1 ey

1-2a* ’ 2(1—2a%)

(5.12)

1—-2a* 2a*

T (G (5= ) ).

Com isso podemos agora fazer previsoes para retornos futuros apds o recebimento da
informagdo nao previamente antecipada através do retorno esperado e determinamos o erro

associado a tal estimativa, respectivamente, da seguinte forma

‘(v by
E'(Xiw) = 1 —]2a*
. by(1 — 2a*) — b7
Var*(Xp41) = 2((1_2(1*)2 L, (5.13)

onde Var™ denota a variancia obtida apds a incorporacao da nova informagao.

Uma estimativa para o retorno esperado e para a volatilidade apés o conhecimento de

algum evento nao previamente considerado é dada por

B(w) = —a (5.14)

1 — 2a*
b3(1 — 2a*) — b7°
(1 —a*)(1—2a")

E*(0?) (5.15)
No apéndice Um apresentamos algumas tabelas ilustrando a influéncia dos valores de a,

by e b, no comportamento das variaveis aleatérias X;’s.

A seguir exibiremos um exemplo ilustrando o uso do algoritmo proposto, o qual foi

implementado em FORTRAN e que é apresentado no Apéndice Dois, ao final deste trabalho.

Exemplo 5.1: A seguinte tabela mostra um exemplo de aplicagao do algoritmo de
previsao desenvolvido nesta se¢do, onde consideramos como Valor Real como sendo o valor
da variavel sobre a qual nos interessa fazer previsdes e que serd lida passo-a—passo pelo
algoritmo. Na apresentagdo da tabela assumimos como zero valores previstos e esperados de

ordem inferior a 10™%.
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utilizando a Regra Preditivista de Jeffrey

Tabela 5.9: Previsoes e Erros obtidos utilizando apenas o Condicionamento Bayesiano e

Valor Previsto

Variancia a posteriori

Valor Real Bayes Jeffrey | Bayes Jeffrey
0.0937532 0 0 | 0.1000 0.1000
0.2348605 0 0 | 0.1000 0.1000
—0.5086271 0 0 | 0.1000 0.1000
0.4470131 0 0 1 0.1000 0.1000
0.2110936 0 0 | 0.1000 0.1000
14.0922356 0 16.666 | 0.1000 0.555
13.4479058 | 1.456 x 1073 7.121 | 0.1198 64.1297
—0.2593757 | 2.800 x 1073 7.754 | 0.1379 61.3189
24.4903995 | 2.774 x 1073 7.026 | 0.1379 61.0515
18.1194724 | 5.221 x 1073 8.481 | 0.1978 79.2642
144.0349004 | 7.03 x 1072 50.000 | 0.2306 4.9999
0.1140547 2.142 x 1072 14.6987 | 2.3029 1696.8662
23.0120705 | 2.143 x 1072 13.532 | 2.3027 1576.7725
30.5514515 | 2.373 x 1072  14.234 | 2.3552 1466.1387
73.4094281 | 2.678 x 1072  15.360 | 2.4481 1382.1216
—0.1692146 | 3.411 x 102  10.204 | 2.9856 919.3461
19.4263359 | 3.408 x 1072 8.770 | 2.9853 802.9041
54.6328834 | 3.602 x 1072 8.863 | 3.0225 796.9011
62.3209464 | 4.147 x 1072 9.258 | 3.3198 807.935
26.7705502 | 4.769 x 1072 9.711 | 3.7066 824.8896
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A amostra apresentada na primeira coluna da tabela anterior foi obtida encadeando-
se sucessivamente quatro amostras de tamanho cinco geradas respectivamente das seguintes
distribuigoes £(0.0001,0,0.1), ¢(0.2,10,167), ¢(0.4,10,501) e ¢(0.01, 10, 1003), onde t(a, by, b)

e a distribuigao fornecida na expressao (5.5).

Perceba que as previsoes feitas usando a Regra Preditivista de Jeffrey sdao mais préximas
do valor real do que aquelas fornecidas usando o Condicionamento Bayesiano apenas, ou seja,
sem considerar qualquer método alternativo para incorporar mudangas niao previamente con-
sideradas. O Condicionamento Bayesiano além de fornecer previsdes em geral ruins, também
fornece variancia a posteriori muito pequenas (ver tabela 5.9) indicando que as previsoes fei-
tas utilizando este procedimento sdao muito precisas. Note também que o Condicionamento
Bayesiano nao incorpora as mudangas bruscas ocorridas nos parametros (tabela 5.10), o que

também pode ser observados no seguinte grafico:

Figura 5.15: Estudo Comparativo entre as Previsoes feitas pela Regra de Jeffrey e Condici-

onamento Bayesiano

140

120

------- éa?ase iano
—— .de .yef?rey

valores previstos
60 80 100

40

20

o

Note na préxima tabela que o Condicionamento Bayesiano nio capta as modificacoes

sofridas por p e o2.
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Tabela 5.10: Comportamento a Posterioride p e o

2

Valor Esperado para p

Valor Esperado para o

Bayes Jeffrey | Bayes Jeffrey

0 0| 0.1000 0.1000

0 0 | 0.1000 0.1000

0 0] 0.1000 0.1000

0 0 | 0.1000 0.1000

0 0 | 0.1000 0.1000

0 16.666 | 0.1000 0.555

1.456 x 1073 7.121 | 0.1198 64.1297
2.800 x 1073 7.754 | 0.1379 61.3189
2.774 x 1073 7.026 | 0.1379 61.0515
5.221 x 1073 8.481 | 0.1978 79.2642
7.03 x 1073 50.000 | 0.2306 4.9999
2.142 x 1072 14.6987 | 2.3029 1696.8662
2.143 x 1072 13.532 | 2.3027 1576.7725
2.373 x 1072 14.234 | 2.3552 1466.1387
2.678 x 1072 15.360 | 2.4481 1382.1216
3.411 x 1072 10.204 | 2.9856 919.3461
3.408 x 102 8.770 | 2.9853 802.9041
3.602 x 10~2 8.863 | 3.0225 796.9011
4.147 x 1072 9.258 | 3.3198 807.935
4.769 x 1072 9.711 | 3.7066 824.8896
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Nosso proximo passo consiste em aplicar esse algoritmo de previsao a dados reais. Esco-
lhemos para isso a série Rentabilidade ENDESA Mensal para a qual a modelagem sugerida
anteriormente fica justificada pelas suposicoes da teoria sobre Mercados Eficientes. Apresen-
tamos a seguir os resultados obtidos utilizando vérias distribuigdes a priori e supondo haver

mudancas em outubro de 1990, agosto de 1992 e setembro de 1993.

Figura 5.16: Previoes - Rentabilidade ENDESA
a=0.0001 - b1=-0.005, 0.005, 0.001 e 0-b2 = 0.2, 0.1, 0.01 e 0.001

0.0 0.2 0.4

valores previstos

-0.2

1987 1988 1989 1990 1991 1992 1993 1994 1995

a=0.0001-b1=0-b2=0.2, 0.1, 0.01 e 0.001

0.4

0.2

valores previstos
0.0

-0.2

1987 1988 1989 1990 1991 1992 1993 1994 1995

a=0.1-b1=0.001, 0.08, 0.003 e 0.05 - b2 = 0.2, 0.1, 0.01 e 0.001

0.4

0.2

valores previstos
0.0

-0.2

1987 1988 1989 1990 1991 1992 1993 1994 1995
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Figura 5.17: Prevides - Rentabilidade ENDESA
a=0.25-b1=0, 0.5, -0.001 e 0.1 - b2 = 0.2, 0.6, 0.0005 e 0.05

valores previstos
-0.2 0.0 0.2 04 06 0.8 1.0

1987 1988 1989 1990 1991 1992 1993 1994 1995

a=0.25, 0.25, 0.4 e 0.0001 - b1=0, 0.5, -0.001 e 0 -b2 = 0.2, 0.6, 0.0005 e 0.001

valores previstos
-0.2 0.0 0.2 0.4 0.6 0.8 1.0

1987 1988 1989 1990 1991 1992 1993 1994 1995

a=0.25,0.25,0.4 € 0.0001 - b1=0, 0.5, -0.001 e 0.1 -b2 = 0.2, 0.7, 0.0005 e 0.02

valores previstos
-0.2 0.0 0.2 0.4 0.6 0.8 1.0

1987 1988 1989 1990 1991 1992 1993 1994 1995

OBS: a linha cheia representa os dados reais, a tracejada representa as previsdes com a
Regra de Jeffrey e a pontilhada as previsdes com o Condicionamento Bayesiano. No que
segue a linha cheia representa o resultado obtido quando o Condicionamento Bayesiano é
utilizado e a linha tracejada simboliza os resultados obtidos quando a Regra de Jeffrey é

considerada.
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A seguir apresentamos o comportamento dos erros, do retorno esperado e volatilidade a
posterior: para cada procedimento de previsao sugerido. As distribui¢des a priori utilizadas

sao respectivamente as mesmas adotadas para as previsoes, exibidas nas figuras 5.16 e 5.17.

Figura 5.18: Erro a posteriori - Rentabilidade ENDESA
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Figura 5.19: Erro a posteriori - Rentabilidade ENDESA
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Os préximos graficos mostram o comportamento do retorno esperado e da volatilidade
a posteriori. Perceba a eficiéncia da Regra de Jeffrey na incorporacao de mudancas no

comportamento destes dois objetos.
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Figura 5.20: Retorno Médio a posteriori - Rentabilidade ENDESA
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Figura 5.21: Retorno Médio a posteriori - Rentabilidade ENDESA
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Figura 5.22: Volatilidade a posteriori - Rentabilidade ENDESA
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Figura 5.23: Volatilidade a posteriori - Rentabilidade ENDESA
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Pode-se perceber que o mecanismo de previsdes que envolve a Regra de Jeffrey é mais
eficiente em incorporar modificagoes bruscas na série do que demonstra ser o procedimento
que so6 utiliza o Condicionamento Bayesiano. Ver figuras 5.20, 5.21, 5.22 e 5.23, as quais
fornecem as estimativas a posteriori para os parametros intrinsecos envolvidos no teorema de

Smith(1981) - ou seja, no contexto visto aqui, para a volatilidade e para o retorno esperado.

As previsdes feitas utilizando a Regra de Jeffrey em geral sao melhores do que aquelas

feitas com o Condicionamento Bayesiano (ver figura 5.17) - apesar de ambos apresentarem
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precisao geralmente baixa - mas como estas previsoes dependem fortemente da sua opinido
sobre a série, elas podem ser piores do que as previsoes feitas com o Condicionamento
Bayesiano se a sua opiniao nao refletir de maneira suficientemente boa as consequéncias da

nova informacao sobre o mercado (ver terceiro gréfico, figura 5.16).

Na proxima secao veremos uma aplicacao dos procedimentos desenvolvidos no capitulo
P

4 a esta mesma série de dados.

5.5 O MPP e o Mercado Chileno

Nesta secao aplicaremos os procedimentos desenvolvidos no capitulo 4 & série Renta-
bilidade Mensal ENDESA. Nosso objetivo aqui é apresentar o comportamento a posteriori
para o retorno esperado (i) e para a volatilidade (¢?) e fazer inferéncias sobre o mimero de
pontos de mudanga que ocorrem nesta série. A partigao mais provavel serd apresentada com

sua respectiva probabilidade.

De acordo como as justificativas dadas na segao 5.2, dentro de cada bloco [ij] as ob-
servagoes sao julgadas condicionalmente iid’s com distribuigao A'(u%, (0)?) e também pelos
argumentos dados na secao 5.2, adotaremos uma distribuicao a priori Normal-Gama-Inversa
para descrever a incerteza sobre o parametro (1", (¢"7)?) do bloco [ij]. Isto é vamos consi-
derar que a priori

p o~ N(m,7(c7)?), (5.16)

onde m € um nimero real qualquer e 7 é um nimero real positivo, e por esperar-se que, quanto

maior a volatilidade, menor o bloco de observagoes formados, assumiremos inicialmente que

(67)* ~ GI ((j ;i)a; b(j;i)z + 1), (5.17)

onde a e b sao nimeros reais positivos. Perceba que com esta escolha e considerando a = b
a expectativa inicial sobre a relacao entre a volatilidade e o tamanho do bloco é satisfeita

pois, neste caso,

Bl(a")) = b(ja_z') =jii'
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Como coesbes a priori assumiremos aquelas fornecidas na expressao (4.33), pois segundo
a teoria de mercados eficientes pontos de mudangas ocorrem devido ao conhecimento de
informacoes nao previamente consideradas e, portanto, pontos de mudancas ja ocorridos nao
sao informativos sobre pontos de mudancas futuros (Ver se¢ao 4.4). Como antes mencionado,
valores pequenos de p favorecem a formacao de poucos blocos, o que parece ser razoavel para o
mercado chileno. Apesar disto, a andlise feita aqui contemplara varios valores de p. Também

assumiremos que 7 = 1.

Nas figuras 5.24 a 5.29 apresentamos as estimativas a posterior: para u (primeira coluna)
e o? (segunda coluna), assumindo como regra de penalidade a funcio de perda quadritica.
Para termos uma idéias sobre a sensibilidade do modelo, apresentamos estes e os demais
resultados a ser visto nesta segao considerando distintos parametros para a distribuicio a

priori de (u¥, (0'7)?).

As médias a posteriori para u* e (07)? serao contrastados, respectivamente, com as
médias e variancias moéveis de ordem 10, para termos uma idéia se o comportamento das

estimativas é similar aquele observado na analise descritiva.

2 considerando a = b = 0.5 e

A seguir, apresentamos as médias a posteriori para i e o
diferentes valores para m. As médias a posteriori sao apresentadas em linhas cheias e as

médias e variancias moveis sao apresentadas em linhas pontilhadas.
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Figura 5.24: Médias a posterioripara peoc?-m=0,a=0.5eb=0.5
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Figura 5.25: Médias a posteriori para u e 02 - m = 0.05,a =05e b= 0.5

m=0.05 e p=0.1 m=0.05 e p=0.1
z =
o (=
° 8
S S
8
8 S
° 3
o, S o
o
° 8
o
wn ey
S o) Nt TR T T,
o o
© 1987 1988 1989 1890 1991 1892 1993 1994 1995 1987 1988 1989 1990 1991 1992 1993 1994 1995
m=0.05 e p=0.5 m=0.05 e p=0.5
wn
- wn
< -
o
=
S o
& S
<
o
wn
] 2 =
o 4 J
e =
(=3 - O et el T e e e
o o
© 1987 1988 1989 1990 1991 1992 1993 1994 1995 1987 1988 1989 1990 1991 1992 1993 1994 1995
m=0.05 e p=0.9 m=0.05 e p=0.9
&
© (=]
e &
o
o
s o
(=
w
s e
S
o
S 8
s .
o
o1 N/ N e e,
(=3 = e SO S T S S TR PR N,
o

1987 1988 1989 1990 1991 1992 1993 1994

1995

1987 1988 1989 1990 1991

Perceba que as estimativas tanto para u quanto para o dependem do valor adotado para

p. Nos casos vistos nas figuras 5.24 e 5.25, as estimativas para p estao préximas dos valores

atingidos pelas médias méveis quando p = 0.9, onde pode-se perceber um grande nimero de

pontos de mudangas. Para p = 0.1 e p = 0.5 o nimero de pontos de mudancas detectados é

equeno, o que vem de encontro com o que se esperava para a série analisada. Qualquer que
)

seja o valor de m, as estimativas para o? estio em geral afastadas dos valores observados

para as variancias méveis quando p = 0.9 e para o ano de 1987, quando p = 0.1 e p = 0.5.

Também observa-se que com valores pequenos de p o nimero de pontos de mudancas na

variancia é pequeno, os quais ocorrem durante o ano de 1987 e no final de 1994 e além

disto, as médias a posteriori obtidas sdo mais suaves, tanto para y quanto para o2, quando
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comparadas com as médias e variancias moveis.

Considerando que o comportamento de (0'7)? é descrito pela distribuicio dada na ex-

pressao (5.17) com a = 0.01 e b = 3 e considerando m = 0, obtém-se

Figura 5.26: Médias a posteriori para p e o? -m=0,a=0.0leb=3
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Perceba que, na figura 5.26, as médias a posteriori para o? tém comportamento mais
proximo do comportamento das variancias méveis que o observado anteriormente nas figuras
5.24 e 5.25, independentemente do valor escolhido para p. Também, independentemente do
valor de p o nimero de pontos de mudanga tanto no retorno médio quanto na volatilidade

sao muito altos.

Considerando, novamente, m = 0 e admitindo agora que a = 1 e b = 3 as seguintes
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estimativas a posteriori foram observadas

Figura 5.27: Médias a posterioripara peoc?-m=0,a=1eb=3
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Neste caso, a escolha de @ = 1 e b = 3 parece nao ser uma boa escolha para descrever a in-
certeza sobre a volatilidade, fornecendo novamente estimativas para ¢* cujo comportamento
destoa do comportamento das variancias méveis. Por outro lado, para valores pequenos de
p, percebe-se que as mudangas no retorno médio e volatilidade ocorrem basicamente nos

periodos previamente mencionados na analise descritiva.
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Assumindo que volatilidade e tamanho dos blocos nao se relacionam diretamente, con-
sideraremos uma nova distribui¢ao a priori para (¢%7)? a qual nao depende do tamanho do
bloco. Nos dois graficos que seguem, assumimos que (¢*)? tem seu comportamento descrito

pela distribuicao GZ(a/2,d/2) para todo i e 7, onde a > 0 e d > 0.

Figura 5.28: Médias a posteriori para pe o’ -m=0,a=0.0led =3
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Figura 5.29: Médias a posterioripara pe oc?-m=0,a=0.0led =4
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Nos dois casos, as estimativas para o retorno médio sio muito parecidas quando as
comparamos para o mesmo valor de p e também apresentam comportamento dentro do
esperado. Ja para a volatilidade, obtivemos valores mais préximos do esperado quando
d = 4. Perceba que ao assumirmos uma distribuicdo a priori para (0/)? que nio depende
do tamanho do bloco, obtivemos estimativas para a volatilidade com comportamento muito
similar ao observado para as variancias moveis. Isto pode ter ocorrido por nao termos feito
escolhas adequadas para os valores de a e b, nos casos anteriores. Como antes, observamos
que, também para estas distribui¢ées a priori, o nimero de pontos de mudancas detectados

aumenta com o valor de p.

A seguir apresentaremos a estimativa para o nimero de blocos referentes a cada uma
das distribuigoes a priori consideradas nas figuras 5.24 a 5.29 e gréficos mostrando a relacao

entre u e o’

De acordo com a metodologia apresentada na segao 4.5, para obtermos a estimativa a
posteriort para o niumero de blocos B e para a particao p geramos uma amostra de 10 mil
seqiiéncias ou vetores de zeros e uns, com tamanho 95, partindo de uma seqiiéncia inicial
de zeros. (Sementes diferentes foram consideradas, as quais geraram amostras com compor-
tamentos similares aos obtidos partindo da semente nula, por isso optamos por apresentar
os resultados obtidos partindo da semente nula). Observando o comportamento das médias
ergodicas, percebemos que a amostra gerada atinge estabilidade apds trés mil iteracdes. Des-
prezamos, entao, as primeiras sequéncias geradas e consideramos como amostra final todas
as sequencias a partir deste ponto de estabilizacdo. Apesar de encontrarmos auto-correlacio
nao muito proxima de zero para alguns valores de p, ainda assim a amostra considerada
€ adequada pois estamos interessados apenas nas estimativas de B e p e nio na variancia
destes estimadores (ver Gamerman(1997) para detalhes). Estudos sobre a auto-correlacio
da amostra e sobre a convergéncia para a distribuicdo a posteriori para B sao apresentados

no Apéndice Quatro.



Figura 5.30: Distribuicao a posteriori estimada para o nimero de blocos B e diagrama de

dispersao para pec - m=0,a=05e b= 0.5
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Figura 5.31: Distribuicao a posteriori estimada para o nimero de blocos B e diagrama de

dispersao para g e 0> m =0.05,a=0.5eb=0.5

0.6 0.8

rob
4

0.2

0.0

0.4

0.3

0.1

0.0

prob
0.0 0.020.040.060.080.100.120.14

204

p=0.1 e m=0.05 p=0.1 e m=0.05
(o] ... ) '
o
1]
o. L]
° o
Q
co
80
@O
> °
b4
(=]
o
N °
o .
(o] . -
20 40 60 80 0.04 -0.02 0.0 0.02 0.04
numero de blocos media
p=0.5 e m=0.05 p=0.5 e m=0.05
& .
o| ***
go
25
t‘i L]
>
n
o
o .
‘S
20 40 60 80 -0.04 -0.02 0.0 0.02 0.04
numero de blocos media
p=0.9 e m=0.05 p=0.9 e m=0.05
< N '
o
o
(V]
o °
@o
3]
[ +3 L]
go ¢
85| - .
g0 ' . .
o_ 3 . . ° L] . . oe 60
A. . ° . ’ . ‘.. o ®
g el
20 40 60 80 ° 00 00 005 0.10 0.15
numero de blocos media




Figura 5.32: Distribuicao a posteriori estimada para o nimero de blocos B e diagrama de

dispersao para g e 0>~ m=0,a=0.01eb=3
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Figura 5.33: Distribuigdo a posteriori estimada para o nimero de blocos B e diagrama de

dispersao parape s - m=0,a=1eb=3
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Assumindo que (0")? tem seu comportamento descrito pela distribuicao GZ(a/2,d/2)

para todo 7 e j obtemos os seguintes resultados.

Figura 5.34: Distribuigao a posteriori estimada para o nimero de blocos B e diagrama de

dispersiao p e 62-m=0,a=00led =3
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Figura 5.35: Distribuicdo a posteriori estimada para o nimero de blocos B e diagrama de

dispersao p e o?>-m=0,a=00led=4
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Percebe-se, dos grificos anteriores, que independentemente das distribuicdes a priori

adotadas para descrescrever o comportamento de i e o, o niimero de blocos presentes na

particdo do conjunto de dados cresce a medida que o valor de p cresce. Também parece

ser comum ocorrerem mudangas simultaneas no retorno esperado e na volatilidade. Isto

pode ser percebido, por exemplo, no diagrama de dispersao da figura 5.30, quando p = 0.1

e m = 0. Neste exemplo, ocorrem poucas mudancas tanto no retorno médio quanto na

volatilidade mas estas, em sua maioria, ocorrem simultaneamente, concordando com o que

foi observado no respectivo grafico das estimativas vistos na figura 5.24. Se consideramos o

diagrama de dispersao da figura 5.32, referente a p = 0.9, notamos que, em geral, quando

ocorrem mudangas na volatilidade também ocorrem mudancas no retorno esperado. Apesar
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disto, existe um grande nimero de mudancas no retorno esperado que nao ¢ acompanhada

por mudancas na volatilidade.

A seguir, apresentaremos a particao cuja ocorréncia a posteriori é de maior probabilidade

para cada um dos casos estudados aqui. Os graficos a seguir contrastam a série de retornos

com a sequéncia de zeros e uns correspondente a partigao gerada (ver expressao (4.38)). Um

ponto de mudanga ocorre quando um zero ocorre. Desta forma, o primeiro gréfico da figura

abaixo corresponte a ocorréncia da partigao p = {0, 8, 95}.
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Figura 5.36: Particdo cuja ocorréncia é a mais provavel-m =0,a=0.5e b= 0.5

p=0.1 e m=0
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Figura 5.37: Particdo cuja ocorréncia é a mais provavel- m = 0.05, a = 0.5 e b = 0.5
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Figura 5.38: Partigao cuja ocorréncia é a mais provavel-m =0, a =0.01 e b= 3

p=0.1, m=0, a=0.01 e b=3
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Figura 5.39: Particao cuja ocorréncia é a mais provavel- m =0, a=1e b= 3

p=0.1, m=0, a=1 e b=3
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Assumindo que (¢7)% tem seu comportamento descrito pela distribuicio GZ(a 2,d/2
q P

para todo z e 7 as seguintes parti¢oes sao obtidas.
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Figura 5.40: Particdao cuja ocorréncia é a mais provavel- m =0, a =0.0l e d = 3

p=0.1, m=0, a=0.01 e d=3
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Figura 5.41: Particdo cuja ocorréncia é a mais provavel- m =0,a =0.0l e d = 4

p=0.1, m=0, a=0.01 e d=4

e 0000000 00sevsesees s seses s0esess seves ssecessssess oo o9 eevessescess secessees s eiie s
@
o
©
2 Prob = 0.0205685
<
(=] { -
N
o
g .:'I :: ,","-..-_.‘ :l“..-_~-".‘-‘.y" ki "" ."._‘.-'\‘,." ".~;_..,._‘._-":" "'." " '5«..‘_" ll' “.‘_. '.'.'-."-" ".' - :." N ;'-_.' @ ‘.."'-..'..‘
o ; i
Q u

1987 1988 1989 1990 1991 1992 1993 1994 1995

p=0.5, m=0, a=0.01 e d=4

e . . e o ee . e o . oo * o essss o o es see se o o o ees sees sevs
©
o
©
P Prob = 0.0007142
<
o :
o i &
c i N
g G_. \ .'.‘"\-..,,.".1‘ '. ".'-,‘.',tv'.".",."'.l'----_t'.,._ .'.. . e e .: '"'-"-_. : ',";“‘..""“..'_‘°:"' Sl Nee e -'\‘
N ) v .
o o
T |"

1987 1988 1989 1990 1991 1992 1993 1994 1995

p=0.9, m=0, a=0.01 e d=4
8 L . . L] . . . . LR . . LRl .
@
o
©
o Prob = 0.0312812
<
o 4
N - &
o %
g L_. "n o'l'-‘V'o' \‘: .:'o“:-a.g,o"o"-‘q" . ."o"o.‘ o.}""o‘ -..; ~‘.-o.:_-.‘_?.';..‘i' s o"."o sos 'v,?.,,-" -"-:0‘;"! * o.."-.‘p_'o"o‘y_g‘olA”o“'-"a'\". . l“o"o e o.‘n“
N ¥ -
Q u
1
1987 1988 1989 1990 1991 1992 1993 1994 1995

Diante das informagoes e fatos histéricos relatados por Maeda(1996), e que brevemente
apresentamos no final da segao 5.3, achamos que o melhor julgamento (dentre os poucos
apresentados neste trabalho), que poderia ter sido feito por uma pessoa, sobre o comporta-
mento da série Rentabilidade - ENDESA ¢ aquele que traduz a opinido a priori da pessoa
sobre u como sendo a distribuigio A(0;(0'7)?), sobre (%)% como sendo a distribuigao

GI(0.01/2; 3/2) e que aponta o valor de p como sendo 0.1.

Ao descrever sua opinido a priori sobre o comportamento da série ENDESA dessa forma,
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a seguinte particao ocorrera a posteriori com maior probabilidade

Figura 5.42: Pontos de Mudan¢a e Fatos Historicos (Rentabilidade ENDESA - m = 0

a=001l,d=3ep=0.1
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Perceba que a partigdo obtida revela mudangas em pontos bastante estratégicos. Em
1987, a bolsa de Nova York vive uma de suas maiores crises, comparada, inclusive, 4 grande
quebra de 1929. Esta crise refletiu mundialmente, provocando quedas nas bolsas de valores
de todo mundo, inclusive na bolsa chilena. O ponto ocorrido em 1988 pode ser justificado

pelo plebiscito realizado em outubro para descobrir sobre a conformidade ou nio do povo
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chileno com respeito a continuidade do governo do entao presidente da repiiblica - General

Augusto Pinochet.

A vitéria do NAO parecer ser um dos fatores provocadores dos pontos de mudanca ocor-
ridos no inicio do ano seguinte, ainda mais, se aliado a este fator considerarmos o fechamento
da ecomonia norte-americana a importagées de alguns produtos chilenos. A partir do plebis-
cito, o mercado financeiro experimenta uma alta na volatilidade a qual perdura até meados
de 1989 (ver figura 5.28). No final de 1989, ocorre o primeiro processo eleitoral depois de
anos de ditadura militar. Este marco de grande importéncia para a histéria Chilena, pa-
rece provocar um esfriamento do mercado (observa-se Volatilidade baixa a partir do 1ltimo
trimestre de 1989 até final de 1990) gerando possivelmente o ponto de mudanca percebido

nesta época.

O periodo de ajuste do governo do presidente eleito Patricio Alwyn, a Guerra do Golfo,
precedida pela invasao do Kuwait, e a pressao exercida pelo exército contra Alwyn por causa
das ventilagdes sobre a publicagdo do Informe Rettig sio os mais provaveis responsaveis
pelo aquecimento do mercado observado entre o final de 1990 e meados de 1991 e pelos dois
pontos de mudangas obsevados em 1990. Neste periodo, observa-se a maior rentabilidade da

série ENDESA entre janeiro de 1987 e dezembro de 1994.

No inicio de 1991, ¢ divulgado o Informe Rettig o qual divulga o nimero de mortos e
desaparecidos durante o periodo militar. Este informe provocou bastante inseguranca sobre
o futuro da democracia chilena. Também neste ano, ocorre uma queda mundial no preco
do petréleo. Os dois pontos de mudangas ocorridos neste ano podem ter sido consequéncia
destes fatores. A partir do final de 1991, a volatilidade no mercado comeca a apresentar
uma tendéncia ao decaimento. Os retornos também sido mais baixos que os alcancados no

periodo anterior e permanecem assim até o inicio de 1993.

O ano de 1992 foi marcado por uma politica monetaria expansiva e pela queda do délar
nos mercados internacionais e 1993 foi marcado pela dininuicio no volume das exportacoes
chilenas devido ao processo recessivo encarado pelos paises desenvolvidos. Estes fatos podem

ter sido os causadores dos pontos de mudangas ocorridos em 1992 e 1993, os quais parecem
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mais 6bvios nos retornos esperados que na volatilidade do mercado.
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Consideracoes Finais

Atualizar probabilidades quando imprevistos ocorrem é um tema cujo estudo ainda nio
foi concluido. Apesar dos varios mecanismos de atualizagio de probabilidades existentes,
nenhum deles responde completamente a questao de como atualizar probabilidades em todas
as situacoes que podemos confrontar. A Regra de Jeffrey, por exemplo, apesar de responder
a esta questao em situagoes mais gerais que o Condicionamento Bayesiano, é completamente
inerte quando a informacao recebida modifica o espaco amostral, ou quando leva Vocé a
modificar suas opinides sobre eventos do espaco amostral que nio pertencem a uma particao
deste e mesmo quando, sob esta informagao, a J-condigio ndo puder ser julgada vélida.

Vimos nos capitulos 1 e 2 exemplos que ilustram algumas destas situacdes.

Por exemplo, a ocorréncia de um Bayesianus Genuinus no exemplo de estimacio do
nimero de espécies no deserto do Saara, visto no capitulo 1, ndo é respondido por qualquer
proposta apresentada aqui. Também nao consideramos razoavel a proposta feita por Za-
bell(1992) a qual inicia com um espago amostral grande o suficente para incluir tudo o que
é possivel ocorrer. O que é tudo quando levamos em conta a possibilidade de ocorrer algo

completamente novo? Este é um problema ainda em aberto.

Também ¢ digno de mais pesquisas a procura de alguma definicio de coeréncia que
norteie a escolha de procedimentos para atualizar-se probabilidades. Ou, quem sabe, provar
a inexisténcia de qualquer defini¢ao de coeréncia temporal que torne normativo este processo

de atualizacao.

Pode-se pensar também, dentro da linha mais fundamental, em um procedimento para



tomada de decisées diante do recebimento de informagoes imprevistas. Como se comporta a
fungao de utilidade nestes casos? Qual é o similar do Principio da Maximizacdo da Utilidade

Esperada se suas probabilidades sdo atualizadas via Regra de Jeffrey?

A caracterizagao preditivista de modelos O(M )-invariantes também néao foi completa-
mente explorada. Se condigoes sobre as esperancas condicionais, distintas das consideradas
no capitulo 3, forem feitas certamente caracterizaremos modelos outros que nio o modelo t.
E ainda de nosso interesse investigar as condi¢Oes necessarias para caracterizar outros mo-
delos O(M)-invariantes como, por exemplo, para o modelo exponencial duplo multivariado.
Ainda nesta linha de modelagem buscamos uma generalizacio do resultado apresentado na
proposigao 2.5.2. Como esta apresentado, este resultado nido permite, por exemplo, iden-
tificar o modelo quando a representagdao é uma mistura de normais com média e variancia

desconhecidas.

Devido a complexidade dos aspectos computacionais envolvidos no capitulo 4, poucas
contribuigoes foram feitas nesta parte do trabalho e ainda temos muito o que fazer. Acredi-
tamos que o parametro p envolvidos nas coesdes usadas na aplicacao do capitulo 5 nao sao
fixos e devem ter seu comportamento descrito por uma distribuicao de probabilidade. Ao
fazer isso a estrutura do Modelo Parti¢ao Produto é perdida dificultando um pouco mais as
inferéncias. Também € interessante inferir sobre possiveis mudancas na forma funcional do
modelo e nao somente nos parametros que o indexa, como fizemos aqui. E possivel que o
comportamento nos diferentes blocos possam ser descritos por modelos distintos e detectar
esta mudanca pode ser bastante importante. Serd que no mercado chileno, as hipéteses da

teoria de mercados eficientes sao de fato razoaveis a partir do final de 907

Outro aspecto também de interesse é desenvolver um procedimento para fazer previsoes
sobre valores futuros de observaveis levando em conta a ocorréncia de pontos de mudanca

na sequéncia de observagoes ja feitas e, se possivel, respeitando a estrutura do MPP.



Apéndice Um

Neste apéndice mostramos algumas tabelas contendo valores gerados da distribuicio t dada na

expressao (5.5) para diversos valores de a, b; e by. Lembramos que a deve pertencer ao intervalo

2
(0;0,5), b; pode ser qualquer real e by é qualquer real positivo que satisfaca a relacio b, > 1_El2_a

a=0.000l eb; =0

b, = 0.1 b, = 10 b, = 100

0.094 —2.628 0.0861

0.238 1.226 —0.3817

—0.509 0.330 —10.1501

0.447 2.658 -1.3221

0.211 0.958 —3.5971

a=049eb, =0

b, = 0.1 b, = 10 b, = 100

0.8095 179.1990 —395.0072

1.77525 —270.4653 70.6545

18.4738 —91.8287 —0.0743

0.6362 —157.1550 253.1096

—0.1919 176.5262 —4.2801

a=02eb =0

b, = 0.1 b, = 10 b, = 100

—0.4397 —1.1168 —14.9614

—0.8842 2.0312 2.5795

0.4866 9.7834 —4.4579

0.6193 3.9720 12.4637

—0.2081 0.3587 3.8529
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a=00leb =1

b, = 2 b, = 103 b, = 10205
1.5872 25.7604 —56.2798
1.1007 31.0410 87.8369
1.3628 —14.6032 —229.5013
—0.4099 13.7864 125.2311
—1.5404 16.5268 —107.3629
a=0.0leb =10
b, = 103 b, = 1003 b, = 10205
4.8337 —0.1690 41.0003
12.1857 19.4260 114.3184
11.3153 54.6330 20.8881
7.7617 62.3210 42.2284
11.3259 27.771 14.9318
a=0.01eb =100
b, = 10205 b, = 50000 b, = 1000000
—97.8070 547.1301 1511.6486
—85.5320 83.3719 1521.9954
—111.2690 —172.8365 2450.7761
—97.6280 235.9428 —1225.3603
—130.2690 —46.2784 309.2387
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a=0.2eb =100

b, = 1.7 b, = 167 = 16667
—0.7720 —3.6080 —116.7338
6.0390 —4.4869 —48.3030
3.0560 —31.6403 —330.3909
4.8140 —11.1442 59.3423
2.9330 12.4663 —215.1994

b, = 167 b, = 200 = 16667
14.0920 15.9000 348.32288
13.44878 9.2160 19.5378
—0.2590 22.2276 —165.4655
24.4900 —6.5720 85.6929
18.1190 7.2160 —540.6685

b, = 16667 b, = 50000 b, = 100000

—24.5016 146.0665 732.5344
144.8118 166.8789 —177.3363
45.9510 449.6085 —36.7773

519.7184 770.8943 570.0135
41.6798 6.1307 —69.1908

8]
3]
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a:0.49eb1:1

b, = 51 b, = 5001 b, = 500001
138.0143 —1947.088 18364.996
216.7260 —283.9620 10282.691
“121.04245 1089.1130 10630.9360
67.30051 24.483 9917.9670
—41.8420 —277.9740 16720.8110
a=049eb =10
b, = 5001 b, = 10001 b, = 500001
6831.66 —385.2320 18256.2320
—3618.3200 4471.0380 65095.1460
410.4710 —946.4880 27376.7580
3699.1020 —2111.2560 5592.379
1724.9930 —1203.316 24359.7435
a=0.49 e b, =100
b, = 500001 b, = 600000 b, = 1000000
—6961.2000 23475.7420 29764.5040
4755.8730 42665.7500 8330.9040
23158.795 42959.4000 25284.6380
5165.479 2192.0750 9371.1410
23000.0530 11135.4090 22317.7260

OBS: Os valores de by encontrados na primeira coluna de cada tabela sio valores muito préximos

no menor valor possivel para by com as particulares escolhas de a e b, feitas.



Apéndice Dois

A seguir apresentamos o algoritmo utilizado para fazer as previsoes exibidas na secao
5.4 do capitulo 5. Este algoritmo foi implementado em FORTRAN e pode ser compilado

utilizando os compiladores Fortran 77 e subsequentes.

Para executar o programa € necessario fornecer os arquivos de dados com nome X.dat e
os arquivos contendo os parametros a, b; e b, em cada instante de tempo(mesmo que nao
haja mudangas nestes). Estes arquivos devem ser nomeados, respectivamente, por A.dat,

Bl.dat e B2.dat.

Program nuevol

implicit none

integer i, max,k,m

parameter (max=2000)

double precision X(max),a(max), bl(max), b2(max)

double precision ecj(max),ecb(max),sj(max),sqj(max),qsj(max)
double precision sb(max),sqb(max),qgsb(max)

double precision dbi,rbil

double precision vcb(max)

double precision EMiB(max), EsigmaB(max)

double precision EMij(max),Esigmaj(max)

double precision d,r,vcj(max)

(8]
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logical auxl,aux2,aux3

WEAEE [ B) “ e e e e e e e e e e e s
write(*,*) ‘Lembre-se que os dados do arquivo A.dat devem~
write(*,*) ’‘pertencer ao intervalo (0;0.5)~
write(*,*) ~ ~
write(*,*) “0Os dados do Arquivo Bl.dat podem ser quaisquer reais”
write(*,x) ~
write(*,*) ‘E os dados do arquivo B2.dat devem satisfazer a relacao”
write(*,*) ~ b2>b1lxb1/(1-2%a) "
Write(*,*) “=——mm e
write(*,*) ~ ~
write(*,*) ‘0 maximo permitido para o vector e max’
write(*,*) “se o arquivo e maior que max modifique a constante-’
write(*,*) ° "max" do programa’
write(*,¥) ~ ~
Write(*, %) mmmmm e e o ’
write(*,*) ‘Tamanho dos arquivos ou numero de amostras:’
read (*,*) m
open(unit=1,file="X.dat’,status="0ld",err=1000)
read(1,*,Err= 1100) (X(i),i=1,m)
close(1)
open(unit=1,file="A.dat”,status="0ld’,err=1000)
read(1,*) (a(i), i=1,m)
close(1)
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open(unit=1,file="Bl.dat",status="0ld’,err=1000)
read(1,*) (b1(i), i=1,m)

close(1)
open(unit=1,file=’B2.dat’,status=’old’,err=1000)
read(1,*) (b2(i), i=1,m)

close(1)

a(0)=0.0
b1(0)=0.0
b2(0)=0.0
sb(0)=0.0
qsb(0)=0.0
sqb(0)=0.0
do 11 i=1,m
ecj(i)=0.
ecb(i)=0.
sqb(i)=0.

S O O o

sqj(i)=0.
sj(i1)=0.0
gsj(i)=0.0
sb(i)=0.0
qsb(i)=0.0
EMiB(i)=0.0
EMij(i)=0.0
EsigmaB(i)=0.0

Esigmaj(i)=0.0
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vcj(1)=0.0
veb(i)=0.0
11 continue
open(unit=1,file="Pcambio.dt’,status="new”,err=1001)
do 15 k=1,m
db1=0.0
rb1=0.0

dbi=1+a(1)*(k-3)

rbi=a(1)/db1

ecb(k)=rbl*sb(k-1)+b1(1)/db1

veb (k)=b2(1)/a(1)- (b1 (1)**2/ (a(1)*dbi))+sqb(k-1)

veb (k) =rbi* (veb (k) -rbi*qsb(k-1)-2%b1(1)*sb(k-1)/db1)
sb(k)=sb(k-1)+X(k)

sqb(k)=sqb(k-1)+X (k) **2

qsb (k) =sb (k) **2

EMiB(k)=(a(1)*sb(k-1)+b1(1))/dbl
EsigmaB(k)=b2(1)/a(1)+sqb(k-1)
EsigmaB(k)=EsigmaB(k)-((a(1)*sb(k-1)+b1(1))**2)/(a(1)*db1)
EsigmaB(k)=(EsigmaB(k)*a(1))/(a(1)*(k-3)+1)



auxi=a(k).eq.a(k-1)
aux2=b1(k).eq.b1(k-1)

aux3=b2(k) .eq.b2(k-1)

if ((auxl.and.aux2).and.aux3) then

d=0.0

r=0.0

d=1+a(k)*(k-3)

r=a(k)/d

ecj (k)=r*sj(k-1)+b1(k)/d

vej (k)=b2(k) /a(k)-b1(k)**2/ (a(k)*d)+sqj(k-1)-r*qsj(k-1)

vcj (k)=r*(vcj(k)-2+bl (k) *sj(k-1)/d)

EMij (k)=(a(k)*sj(k-1)+b1(k))/d
Esigmaj(k)=b2(k)/a(k)+sqj(k-1)
Esigmaj(k)=Esigmaj(k)-(a(k)*sj(k-1)+b1(k))**2/(a(k)*d)

Esigmaj (k)=a(k)*Esigmaj(k)/(a(k)*(k-3)+1)

sj (k)=sj (k-1)+X (k)

sqj (k)=sqj (k-1) +X (k) **2

gsj (k)=sj (k) **2

else
write(1,*) k
ecj (k)=b1(k)/(1-2%a(k))
ve] (k)=(b2(k)*(1-2*a(k))-b1(k)**2) /(1-2%a(k) ) **2
EMij(k)=b1(k)/(1-2*a(k))
Esigmaj (k)=(b2(k)*(1-2*a(k))-b1(k)**2)/((1-a(k))*(1-2%a(k)))
sj (k) =X(k)
sqj (k) =X (k) **2
gsj (k) =sj (k) **2

end if
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15 continue
close(1)
open(unit=2,file="Pbayes.dt’,status="new’,err=1001)
do 20 i=1,m

write(2,*) ecb(i)

20 continue
close(2)
open(unit=3,file="Pjeffrey.dt”,status="new’,err=1001)
do 25 i=1,m

write(3,*) ecj(i)

Arquivo contendo as variancias a posteriori para a proxima

observacao - Condicionamento Bayesiano

25 continue
close(3)
open(unit=4,file=’Ebayes.dt’,status=’new’,err=1001)

do 30 i=1,m



write(4,*) vcb(i)

Arquivo contendo as variancias a posteriori para a proxima

observacao - Regra Preditivista de Jeffrey

30 continue
close(4)
open(unit=5,file="Ejeffrey.dt’,status="new’,err=1001)
do 35 i=1,m

write(5,*) vcj(di)

Arquivo contendo as estimativas a posteriori para mi-

Condicionamento bayesiano

35 continue
close(5)
open(unit=1,file=’Mibayes.dt’,status=’new’,err=1001)
do 40 i=1,m

write(1,*) EMiB(i)

Arquivo contendo as estimativas a posteriori para sigma-

Condicionamento Bayesiano
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40 continue
close(1)
open(unit=1,file="Sigbayes.dt’,status="new”,err=1001)
do 45 i=1,m

write(1,*) EsigmaB(i)

Arquivo contendo as estimativas a posteriori para mi-

Regra preditivista de Jeffrey

45 continue
close(1)
open(unit=1,file="Mijef.dt’,status="new”,err=1001)
do 50 i=1,m

write(1,*) EMij(di)

Arquivo contendo as estimativas a posteriori para sigma-

Regra Preditivista de Jeffrey

50 continue
close(1)
open(unit=1,file=’Sigjef.dt’,status=’new’,err=1001)
do 55 i=1,m

write(1,*) Esigmaj(i)
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55 continue

close(1)

write(*,*)
Write (¥, %) “—mm
write(*,*) “os resultados podem ser encontrados nos arquivos:’
write(*,*) ‘Pbayes.dt,Pjeffrey.dt,Ebayes.dt,Ejeffrey.dt”
write(*,*) ‘Sigbayes.dt,Sigjef.dt,Mijef.dt,Mibayes.dt”
write(*,*) “os pontos onde ocorrem mudancas nos parametros -

P

write(*,x*) estao no arquivo "Pcambio.dt"~
1000 write(*,*) °~
1001 write(*,*) °~
1100 write(*,*) “~

end



Apéndice Trés

O algoritmo que segue foi implementado em PERL e fornece as estimativas a posteriori
para os parametros y e o® de uma distribuicdio normal, a estimativa a posteriori para o
nimero de blocos B e as dez partigdes mais provéaveis de terem ocorrido. A técnica usada

para estimar as distribuicées a posteriori para B e p foi Gibbs Sampler.

Para executar o programa é necessario fornecer o conjuto de dados, os valores de perTe
o mimero de seqiiéncias (U, ..., U,) a serem geradas, LIM. Além do conjunto com n dados,

deve estar disponivel para leitura o arquivo “cadena0” contendo a sequeéncia de U;’s inicial.

O programa gera os arquivos COHES, contendo a matriz de coesdes a posteriori, RELEV,
onde pode-se encontrar a matriz de relevancia a posteriori, CADENAS, formado pelas médias
das seqiiéncias geradas, MEDIAS, constituido pelas estimativas a posteriori para p e o2 e
PEB, o qual armazena a distribuicdo a posteriori para B e as dez cadeias mais frequentes

com suas respectivas freqliéncias relativas.

#!/usr/bin/perl
#programa em perl

Ghora = localtime(time);

print "$hora[2]:$horal[1]:$horal0]\n";
# abrir o arquivo de dados
open DATA,$ARGV[0] or die "Nao se pode abrir o arquivo de dados";

# leia os dados



$i =1,
while (<DATA>) {
$aux = substr($_ , 0, -1);
if (ord($aux) !=0){ $xk[$i++] = $aux;};

s

$p = $ARGV[1];

$t = $ARGV[2];

$lim = $ARGV[3];

$n = $i-1;

print "leia $n numeros... burp! com p: $p , t: $t e lim: $lim\n";
close DATA;

$pi = 3.141592653589793;

#comeco dos calculos

# calculo dos m_ij %

@mPost = &calculaM(\@xk,$t);

# calculo do factor que inclue as gamas

Qgamas = &calculaG($t);

# calculo das coesoes c_ij %

@c = &calculaC(\@xk,\@gamas,$t,$p);

# calculo de lambda0

@lambda0 = &calculaLo(\@c);

# calculo de LambdaNlN
@lambdaN = &calculaLN(\@c);



# calculo das relevancias r_ij"*

Q@relev = &calculaR(\@c,\@lambda0O,\@lambdaN);

# calculo dos a_ij"*

Q@aPost = &calculaA(\@xk,$t);

#calculo dos d_ij"*

@dPost = &calculaD;

# calculo das medias a posteriori

@medias = &calculaMedias(\@mPost,\@relev,\QaPost,\@dPost);

# calculo das cadeias

Qcadenas = &calculaCadenas(\@c,$1lim);

open fMedias,'">cadenas";

select fMedias;

print "Medias de las cadenas\n";

for($i = 1;8i <= $lim;$i++) {
print $cadenas[$i][2]/$n,"\n";
};

close fMedias;

select STDOUT;

# calculos com as cadeias
print "Valor de Estabilizacao = ";
read(STDIN, $est,length($lim));

Qcuantas = cuentaCuantas(\@cadenas) ;
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open C,">cohes";
select C;
print "Matriz de cohesiones\n";
for($i = 0;$i < $n;$i++) {
for($j = $i+1;8j <= $n;$j++) {
print $c[$il[$5]1,"\t";
k;
print "\n";
s

close C;

open C,">relev";
select C;
print "Matriz de relevancias\n";
for($i = 0;8i < $n;$i++) {
for($j = $i+1;8$j <= $n;$j++) {
print $relev[$il [$j],"\t";

};

print "\n";
¥;
close C;

open C,">medias";
select C;
print "Medias a Posteriori\n";
for($i = 0;$i <= $n;$i++) {
print $medias[$i][1],"\t",$medias[$i][2],"\n";
};

close C;
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select STDOUT;
Q@hora = localtime(time);

print "$horal[2]:$horal1]:$horal[0]\n";

RRRRBBARBRRBRBRERRERRRRBERRBRBRBR B BB BB AR BB RRBRBRRBERBERBRA BB RBRRH

# it
# Esta e a secao das funcoes utilizadas pelo programa #
it i

RURBRRRBRARBRBRRBRRBRRRARBRBARBRBRAR VBB BB RBRBR BB R BB ARBRBRB RS R BB

# calculaM devolve o valor dos m_ij *

sub calculaM {
my ($pv,$t) = o_;
local @vv = @$pv; .

for($i = 0;8i < $n;$i++) {
for($j = $i+1;$j <= $n;$j++) {
$aux = (1 + ($j-$1i)*$t);
$mp[$i] [$j] = $t*suma(\@vv,$i+1,$j)/$aux;
$mp[$i] [$j] = $mp[$i] [$j]+funcion($i,$j,1)/$aux;
#print "m$i $j:", $mp[$i][$j]1,"\n";
3
¥

return(Qmp) ;
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# calcula a soma dos dados (pvv) entre os valores i e j
sub suma {

my ($pv,$1,$j) = @_;

my $suma = 0;

local Qvv = @$pv;

for($x = $i;$x <= $j;$x++) {
$suma += $vv[$x];
}s;

return($suma) ;

#calcula varias parametros a priori

sub funcion{
my ($i,$j,$tipo) = @_; ¢

my $aux = 0;

SWITCH: for($tipo) {
/1/ &% do
{ # funcion m"ij
$aux = 0;
last;
¥;
/2/  && do
{ # funcion a"ij

$aux = ($j-$i)/2;
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#$aux = 0.01;
last;
¥
/3/  && do
{ #funcion d"ij
#$aux = 4;
$aux = (($j-$1)**2)/2 +2;
last;
&

die "funcao desconhecida';
}
return($aux);

¥

# calcula o fator que acompanha as coesoes

sub calculaG{

my ($t) = @$_;

for($d = 1;$d <= $n;$d++) {
$dij = funcion(0,$d,3);
$x = ($dij+$d)/2 -1;
$y = ($dij)/2 -1;
$gamas[$d] = -$x + $y;

$gamas[$d] += ($x+0.5)*log($x)-($y+0.5)*log($y);
$gamas[$d] +=

1/7(12%($x)) - 1/(360* ($x**3))+1/ (1260 ($x*+*5)) -1/ (1680% ($x**7)) ;
$gamas[$d] -=



1/(12%(8y)) + 1/(360%($y**3)) -1/ (1260 ($y**5))+1/ (1680 ($y**7)) ;
$gamas[$d] -= $d/2*log($pi);
$gamas[$d] += $dij*0.5*log(&funcion(0,$d,2));
$gamas[$d] -= 0.5*log(1+$t*$d);
# print "gamas$d :", $gamas[$d],"\n";
¥i

return(@gamas) ;

# calcula a matriz de coesoes c_ij *

sub calculaC {
my ($pv,$pg,$t,$p) = @_;
my $aux = 0;
local Qvv = @$pv;
local @gamas = Q$pg;

for($i = 0;$i < $n;$i++) {

for($j = $i+1;$j < $n;$j++) {
# print "gamas$i $j:", $gamas[$j-$i],"\n";
$cp[$il1[$3] = ($j-$i-1)*log(1-$p);
$cpl$il [$j] += log($p);
$cp[$il[$j] += $gamas[$j-$il;
$cp[$i] [$7] +=

(-(funcion($i,$j,3)+$j-$1)/2)*log(funcion($i,$j,2)+M(\evv,$t,$i,$j));

$cp[$i][$3] = exp($cpl$il [$3]);

}

$j = $n;

#print "gamas$i $j:", $gamas[$j-$il,"\n";

240



$cpl$il[$j] = ($j-$i-1)*log(1-$p);
$cpl$i] [$j] += $gamas[$j-$i];
$cp[$il [$3] +=
(-(funcion($i,$j,3)+$j-$1)/2)*log(funcion($i,$j,2)+M(\evv,$t,$i,$3));
$cpl$i] [$3] = exp($cp[$il [$31);
I
return (Qcp);
¥

# calcula o valor de M_ij

sub M {
my ($pv,$t,$i,$j) = a_;
my $dif = 0;

my $suma = 0;

my $sumaC = 0;
my $Mij = 0;
local @vv = @$pv;

for($r = $i+1;$r <= $j;$r++) {
$dif = $vv[$r]-funcion($i,$j,1);
$suma += $dif;
$sumaC += ($dif)**2;
¥s
$Mij = $sumaC - $t/(1+$t*($j-$1))*($suma)**2;

return($Mij);
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# calcula o vetor lambda 0

sub calculaLl0{

my ($pc) = @_;
local Qcp = @$pc;
my $suma;

$10[1] = $cplol [1];

for($j = 1;$j < $n;$j++) {
$suma = 0;
for($s = 1;$s <= $j;$s++) {
$suma += $10[$s]*$cpl$s] [$j+1];

¥;

$10[$j+1] = $cpl0]1[$j+1] + $suma;
}
return(Q10);

# calcula o vetor lambda N

sub calculaLN{
my ($pc) = @_;
local @cp = @$pc;

my $suma = 0;

$1N[$n-1] = $cp[$n-1][$n];
for($r = $n-2; $r >= 1;$r--) {
$suma = 0;

for($s = $r+1;$s <= $n-1;$s++) {

o
=
8]



$suma += $IN[$s]*$cp($r] [$s];
};
$IN[$r] = $cp[$r] [$n] + $suma;
¥

return(Q@1N) ;

# calcula as relevancias r_ij *

sub calculaR {

my ($pc,$pl0,$plN) = @_;

local @cp = @$pc;
local @10 = @$plO;
local Q1IN = @$plN;

for($j = 1;$j < $n; $j++) {
$rpl0][$j] = $cpl0] [$j1*$1IN[$;]1/$10[$n];
#print "r0 $j:", $rplol[$j]1,"\n";
¥;
$rp[0] [$n] = $cpl[0] [$n]/$10[$n];
#print "r0 $n:", $rp[0] [$n],"\n";
for($i = 1;$1i < $n;$i++) {
for($j = $i+1;$j < $n;$j++) {
$rp[$il [$j] = $10[$1]*$cp[$i] [$j1*$1N[$j]1/$10[$n];
# print "r$i $j:", $rp[$i][$1,"\n";
¥

$rp[$i] [$n] = $10[$il*$cp[$il[$nl/$10[$n];
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#print "r$i $n:", $rp[$il[$nl,"\n";
};

return(@rp);

# calcula os a_ij"*

sub calculaA{

my ($px,$t) = @_;

local @x = Q@$px;

for($i = 0;$i < $n;$i++) {

for($j = $i+1;$j <= $n;$j++) {
(1+$tx($3-$1)) ;
$ap[$i] [$j] = funcion($i,$j,2);
$ap[$i] [$j] += (($j-$i)*(funcion($i,$j,1))**2)/$denon;
$ss = suma(\@x,$i+1,$j);
$ap[$il [$j] += sumaC(\@x,$i+1,$j)-(2+funcion($i,$j,1)/$denom)*$ss;
$ap[$i] [$j] -= ($t/$denom)*($ss**2);

# print "a$i $j:", $ap[$il[$j1,"\n";

$denom

};
};
return(Qap) ;

}

# calcula a soma do quadrado dos dadosentre i e j

sub sumaC{

my ($px,$i,$j) = @_;



local @x = @$px;

$suma = 0;

for($r = $i;$r <= $j;$r++)

1

$suma += $x[$r]**2;
};

return($suma) ;

}

# calcula os valores de d_ij *

sub calculaD{

for($i = 0;$i < $n;$i++)
{
for($j
{
$dp[$i1[$j] = funcion($i,$j,3)+$j-$1i;

#print "d$i $j:", $dpl[$i][$;]1,"\n";

$i+1;$) <= $n;$j++)

¥
}

return(@dp) ;

3

# calcula as medias a posteriori

sub calculaMedias{

N
=
(&7



my ($pm,$pr,$pa,$pd) = @_;
local @mP = Q$pm;

local @rP = Q$pr;

local @aP = @$pa;

local @dP = @$pd;

for($k = 1;$k <= $n;8$k++)
{

$sumaM = 0;

$sumaS = 0;

for($i = 0; $i < $k;$i++)
{

for($j = $k;$j <= $n;$j++)
{

$sumaM += $mP[$i] [$j]1*$rP[$i][$];
$sumaS += ($aP[$i][$j1/($dP[$i] [$j]1-2))*$rP[$i][$5];
¥;
I
$med [$k] [1]
$med [$k] [2]
# print "calculaMedias: ", $med[$k][1], "\t", $med[$k][2], "\n";
¥
return(@med) ;

}

$sumaM;

$sumas;

# calcula as cadeias

sub calculaCadenas{

my ($pc,$lim) = @_;
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local Qcp = Q@$pc;

open DATA,"cadena0" or die "No se pode abrir o arquivo de dados";

# le a semente

$i = 0;
$cAux[$i++]=" ",
$sumad = 0;

while (<DATA>) {

$aux = substr($_ , 0, -1);

if (ord ($aux) '=0){ $cAux[$i++] = $aux; $sumad += $aux;};
¥;

close DATA;
$cad[o0] [1]
$cad[0] [2]

join("",@cAux) ;

$suma0;

# calcula o resto das cadeias

for($k = 1;$k <= $lim;$k++)
i

$cad[$kI[1] = " ",

$cad [$k] [2]
for($r = 1;$r < $n;$r++)

{

$y = index($cad[$k-1]1[1], 07 ,$r+1);
if($y == -1) { $y = $n;};

0;

$x = rindex($cad[$k][1], 07 ,$r-1);
if($x == -1) { $x = 0;};
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$raz = $cpl$x] [$y1/ ($cp[$x] [$r]*$cpl$r] [$y]);
srand;
$u = rand;

while ( $u == 0.0 ) {

$u = rand;

}
if( $raz >= (1-$u)/$u) {
$uk = 1;
$cad [$k] [2] ++;

}

else {
$uk = 0;
+;

$cad [$k] [1] = join("",$cad[$k]I[1],$uk);

¥3
};
return(@cad) ;

}

# calcula o numero de cadeias iguais

sub cuentaCuantas{

my ($pcad) = @_;

local @cad = @$pcad;

$1listaCad[1][1]

$cad[$est] [1];

$listaCad[1][2] = $cad[$est] [2];



$listaCad[1][3] = 1;
$indLista = 1;

$bk[$est] = $n-$cad[$est] [2];

for($i = $est+l; $i <= $1lim;$i++)
{

$esta = 0;

for($j = 1;$j <= $indLista;$j++)
{

if($cad[$i] [1] == $listaCad[$j][1])
{

# si la cadena ya esta registrada
$listaCad[$j] [3]++;

$esta = 1;

s

¥

# se a cadeia nao estava registrada

if('$esta)
1
$indLista++;

$listaCad[$indLista] [1]

$cad[$i] [1];
$cad[$i][2];
1;

$1listaCad[$indLista] [2]

$listaCad[$indLista] [3]

$esta = 0;

-

$bk[$i] = $n-$cad[$i][2];
}s;
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open fpeb,'">peb";
select fpeb;

# for($i = 1;$i <= $indLista;$i++)

# {

# print
$listaCad[$i][1],"\t",$1istaCad[$i][2],"\t",$1istaCad[$i] [3],"\n";
# 1

print "b\tnb\tpeb\tvab\n";
for($i = 1;$i <= $n;$i++)

{

$nb[$i] = 0;

for($j = 1;$j <= $indLista;$j++)
{

if($listaCad[$j][2] == $n-$i)
{

$nb[$i] +=$listaCad[$j] [3];
};

};

$peb[$i]

$nb[$i]1/($1lim-$est+1);

$sqb[$i]
$nb[$i]*((1-$peb[$i])**2)+($lim-$est+1-$nb[$i])*(($peb[$i])**2);
$vab[$i] = $sqb[$il/($1lim-$est+1);

print $i,"\t",$nb[$i],"\t",$peb[$i],"\t",$vab[$i],"\n";
s



#ordenar as configuracoes

for($i = 1;$i <= $indLista;$i++)

{

for($j = $i+1;$j <= $indLista;$j++)

{

if ($listaCad[$i] [3] < $listaCad[$j][3])
{

# es menor

@listaAux = QlistaCad[$i];

@listaCad[$i] = @listaCad[$j];
@listaCad[$j] = @listaAux;

+;

¥

i

if ($indLista > 10){ $indLista = 10;};

printf "\n\nCadeias mais frequentes\n";

print "cadena\tPEUI\n";

for($i = 1; $i <= $indLista;$i++)

{

print $listaCad[$i][1],"\t",$listaCad[$i] [3]/($lim-$est+1),"\n";
¥

close fpeb

}
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Apéndice Quatro

Os gréficos a seguir mostram a convergéncia e auto-correlacio na amostra gerada para
estimar as distribuigdes a posteriori para a partigao p e para o nimero de blocos B. Perceba
que em alguns casos, a correlagao de ordem 1 ultrapassa os limites do intervalo a 95% de
confianga, indicando correlagao serial de ordem 1. Apesar disto, as inferéncias exibidas no

capitulo 5 néo estao comprometidas.

Figura 5.43: Convergéncia e Correlagio para a amostra gerada- m =0, a=0.5e b= 0.5
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Figura 5.44: Convergéncia e Correlacao para a amostra gerada- m = 0.05, a = 0.5 e b = 0.5
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Figura 5.45: Convergéncia e Correlacio para a amostra gerada- m =0,a=0.0l e b =3
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media das sequencias media das sequencias

media das sequencias

Figura 5.46: Convergéncia e Correlagdao para a amostra gerada- m =0,a=1e b= 3
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Assumimos que (0*/)? tem seu comportamento descrito pela distribuicio GI(a/2,d/2)

para todo ¢ e j obtemos:

Figura 5.47: Convergéncia e Correlacdo para a amostra gerada- m=0,a=00led =3
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media das sequencias
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Figura 5.48: Convergéncia e Correlagao para a amostra gerada- m =0, a = 0.01 e b = 4
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