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Resumo

Neste trabalho apresentamos dois algoritmos de simulação perfeita usando cadeias de

Markov e as respectivas provas de que fornecem amostras de acordo com a distribuição

desejada. Estes algoritmos são o C;oup/{ng/rom fAe post-CFTP introduzido por Propp

e Wilson e o algoritmo de Fill. Para ilustração destes algoritmos aplicamo-os ao
modelo de lsing ferromagnético em duas dimensões, usando o Amostrador de Gibbs

1. Gibbs Sampler).

111



Abstract

In this work we present two perfect simulation algorithms using Markov chains and

the respective demonstrations that they provide simples in accordance with the de-
sired distribution. These algorithms are Coupling from the post-CFTP introduced

by Propp and Wilson and the algorithm of Fila. For illustration of these algorithms

we cave applied them to the ferromagnetic lsing model in two dimensions by using

Gibbs Sampler.
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CAPÍTULO I

Introdução

Existem vários modelos, tanto na teoria estatística quanto na teoria de probabilida-

des, que nos levam a uma distribuição de probabilidades sob um espaço de estados
E de dimensão imensa ou até infinita. Tais modelos tem origem em física-estatística,

inferência Bayesiana, geometria estocástica, etc. Para inferir sob uma determinada

população, considerando que a população tenha a distribuição de um destes modelos,

necessitamos obter uma ou mais amostras desta população. No entanto não temos

uma forma simples ou direta para obter esta amostra, devido a alta dimensão de E.

Nesta última década os métodos de Monte Carlo via Cladeias de Markov (.ll/arcou

Chaín J14onte Oar/o - MCMC) foram muito utilizados, e ainda são, em processamento

de imagens, sistemas de dinâmica molecular, modelos hierárquicos etc., como pode

ser visto por exemplo em IGilks et a1., 19961 e IGamerman, 19971. Estes métodos

são baseados na simulação de cadeias de Malkov que convergem para a distribuição

desejada. Entre os métodos MCMC mais importantes está o algoritmo de Metropolis-

Hastings, que foi introduzido por Metropolis em 1953 e aperfeiçoado por Hastings em

IHastings, 19701, sendo que um caso especial deste algoritmo é o Amostrador de Gibbs

(Gióós vamp/er) introduzido por Geman e Geman em IGeman and Geman, 19841.

Um problema destes métodos é que eles garantem que a cadeia convergiu para a

distribuição desejada somente após um número infinito de transições. Como isto é

impossível, conseguimos apenas encontrar um número de transições suficientemente

grande, tal que a distribuição da cadeia difere da distribuição desqada por no máximo
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uma quantidade pequena especificada. Logo, não sabemos se esta cadeia já atingiu

a distribuição desejada ou quantas transições deveriam ser feitas para que esta ca-

deia atingisse esta distribuição desejada. Assim, no instante em que interrompemos

ou finalizamos uma simulação do MCMC não sabemos se a amostra obtida tem a
distribuição desejada.

Apresentamos dois algoritmos de obtenção de uma amostra que esteja de acordo

com a distribuição desejada que são Acoplamento do Passado (aoup/{ng /rom tÀe

pasf-CFTP) e o algoritmo de Fill. Chamamos a amostra, obtida por estes métodos,
de amostra perfeita ou excita.

O algoritmo CFTP foi proposto por Propp e Wilson em IPropp and Wilson, 19961.

Este algoritmo também é baseado na simulação de cadeias de Markov e irá nos

fornecer uma amostra perfeita da distribuição desejada definida em um espaço de

estados .E grande mas anito. Uma desvantagem deste algoritmo é a existência de

correlação entre o estado amostrado e o número de transições da cadeia de Markov.

Pela existência desta correlação este algoritmo só irá liberar a amostra perfeita, se

o número de transições previamente determinado for executado. Assim o usuário

impaciente que interromper uma simulação, antes do algoritmo ter percorrido todas as

transições determinadas, poderá ter um vício na amostra obtida. O algoritmo CFTP

e a prova de que ele produz uma amostra com distribuição exala serão apresentados

no Capítulo 2. Além disso, veremos que a técnica, de acoplamento em cadeias de
Markov é fundamental para construção deste algoritmo.

Fill em IFil1, 19981 propôs um algoritmo alternativo que fornece uma amostra

perfeita da distribuição desejada. Este algoritmo também trabalha com cadeias de

Markov, mas baseia-se no método de rejeição da amostra. Diferentemente do CFTP,

neste algoritmo não há correlação entre o estado amostrado e o número de transições

da cadeia, eliminando assim o vício que, eventualmente, ocorra quando se interrompe

uma simulação. O algoritmo interrompível de Fill e a prova de que este algoritmo

fornece uma amostra com distribuição exala são apresentados no Capítulo 3.

llustramos estes dois algoritmos aplicando-os ao modelo de lsing. Assim, no
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Capítulo 4 definimos campo aleatório, campo aleatório Markoviano e medida de

Gibbs. Descrevemos neste capítulo o modelo de lsing ferromagnético em duas di-

mensões com suas principais características. Apresentamos também o amostrador de

Gibbs e mostramos como aplica-lo ao modelo de lsing

No Capítulo 5 fazemos a aplicação do algoritmo CFTP e do algoritmo de Fiel para

o modelo de lsing ferromagnético em duas dimensões usando o amostrador Gibbs. E,

apresentamos amostras da distribuição deste modelo sob determinadas condições



CAPÍTUI.0 2

.z\coplamento do Passado - CFTP

Queremos obter uma amostra de uma certa distribuição n, com n definida em um
espaço de estados E (cuja dimensão é muito grande mas finita). No entanto uma
amostra direta desta distribuição complexa, devido a alta dimensão do espaço de

estados .E, não é possível. Entre as distribuições complexas, em particular, temos
por exemplo o modelo de lsing em física estatística, processos pontuais Markovianos

em geometria estocástica, entre outros.

Veremos neste capítulo que o algoritmo proposto por Propp e Wilson em

IPropp and Wilson, 19961, conhecido como Acoplamento do Passado ( (-;oup/íng /rom

tÀe post-CFTP), fornece uma amostra perfeita (excita) da distribuição complexa dese-

jada. Este algoritmo também é baseado na construção de cadeias de Markov ergódicas

e ao contrário dos métodos MCMC irá produzir uma amostra somente após a cadeia

de Markov ter alcançado o equilíbrio. Para a construção deste algoritmo a técnica

de acoplamento em cadeias de Markov será fundamental.

2.1 Acoplamento

A técnica de acoplamento, em linhas gerais, consiste em construir duas ou mais
medidas de probabilidade, variáveis aleatórias, processos estocásticos, etc, sobre um

mesmo espaço de probabilidade. Para aplicação da técnica de acoplamento em geral

ver, por exemplo, ILindvall, i9921 e IThorisson, 20001.
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A seguir, introduzimos a técnica de acoplamento em cadeias de Markov, como

pode ser visto, por exemplo, em IGalves and Ferrari, 19971, pois esta técnica é fun-

damental para a construção do algoritmo CFTP apresentado na próxima seção.

Consideramos uma cadeia de Markov X estacionária, com espaço de estados finito

.E (com l.EI = N, onde IZI denota a cardinalidade de -D) e matriz de probabilidades

de transição P. A evolução de uma cadeia de Markov X = {Xtltcz, onde t representa

o tempo e Z o conjunto dos números inteiros, pode ser feita usando uma regra de

transição ./' obtida a partir de P e uma sequência {Htltcz de variáveis aleatórias
independentes uniformes em 10,11, sendo que esta regra de transição / determina Xt

como uma função de Xt.t e Ut, ou seja,

X X.--,Ut) (2.1)

Esta função / : .E x 10,11 -+ E, que chamamos de regra de transição, pode ser
construída de várias formas (ver por exemplo IGalves and Ferrari, 1997j e o exemplo

abaixo), no entanto tem que satisfazer

1"(/(«, u) P(,,y), V,,y C .E, (2.2)

onde P(a, g) = 1"(X. = ylX.-: = «).

Chamamos de dispositivo aleatório a regra de transição e a variável aleatória

uniforme usadas para evoluir uma cadeia de Markov X

Exemplificamos a seguir como é possível obter várias funções de transição satis-

fazendo a equação (2.2).

Exemplo 2.1 C'ons acre uma cadeia de ]]/arADo X com espaço de estados .E := {0, 1, 2}

e com ü seguinte Tnatriz de transição

0,5
0

0,5
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De acordo com esta matriz de transição P podemos definir as seguintes regras de

transição que satisfazem a equação (2.2)

/(x.-:,u) - -l 'f' ' "-lx.-: - 1,0} « u' $ o,s;l Xt = minÍXt-t + 1,2} se U > 0,5;
(2.3)

e

se Xl-i = 0 ou l e P 5; 0, 5;
se Xt-i = 0 ou 2 e U > 0, 51

se Xt-i = 1 e U > 0,5

ou se Xt-i = 2 e ü 5; 0, 5.

Note que existem outras regras de transição obtidas a partir de P que também satis-

fazem a equação (2.2)

/'(x.-: , u) (2.4)

Definição 2.2 -Dizemos gae duas o mais carte as de .44arÊoo estão acop/abas se e/as

evoluem, de acordo com o mesmo dis'positivo aleatório, ou seja, dentro de nm mesmo

espaço de probübiti,düde.

Assim, para uma cadeia de Markov, com espaço de estados finito, ergódica (irredutível

e aperiódica), duas ou mais trajetórias desta cadeia serão ditas acopladas se evoluem

de acordo com a mesma regra de transição / (obtida a partir de P) e a mesma
sequência de números aleatórios . . . , U!, Ul+i, ' ' ' , ou sqa, evoluem de acordo com

um mesmo dispositivo aleatório. Para maiores detalhes sobre uma cadeia de Markov

ergódica veja, por exemplo, cross, 1994].

Dizemos que as trajetórias de duas cadeias, partindo de dois estados quaisquer de

E, coalesceram se suas trajetórias se juntaram após um tempo aleatório T e perma-

necem juntas após este tempo. Devemos observar que se iniciarmos N trajetórias a

partir de cada um dos N estados de .E, usando o acoplamento em cadeias de Markov,

certamente (pela ergodicidade) obteremos a coalescência para um tempo suficiente-

mente grande. Assim, a partir do instante em que se tem a coalescência, a evolução

conjunta da trajetória restante não dependerá mais do estado inicial da cadeia

Neste trabalho consideramos cadeias acopladas como trajetórias acopladas de uma
cadeia.
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2.2 O algoritmo CGTP

Apresentamos, nesta seção, o algoritmo CGTP, introduzido por Propp e Wilson em

IPropp and Wilson, 19961, e a respectiva prova de que a amostra fornecida tem a

distribuição exala n-. Este algoritmo é baseado na construção de cadeias de Markov.

Para construirmos uma trajetória (evolução) de uma cadeia em geral podemos
usar uma composição das regras de transição de X, /I's, denotado por

A,.(,) - Á . . /l(«), t C N, « C ,E; (2.5)

onde Eo,f(3) é o estado da cadeia no instante f de uma trajetória de X iniciada no

estado # no instante 0 e as funções /t's são definidas por

/.(.) = /(., U ), t C N. (2.6)

Estas regras de transição são independentes pois as Uí's são variáveis aleatórias inde-

pendentes uniformes no intervalo 10,11. Esta composição de funções, como na equação

(2.5), descreve o mapeamento de uma trajetória da cadeia até o instante t iniciada
no estado z.

Assim, evoluindo as cadeias (trajetórias) acopladas, com cada trajetória partindo

de um dos estados de E no instante 0 e fazendo um número infinito de transições,
certamente teremos um único estado amostrado, visto que a cadeia é ergódica. Su-

ponha que a coalescência tenha ocorrido no instante S, então a partir daí teremos a

evolução conjunta das trajetórias da cadeia como se fosse apenas uma. O fato é que

no instante em que ocorre a coalescência, não podemos dizer que a cadeia está em

equilíbrio e não se sabe quanto tempo esta cadeia teria que percorrer para atingir o

equilíbrio. Pois, de acordo com alguns exemplos, como o Exemplo 2.1 dos Capítulos

2 e 4 de IThõnnes, 1999bl e o Exemplo 2.6 neste trabalho, vemos que no instante em

que ocorre a coalescência a cadeia não está em equilíbrio.

Propp e Wilson em IPropp and Wilson, 19061 reverteram a ordem da regra de

transição composta acima (2.5) iniciando todas as cadeias no instante --k, evoluindo

estas cadeias acopladas até o instante 0, até termos um único estado amostrado no
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instante 0, ou seja, até ocorrer a coalescência antes de 0. Podemos imaginar que a

cadeia está vindo de um tempo --oo, assim no instante 0 o estado amostrado terá a

distribuição estacionária n. Revertendo-se a ordem de (2.5) temos que a composição

de funções /k será dada por

F-*,o(z) o .[k+i(a); k c N, # c E. (2.7)

Pela composição acima verifica-se que .l;'-k,o(3) é o estado da cadeia no instante 0 de

uma trajetória de X iniciada no instante --k no estado z

A cada iteração i, i C N -- {0}, do CFTP escolhemos k = ki > ki-i e uma vez

ocorrido a coalescência em uma determinada iteração i, finalizamos a simulação no

instante 0 desta iteração. A idéia proposta por eles é que a cada iteração i do CFTP,

isto é, para cada valor de --k estaremos fixando a nossa regra de transição ./'.-k, ou

seja, quando --A = --1 estará fixado /o (pois escolhemos aleatoriamente e fixamos o

valor de Uo). Para --k = --2 fixaremos .Li (escolhemos e fixamos Z.i'--i) e compomos

com o valor de /o fixado anteriormente, e assim por diante

Temos então que evoluindo as trajetórias acopladas da cadeia (ergódica) partindo

de todos os estados de .E no instante --A, para --A --} --oo, a coalescência das tra-

jetórias ocorrerá antes do instante 0. Assim a imagem de limo-.*- .l?-k,o(z), Vz C .E,

será única e será uma amostra excita da distribuição n

Apresentamos a seguir o algoritmo CFTP.

PASSOS DO ALGORITMO CFTP
Passo l) Iniciar com { := 1 e Ao = 0;

Passo 2) Assumir k = ki > 0. Iniciar as trajetórias da cadeia no instante --k{, a
partir de todos os estados # de .E, e evoluir estas trajetórias acopladas até o instante

--ki.l usando a regra de transição composta

F-*.,-*... (a) = JLk... . . ./'-*.+:(«) , V« C -E

Passo 3) Evoluir o restante das trajetórias da cadeia do instante -Ai-t, a partir dos
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estados F.t. -ki.: (a), Vz C É;, até o instante 0 usando a regra de transição composta

F.t. .,o(F.*.,-*... («)) = ./b . . .[*..: +: (F-*.,-*...(«))

e reusando a sequência de variáveis aleatórias uniformes geradas na iteração anterior.

Passo 4) Verificar se as trajetórias coalesceram até o instante 0. Caso isto tenha
ocorrido o estado amostrado no instante 0 será a amostra da distribuição desejada.

Passo 5) Senão reiniciamos o procedimento para uma nova iteração, ou seja, para

um novo valor de k, fazendo í := { + 1 e A{ < Ai+i e retornando ao Passo 2.

Abaixo apresentamos o resultado e a respectiva prova de que o algoritmo CFTP

produz uma amostra com distribuição excita.

Teorema 2.3 Sega X Hma cadeia de -/l/arAot; eryódica com espaço de estados E

anito, matriz de transição P e distribuição estacionária, v. O CFTP (Coupting jrom

the Post) produ,z lma. amostra l)enjeita de acordo com a distribuição 'n

Uma prova heurística de que o algoritmo CFTP fornece uma amostra exala segue
abaixo.

Na trajetória em que a cadeia está indo do presente para o futuro, como descrita

na composição (2.5), temos que quando t -} oo (t suficientemente grande) a cadeia

atingirá a distribuição estacionária devido a ergodicidade da cadeia. O problema é
que temos garantia de que esta cadeia terá convergido para a distribuição desejada

somente após um número infinito de transições. Como na prática é impossível per-

correr uma cadeia por um número infinito de transições Propp e Wilson propuseram
o CFTP descrito.

Se a cadeia é iniciada no passado e evolui até o instante 0, como na composição

(2.7), podemos supor que as trajetórias desta cadeia iniciam de todos os estados no

instate --k = --oo. No entanto como as .f.-k's são independentes, como em (2.6),
tecemos no instante 0 um único estado amostrado que estará de acordo com a dis-

tribuição estacionária, devido a ergodicidade e por estarmos percorrendo a cadeia

por um período infinito. Seja Z um valor fixo, t € N, tal que .li'.t,o tem um único
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estado amostrado. Este estado tem a distribuição estacionária pois de acordo com a

composição de funções abaixo

F..,o(z) . ./:,+:(,), V« C -E, (2.8)

podemos imaginar que a cadeia inicia (em todos os estados) em um instante --oo e

evolui até o instante --t, ou sqa,

F-..-.(.) . . - .r--( ).
Pelo fato da cadeia ser ergódica e percorrer um tempo infinito de --oo até --t, con-

sequentemente esta cadeia estará em equilíbrio no instante --f e em um único estado

z C .E. Para qualquer que seja, este estado a, o valor de F-t,o(z) será o mesmo

pois como dito anteriormente /?-t,o tem um único estado amostrado para qualquer

estado inicial. Assim deduzimos o estado amostrado de uma simulação de um tempo

infinito no instante 0, em tempo finito. Como t C N nos dá um único estado amos-

trado existirá um tempo de coalescência, 7' C N, tal que 7' < f e consequentemente

P'(T < oo) = 1 (como veremos na primeira etapa da prova abaixo).

I'nova do 'l'eorema 2.3:

A prova abaixo segue as linhas de IThõnnes, 1999bl e a prova original pode ser vista
em IPropp and Wilson, 19961.

A prova deste teorema consiste de duas etapas:

(1) Mostrar (lue a imagem de F.b,o(.) (como na e(iuação (2.7)) (quase certamente vai

ser única quando k ---} oo, ou sela, partindo de todos os estados no instante --k e

evoluindo as trajetórias paralelas até o instante 0, teremos que todas elas estarão

num mesmo estado, ou seja, irão coalescer até o instante 0.

(11) Mostrar que esta imagem única de limo-.». .F'-k,.(.) tem distribuição estacionária

Prova de (1)

Seja g/ C E um estado arbitrário do espaço de estados de X. Como X é ergódica

existe um N(3/) > 0 finito tal que, para qualquer z C E, teremos

P~M(«,y) M =,) > 0

T
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(P/V denota a matriz de probabilidades de transição de X em N passos). Então seja

JV ' max,cZÍ]V(g/)} tal que

c = minÍP/v(a, Z/) para todo r, 3/ C .E} > 0

Para todo k C N*, definimos os eventos

at = {imagem de F-kW,-(k-i)W é únicas

assim

IPÍtodas as trajetórias coalescerem em (--A.V, (k l)N')} > .

Note que {a }kcw são independentes pois cada Ck é função de .l?.kW, -(k-i)w que são

independentes (pois t,Ç, para .j C Z, são independentes e identicamente distribuídas)

para diferentes valores de k.

Pelo lema de Borel-Cantelli, como

>: 1"({a.}) - w

e -l C,'k }x:é:N são Independentes, então

k l

]P({c*} i.«.) "(n u'o
n::l k=n

1,

onde i.u. = inânitas vezes. Seja

S = minÍk C N : imagem de .li'-tW.-(A-t)W é únicas = min {k C N

Provaremos que S é finito quase certamente pois, temos que

{0.} oc.r«}

{$ < oo} = C'iU C'2U 03U

e então oo oo

n
n=lA=n

({c'*} i.«.) U C'k

consequentemente

F'{ S < .n } ? I"({C'h} {.o.) 1,
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ou sela
lr< .1 .í í'bf) b

Logo, a coalescência ocorre em um tempo aleatório finito quase certamente (isto é,

com probabilidade 1), então:

l

F-SN,o .li-(S-i)W,0 o /i-SN.-(S-l)N, (2.9)

terá imagem única em tempo quase certamente finito.

Prova de (11)

Vamos mostrar que a imagem única de -li'.SJy,o tem a distribuição a

Temos que o mapa composto para frente é

6,*(,) - Â . . /-(,), « € .B

e Eo,k(z), para k C N -- {0}, é o caminho de X iniciado em # no instante 0. Devido

a ergodicidade de X temos que a distribuição de Eo,k(3) converge para n quando
k

Como .l?-k,o é composta de k regras de transição independentes então -Z;'-k,o(z)

tem a mesma distribuição de Eo,k(z), quando k aproximar-se do infinito. Temos que

.lim /i'-k,o(.) = {imagem única de F.SW,o}&--too

pois .fi'-s/v,o terá imagem única em tempo quase certamente finito (observe a equação

(2.9)). Assim a imagem única de F-sW,o terá também a distribuição estacionária a

visto que limo:.. .f?.k,.(.) tem distribuição n. l

2.3 Algoritmo CFTP-monótono

O problema em aplicarmos o algoritmo CFTP apresentado na seção anterior é que,

em geral, o espaço de estados E é muito grande, tornando impraticável evoluir as

trajetórias da cadeia partindo de todos os possíveis estados de E. Para evitar este

problema considere a cadeia com as propriedades de monotonicidade abaixo.
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Suponha que o espaço de estados E de uma cadeia de Markov admita uma ordem

parcial natural, denotado por :3.

Definição 2.4 aJ Sela P uma matriz de transição de uma cadeia de 71/arADo em
um espaço de estados parcialmente ordenado (E, $). Dizemos que P, oz Q cadeia, é

monótona se P preserva a ordem parcial, isto é, se

P(,, .) $ P(y, .)

estocast camenfe se # 3 3/.

b) Dizemos que uma. regra de transição j associada cl P é monótona se para = <

temos q'ue fÇ=,U) -$ jtU.U) quase certamente com respeito Q U

Suponha também que .E tenha estados máximo (Í) e mínimo (Õ) tal que Õ :3 z :3 Í,
para todo z C -E. Então, devido a monotonicidade, será necessário verificar a coa-
lescência apenas entre as trajetórias partindo dos estados Í e Õ para verificarmos a

coalescência completa.

Pelo exemplo abaixo, observamos que para uma mesma matriz de transição P

monótona encontramos uma regra de transição que é monótona com respeito a uma

ordem parcial e outra que não é monótona

Exemplo 2.5 6'onsÍdere a cadeia X com espaço de estados E = {0, 1, 2} do Ezemp/o

2..r d.!a'í' "«. « «dem p«cÍa/ 0 = 0 :3 1 :3 1 = 2 e a «g« de t«{ção /(.,U)
(definida na eq'«ação (2.3)). Note que j é monótona., ou, seja, se = $ y, n,y C E

.ntão jÇz,U) -$ JQU,U). Já « «g« d. t«nsição f'Ç.,U) (de$nid« em (e.4)) «.ã.
á monótona com raspe to a ordem rareia/ õ = 0 :3 1 :3 í = 2, pois quando 1 :3 2 e

U>0.5 te«m«q«e.f'(l,P)(2,U) .d«,/'«ãom««tám«.,d'm
parcial.

A seguir apresentamos o algoritmo CFTP pala o caso em que há monotonicidade

da regra de transição. Clonsidere uma cadeia de Markov definida em um espaço de

estados E parcialmente ordenado possuindo estados máximo e mínimo, com matriz

de transição monótona com respeito a esta ordem parcial e com regra de transição
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monótona. Assim no algoritmo CFTP-monótono abaixo será necessário verificar a

coalescência das trajetórias partindo apenas dos estados máximo e mínimo.

Propp e Wilson argumentaram em IPropp and Wilson, 1996) que, para o algorit-

mo CFTP-monótono apresentado a seguir, uma escolha próxima da ótima para --k

é, a cada iteração i C N -- {0},

k = --ki = --2i'i

Mais detalhes com respeito a justificativa da escolha de --k pode ser vista na seção

5.2 de IPropp and Wilson, 19961.

PASSOS DO ALGORITMO CFTP-MONOTONO
Passo l) Iniciar com { := 1 e Ao = 0;

Passo 2) Assumir k = A{ = 2í':. Iniciar duas trajetórias da cadeia no instante --ki,

sendo urna partindo do estado máximo i. e a outra do estado mínimo Õ, e evoluir estas

trajetórias acopladas até o instante --A{.i usando a regra de transição composta

F-*.,-.... (Õ) = .[*..: . - - - . Jt-k....: (Õ) e

F-t.,-k..: (Í) = /.-Ê... . . - . . ./--k..F:(Í).

Passo 3) Evoluir o restante das trajetórias da cadeia do instante --kí-i, a partir

dos estados F.k.,-A;. . (Õ) e F.k.,-A;... (Í), acopladas até o instante 0 usando a regra de

transição composta

F-....,o(F.k.,-*...(Õ))... . /-k...+:(F...,-*...(Õ)) e

F.*...,o(F-*.,-...:(Í)) = /o . . . . J k;..+:(F-k;,-*. .(Í))

e reusando a mesma sequência de variáveis aleatórias uniformes geradas na iteração
anterior.

Passo 4) Verificar se as duas trajetórias coalesceram até o instante 0. Caso isto
tenha ocorrido o estado amostrado no instante 0 será a amostra da distribuição n.

Passo 5) Senão reiniciamos o procedimento pala uma nova iteração, ou seja, para

um novo valor de k, fazendo i := i+ l e retornando ao Passo 2.
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No algoritmo CFTP o tempo da trajes(ária do CFTP, em termos do número de

iterações (transições), não é independente do estado amostrado, ou seja, existe uma

correlação entre o número de iterações (transições) e o estado amostrado pois a cada

nova iteração do CFTP estamos reusando a mesma sequência de números aleatórios

geradas nas iterações anteriores. Entretanto para a liberação do resultado é necessário

percorrer um número de iterações fixado. Assim o usuário impaciente que interromper

uma simulação, antes do número de iterações previamente fixado ter sido alcançado,

poderá provocar um vício na amostra favorecendo assim as amostras (estados) que
demorarem menos tempo para serem geradas.

A seguir consideramos novamente a cadeia de Markov do Exemplo 2.1, no qual
podemos observar que no instante em que ocorre a coalescência, esta cadeia não terá

a distribuição desejada a e que para qualquer número de transições par esta cadeia

não terá distribuição a.

Exem.plo 2.6 C'onsáderando a cadeia de JI/arcou do Eremp/o 2..7 obtemos com um

.á/.«/. .{mP'" q«. « di;f«{Ó«{Çã. «t«{-á,i« d« «d.i« é «(0) ã, «'(1)

li. C'ons devamos a mesma ordem parcÍa/ do .Eremp/o 2.5, ou sÜa, Õ = 0 :3 1 :3 Í = 2,

e ü regra de transição «onótonü j dad., 'por (2.3).

Descrevemos abaixo as trajetórias paralelas da cadeia partindo dos estados máximo

e mínimo para n - 2 (duas) transições, obtendo assim qualquer um dos seguintes
resultados.

Caso 1) Para U-i 5; 0.5; Uo $ 0.5
z-2 :: 0 ---} a.i = 0 ---} zo = 0

z.2 = 2 ----} z.i :: 1 ---} zo = 0

Caso 2) Para C/-l $ 0.51 Uo > 0.5

r-2 := 0 -+ z.i := 0 -+ zo = l

z.2 :: 2 a.i = l

Caso 3) Para m-i > 0.5; Uo 5; 0.5

n-2 = 0 ----> a.i = 1 ---} zo = 0

z.2 = 2 z.l = 2 ----} zo = l
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Caso 4) Para U-i > 0.51 Uo > 0.5
z.2 " 0 ---} z.i = l

z 2 = 2 ----} z.i :: 2 ----} zo = 2

De acordo com estas trajetórias, podemos observar que não é possível ocorrer a

coalescência das trajetórias em uma transição da cadeia e que no primeiro instante

em que ocorre a coalescência (na segunda transição) a cadeia não tem a distribuição

Observamos também que o algoritmo CFTP só irá liberar o resultado se estiver diante

do primeiro ou do quarto caso. Então temos que a distribuição da cadeia obtida no

instante zero, condicionado que houve coalescência, será n'(0) = {, n'(1) = 0, n'(2) =

êÍ, que é diferente da distribuição desqada.

Denote por c (cara) se U $ 0.5 e ã (coroa) se Z./ > 0.5. As trajetórias da cadeia
apresentada acima podem ser resumida na Tabela 2.1.

Sequências de números

aleat(brios possíveis Estado amostrado

cc

cc

não coalesce

não coalesce

no = 2

Situações possíveis para duas transições das cadeias paralelasTabela 2.1

A Tabela 2.2 fornece os resultados para n = 3 transições. Vemos que a distribuição

da cadeia, condicionado que houve a coalescência em até 3 transições é r'(0) = !,

n'(1) = à, n'(2) = {, que é igual a distribuição desejada.
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Seq. de números

aleat. possíveis
ccc

êcc zo=2 ll ccc zo=2

Tabela 2.2: Situações possíveis para três transições das cadeias paralelas

Estado

amostrado

zo = 0

zo= l
não coalesce

z.= 2

Seq. de números Estado
aleat. possíveis amostrado

cêÕ zo = 0

cãc não coalesce

Considerando n = 4 transições, obtemos a Tabela 2.3 e observamos que a dis-
tribuição da cadeia, condicionado que houve a coalescência em até 4 transições é

n'(0) = â, n-'(1) = â, n'(2) = â, (lue é diferente da distribuição desejada.

Seq. de números

aleat. possíveis

cccc

cccc

cccc

Estado

amostrado
Seq. de números
aleat. possíveis

cccc

cccc

cccc

Estado
amostrado

zo = 0

ro= l
não coalesce

zo = 0

zo= l

zo=l

não coalesce

zo = l

zo = 2 zo = 2

cadeias paralelas'TI.h.1, 9 Q. q;+...,''-n.J. LDK/vILa éa +t/+ b./A U UC&\-V\#l) possíveis para quatro transições das

As Tabelas 2.1, 2.2 e 2.3 acima ilustram a evolução das trajetórias paralelas e nos

fornecem a amostra, dado que houve a coalescência. Por estas tabelas observamos

que a distribuição da cadeia para n - 2 e 4 transições é diferente da distribuição

estacionária r e que a distribuição da cadeia para n - 3 transições é igual a distri-

buição estacionária a. A proposição a seguir fornece a distribuição da cadeia em n

transições, dado que houve coalescência em até n transições.
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Proposição 2.7 Seja X wma cadela de .Mar#oo com espaço de estados .E :: {0, 1, 2},
matriz de transição P igual ü

0,5 0

0,50,5

0,5

0,5
0

0,5

. «m d{.f,{Ó«{çã. «t«{-á,{« «(0) {, «(1) 'i'"' " ,eg« d.

franco r'í'.

fÇXt- - , U
Xt = maxÍXt-i -- 1,0} se U 5; 0,51

X. = minlXt-i + 1, 2} se U > 0,5;
(2.10)

obtida a partir de P
Sej«m os e«entes

C'. = {ocorrênc a de coa/escêncáa das tragetóMas da cadeia em
C'. = .[não ocorrência de coa/escêncáa das tra/etárias da cadela

Para um número de transições 'rl, n par, temos

2(2''' - 2) + 1
P(Xn C?.)

:G.::a
p(x«- 1 1 0«) - 2« .2 ,

2(2"': - 2) + 1]E"(X« - 2 l On)

atá n transáções} e

em atá n trens ções}

(2.11)

e para um ntímero de transições n, n {inpar, lemos

E"(X« C'« ) - ;' ,V « C .E. (2.12)

Podemos observar pela proposição acima que para um número de transições n, n par,

teremos uma distribuição da cadeia, condicionado que houve a coalescência, que não

está de acordo com a distribuição desejada. Já para um número de transições n, n

ímpar, temos que a distribuição da cadeia, condicionado que houve a coalescência,

está de acordo com a distribuição desdada.

A prova da Proposição 2.7 pode ser vista no Apêndice A.l
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2.4 Extensões do CFTP

Nelander e Hãggstrõm em IHãggstrõm and Nelander, 19981 extenderam o CFTP para

o caso anel-monótono ilustrando com simulações do modelo Aura-core e do modelo de

aglomerados aleatórios (Tardam c/uste7' modem.

F'oss,Tweedie e Corcoran em IFoss et al., 19981 desenvolveram uma variação do
CFTP que pode ser usada quando a cadeia não for finita ou não for monótona, e que

não requer um acoplamento vertical, ou seja, iniciando de todos os estados.

Murdoch e Green em IMurdoch and Green, 19981 extenderam o CFTP para um

espaço de estados contínuo.

Wilson em IWilson, 20001 propôs uma modificação do CFTP para gerar uma
amostra aleatória perfeita da distribuição estacionária de uma cadeia de Markov.

Este método é conhecido como Real-Onde CFTP (chamaremos de leitura única do

CFTP). Este método não guarda a sequência de variáveis aleatórias geradas em uma

iteração para ser reusada na próxima iteração, ou seja, a cada nova iteração ele

gera uma nova sequência de variáveis aleatórias independentes, que não depende da

iteração anterior. Além disso, funciona como uma espécie de acoplamento indo para

o futuro, evoluindo a cadeia por mais uma certa quantidade de tempo (aleatória)

após a ocorrência da coalescência. Uma explicação de porque este método produz

uma amostra (perfeita) da distribuição estacionária da cadeia de Markov pode ser

vista em IHãggstrõm, 20011.

Outras extensões e aplicações do algoritmo CFTP podem ser vistas em

http://dim acs.rutgers.edu/'dbwilson/exact/
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CAPÍTUI.0 3

Algoritmo de Fill

Assim como o algoritmo CFTP-monótono, o algoritmo interrompível de Fill assume

que as cadeias de Markov sejam ergódicas e monótonas, requerendo que o espaço

de estados seja parcialmente ordenado e que a matriz de transição P sda estocasti-

camente monótona com respeito a esta ordem parcial, para produzir uma amostra

perfeita (exala) da distribuição a. Como veremos o algoritmo de Fill é baseado

no método de rejeição da amostra e, ao contrário do CFTP, protege contra o vício

causado pelo usuário impaciente pois, neste algoritmo, não existe correlação entre

o tempo da trajetória (em termos do número de transições) e o estado amostrado.

Este algoritmo foi introduzido por IFil1, 19981 e extendido em IFili et al., 20001 para

cadeias monótonas ou não-monótonas e com espaço de estados discreto ou contínuo

(não necessariamente finito).

3.1 O Algoritmo

Nesta seção apresentamos o algoritmo Fill, descrito na seção 7.2 de IFili et al., 20001,

para o caso em que o espaço de estados é finito.

Seja X uma cadeia de Markov em um espaço de estados discreto finito parcial-

mente ordenado (.E, 3), possuindo um único elemento mínimo Õ e um único elemento

máximo 1, e com matriz de transição P estocasticamente monótona (como definido
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em (2.4)). Além disso, seja

P(z, g/) P(y, #) .«(y)/«' (,) (3.1)

a matriz de probabilidades de transição em tempo reverso de X, onde n é a distri-

buição estacionária de P. Denotamos por P' a matriz de probabilidades de transição

de X em t-passos e P' a matriz de probabilidades de transição em tempo reverso de

X em f-passos

A seguir apresentamos o algoritmo de Fill que, como qualquer procedimento de

rejeição, consiste em propor uma amostra de P'(Õ, .) como amostra de a(.) a qual
será aceita com probabilidade apropriada

PASSOS DO ALGORITMO DE FILL
Passo 1) Escolher e fixar um inteiro t = ti(qualquer) e Xt = Õ.

Passo 2) Percorrer a cadeia em tempo reverso P por t passos obtendo

X. X.-:,.-- , X. com X.-:lã.,-.. ,.Xol/- s«cessa«mente.

Para gerar esta trajetória, em tempo reverso, usamos a matriz de transição em

tempo reverso P, como na equação (3.1), para obtermos uma regra de transição ./'
dada por

XN = .f(XN+:, VN)

com VW sendo uma variável aleatória uniforme em 10,11 e .N C {0, 1, 2, . - . , t -- l}.
Passo 3) Gerar IZ./il ão, ãil, . . . , it/tl ãt-i, ã,l. Sendo que ZI/w é uniforme no conjunto

{ u : ã = /(ãw-i, u)} para /V € {1,2,. . ,t} e .f é a regra de transição monótona

associada a P

Passo 4) Revertendo-se novamente a direção do tempo (percorrendo a cadeia pala
frente) gera-se a trajetória y = ( yo, . . . , b) com yo = Í. Para obter esta trajetória

usa-se a regra de transição / e a sequência de variáveis aleatórias t/W geradas no

passo anterior, ou seja,

} - /( h-:, [ü).

Passo 5) Verificar se X 0. Caso isto ocorra então, por construção, esta trajetória
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terá coalescido com trajetória X = ( zo = z, - - ,zt = 0) que é vista também como

uma trajetória de P. Neste caso, o valor Xo = a; será aceito como uma observação
de n

Passo 6) Senão repetimos o procedimento escolhendo um outro valor t = ti+i com

Zi+l > f{ retornando ao Passo l

Este algoritmo considera cada iteração como uma rotina de duas fases: na primeira

fase propõe a amostra e na segunda aceita com determinada probabilidade, como uma

implementação do método de rejeição da amostra (veja cross, 1994)). A ideia por

trás do método de rejeição é gerarmos # de acordo corri P'(Õ, .) e aceitarmos como
uma amostra (observação) de n-(.) com probabilidade

rr rv l
0 5; (7'' . -p==à=z-- $ 1, z C .B,

P'(o, ,)

onde C' ? P:li;l;Í , Vz C .E. Provámos no Apêndice A.2 que

(3.2)

«-(,) P'(li,Õ)
P'(Õ, z) P'(',0) (3.3)

Abaixo apresentamos o resultado e a respectiva prova de que o algoritmo Fill
produz uma amostra com distribuição exala n.

Teorem.a 3.1 Seja X zzma cadeia de À/arADo eryód ca com espaço de estados E

./imita, matriz de transição P e dÍstrÍóu ção esZacãonária n. O Algoritmo de Fill

fornece uma amostra. excita, da distribuição n uia método de rejeição da amostra.

Prova:

Temos que a amostra fornecida pelo algoritmo de Fiel na primeira fase, no Passo 2

(Xo = z), é aceita como amostra de n, desde que na segunda fase, no Passo 4, se

tenha b = Õ. Desta forma provámos a seguir que a probabilidade de aceitação desta

amostra deverá ser idêntica a fornecida em (3.3) pelo método de rejeição, ou seja,

F'(b-eIXo X. (3.4)
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Temos que

F'(X Xo=z,X,=Õ,yo=Í) =
IPKY: ' Õ Xo T ,,X.

I'(Xo-«,X,
1"(b X. = :«,yo = Í) I"(Xo= «,Xo

F'(X. = Õ l Xo = «:, yo z, Xo = Í)
1"(b l Xo = :«,yo = Í)

P'(z, Õ)
P'(í , õ)
P'(z , Õ)

(3.5)

(3.6)

(3.7)

Na prova acima para passarmos da equação (3.5) para (3.6), no numerador temos

pela monotonicidade que

b = o :::> x, = o

e no denominador yo = Í (fixo) não é dependente de (Xo = #, . . . ,X, = Õ). E passa-

mos da equação (3.6) para (3.7) por termos Xo = 3 independente de (yo = Í, . . . , b =

Logo, aceitamos Xo = z como amostra com probabilidade equivalente a probabi-

lidade fornecida pelo método de rejeição da amostra em (3.3), o que implica que

F'(Xo «-(a). l

Temos que o algoritmo de Fill é não viciado, com respeito ao usuário impaciente,

pois a cada iteração á na qual não obtemos o resultado não reusamos informações

desta iteração i na iteração á + l.

Õ)

3.2 Extensões do algoritmo de Fill

Murdoch e Rosenthal em IMurdoch and Rosenthal, 19981 fizeram uma extensão do
algoritmo de Fila para cadeias não monótonas, o qual é conhecido como método FMR.

Thõnnes em IThõnnes, 1999al mostrou como o algoritmo de Fill pode ser extendi-

do para um contexto com espaço de estados infinito, ilustrando como este algoritmo

pode ser combinado com o amostrador de Gibbs para produzir uma amostra excita do

processo de mistura de esferas penetráveis e modelos relacionados. Moller e Schladitz
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em IMoller and Schladitz, 19991 também extenderam o algoritmo de Fiel para cadeias

com espaço de estados infinito

Huber em IHuber, 19991 mostrou como usar o FMR para gerar amostras do Àard

core gas made/ e do Windom-Row/{nson míztKre made/ contínuo

Outras extensões e aplicações do algoritmo de Fill podem ser vistas em

http://dimacs.rutgers.edu/'dbwilson/exact/
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CAPÍTUI,0 4

Modelo de lsing

Para ilustrar o algoritmo CFTP-monótono e o algoritmo de Fill apresentados, apli-
camos estes algoritmos ao modelo de lsing ferromagnético em duas dimensões no

próximo capítulo usando o amostrador de Gibbs (GÍóós vamp/er). Assim, neste

capítulo, mostramos como aplicar o amostrador de Gibbs ao modelo de lsing para

simular uma amostra da distribuição deste modelo. Mas primeiro apresentamos o

modelo de lsing em duas dimensões com suas principais características. Em seguida

descrevemos o amostrador de Gibbs que consiste em construir uma cadeia de Markov

ergódica que converge para a distribuição n. A cadeia construída pelo amostrador de

Gibbs, aplicada ao modelo de lsing ferromagnético em duas dimensões, é monótona

em um espaço de estados E parcialmente ordenado com elementos máximo e mínimo,

e possui uma regra de transição monótona com respeito a esta ordem parcial.

4.1 Medida de Gibbs

Apresentamos algumas definições e teoremas importantes sobre campo aleatório Mar
koviano e medida de Gibbs.

Seja A Ç Z2 um modelo no reticulado ou sistema de spins. Este reticulado A
consiste em um conjunto de elementos, onde cada elemento .j = (.jl ,.j2) será chamado

de sítio. Além disso, seja E = ÁA o espaço de estados ou conjunto de todas as

configurações possíveis, onde cada configuração z = {#(J), .j C A} é uma função
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r : A --> .A que atribui a cada sítio .j C A um valor de .4, denotado por #(.j). A este

valor a(.j) chamamos de spin do sítio .j.

Para .j,Z C A, / «. .j denota que / é vizinho adjacente de .j. Assim definimos os

vizinhos do sítio .j como

p(.j) : J «' .j}

e

p );J € A},

ou sqa, p representa uma coleção de subconjuntos de A chamado de sistema de
vizinhança.

A seguir apresentamos as definições de campo aleatório e campo aleatório Mar-
koviano.

Definição 4.1 t/m «to, «/e«tó,{o z = (z(.j),.j C A) de$nád. 'm «', esp'ço de

probabilidade e assumindo valores em E -- A/''' é chamado de campo aleatório.

Definição 4.2 t/ma c07t/iguração # C .ZÇ = ÁA é data ser um campo a/eatórío .A4'ar-

k-;-. .m A " P«« c«d. « c E « dá.t,{ó«{ção co«vício-/ de «(.j) d«d. «(Z), p««

todo [ C À. e ] :# IÍ, depende apenas dos valores de =Ç]] ta,is que ], -u i. Em outras

pa\auras, = é um cam'po aleatório Markouiano se para todo 5, l C h. e t :# ii tat qze

]P(n(Z), p«« t.d. / # .j) > 0, tem-''

1"(,(J) «l,(/), v / # .j) P(a (.j ) «lz(/), V Z «' .j), « C .4

Logo, em um campo aleatório Markoviano, a probabilidade do spin de um sítio assu-
mir um valor, condicionado à todo campo aleatório, não depende de todo o campo

aleatório, mas somente dos valores dos spins dos sítios que são vizinhos mais próximos
deste sítio.

Temos que um subconjunto B Ç A é chamado de clique se / C p(.j) para todo

/,.j C .B, ou seja, se todos os sítios de B são vizinhos entre si.
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Definição 4.3 ,4 medida de G óós para wm sáslema de ujzánÁos p é tlm campo a/e-

atório da seguinte fot'nta

; . expl'H(z)} > 0, Va C -E, (4.1)

sendo Z = >ll:,.Z expl---#(a)} a /unção de partição ow constante de norm'z/{zação e

H(.=) = ).-acA. ón(.n) a função de energia, sendo a soma dada sobre os subconjuntos

B de À. de potenciais de interação +B, tais qKe +n -- Q se B não é upll clique.

«(,)

De acordo com o teorema de Hammersley-Cli6ord, (ver, por exemplo, IFismen, 19971),

apresentado a seguir, existe uma equivalência entre a medida de Gibbs e um campo
aleatório Markoviano.

teorema 4.4 (Hammersley-Cli$ord) Seja p um sistema de vizinhança. Um campo
aleatório é um campo Mürkouiüno com respeito a p se e só se é lma medida d,e Gibbs

co'rn respeito a p.

Para muitos campos aleatórios Markovianos encontramos problemas na obtenção

de uma amostra, pois a função de partição Z = >ll:,.Z exp{ é uma soma difícil

de ser calculada devido a alta dimensão do espaço de estados .E destes modelos.

4.2 Modelo de lsing

O modelo de lsing foi proposto pelo físico Ernst lsing um estudante de Lens que escre-

veu sua tese de doutorado neste modelo. lsing tentou explicar, através deste modelo,

certos fatos observados empiricamente sob materiais ferromagnéticos. Quando lsing

em 1925 publicou um resumo deste resultado, ele fixou que o modelo foi sugerido

por Lens em um paper em 1920 no qual dava uma vaga idéia deste modelo. Maiores

informações sobre a origem e desenvolvimento do modelo de lsing podem ser vistas

em IKindermann and Snel1, 19801 e em referências lá citadas.
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O modelo de lsing é um caso particular da medida de Gibbs e pelo Teorema 4.4

temos que é um campo aleatório Markoviano, possuindo as seguintes características:

+ Considere que temos um reticulado quadrado de sítios A Ç Z2.

.v Cada sítio possui um spin com duas orientações possíveis, para cima ou para baixo,

que denotamos por +l ou --l, respectivamente, ou seja, .4 = {--1, +1}.

.k Existe uma energia de interação ÓB entre dois spins #(.j) e z(Z), com j, / € -B, tal

que

1 0 se B não é clique;
PB :: S

l Jz(J)"(J) s' B é cliqu'

onde J é uma propriedade do material e o sistema de vizinhança é definido por

(/ -- .j) 'e::-> 1/ - .jl = i.
+ Pode existir interação com um campo magnético externo a.

Portanto, este modelo possui a seguinte função de energia para uma configuração

z C .E, onde E = {--1,+11A é o espaço de estados,

#(') [JE:>ll:,(.í)'(z) + }:'-(.1)'(.j) + >ll: },4,,(j)z/(')] (4 3)
jeA i«,j jCA rcZ2\A jCA

sendo .j = (.j-,.j,) :# Z = (Z:,Z,), :«(.j) C {--l,+l}, P = }# sendo K ' constant'
de Boltzmann e T a temperatura absoluta do material, a(.j) é a força do campo

magnético externo medida no sítio .j e y C {--l,+llz'\A (onde Z2\A denota to-
do o reticulado Z2 exceto a região de intersecção com o ieticulado A). A parcela

E-cz'\A },icA 4,z(j)y(r), na equação (4.3), repres'nta interação dos spins do reti-
culado A com os spins fora do reticulado, e é conhecida como condição de fronteira

y para volumes finitos A.

Definimos o conjunto fronteira (aA) de um volume A como sendo o conjunto

de todos os sítios r « A, tal que r C p(.j), .j C A. Uma condição de fronteira é

positiva se, para todo r C aA, y(r) assumir valor +l, e uma condição de fronteira

é negativa se, para todo r C aA, y(r) assumir valor --l. Uma condição de fronteira

é chamada de livre se Jj, = 0 na equação (4.3), ou seja, se não existir fronteira

fixada. Existe também uma condição de fronteira que é chamada de periódica e que

J r

(4.2)
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não entraremos em detalhes, mas o leitor interessado pode ver, por exemplo, em

[Kindermann and Snel1, 1980].

Pela equação (4.3), no caso em que J > 0, chamado de caso ferromagnético ou

caso atrativo, a energia de uma configuração será mínima se todos os spins tiverem

a mesma direção, ou sda, se #(.j) e a(/) tiverem os mesmos sinais para todo .j, / C A

tais que / «' .j. E, neste caso, um determinado spin estará provavelmente alinhado

na mesma direção da maioria de seus vizinhos mais próximos e conseqüentemente se

existir um campo externo os spins tendem a ficar orientados de acordo com o campo

externo. Já no caso em que J < 0, chamado de caso antiferromagnético ou caso

repulsivo, a energia será mínima quando os spins tiverem sinais contrários, ou sqa,

se 3(.j) e z(/) tiverem sinais diferentes para todo .j € A tal que / «. .j. Consideraremos

modelo de lsing para o caso ferromagnético com J = 1 e sem a presença de campo

externo, ou sda, na equação (4.3) a(.j) = 0

O modelo de lsing é um caso particular da medida de Gibbs. Assim este modelo

terá a seguinte distribuição, para todo A Ç Z2,

«'(') - -;'-PÍ-H'(a)}>0, VICE +ll",

onde H(3) é a função de energia do modelo de lsing dada em (4.3).

Consideremos agora um subconjunto A C Z2, finito centrado na origem, dado por

(4.4)

A --L .$ .jí $ .L, i = 1,2l; Z, c N. (4.5)

Este subconjunto será chamado de caixa finita. Consequentemente por A ser finito

teremos alguma condição de fronteira.

Definiremos agora a medida de Gibbs em volume infinito.

Definição 4.5 Á med da de proóab{/idade a+ (n') deán da sopre {--l, +llz' é cÀa.

muda medida, limite de Gibbs do modelo de lsing ferromagnético em du,as dimensões

sobre 'Z' , co'n} temperatura inuersct li e condição de fronteira post.tida (negativa, res-

pectivamente) se e:cistir zma seqiiência. crescente de caixas, satisfazendo À..
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quando n tal que

«''' - .1l/mZ, «l. ("' - .;liH;:«i. respectit;amante) (4.6)

Teorema 4.6 (Limite Termodinâmico) Para o made/o de /síng /erromagnátÍco

de vizinhos mais próximos e com condição de fronteira, positiva (negativa, respectiuü-

mente) degnÍdo sopre Z2, a temperatura {noersa P, Caíste o /imite termodinâmico

"''' - .19,,«l.« ("' - .!i/mz,"i. , '"p«t'««m.«td (4.7)

A prova deste resultado pode ser vista em IHolley, 19741.

Temos que o modelo de lsing em duas dimensões sem campo magnético externo

é importante por ser o modelo mais simples, em mecânica estatística, que exibe
transição de fase. O modelo possui um valor crítico para P (ou para temperatura T)

denotado por P. (Tc respectivamente). A seguir definimos quando ocorre a transição
de fase.

Definição 4.7 Z)iremos gue ez ste a transição de /ase no made/o de /sáng /erro-

ma,gnético sem campo magnético esterno em duas dimensões se existe vm B. tal qu,e

se l3 > 6. então

(4.8)

Sabe-se que o valor crítico de beta, em duas dimensões, é /3. = { 1og(l + v'ã) = 0.4407

(ver, por exemplo IGeorgii, 19881).

4.3 Amostrador de Gibbs

4.3.1 Algoritmo Metropolis-Hastings

Suponha que queremos obter uma amostra de uma distribuição r. O algoritmo

Metropolis-Hastings consiste em construir uma cadeia de Markov com espaço de
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çao ae prooaoiilaactes r e distribuição estacionária T

Esta distribuição estacionária pode ser obtida resolvendo as equações

«(') - }ll:«(p)p(g/,«) . >1:«(p)

Se a cadeia é reversível com respeito a n, isto é,

«'(,)P(,,y) P(y, ,) V «,y C .E

então ela satisfaz as equações (4.9).

O algoritmo Metropolis-Hastings considera probabilidades de transição P(z, y)

que soam reversíveis com respeito a n. As probabilidades de transição P(3, 3/) são
dadas por

estados E dematriz de robetranseS )

(4.9)

(4.10)

P(',Z/) q(,, g)a,, (4.11)

onde os q(3, yys são as probabilidades de transição de outra cadeia arbitrária tal que

q(z,g/) > 0:::> q(y,a) > 0 Vz,g/ C .E,(4.12)
e a,, é a probabilidade de aceitação do estado y proposto.

Portanto, o algoritmo de Metropolis-Hastings consiste de duas etapas.

Etapa 1) A partir de um estado #, propor um estado Z/ com probabilidade q(z, y).
Etapa 2) Consiste em aceitar o estado y com probabilidade a,., caso contrário a
cadeia permanece no estado a.

Hastings em IHastings, 19701 mostrou que escolhendo a probabilidade de aceitação
como sendo

.,, - «:- (:, HH3: (4.13)

a distribuição estacionária n é obtida

4.3.2 Amostrador de Gibbs

O amostrador de Gibbs é um caso especial do Metropolis-Hastings. Este algoritmo

utiliza distribuições condicionais para produzir uma amostra de uma distribuição n.
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Suponha que se desde simular uma configuração aleatória # tomando valores em

{--l,+llA de acordo com a medida de Gibbs n em (4.1). O amostrador de Gibbs

consiste em construir uma cadeia de Markov que é irredutível e aperiódica, e se
A for finito conseqüentemente será ergódica, tal que esta cadeia tenha distribuição
estacionária l.

Para obter uma amostra de a usando o amostrador de Gibbs, inicia-se a cadeia
com uma configuração z C {--l,+llA e vai-se atualizando os sítios desta configu-

ração, ou sqa, percorrendo uma cadeia de Markov. Para atualização destes sítios

utiliza-se a distribuição condicional de #(.j) dado os outros elementos de a, ou seja,

«(z(J)lz(--.j)). Estes sítios são escolhidos aleatoriamente, um de cada vez, para se-

rem atualizados e os valores nos sítios / :# .j não mudam quando estamos atualizando

o sítio j. Assim, passamos de um estado z para um estado g, onde 3 e y diferem

apenas no sítio j, com probabilidade

q(z,g/) (.j)l«(-.j)) (4.14)

E no amostrador de Gibbs a probabilidade de aceitação é

«,. - «:- (:, =1:1ÉJ) - :
(4.15)

Conseqüentemente, no sítio .j, teremos o valor #(J) = +1 com a seguinte proba-
bilidade condicional

7rrzr;l -- +] lzr-- ;\\ -- . ."~'"'- -'-'~ ''' (.j) z(-.j)) + r(,(.j)é-il;l-.j»
Para a atualização dos sítios a cada instante t escolhemos um número Crt uniforme

no intervalo 10,11 e um sítio jt C A, aleatoriamente (uniformemente) em A, para ser

atualizado, independentemente para cada Z. Então atribuímos o valor +l para o sítio
.7t se

(4.16)

u 5; «'(«(J.) l«(-.j.)) (4.17)

e atribuímos o valor --l para o sítio .jt caso contrário.

Veremos agora como aplicar o amostrador de Gibbs no modelo de lsing
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Não temos uma forma direta para obter uma amostra da distribuição do modelo

dc lsing ferromagnético em duas dimensões (equação (4.4)), devido ao amplo número

de configurações possíveis. Por exemplo, se tivermos IAI = 64 x 64 a função de

partição de (4.4) será uma soma de 264x64 termos, que é extremamente difícil de ser

calculada. No amostrador de Gibbs não calculamos a função de partição pois este

método é baseado em distribuições condicionais. A seguir vemos como aplicar este

método ao modelo de lsing

Aplicando o amostrador de Gibbs ao modelo de lsing ferromagnético, é fácil ver

que «(z(.j) = +lja(--.j)) será maior quanto maior for o número de vizinhos do sítio

.j assumindo valor +l, pois

r4 ]8\
N;(.j) ê -Fil;l-.j)) + «(,(.j) -j)) ~'''''

onde «(z(.j) = - ,#(--.j)) é a medida de Gibbs com a função de energia do modelo
de lsing sem a presença de campo externo, com condição de fronteira livre e J = 1.

A probabilidade acima é provada no Apêndice A.3 e observe que ela não depende da

função de partição o que facilitará muito os cálculos.

De acordo com a probabilidade (4.18) temos uma matriz de probabilidades de
transição P dada por

1 + exp -2P >ll: «(/)
l€A

l

«(,(.j )

(4.19)

Ú ' r(z(.j) - 'lz(--.j)) s' ape"s ' sítio .j

P(",3/-(a;z(.j) +- a)) - 1 0 «: 'e 'l'ado; e. (4'20)

mais que l sítios

onde y = (z;z(.j) +- a) denota a configuração z a qual tem spin a C {--l,+l} no
sítio .j.

Na prática, associado a esta matriz de transição r', temos uma regra de transição
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da seguinte forma

/(«,.j,u) - l {"(j) - +i,"(-J)}, ;' u .$ 1.i + «p Ç-2pEíE,",(/)J,l l..:t)
l {z(.j) = --1, z(--.j)}, caso contrário.

A regra de transição (4.21) é da forma Xt = /(Xt-i,.jt, Cit), onde Xt difere de Xt l

no máximo no sítio .jt (escolhido no instante t para ser atualizado). Considerando
IAI = N, essa regra é construída como / : -E x Uniformel1,2, . . , ]V} x 10, 11 ---> E

A seguir mostramos que o modelo de lsing ferromagnético admite uma ordem

parcial.

De acordo com a probabilidade (4.19), uma configuração # será considerada menor

do que uma configuração y (a :3 y, onde 3 representa a ordem parcial) se tivermos

l

«(.j) $ y(.j), vj € .A. (4.22)

Com a ordem parcial descrita em (4.22), o espaço de estados terá uma configuração

máxima (Í) e uma mínima (Õ), onde a máxima é aquela com todos os sítios em A

assumindo valor +l (spins para, cima) e a mínima com todos os sítios assumindo

valor --l (spins para baixo).

Temos também da ordem parcial descrita em (4.22) que, se z :3 y, então

«'(,(.j) +i l ,(-.j)) 5; «'(z/(.j) =+i l v(-.j)) , v.jc A. (4.23)

Baseado na ordem parcial (4.22), mostramos a seguir que a regra de transição

(4.21) é monótona.

Dada a probabilidade em (4.23), para atualizaimos um sítio .j, gerimos um
número aleatório U uniforme em 10,11 e atribuímos +l para :«(.j) e y(.j) se

u l; «'(«(.j) l,(-.j)) 5; «(z/(.j) lz/(-.j)), vaca. (4.24)

Assim, de acordo com (4.24) temos que se a regra de transição / = ./'(.,.j,U) em

(4.21) atribuir o valor +l para z(.j) então também atribuirá um valor +l para g/(.j),
mas a recíproca nem sempre será verdadeira bastando verificar as probabilidades de
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(4.24). Da mesma se forma se ./ atribui um valor --l para z(.j) e g/(.j) se U é maior

que as probabilidades acima e devemos observar que quando / atribuir um valor --l

para 3/(.j) então irá atribuir também um valor --l para z(.j), e novamente a recíproca

nem sempre será verdadeira.

Portanto, temos que a regra de transição (4.21) é monótona com respeito a ordem

parcial :3. Pois se tivermos z :3 y a atualização destas configurações, feitas por

esta regra de transição, irá sempre manter a sua ordem parcial, ou seja, .f(a,.j, U) :3

.f(y,.j, U), para todo P e J fixados.

Mostramos que o modelo de lsing ferromagnético em duas dimensões possui uma

ordem parcial :3 e uma regra de transição monótona com respeito a :3, então de acordo

com a monotonicidade descrita no Clapítulo 2, P é estocasticamente monótona. Vimos

também que o espaço de estados E possui estados máximo e mínimo

Temos então que o modelo de lsing em duas dimensões satisfaz as condições im-

postas pelos algoritmos CFTP-monótono e de Fill apresentados. Assim, no próximo

capítulo, apresentaremos resultados de simulações usando estes algoritmos
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CAPÍTULO 5

Simulações

Neste capítulo o objetivo é ilustrar os métodos de simulação perfeita apresentados, is-

to é, o algoritmo CFTP-monótono e o algoritmo de Fill descritos nos Capítulos 2 e 3,

respectivamente. Para esta ilustração fizemos uma aplicação destes métodos ao mo-

delo de lsing em duas dimensões para obtermos uma amostra perfeita da distribuição

zr deste modelo, tal que a : E ----.} 10, 11 onde E = {--1, +1jlA

Consideramos o modelo de lsing ferromagnético sem a presença de campo externo

descrito no Capítulo 4 e com condições de fronteira livre, positiva e negativa em

reticulados A de tamanho 64x64, 256x256 e 512x512. As simulações foram feitas

usando-se o Matlab (versão 6.0) na rede UNIX do IME-USP para as duas técnicas
apresentadas.

5.1 Algoritmo CFTP-monótono aplicado ao mo.

delo de lsing

No capítulo anterior, veriâcamos que o espaço de estados -E do modelo de lsing fer-

romagnético em duas dimensões admite uma ordem parcial :3, possuindo estados

máximo l e mínimo Õ, tais que Õ 3 z :3 Í, para todo z C E. De acordo com esta

ordem parcial obtemos que a regra de transição dada por (4.21) é monótona. Então

será suficiente iniciarmos as trajetórias da cadeia de Markov partindo dos dois esta-
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dos extremos Õ (máximo) e i(mínimo), que correspondem às configurações em que

todos os sítios assumem valor +l e --l, respectivamente, e verificarmos a coalescência

completa entre essas trajetórias. Pois uma vez ocorrido a coalescência entre as tra-

jetórias iniciadas dos estados Õ e Í, terá ocorrido também a coalescência entre todas

as outras trajetórias se a cadeia fosse iniciada em um outro estado qualquer.

Vimos no capítulo anterior que o amostrador de Gibbs constrói cadeias de Mar-

kov irredutíveis e aperiódicas (ergódicas) garantindo a existência de uma única dis-
tribuição estacionária que, por construção, coincidirá com r.

Para aplicarmos o CFTP-monótono seguimos os mesmos passos do algoritmo apre-

sentado no Capítulo 2 usando o amostrador de Gibbs com a regra de transição (4.21).

Como esta regra de transição também usa os sítios para serem feitas as transições,

no Passo 3 do algoritmo, estamos reusando além da mesma sequência de variáveis

aleatórias uniformes ({Uil'--k...+:) a mesma sequência de sítios ({.jk}2:.À;..:+:) ge-

radas na iteração anterior.

Nas Figuras 5.1 e 5.2 apresentamos amostras perfeitas geradas de acordo com as

suposições acima, em reticulados IAI :: 64 x 64, IAI = 256 x 256 com condição de

fronteira livre. Os sítios que assumem o valor +l correspondem aos sítios brancos e

os sítios que assumem o valor --l correspondem aos sítios pretos.

Observe que nessas amostras assumimos diferentes valores de P o que nos propor-

cionou um número diferente de iterações í do algoritmo. Lembramos que cada valor

de { corresponde a ki = 2i'i transições da cadeia.

Como estamos trabalhando com o modelo de lsing ferromagnético podemos ob-

servar a influência dos vizinhos de um sítio nas Figuras 5.3, 5.4, 5.5 e 5.6, onde
as condições de fronteira são positiva ou negativa. Podemos observar também que

quando P é pequeno (P = 0.1, poi exemplo) a fronteira infuencia muito pouco no

alinhamento dos spins dos sítios do reticulado. Esta influência é evidente quando

P = 0.3 pois os spins dos sítios da borda de A ficam em sua grande maioria orienta-

dos com a fronteira. No entanto, podemos observar que a medida que os reticulados
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vão crescendo, as amostras obtidas com condição de fronteira positiva são cada vez

mais parecidas com as que tem condição de fronteira negativa, visto que a influência
das fronteiras ocorre basicamente nos sítios da borda do reticulado.

Sabemos que não existe transição de fase para reticulados finitos. Mas fizemos

as simulações para # < P., pois quando P se aproxima de #. a simulação torna-se
extremamente lenta.

P = 0, 001; kn = 2:' trens. # = 0,01; Êi7 2'' trens. P k:, = 2:' tr-s

0 10 20 30 40 50 60

P k:.-2:'trens. P k,. tr-s. P k,,-2':t-ans

E

b'n

b rT

i''t
'.ã=.&

o 10 20 30 40 5í 3Í 'o to ão 3o' 40 s0 60

Figura 5.1: Amostras obtidas pelo algoritmo CFTP-monótono com IAI = 64 x 64 e
condição de fronteiralivre.
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# = 0, 1; A,, = 2': trens. P 0,3; k2a = 223 trens

0 50 100 150 200 250

Figura 5.2: Amostras obtidas pelo algoritmo CFTP-monótono com IAI = 256 x 256
e condição de fronteira livre.

P k:, - 2:' trens. P = 0, 1; A,, = 2" tran;. P = 0, 1; k,, - 2" tra«s
2

200
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Figura 5.3: Amostras obtidas pelo algoritmo CFTP-monótono com IAI = 64 x 64,
AI = 256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira positiva.

P k:, - 2-' trens. P = 0, 1; k,, = 2': trens. P 0, 1, k24 = 223 trens
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Figura 5.4: Amostras obtidas pelo algoritmo CFTP-monótono com IAI = 64 x 64,
IAI = 256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira negativa.
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# k,. tra«s. P = 0, 31 k24 :: 223 trens. P k,. = 2" trens

Figura 5.5: Amostras obtidas pelo algoritmo CFTP-monótono com IAI = 64 x 64,
IAI = 256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira positiva.

P = 0, 3; k,. = 2:' tra«s. P = 0, 3; A,. = 2" trens. P = 0, 3; k26 = 2's trens
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200 250

Figura 5.6: Amostras obtidas pelo algoritmo CFTP-monótono com IAI = 64 x 64,
IAI = 256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira negativa.
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5.2 Algoritmo de Fill aplicado ao modelo de lsing

Para aplicarmos este algoritmo ao modelo de lsing usamos também o amostrador de

Gibbs. Então, seguindo os passos do algoritmo apresentado no Capítulo 3 temos:

Passo 1) A cada iteração escolhemos um novo valor de f = ti = t. . 2i'i e Xf = Õ,

onde fo = IAI.

Passo 2) Obter .Xt = Õ, Xt. 1 ) ) Xo = # usando a regra de transição / que é

x.-: = /(x.,.j.--, %-:)

onde % é uma variável aleatória uniforme em 10,11 e esta regra de transição é obtida

a partir da cadeia em tempo-reverso P. Como a cadeia de Markov construída pelo

amostrador de Gibbs é reversível, temos que P = P. Logo / = .f e .f é dada em (4.21).

Passo 3) Para gerarmos variáveis aleatórias uniformes em IUI IZo, Zil, . . . , IHt lat.i , ztl,

devemos usar a função de transição ./' de P dada em (4.21), procedendo da seguinte
forma:

Suponha que estamos indo de at para Zt-i com o sítio .j escolhido no instante f -- l

para ser atualizado. Vamos supor também que no instante t este sítio possui spin

para cima então devemos gerar uma variável aleatória Ut uniforme no conjunto

não dependendo se este sítio vai assumir spin para cima ou para baixo no instante
(t -- 1). Da mesma forma se o sítio possuir spin para baixo devemos gerar uma variável

aleatória Ht uniforme no conjunto

e também não vai depender se este sítio vai assumir spin para baixo ou para cima, no

i«st-te (f -- l).

Passo 4) Percorrendo a cadeia pala frente partindo de Xo = 1 usamos a regra de

0, 1 + exp

1 + exp

-2p >1: ,.(/)
ICA
/«,.j

-2p >1: «.(/)

]
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transição dada em (4.21), ou sda,

h :,.j., c/.)

com a seqüência de uniformes geradas no passo anterior e também a mesma sequência

de sítios do passo anterior.

Passo 5) A cada iteração verificamos se b = Õ caso isso ocorra aceitamos Xo = a

como amostra de n e interrompemos o algoritmo, senão retomamos ao Passo l com
-i+lZ

Nas Figuras 5.7, 5.8, 5.9, 5.10, 5.11 e 5.12 apresentamos amostras geradas de
acordo com algoritmo acima, com valores iniciais de f iguais a to :: 642 = 2i2,

ío = 2562 :: 2lõ e to :: 5122 :: 218, para reticulados de tamanho 64x64, 256x256

e 512x512, respectivamente. Pois se tomarmos valores de t menores que fo para

estes reticulados, de acordo com a equação (3.4) do Capítulo 3, a probabilidade de

que a amostra obtida sda aceita é zero. Como no CFTP obtemos também uma

amostra perfeita para alguns valores de P, com seus respectivos números de iterações

As amostras obtidas pelo algorítmo de Fila tem o mesmo comportamento das

obtidas pelo algoritmo CFTP-monótono, assim os comentários são análogos.
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# := 0, 001; ts = 2iõ trens. # = 0, Ol; t; - 2:' trens. P = 0, 1; t. - 2:' tr«s
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Figura 5.7: Amostras obtidas pelo algoritmo de Fila com IAI = 64 x 64 e condição de
fronteiralivre.

P t. - 2'' tra«s. P = 0, 3; t, = 2" tr-s
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Figura 5.8: Amostras obtidas pelo algoritmo de Fila com IAI = 256 x 256 e condição
de fronteira livre.
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/7 = 0, 1; ts := 2iõ trens. # = 0, 1; t. - 2': tra«s. # = 0, 1; {. = 2" trens
8
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Figura 5.9: Amostras obtidas pelo algoritmo de Fill com IAI = 64 x 64, IAI :: 256 x 256

e IAI :: 512 x 512 respectivamente e condição de fronteira positiva.

P = 0, 1; ts = 2:' trens. P f. = 2': tr-s. # = 0, 1; f. = 2" trens
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Figura 5.10: Amostras obtidas pelo algoritmo de Fill com IAI = 64 x 64, IAI
256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira negativa.

P = 0,3; t. = 2:' trens. # ts = 2 tran;. P = 0, 3; t; - 2" tr-s
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Figura 5.11: Amostras obtidas pelo algoritmo de Fill com IAI = 64 x 64, IAI

256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira positiva.
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P {8 trens. P = 0,3; f8 = 2'; trens. /3 := 0, 31 tS := 22õ trens
500

h
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Figura 5.12: Amostras obtidas pelo algoritmo de Fill com IAI = 64 x 64, IAI
256 x 256 e IAI = 512 x 512 respectivamente e condição de fronteira negativa.

5.3 Resultados

O tempo de processamento no algoritmo CFTP-monótono foi menor do que no al-

goritmo de Fill para os mesmos valores de P e A. O que já era de se esperar, pois
no algoritmo de Fiel, no Passo 2, quando percorremos a cadeia em tempo reverso

a cada novo sítio a ser atualizado temos que gerar uma variável aleatória uniforme

como apresentada no Passo 3. Estas variáveis serão usadas no Passo 4 quando

percorremos a cadeia para frente, o que torna seu processamento mais lento pois
temos que percorrer a cadeia duas vezes para frente e para trás. Por termos que per-

correr a cadeia nestes dois sentidos estaremos usando mais memória do computador.

Um outro motivo, deste processamento ocorrer mais lentamente, é que no algoiitmo

CFTP-monótono reusamos a sequência de uniformes e a sequência de sítios geradas

na iteração anterior. Enquanto que no algoritmo de Fill temos que, a cada iteração,

gerar novas sequências para as escolhas dos sítios e novas seqüências de variáveis
aleatórias uniformes.

Apesar do processamento do algoritmo de Fill ser mais lento, o número máximo

de transições apresentados na última iteração por ambas as técnicas foram equivalen-

tes (mas não necessariamente isto deveria acontecer), entretanto o número de sítios

visitados na última iteração foram os mesmos pala ambos os algoritmos e para os

mesmos valores de /3 e A. Apesar do tempo necessário para processar uma amostra
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ser diferente, as amostras apresentadas pelos dois algoritmos para os mesmos valores

de /3 e A são muito parecidas. Isto nos permite escolher qualquer uma das técnicas
quando formos fazer simulação de cadeia de Markov, pelo menos para o modelo de
lslng
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APÊNDICE A

.A.pêndice

A.l Prova da Proposição 2.7

Considerando a cadeia de Markov X com espaço de estados E, matriz de transição

P' e regra de transição .f dados pela proposição 2.7. Para provarmos esta proposição

temos que provar que para um número de transições n, n par, temos

{(2"': - 2) + 1
P'(X« IOn) 2.-2 '

1"(X.= 1 l an)= 2..2 '

F'(X« = 2 l an) = 2.

e para um número de transições n, n ímpar, temos

1"(x- - «l G )

(A.l)

(A.2)

Observando as Tabelas 2.1, 2.2 e 2.3, é possível vermos que para qualquer número

de transições sempre teremos 2 situações em que as trajetórias não coalesceram. Isto

acontece quando temos sequências alternadas de números aleatórios para qualquer

número de transições, ou seja, quando tivermos sequências da forma (êcãc. ou
cZjcê... ).

Assim

F'(C'«) - É ,v" c N, « > :, (A.3)
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ou sq%

2" 2
F'(C'«) - =-5=-= ,Vn C N, n > :. (A.4)

Para um número de transições n, n pab temos o seguinte comportamento para

as probabilidades conjuntas I"(X« = z, C;.), z C E,

E"(X« C'.) 2'':-2)+1,'Jn
:(2"': - 2)

P'(X. = 1. 0. '1 - 3} {

g(2"': - 2) + 1Ü"(X. = 2, C'.) = u ')n )

Já para um número de transições n, n ímpar, temos o seguinte comportamento

{(2" - 2)
1"(X« C«) ',V.C .E.

Provámos por indução finita que IP(X« = z, a.), Va C -E, satisfaz as equações (A.5)

e (A.6) para todo n, e consequentemente estamos provando as equações (A.l) e (A.2).

> (A.5)

(A.6)

Primeiro verificamos que as equações (A.5) e (A.6) são válidas para n - 2 e 3 tran

sições respectivamente,

"(x, - ', 'D - g?=Ú-a.U - l.,
"(x, - :, cd - á.Ç?=.:.D - o,

"(x, - ', 'a - ãZ=á-a= - 1;,
I'(x3-',G)-â(?il;a ;,V«c.E {o,1,2},

logo temos que as equações são válidas para n - 2 e 3 transições respectivamente

(basta verificar os resultados apresentados nas Tabelas 2.1 e 2.2).
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Temos, Vn = k + l e para todo z C E', que

1"(x.+: ) x.--: o*---lx*

+ P'(X.+: IXk = 1, 0'.)

+ p'(x.+: lx*

+ I"(x.--: lc*) . p'(a.)

E"(X.

F'(X.

1"(x.

(A.7)

Suponha que a equação (A.6) seja válida para n - k, k ímpar, então

"(x* - «, cO - !eliÍ-a,v« ' .''.

Vamos provar que é válido para n - A + 1, k + l par. De acordo com a equação (A.7)

quando z = 0 teremos

"p'.*: - ', '**o - é: . B:F.a -- ; . ã:Fa -- . -- ; . i
Í(2' - 2) + 1

(A.8)

logo, pela suposição n = k, k ímpar, a equação (A.6) é válida para z - 0
Explicamos a seguir o último termo de (A.8), ou seja,

1"(x*--: - o, o.-.:lÕ*) ' I"(ã) - { ' Ü'

Para k transições, k ímpar, os dois casos em que as trajetórias não coalesceram estão

associadas às seqüências de números aleatórios êcõc ' ' ' cê e fõcê . . éç. Entretanto pa-
' '----\,---/ '-.......,....z '

ra que ocorra a coalescência no estado 0 em k + l transições, a partir das sequências

apresentadas acima, será necessário que se tenha a sequência êcêc - . cê em k tran-\-

lições e ê na transição k + 1 , ou seja, é necessário que se tenha a sequência Écêc . . . ccc

em k + l transições. Já a partir da seqiiência põcã . . êç é possível obter a coalescência' \-. ...../ '

apenas no estado 2 para k + l transições. No restante da prova aparecerá novamente
a equação (A.9) e a justificativa é análoga a esta.

k À

A

k+l

k

(A.9)
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De acordo com a equação (A.7) quando # = 1 teremos,

"(x.--: - :, '.-.:, - ; . à(2' - 2)

g(2* - 2)
:2A+i '

+0

logo, pela suposição n = k, k ímpar, a equação (A.6) é válida quando z = 1.

A prova da equação (A.6) quando z = 2 é análoga a que apresentamos quando z

Suponha agora que I"(X« = z, O.) seja válido para n = k, h par, então

g(2'': - 2) + 1
]P(x.

3\' '/

""(x. - :, aO - {e:;=-- .
I'(X* = 2, a.) {(2''' - 2) + 1

)

Vamos provar que é válido para n - k + 1, A + l ímpar. Considerando a

equação (A.7), teremos

na

P(x*+: - o, a.+:) - ; '
{(2*'' - 2) + 1

: - 2) + 2
2k+i

2k+ 1 -- 8+6
3

: - 2)
2k+i

*; . w=P * . *; . i

logo, pela suposição n = k, k par, a equação (A.5) é válida quando a = 0.

Considere agora z = 1 na equação (A.7), assim

I'(x.--: - i, c.--D - l: .{(2*': - 2) + 1

â(2'': - 2) + 2
2k+l

1(2'''': 2)

+ o + ! . g(2*': - 2) + 1 + o2 2A
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logo, pela suposição n = É;, A par, a equação (A.5) é válida quando z = 1.

A prova da equação (A.5) quando 3 = 2 é análoga ao caso 3 = 0. 1

Portanto, provámos as equações (A.l) e (A.2) e consequentemente a Proposição 2.7.

A.2 Prova da equação (3.3)

No método de rejeição gerimos z de acordo com P'(Õ, .) e aceitamos # como amostra

de n(z) com probabilidade apropriada. Provámos que esta probabilidade é

a-- . :;=QL - 11(!©. M.iO
P'(0, a) P'(a,0) ' '

Temos da definição da matriz de transição para cadeia em tempo reverso que

«(«) «(Õ)

PRàlã - };àã n.:o
e como C' ? p:â;b (pelo método de rejeição), Vz C .E, podemos escolher C' tal que

''::EF©= ' :EE v© - z© - z© . @.")
Substituindo O na equação (A.lO) aceitamos z com a probabilidade abaixo:

'-:'/n - :P.x& -:p.x: - ;H. '".:;,
Em (A. 12) acima a segunda igualdade ocorre pela equação (A. 11), a terceira igualdade

é trivial, já a quarta explicamos abaixo.

Considere a notação (1 ----1' 0) significando que a cadeia vai do estado l para 0 em t

passos. Então, pela monotonicidade de -P, se para algum t

(Í ---+' Õ) obviamente teremos que (z 'q = q E,

logo

(Í C (z Õ), VzC E,
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assim

P'(í 1"(. isto é, P'(Í,Õ) 5; P'(«, Õ), W = C E,

ou sel%

:iEÊ p'(', õ) P'(í,õ)

A.3 Prova do resultado (4.19)

Usamos aqui a função de energia dada por (4.2) sem a presença de campo externo,
possuindo condição de fronteira livre e com J = 1.

«'(z.(.j) +lla.(-.j))
«- («: (j )

«(«.(.j) +i,,.(-j))+ «(*.(.j)

'l + " 't(j).- -l, 'f(--.j)))':
«' (,. (.j )

1: + .{::e.Ç!$gEEâ".(m)
k }«PPÇEmmgEeâ''(m)

' .*,(,:;:., ',)
1 + exp -2p >ll: «.(/)

l

-l, a,( -.j) )

,.(z) + E..« «*(.j)
Z-,j " '

«.(/) + E{« «.(j)/-..j
l

«.(/)

,:(/)
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