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Resumo

Neste trabalho apresentamos dois algoritmos de simulagao perfeita usando cadeias de
Markov e as respectivas provas de que fornecem amostras de acordo com a distribuicao
desejada. Estes algoritmos sao o Coupling from the past-CFTP introduzido por Propp
e Wilson e o algoritmo de Fill. Para ilustracio destes algoritmos aplicamo-os ao

modelo de Ising ferromagnético em duas dimensoes, usando o Amostrador de Gibbs

(Gibbs Sampler).
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Abstract

In this work we present two perfect simulation algorithms using Markov chains and
the respective demonstrations that they provide samples in accordance with the de-
sired distribution. These algorithms are Coupling from the past-CFTP introduced
by Propp and Wilson and the algorithm of Fill. For illustration of these algorithms
we have applied them to the ferromagnetic Ising model in two dimensions by using

Gibbs Sampler.

v



Indice

1 Introducgao

2 Acoplamento do Passado - CFTP

2.1 Acoplamento . .. ... ... .
2.2 Oalgoritmo CFTP . . . . . . . . ...
2.3 Algoritmo CFTP-mondtono . . . . . ... ... ... .. .......
2.4 Extensces do CFTP . . ... ... . ... ... .. . ... .....

3 Algoritmo de Fill
3.1 O Algoritmo . . . . . . . ...
3.2 Extensbes do algoritmode Fill . . . . ... ... ... ... ......

4 Modelo de Ising

4.1 Medidade Gibbs . . . . . .. ...
42 ModelodeIsing . . . . . . . . . . e
4.3 Amostradorde Gibbs . . . . . . ... oL
4.3.1 Algoritmo Metropolis-Hastings . . . .. ... .. .. .. ...
4.3.2 Amostradorde Gibbs . . . . ... ... oL

5 Simulagoes

12
19

20
20
23

25
25
27
30
30
31

36



5.1 Algoritmo CFTP-monétono aplicado ao modelo de Ising . . .. ... 36

5.2 Algoritmo de Fill aplicado ao modelode Ising . . . .. ... .. ... 41
53 Resultados . . . .« o s v v o s o v s ws s s 885605 50w a8 s 8w 45
A Apéndice 47
A.1 Prova da Proposicao 2.7 . . . . . . ... ... 47
A2 Provadaeqiuaggo(8.3) - . . o v v v i n v s ca o as ss s s a5 s 51
A3 Prova doresultado (4.19) . . . . . . ... Lo 52
Referéncias Bibliograficas 53

vl



CaprpiTULO 1

Introducao

Existem vérios modelos, tanto na teoria estatistica quanto na teoria de probabilida-
des, que nos levam a uma distribui¢do de probabilidades sob um espago de estados
E de dimens3o imensa ou até infinita. Tais modelos tem origem em fisica-estatistica,
inferéncia Bayesiana, geometria estocdstica, etc. Para inferir sob uma determinada
populagao, considerando que a popula¢do tenha a distribuigdo de um destes modelos,
necessitamos obter uma ou mais amostras desta populacao. No entanto nao temos

uma forma simples ou direta para obter esta amostra, devido a alta dimensao de E.

Nesta tltima década os métodos de Monte Carlo via Cadeias de Markov (Markov
Chain Monte Carlo - MCMC) foram muito utilizados, e ainda sao, em processamento
de imagens, sistemas de dinamica molecular, modelos hierdrquicos etc., como pode
ser visto por exemplo em [Gilks et al., 1996] e [Gamerman, 1997]. Estes métodos
sdo baseados na simulacdo de cadeias de Markov que convergem para a distribuigao
desejada. Entre os métodos MCMC mais importantes estd o algoritmo de Metropolis-
Hastings, que foi introduzido por Metropolis em 1953 e aperfeigoado por Hastings em
[Hastings, 1970], sendo que um caso especial deste algoritmo é o Amostrador de Gibbs
(Gibbs Sampler) introduzido por Geman e Geman em [Geman and Geman, 1984].
Um problema destes métodos é que eles garantem que a cadeia convergiu para a
distribuicio desejada somente apés um nimero infinito de transi¢des. Como isto é
impossivel, conseguimos apenas encontrar um nimero de transigdes suficientemente

grande, tal que a distribui¢do da cadeia difere da distribuigao desejada por no maximo



uma quantidade pequena especificada. Logo, nao sabemos se esta cadeia ja atingiu
a distribuicao desejada ou quantas transi¢oes deveriam ser feitas para que esta ca-
deia atingisse esta distribuigdo desejada. Assim, no instante em que interrompemos

ou finalizamos uma simulagao do MCMC nao sabemos se a amostra obtida tem a

distribuicao desejada.

Apresentamos dois algoritmos de obtencao de uma amostra que esteja de acordo
com a distribuicao desejada que sdo Acoplamento do Passado (Coupling from the
past-CFTP) e o algoritmo de Fill. Chamamos a amostra, obtida por estes métodos,

de amostra perfeita ou exata.

O algoritmo CFTP foi proposto por Propp e Wilson em [Propp and Wilson, 1996].
Este algoritmo também é baseado na simulacdo de cadeias de Markov e ird nos
fornecer uma amostra perfeita da distribuicdo desejada definida em um espaco de
estados F grande mas finito. Uma desvantagem deste algoritmo é a existéncia de
correlacdo entre o estado amostrado e o nimero de transi¢oes da cadeia de Markov.
Pela existéncia desta correlagao este algoritmo sé ira liberar a amostra perfeita se
o numero de transi¢oes previamente determinado for executado. Assim o usuario
impaciente que interromper uma simulagao, antes do algoritmo ter percorrido todas as
transi¢oes determinadas, poderd ter um vicio na amostra obtida. O algoritmo CFTP
e a prova de que ele produz uma amostra com distribuicao exata serao apresentados
no Capitulo 2. Além disso, veremos que a técnica de acoplamento em cadeias de

Markov é fundamental para construcao deste algoritmo.

Fill em [Fill, 1998] propds um algoritmo alternativo que fornece uma amostra
perfeita da distribuicdo desejada. Este algoritmo também trabalha com cadeias de
Markov, mas baseia-se no método de rejeicao da amostra. Diferentemente do CEF'TP,
neste algoritmo nao ha correlagdo entre o estado amostrado e o nimero de transigoes
da cadeia, eliminando assim o vicio que, eventualmente, ocorra quando se interrompe
uma simulagdo. O algoritmo interrompivel de Fill e a prova de que este algoritmo

fornece uma amostra com distribuicao exata sdo apresentados no Capitulo 3.

[lustramos estes dois algoritmos aplicando-os ao modelo de Ising. Assim, no



Capitulo 4 definimos campo aleatdrio, campo aleatério Markoviano e medida de
Gibbs. Descrevemos neste capitulo o modelo de Ising ferromagnético em duas di-
mensoes com suas principais caracteristicas. Apresentamos também o amostrador de

Gibbs e mostramos como aplica-lo ao modelo de Ising.

No Capitulo 5 fazemos a aplicagao do algoritmo CFTP e do algoritmo de Fill para
o modelo de Ising ferromagnético em duas dimensoées usando o amostrador Gibbs. E,

apresentamos amostras da distribui¢ao deste modelo sob determinadas condi¢Ges.



CAPITULO 2

A coplamento do Passado - CFTP

Queremos obter uma amostra de uma certa distribuicao 7, com 7 definida em um
espaco de estados £ (cuja dimensdo é muito grande mas finita). No entanto uma
amostra direta desta distribuicao complexa, devido a alta dimensao do espago de
estados F, ndo € possivel. Entre as distribui¢des complexas, em particular, temos
por exemplo o modelo de Ising em fisica estatistica, processos pontuais Markovianos

em geometria estocastica, entre outros.

Veremos neste capitulo que o algoritmo proposto por Propp e Wilson em
[Propp and Wilson, 1996], conhecido como Acoplamento do Passado (Coupling from
the past-CFTP), fornece uma amostra perfeita (exata) da distribui¢do complexa dese-
jada. Este algoritmo também é baseado na construcao de cadeias de Markov ergddicas
e ao contrario dos métodos MCMC ira produzir uma amostra somente apds a cadeia
de Markov ter alcancado o equilibrio. Para a construgao deste algoritmo a técnica

de acoplamento em cadeias de Markov sera fundamental.

2.1 Acoplamento

A técnica de acoplamento, em linhas gerais, consiste em construir duas ou mais
medidas de probabilidade, variaveis aleatérias, processos estocdsticos, etc, sobre um
mesmo espaco de probabilidade. Para aplicagdo da técnica de acoplamento em geral

ver, por exemplo, [Lindvall, 1992] e [Thorisson, 2000].
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A seguir, introduzimos a técnica de acoplamento em cadeias de Markov, como
pode ser visto, por exemplo, em [Galves and Ferrari, 1997], pois esta técnica é fun-

damental para a construgao do algoritmo CFTP apresentado na préxima secao.

Consideramos uma cadeia de Markov X estaciondria, com espago de estados finito
E (com |E| = N, onde |E| denota a cardinalidade de F) e matriz de probabilidades
de transicao P. A evolucao de uma cadeia de Markov X = {X;};cz, onde ¢ representa
o tempo e Z o conjunto dos numeros inteiros, pode ser feita usando uma regra de
transicdo f obtida a partir de P e uma sequéncia {U;}icz de varidveis aleatérias
independentes uniformes em [0,1], sendo que esta regra de transigdo f determina X

como uma funcao de X;_; e Uy, ou seja,
Xt = f(Xt—-l ) Ut). (21)

Esta fun¢do f : E x [0,1] — E, que chamamos de regra de transi¢ao, pode ser
construida de vérias formas (ver por exemplo [Galves and Ferrari, 1997] e o exemplo

abaixo), no entanto tem que satisfazer

onde P(z,y) = P(X; = y|Xi—1 = 2).
Chamamos de dispositivo aleatério a regra de transicdo e a variavel aleatoria

uniforme usadas para evoluir uma cadeia de Markov X.

Exemplificamos a seguir como €é possivel obter varias fungoes de transi¢ao satis-

fazendo a equagdo (2.2).

Exemplo 2.1 Considere uma cadeia de Markov X com espago de estados E = {0, 1,2}

e com a sequinte matriz de transi¢do

0,5 0,5 0
P=|o05 0 0,5
0 0,5 0,5



De acordo com esta matriz de transicao P podemos definir as seguintes regras de

transicdo que satisfazem a equagédo (2.2)

Xy = max{X;_; — 1,0 U <0,5;
F(Xi, Uy = § T = L0} e U (2:3)
Xy =min{X;_; + 1,2} seU > 0,5

rXt:O se X;_1=00ulelU<0,5;

Xi=1 se Xy, 1=00u2elU >0,5;

Xi=2 seX;.1=1eU>0,5
ouse X;_; =2eU <0,5.

(X, U) = { (2.4)

\

Note que existem outras regras de transigao obtidas a partir de P que também satis-

fazem a equagdo (2.2).

Definigao 2.2 Dizemos que duas ou mais cadeias de Markov estdo acopladas se elas
evoluem de acordo com o mesmo dispositivo aleatdério, ou seja, dentro de um mesmo

espago de probabilidade.

Assim, para uma cadeia de Markov, com espago de estados finito, ergédica (irredutivel
e aperiddica), duas ou mais trajetdrias desta cadeia serdo ditas acopladas se evoluem
de acordo com a mesma regra de transicdo f (obtida a partir de P) e a mesma
sequéncia de numeros aleatérios - - ,Uy, Upyy,- -, ou seja, evoluem de acordo com
um mesmo dispositivo aleatorio. Para maiores detalhes sobre uma cadeia de Markov

ergodica veja, por exemplo, [Ross, 1994].

Dizemos que as trajetorias de duas cadeias, partindo de dois estados quaisquer de
E, coalesceram se suas trajetdrias se juntaram apdés um tempo aleatério 7' e perma-
necem juntas apoés este tempo. Devemos observar que se iniciarmos N trajetorias a
partir de cada um dos IV estados de F, usando o acoplamento em cadeias de Markov,
certamente (pela ergodicidade) obteremos a coalescéncia para um tempo suficiente-
mente grande. Assim, a partir do instante em que se tem a coalescéncia, a evolucao

conjunta da trajetéria restante nao dependera mais do estado inicial da cadeia.

Neste trabalho consideramos cadeias acopladas como trajetérias acopladas de uma

cadeia.



2.2 O algoritmo CFTP

Apresentamos, nesta se¢do, o algoritmo CFTP, introduzido por Propp e Wilson em
[Propp and Wilson, 1996], e a respectiva prova de que a amostra fornecida tem a

distribuigao exata 7. Este algoritmo é baseado na construcao de cadeias de Markov.

Para construirmos uma trajetéria (evolugdo) de uma cadeia em geral podemos

usar uma composi¢ao das regras de transi¢ao de X, f;’s, denotada por
Fos(e) = fio---o fi(z), tEN, z€ L (2.5)

onde Fo,(x) é o estado da cadeia no instante ¢ de uma trajetéria de X iniciada no

estado z no instante 0 e as fungoes f;’s sao definidas por
LC)=F(Th), teN (2.6)

Estas regras de transi¢do sao independentes pois as U,’s sdo variaveis aleatérias inde-
pendentes uniformes no intervalo [0,1]. Esta composigao de fungdes, como na equagio
(2.5), descreve o mapeamento de uma trajetéria da cadeia até o instante ¢ iniciada

no estado z.

Assim, evoluindo as cadeias (trajetérias) acopladas, com cada trajetéria partindo

de um dos estados de E no instante 0 e fazendo um nimero infinito de transigoes,
7 . . ’ ’ 1*
certamente teremos um unico estado amostrado, visto que a cadeia é ergddica. Su-
A s . ; " 2 2

ponha que a coalescéncia tenha ocorrido no instante .S, entdo a partir dai teremos a
evolugao conjunta das trajetérias da cadeia como se fosse apenas uma. O fato é que
no instante em que ocorre a coalescéncia, nao podemos dizer que a cadeia esta em
equilibrio e nao se sabe quanto tempo esta cadeia teria que percorrer para atingir o
equilibrio. Pois, de acordo com alguns exemplos, como o Exemplo 2.1 dos Capitulos
2 e 4 de [Thonnes, 1999b] e o Exemplo 2.6 neste trabalho, vemos que no instante em

que ocorre a coalescéncia a cadela nao esta em equilibrio.

Propp e Wilson em [Propp and Wilson, 1996] reverteram a ordem da regra de
transi¢do composta acima (2.5) iniciando todas as cadeias no instante —k, evoluindo

estas cadeias acopladas até o instante 0, até termos um unico estado amostrado no

-~J



instante 0, ou seja, até ocorrer a coalescéncia antes de 0. Podemos imaginar que a
cadeia estd vindo de um tempo —oo, assim no instante 0 o estado amostrado terd a
distribuicao estacionaria w. Revertendo-se a ordem de (2.5) temos que a composigao

de fungoes f sera dada por
F_ro(z)= foo---0o frm(z); kEN, z€E. (2.7)

Pela composi¢ao acima verifica-se que F_go(z) é o estado da cadeia no instante 0 de

uma trajetéria de X iniciada no instante —k no estado z.

A cada iteragdo 7, 1 € N — {0}, do CFTP escolhemos k£ = k; > k;_; e uma vez
ocorrido a coalescéncia em uma determinada iteragdo ¢, finalizamos a simulagdo no
instante 0 desta iteracao. A idéia proposta por eles é que a cada iteragao : do CFTP,
isto é, para cada valor de —k estaremos fixando a nossa regra de transi¢cao f_g, ou
seja, quando —k = —1 estara fixado fo (pois escolhemos aleatoriamente e fixamos o
valor de Up). Para —k = —2 fixaremos f_; (escolhemos e fixamos U_,) e compomos

com o valor de fy fixado anteriormente, e assim por diante.

Temos entao que evoluindo as trajetérias acopladas da cadeia (ergddica) partindo
de todos os estados de F no instante —k, para —k — —oo, a coalescéncia das tra-
jetérias ocorrerd antes do instante 0. Assim a imagem de limy_,o F_io(z), V2 € E,

sera unica e sera uma amostra exata da distribuigdo .

Apresentamos a seguir o algoritmo CFTP.

PASSOS DO ALGORITMO CFTP

Passo 1) Iniciar com i := 1 e ko = 0;

Passo 2) Assumir k = k; > 0. Iniciar as trajetérias da cadeia no instante —k;, a
partir de todos os estados = de E, e evoluir estas trajetérias acopladas até o instante

—k;_; usando a regra de transicao composta

F—‘ki,—ki—l(m) = f—ki-l Qe Of—k.'+1($) , Yz € E.

Passo 3) Evoluir o restante das trajetérias da cadeia do instante —k;_,, a partir dos

8



estados F_i, _r,_,(z), Vo € E, até o instante 0 usando a regra de transi¢ao composta

F“'kx—lyo(F—kin—ki—-l (:l?)) = foo---o0 f—k.‘—1+1(F—kiv—ki—l (:12))

e reusando a sequéncia de variaveis aleatdrias uniformes geradas na iteragao anterior.
Passo 4) Verificar se as trajetdrias coalesceram até o instante 0. Caso isto tenha
ocorrido o estado amostrado no instante 0 serd a amostra da distribuicao desejada.

Passo 5) Sendo reiniciamos o procedimento para uma nova iteracdo, ou seja, para

um novo valor de k, fazendo 1 := 2+ 1 e k; < ki3, e retornando ao Passo 2.

Abaixo apresentamos o resultado e a respectiva prova de que o algoritmo CFTP

produz uma amostra com distribuicao exata.

Teorema 2.3 Seja X uma cadeia de Markov ergddica com espago de estados E
finito, matriz de transi¢do P e distribui¢do estaciondria m. O CFTP (Coupling from

the Past) produz uma amostra perfeita de acordo com a distribuicdo .

Uma prova heuristica de que o algoritmo CFTP fornece uma amostra exata segue

abaixo.

Na trajetoria em que a cadeia esta indo do presente para o futuro, como descrita
na composicao (2.5), temos que quando ¢ — oo (¢ suficientemente grande) a cadeia
atingira a distribuicdo estacionaria devido a ergodicidade da cadeia. O problema é
que temos garantia de que esta cadeia tera convergido para a distribui¢dao desejada
somente apos um numero infinito de transi¢des. Como na pratica é impossivel per-
correr uma cadeia por um numero infinito de transi¢ées Propp e Wilson propuseram

o CFTP descrito.

Se a cadeia € iniciada no passado e evolui até o instante 0, como na composicio
(2.7), podemos supor que as trajetérias desta cadeia iniciam de todos os estados no
instate —k = —co. No entanto como as f_;’s sdo independentes, como em (2.6),
teremos no instante 0 um unico estado amostrado que estard de acordo com a dis-
tribuicao estaciondria, devido a ergodicidade e por estarmos percorrendo a cadeia

por um periodo infinito. Seja ¢ um valor fixo, ¢ € N, tal que F_,p tem um tnico



estado amostrado. Este estado tem a distribui¢do estacionaria pois de acordo com a

composicao de fungoes abaixo
Foio(z) = foo -0 foen(z), Vz € E, (2.8)

podemos imaginar que a cadeia inicia (em todos os estados) em um instante —oo e

evolui até o instante —¢, ou seja,

Fooi(-) = fto---0 ().

Pelo fato da cadeia ser ergddica e percorrer um tempo infinito de —co até —t, con-
sequentemente esta cadeia estara em equilibrio no instante —¢ e em um tnico estado
z € E. Para qualquer que seja este estado z, o valor de F_;o(z) serd o mesmo
pois como dito anteriormente F_;, tem um tnico estado amostrado para qualquer
estado inicial. Assim deduzimos o estado amostrado de uma simulagdo de um tempo
infinito no instante 0, em tempo finito. Como ¢ € N nos d4 um tnico estado amos-
trado existirda um tempo de coalescéncia, T' € N, tal que T' < t e conseqiientemente

P(T < 00) = 1 (como veremos na primeira etapa da prova abaixo).

Prova do Teorema 2.3:

A prova abaixo segue as linhas de [Thonnes, 1999b] e a prova original pode ser vista
em [Propp and Wilson, 1996].

A prova deste teorema consiste de duas etapas:

(I) Mostrar que a imagem de F_g(+) (como na equagdo (2.7)) quase certamente vai
ser unica quando k —» oo, ou seja, partindo de todos os estados no instante —k e
evoluindo as trajetdrias paralelas até o instante 0, teremos que todas elas estarao
num mesmo estado, ou seja, irdo coalescer até o instante 0.

(IT) Mostrar que esta imagem tnica de limy_yo, F_j () tem distribuigao estacionaria
.

Prova de (I)

Seja y € E um estado arbitrario do espaco de estados de X. Como X é ergddica,

existe um N(y) > 0 finito tal que, para qualquer z € E, teremos
PN (z,y) =P( Xn) =ylXo=2) >0

10



(PN denota a matriz de probabilidades de transigio de X em N passos). Entao seja.

N = maxyeg{N(y)} tal que
¢ = min{ P" (z,y) : para todo z,y € E} > 0.
Para todo k € N*, definimos os eventos
= {imagem de F_yy, _(x—1)n é dnica}
assim
P{Cy} = P{todas as trajetérias coalescerem em (—kN,—(k —1)N)} > e.

Note que {Ci}ren sdo independentes pois cada Cy é fungio de F_iy, _(x—1)n que sdo
independentes (pois Uj, para j € Z, sdo independentes e identicamente distribuidas)

para diferentes valores de k.

Pelo lema de Borel-Cantelli, como
Z P({C:}) =
k=1

e {Ck}ren sdo independentes, entao

P({C:}iv.) = P(()|JCx) = 1,

n=1k=n
onde z.v. = infinitas vezes. Seja

S = min{k € N: imagem de F_iy _(x—_1)n € tnica} = min {k € N: {C}} ocorre}

Provaremos que S € finito quase certamente pois, temos que
(o]
{§<0}=CiuCUCsU---=|]Cr

e entao
o0

Cr C Cr = {S < co};
1

n k=

s

({Cx} 1v.) ﬂ

n=1k

consequentemente

P{S < o0} >P({Cs}iv.) = 1,

11



ou seja,

P{S < o} = 1.
Logo, a coalescéncia ocorre em um tempo aleatério finito quase certamente (isto €,
com probabilidade 1), entdo:
F_snp = F_(s-1yno © F_sn—(s-nn, (2.9)
tera imagem unica em tempo quase certamente finito.
Prova de (II)
Vamos mostrar que a imagem tnica de F_gyo tem a distribuicdo .

Temos que o mapa composto para frente é

For(z) = fro -+~ o fi(z), z € E

e Fox(z), para k € N — {0}, é o caminho de X iniciado em z no instante 0. Devido
a ergodicidade de X temos que a distribuicdo de Fpx(z) converge para m quando

k — oo.
Como F_jo é composta de k regras de transi¢do independentes entdo F_go(z)
tem a mesma distribui¢do de Fp x(z), quando k aproximar-se do infinito. Temos que

lim F_po(-) = {imagem tnica de F_gyo}
k—oco

pois F_gn,o terd imagem tnica em tempo quase certamente finito (observe a equagao
(2.9)). Assim a imagem tnica de F_gy o tera também a distribui¢do estaciondria 7

visto que limgy0o F_ko(-) tem distribuigao . ' |

2.3 Algoritmo CFTP-monétono

O problema em aplicarmos o algoritmo CFTP apresentado na se¢ao anterior € que,
em geral, o espago de estados F é muito grande, tornando impraticavel evoluir as
trajetorias da cadeia partindo de todos os possiveis estados de E. Para evitar este

problema considere a cadeia com as propriedades de monotonicidade abaixo.
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Suponha que o espago de estados £ de uma cadeia de Markov admita uma ordem

parcial natural, denotada por <.

Definicao 2.4 a) Seja P uwma matriz de transi¢io de uma cadeia de Markov em
um espago de estados parcialmente ordenado (E,=<). Dizemos que P, ou a cadeia, é

mondtona se P preserva a ordem parcial, isto €, se

estocasticamente se x < y.
b) Dizemos que uma regra de transi¢io f associada a P € mondtona se para z < vy,

temos que f(z,U) = f(y,U) quase certamente com respeito a U.

Suponha também que E tenha estados méaximo (1) e minimo (0) tal que 0 < z < 1,
para todo = € E. Entdo, devido a monotonicidade, sera necessdrio verificar a coa-
lescéncia apenas entre as trajetérias partindo dos estados 1 e 0 para verificarmos a

coalescéncia completa.

Pelo exemplo abaixo, observamos que para uma mesma matriz de transicao P
monotona encontramos uma regra de transicdo que é mondtona com respeito a uma

ordem parcial e outra que ndo é monétona.

Exemplo 2.5 Considere a cadeia X com espago de estados EE = {0,1,2} do Exemplo
2.1 dotado com a ordem parcial 0 =0 <1 <1=2 e a regra de transicdo f(-,0)
(definida na equagdo (2.3)). Note que f € mondtona, ou seja, se z Xy, z,y € E
entao f(z,U) = f(y,U). Jd a regra de transi¢io f'(-,U) (definida em (2.4)) ndo
¢ mondtona com respeito a ordem parcial 0 =0<1=<1=2, pois quando 1 < 2 ¢
U > 0.5 teremos que f'(1,U) =2 & f'(2,U) = 1, ou seja, f' ndo mantém a ordem

parcial.

A seguir apresentamos o algoritmo CFTP para o caso em que hd monotonicidade
da regra de transicao. Considere uma cadeia de Markov definida em um espaco de
estados £ parcialmente ordenado possuindo estados méximo e minimo, com matriz

de transicao mondtona com respeito a esta ordem parcial e com regra de transicao
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monétona. Assim no algoritmo CFTP-monétono abaixo serd necessario verificar a

coalescéncia das trajetérias partindo apenas dos estados maximo e minimo.

Propp e Wilson argumentaram em [Propp and Wilson, 1996] que, para o algorit-
mo CFTP-monodtono apresentado a seguir, uma escolha préxima da 6tima para —k

é, a cada iteracao 1 € N — {0},

Mais detalhes com respeito a justificativa da escolha de —k pode ser vista na secao

5.2 de [Propp and Wilson, 1996].

PASSOS DO ALGORITMO CFTP-MONOTONO

Passo 1) Iniciar com 7 := 1 e ko = 0;

Passo 2) Assumir k = k; = 271, Iniciar duas trajetérias da cadeia no instante —k;,
sendo uma partindo do estado maximo 1 e a outra do estado minimo 0, e evoluir estas

trajetorias acopladas até o instante —k;_; usando a regra de transi¢ao composta

F—k;,—k;_l(ﬁ) =fokii 00 f—k.-+1(6) e
F—Ic.-,—k;_l (i) = f—ki—-l Q<=~0 f—ki+1(i)'

Passo 3) Evoluir o restante das trajetérias da cadeia do instante —k;_;, a partir
dos estados F_y, _,_, (0) e F_s, _i._, (1), acopladas até o instante 0 usando a regra de

transicao composta

Fpyoyo(Fokimkia (0)) = foo -+ 0 fopipn(Faki -k, (0) €
F—ki—lyO(F—ki:_ki—l (i)) = fO SRR f_k;_1+1(F—k,-,—k,~_1(i))

e reusando a mesma sequéncia de variaveis aleatorias uniformes geradas na iteracao
anterior.

Passo 4) Verificar se as duas trajetdrias coalesceram até o instante 0. Caso isto
tenha ocorrido o estado amostrado no instante 0 sera a amostra da distribuigao .
Passo 5) Senao reiniciamos o procedimento para uma nova iteragio, ou seja, para

um novo valor de k, fazendo 7 := 7+ 1 e retornando ao Passo 2.
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No algoritmo CFTP o tempo da trajetéria do CFTP, em termos do nimero de
iteragbes (transigdes), ndo € independente do estado amostrado, ou seja, existe uma
correlacdo entre o nimero de iteragoes (transi¢oes) e o estado amostrado pois a cada
nova iteragao do CFTP estamos reusando a mesma seqiiéncia de niimeros aleatérios
geradas nas iteracoes anteriores. Entretanto para a liberagao do resultado é necessario
percorrer um numero de iteragoes fixado. Assim o usudrio impaciente que interromper
uma simulagdo, antes do numero de iteragoes previamente fixado ter sido alcancado,
poderd provocar um vicio na amostra favorecendo assim as amostras (estados) que

demorarem menos tempo para serem geradas.

A seguir consideramos novamente a cadeia de Markov do Exemplo 2.1, no qual
podemos observar que no instante em que ocorre a coalescéncia, esta cadeia nao tera
a distribuicao desejada m e que para qualquer nimero de transi¢gdes par esta cadeia

nao tera distribuigao 7.

Exemplo 2.6 Considerando a cadeia de Markov do Exemplo 2.1 obtemos com um
cdlculo simples que a distribui¢do estaciondria da cadeia éw(0) = %, n(1) = 1, 7(2) =
%. Consideramos a mesma ordem parcial do Exzemplo 2.5, ou seja, 0 =0<1<1=2,
e a regra de transi¢do mondtona f dada por (2.3).

Descrevemos abaixo as trajetorias paralelas da cadeia partindo dos estados maximo
e minimo para n = 2 (duas) transi¢oes, obtendo assim qualquer um dos seguintes
resultados.

Caso 1) Para U_; < 0.5; Up < 0.5

T o9=0—2_1=0—2=0

T o=2—z_1=1—a30=0

Caso 2) Para U_; < 0.5; Uy > 0.5

To=0—2_1=0—20=1

T o=2—z_1=1—20=2

Caso 3) Para U_, > 0.5; Up < 0.5

T o9=0—z_1=1—20=0

T o=2—z_1=2—z9=1
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Caso 4) Para U_; > 0.5; Uy > 0.5
T 9=0—z_1=1—29=2

T o9=2—T_1=2—20=2

De acordo com estas trajetorias, podemos observar que nao é possivel ocorrer a
coalescéncia das trajetérias em uma transicao da cadeia e que no primeiro instante
em que ocorre a coalescéncia (na segunda transi¢do) a cadeia ndo tem a distribuigao
.

Observamos também que o algoritmo CFTP s6 ira liberar o resultado se estiver diante
do primeiro ou do quarto caso. Entao temos que a distribuicdo da cadeia obtida no
instante zero, condicionado que houve coalescéncia, serd 7'(0) = 1, 7/(1) = 0, «'(2) =

%, que ¢ diferente da distribuicao desejada.

Denote por ¢ (cara) se U < 0.5 e ¢ (coroa) se U > 0.5. As trajetérias da cadeia

apresentada acima podem ser resumida na Tabela 2.1.

Sequéncias de nimeros

aleatérios possiveis Estado amostrado
cc Tog = 0
cc nao coalesce
cc nao coalesce
cc To =2

Tabela 2.1: SituagOes possiveis para duas transi¢oes das cadeias paralelas

A Tabela 2.2 fornece os resultados para n = 3 transi¢ées. Vemos que a distribuigao

da cadeia, condicionado que houve a coalescéncia em até 3 transigées é 7'(0) = %,

7'(1) = 3, 7'(2) = 1, que é igual a distribuigdo desejada.
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Seq. de numeros Estado Seq. de nimeros Estado

aleat. possiveis amostrado aleat. possiveis  amostrado
cce 29 =10 ccc zo=0
cce zo=1 ccc nao coalesce
ccc nao coalesce cce zo=1
cce To = 2 cce o= 2

Tabela 2.2: Situagbes possiveis para trés transigoes das cadeias paralelas

Considerando n = 4 transiges, obtemos a Tabela 2.3 e observamos que a dis-
tribuicao da cadeia, condicionado que houve a coalescéncia em até 4 transicoes é

m'(0) = &, (1) = &, 7(2) = 3, que é diferente da distribuicio desejada.

Seq. de numeros Estado Seq. de nimeros Estado

aleat. possiveis  amostrado aleat. possiveis  amostrado
ceece zo=0 ccee zo=0
ccee zo =1 cecce zo=1
ccee zo=0 ccec nao coalesce
ceee 2o =0 ccce 9 =10
cecec To =2 ccee zo=1
ccce nao coalesce cece To =2
cecec &5 =1 ccee To=2
ceee To =2 ceee To =2

Tabela 2.3: SituacOes possiveis para quatro transicoes das cadeias paralelas

As Tabelas 2.1, 2.2 e 2.3 acima ilustram a evolugao das trajetdrias paralelas e nos
fornecem a amostra, dado que houve a coalescéncia. Por estas tabelas observamos
que a distribuicao da cadeia para n = 2 e 4 transigdes € diferente da distribuicao
estacionaria 7 e que a distribui¢do da cadeia para n = 3 transicdes é igual a distri-
buigao estacionaria 7. A proposicao a seguir fornece a distribuicdo da cadeia em n

transicoes, dado que houve coalescéncia em até n transicoes.
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Proposigao 2.7 Seja X uma cadeia de Markov com espago de estados E = {0, 1,2},

matriz de transicio P igual a

0,5 0,5 0
0,5 0 0,5
0 0,5 0,5

e com distribuigdo estaciondria m(0) = 3, w(1) = 3, n(2) = ;. Considere a regra de
transi¢ao
Xy =max{X;—; — 1,0} seU <0,5;
fXee,U)y=4 151 = 1.0} (2.10)
Xy =min{X;_; + 1,2} selU >0,5;
obtida a partir de P.
Sejam os eventos

Cp = {ocorréncia de coalescéncia das trajetdrias da cadeia em até n transicées} e

Cn = {ndo ocorréncia de coalescéncia das trajetdrias da cadeia em até n transigies}.

Para um nimero de transi¢oes n, n par, temos

22t —2)+1

P(X,=0] Cy)= o 5 )
(1 -9

P(X,=1]|C,) = %72—) (2.11)
2(2n 1t —2) +1

_ _ 3
P(X,.=2]|C,) 5 ,
e para um numero de lransi¢ées n, n impar, temos
P(X,=2| Cy ) = é Ve (2.12)

Podemos observar pela proposigdo acima que para um nimero de transigoes n, n par,
teremos uma distribui¢do da cadeia, condicionado que houve a coalescéncia, que nao
esta de acordo com a distribuigdo desejada. J& para um nimero de transicdes n, n
impar, temos que a distribui¢io da cadeia, condicionado que houve a coalescéncia,

estd de acordo com a distribuigao desejada.

A prova da Proposic¢ao 2.7 pode ser vista no Apéndice A.1.
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2.4 Extensoes do CFTP

Nelander e Haggstrom em [Haggstrom and Nelander, 1998] extenderam o CFTP para
o caso anti-monoétono ilustrando com simulagées do modelo hard-core e do modelo de

aglomerados aleatorios (random cluster model).

Foss,Tweedie e Corcoran em [Foss et al., 1998] desenvolveram uma variagao do
CFTP que pode ser usada quando a cadeia nao for finita ou nao for monétona, e que

nao requer um acoplamento vertical, ou seja, iniciando de todos os estados.

Murdoch e Green em [Murdoch and Green, 1998] extenderam o CFTP para um

espaco de estados continuo.

Wilson em [Wilson, 2000] prop6s uma modificagdo do CFTP para gerar uma
amostra aleatéria perfeita da distribuicao estaciondria de uma cadeia de Markov.
Este método é conhecido como Read-Once CFTP (chamaremos de leitura dnica do
CFTP). Este método ndo guarda a seqliéncia de varidveis aleatérias geradas em uma
iteragdo para ser reusada na proxima iteragdo, ou seja, a cada nova iteragao ele
gera uma nova sequéncia de variaveis aleatérias independentes, que nao depende da
iteragao anterior. Além disso, funciona como uma espécie de acoplamento indo para
o futuro, evoluindo a cadeia por mais uma certa quantidade de tempo (aleatéria)
apoOs a ocorréncia da coalescéncia. Uma explicacdo de porque este método produz
uma amostra (perfeita) da distribuigdo estacionaria da cadeia de Markov pode ser

vista em [Haggstrom, 2001].

Outras extensdes e aplicagbes do algoritmo CFTP podem ser vistas em

http://dimacs.rutgers.edu/~dbwilson/exact/ .
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CapriTULO 3

Algoritmo de Fill

Assim como o algoritmo CFTP-monétono, o algoritmo interrompivel de Fill assume
que as cadeias de Markov sejam ergodicas e mondtonas, requerendo que o espago
de estados seja parcialmente ordenado e que a matriz de transicio P seja estocasti-
camente monétona com respeito a esta ordem parcial, para produzir uma amostra
perfeita (exata) da distribuicdo 7. Como veremos o algoritmo de Fill é baseado
no método de rejeicao da amostra e, ao contrario do CFTP, protege contra o vicio
causado pelo usuario impaciente pois, neste algoritmo, nao existe correlacao entre
o tempo da trajetéria (em termos do nimero de transicées) e o estado amostrado.
Este algoritmo foi introduzido por [Fill, 1998] e extendido em [Fill et al., 2000] para
cadeias monotonas ou nao-monoétonas e com espago de estados discreto ou continuo

(ndo necessariamente finito).

3.1 O Algoritmo

Nesta secao apresentamos o algoritmo Fill, descrito na secio 7.2 de [Fill et al., 2000],

para o caso em que o espaco de estados é finito.

Seja X uma cadeia de Markov em um espago de estados discreto finito parcial-
mente ordenado (£, <), possuindo um tinico elemento minimo 0 € um tnico elemento

maximo 1, e com matriz de transicdo P estocasticamente monétona (como definido
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em (2.4)). Além disso, seja
P(z,y) = Ply,z)n(y)/n(z) (3.1)

a matriz de probabilidades de transi¢do em tempo reverso de X, onde 7 é a distri-
buicdo estacionaria de P. Denotamos por P* a matriz de probabilidades de transicao
de X em t-passos e P! a matriz de probabilidades de transi¢do em tempo reverso de

X em t-passos.

A seguir apresentamos o algoritmo de Fill que, como qualquer procedimento de
rejeigao, consiste em propor uma amostra de jjt((), -) como amostra de 7(-) a qual

serd aceita com probabilidade apropriada.

PASSOS DO ALGORITMO DE FILL
Passo 1) Escolher e fixar um inteiro t = ¢; (qualquer) e X; = 0.
Passo 2) Percorrer a cadeia em tempo reverso P por t passos obtendo

X1 =0, X¢1,-+-, Xo=12 com X;_1|Z,--- , Xo|Z1 sucessivamente.

Para gerar esta trajetoria, em tempo reverso, usamos a matriz de transicao em
tempo reverso 15, como na equacdo (3.1), para obtermos uma regra de transicao f
dada por

Xy = f(Xne1, W)

com Vi sendo uma varidvel aleatéria uniforme em [0,1] e N € {0,1,2,--- ,¢ — 1}.
Passo 3) Gerar [U;| Zo,Z1], - -+, [Ui| -1, %¢]. Sendo que Uy é uniforme no conjunto
{u: &y = f(&n-1, w)} para N € {1,2,--- ,t} e f é a regra de transicio mondétona
associada a P.

Passo 4) Revertendo-se novamente a diregio do tempo (percorrendo a cadeia para
frente) gera-se a trajetéria Y = (Yo,--+, Yi) com Yy = 1. Para obter esta trajetéria
usa-se a regra de transi¢do f e a sequéncia de varidveis aleatérias Uy geradas no

passo anterior, ou seja,

Yy = f( Yn-1, Un).

Passo 5) Verificar se Y; = 0. Caso isto ocorra entao, por construcio, esta trajetéria
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tera coalescido com trajetdria X = (o=, ,2¢ = 0) que € vista também como
uma trajetéria de P. Neste caso, o valor )~(0 = z sera aceito como uma observacao
de 7.

Passo 6) Sendo repetimos o procedimento escolhendo um outro valor ¢ = #;;; com

ti3+1 > t; retornando ao Passo 1.

Este algoritmo considera cada iteracdo como uma rotina de duas fases: na primeira
fase propde a amostra e na segunda aceita com determinada probabilidade, como uma
implementacdo do método de rejeicdo da amostra (veja [Ross, 1994]). A idéia por
tras do método de rejei¢do é gerarmos z de acordo com ﬁt(f), -) e aceitarmos como
uma amostra (observacao) de m(-) com probabilidade

05;04-:ﬂiL-51,er, (3.2)
P(0, 2)

onde C > Pf((:;)) , Vo € E. Provamos no Apéndice A.2 que

Pt(()> :I") Pt ( 0)
Abaixo apresentamos o resultado e a respectiva prova de que o algoritmo Fill

produz uma amostra com distribuicao exata .

Teorema 3.1 Seja X uma cadeia de Markov ergodica com espago de estados E
finito, matriz de transicio P e distribuicdo estaciondria w. O Algoritmo de Fill

fornece uma amostra exata da distribui¢ao m via método de rejeicdo da amostra.

Prova:
Temos que a amostra fornecida pelo algoritmo de Fill na primeira fase, no Passo 2
(5(,0 = z), é aceita como amostra de m, desde que na segunda fase, no Passo 4, se
tenha Y; = 0. Desta forma provamos a seguir que a probabilidade de aceitacao desta
amostra devera ser idéntica a fornecida em (3.3) pelo método de rejeigao, ou seja,
P'(i,

P(Y;=0|Xo=2,X,=0,Yo=1) = —2~2, 3.4
(Y, | Xo ==z, X, o=1) Pi(z,0) (3.4)

(e}
~—
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Temos que

A N A Y:A = :A :'A
P(Yi=0|Xo=0,X% =0,%=1) = =0 Xo=a. X =0%=1)
P(Xo=z,X:=0,Y, =1)
:P(}’;zﬁ,Xt:0|X0:z,Y{):i) P(Xo=z,Yo=1) (3.5)
P(X,=0]| Xo=2,Y =1) P(Xo=z,Y, = 1) '
:lP’(Yt:ﬁ Xo =z,Yp =1) (3.6)
Pi(z,0) '
_ F1LY (3.7)
Pt(z,0)

Na prova acima para passarmos da equagéo (3.5) para (3.6), no numerador temos

pela monotonicidade que
i=0=X,=0

e no denominador Y, = 1 (fixo) ndo é dependente de (Xo =z, -+ , X; = ﬁ) E passa-
mos da equagdo (3.6) para (3.7) por termos X = z independente de (Y = 1
0).
Logo, aceitamos X, = z como amostra com probabilidade equivalente a probabi-
lidade fornecida pelo método de rejeicdo da amostra em (3.3), o que implica que
P(Xo = z) = n(z). |

Temos que o algoritmo de Fill é nao viciado, com respeito ao usuario impaciente,
pois a cada iteracao z na qual ndo obtemos o resultado nao reusamos informacoes

desta iteracao ¢ na iteragao 7 + 1.

3.2 Extensoes do algoritmo de Fill

Murdoch e Rosenthal em [Murdoch and Rosenthal, 1998] fizeram uma extensao do

algoritmo de Fill para cadeias ndo monétonas, o qual é conhecido como método FMR.

Thonnes em [Thonnes, 1999a] mostrou como o algoritmo de Fill pode ser extendi-
do para um contexto com espaco de estados infinito, ilustrando como este algoritmo
pode ser combinado com o amostrador de Gibbs para produzir uma amostra exata do

processo de mistura de esferas penetraveis e modelos relacionados. Moller e Schladitz
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em [Moller and Schladitz, 1999] também extenderam o algoritmo de Fill para cadeias

com espaco de estados infinito.

Huber em [Huber, 1999] mostrou como usar o FMR para gerar amostras do hard

core gas model e do Windom-Rowlinson mizture model continuo.

Outras extensoes e aplicagbes do algoritmo de Fill podem ser vistas em

http://dimacs.rutgers.edu/~dbwilson/exact/ .
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CAPITULO 4

Modelo de Ising

Para ilustrar o algoritmo CFTP-mondtono e o algoritmo de Fill apresentados, apli-
camos estes algoritmos ao modelo de Ising ferromagnético em duas dimensées no
préximo capitulo usando o amostrador de Gibbs (Gibbs Sampler). Assim, neste
capitulo, mostramos como aplicar o amostrador de Gibbs ao modelo de Ising para
simular uma amostra da distribuicdo deste modelo. Mas primeiro apresentamos o
modelo de Ising em duas dimensGes com suas principais caracteristicas. Em seguida
descrevemos o amostrador de Gibbs que consiste em construir uma cadeia de Markov
ergodica que converge para a distribui¢cdo 7. A cadeia construida pelo amostrador de
Gibbs, aplicada ao modelo de Ising ferromagnético em duas dimensoes, é mondtona
em um espaco de estados F parcialmente ordenado com elementos maximo e minimo,

e possui uma regra de transi¢ado monétona com respeito a esta ordem parcial.

4.1 Medida de Gibbs

Apresentamos algumas defini¢oes e teoremas importantes sobre campo aleatério Mar-

koviano e medida de Gibbs.

Seja A C Z? um modelo no reticulado ou sistema de spins. Este reticulado A
consiste em um conjunto de elementos, onde cada elemento j = (71, J2) sera chamado
de sitio. Além disso, seja £ = A* o espaco de estados ou conjunto de todas as

configuragdes possiveis, onde cada configuracio ¢ = {z(j), 7 € A} é uma fungao
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z : A = A que atribui a cada sitio j € A um valor de A, denotado por z(j). A este

valor z(7) chamamos de spin do sitio j.

Para j,l € A, | ~ j denota que [ é vizinho adjacente de j. Assim definimos os

vizinhos do sitio 7 como

p(7) ={l:1~7}

p={p(4)i5 € A},
ou seja, p representa uma colecao de subconjuntos de A chamado de sistema de

vizinhanga.

A seguir apresentamos as defini¢oes de campo aleatério e campo aleatério Mar-

koviano.

Definicdo 4.1 Um vetor aleatério z = (z(j),7 € A) definido em um espagco de

probabilidade e assumindo valores em E = A* é chamado de campo aleatdrio.

Definigcdo 4.2 Uma configuragio x € E = A* € dita ser um campo aleatério Mar-
koviano em A se para cada x € E a distribui¢do condicional de z(j) dado x(l), para
todol € A el # j, depende apenas dos valores de x(l) tais que | ~ j. Em oulras
palavras, © € um campo aleatério Markoviano se para todo j, | € A e | # j tal que

P(z(l), para todo | # 3) > 0, tem-se

P(z(5) = alz(l), VI # 3) = P(z(j) = alz(l), VI~ j), a € A.

Logo, em um campo aleatério Markoviano, a probabilidade do spin de um sitio assu-
mir um valor, condicionado a todo campo aleatério, ndo depende de todo o campo
aleatério, mas somente dos valores dos spins dos sitios que sdo vizinhos mais préximos

deste sitio.

Temos que um subconjunto B C A é chamado de clique se [ € p(j) para todo

l,7 € B, ou seja, se todos os sitios de B sao vizinhos entre si.
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Definigao 4.3 A medida de Gibbs para um sistema de vizinhos p € um campo ale-
atorio da sequinte forma

m(z) = % -exp{—H(z)} >0, Vz € E, (4.1)

sendo Z = ) pexp{—H(z)} a fungdo de particio ou constante de normalizagio e
H(z) = > pca ¢B(z) a fungdo de energia, sendo a soma dada sobre os subconjuntos

B de A de potenciais de interagio ¢, tais que ¢ =0 se B ndo é um clique.

De acordo com o teorema de Hammersley-Clifford, (ver, por exemplo, [Fismen, 1997]),

apresentado a seguir, existe uma equivaléncia entre a medida de Gibbs e um campo

aleatdério Markoviano.

Teorema 4.4 (Hammersley-Clifford) Seja p um sistema de vizinhang¢a. Um campo
aleatorio € um campo Markoviano com respeito a p se e sé se € uma medida de Gibbs

com respeito a p.

Para muitos campos aleatorios Markovianos encontramos problemas na obtengao
de uma amostra, pois a fungio de particdo Z = ) pexp{—H(z)} ¢ uma soma dificil

de ser calculada devido a alta dimensao do espaco de estados £ destes modelos.

4.2 Modelo de Ising

O modelo de Ising foi proposto pelo fisico Ernst Ising um estudante de Lens que escre-
veu sua tese de doutorado neste modelo. Ising tentou explicar, através deste modelo,
certos fatos observados empiricamente sob materiais ferromagnéticos. Quando Ising
em 1925 publicou um resumo deste resultado, ele fixou que o modelo foi sugerido
por Lens em um paper em 1920 no qual dava uma vaga idéia deste modelo. Maiores
informagoes sobre a origem e desenvolvimento do modelo de Ising podem ser vistas

em [Kindermann and Snell, 1980] e em referéncias 14 citadas.
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O modelo de Ising é um caso particular da medida de Gibbs e pelo Teorema 4.4
temos que é um campo aleatério Markoviano, possuindo as seguintes caracteristicas:
x Considere que temos um reticulado quadrado de sitios A C 72,

+ Cada sitio possui um spin com duas orientagdes possiveis, para cima ou para baixo,
que denotamos por +1 ou —1, respectivamente, ou seja, A = {—1,+1}.
+ Existe uma energia de interagao ¢p entre dois spins z(j) e z(l), com 5,/ € B, tal

que

0 se B nao ¢ clique;

=1 " (42)
Jz(j)z(l) se B é clique
onde J é uma propriedade do material e o sistema de vizinhanga é definido por
(l~j)<=|l—jl=1.
% Pode existir interacio com um campo magnético externo .
Portanto, este modelo possui a seguinte fun¢do de energia para uma configuragao

¢ € E, onde E = {—1,+1}* é o espago de estados,

H(e) = -BlJ Y. > a(@)=(l) + Y aliz(i) + > D Jie(y(r)]  (43)

JEA Inj jeA reZ?\A jEA
j~r

sendo j = (ji,52) # | = (I, l2), z(j) € {-1,+1}, B = 77 sendo K a constante
de Boltzmann e T a temperatura absoluta do material, a(j) é a for¢a do campo
magnético externo medida no sitio 7 e y € {=1,+1}%"A (onde Z*\A denota to-
do o reticulado Z2 exceto a regido de intersec¢ao com o reticulado A). A parcela
D rez\A Zii’) Jir&(7)y(r), na equagio (4.3), representa interagao dos spins do reti-
culado A com os spins fora do reticulado, e é conhecida como condicao de fronteira

y para volumes finitos A.

Definimos o conjunto fronteira (9A) de um volume A como sendo o conjunto
de todos os sitios r ¢ A, tal que r € p(j), 7 € A. Uma condigao de fronteira é
positiva se, para todo r € A, y(r) assumir valor +1, e uma condicao de fronteira
é negativa se, para todo r € 9A, y(r) assumir valor —1. Uma condicgao de fronteira
é chamada de livre se J; = 0 na equagao (4.3), ou seja, se nao existir fronteira

fixada. Existe também uma condicdo de fronteira que é chamada de periodica e que
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nao entraremos em detalhes, mas o leitor interessado pode ver, por exemplo, em

[Kindermann and Snell, 1980].

Pela equagdo (4.3), no caso em que J > 0, chamado de caso ferromagnético ou
caso atrativo, a energia de uma configuragao sera minima se todos os spins tiverem
a mesma dire¢do, ou seja, se z(7) e z([) tiverem os mesmos sinais para todo 7,/ € A
tais que [ ~ j. E, neste caso, um determinado spin estara provavelmente alinhado
na mesma direcao da maioria de seus vizinhos mais proximos e consequentemente se
existir um campo externo os spins tendem a ficar orientados de acordo com o campo
externo. Ja no caso em que J < 0, chamado de caso antiferromagnético ou caso
repulsivo, a energia serd minima quando os spins tiverem sinais contrarios, ou seja,
se z(7) e z(l) tiverem sinais diferentes para todo j € A tal que [ ~ 5. Consideraremos
modelo de Ising para o caso ferromagnético com J = 1 e sem a presenga de campo
externo, ou seja, na equagao (4.3) a(j) = 0.

O modelo de Ising é um caso particular da medida de Gibbs. Assim este modelo.

terd a seguinte distribuicio, para todo A C Z2,

m(z) = % exp{—H(z)} >0, Ve € E={-1,+1}", (4.4)

onde H(z) é a fungdo de energia do modelo de Ising dada em (4.3).

Consideremos agora um subconjunto A C Z?2 finito centrado na origem, dado por
A={jeZ’:-L<j <L, i=12} LeN (4.5)

Este subconjunto serd chamado de caixa finita. Conseqientemente por A ser finito

teremos alguma condic¢ao de fronteira.

Definiremos agora a medida de Gibbs em volume infinito.

Definigao 4.5 A medida de probabilidade nt (7~) definida sobre {—1, —{—1}ZZ € cha-
mada medida limite de Gibbs do modelo de Ising ferromagnético em duas dimensdes
sobre Z2, com temperatura inversa B e condigdo de fronteira positiva (negativa, res-

pectivamente) se existir uma seqiéncia crescente de caizas, satisfazendo A, — Z*
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quando n — oo, tal que

7t = lim nf (v~ = lim_my , respectivamente) (4.6)

An /72 An /72

Teorema 4.6 (Limite Termodindmico) Para o modelo de Ising ferromagnético
de vizinhos mais prozimos e com condi¢do de fronteira positiva (negativa, respectiva-

mente) definido sobre Z?, a temperatura inversa 3, existe o limite termodindmico

+ . + N - P .
"= lim 7w " = lim = respect te 4.7
Jim 7t (r= lim w7, respectivamente) (47)

A prova deste resultado pode ser vista em [Holley, 1974].

Temos que o modelo de Ising em duas dimensGes sem campo magnético externo
é importante por ser o modelo mais simples, em mecanica estatistica, que exibe
transicao de fase. O modelo possui um valor critico para B8 (ou para temperatura 7")

denotado por S, (7. respectivamente). A seguir definimos quando ocorre a transigao

de fase.

Definigao 4.7 Diremos que ezxiste a transi¢io de fase no modelo de Ising ferro-
o e sy . ~ .
magnético sem campo magnético externo em duas dimensées se existe um [, tal que

se B > B. entao
ot £ n— (4.8)
Sabe-se que o valor critico de beta, em duas dimensdes, é B, = 3 log(1+ V2) ~ 0.4407

(ver, por exemplo [Georgii, 1988]).

4.3 Amostrador de Gibbs

4.3.1 Algoritmo Metropolis-Hastings

Suponha que queremos obter uma amostra de uma distribui¢ao m. O algoritmo

Metropolis-Hastings consiste em construir uma cadeia de Markov com espago de
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estados F, matriz de transicao de probabilidades P e distribuicao estacionaria .

Esta distribuicdo estacionaria pode ser obtida resolvendo as equagoes

m(z) =Y w(y)P(y,x) e Y m(y)=1. (4.9)

yeE yEE

Se a cadeia é reversivel com respeito a 7, isto é,
m(z)P(z,y) = n(y)P(y,z) Va,yecE (4.10)

entao ela satisfaz as equagdes (4.9).

O algoritmo Metropolis-Hastings considera probabilidades de transicao P(z,y)

que sejam reversiveis com respeito a 7. As probabilidades de transicao P(z,y) sao

~ dadas por
P(z,y) = q(z,y)o, (4.11)
onde os ¢(z,y)’s sao as probabilidades de transi¢ao de outra cadeia arbitraria tal que
q(z,y) >0 = q(y,2) >0 Vz,yeE, (4.12)

€ 04y € a probabilidade de aceitacio do estado y proposto.

Portanto, o algoritmo de Metropolis-Hastings consiste de duas etapas.
Etapa 1) A partir de um estado z, propor um estado y com probabilidade ¢(z,y).
Etapa 2) Consiste em aceitar o estado y com probabilidade Ogy, Caso contrario a

cadeia permanece no estado z.

Hastings em [Hastings, 1970] mostrou que escolhendo a probabilidade de aceitagio

como sendo

— min (1. TWa(y, z)
Tou = <l’w<z>q(x,y)) (413)

a distribuicdo estacionaria 7 é obtida.

4.3.2 Amostrador de Gibbs

O amostrador de Gibbs é um caso especial do Metropolis-Hastings. Este algoritmo

utiliza distribuigées condicionais para produzir uma amostra de uma distribuicao .-
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Suponha que se deseje simular uma configuracao aleatéria z tomando valores em
{—1,+1}* de acordo com a medida de Gibbs 7 em (4.1). O amostrador de Gibbs
consiste em construir uma cadeia de Markov que é irredutivel e aperiédica, e se
A for finito conseqlientemente serd ergddica, tal que esta cadeia tenha distribuicio

estacionaria .

Para obter uma amostra de 7 usando o amostrador de Gibbs, inicia-se a cadeia
com uma configuragdo ¢ € {—1,+1}* e vai-se atualizando os sitios desta configu-
ragao, ou seja, percorrendo uma cadeia de Markov. Para atualizacao destes sitios
utiliza-se a distribuigdo condicional de z(j) dado os outros elementos de z, ou seja,
m(z(7)|z(—7)). Estes sitios sdo escolhidos aleatoriamente, um de cada vez, para se-
rem atualizados e os valores nos sitios [ # j ndo mudam quando estamos atualizando
o sitio j. Assim, passamos de um estado z para um estado y, onde z e y diferem

apenas no sitio 7, com probabilidade
q(z,y) = m(z(5)|z(-7))- (4.14)

E no amostrador de Gibbs a probabilidade de aceitacao é

i (1, 7@,2)Y _
owy = min (1, TIE) =1 (4.15)

Conseqilientemente, no sitio j, teremos o valor z(j) = +1 com a seguinte proba-

bilidade condicional

7 (z(5) = +1,2(—j))
(z(7) = +1,2(=7)) + 7m(z(j) = —1,2(—7)) (4.16)

n(a(j) = +1lo(~7) = -

Para a atualizacdo dos sitios a cada instante ¢ escolhemos um niimero U; uniforme
no intervalo [0,1] e um sitio j, € A, aleatoriamente (uniformemente) em A, para ser

atualizado, independentemente para cada ¢. Entao atribuimos o valor +1 para o sitio

Jt S€
Uy < m(z(s:) = +1]z(—J¢)) (4.17)
e atribuimos o valor —1 para o sitio 7; caso contrario.

Veremos agora como aplicar o amostrador de Gibbs no modelo de Ising.
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Nao temos uma forma direta para obter uma amostra da distribuicao do modelo
de Ising ferromagnético em duas dimensées (equagéo (4.4)), devido ao amplo nimero
de configuragées possiveis. Por exemplo, se tivermos |[A| = 64 x 64 a funcdo de
particdo de (4.4) serd uma soma de 26454 termos, que é extremamente dificil de ser
calculada. No amostrador de Gibbs nao calculamos a funcao de particao pois este
método é baseado em distribui¢des condicionais. A seguir vemos como aplicar este

método ao modelo de Ising.

Aplicando o amostrador de Gibbs ao modelo de Ising ferromagnético, é facil ver
que 7(z(y) = +1|z(—7)) serd maior quanto maior for o nimero de vizinhos do sitio

7 assumindo valor +1, pois

N (i) — m(z(j) = +1,2(-7))
TEO =D = =) + w60) = L) Y

~1

= |1+ exp[-28)> =(l) : (4.19)

leA
I~vj

onde 7(z(j) = - ,z(—j)) é a medida de Gibbs com a func¢éo de energia do modelo
de Ising sem a presenca de campo externo, com condi¢ao de fronteira livre e J = 1.
A probabilidade acima é provada no Apéndice A.3 e observe que ela ndo depende da

funcao de partigdo o que facilitard muito os calculos.

De acordo com a probabilidade (4.18) temos uma matriz de probabilidades de
transicao P dada por
( m - m(@(j) = alz(~7)) se apenas o sitio j

) foi atualizado;
Pz ,y = (z;2(3) < a)) = | . (4.20)
0 se y e x diferem em

mais que 1 sitio;
\

onde y = (z;z(j) < @) denota a configuracdo z a qual tem spin @ € {—1,+1} no
sitio 7.

Na pratica, associado a esta matriz de transicao P, temos uma regra de transi¢ao
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da seguinte forma:

(o) = +La(=3)), s U< (14 exp (26 Zfi?x”)»_li

{z(j) = —1,z(—y)}, caso contrario.

f(z,5,U) = 4.21)

A regra de transicao (4.21) é da forma X; = f(X;_1,7t, U:), onde X; difere de X;_,
no méximo no sitio j; (escolhido no instante ¢ para ser atualizado). Considerando

|A| = N, essa regra é construida como f : £ x Uniforme{1,2,--- ,N} x [0,1] — E.

A seguir mostramos que o modelo de Ising ferromagnético admite uma ordem

parcial.

De acordo com a probabilidade (4.19), uma configuragio z serd considerada menor

do que uma configuracdo y (z < y, onde < representa a ordem parcial) se tivermos

z(j) < y(4), Vi € A (4.22)

Com a ordem parcial descrita em (4.22), o espago de estados terd uma configuracio
maxima (1) e uma minima (0), onde a méaxima € aquela com todos os sitios em A
assumindo valor +1 (spins para cima) e a minima com todos os sitios assumindo

valor —1 (spins para baixo).

Temos também da ordem parcial descrita em (4.22) que, se z < y, entéo
m(z(j) = +1 | 2(=7)) < m(y()=+1|y(=75)), VieA (4.23)

Baseado na ordem parcial (4.22), mostramos a seguir que a regra de transigao

(4.21) é mondtona.

Dada a probabilidade em (4.23), para atualizarmos um sitio j, geramos um

niimero aleatério U uniforme em [0,1] e atribuimos +1 para z(j) e y(7) se
U < w(z(y) = +1e(=g)) < 7(y(5) = +1ly(=7)), VjeA. (4.24)

Assim, de acordo com (4.24) temos que se a regra de transicao f = f(-,7,U) em
(4.21) atribuir o valor +1 para z(j) entao também atribuird um valor +1 para y(7),

mas a reciproca nem sempre sera verdadeira bastando verificar as probabilidades de
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(4.24). Da mesma se forma se f atribui um valor —1 para z(j) e y(j) se U é maior
que as probabilidades acima e devemos observar que quando f atribuir um valor —1
para y(7) entdo ira atribuir também um valor —1 para z(j), e novamente a reciproca

nem sempre sera verdadeira.

Portanto, temos que a regra de transicdo (4.21) é mondtona com respeito a ordem
parcial <. Pois se tivermos z =< y a atualizacdo destas configuracoes, feitas por
esta regra de transigao, ird sempre manter a sua ordem parcial, ou seja, f(z,7,U) <

f(y,3,U), para todo U e j fixados.

Mostramos que o modelo de Ising ferromagnético em duas dimensdes possui uma
ordem parcial < e uma regra de transi¢ao monétona com respeito a <, entao de acordo
com a monotonicidade descrita no Capitulo 2, P é estocasticamente monétona. Vimos

também que o espago de estados E possui estados maximo e minimo.

Temos entao que o modelo de Ising em duas dimensdes satisfaz as condigoes im-
postas pelos algoritmos CFTP-monétono e de Fill apresentados. Assim, no préximo

capitulo, apresentaremos resultados de simulages usando estes algoritmos.
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CapriTULO 5

Simulacoes

Neste capitulo o objetivo é ilustrar os métodos de simulagio perfeita apresentados, is-
to ¢, o algoritmo CFTP-monétono e o algoritmo de Fill descritos nos Capitulos 2 e 3,
respectivamente. Para esta ilustragdo fizemos uma aplicagao destes métodos ao mo-
delo de Ising em duas dimensGes para obtermos uma amostra perfeita da distribuicao

7 deste modelo, tal que 7 : E —» [0,1] onde E = {—1,+1}~.

Consideramos o modelo de Ising ferromagnético sem a presenca de campo externo
descrito no Capitulo 4 e com condi¢bes de fronteira livre, positiva e negativa em
reticulados A de tamanho 64x64, 256256 e 512x512. As simulacdes foram feitas
usando-se o Matlab (versdo 6.0) na rede UNIX do IME-USP para as duas técnicas

apresentadas.

5.1 Algoritmo CFTP-monétono aplicado ao mo-

delo de Ising

No capitulo anterior, verificamos que o espago de estados E do modelo de Ising fer-
romagnético em duas dimensdes admite uma ordem parcial <, possuindo estados
méximo 1 e minimo 0, tais que 0 < z < 1, para todo ¢ € E. De acordo com esta
ordem parcial obtemos que a regra de transicao dada por (4.21) é monétona. Entao

sera suficiente iniciarmos as trajetérias da cadeia de Markov partindo dos dois esta-
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dos extremos 0 (maximo) e 1 (minimo), que correspondem as configuragdoes em que
todos os sitios assumem valor +1 e —1, respectivamente, e verificarmos a coalescéncia
completa entre essas trajetorias. Pois uma vez ocorrido a coalescéncia entre as tra-
jetérias iniciadas dos estados 0 e 1, terd ocorrido também a coalescéncia entre todas

as outras trajetorias se a cadeia fosse iniciada em um outro estado qualquer. -

Vimos no capitulo anterior que o amostrador de Gibbs constréi cadeias de Mar-
kov irredutiveis e aperiédicas (ergédicas) garantindo a existéncia de uma tnica dis-

tribuigao estaciondria que, por construgao, coincidira com .

Para aplicarmos o CF'TP-mondétono seguimos os mesmos passos do algoritmo apre-
sentado no Capitulo 2 usando o amostrador de Gibbs com a regra de transigao (4.21).
Como esta regra de transi¢do também usa os sitios para serem feitas as transicdes,
no Passo 3 do algoritmo, estamos reusando além da mesma seqiiéncia de varidveis

’ . . 0 A . ’y . . 0
aleatérias uniformes ({Ux}3__, ;1) @ mesma seqiiéncia de sitios ({jx}R=_r._, +1) g€

radas na iteragdo anterior.

Nas Figuras 5.1 e 5.2 apresentamos amostras perfeitas geradas de acordo com as
suposigoes acima, em reticulados |A| = 64 x 64, |A| = 256 x 256 com condicao de
fronteira livre. Os sitios que assumem o valor +1 correspondem aos sitios brancos e

os sitios que assumem o valor —1 correspondem aos sitios pretos.

Observe que nessas amostras assumimos diferentes valores de 8 o que nos propor-
cionou um numero diferente de iteragdes ¢ do algoritmo. Lembramos que cada valor

de 7 corresponde a k; = 2'~! transi¢des da cadeia.

Como estamos trabalhando com o modelo de Ising ferromagnético podemos ob-
servar a influéncia dos vizinhos de um sitio nas Figuras 5.3, 5.4, 5.5 e 5.6, onde
as condigoes de fronteira sdo positiva ou negativa. Podemos observar também que
quando /3 é pequeno (8 = 0.1, por exemplo) a fronteira infuencia muito pouco no
alinhamento dos spins dos sitios do reticulado. Esta influéncia é evidente quando
B = 0.3 pois os spins dos sitios da borda de A ficam em sua grande maioria orienta-

dos com a fronteira. No entanto, podemos observar que a medida que os reticulados

37



vao crescendo, as amostras obtidas com condicao de fronteira positiva sao cada vez

mais parecidas com as que tem condic¢ao de fronteira negativa, visto que a influéncia

das fronteiras ocorre basicamente nos sitios da borda do reticulado.

Sabemos que nédo existe transi¢io de fase para reticulados finitos. Mas fizemos

as simulacoes para f < f., pois quando f se aproxima de f, a simula¢do torna-se

extremamente lenta.

60l YA

sol @
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10f= =

0

B =0,001; ki7 = 2® trans. B =0,01; ky; = 2! trans. B =0,1; ky7 = 26 trans.
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sotf o
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20

10}
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Figura 5.1: Amostras obtidas pelo algoritmo CFTP-monétono com |A| = 64 x 64 e

condicao de fronteira livre.
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B =0,1; kyy = 2% trans. B =0,3; kyy = 22 trans.

Figura 5.2: Amostras obtidas pelo algoritmo CFTP-monétono com |A| = 256 x 256

e condigao de fronteira livre.

B =0,1; kiz = 2 trans. B =0,1; kog = 223 trans.

=
e

A

Figura 5.3: Amostras obtidas pelo algoritmo CFTP-monétono com |A| = 64 x 64,
|A] = 256 x 256 e |A| = 512 x 512 respectivamente e condigio de fronteira positiva.

B =0,1; k7 = 2% trans. B =0,1; kyy = 223 trans.

Figura 5.4: Amostras obtidas pelo algoritmo CFTP-monétono com |A| = 64 x 64,
|A| = 256 x 256 e |A| = 512 x 512 respectivamente e condicio de fronteira negativa.
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B =0,3; kyp =2 trans. B =0,3; kog =22 trans. S =0,3; ky = 2% trans.

50012 Ak

100} 3
300} %
200

100

Figura 5.5: Amostras obtidas pelo algoritmo CFTP-monétono com |A| = 64 x 64,
|A] = 256 x 256 e [A| = 512 x 512 respectivamente e condicio de fronteira positiva.

B=0,3; kyp =2 trans. B =0,3; koy = 228 trans. S =0,3; kys = 22° trans.

500| KRR TR S AT 2
ek

400t
300
200

100

Figura 5.6: Amostras obtidas pelo algoritmo CFTP-monétono com |A| = 64 x 64,
|A| = 256 x 256 e |A| = 512 x 512 respectivamente e condicdo de fronteira negativa.

40



5.2 Algoritmo de Fill aplicado ao modelo de Ising

Para aplicarmos este algoritmo ao modelo de Ising usamos também o amostrador de
Gibbs. Entéao, seguindo os passos do algoritmo apresentado no Capitulo 3 temos:
Passo 1) A cada iteragao escolhemos um novo valor de t = t; = t5-2""' e X, = f),
onde ¢y = |A].

Passo 2) Obter X, = 0, )’Zt_l, SN Xo = z usando a regra de transigao fque e
)A(It—l = f()?t,jt—l;‘/t—l)

onde V; é uma varidvel aleatéria uniforme em [0,1] e esta regra de transicao é obtida
a partir da cadeia em tempo-reverso P. Como a cadeia de Markov construida pelo
amostrador de Gibbs é reversivel, temos que P =P. Logo f= fe fédadaem (4.21).
Passo 3) Para gerarmos variaveis aleatérias uniformes em [U[Zo, Z1], -+ - , [Us|Z¢-1, Z4),
devemos usar a funcio de transi¢do f de P dada em (4.21), procedendo da seguinte
formas:

Suponha que estamos indo de Z; para z;_; com o sitio j escolhido no instante ¢t — 1
para ser atualizado. Vamos supor também que no instante ¢ este sitio possui spin
para cima entdo devemos gerar uma variavel aleatéria U; uniforme no conjunto

-1

0, [1 + exp|—28) =z(l)

leA
I~jg
nao dependendo se este sitio vai assumir spin para cima ou para baixo no instante

(t—1). Da mesma forma se o sitio possuir spin para baixo devemos gerar uma variavel

aleatoria U; uniforme no conjunto

-1

1 + exp —2,3th(1) , 1
leA
l~g
e também ndo vai depender se este sitio vai assumir spin para baixo ou para cima no
instante (¢ — 1).

Passo 4) Percorrendo a cadeia para frente partindo de Yy = 1 usamos a regra de
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transi¢ao dada em (4.21), ou seja,
}/t = f(Yt—l'/ji)Ut)

com a seqliéncia de uniformes geradas no passo anterior e também a mesma seqiiéncia
de sitios do passo anterior.
Passo 5) A cada iteracdo verificamos se Y; = 0 caso isso ocorra aceitamos )?0 =2z
como amostra de 7 e interrompemos o algoritmo, senao retornamos ao Passo 1 com
1:=1+ 1.

Nas Figuras 5.7, 5.8, 5.9, 5.10, 5.11 e 5.12 apresentamos amostras geradas de

acordo com algoritmo acima, com valores iniciais de ¢ iguais a t, = 642 = 212,
to = 256% = 216 e ¢y = 5122 = 2!8 para reticulados de tamanho 64x64, 256 x256
e 512x512, respectivamente. Pois se tomarmos valores de ¢ menores que %, para
estes reticulados, de acordo com a equagdo (3.4) do Capitulo 3, a probabilidade de
que a amostra obtida seja aceita é zero. Como no CFTP obtemos também uma
amostra perfeita para alguns valores de [, com seus respectivos nimeros de iteracoes

e transigoes.

As amostras obtidas pelo algoritmo de Fill tem o mesmo comportamento das

obtidas pelo algoritmo CFTP-monétono, assim os comentérios sao analogos.
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B =0,001; ¢t5 =2 trans. B =0,01; t5 =2 trans. B =0,1; t5 = 2'° trans.

Figura 5.7: Amostras obtidas pelo algoritmo de Fill com |A| = 64 x 64 e condigio de

fronteira livre.

B =0,1; t¢ = 22! trans. B =0,3; tg = 2% trans.

Figura 5.8: Amostras obtidas pelo algoritmo de Fill com |A| = 256 x 256 e condicao

de fronteira livre.
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B=0,1; ts =2 trans. B =0,1; t¢ =2 trans. B =0,1; tg = 2% trans.

250( 3%

200
1501 2%
100} &%

50

Figura 5.9: Amostras obtidas pelo algoritmo de Fill com |A| = 64 x 64, |A| = 256 x 256

e |A| = 512 x 512 respectivamente e condigio de fronteira positiva.

B =0,1; tg = 222 trans.

0 100 200 300 400 500

Figura 5.10: Amostras obtidas pelo algoritmo de Fill com |A] = 64 x 64, |A| =

256 x 256 e |A| = 512 x 512 respectivamente e condi¢io de fronteira negativa.

B=0,3; ts =2 trans. B =0,3; tg =22 trans. B =0,3; tg = 2% trans.

Figura 5.11: Amostras obtidas pelo algoritmo de Fill com |A| = 64 x 64, |A| =

256 x 256 e |A| = 512 x 512 respectivamente e condigio de fronteira positiva.
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B =0,3; tg =219 trans.

250

200} 54
150f
100} Exh?s

sof iRk

Figura 5.12: Amostras obtidas pelo algoritmo de Fill com |A| = 64 x 64, |A| =

256 x 256 e |A| = 512 x 512 respectivamente e condi¢ao de fronteira negativa.

5.3 Resultados

O tempo de processamento no algoritmo CFTP-monétono foi menor do que no al-
goritmo de Fill para os mesmos valores de 8 e A. O que ja era de se esperar, pois
no algoritmo de Fill, no Passo 2, quando percorremos a cadeia em tempo reverso
a cada novo sitio a ser atualizado temos que gerar uma variavel aleatéria uniforme
como apresentada no Passo 3. Estas varidveis serdao usadas no Passo 4 quando
percorremos a cadeia para frente, o que torna seu processamento mais lento pois
temos que percorrer a cadeia duas vezes para frente e para tras. Por termos que per-
correr a cadeia nestes dois sentidos estaremos usando mais memoria do computador.
Um outro motivo, deste processamento ocorrer mais lentamente, é que no algoritmo
CFTP-monétono reusamos a seqiiéncia de uniformes e a seqiiéncia de sitios geradas
na iteracao anterior. Enquanto que no algoritmo de Fill temos que, a cada iteragao,
gerar novas seqiéncias para as escolhas dos sitios e novas seqliéncias de variaveis

aleatorias uniformes.

Apesar do processamento do algoritmo de Fill ser mais lento, o nimero méaximo
de transigoes apresentados na ultima iteragao por ambas as técnicas foram equivalen-
tes (mas ndo necessariamente isto deveria acontecer), entretanto o nimero de sitios
visitados na tultima iteracdo foram os mesmos para ambos os algoritmos e para os

mesmos valores de f e A. Apesar do tempo necessario para processar uma amostra
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ser diferente, as amostras apresentadas pelos dois algoritmos para os mesmos valores
de B e A sao muito parecidas. Isto nos permite escolher qualquer uma das técnicas
quando formos fazer simulagdo de cadeia de Markov, pelo menos para o modelo de

Ising.
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APENDICE A

Apéndice

A.1 Prova da Proposicao 2.7

Considerando a cadeia de Markov X com espago de estados F, matriz de transi¢ao
P e regra de transicdo f dados pela proposigao 2.7. Para provarmos esta proposi¢ao

temos que provar que para um numero de transicdes n, n par, temos

e -2)+1

]P(XNZOIC-,,,)Z o _ 9 I
2(n-1 —2

P(X,=1|C,)= % (A.1)
2ir1—2)+1

_ _ 3
P(X,=2|C,) — ,
e para um numero de transi¢bes n, n impar, temos

1

P(X,=z| C, ):g,Va:GE. (A.2)

Observando as Tabelas 2.1, 2.2 e 2.3, é possivel vermos que para qualquer nimero
de transigbes sempre teremos 2 situagdes em que as trajetérias nao coalesceram. Isto

acontece quando temos seqiiéncias alternadas de nimeros aleatérios para qualquer

numero de transi¢des, ou seja, quando tivermos seqiiéncias da forma (écéc--- ou
ccec- -+ ).
Assim

P(C,) = 2% ,VneN, n>1, (A.3)



ou seja,

2" —2

o VnEN, n> 1 (A.4)

lP>(C’n) =

Para um nimero de transi¢bes n, n par, temos o seguinte comportamento para

as probabilidades conjuntas P(X, = z, C,), ¢ € E,

221 —-2)+1

P(Xn =0, Cﬂ) = om )
2(gn-1 — 9
P(X,=1, Cn) = 3(Tl, (A.5)
2(9n—1
- Celo9) 41
P(X, =2, C,) = = ,

Ja para um numero de transi¢des n, n impar, temos o seguinte comportamento

Lign —2
P(X, =z, Cp) = i%—),vm € E. (A.6)

Provamos por indugao finita que P(X, = z, C,), Yz € E, satisfaz as equagdes (A.5)

e (A.6) para todo n, e conseqlientemente estamos provando as equagdes (A.1) e (A.2).

Primeiro verificamos que as equagdes (A.5) e (A.6) sdo validas para n = 2 e 3 tran-

sigoOes respectivamente,

5271 -2)+1 1

PX — = =
( 2 O’ C2) 22 4’
32 - 2)
P(X2:1,02):L——22—:0,
2(92-1_2) 41 1
— — 3 —
P(X,=2, C;) = - =%
:(22=2) 2
P(X:} =z, 03) = i(____z?__) — g,v;p € E: {0,1,2},

logo temos que as equagbes sdo validas para n = 2 e 3 transicdes respectivamente

(basta verificar os resultados apresentados nas Tabelas 2.1 e 2.2).
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Temos, Vn = k + 1 e para todo = € F, que

P(Xk41 = 2, Crp1) = P(Xpp1 = 2, Crp|Xe =0, Ci) - P(Xz =0, Ck)
+P(Xip1=2, Cop|Xe =1, Cr) - P(Xp =1, Cr) (A7)
+ P(Xp41 = 2, Cr1|Xx =2, Cr) - P(Xp =2, C)
+ P(Xpr1 = z, Crpa|Cr) - P(C) .

Suponha que a equacdo (A.6) seja valida para n = k, k impar, entdo

1(2%-2)

o ,Ve € E.

]P’(Xk =, Ck) =

Vamos provar que é valido para n = k+1, k+ 1 par. De acordo com a equagao (A.7)

quando = 0 teremos,

1 i(2-2) 1 L(2F-2) 11
P(Xk+1:0, Ck.}.l):i' & 2k +§ 2 2k +0+'§§ (AS)
22k —-2) +1

9k+1 ?
logo, pela suposi¢ao n = k, k impar, a equagdo (A.6) é vélida para = = 0.
Explicamos a seguir o ultimo termo de (A.8), ou seja,
1 1

P(Xir1 =0, Cra|Cr) - P(Cy) = 3 9k - (A.9)

Para k transi¢oes, k impar, os dois casos em que as trajetérias ndo coalesceram estao

associadas as seqiiéncias de numeros aleatdrios ¢céc- - - ¢€ e cece - - - ¢c. Entretanto pa-
N ) N -~ -’

k k
ra que ocorra a coalescéncia no estado 0 em k + 1 transigdes, a partir das seqiiéncias

apresentadas acima, serd necessario que se tenha a seqiiéncia gccc- - - c¢ em k tran-
—
sigoes e € na transicao k+ 1, ou seja, é necessdrio que se tenha a seqliéncia gcéc- - - ccc
—
k+1

em k+1 transicoes. Ja a partir da seqliéncia cécé- - - éc é possivel obter a coalescéncia
—

k
apenas no estado 2 para k 4 1 transi¢des. No restante da prova aparecerd novamente

a equagao (A.9) e a justificativa é andloga a esta.
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De acordo com a equagdo (A.7) quando z = 1 teremos,

1 3(2F-2) 1 3(2F-2)
P(Xk+1—17 Ck+1)—§'T+O+§'—2k—+O
_ 302 -9
T 9k4+1

logo, pela suposigdo n = k, k impar, a equacdo (A.6) é valida quando z = 1.

A prova da equacgdo (A.6) quando z = 2 é anéloga a que apresentamos quando = = 0.
Suponha agora que P(X, =z, C,) seja vilido para n = k, k par, entdo

221 -2)+1

P(Xr =0, Cy) = o ;
2021 -2

P(Xx =1, Cx) = 3(—2,6—) e
221 —2)+1

P(Xy =2, Cy) = £—— :

Vamos provar que € valido para n = k + 1, k + 1 impar. Considerando z = 0 na

equagao (A.7), teremos

1 221 —2)+1 L
2 2k
221 —2) +2
2k+1
2kt+1_g46

1 221 -2) 1 1
5 T 0ty

P(Xi41 =0, Cry1) =

L

2k+1
%(2k+1 _ 2)
2k+1

logo, pela suposicdo n = k, k par, a equacio (A.5) é vélida quando z = 0.
Considere agora z = 1 na equagdo (A.7), assim

1 32 -2)+1 g, 221 —2) +1
2 2k 2 2k
221 -2)+2
9k+1
Catid)
2k+1

+0

P(Xi41=1, Crpa) =
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logo, pela suposicao n = k, k par, a equacao (A.5) é valida quando z = 1.
A prova da equacdo (A.5) quando z = 2 é anéloga ao caso z = 0. |

Portanto, provamos as equagées (A.1) e (A.2) e conseqlientemente a Proposicao 2.7.

A.2 Prova da equacao (3.3)

No método de rejei¢ao geramos x de acordo com P!(0),-) e aceitamos = como amostra.

de 7(z) com probabilidade apropriada. Provamos que esta probabilidade é

(A.10)

Temos da defini¢ao da matriz de transicdo para cadeia em tempo reverso que

m(z) _ _m(0)

j)'t((‘),x) - Pt(x,ﬁ) (A.11)

e como C > =&l (pelo método de rejeigio), Vz € E, podemos escolher C tal que

=) = sup 71'(0)“ = - m(0) — = W(AO)A. (A.12)
zeE PY(0,z) zecE P!(z,0) inf e Pt(z,0) P(1,0)

Substituindo C' na equagdo (A.10) aceitamos z com a probabilidade abaixo:

A

o _m@  _ PO w(@) _ PO a0 _ P,0) (A.13)

Pd,e) @) PO w(0) Pz,0)  Pi(z,0)

Em (A.12) acima a segunda igualdade ocorre pela equagio (A.11), a terceira igualdade
é trivial, ja a quarta explicamos abaixo.
Considere a notagao (i —t 0) significando que a cadeia vai do estado 1 para 0 em ¢

passos. Entao, pela monotonicidade de P, se para algum ¢
(1 —"*0) obviamente teremos que (z —s'0), V =z € E,
logo

(I —t0) c (¢ —'0), Vze E,

ol



assim
P(1—'0) < P(z—'0), istoé, P{(i,0) < P(z,0), Vze€E,

ou seja,

) 5
;Ielgp (z,0) = PY(i,0).

A.3 Prova do resultado (4.19)

Usamos aqui a fungao de energia dada por (4.2) sem a presenca de campo externo,

possuindo condigao de fronteira livre e com J = 1.

m(z:(7) = +1lzi(—7)) =
m(2z4(7) = +1,2:(—7))
m(z:(7) = +1,2:(=5)) + 7(2:(5) = =L, (7))
(1 + 7r(ﬂct(J)——l 24— J)))’l

m(2z:(7) =1, z:(—7))

-1

(3o (Sygy Dy =) ) + Tygymti) =)
| #ees (Spe Spen m)-aill) + Sygaa)- =)
/

-1

ex (8 Sien(-1) - a0))
\ exp (ﬂ Zﬁ? 1- th))

-1

= |1 + exp —Qﬂth(Z)

leA
l~j
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