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Resumo

O modelo auto-regressivo com limiares é um dos possíveis modelos de séries

temporais não lineares encontrados na literatura. Ele foi inicialmente proposto por Tong
e discutido em detalhes por Tong e Lim. Este trabalho tem como objetivo apresentar as

metodologias, para o caso univariado, propostas por Tong e Tsay e, no caso

multivariado, proposta por Tsay. Nas aplicações utilizaremos dados epidemiológicos e
de poluição na cidade de São Paulo.

Abstract

The threshold autoregressive model is one of the nonlinear time series models available

in the literature. The purpose of this work is to present the methodologies, due to Tong

and Tsay for both: univariate and multivariate cases. These methodologies are applied
to air pollution/mortality and temperature data from São Paulo, Brazil.
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Capítulo l

Introdução

Neste trabalho iremos apresentar alguns procedimentos para ajustar modelos

lineares por regimes. Esse tipo de metodologia foi enunciada primeiramente em Tong
(1977) e discutida em detalhes por Tong e Lim(1 980) e Tong(1983).

O uso de variáveis e valores limiares nos permite modelar uma série temporal
não-linear em modelos lineares por regimes. Entre os diversos modelos com limiares,

vamos descrever o Modelo Auto-Regressivo com Limiares Auto-Controlados (SELAR),
sendo este, um dos possíveis modelos de Séries Temporais não-lineares encontrado
na literatura.

Nos últimos anos muito se tem estudado sobre os modelos não lineares,
principalmente com o progresso da área computacional facilitando a análise desses

modelos. Contudo, o modelo SETAR não tem sido muito utilizado em aplicações.

principalmente devido à dificuldade de identificação da variável limiar, da estimação dos
limiares a ela associados e, também, devido a não existência de um procedimento
simples de modelagem.

l



Em Tong (1983), encontramos um número grande de exemplos de diversas
áreas, em que a noção de limiares é claramente aplicável, como: engenharia naval,
oceanografia, economia, biologia entre outras.

O maior destaque deste tipo de modelagem é o fato dela captar fenómenos

como: ciclos limite. dependência entre amplitude e frequência e fenómenos de salto,
que não são captados quando utilizamos modelos lineares. Mais detalhes sobre estes

fenómenos podem ser encontrados, por exemplo, em Priestley (1988), Tong e Lim
(1980), Tong(1983) e Ventura(2000).

O Capítulo 2 é dedicado à análise da modelagem proposta por Tong (1983) e
Tsay (1989), ou seja, apresentamos a metodologia descrita por cada autor para
modelarmos um processo SETAR. No Capítulo 3 descrevemos a metodologia proposta
por Tsay (1998) para ajustarmos modelos "fhresho/d" multivariados. Finalizamos a

dissertação com aplicações destes modelos para séries epidemiológicas e de poluição
ambiental, na cidade de São Paulo, no período de 1 8/04/1 996 -- 31/12/1997 (totalizando
623 observações), no Capítulo 4. Ainda neste capítulo, os modelos univariados não-

lineares serão comparados aos modelos lineares propostos em Box ef a/. (1994).

No Apêndice A apresentamos as séries de dados reais utilizadas nas aplicações

e no Apêndice B deixamos à disposição dos leitores, os programas utilizados para a
identificação preliminar dos modelos estudados. Vale ressaltar que todos foram escritos

em linguagem de programação S.



Capítulo 2

Modelo univariado com limiares ("fhresho/d')

2.1 Introdução

Uma série temporal Xt será um processo SErnnrk pí, Pk; ag se satisfizer

.rr . ç6(./) + P'í#/./)X/ i +dr(/), r./-i g xt-d < /"./ (2.1)

em que : ./= 1, 2, ..., kl

d - parâmetro de defasagem, inteiro e positivos

k -- número de regimes separados por k.7 limiares 01

n -- ordem auto-regressiva (AR) noFésimo regime;

Xíu -- variável limiar e

jajj)l - seqtlências de variáveis aleatórias independentes

distribuídas com média zero e variância af
J

e normalmente
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Vale observar que:

(i) a ordem AR pode ser diferente para cada regimes

(ii) o modelo SETHR torna-se um modelo auto-regressivo não-linear n

homogêneo se e somente se as variâncias dos ruídos al} = Har(a}/)) forem

diferentes para diferentes regimesl

(iii) o modelo SETRR reduz-se a um modelo de mudança de nível aleatório se

os termos constantes, +g) , forem diferentes para os diferentes regimes; e

(iv) um modelo SETAR(l . p) é simplesmente um modelo AR(p).

As características (ii) e (iii) são de interesse especial em várias aplicações e são

ligadas a valores discrepantes e modelos de mudança de nível em análise de séries
temporais lineares.

Segundo Priestley (1988) o modelo (2.1) é capaz de captar certos fenómenos
que os modelos da classe ARIMA, por exemplo, não conseguem. Tais fenómenos são:

(i) c/c/os /im/fe (oscilações contínuas de mesma freqüência) -- este é um

típico comportamento de séries que apresentam periodicidadesl o ciclo limite

pode ser estável ou instável. Segundo Tong (1983), este comportamento

pode ser detectado, quando existir, observando o comportamento gráfico de

Xt em função de Xt-l. Nas Figuras 2.1 e 2.2 estão representados os ciclos

limites estáveis e instáveis, respectivamente

ao

Figura 2.1 - Ciclo limite estável
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Figura 2.2 - Ciclo limite instável

(ii) dependénc/a er7fre amp//frade e freqEíénc/a -- em alguns sistemas não-

lineares a amplitude do processo é dependente da freqüência, por exemplo, a

amplitude da série aumenta quando a frequência aumenta. Este

comportamento é chamado de del)endénc/a entre amp//rude e íl'eqiíência.
(iii) Éenõmenos de sa/fo -- a amplitude de saída de um sistema não-linear.

diferentemente de um sistema linear, pode ter "saltos" em diferentes

frequências dependendo se a freqtlência de entrada, de amplitude constante,
é monotonicamente crescente ou decrescente. Este comportamento é

chamado fera(imerso de sa/fo.

Mais detalhes sobre estes fenómenos podem ser encontrados, por exemplo, em

Priestley(1 988), Tona e Lim(1980), Tong(1983), Tong(1990) e Ventura(2000).

2.2 Procedimento de análise proposto por Tong

2.2.1 Métodos gráficos para análise inicial dos dados (identificação)

Numerosos métodos gráficos são utilizados na construção de modelos em séries

temporais. Por exemplo, gráfico da série. função de autocorrelação (FAC) e função de

autocorrelação parcial (FACP) amostrais, função de densidade espectral amostrar,

histogramas, gráfico da série tomando diferenças e fazendo transformações, etc. Nesta
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sub-seção descreveremos apenas algumas ferramentas gráficas no domínio do tempo.

Mais detalhes. destas e de outras possíveis técnicas gráficas veja, por exemplo, Tong
(1983).

(a) Gráfico das Observações.

Pode nos mostrar a existência, ou não, de fenómenos periódicos. Os gráficos
sugeridos são:

(i) Gráfico da série Xt em função de fe

(ii) Diagramas de dispersão de(XL XíJ),./=l n

(b) Histogramas univariado de Xí e bivariado para (XI. XíJ),./ = 1, ..., p.
A análise desses gráficos fornece indicações sobre a simetria e modalidade da

distribuição de probabilidades de {Xt}. Segundo Tong, a existência de modas e
antimodas podem ser bastante informativas para a identificação do(s)
parâmetro(s) limiar(es).

(c) Estimativas não-paramétricas da função de regressão de Xí em Xí::g, ./ = 1,

Seja {Xt} uma série temporal estacionária com '0 =E(X2)<.o e função de

autocorrelação pi, j = 0, tl, .... Estimativas da função de regressão não-

paramétrica de Xr em )q:.f. ./ = 1 , 2, ..., p, pode nos fornecer informações sobre a

não-linearidade de uma série temporal. Denote por

,P

mj(x) = E(Xt l Xt-j (2.2)

a função de regressão não-paramétrica

A variância de mj(x) é dada por

E{Xt - E(Xt l Xt-j)}' = yo - VarIE(Xt l Xt-j)}. (2.3)
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A melhor aproximação linear para E(Xí l Xí.j), no sentido de média quadrática

mínima, é dada por px +pj(Xt-j -Hx), onde Px: E(Xt). Além disso, a variância

de Xt -lPx +Pj(Xt-j -Px)l dada por

YO -'rOPÍ',

que se torna um limite superior de (2.3), isto é,

(2.4)

(2.5)'ro - VarIE(Xt l Xt-j)} g 'ro -yopÍ-

Assim

0 « 'ropj /VarIE(Xt l Xt-j)} É l. (2.6)

Tong denomina a quantidade

inf['rOpj/VarIE(Xt ] Xt-j)}]. (2.7)

de índice de linearidade de segunda ordem.

Se VarIE(Xt l Xb)} = 0, para algum./. este índice será definido como sendo 1. É

claro que, 0 g í: É 1 . bastando para tal observar (2.6). A quantidade íl pode ser

aproximadamente interpretada como uma medida prática de quão próximo o
mecanismo gerador de {Xt} é linear. O modelo será linear quando E: = 1 se

supusermos {Xt} gaussiana e um modelo AR(1) com uma função de auto-

regressão diferenciável. Mais detalhes sobre este coeficiente de linearidade

podem ser encontrados, por exemplo, em Tong (1990).

Do exposto acima, o índice de linearidade em (2.7) sugere que estimativas dos

mj(x) podem ser úteis na identificação do parâmetro de defasagem, d.
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Descreveremos, a partir de agora, uma metodologia para encontrar estimativas
doíndice delinearidade.

Dadas as observações {xl, x2, ..., xN} uma estimativa central de (2.2), param : l,

2,...,p,(<<N). pode herdada por

N-j
E xtÕN(x - xt+j )t:l
N j
EÕN(x - xt+j )t-l

rh j, N(x) (2.8)

N

: xtÕN(x-xt-i)
t=j+l '

N

: ÕN(x-xt-j)
t

Ü-j, N(x) (2.9)

sendo õN(z) uma seqüência de funções não negativas, de área total unitária,

denominada função suavizadora ou janela. Quando N -) .c, õN(z) converge

para uma função delta de Dirac. Tal seqüência pode ser gerada pela introdução

de funções fixadas k(z) 2: 0, Jk(z)dz=1 e um BN tal que a família é

{Búlk(,?éN)}, isto é, õN(z)=BNlk(,$1BN), com BN -) 0 quando N -.> .c. Além

disso, necessitamos que Jzk(z)dz = o

Uma forma para k(z), por exemplo, é dada por:

1-1zl,
k(z)

parajzlKt
caso contrário (2.10)

Outras formas específicas para k(z) também podem ser utilizadas, para tanto

veja, por exemplo, Parzen (1958).
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Watson (1964), demonstra que ú,(x) dado por (2.8) - (2.9) é um estimador

consistente de mi(x).

2.2.2 Método de estimação dos parâmetros

O procedimento de estimação dos parâmetros de um modelo AR(p) pode ser

facilmente estendido para o modelo SETHR(A; Pí, ..., Pk; aD, uma vez que o mesmo

consiste de k regimes lineares. Introduziremos o procedimento para o ajuste de um
made\o SETAR(2; pl, p2; d).

Sejam d e r fixados e / = max(pí, p2, d). As observações (.K.í, ..., Xm) podem ser

divididas em dois conjuntos, seguindo a regra:

Xt pertence ao primeiro conjunto se, e somente se, Xiu g c e

Xt pertence ao segundo conjunto se, e somente se, Xíu > r.

Denotamos RI = {xll),x(1),....xÍll } e R2 =lxl2),x(2),...,xl2)}, (nl + n2

as observações do primeiro e segundo conjunto, respectivamente. Para cada conjunto
de dados temos um modelo da forma

Xi= AiOi+ei (2.11)

com

x. - «li',...,*Í" y

ei =(ejl),...,eÍ: y-

oi -(ag),...,agl) e

9



l xg)
jl-l
(i)l x
j2-lAi

*ÇO
Jl-Pi

*g)
J2'Pi

(i)l xÇi) X
jn --2ini --l

*ço
Jni-Pi

para/ : 1, 2.

Denotando os estimadores de mínimos quadrados por O,, (/ = 1, 2), temos que

êi =xi -Aios e ljêillz/ni é a estimativa (aproximada) de máxima verossimilhança da

variância, alz , para o Á'és#no conjunto. Vale notar que, ao contrário do caso linear,

diferentes conjuntos de variáveis regressoras são envolvidas nos Ai, (/ = 1, 2), para

diferentes regimes.
A seguir apresentaremos um procedimento sistemático para a obtenção das

estimativas dos parâmetros d, r, pí. ag), a(1), ..., ag), a2, p2, ag), a(2), .... ag), a2.

Consideraremos {1, 2, ..., 7} e {7í, f2, .-., Ts} os potenciais candidatos para a estimação

de d e r, respectivamente.

Primeiro Passo:

a) Fixar d = do e r = ro. Denotar por L a máxima ordem auto-regressiva de cada

regimes a escolha de 1- é subjetiva, mas usualmente ligada ao tamanho da amostra (l- =

N", ct < 'Z2). Vale ressaltar que a máxima ordem de um regime não necessariamente é a

mesma do outro. Aqui trabalharemos com ordens iguais para facilitar a descrição do

procedimento. Seja .M.. = max(do,.L) l normalmente escolhemos T$ L

b) Arrumar as observações (xN.. +l , ..., xN ) em dois conjuntos conforme descrito

pela equação (2.1 1). Estimar, utilizando mínimos quadrados, 01 e 02 para cada escolha

de pí e pzl podemos utilizar, por exemplo. o Critério de Informação de Akaike (AIC) para
determinarmos a ordem auto-regressiva de cada um dos regimes, isto é, escolher o
valor 6:talaue
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AIC(pi) =0ml KL]ni In]ljêi(pi)llz/niJ+2(pi+l)], i: 1, 2, (2.12)

em que ê(p;) são os resíduos do ajuste, xi --Aios, com oi = (a(i),...,agl)

Para d = do e r= ro, o MAICE (Minimum Akaike Criterium Estimation) de pi, (i

2), é o valor l5i que satisfaz a equação anterior.

Vale observar que nl +n2 =N-Ndo . Logo,

l

AIC(do,rO ) = AiClêl)+ AIC(B2 ) (2.13)

Segundo Passo:

Fixar d = do, variar r em {7í, r2, .. , zs} e minimizar o AIC(do, r) neste conjunto, ou

seja, condicionando d = do, obter o valor í: de n é tal que

AIC(do,f)= . min .{AIC(do,r)}.
rclTI,T2,... Ts}

(2.14)

Este será MAICE de r, e os ÕI , l52 correspondentes ao í: serão o MAICE de pí e

Terceiro Passo:

Escolher em {1 , 2, ..., 7} o MAICE de d. Escolhas de diferentes d alteram N -- Nd

então, pode-se normalizar o AIC(d, f) dividindo-o por N -- Nd. Para cada escolha de d,

o AIC normalizado é dado por

NAIC(d) C(d,i:)/(N -Nd)

O MAICE de d será denotado por d e

(2.15)
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NAIC(d) = min {NAIC(d)}.
dcl1.2. . . . ,T}

(2.16)

Ao final do terceiro passo, nós completamos a identificação do mínimo AIC, que
nos fornece o MAICE de todos os parâmetros listados a partir do primeiro passo.

2.2.3 Análise dos Resíduos

Após termos identificado o modelo SETAR, precisamos testar a adequação dos
resíduos. isto é, verificar se eles:

(i) são aproximadamente não correlacionados (ruído branco)

(ii) têm distribuição normal(Ghaddar e Tong, 1981).

Citamos aqui dois procedimentos. Ver Tong (1983) para demais metodologias

a) Teste de Ruído Branco

Sejam {êt: t = 1, 2, ..., N} os resíduos resultantes do ajuste do modelo da série

temporal observada {Xt: t = 1, 2, ..., N}, amostrada de um processo estocástico

estacionário. Seja Õk a função de autocorrelação amostrar de /ag k. k = 0, 1, ..., de {êt}.
dada por:

N
E(êi -ê)(êi.k ê)

í=k+l

:(êi - ê)2
i-l

Pk (2.17)

em que

N
Eêi

N (2.18)
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Um teste bem popular é baseado no exame de l3k , k = 1, 2, ..., L (L < < N). Sob a

hipótese nula de ruído branco, é bem conhecido que JNÕk, para k =1, 2, ..., L são

assintoticamente independentes e normais com média zero e variância l (Priestley,

1981). Então, para aceitarmos a hipótese de ruído branco, esperamos que não mais

que 5% das autocorrelações amostrais estejam além da banda de confiança t 1,96/ JN

(Jenkins e Watts, 1968).

Ljung e Box (1978) sugeriram um teste para as autocorrelações dos resíduos

estimados, que, apesar de não detectar quebras específicas no comportamento de
ruído branco, pode indicar se esses valores são muito altos. Se o modelo for
apropriado, a estatística:

Q(K) - .VGV -'"a : 'i#eã- -
(2.19)

em que
K

4
número de defasagens consideradasl e

k-ésima autocorrelação residual

tem distribuição )C2 com K-p-q graus de liberdade. A hipótese de ruído branco para os

resíduos é rejeitada para valores grandes de Q. Segundo Morettin e Toloi(1987), em
geral basta tomar as 20 ou 25 primeiras autocorrelações residuais.

Para o caso de modelos univariados com limiares, Tong (1983) considera

razoável normalizar os êi por êi lz /ni, / = 1, 2, ..., K, referindo-se a eles como resíduos

normalizados.

a) Teste para verificar a normalidade

Suponha que os êt sejam aproximadamente ruído branco. Podemos então

proceder a investigação da normalidade. Um histograma contém bastante informação e

é um bom indicador gráfico. Coeficientes amostrais de assimetria e curtose também são

bons indicadores. O gráfico normal de probabilidade também pode ser utilizado.
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O estudo da assimetria de {Xt} é de particular interesse, desde que relacionada à

irreversibilidade temporal e é esperado que o modelo SETAR, quando escolhido

adequadamente, capte esta particularidade.

Os métodos informais, propostos anteriormente, podem ser complementados

com um teste formal para verificar a normalidade. Sugerimos, a seguir, um
procedimento desenvolvido por Lin e Mudhoekar (1980) para testar a normalidade dos
erros. Inicialmente calculamos,

,.-lilã;f úiÊ;;i:ll"'.; (2.20)

e, em seguida

N
E(êi - ê)(gi -ã)
i-l

li
E(êi -ê)2 E(gi- g)2

1/2
R (2.21)

Demonstra-se que a estatística de teste

«' -,-'(;)'': {=), (2.22)

segue uma distribuição assintoticamente normal com média zero e variância 1, sob a

hipótese nula de normalidade dos et. A estatística (2.22) é baseada em uma
propriedade da distribuição normal: independência da média amostral e da variância
amostral.
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2.3 Procedimento de análise proposto por Tsay

2.3.1 Teste para não-linearidade ''thresho/d''

Este teste foi construído baseando-se no teste po/ímanfeat/ de não-linearidade

de Petruccelli e Davies (1986), que também é baseado numa auto-regressão arrumada
e nos resíduos preditivos.

a) Auto-regressão arrumada e resíduos preditivos

Vamos escrever um modelo AR(p) com n observações, da seguinte forma

Xt = (1, Xt-l. , Xt-p)j3+at, para f: l)+7, , n

em que IS é o vetor de (p+l) coeficientes e a. é o ruído.

Define-se como auto-regressão arrumada à auto-regressão com as observações

re-arranjadas, de acordo com um particular regressor. Para o modelo dado por (2.1), a
auto-regressão arrumada torna-se útil se for construída de acordo com a variável limiar.

Apenas para exemplificar, vamos considerar o caso em que k = 2, ou seja, a
situação de um valor limiar, rí, não trivial. Assim, para um dado modelo SE7;4R(21 pí,
p21 d) com n observações, a variável limiar, Xíu, pode assumir valores {Xh, ..., Xnd}, em

que h = maxÍI , p+l-d}. Seja ni o indexador do tempo da É-és#na menor observação de

{Xh, ..., X.a}. Podemos reescrever o modelo (2.1) da seguinte forma

l+o) + hl+(1)Xx.+d.u +a:\,d' se iKS

+0)+ P2l+(2)X7t.+d g3.d' se i>s

(2.23)

onde s satisfaz X,ts < rl < X,s....
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Assim (2.23) é uma auto-regressão arrumada com os s primeiros casos no
primeiro regime e o restante no segundo. A auto-regressão arrumada nos fornece um

meio pelo qual as observações pontuais serão agrupadas de forma que todas as
observações de um mesmo grupo seguem o mesmo modelo AR linear.

Considerando o modelo (2.23), se o valor rí for conhecido, então estimativas
consistentes dos parâmetros podem ser facilmente obtidas.

Como o valor limiar é desconhecido, segundo Tsay (1989), podemos prosseguir
seqüencialmente:

Para o modelo (2.23), seja l3m =(13O, l31, ..., l3Py o vetor de estimadores de

mínimos quadrados baseado nas m primeiras observações (Tsay (1989), sugere utilizar
m = (n/lO) + p para inicializar a recursão), P« a matriz inversa associada a X'X e

Xm+l = (1, Xt-l, ..., xt-P y o vetor de regressores das próximas observações a entrar na

auto-regressão, isto é Xcl+ltm...l

Logo, o estimador de mínimos quadrados recursivo pode ser facilmente
calculado por

l3i+l : Pi + Ki+l l X7t... .+d - X'i+l l3i I'

[)i+l = 1 + x'i+l Pi xi+l

Pi..l=li -PixitlXlitllPi,k ui+l J
, n-d, respectivamente.

Para mais detalhes sobre esta recursão e suas propriedades,

Fowlkes(1976), Goodwin e Payne(1977) e Tsay(1989).
Os resíduos preditivos e os preditivos padronizados ficam dados por

veja Ertel e

aTTm+l+d;)(TTm+l+d X'm+l13m (2.24)
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eTm+t+d' aTm+l+d/l (2.25)

Para mais detalhes sobre a consistência destes estimadores veja, por exemplo
Tsay(1989).

b)Teste delinearidade

Este teste baseia-se ainda nos testes de não-linearidade propostos por Keenan
(1985) e Tsay (1986).

Considere ashipóteses

Ho: Xt é linear

HA: Xt segue um modelo com limiares. (2.26)

Para p e d fixos, o número de observações na auto-regressão é n-(J-h+l , com h :

maxÍI, p+l-c0. Assumindo que a auto-regressão recursiva inicia com m observações
temos n-d.m-h+l resíduos preditivos.

Ajustando a regressão

eTi+d ; wo + l:.lwu xni+d-u + 87ti+d' / : /77+l , .... n-d-/7+l (2.27)

por mínimos quadrados, testamos (2.26) utilizando a estatística

+

F (P,d) bêf xêllMp''-D
Eêf/(n d-m-p-h)

(2.28)

em que êr são os resíduos do ajuste do modelo em (2.27)
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O argumento (p,d) de F' é usado para mostrar a dependência de p e c/ no cálculo
da estatística.

Resultado: Suponha que Xt é um processo linear estacionário AR de ordem p, isto é, Xt

segue o modelo (2.1) para k : 1. Então, para n grande a estatística (2.28) segue

aproximadamente uma distribuição F-Snedecor com (p+7) e (n-d.m-l)-h) graus de
liberdade. Ainda, (p+l)F'(p, d) é assintoticamente uma variável aleatória Qui-quadrado
com (p+l) graus de liberdade.

Para mais detalhes sobre este teste, ver Tsay (1 989).

2.3.2 Especificação da variável limiar

A maior dificuldade em se ajustar um modelo SETAR está na especificação da
defasagem da variável limiar, que é a mais importante na natureza dos modelos não-

lineares com limiares. Tong e Lim (1980), por exemplo, usam o critério de informação

de Akaike, AIC, para selecionar d, após escolherem todos os outros parâmetros. Tsay
(1989), propõe um procedimento diferente que seleciona d, antes de localizar os

valores limiares, a. O método proposto foi motivado pela performance da estatística

(2.28) na análise de conjuntos de dados reais.

a) Seleção do parâmetro de defasagem d

Assumindo conhecida a ordem p do modelo auto-regressivo, para um certo

processo SETAR, selecionaremos uma estimativa para o parâmetro de defasagem,
denotado por dp, utilizando a estatística

F'(p.dp) : ucslF'(P,-')}, (2.29)

em que, F (p,
Ü

o) é dada por(2.28)
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O índice p significa que a estimativa para d depende de p e S é um conjunto de
inteiros positivos pré-especificados, isto é, uma coleção de possíveis valores de d. Este

conjunto S de possíveis limiares de defasagem pode ser {l. ..., p} para um dado valor

de p. Pode-se incluir defasagens sazonais quando elas existirem no processo. Para

simplificar, assuma que todas as estatísticas F'(p, o) de (2.29) tenham o mesmo

número de graus de liberdade. Isto pode ser obtido por uma seleção correta do ponto
de partida m da recursão. Quando os graus de liberdade forem diferentes, uma maneira

é calcular o nível descritivo associado à estatística F e selecionar dp baseando-se no
menor valor obtido. É interessante tentar vários valores para d nos dados a serem

analisados, tais como utilizar o máximo e o segundo maior valor de d de (2.28) em
(2.29)

b) Localização dos limiares

Assumindo, por exemplo, k = 2 e o verdadeiro valor de rí satisfazendo

X.s < rl < Xns..t ' notamos que qualquer valor no intervalolXns ' Xns,,. ) é bom para ser

uma estimativa de rí, pois, todos eles darão o mesmo resultado de ajuste para
especificar o modelo SETAR. Em geral, um procedimento é fornecer estimativas

intervalares de cada valor limiar (n) ou utilizar percentis amostrais para estimativas

pontuais. Tsay (1989) utiliza a segunda opção, adotando a aproximação de Tong e Lim
(1 980) para considerar os percentis empíricos como candidatos a valores limiar.

Os métodos propostos por Tsay (1989) para localizar os limiares utilizam

diagramas de dispersão de várias estatísticas versus a variável limiar especificada.

Embora os gráficos não sejam testes formais, eles fornecem informações úteis na
localização do limiar.

Os gráficos utilizados são:

(i) diagrama de dispersão dos resíduos padronizados de (2.25) ou resíduos

ordinários de (2.24) versus Xt-d. ;

(ii) diagrama de dispersão de estimativas recursivas padronizadas de cada

coeficiente auto-regressivo versus Xt-d.
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Na montagem da auto-regressão arrumada, o modelo SETAR consiste de vários

modelos que mudam a cada ocorrência do valor limiar, n. Logo, o resíduo preditivo é
obtido utilizando estimadores viesados a partir dos valores limiar. Sendo assim, um

diagrama de dispersão dos resíduos padronizados versus a variável limiar, pode revelar

a localização do valor limiar de um modelo SETAR. Por outro lado, para uma série
linear o gráfico é aleatório, exceto no começo da recursão.

Quanto ao uso de diagramas de dispersão de razões f recursivas de um certo
coeficiente AR versus a variável limiar, podemos relacionar o seguinte:

(a) mostram a significância de um particular coeficiente AR;

(b)quando o coeficiente é significante as razões f, gradual e suavemente,
convergem para um valor fixado no decorrer da recursãol

(c) o gráfico da razão f do termo constante. Õo, é importante porque significa
mudanças de nível;

(d) a utilidade do gráfico não é limitada ao caso de um único valor limiar e

(e) a técnica pode ser utilizada iterativamente. Por exemplo, diminuir o número de
observações no primeiro regime para detectar o segundo limiar.

Mais detalhes sobre o comportamento das razões f, veja Tsay (1989).

2.3.3 Modelando um processo SETAR

Assim como Tong (1983), Tsay (1989) sugere um procedimento para a
construção do modelo SETAR:

Passo 1 - Selecione a ordem p e o conjunto das possíveis defasagens S.

Passo 2 - Ajuste auto-regressões arrumadas para um dado p e todos os elementos de

S e faça o teste de não-linearidade (2.28). Se a não-linearidade do processo

for detectada, selecione o parâmetro de defasagem dp pelo método descrito
na seção (2.3.2).

Passo 3 -- Para um dado p e dp, localize o(s) valor(es) limiar(es). a, usando os
diagramas de dispersão sugeridos na seção (2.2.1).

Passo 4 - Refine a ordem AR e o(s) valor(es) limiar(es), se necess
utilizando técnicas de auto-regressão linear.

em cada regimeano

20



Para o Passo 1, a ordem p pode ser selecionada considerando a função de

autocorrelação parcial (FACP) de Xt ou algum critério de informação, por exemplo, o
AIC. Tsay (1989) opta pela FACP, pois:

(a) a FACP sugere um valor de p razoável;

(b) o critério de informação pode ser enganoso quando o processo é de fato não-linear

(c) a ordem p pode ser refinada, se desejada, no Passo 4.

No Passo 3, razões f de vários coeficientes AR podem ser examinadas tão

exaustivamente quanto forem os coeficientes AR significantes. Diagramas de dispersão
de coeficiente AR não-significantes são, em geral, não informativos.

O modelo refinado no Passo 4 pode utilizar critérios de informação, tal como AIC,

devido a natureza linear do modelo SETAR. Detalhes do uso de AIC na modelagem de

um VETAR podem ser encontrados na seção (2.2.2), em Tong e Lim (1980) e Tong
(1983)

e
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Capítulo 3

Modelo multivariado com limiares ("threshold'9

3.1 Introdução

Considere uma série de tempo u"dimensional yt = (ylt, ..., y.ty e outra p..

dimensional, de variáveis exógenas, xt = (xlt, ..., x.ty. Sejam -.c < ro < rí< ... < rk.í < rk <

.c os limiares. Então yt segue um modelo "fhresho/d" multivariado com variável limiar zf
e defasagem d se satisfizer

yt
P q

cj + 2.+Íj)yt.i + }.l P(j)xt.i + c(j)
i-l i-l

se 0-í < z&ó < 0, j = 1, 2. ., k (3.1)

em que, A é o número de regimes, cj é um vetor de constantes e p e q são números
inteiros não negativos.
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As inovações satisfazem a relação c(j) :)l-1/2at - onde }'1/2 são matrizes

simétricas positiva definida e {at} é uma seqüência de vetores aleatórios serialmente

não correlacionados, com média zero e matriz de covariâncias l (matriz identidade).
Assumiremos estacionariedade e distribuição de probabilidade contínua para a variável

limiar zr. O modelo (3.1) possui k regimes e é um modelo linear por partes no espaço
limiar zt-d, mas é não linear no tempo quando k > 1. Iremos supor que a variável limiar zl

seja conhecida, porém a defasagem d, o número de regimes k e os limiares a serão
desconhecidos.

Os objetivos desse capítulo são:

(i) propor um teste estatístico para detectar a necessidade de utilizar um modelo

"fhíesho/d"l contra a alternativa de um modelo linearl ou seja, k = 1 versus k >1. Esse

teste é uma generalização do teste encontrado em Tsay (1 989), para o caso univariado,
e possui uma distribuição assintótica Qui-quadrado.

(ii) considerar um procedimento para a construção de um modelo multivariado com

limiares que inclua a estimação da defasagem, d, e dos limiares, n. Utilizaremos o

método de mínimos quadrados condicionais na estimação e o critério de informação de
Akaike (AIC) na seleção do modelo. O procedimento é mais simples de ser aplicado do

que aquele proposto em Tsay (1989), que utiliza diagramas de dispersão que exigem
interpretações subjetivas.

Este capítulo será organizado da seguinte forma: na seção 3.2, consideraremos

uma análise de regressão re-arranjada que transforma o modelo (3.1) num problema de

mudança de ponto. Em seguida, utilizaremos o método de mínimos quadrados

recursivos, a fim de obter resíduos preditivos da regressão re-arranjada, que serão
padronizados para serem utilizados na construção de um teste estatístico a ser

proposto. Na seção 3.3, proporemos um procedimento para a construção do modelo.
Na seção 3.4, dedicada à estimação do modelo, falaremos do procedimento de
mínimos quadrados condicionais. O critério AIC é utilizado a fim de selecionar os
limiares, assim como os outros parâmetros
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3.2 Teste para verificar a necessidade de um modelo com
limiares

Considere ashipóteses

Ho: yt é linear

HA: yt segue um modelo com limiares. (3.2)

O teste (3.2) tem chamado muito a atenção nos últimos anos, em parte devido a

dificuldade de se encontrar os limiares n, que são indefinidos sob a hipótese nula,

quando o teste da razão de verossimilhanças é usados ver Chan e Tong (1990) e
Hansen (1996a). A maioria dos testes baseados na verossimilhança considera o caso

univariado com dois regimes, isto é, um único limiar, e utilizam simulações para

obtenção de valores críticos. Por outro lado, Petruccelli e Davies (1986) e Tsay (1989)
transformaram o teste num problema de detecção de mudança de ponto, utilizando o
conceito da auto-regressão re-arranjada e utilizaram os resíduos preditivos na
construção do teste estatístico, que não envolve parâmetros indefinidos. Mais

especificamente, estes testes utilizam a variável limiar na construção da regressão re-
arranjada, porém não dependem de outras características do modelo alternativo. Eles

são simples e possuem distribuições familiares. Por exemplo. o teste estatístico de Tsay

(1 989) possui uma distribuição assintótica F-Snedecor. Algumas simulações mostraram
que esta última aproximação tem um poder razoável quando o tamanho da amostra é

moderado ou grande. Veja Balke e Fomby (1997), para mais detalhes.

Nesta seção, estudaremos uma generalização proposta por Tsay (1998), para o

teste estatístico encontrado em Tsay (1989), para o modelo multivariado (3.1). Um

estudo sobre o desempenho da estatística de teste para amostras finitas pode ser visto
em Tsay (1 998), por exemplo. Várias razões justificam tal extensão:

(i) o teste é bem simples e possui uma distribuição assintótica Qui-quadrado. Esta é

uma característica importante quando o tamanho da amostra é grande, tal como na

análise de dados de alta frequência em finanças, em que o tamanho da amostra
pode facilmente exceder a 5000 observaçõesl
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(ii) o teste é amplamente aplicável, incluindo sistemas co-integradosl
(iii) o teste se mostra poderoso na constatação da não-linearidade "fhresho/d'

3.2.1 Regressão re-arranjada

Dadas as observações {yt, xt, zt}, t = 1, ..., n, o objetivo é detectar a não-
linearidade "fhresho/d" de yt, supondo que p, q e d sejam conhecidos. Para esta
finalidade, utilizaremos o método de mínimos quadrados e reescreveremos (3.1) como
um modelo de regressão re-arranjada,

yt : xt©+c;, t = h+l, ..., n (3.3)

em que h = max(p, q, d), xt , .., yt-P, xt-l

1)-dimensional e (D - é a matriz de parâmetros.

x;.q)' é um regressor (po + qv+

Sob a hipótese nula de (3.2), os estimadores de mínimos quadrados de (3.3) são
consistentes. Por outro lado, os estimadores serão viesados, sob a hipótese alternativa.

A variável limiar, zíu, que foi utilizada para construir o modelo (3.3), assume
valores em S = {zh+í.J, ..., z..d}. Considere as estatísticas de ordem de S e denote o i..

és#no menor elemento de S por zo. Além disso, seja tO o índice temporal de zo. Assim,
a regressão re-arranjada baseada na ordem crescente da variável limiar zlu fica dada
por

yt(i)+d ' Xt(i)+d® + et(i)+d (3.4)

É importante notar que em (3.4) a dinâmica da série yt não é modificada, ou seja,

a variável independente de yt é Xt, para todo t. O que mudou foi a seqüência na qual as

informações entraram para o início da regressão, isto é, a ordem de entrada é por linha,

se colocarmos a regressão na forma matricial. Uma característica importante da
regressão re-arranjada é que ela efetivamente transforma um modelo com limiares em
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um problema de mudança de ponto, uma vez que a regressão é re-arranjada de acordo
com a ordem crescente da variável limiar zru.

3.2.2 Teste Estatístico

Há várias maneiras de se detectar a mudança de regime do modelo em (3.4).
Aqui utilizaremos os resíduos preditivos e o método recursivo de mínimos quadrados. A
idéia é simples: se yt for linear, então os estimadores dos parâmetros, por mínimos
quadrados recursivos, da regressão re-arranjada (3.4), serão consistentes, de forma
que os resíduos preditivos serão aproximadamente ruídos brancos e serão não
correlacionados com o regressor xt(i)+d Por outro lado, se yt seguir um modelo com

limiares, então, os resíduos preditivos não serão ruídos brancos. já que os estimadores

de mínimos quadrados da regressão serão viesados. Neste caso, os resíduos preditivos
serão correlacionados com o regressor xt(i)+d

Denote por â«, a matriz de estimativas de mínimos quadrados da matriz de

parâmetros da equação (3.4), com / = 1, ..., ml ou seja, as estimativas da regressão re-

arranjada utilizando observações associadas com os m menores valores de zlu. Sejam

et(m+l)+d ' y t(m+l)+d ' (bm Xt(m+l)+d (3.5)

e

(3.6)

os resíduos preditivos e preditivos padronizados, respectivamente, da regressão (3.4),
com

«« ; lê*«.,*«*;'',*.I''
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As quantidades (3.5) e (3.6) podem ser obtidas de maneira eficaz pelo algoritmo
recursivo de mínimos quadrados.

Considere a regressão

rlt(1)+cl Xt(1)+dW+wt(1)+d, l=m0 +l, n-h, (3.7)

em que, mo denota o valor de partida na estimação da regressão recursiva. O problema
em questão aqui é testar as hipóteses

Ho: \y = 0

HA:iV # 0, (3.8)

no modelo proposto em (3.7).

A estatística de teste é dada por

C(d) -h -mo -(up+vq+l] .{ln]det(SO)]-ln]det(SI)]} (3.9)

onde a defasagem, d, indica que o teste depende da variável limiar zl.ó, det(Si) denota o
determinante da Fés&na matriz S, dada por

SO .:n.h .tW--dfitU'd'

SI .n.h .tW--dÚtH+d

com üt denotando o resíduo do modelo ajustado em (3.7)
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Sob a hipótese nula de que yt é linear e sob algumas condições de regularidade,

C(d) é uma variável aleatória com distribuição assíntótica Qui-quadrado com
u(po+lq+l) graus de liberdade. Para informações sobre a derivação deste teste, ver
Tsay (1998).

3.3 Identificação do modelo

Identificar um modelo "fhresho/d" multivariado, adequado para um determinado

conjunto de dados, envolve a escolha de muitos parâmetros. Exceto para a
identificação da variável limiar zr, o problema mais difícil pode ser a especificação do
número de regimes, ou seja, a identificação de k. A complexidade computacional e os

dados podem restringir k a um valor pequeno, tal como 2 ou 3. Nesta parte, suporemos
que zt e k sejam dados. Quando Â é desconhecido, supomos que ele seja 2 ou 3 e
utilizamos algum critério estatístico para fazer a seleção. De maneira informal, pode-se

dividir os dados em subgrupos de acordo com os "percentuais empíricos" de zld e
utilizar o teste estatístico (3.9) para detectar qualquer mudança no modelo dentro de

cada subgrupo. Esta análise pode fornecer uma estimativa preliminar de k e algumas
possíveis localizações dos limiares.

Quando zr e k são dados, podemos utilizar, por exemplo, o AIC para selecionar o

modelo, supondo que 0 g p K po; 0 g q É qo; l É d É do. Em alguns casos, utilizando os
resultados do teste em (3.9), para diferentes defasagens, selecionamos de uma

maneira mais refinada o valor de d, o que resulta em uma simplificação futura. Isto está

baseado na idéia de que o teste é mais poderoso quando o valor de d é especificado

corretamente. Dados p, q, d e k, o AIC de um modelo "fhresho/d" multivariado em (3.1)
é definido por

AIC(p, q, d, k)
k

:[2 InILj0), q, d, k)]+2u(up+vq+])} ,
J

(3.10)
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em que, Lj(p, q, d, k) é a função de verossimilhança do regime j utilizada para avaliar os

estimadores de máxima verossimilhança de cj, +ij) e l3Íj). Se as inovações forem

normais multivariadas, então o AIC se reduz a:

AIC(p, q, d, k) E[nj 'ln(] Ej ]) +2u(DP +vq + ])]
k

J
(3.11)

com

:; - ;t;:g,:g,- , (3.12)

em que

nv -- é o número de observações do j-ésimo regimes

)I' - é a somatória das observações no j-ésimo regime, e

êÍD . são os resíduos do modelo ajustado no j-ésimo regime

O AIC tem sido usado na literatura para selecionar modelos auto-regressivos

com limiaresl ver, por exemplo, Tong (1983 e 1990), Tsay (1989) e as referências lá

contidas. Quando p, q e k são fixados, o AIC é assintoticamente equivalente a
selecionar o modelo que tenha a menor variância residual generalizada utilizando o
método dos mínimos quadrados condicionais.
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3.4 Estimação do modelo

Nesta seção faremos considerações sobre o método de estimação do modelo

proposto em (3.1). Para tal, iremos supor que p, q e k têm valores conhecidos e que a
variável limiar, zb seja dada. Entretanto a defasagem, d, e os limiares, a, serão
considerados desconhecidos, ou seja, deverão ser estimados a partir de algum critério.

Tsay (1998), generaliza os resultados encontrados por Chan (1993) e Hansen (1996b)

para o caso univariado do modelo (3.1). Para facilidade de apresentação,
consideraremos o caso em que k = 2 e escreveremos o modelo na forma

Xt0)l +}.1/2at, se zt-d K rl

XtQ'2 +)l.2/2at, se zt-d > rl
yt (3.13)

em que, at = (alt, ..., akt)

Assumiremos que:

i. ziu é estacionária, contínua com função densidade de probabilidade positiva, /i'r),
em um subconjunto delimitado da linha real, digamos Ro cR, e

ii. d c {l, ..., do}, onde do é um inteiro positivo fixado.

Os parâmetros do modelo (3.13) são ((DI,(D2,Ei,E2, rl, d) e suas estimativas

de mínimos quadrados condicionais podem ser obtidas em duas etapas:

Etapa 1: inicialmente, para d e rí fixados, o modelo (3.13) se reduz a duas regressões

lineares multivariadas separadas, para as quais as estimativas de mínimos quadrados
de a)i e Ei, i= 1 , 2, são facilmente obtidas. Os estimadores são dados por

(Di(rl, d) = (}.t,{i) xtxt)'l(l>. n) Xt yt ), (3.14)
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ii(rl, d) = Et,(i)(yl -XtÕ'i)(yt - XtÕi)'ni-k (3.15)

em que, )l.It.{i) denota a somatória das observações no À-és&770 regime, Qi = Oi(rl, d).

n/ é o tamanho da amostra do Àésimo regime e D é a dimensão de Xt, satisfazendo à

condição o < n/, para i= 1, 2. Denote a soma de quadrados dos resíduos por

S(rl, d) = SI(rl, d) + S2(rl, d). (3.16)

em que, Si(rl,d), denota o traço de(ni -k)Ei(rl,d)

Etapa 2: as estimativas de mínimos quadrados de rf e d podem ser obtidas por

(h,d) minS(rl,d),
rl,d

(3.17)

em que l g d É do e rí € Ro.

Os estimadores de mínimos quadrados dos parâmetros das equações (3.14) e
(3.15) são,

i oi(fl,éi),

ii Êi(q,a)

(3.18)
e

(3.19)

respectivamente.

Chan (1993) e Hansen (1996b) demonstram que as propriedades assintóticas

dos estimadores por mínimos quadrados são válidas, quando utilizamos o modelo
/ fl a fl\
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Capítulo 4

Aplicações

4.1 Introdução

Neste capítulo serão aplicadas as técnicas de modelagem propostas nos

Capítulos 2 e 3 às séries epidemiológicas e de poluição ambiental, na cidade de São

Paulo, medidas diariamente. no período de 18/04/1996 -- 31/12/1997 (totalizando 623

observações), ver Apêndice A. Os programas necessários para testar não-linearidade

fhresho/d tanto na caso univariado quanto no caso multivariado foram desenvolvidos em

linguagem S e podem ser encontrados no Apêndice B.

As séries utilizadas neste capítulo são descritas a seguir

(a) Número de óbitos por causas respiratórias para idosos maiores de 65 anos (Yt)

fornecido pela Companhia de Tecnologia de Saneamento Ambiental (CETESB);
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(b) Média da concentração do agente poluidor PMlo (Xt), material particulado, isto é,

poeira composta de partículas menores do que 10 micra, calculada por meio das

concentrações fornecidas por 13 estações da CETESB espalhadas pela cidade

de São Paulo, este agente foi medido em pg/m3;

(c) Temperatura mínima, medida em 'C, (Zt) fornecida pelas estações da CETESB

situadas no Parque Dom Pedro e no Parque do Estado na Agua Funda

De acordo com a definição da CETESB para :

'...concentrações de poluentes que ultrapassadas poderão afetar a saúde da

população, podendo ser entendidos como níveis máximo toleráveis ...". utilizam-se os

seguintes valores de padrões de qualidade do ar para o Estado de São Paulo (decreto
estadualno.8468 de 08/09/76):

Pmlo - 240 pg/m3

SO2 - 365 pg/m3

CO - 40000 pg/m3 ou 35 ppm

O3 - 160 pg/m3

Segundo a orientação da CETESB, esses limites não devem ser excedidos mais
de uma vez ao ano.

4.2 Modelos univariados com limiares

4.2.1 Análise da série número de óbitos por causas
respiratórias para idosos maiores de 65 anos (Yt)

Na Figura 4.1 apresentamos a série Yt e podemos notar que a mesma apresenta
um crescimento no inverno, ou seja, nos meses de junho a agosto e decai nos meses

subsequentes. Sendo assim, notamos que sua média não é constante, logo, esta série
pode não ser considerada estacionária de segunda ordem.
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Figura 4.1 Valores observados da série número de óbitos por causas respiratórias

para idosos maiores de 65 anos.

ADFTest Statistic -0.482494 1% Critical Value'
5% Critlcal Vague
1 0% Criticam Vague

*MacKinnon críticas values for rejection of hypothesis of a unit root

.2.5690
1.9399
1.6159

Augmented Dickey-Fuller Test Equation
Dependent Variable: D(RES65)
Method: Least Squares
Date: 12/1 8/02 Time: 22:39
Sample(adjusted): 9 623
Included observations: 61 5 after adjusting endpoints

Variable Coefficlent Std. Errar t-Statistic Prob

Quadro 4.1 Saída do software Eviews para testar a presença de raiz unitária na série

número de óbitos por causas respiratórias para idosos maiores de 65
anos.
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RES65(-1) 0.005655 0.011720 0.482494 0.6296
O(RES65(-1» -0.774250 0.041675 18.57829 o.oooo
D(RES65(-2» 0.619189 0.051121 12.11221 o.oooo
D(RES65(-3)) 0.443501 0.055657 7.968415 o.oooo
D(RES65(-4» 0.411825 0.056183 -7.330062 o.oooo
D(RES65(-5» 0.304027 0.055743 5.454105 o.oooo
O(RES65(-6» 0.244480 0.051011 -4.792724 o.oooo
D(RES65(-7) 0.122489 0.040635 -3.014399 0.0027

R-squared   0.390102 Mean dependent var 0.013008
Adjusted R-squared   0.383069 S.D. dependent var 4.556181
S.E.ofregression   3.578652 Akaike info criterion 5.400772
Sum squared resid   7773.696 Schwarz criterion 5.458289
Log likelihood   1652.737 F-statistic 55.46407
Durbin-Watson stat   2.008305 Prob(F-statlstic) o.oooooo         



Para verificarmos se a série estudada apresenta ou não raiz unitária realizamos

um teste de Dickey - Fuller (Dickey e Fuller, 1979), cujos resultados encontram-se no
Quadro 4.1 e, analisando os mesmos, podemos verificar que ao compararmos o valor

da estatística de teste, e = -0,483, com o valor crítico, a 5%, t = -1,939 verificamos que

não existem evidências para rejeição da hipótese nula (a série Yt não é estacionária).
ou seja, a série em questão apresenta raiz unitária. Para solucionarmos o problema da

ausência de estacionariedade foi aplicada à série uma diferença de primeira ordem.

A série transformada (AYt) está apresentada na Figura 4.2 e podemos verificar

que a transformação estabilizou a média da série. Lembramos que este cuidado se faz

necessário pois para modelarmos uma série utilizando os procedimentos propostos por

Tsay (1989), Tong (1983) e Box et al. (1994) as séries analisadas devem ser

estacionárias.

-10

-15

-a

-z-

17 B 0 © 81 97 1131a161a 1771n2mm241 372732HUnlB7X3H%01417.a40M a1«7513M56S1577mm
dias

Figura 4.2 -- Valores observados da série número de óbitos por causas respiratórias

para idosos maiores de 65 anos, após tomarmos a primeira diferença.

Ao observarmos conjuntamente as Figuras 4.3 e 4.4, que contêm as funções de

autocorrelação (FAC) e autocorrelação parcial (FACP) amostrais das séries Yt e AYt,

respectivamente, notamos que a transformação foi adequada e parece ter tornado a
série estacionária.
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Autocorrelation Parcial Correlation AC PAC Q-Stat Prob
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Figura 4.3 -- FAC e FACP da série número de óbitos por causas respiratórias para
idosos maiores de 65 anos.

Autocorrelation Parcial Correlation AC PAC Q-Stat Prob

Figura 4.4 -- FAC e FACP da primeira diferença da série número de óbitos por causas
respiratórias para idosos maiores de 65 anos.

Verificando a FAC e a FACP da Figura 4.4 utilizaremos uma ordem auto-

regressiva, inicialmente, igual a 7 para verificarmos a presença de não-linearidade

fhresho/c/ nesta série, segundo o procedimento proposto por Tsay (1989) e descrito na
seção 2.3.1 . Os resultados deste teste encontram-se na Tabela a.l .
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0.500 0.500 156.64 o.ooo
0.476 0.301 298.60 o.ooo
0.480 0.239 443.15 o.ooo
0.412 0.088 550.16 o.ooo
0.441 0.147 672.74 o.ooo
0.415 0.083 781.27 o.ooo
0.433 0.123 899.94 o.ooo
0.438 0.103 1021.2 o.ooo
0.398 0.033 1121.6 o.ooo
0.405 0.051 1225.8 o.ooo
0.454 0.140 1356.8 o.ooo
0.352 0.060 1435.6 o.ooo
0.372 0.013 1523.8 o.ooo
0.409 0.084 1630.8 o.ooo
0.374 0.028 1720.4 o.ooo
0.361 0.013 1804.1 o.ooo
0.333 0.029 1875.3 o.ooo
0.347 0.015 1952.6 o.ooo

"1 ""1 l 0.478 0.478 142.58 o.ooo  "*1. 2 0.029 -0.333 143.10 o.ooo
1' *1 3 0.073 0.153 146.41 o.ooo  '1. 4 0.095 0.195 152.08 o.ooo1 . *1 5 0.055 0.120 153.98 o.ooo1 . *1 6 0.044 -0.151 155.23 o.ooo
1 . '1 7 0.015 0.124 155.36 o.ooo  1 . 8 0.045 0.049 156.63 o.ooo  *1. 9 0.049 0.067 158.17 o.ooo  *1 10 0.041 0.155 159.26 o.ooo
1' 1 . 1 1 0.153 0.048 174.06 o.ooo    12 0.122 0.022 183.58 o.ooo    13 0.017 0.091 183.77 o.ooo
#

    0.072
0.023

0.035
0.006

187.09
187.42

o.ooo
o.ooo

1 .   16 0.017 0.024 187.60 o.ooo
  1 . 17 0.044 0.021 188.83 o.ooo
    18 0.025 0.010 189.22 o ooo



Tabela 4.1 Teste para verificação de não-linearidade fhresho/d na série AYt

Pelos resultados da Tabela 4.1, constatamos que a série AYt, segundo o
procedimento proposto por Tsay, segue um modelo auto-regressivo com um único
regime, uma vez que não foi detectada a presença de não-linearidade fhresho/d ao
nível de 5% de significância.

Verificaremos agora, segundo a metodologia proposta por Tong na seção 2.2.1

(c), se conseguiremos detectar a presença de não-linearidade fhresho/d na série AYt.

.20 -10 0 10 -20 -10 0 10

X

.20 -10 0 10

20 -10 0 10

X

.20 -10 0 10

Figura 4.5 - Estimativas não-paramétricas, dadas por (2.8), da função de regressão de
.dYí em dY%#, j = 1 , ..., 7
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d F-estimada níveldescritivo
l 0.8002 0.6026
2 1.1576 0.3229
3 1,9284 0.0536
4 0.2605 0,9781
5 0,8757 0.5367
6 1.3784 0.2030
7 0.3758 0.9334



Tabela 4.2 - Estimativas do índice de linearidade de segunda ordem proposto por

Tong, dadas por (2.7), para a série AYt.
d E
1 0.98
2 0,92
3 0.97
4 0.88
5 0,94
6 0.91
7 0.92

Ao observarmos a Figura 4.5, desconsiderando o início da recursão e calculando
os índices de linearidade, dado por (2.7), dispostos na Tabela 4.2, não evidenciamos a

presença de não-linearidade fhresho/d, uma vez que todas as estimativas deste índice

ficaram muito próximas de uma unidade, assim, um modelo linear também pode ser

adotado para a série AYt, segundo a metodologia proposta por Tong (1983).

Assim a série AYt pode ser ajustada por um modelo linear, já que nenhuma das

técnicas propostas pelos dois autores estudados foi capaz de evidenciar a necessidade

de um modelo fhresho/d. Consequentemente ajustaremos um modelo ARMA para esta

série, seguindo a metodologia proposta em Box et al. (1994). O Quadro 4.2 apresenta
os resultados da estimação do modelo para a série AYt.

Dependent Variable: DRES65
Method: Least Squares
Date: 12/18/02 Time: 22:46
Sample(adjusted): 2 623
Included observations: 622 after adjusting endpoints
Convergence achieved after 5 iterations
Backcast: l

Quadro 4.2 Saída do se/tware Eviews com a estimação do modelo para a série AYt
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Variable Coefficient Std. Erros t-Statistic Prob.
MA(1) -0.826331 0.023124 -35.73536 o.oooo

R-squared 0.392328 Mean dependent var 0.006431
Adjusted R-squared 0.392328 S.D. dependent var 4.544639
S.E. ofregression 3.542698 Akaike info criterion 5.369260
Sum squared resid 7793.990 Schwaa criterion 5.376387
Loa líkelihood -1668.840 Durbin-Watson stat 1.953694
Inverted MA Roots 83    

       



Analisando o Quadro 4.2, percebemos que a série AYt pode ser ajustada por um

modelo de médias móveis de primeira ordem.

O modelo linear ajustado para a série AYt encontra-se descrito na equação a

seguir:

AYt = at - 0,826at.l (4.1)

Transformando a equação (4.1), de forma a obtermos o modelo para a série

original (Yt), teremos:

Yt = Yt.l + at - 0,826at-l (4.2)

400

DRES65 AJDRES65

Figura 4.6 - Gráülcos da diferença de primeira ordem da série Yt e da série ajustada
pelo modelo MA(1).
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Ao analisarmos a equação (4.1), notamos que o presente da série Yt depende do

seu valor observado no dia anterior mais uma combinação linear de erros no presente
com o dia anterior Este modelo apresentou um AIC de 5,369 com uma variância

estimada de 12,55. Na Figura 4.6 encontramos o gráfico da série observada e o da
série ajustada pelo modelo proposto em (4.2), podemos notar que o modelo estimado

conseguiu captar bem a evolução da série observada

A Figura 4.7 mostra que o modelo adotado está bem ajustado, uma vez que não
verificamos a presença de correlação serial entre os resíduos

Autocorrelation PartialCorrelation AC PAC Q-Stat Prob
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4.9956
5.0143
6.0177
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6.8609
7.4919
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19.376
22.877
23.184
23.344
23.707
24.059

0
0
0
0
0

0
0

0
0
0
0
0
0
0
0

0
0.

571
631
172
286
305
411
444
485
586
097
057
080
043
057
077
096
118

Figura 4.7 FAC e FACP dos resíduos do ajuste do modelo (4.1)

4.2.2 Análise da série média da concentração do agente
poluidor PMlo (Xt), material particulado

A série Xt é apresentada na Figura 4.81 podemos perceber que esta série pode
ser não estacionária, uma vez que sua média e variância não se mostram constantes

ao longo do tempo
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Figura 4.8 Valores observados da série média da concentração do agente poluidor

PMlo, material particulado

ADF Test Statistic .1.651465 1 % Criticam Vague'
5o%o Critical Vague
1 0% Critical Vague

.2.5690
.1.9400
.1.6159

*MacKinnon critical values for rejection of hypothesis of a unir root
Augmented Dickey-Fuller Test Equation
Dependent Variable: D(PM10)
Method: Least Squares
Included observations: 612 after adjusting endpoints

Variable Coefflcient Std. Errar t-Statlstic Prob

PM IO(-1)
O(PMIO(-l»
D(PMIO(-2»
D(PMIO(-3»
O(PMIO(-4»
D(PMIO(-5»
D(PMIO(-6»
O(PMIO(-7»
D(PMIO(-8»
D(PMIO(-9»

D(PMIO(-lO))

.0

.0

.0

-0

.0

-0

.0

.0

.0

.0

.0

018786
020402
402218
239917
147946
191050
134629
019860
163349
099503
107583

0
0
0
0
0
0
0
0
0
0
0

011376
041287
040962
043507
044556
044554
044336
044187
042949
040021
040216

.1

-0

-9

.5

.3

4
.3

.0

.3

.2

-2

651465
494142
819182
514396
320462
288041
036521
449467
803340
486265
675113

0
0
0
0
0
0
0
0
0
0
0

0992
6214
0000
0000
0010
0000
0025
6533
0002
0132
0077

R-squared
Adjusted R-squared
S.E. of regression
Sum squared resid
Log likelihoad
Durbin-Watson stat

0.219843
0.206862
18.68445
209814.4
.2654.588
2.031585

Mean dependent var
S.D. dependent var
Akaike info criterion
Schwarz criterion
F-statistíc
Prob(F-statistic)

.0.047761
20.98003
8.711071
8.790457
16.93579
o.oooooo

Quadro 4.3 -- Saída do so#ware Eviews para testar a presença de raiz unitária na série

média da concentração do agente poluidor PMlo. material particulado.
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Para verificarmos se a série estudada apresenta ou não raiz unitária realizamos

um teste de Dickey - Fuller (Dickey e Fuller, 1979), cujos resultados encontram-se no
Quadro 4.3 e, analisando os mesmos, podemos verificar que ao compararmos o valor
da estatística de teste, € = -1 ,651, com o valor crítico, a 5%, T = -1 ,94 observamos que

não existem evidências para rejeição da hipótese nula (a série Xt não é estacionária).

ou seja, a série em questão apresenta raiz unitária. Para solucionarmos o problema da
ausência de estacionariedade foi aplicada à série uma diferença de primeira ordem. A

série transformada (AXt) está apresentada na Figura 4.9.

20 39 5B 77 96 115 134 153 172 191 210 229 248 267 2B6 3H 324 343 362 381 m 419 438 457 476 'B5 514 533 552 571 590 609

tetTpo {dlas)

Figura 4.9 -- Valores observados da diferença da série média da concentração do
agente poluidor PMlo, material particulado.

Analisando conjuntamente as Figuras 4.10 e 4.11, que contêm as funções de
autocorrelação (FAC) e autocorrelação parcial (FACP) amostrais das séries Xt e AXt

respectivamente, notamos que a transformação parece ter sido adequada. Ainda,

analisando a FAC e a FACP da Figura 4.11 utilizaremos uma ordem auto-regressiva,

inicialmente, igual a 1 3 para verificarmos a presença de não-linearidade fhresho/d nesta

série, segundo o procedimento proposto por Tsay (1989) e descrito na seção 2.3.1. Os
resultados deste teste encontram-se na Tabela 4.3.

Fazendo o teste para a verificação de não-linearidade fhresho/d (Tsay, 1989),

verificamos, segundo os resultados da Tabela 4.3, que para d = 9 chegamos a um nível

descritivo de 0, 00000482, o que nos leva a concluir que a série AXt apresenta mais de

um regime.
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Autocorrelatíon Partiam Correlation AC PAC Q-Stat Prob
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Figura 4.10 - FAC e FACP da série média da concentração do agente poluidor PMlo
material particulado.
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Figura 4.11 FAC e FACP da primeira diferença da série média da concentração do
agente poluidor PMlo, material particulado
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Tabela 4.3 - Teste para verificação de não-linearidade fhresho/d na diferença de

primeira ordem da série média da concentração do agente poluidor
PMlo, material particulado

g

g

20 -10 0 10 2

Figura 4.12 -- Gráfico dos resíduos padronizados, resíduos e razões t dos coeficientes

ajustados para a série z\Xt, segundo a metodologia proposta por Tsay
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dLClldl UdlLIÇUldUU.  
d F-estimada nível descritivo
1 2.12394 0.00967
2 2.55486 0.00147
3 0.90871 0.54923
4 2.33312 0.00395
5 1.76663 0.04052
6 2.19166 0.00726
7 2.75132 0.00060
8 2.53502 0.00162
9 3.75179 4.82.10'6
10 2.17963 D.00765
11 1.87949 0.02617
12 2.37497 0.00329
13 1.76004 0.0415



Analisando os gráficos apresentados na Figura 4.12, concluímos que, de acordo

com as razões t do sétimo coeficiente, por exemplo, os possíveis valores para o limiar

são rl = {-8,901 -8,851 -8,80}, pois próximos a estes valores há uma mudança no
comportamento do valor estimado.

Ao ajustarmos os modelos para cada um destes três possíveis valores de

limiares, optamos pelo modelo SETAR (2; 7, 13; 9) com rl = -8,85 já que o mesmo

apresentou o menor valor de AIC = 8,762 e uma variância estimada igual a 370,02.

O modelo final para a série AXt é dado por

0,2748 AXt-7 + atl) , AXt.9 g -8,85
(0.0735)

AXt - 0,0851 AXt-l - 0,2221 AXt-2 - 0,1469 AXt.3 - 0, 1 002 AXt.S
(0,0460)(0,0«7)(0,0472)(0.0456)

0, 1 954 AXt-6 + 0. 1 656 AXt-l o + 0. 1 331 AX.t-1 3 + aÍ2)
(0,0448) (0,04«) (0,0444)

8,85 < A)<t.9

(4.3)

9bgerxaçêeg: (i) entre parênteses encontram-se os erros padrões associados a cada

uma das estimativas dos parâmetros

(ii) no primeiro regime utilizamos 112 observações na estimação,
enquanto que no segundo,451.

Isolando a variável original, Xt, em (4.3) teremos

Xt-l + 0,2748 Xt-7 - 0,2748 Xt-e + atl) Xt.9 - Xt.lo É -8,85

0.9149Xt-l - 0.1 370Xt-2 + 0,0752 Xt-3 + 0,1469 Xt.4 - 0,1002 X.t.S

0,0952 Xt-6+ 0,1954 Xt-7+ 0,1656 X.t-lo 0,1656 Xt.ll+ 0,1331Xt.13

Xt

0.1331xt.14 + aj2) Xt.9 Xt.lo > 8,85. (4.4)
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Podemos observar que o modelo (4.4), para a série original, apresenta dois

regimes sendo que o valor presente da série Xt dependerá de seus valores a 1 , 7 e 8

dias passados se a diferença entre o nono e o décimo dia for inferior a --8,85 Fg/m'.

Caso a diferença da série a nove e dez dias no passado seja superior --8,85 pg/m3 o
valor presente da série dependerá de seus valores passados a 1, 2. 3, 4, 5, 6, 7, 10, 1 1,

13 e 14 dias. Vale ressaltar que a maior influência no valor presente da série, em

ambos os regimes, se dá no valor da série observada no dia anterior.

a 43 64 85 106 127 148 169 190 211 232 253 274 a5 316 337 358 379 400 421 442 463 484 m5 526 547 568 589 610

T po(diasl

Figura 4.13 - Gráficos da diferença de primeira ordem da série média da concentração

do agente poluidor PMlo, material particulado, e da série ajustada pelo
modelo SETAR (21 7, 131 9).

A Figura 4.13 nos mostra a série original e a ajustada, segundo a metodologia

proposta por Tsay (1989). Podemos notar que o modelo consegue acompanhar de
maneira satisfatória a evolução da série temporal estudada.

Já a Figura 4.14 nos mostra a FAC e FACP dos resíduos do ajuste deste modelo,

e podemos perceber pelas mesmas que não existe correlação serial entre os resíduos.
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Autocorrelatíon Parcial Correlation AC PAC Q-Stat Prob
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501
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Figura 4.14 FAC e FACP dos resíduos do ajuste do modelo (4.3)

Verificaremos agora, segundo a metodologia proposta por Tong na seção 2.2.1

(c), se conseguiremos detectar a presença de não-linearidade fhresho/d na série AXt

Figura 4.15 - Estimativas não-paramétricas, dadas por (2.8), da função de regressão

de Mt em zlX&, / = 1, ..., 13.
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Tabela 4.4 -- Estimativas do índice de linearidade de segunda ordem proposto por

Tong, dadas por (2.7), para a série AXt.

l
2
3
4
5
6
7
8
9
10
1 1

12
13

0
0
0
6.
0

2,
0
0
0
0
0
0
0

.12721

.16431

.00157
40.10'õ
00074
58.10's
00225
00031
00726
00344
00165
00109
00115

Figura 4.16 -- Estimativas não-paramétricas, dadas por (2.8), da função de regressão
de JXí em Mfy.

Ao observarmos a Figura 4.15, percebemos quebras de comportamento em

alguns gráficos de estimativas não paramétricas da função de regressão de AXt

Calculando o índice de não-linearidade, dado por (2.7), para j l 13, disposto na
Tabela 4.4, notamos que para d 4 o valor estimado deste índice foi de 0,00000064, o
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que evidencia a não-linearidade da série em estudo, ainda, verificamos que a série AXt

apresenta dois regimes e, observando, a seguir, detalhadamente a Figura 4.16 das

estimativas da regressão não-paramétrica de AXt em função de AXt-4 concluímos que os

possíveis valores para o limiar são rl=1-16,881 -16,681 -16,54}.

Ao ajustarmos os modelos para cada um destes três possíveis valores de
limiares, optamos pelo modelo SETAR (2; 7, 121 4) com rl = -16,68 já que o mesmo

apresentou o menor valor de AIC = 8,860 com uma variância estimada de 41 8,34.

O modelo final para a série AXt é dado por

0,2304 AXt-l - 0.2773 AXt-2 - 0,2508 z\Xt-7 + atl) , AXt.4 ç 16.68
(0.1093) (0,1065) (0,1051)

AXt - 0,2640 AXt-2 - 0, 1 376 AXt.3 - 0, 1 554 AXt.4
(0,0455) (0,0450) (0.0469)

0,1333 Axt-8 - o,1272 Axt-12 + aj2)
(0,0458) (0,0452)

16,68 < AXt.4 (4.5)

Observacões: (i) entre parênteses encontram-se os erros padrões associados a cada
uma das estimativas dos parâmetros

(ii) no primeiro regime utilizamos 97 observações na estimação.

enquanto que no segundo,451.

Isolando a variável original, Xt, em (4.5) teremos

] ,2304 Xlt.l - 0,5077 Xt.2 + 0,2773Xt.3

0,2508 Xlt.7 + 0,2508 Xlt.8 + aji) Xt.4 .rr 5 <--16,68

' IXt-t -0,2640Xlt-2 + 0,11264Xlt.3 - 0,0178Xlt-4 + 0,1554Xt-s -0,1333Xt-8 + 0,1333Xi.9
X

0,1272 Xlt.i2+ 0,1272 Xt.13 + a{ ) Xt.4 Xr 5 > 16,68. (4.6)
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Podemos observar que o modelo (4.6), para a série original, apresenta dois

regimes sendo que o valor presente da série Xt dependerá de seus valores a 1 , 2, 3, 7 e

8 dias passados se a diferença entre o quarto e o quinto dia for inferior a --16,68 Fg/m'

Caso a diferença da série a quatro e cinco dias no passado seja superior --16,68 pg/m3

o valor presente da série dependerá de seus valores passados a 1 , 2, 3, 4, 5, 8, 9, 12 e
13 dias. Vale ressaltar que a maior influência no valor presente da série, em ambos os

regimes, se dá no valor da série observada no dia anterior.
A Figura 4.17 nos mostra a série original e a ajustada, segundo a metodologia

proposta por Tona (1983). Podemos perceber que o modelo estimado consegue
acompanhar bem a evolução da série observada.

1 22 43 64 85 106 127 148 169 190 211 232 253 274 295 316 337 358 379 400 421 442 463 484 505 526 547 H8 589 610

Tempo (dias)

Figura 4.17 - Gráficos das séries AXt e da ajustada pelo modelo SETAR (21 7, 121 4)

Já a Figura 4.18 nos mostra a FAC e FACP dos resíduos do ajuste deste modelo

podemos perceber pelas mesmas que não existe correlação serial entre os resíduos.
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Autocorrelation Partiam Correlation AC PAC Q-Stat Prob
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Figura 4.18 FAC e FACP dos resíduos do ajuste do modelo (4.5)

Dependent Variable: DPM10
Method: Least Squares
Sample(adjusted): 20 623
Included observations: 604 after adjusting endpoints
Convergence achieved after 8 iterations
Backcast: ll 19

Variable Coefficíent Std. Erros t-Statistic Prob

DPMIO(-8)
OPMIO(-14)
DPMIO(-18)

MA(1)
MA(2)
MA(3)
MA(9)

-0.097912
0.129803
0.170778

.0.099681
-0.456785
.0.271426
-0.107260

0.040717
0.039771
0.039905
0.039184
0.035882
0.040159
0.034102

-2.404680
3.263751
4.279575
.2.543931
.12.73004
-6.758763
-3.145232

0.0165
0.0012
o.oooo
0.0112
o.oooo
o.oooo
0.0017

R-squared
Adjusted R-squared
S.E. of regression
Sum squared resid
Log likelihood
Durbin-Watson stat

0.290172
0.283038
17.67913
186593.3

.2588.439
2.018565

Mean dependent var
S.D.dependentvar
Akaike info criterion
Schwarz criterion
F-statistic
Proa(F-statistic)

.0.054007
20.87914
8.594168
8.645203
40.67471
o.oooooo

l nverted MA Roots .98
12 -.71i
75+.28Í

.62 -.40Í

.43+.66i
.62+.40i
.43 -.66i

12+.71i
75 -.28É

Quadro 4.4 Saída do se/tn'are Eviews com a estimação do modelo para a série AXt
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Finalmente, como critério de comparação, ajustamos um modelo ARMA (18, 9)
incompleto à série AXt, sendo que o AIC deste ajuste vale 8,594 e a variância estimada

é igual a 312,55. O Quadro 4.4 apresenta os resultados da estimação do modelo para a
série AXt.

O modelo linear final ajustado para a série AXt é dado por

AXt = - 0.0979AXt.õ - 0,1298AXt.14 + 0,1 708AXt.IB -
(0,0407) (0,0397) (0,0399)

- at - 0,0997at.l - 0,4567at.2 - 0,2714at.3- 0,1072at.9
(0,0391)(0,0359)(0,0402)(0,0341)

(4.7)

Qbgswaçãe: entre parênteses encontram-se os erros padrões associados a cada uma

das estimativas dos parâmetros.

Isolando a variável original, Xt, em (4.7) teremos

Xt Xt-l- 0,0979Xt.8 + 0.0979Xt.9 0,1298Xt.14 + 0,1298Xt.15 +

+ 0,1 708Xt.18 - 0,1708Xt.19 - at - 0,0997at.l

0.4567at.2 - 0,2714at.3 - 0, 1 072at.9 (4.8)

Podemos observar para o modelo (4.8) que o valor presente da série Xt
dependerá de seus valores a 1, 8, 9, 14, 15, 18 e 19 dias passados, além de uma
combinação linear de erros no presente e passado a 1, 2, 3 e 9 dias.

A Figura 4.19 nos mostra a série original e a ajustada, segundo a metodologia

proposta por Box et al. (1994). Podemos perceber que o modelo estimado consegue
acompanhar bem a evolução da série observada.
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DPMIO AJDPMIO

Figura 4.19 Gráficos das séries AXt e da ajustada pelo modelo ARMA (18, 9)

Já a Figura 4.20 nos mostra a FAC e FACP dos resíduos do ajuste deste modelo

e podemos perceber pelas mesmas que não existe correlação serial entre os resíduos
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Figura 4.20 FAC e FACP dos resíduos do ajuste do modelo (4.7)
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Apresentamos na Tabela 4.5 os valores do critério de Akaike e da variância

residual para cada um dos modelos ajustados. Comparando os valores de AIC para
cada um dos três modelos ajustados. não notamos uma diferença tão expressiva entre

tais valores (variações percentuais inferiores a 3%). Já ao compararmos as variâncias
percebemos que o modelo linear foi o que apresentou a menor variabilidade.

Tabela 4.5 Valores do critério de Akaike e variância residual para cada um dos

modelos ajustados.

4.2.3 Análise da série temperatura mínima (Zt), medida
em'C

A série Zt está apresentada na Figura 4.211 podemos perceber que esta série

parece ser não estacionária. Também verificamos uma aparente tendência crescente,

que na realidade é parte de um ciclo com periodicidade de 365 dias.

121 141 161 181 al Z1 241 ZI al nl ©1 341 XI a1 01 421 441 461 481 501 U1 541 561 581 ml m

Tempo [dlas)

Figura 4.21 Valores observados da série temperatura mínima, medida em ('C)
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Modelo AIC  
SETAR(2; 7, 13; 9) 8,762 370.02
SELAR(2; 7. 12; 4) 8,860 418,34

ARMA(18,9) 8,594 312,55



Para verificarmos se a série estudada apresenta ou não raiz unitária realizamos

um teste de Dickey Fuller (Dickey e Fuller, 1979), cujos resultados encontram-se no

Quadro 4.5 e, analisando os mesmos, podemos verificar que ao compararmos o valor
da estatística de teste, € .0,166, com o valor crítico, a 5%, t 1 ,939 observamos que

não existem evidências para rejeição da hipótese nula (a série Zt não é estacionária)

ou seja, a série em questão apresenta raiz unitária. Para solucionarmos o problema da

ausência de estacionariedade foi aplicada à série uma diferença de primeira ordem. A
série transformada (AZt) está apresentada na Figura 4.22

ADF Test Statistic -0.166211 1 % Critícal Value:
5% Críticas Vague
l OOZo Criticam Vague

.2.5690
.1.9399
.1.6159

MacKinnon critical values for rejection of hypothesis of a unit root

Augmented Dickey-Fuller Test Equation
Dependent Variable: D(TEMP)
Method: Least Squares
Date: 12/1 9/02 Time: 10:31
Sample(adjusted): 8 623
Included observations: 616 after adjusting endpoints

Variable Coefficient Std. Erros t-Statistic Prob

TEMP(-1)
D(TEMP(-l »
D(TEMP(-2))
D(TEMP(-3))
D(TEMP(-4»
D(TEMP(-5»
O(TEMP(-6»

.0.000708

.0.194828

.0.233029

.0.281300
.0.152487
.0.116771
.0.079837

0.004262
0.040615
0.041096
0.041700
0.041670
0.040923
0.040421

.0.166211
4.796987
.5.670309
.6.745856
.3.659397
.2.853439
.1.975137

0.8680
o.oooo
o.oooo
o.oooo
0.0003
0.0045
0.0487

R-squared
Adjusted R-squared
S.E. of regression
Sum squared resid
Log likelihood
Durbin-Watson stat

0.108828
0.100048
1.566649
1494.723
.1147.092
2.003103

Mean dependent var
S.D. dependent var
Akaike ínfo criterion
Schwarz criterion
F-statistic
Prob(F-statistic)

0.011688
1.651437
3.747053
3.797317
12.39502
o.oooooo

Quadro 4.5 -- Saída do so#ware Eviews para testar a presença de raiz unitária na série
Zt
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eínpotdlas)

Figura 4.22 - Valores observados da diferença de primeira ordem da série temperatura

mínima, medida em ('C).

Analisando conjuntamente as Figuras 4.23 e 4.24, que contêm as funções de

autocorrelação (FAC) e autocorrelação parcial (FACP) amostral das séries Zt e AZt

respectivamente, notamos que a transformação foi adequada e parece ter tornado a
série estacionária
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Figura 4.23 -- FAC e FACP da série Zt
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Figura 4.24 -- FAC e FACP da série AZt

Ainda, analisando a FAC e a FACP da Figura 4.24 utilizaremos uma ordem auto

regressiva, inicialmente, igual a 13 para verificarmos a presença de não-linearidade
fhresho/d nesta série.

Os resultados do teste aplicado, de acordo com a metodologia proposta por Tsay

(1989), para verificar a presença de não-linearidade fhresho/d (ver seção 2.3.1), na
série estudada, encontram-se na Tabela 4.6

Observando os resultados dispostos na Tabela 4.6 verificamos que para d l

encontramos um nível descritivo de 0,0002, o que nos leva a concluir que a série AZt

apresenta mais de um regime.

Analisando a Figura 4.25, concluímos que, de acordo com os gráficos dos

resíduos e com os gráficos das razões t das estimativas dos coeficientes da regressão
re-arranjada, a série .ÂZt apresenta dois regimes e os possíveis valores para o limiar são
rl=1-0,1 ; 0,01 0,1}
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Tabela 4.6 Teste para verificação de não-linearidade fhresho/d na série AZt
d
l
2
3
4
5
6
7
8
9
10
1 1

12
13

F-estimada
2,5586
0.7143
1,6055
1.9295
1.5016
0.9793
0,8842
2.0407
1.7891
1,2516
1.2307
2.3713
1,2794

níveldescritivo
0.0002
0.7607
0.0734
0.0214
0.1056
0,4732
0.5762
0.0136
0.0372
0,2338
0.2485
0,0033
0,2154

9
6
ê

Figura 4.25 Gráfico dos resíduos padronizados, resíduos e razões t dos coeficientes

ajustados para a série .AZt, segundo a metodologia proposta por Tsay

(1989).
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Trabalhando com a metodologia proposta por Tong (1983) chegamos às

mesmas conclusões que aquelas tiradas usando a metodologia proposta por Tsay
(1989), ou seja, a regressão não paramétrica nos leva a concluir que para d = 1 temos
uma estimativa do índice de linearidade igual a 0,09649, veja Tabela 4.7, o que nos

leva a concluir que a série AZt é não-linear e, ao observarmos a Figura 4.26,
concluímos que a série apresenta dois regimes e os possíveis valores para o limiar são

rl=t-0,11 0,01 0,1}.

É
=

lu

='

g

Figura 4.26 -- Estimativas não-paramétricas, dadas por (2.8), da função de regressão
de ,4Zr em AZU, ./ = 1 . ..., 1 3.
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Tabela 4.7 Estimativas do índice de linearidade de segunda ordem proposto por

Tong, dadas por (2.7), para a série AZt.
d E
1 0.09649
2 0.30299
3 0.17789
4 0.10940
5 0,22410
6 0,68954
7 0.64818
8 0.23410
9 0,11229
l0 0.26357
11 0,99714
12 0.22360
13 0.37995

Ao ajustarmos os modelos para cada um destes três possíveis valores de
limiares, optamos pelo modelo SETAR (2; 3, 2; 1) com rl = -0,1 já que o mesmo

apresentou o menor valor de AIC = 4,29 com uma variância estimada de 2,73.

O modelo final para a série AZt é dado por

-1,300 + o,1269 AZt-3 + atl)
(-18,46) (2,20)

AZt.l g -0,1

AZt

1,2350 -0,08603 AZt-2 + at2)
(22,91) (-1 ,54)

0.1 < .AZt.l (4.9)

Qbgswaçêsg: (i) entre parênteses encontram-se os erros padrões associados a cada

uma das estimativas dos parâmetros

(ii) no primeiro regime utilizamos 265 observações na estimação.

enquanto que no segundo,282.
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Isolando a variável original, Zt, em (4.9) teremos

-1,3000 +zt-l +o,1269 Zt-3-o,1269Zt-4+atl) , Zt.l-zt-2 g -o,l

bT l /A\

1 ,2350 + Zt-l -0,0860 Zt-2+ o,0860 Zt-3 +at2) , Zt.l- Zt-2 > -o,l (4.10)

Podemos observar que o modelo (4.10), para a série original, apresenta dois
regimes, sendo que o valor presente da série Zt dependerá de uma constante mais

seus valores a 1, 3, e 4 dias passados se a diferença entre o primeiro e o segundo dia
for inferior a --0,1'C. Caso a diferença da série a um e dois dias no passado seja
superior a -0,1'C o valor presente da série dependerá de uma constante e de seus

valores passados a 1, 2 e 3 dias.

1 21 41 61 81 101 121 141 161 181 201221 241261281 301321 341361 381401 421441461481 501521 541561581601621
Tempo (dias)

Figura 4.27 - Gráficos das séries AZt e da ajustada pelo modelo SETAR (21 3, 2; 1)

A Figura 4.27 nos mostra a série original e a ajustada, segundo as metodologias

propostas por Tong (1983) e Tsay (1989), nela percebemos o alto grau de ajuste do
modelo proposto, uma vez que ambas as séries estão muito próximas.
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Já a Figura 4.28 nos mostra a FAC e FACP dos resíduos do ajuste deste modelo

e podemos perceber pelas mesmas que não existe correlação serial entre os resíduos

Autocorrelation Partiam Correlation AC PAC Q-Stat Prob

1 .
1 .

1 .
1 .
1 .
1 .
1 .
1 .
1 .
1 .
1'
1 .
1 .
1 .
'1 .

. l .

. l .

. l .

. l .
1 .
1 .
. l .
1 .
. l .
. l .
. l .
. l .
1 .
.1'
. l .
. l .
1 .
. l .

l
2
3
4
5
6
7
8
9

10
1 1

12
13
14
15
16
17
18

-0.032
-0.021
-0.009
-0.040
.0.012
-0.009
-0.027
.0.016
-0.039
0.002
0.057
0.018
0.025
0.074
0.037
.0.006
0.038
.0.069

-0.032
-0.022
.0.010
-0.042
-0.015
.0.012
-0.030
-0.020
-0.043
.0.003
0.053
0.019
0.025
0.076
0.047
0.002
0.045
.0.057

0.4597
0.6589
0.6925
1.4187
1.4812
1.5172
1.8527
1.9654
2.6506
2.6527
4.1396
4.2930
4.5792
7.0371
7.6483
7.6671
8.3332
l0.534

0.498
0.719
0.875
0.841
0.915
0.958
0.968
0.982
0.977
0.988
0.966
0.978
0.983
0.933
0.937
0.958
0.959
0.913

Figura 4.28 FAC e FACP dos resíduos do ajuste do modelo (4.9)

Finalmente, como critério de comparação, ajustamos um modelo MA(3) à série

AZt, sendo que o AIC deste ajuste vale 3,70 com uma variância estimada de 2,36. O

Quadro 4.6 apresenta os resultados da estimação do modelo para a série AZt

O modelo linear final ajustado para a série AZt é dado por

AZt at- 0,2414at.l
(0,0388)

0,2526at.2- 0,2508at.3
(0,0389) (0,0390)

(4.11)

QbgSuaçãg: entre parênteses encontram-se os erros padrões associados a cada uma
das estimativas dos parâmetros.

Isolando a variável original, Zt, em(4.11) teremos

Zt Zt-l + at - 0,2414at-l - 0,2526at.2 - 0,2508at.3 (4.12)
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Dependent Variable: DTEMP
Method: Least Squares
Date: 12/1 9/02 Time: 1 1 :13
Sample(adjusted): 2 623
Included observations: 622 after adjusting endpoints
Convergente achieved after 5 iterations
Backcast:-l l

Variable Coefficient

-0.241465
-0.252565
-0.250874

Std. Error t-Statistic Prob

MA(1)
MA(2)
MA(3)

0.038881 4.21 0425
0.038900 e.492726
0.039042 e.425763

o.oooo
o.oooo
o.oooo

R-squared
Adjusted R-squared
S.E.ofregression
Sum squared resid
Log likelihood
Durbin-Watson stat

0.135487
0.132694
1.536301
1460.977
.1148.149
1.977094

Mean dependent var
S.D. dependent var
Akaike info criterion
Schwarz criterion
F-statistic
Prob(F-statistic)

0.014309
1.649644
3.701444
3.722824
48.50518
o.oooooo

l nverted MA Roots 87 .31+.44i .31 -.44i

Quadro 4.6 Saída do so#ware Eviews com a estimação do modelo para a série AZt

600
B!!!!:'''''B

100 200 300 500

DTEMP AJDTEMP

Figura 4.29 - Gráficos das séries AZt e da ajustada pelo modelo MA(3)
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Podemos observar para o modelo (4.12) que o valor presente da série Zt
dependerá de seu valor a l dia passado, além de uma combinação linear de erros no
presente e passado a 1,2 e 3 dias

A Figura 4.29 nos mostra a série original e a ajustada, segundo a metodologia
proposta por Box et al. (1994). Podemos perceber que o modelo estimado consegue
acompanhar razoavelmente bem a evolução da série observada

Já a Figura 4.30 nos mostra a FAC e FACP dos resíduos do ajuste deste modelo
e podemos perceber pelas mesmas que não existe correlação serial entre os resíduos

Autocorrelation Partiam Correlation AC PAC Q-Stat Prob
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1 .
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1 .
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1 .
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. l .
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. l .
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. l .
. l .
. l .
. l .

l
2
3
4
5
6
7
8
9

10
1 1

12
13
14
15
16
17
18

0.009
0.023
0.034
.0.023
-0.007
-0.007
0.002
.0.041
-0.071
.0.039
-0.031
-0.056
0.020
0.108
0.029
o.001
0.050
0.047

0.009
0.023
0.033

-0.025
-0.008
-0.007
0.004

-0.041
-0.070
-0.036
-0.025
.0.052
0.020
o.110
0.030
.0.009
0.037
0.044

0.0502
0.3767
1.0910
1.4359
1.4690
1.4966
1.4984
2.5693
5.7451
6.6864

9.3129
9.5578
16.953
17.494
17.496
19.068
20.495

0.231
0.480
0.683
0.827
0.766
0.452
0.462
0.505
0.409
0.480
0.109
0.132
0.178
0.162
0.154

Figura 4.30 FAC e FACP dos resíduos do ajuste do modelo (4.1 1)

Apresentamos na Tabela 4.8 os valores do critério de Akaike e da variância

residual para cada um dos modelos ajustados

Tabela 4.8 Valores do critério de Akaike e variância residual para cada um dos
modelos ajustados.

Modelo AIC

3,29
3.70

1,73
2,36

SETAR(2; 3, 2; 1)
MA(3)
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Comparando os valores de AIC e de variância residual dos dois modelos

ajustados, verificamos que o modelo não-linear apresentou resultados um pouco
superiores aos resultados obtidos utilizando uma modelagem linear. A qualidade dos

ajustes também pode ser verificada ao compararmos as Figuras 4.27 e 4.29, neste caso
notamos que o melhor ajuste realmente parece ter sido o do modelo não-linear.

4.3 Modelo multivariado com limiares

Serão utilizadas na aplicação desta seção as três séries trabalhadas

anteriormente, sendo que Yt será utilizada como variável resposta, Xt como variável

explicativa e z\Zt como variável fhresho/d. Vale ressaltar que a única série que será

transformada é Zt, pois, de acordo com a metodologia proposta por Tsay (1998),

apenas a variável limiar necessita ser estacionária e, como foi visto anteriormente, no
nosso caso a série de temperatura utilizada não é.

Dando continuidade à análise verificaremos se a hipótese nula em (3.2) deve, ou

não, ser refutada, já que à partir da rejeição da mesma é que poderemos pensar em
ajustar um modelo fhresho/d para a série resposta. Para tal utilizamos a metodologia

descrita na seção 3.2. Os valores iniciais propostos para as defasagens auto-

regressivas da variável resposta e explicativa serão, respectivamente, 8 e 4, obtidos a

partir da análise da função de autocorrelação parcial das séries Yt e Xt, que encontram-

se nas Figuras 4.3 e 4.10, respectivamente.

De acordo com os resultados observados na Tabela 4.9, não existem evidências

para rejeitarmos a hipótese nula em (3.2), logo, não há a necessidade de ajustarmos

um modelo fhresho/d para a série Yt, com variável explicativa Xt e variável limiar AZt, ou

seja, um modelo linear múltiplo deve explicar de maneira razoável a variável resposta.
O Quadro 4.7 apresenta os resultados da estimação do modelo para a série Yt
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Tabela 4.9 Resultados do teste para verificar a necessidade de um modelo com

Dependent Variable: RES65
Method: Least Squares
Date: 12/1 9/02 Time: 12:30
Sample(adjusted): 9 623
Included observations: 61 5 after adjusting endpoints

Variable Coefficient Std. Error t-Statistic Prob

RES65(-1)
RES65(-2)
RES65(-3)
RES65(-5)
RES65(-7)
RES65(-8)

PMIO

1.537045
0.204831
0.134918
0.166504
0.101627
0.114132
0.103770
0.009206

0.554668
0.039524
0.040847
0.040426
0.040631
0.039718
0.040400
0.005499

2.771108
5.182404
3.302990
4.118785
2.501241
2.873568
2.568555
1.674049

0.0058
o.oooo
o.0010
o.oooo
0.0126
0.0042
0.0105
0.0946

R-squared
Adjusted R-squared
S.E.ofregression
Sum squared resid
Log likelihood
Durbin-Watson stat

0.401804
0.394905
3.543613
7622.215
.1646.686
2.016441

Mean dependent var
S.D. dependent var
Akaike info criterion
Schwarz criterion
F-statistic
Prob(F-statistic)

11.93008
4.555484
5.381093
5.438610
58.24527
o.oooooo

Quadro 4.7 Saída do se/tware Eviews com a estimação do modelo para a série Yt

O modelo linear final ajustado para a série Yt é dado por

Yt = 1 ,838 + 0,209Yt-l + 0,141Yt.2 + 0,170Yt.3 +

(0,525) (0,039) (0,041) (0,040)

+ 0,103Yt-s + 0,1 1 5Yt-7 + 0,1 1 0Yt.8 +0,009Xt + at (4.13)
(0,041) (0,039) (0,040) (0,005)

9bggDCêgão: entre parênteses encontram-se os erros padrões associados a cada uma
das estimativas dos parâmetros
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C(d) 12,65   12,88 13,91 11,34
níveldescritivo 0.47  0,44 0,38 0.58



Podemos observar para o modelo (4.13) que o valor presente da série Yt

dependerá de uma constante e de seus valores passados a 1, 2, 3, 5, 7 e 8 dias e
verificamos, também, que a série Xt foi importante para explicar a variável resposta
apenas no presente.

A Figura 4.31 nos mostra a série original e a ajustada, segundo a metodologia

proposta por Box et al. (1994). Podemos perceber que o modelo estimado consegue

acompanhar razoavelmente bem a evolução da série observada.

RES65 AJRES65

Figura 4.31 Gráülcos da série Yt e ajustada pelo modelo múltiplo

Já a Figura 4.32 nos mostra a FAC e FACP dos resíduos do ajuste deste modelo,

e podemos perceber pelas mesmas que não existe correlação serial entre os resíduos.

Ainda, apresentamos na Tabela 4.10 os valores do critério de Akaike e da
variância residual para o modelo (4.1) e (4.13). Podemos notar que a variância residual

dos dois modelos foi a mesma, enquanto que o AIC de ambos ficaram bem próximos

(variação percentual inferior a 1%). Logo, o modelo (4.1) parece ser mais adequado
uma vez que é mais simples de ser estimado.
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r\\.r r r\\.r \<-\JLcll I'l\JLJ

1 4.008 -0.008 0.0445 0.833
2 -0.007 -0.007 0.0764 0.963
3 -0.031 -0.031 0.6605 0.882
4 -0.010 -0.011 0.7258 0.948
5 -0.017 -0.017 0.8989 0.970
6 0.013 0.012 1.0104 0.985
7 -0.022 -0.022 1.3027 0.988
8 -0.057 -0.058 3.3027 0.914
9 -0.017 -0.018 3.4823 0.942

lO -0.002 -0.005 3.4857 0.968
11 0.127 0.124 13.626 0.254
12 -0.060 -0.062 15.868 0.197
1 3 4.004 -0.006 1 5.880 0.256
14 0.040 0.039 22.469 0.096

FAC e FACP dos resíduos do ajuste do modelo (4.1 3).

Autocorrelation Partia

1 .
1 .
1 .

1 .
1 .
1 .
1 .
1 .
1 .
1'

'1.
1 .
1 .

l \./\ll l UlaLlvl l

1 .
1 .
. 1
1 .
. l .
. l .
1 .

'1.
. l .
. l .
1'
*1.
l . l
l . l

Figura 4.32

Tabela 4.10 Valores do critério de

ajustados (4.1) e (4.1 3)
Modelo

(4.1)
(4.13)

Akaike e variânciaresidual para os modelos

AIC
5.369
5,381

ã
12,55
12,55

4.4 Considerações Finais

Esta dissertação objetívou descrever e aplicar alguns procedimentos para ajustar
modelos lineares por regimes, nos casos univariado e multivariado, a algumas séries

epidemiológicas e de poluição ambiental, na cidade de São Paulo. A seguir
descreveremos algumas das vantagens e desvantagens de cada um dos
procedimentos apresentados nos Capítulos 2 e 3 e aplicados às séries de número de
óbitos por causas respiratórias para idosos maiores de 65 anos, média da concentração
do agente poluidor PMlo e temperatura mínima, com os resultados discutidos no

Capítulo 4:

(a) O modelo SETAR não tem sido muito utilizado em aplicações, principalmente

devido à dificuldade de identificação da variável limiar. da estimação dos limiares a ela
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associados e, também, devido a não existência de um procedimento simples de
modelagem bem como de um se/I'Mare específico para tais aplicaçõesl

(b) Tanto a modelagem proposta em Tong (1983) quanto a descrita em Tsay (1989)

apresentam como desvantagem a subjetividade dos métodos aplicados já que a
estimação do limiar e do número de regimes são feitas a partir de métodos gráficosl

(c) A vantagem do método proposto por Tsay (1989), em relação ao utilizado por
Tong (1983), está no fato do mesmo detectar o valor da defasagem via um teste de

não-linearidade fhresho/d, o que torna a análise um pouco menos subjetivat

(d) Observando os resultados descritos no Capítulo 4. percebemos que a qualidade
do ajuste dos modelos utilizando a metodologia linear ficou muito próxima à não-linear,

entretanto. no caso do ajuste da série de temperatura mínima, o modelo linear por

regimes se mostrou mais adequado (vede Figuras 4.27. 4.29 e Tabela 4.5)l
(e) Apesar da qualidade dos ajustes lineares e não-lineares estarem muito próximas,

a vantagem da metodologia não-linear está no fato de detectar e quantificar as

mudanças de regime podendo dar às mesmas interpretações práticas importantes que.

no caso linear, são impossíveis de ser encontradasl
(f) Quanto ao método multivariado. não foi possível ajustar um modelo linear por
regimes para a série de número de óbitos, com o poluente PMlo como variável

exógena, uma vez que o teste de não-linearidade fhresho/d não detectou a existência

de mais de um regime neste caso. Futuramente aplicaremos esta metodologia à análise

de dados financeiros, nas quais os limiares, ó, são funções dos custos de transação,
taxas de interesses ou riscos económicos e, neste caso, o volume de informações é

bem maior que nos casos de séries epidemiológicas e de poluição ambientall

(g) Finalmente, vale ressaltar que todos os programas utilizados para a identificação

preliminar dos modelos estudados no Capítulo 4 foram escritos em linguagem de
programação S e que, ainda, não existem, ainda, técnicas inferenciais disponíveis para

detectar o número de regimes e o valor dos limiares a eles associados.
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DADOS



Tabela A.l -- Dados sobre o número de óbitos diários, na cidade se São Paulo, por causas

respiratórias para idosos maiores de 65 anos. no período de 18/04/1996 a
31n2/1997 (*)

1 1

8

12
9
13
8

6

16

10
1 1

14
8
15

15

15
22
16
24
1 1

20
18

14
16

1 1

15
22
13

15
14
16
21

21
16
22
26
30
26
22
14
18

1 1

24
16

13
28
17
19
1 1

16
18

20
16
16
16

14
18
15
18

13

15
12

13
1 1

15
14
14
17
10
15
19
20
17
18

14
14
16

7
14
13
8
9
14
17
15
1 1

1 1

1 1

1 1

14
14
1 1

12
1 1

14

15

14
7
7
10
12
1 1

1 1

12

1 1

10

7
4
10
5

12
14
16
10
19
15
20
19
15
16
18

85
8 7

7 7
84 8
86 67

9 7
63 99

69 7 8

98

5 86
9 8 7

8
6 9

5 3
9

5 8 6
8 9 9

7 6
98

9 7 5

9 9 7
8 6 7

3 7 6
88 8

86 6

1 1

13
10

15
14

14

10
10

12

1 1

12

10
12
10
14
14

10
10

14

12
10

13
1 1

10
1 1

1 1

1 1

1 1

15

21
14

18

13

17
17
1 1

13
12
18
12

13 12
12 14
15 12
19 6
8 23
14 19
lO lO
9 19
lO 15
12 12
18 9

(')ler por colunas

12

19
15
12 10

12
10
12

13

10
13
15
13
12
9
9
7

14
14
13
14

12 1 1

13

1 1

10
1 1

13

1 1

1 1

1 1

12
12

14
12
12

10

10
9 7

8 99

8 7 8

89 9

6 8
6

10

13

1 1

16
15

10

13
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Tabela A.l -- Dados sobre o número de óbitos diários. na cidade se São Paulo, por causas

respiratórias para idosos maiores de 65 anos. no período de 18/04/1996 a
31/12/1997.(continuação)

9
1 1

10
13
7
8

10
8

10

6

5
12
10
12

10
12
13
15
13

16
1 1

12

9
14

15
12
10

20
10
15
21

14
17

14
23
21
20
20
24
25
27
19
21

19
15
24
26
15
18
23
21
26
24
20
17
12
23
21

12

13

22
17
20
23
29
10
1 1

12
13
14
12

21
15
10
18

10
12

10
13
12
12
13
1 1

12
12
17
13
14
1 1

14

14
13
13
8
9
10
1 1

10

12

12
15
18
13
18
9
16

17
9

10

9

13
9
8
13
1 1

18
17
13
10

15
1 1

1 1

3
9
12
10

15
10
13
12

12

13
13
1 1

8
9

1 1

13
12
13

10

16
10
13
13
13

16
12

14

1 1

13

1 1

1 1

15
1 1

10
10
1 1

16
10

1 1

17
17

1 1

14
15
18
24
21

15

1 1

13

1 1

8
9

7
9 7

9 8
79 9

8

8

9 9

7

10

15
1 1

12

10
16

1 1

10
17

13

13

10
10
13
14
14
14

13

17

1 1

10

16
12
16
14
10
10

10
1 1

12
14

12 16
13
10

14
13
1 1

10

15

10

10

15
1 1

10 7
8 13
6 4
9 8
7 11

9 11

9 11

15 10
(*)ler por colunas

12
12

14

13

6
58 5

5
87
7
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Tabela A.2 -- Dados diários sobre a média da concentração do agente poluidor PMlo.

material particulado, na cidade de São Paulo. no período de 18/04/1996 a
31/12/1997.(')

97,70 94,45
102,94 87,85
76,63 106,53
75,33 112,70
94,65 91,83

145,95 26.76
148.17 47,34
129,41 53,93
114.21 75,42
85,78 49.58
70.05 90.66
115,03 80.88
110,31 39,64
55.53 60,02
54,99 81,72
66,15 100,61
71.90 95.53
51,91 103,32
73,44 101,06

106,20 68,93
139,41 88,46
120,63 107,60
71.82 98.40
54,83 52,30
71.13 76,22
96,27 106.38
115,17 112.78
102,80 74,97
43,39 131,10
53.43 147,97
68,01 72,35
68,39 48,17
72.90 35,33
72,33 34.04
70,70 60,19
50,23 75,85
41,71 63,60
49,81 59.37
47,85 60.59
95,93 66,48

(')ler por colunas

42,77
75,99
80,41
96,60
55,94
105,03
151,42
104,93
53.18
51.89
81,05
93.02
161,67
158.25
42,58
41.89
46,36
95,72

125,23
120,81
91.79
68,66
40,42
52,08
53,99
83,86
95,64
77.50
93,54
137,87
158.79
183.88
186,25
149.88
43,33
35,18
53.65
58,68
49.37
52.74

63,55
51,55
53,92
74,03

105,36
121,28
122,39
117,84
95.94
81,81

126.32
143,06
52,64
43,16
60,24
75,74
47,60
68,10
66.47
61,08
76,48
45,49
40.02
40,77
44,05
27,39
33,85
39,42
49,81

45,94
45,44
71,94
34,68
44,85
62,01
87,34
84,90
91,98

123,27
64.08

54,57
37,89
42,69
46,64
46,37
49,81
50,99
63,78
48,08
67,79
81,08
62.15
43,01
44,36
51,02
68,74
58.30
65.76
50,93
44,37
41,52
49,18
72.06
82,58
71,66
37,53
36.18
44,86
59,21
45,30
65,59
43,61
35,14
58,20
77,88
84,66
86,51
81.40
52,10
43.76

39,31
49,67
65,12
74,16
74,42
71,06
52,21
41,30
69,95
60,73
54,76
43.81
33,09
26,76
48.54
46,36
46,10
37,51
40,95
49,36
55,11
46.36
47.46
44.63
50,75
68,23
67,83
63,10
64,27
45,70
48,18
51,19
50,99
41,00
40.14
56,18
75,32
68,19
66.19
53.11

47,06
43.41
56.35
54.30
44.80
67,07
59.43
43,27
28,62
46,39
45,12
54,68
58,38
52,89
44,25
27,88
40,68
41.57
36,84
33,63
35.32
29,74
43,34
43,79
51,86
53,46
41,77
54.35
33,30
35,84
39,79
53,63
54.67
43.89
36,53
39,02
31,41
39,82
43.21
43.24

40,88
42,23
34,80
30,97
42,83
46,90
56,24
58,77
40,90
31.63
28,42
42,49
61,36
68.11
73.78
79.42
64.55
48,67
58,02
70,04
69,54
58.01
54,69
45,95
30,48
39,60
41.73
48.33
45,82
44,98
55,55
55,66
50.61
53,90
58,55
48.40
39,66
36,59
37,51
49.67
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Tabela A.2 -- Dados diários sobre a média da concentração do agente poluidor PMlo.
material particulado. na cidade de São Paulo, no período de 18/04/1996 a
31/12/1997. (continuação)

50,58 65,32
52,92 87,10
55.34 83,19
61,20 92,51
55.06 64.57
51.70 55.98
49,88 50.36
68,64 34,51
78.97 25,52
84.01 43,59
67,74 43,61
48.78 66.26
37,09 86,66
35,88 54,76
40,90 56,45
49,06 59,22
59,91 80,28
57,02 94.72
48.17 77.62
56,92 99,10
77,74 94,35
51.94 47.82
46,00 49,20
48,74 67.93
39,83 75,64
39,62 82,64
48.09 86,51
52.97 66.24
54,86 61,25
52.24 83,83
46,97 86.79
53.79 52,83
48.84 58,89
45,58 75.81
44,42 72,28
38,73 68,51
38,48 89,02
52,69 97,53
81,09 83,65
83,68 57,40

(*)ler por colunas

46,01
40.83
27,58
57,06
62,07
56,92
26,07
30,14
40,35
36,70
55,65
94,48
76,79
50,12
49,44
40,00
39,09
70,49
93.60
100,32
62,30
98,21
51.82
26,65
39,22
66.67
78,97
73,34
61,89
61,95
52,48
66.56
68,87

104,53
84,06
68.88
48.42
37,82
36,31
48.63

73,09
76,18

49,07
60,57
88,02
75.88
90,04
123,75
102,71
69,53
64,48
105,81
147,41
141,66
129,64
66,74
74.96
97,18
59,06
57,23
56,50
46,96
51,33
53,97
82,36
132.24
145,89
121,79
103,95
147,26
148,15
106,49
59.16
26,88
49,60
72,23
30,16
26,22
32.48

55,69
91,81
86,09
84,43
111,23
121,73
123,31
99.50
97,83
102,02
95,11
92.10
52,44
29,45
40,44
52.88
77,11
95,22

107.66
110,96
90,64
108,55
120,76
132.79
152,98
97,19
45,95
59,14
103,65
150,49
50,48
34,41
70,96
113,72
49,66
31.08
49,36
57.11
50.92
58.82

49,92
26,59
31,23
51,68
65,75
63,89
30,82
31,64
43,71
50,60
42,96
50,02
38,52
31,63
53,43
60,81
47,04
33,32
36,52
64,08
91,94
63,48
73,38
74,87
60.32
74,83
51,41
39.62
33,38
39,52
35,56
48,20
40,56
34,54
53,41
73,36
43,22
53,00
69,32
81,59

51,60
61,69
63,13
42,50
51.66
37,53
47,74
67,96
63,31
43,65
50,57
99,13
98,23
72,94
79,68
48.87
26,88
37.92
50,93
37,67
32,05
43,32
54,37
47,94
46,67
40,36
38,90
42,87
45,47
37,08
43,87
39,69
52.26
40.95
53.83
61,69
65,24
64,92
46,22
48.57

58.28
51,66
59,87
67,47
47,41
32.59
35,63
49,99
35,43
44,78
45,59
41,56
37,00
52,24
50,73
54,31
40.71
46.51
38,00
32,87
37,89
52,08
40.82
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Tabela A.3 -- Dados diários sobre a temperatura mínima da cidade de São Paulo. medida

em 'C, no período de 18/04/1996 a 31/12/1997. (')

l0,9 11.7
9,8 11,2
12,3 11,2
13,0 11,6
11,1 12.5
11.7 11,8
12.6 10,0
14,2 11,9
15,3 10.6
14.9 11,7
14,5 10,9
15.0 8.2
13,6 11.8
15,0 11,0
14,6 10,4
13,5 8.7
13,4 10.3
13,8 10.8
14,4 11,7
13,8 11,1
12,7 14,2
14.6 15,6
14,0 14.7
12,5 15,8
9,8 14.6
l0,4 14,4
13,7 13,8
14,0 14,7
14,5 14,7
14,1 13,6
13,7 12,6
12,6 9,7
13,4 8,6
14,6 8,8
15,6 7.1
15,1 11.9
12,1 14,0
11.2 12,0
9,8 12,0
8.8 13,0

(')ler porcolunas

13,0
13,5
14,8
13.9
9,0
4,9
5.4
6.3
11,2
l l .l
11,0
6,0
5,4
8,0
7,2
6.2
7.8
7.2
8,4
9,0
12,4
11.0
10,0
9,6
7.2
5,9
4,0
5,6
8.3
7,1
6,4
7,0

10,0
11.3
12.0
11,4
12,4
13.6
13,1
7,0

5,8
9,8
8,3
9.2
8.4
9,2
11.0
11.0
l0,6
12,7
11,4
13,6
14.8
13.8
14,6
15.4
13,0
9.5
14,4
14,4
14,2
11,7
11.5
13,6
13,6
l0,3
l0.4
12,3
13,7
14,8
13,9
12,6
11,0
l0,8
11.4
12,4
12,7
13.8
14,2
15.7

16,0
15,4
15,4
14,6
15.3
14,1
13,2
13,6
14,6
12,6
15,5
16,5
13,4
13,9
14,3
16,2
17,5
18,3
18,1
14,6
12,7
12,4
13,5
16,2
18,0
17,1
14,7
14,8
14,9
14,6
14,7
17,8
16,2
13,9
13,4
14,2
13,8
16,6
15,7
17.6

14,6
12,8
12,8
15,6
17,2
16,3
17,0
16,5
16.4
19,3
20,4
19,4
19,8
18,9
16,8
16,8
16,5
15,3
14,4
11,8
l0,4
14,3
14,8
13,0
13,6
13.9
15,8
14.4
16.0
16.6
18,2
17,3
19,9
20,2
16,9
16,4
15,6
17,4
17,9
19.2

17,3
16,5
17,4
18,6
18,2
17,1

20,2
19,3
19,0
18,3
19.0
17,7
18.2
19,8
20,8
20,1
20,7
20,0
18,4
17,4
17.1
16,6
15,8
18,5
17.3
18.7
19.6
19,1
18,9
19,6
19,5
19,7
20,8
19,5
18,5
18,6
17,8
19,5
19,4
19,7

19,4
18,9
18,9
19,0
18,6
18,8
19,6
19,5
19,5
20,0
19,4
18,9
18,2
19,0
17,3
18.7
18,1
18,5
17,1
17,4
18,0
17,0
18,1
19.0
18.6
17,2
19,2
18.3
21.1
19,1

20,1
19,0
19,3
19,0
17,3
18,4
17,3
17,1
15,4
17.4
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Tabela A.3 -- Dados diários sobre a temperatura mínima da cidade de São Paulo. medida

em 'C. no período de 18/04/1996 a 31/12/1997. (continuação)

16.1 13,2 11.8
18,2 14,4 13.8

13,0
15,4

8,3
7.8

15,0
15,0
13,6
13,2
14.8
14.5
14,3
14,0
15,5
13,9
17,0
17,9
14,0
12,4
12,5
15.6
14.8
14,5
15,1
15,6
16,4
18,0
16,1
17,1
18,3
18,1
15,1
13,4
13.0
13.4
15,4
15,8
15,2
15,7
16,3
16,9
15,9
15,9
16,9
18.9

19,0
18,8
18,2
18,2
19,6
18,0
18,9
19,0
19,7
18.7
16,9
18,1
20,1
20,2
20,8
16,3
16,1
17,2
19,0
16,2
16,1
15.8
18,0
19.0
19,8
18,7
18,6
18,4
20,1
15,1
13,5
16,1
17,7
18.0
16,6
17,4
16,2
16,6
18,8
18.5

16.2
15.4
16,0
18,2
19.7
19,4
20,0
16,2
16,2
16,5
17.9
18,6
20.1
19,1
21,1
21,1
20,8
20,7
21,2
20,3
19,2
21,6
19.8

9,5
14,8
15,5
14.3
11.8
11,2
12,4
l0,4
11.0
11,6
12,2
l0,6
11,3
12,2
14.4
16.8
13,9
14,5
13,4
15,9
14,0
12,3
l0,8
14,2
18,2
13,6
12,8
13,2
11,8
13.5

13,0 13,3
16,3 14,8
17,6 14,0
18,0 13.7
18,1 12,6
17,6 13,0
14,8 12,6
14,9 12,3
14,4 13.1
14,2 13,0
15,0 13.5
11,8 12.8
12,2 13.3
14,3 15,0

(')ler por colunas

l0.2
13,2
12,4
13,1
14,6
13,8
14,7
12,7
14,7
13.3
12,6
13,5
12,1
11.8

8.6
9,3

10.0
13.2
1 1,5

11.6
13,4
15,1
11.9
12,8
14,2
l0,4
9,4
6.6
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18,2 13,3 11,2 14.6 9,6
18,9 14,4 l0,6 12,0 11,0
18,0 17.6 11,4 13.2 l0,6
19,3 17,0 12,3 14,9 11,6
17,8 16,0 11,0 14,8 11,0
18.8 16.2 l0,6 13,2 11,4
18,3 16,3 l0,8 12,2 12,6
18,4 16,4 8,6 11,5 12,4
18,4 15.2 6.5 12,8
18.3 15,7 8,2 13,9
17.5 14.3 12,4 12,0
16,8 14,6 14,4 l0,4
15,6 13,3 14,1 11,8
16.0 15,8 11.5 13,4
17,3 11.8 5,6 12,6
16,9 14,3 7,2 14,8
14,0 14,4 9,5 12.6
14.4 14.4 7,9 12.8
15,6 14,4 14,5 11.8
16.9 16.8 11,6 12,8
17,2 15.4 14,4 13,0
16,1 13,8 14,5 12,5
13,6 11,2 12.0 l0,2
14,6 14.6 l0.9 11.6



APENDICEB

PROGRAMAS



B.l - Programa referente às estimativas não-paramétricas da função de regressão de Xt em Xuj,
proposta em Tong (1990).

xt< - # Colocar a série a ser analisada neste objeto#

p< - # Colocar a ordem do processo auto-regressivo neste objeto#

N<-length(xt)

mini <-min(xt)

minimo<-round(mini ,l)

maxi <-max(xt)

maximo<-ceiling(maxi )
h<-1.5

x<-seq(mínimo,máximo.h)

n<-length(x)

BN<-1/sqrt(N)

mjx<-matrix(0,n ,p)
somal <-0

soma2<-0

for (l in l:p){

somam <-0

soma2<-0

for (i in l:n){

V<-j+l
for (l in y:N){

Z<-(x]i]-xt]l-j])/BN

if (abs(Z) <= 1)

K<-1 -abs(Z)

esse(K<-0)
deltas-K/BN

somali-somam + xtllJ*delta

soma2<-soma2 + delta

mjxli,jl< -somal/soma2
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B.2 - Programa referente ao teste F de linearidade fhresho/d proposto em Tsay (1989), caso
univariado.

remove(ls0)

#lntroduziros dados#

Y<- #colocar neste objeto a série a ser analisada#

n<-length(Y)

p<- #colocar neste olãeto a ordem auto-regressiva da série#

d<- #variar de l até p o valor deste objeto para que, em cada caso
o programa calcule o nível descritivo do teste#

pl<-P+l
valor<-p+l-d

h<-max(l ,valor)

nl <-n-d

n2<-n-d-h+l

Y<-matríx(Y.l . n)

s<-seq(n)

s<-matrix(s, 1 , n)

YI <-Y[.h: nl ]

Yl<-matríx(YI .l . n2)

sl<-s[,h:nl]
sl<-matrix(sl ,l . n2)

indord<-order(YI ,sl )

s2<-sl]c(indord)]
Y2<-Yl]c(indord)]
s3<-s2+d

Y3<-Y]c(s3)]
Y3<-matrix(Y3, n2, 1 )

s4<-matrix(,n2,p)

82



for (i in l:n2) {

for (j in l:p){

s4tÍ .j]<-s3]i] -j

}

}

Y4<-Y]c(s4)]

Y4<-matrix(Y4 , n2 ,p)

y41<- matrix(, n2, 1)

for (i in l:n2){

y41lil<-l

}

matrizX<-append(y41 , Y4)

matrizX<- matrix(matrizX, n2, pl )

m<-(n/lO)+p
m<-trunc(m)

Ym <-Y3]1 :m . ]

matrizXm<- matrizX]l :m,]

#foram criados oito objetos de betão a beta7, pois, a ordem auto-regressiva utilizada neste caso foi 7
sendo assim, se a ordem do processo a ser testado for diferente crie mais (ou menos) objetos#

beta0<-matrizXm[, 1] #este objeto contém uma co]una de ] 's#
betal <-matrizXmt ,2]

beta2<-matrizXm[ , 3]

beta3<-matrizXm[,4]

beta4< -matrizXm[ , 5]

beta5<-matrizXmt,6]

beta6<-matrizXmt, 7]

beta7<-matrizXmt, 8]
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#Regressão com as m primeiras observações#

mprimeiros<-lm(Ym - beta0+betal+beta2+beta3+beta4+beta5+beta6+beta7-1)
betam<-coef(mprimeiros)

betam<-matrix(betam.l .pl )

Pm <-t(matei zXm)%*%(m atrizXm )

Pm<-solve(Pm)

n3<-m+l

n4<-n-d-h-m+l

n5<-n4+1

BETA<-matrix(. n5,pl )

BETA[1 ,]<-betam

D<-matrix(,n4. 1 )

A<-matríx(, n4.1 )

E<-matrix(,n4. 1)

K<-matrix(,n4,pl )

Identidades-diag(pl)

Variancias<-matríx(, n5.pl )

for (h in l:pl){
Variancias[l ,h]<-Pm]h,h]

}

#Regressao atualizações(passo m+l)#

for (k ín n3:n2) {

kl <-k-m

k2<-k-(m -l )

xlínha<-t(matrizX]k,])

D[klJ<-1 +xlinha%*%Pm%*%matrizX]k.]

inversoD<-1/D]kl ]
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kml <-Pm%*%matrizX]k, ]

K[kl ,]<-inversoD*km ]

BETA[k2,]<- BETA]k] .] + K]k] ,]*(Y3]k]-(x]inha%*%BETA]k] .]»

a<-matrízX]k,]%*%xlinha
al <-a'inversoD

Pm<-(Identidade - Pm%*%al)%*%Pm

for (l in l:pl){

Varianciast k2 .j]< -Pm [j ,j ]

}

Alkl] <- Y3]k] -(xlinha%*%BETA]kl,])

E[kl[<-A]k]j'sqrt(Drk]])'inversoD #no objeto E encontram-se os resíduos padronizados#

}

#Regressão - teste F#

comeco<-n3

fim<-n2

Y5m<-matrizX]comeco:fim.]

beta.zeros-Y5m[. 1 ]

beta . um<-Y 5m[ ,2 ]
beta .dois<-Y 5m[ , 3]

beta.tres<-Y5m[.4]

beta .quatros-Y 5m[ . 5]

beta.cincos-Y5m[,6]
beta . seis<-Y5m[ ,7]

beta.sete<-Y5mt,8]
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fit. f<-lm(E beta. zeros beta. um+beta. doi s+beta.tres+ beta. quatros beta. cincos beta. sei s+ beta. sete- l )

erro1<-0

erro2<-0

for (i in l :n4)

{

erros <-erros +Etí ,]A2

}

erro2<-resid(fit.f)

erro2<-matrix(erro2. n4, 1)

erro3<-0

for (i in l:n4)

{

erro3<-erro3+(erro2]i.]"2)

}

pl
p2<-n-d-m-p-h

p2

d

numerador<-(erro l -erro3)/(pl )

denominador<-erro3/(p2)

estatf<-nume rado r/denominador

estatf

niveldescritivo<-1 -pf(estatf, pl , p2)

niveldescritivo
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B.3 -- Programa referente ao teste de linearidade fhresóo/d proposto em Tsay (1998), caso
multivariado.

remove(ls0)

Y<- #colocar neste objeto as séries de entrada#

attach(Y)

Y<-cbind(res65, pml 0, temp) #no caso estamos trabalhando com estas três séries#

Y<-matrix(Y, n row(Y), ncol(Y»

conta-nrow(Y)

n<-nrow(Y)

Ya<-matrix(res65, cont. 1) #recebe a série resposta#

Yb<-matrix(pmlO, cont, 1) #recebe a variável explicativa#

Yc<-matrix(temp, cont, 1) #recebe a variável llmiar#

p<- #colocar a ordem auto-regressiva da série resposta#
p2<-P+l

q<- #colocar a ordem auto-regressiva da série utilizada como variável explicativa#
q2<-q+l

d<- #variar este valor de l até o mínimo entre p e q para calcular, em cada caso. o valor da estatística
rx/d\-#

h<-max(p, q, d)

z.inf<-h+l-d

z.sup<-n-d
s<-n-h

colunas<-p2+q2+1

dimens.X<-p+q+l

matrizresposta<-matrix(NA, cona. p)
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for (i in l :p){

matrizresposta[(i+l): cont. iJ<-Ya]]:(cont-i),]
}

matrizresp<-append(Ya, matrizresposta)
matrizresp<- matrix(matrizresp, cont, p2)

matrizexplicativa<-matrix(NA, cont. q)

for (i in l:q){

matrizexplicativat(i+ 1): cont, i]<-Yb]l:(cont-i),]
}

matrizexplicativa<- matrix(matrizexplicativa. cont, q)

matrizexplic<-append(Yb, matrizexplicativa)

matrizexplic<-matrix(matrízexplic. cont. q2)

mat.completam-append(matrizresp. matrizexplic)
mat.completam-append(mat.completa. Yc)

mat.completam-matrix(mat.completa, cont, colunas)

matriz. límia r<-mat. completa]z. inf:z. sup, ]

matriz.ordenada <- matriz.limiar]order(matriz.limiar[,colunas]),]:nco](matriz. ]imíar)]

Y3<-matriz.ordenada[, 1 ]
Y3<-matrix(Y3, s, l)

matrizl<-matrix(l, s, l)
matrizXI <-matriz. ordenadas, 2: p2]

matrizX2<-matriz.ordenada[ ,( p2+2):(co]unas- ])]

matrizX3<-append(matrizl. matrizXI )

matrizX4<-append(matrizX3, matrizX2)

matrizX<-matrix(matrizX4, s, dimens.X)
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m<-5*sqrt(n)

m<-trunc(m)

Ym<-Y3]1 :m,]

matrizXm<- matrizX]l :m,]

#aqui foram criados objetos de betão a beta12, pois, supusemos p 8 e q = 4#

beta0<-matrizXm[,1]

betal <-matrizXm[,2]

beta2<-matrizXm[.3]

beta3<-matrizXmt.4]

beta4<-matrizXm[.5]

beta5<-matrizXm[.6]

beta6<-matrizXm[,7]

beta7<-matrizXm[.8]

beta8<-matrizXm[,9]

beta9<-matrizXm[,10]

beta10<-matrizXm[,1 1]

betal l <-matrizXmt. 12]

beta12<-matrizXm[, 13]

n3<-m+ l

n4<-n-d-h-m+l

n5<-n4+1

pl <-dimens.X
n2<-n-d -h+ l

#Regressao m primeiros#

mprímeiros<-lm(Ym

beta0+betal+beta2+beta3+beta4+beta5+beta6+beta7+beta8+beta9+betal 0+ beta ll+betal 2-1

na.action=na.omit)
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betam<-coef(mprimeiros)

betam<-matrix(betam ,l ,pl )

Pm <-t(matrizXm)%*%(matrizXm )
Pm<-solve(Pm)

BETA<-matrix(,n5,pl)
BETAÍI ,]<-betam

D<-matrix( , n4.1)

A<-matrix(, n4. 1)

E<-matrix(, n4. 1)

K<-matrix(, n4,pl )

Identidades-diag(pl)

Variancias<-matrix( , n5,pl )

for (h in l :pl ){

Variancias[l , hJ<-PmEh, h]

}

#Regressao atualizacoes#

for (k in n3:n2) {

kl <-k-m

k2<-k-(m-l )

xlinha<-t(matrizX]k,])

D[kl[<-1 +x]inha%*%Pm%*%matrizX]k, ]

ínversoD<-1/D]kl]

km l<-Pm%*%matrizX]k.]
K[kl ,]<-inversoD'km ]

BETAjk2.]<- BETAtkl ,] + K]kl ,]'(Y3tk]-(xlínha%'%BETA]kl .]»
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a<-matrizX]k,]%*%xlinha
al <-inversoD'a

Pm<-(Identidade - Pm%*%al)%*%Pm
for (j in l:pl){
Varianciast k2 ,jJ< -Pm [j .j]
}

Alkl] <- Y3]k] -(xlinha%'%BETA]kl ,])

EÍklJ<-A]kl]'sq rt(D]kl])*i nversoD

}

#Regressao.teste C(d)#

valor<- #inserir o número de passos da recursão#

netas-E]l :valor]

neta<-matrix(neta,valor. l )

matrizXneta<-matrizX[ l :va]or,]

#aqui foram criados objetos de beta.zero a beta.doze. pois, supusemos p 8 eq = 4#

beta.zeros-matrizXnetat. l ]

beta.um<-matrizXneta[,2]
beta.dois<-matrizXnetat,3]

beta.tres<-matrizXnetat,4]

beta.quatros-matrizXneta[. 5]

beta.cincos-matrizXneta[.6]

beta.seis<-matrizXneta[,7]
beta.sete<-matrizXnetat.8]

beta .oitos-matrizXneta[ , 9]

beta. novel-matrizXneta[, 1 0]

beta.dez<-matrizXneta[,1 1 ]

beta. onze<-matrízXneta[. 1 2]

beta.doze<-matrizXneta[.1 3]
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fit.quis-lm(neta - beta.zero + beta.um + beta.dois + beta.três + beta.quatro + beta.cinco + beta.seis +

beta.sete + beta.oito + beta.nove + beta.dez + beta.onze + beta.doze - 1. na.action=na.omit)

erro1<-0

erro2<-0

for (i in l :valor)

{

errol <-erros +E]i,]"2

}

erro2 <-resid(fit.qui)

erro2<-matrix(erro2, valor, l)

erro3<-0

for (i in l :valor)

{

erro3<-erro3+(erro2]i,]"2)
}

S0<-erros/valor
Sl<-erro3/valor

Cd<-(valor-(p-q+l»*(log(SO)-log(SI »
cd

gll<-(p+q+l)

niveldescrítivo<-1 -pchisq(Cd, gll)

niveldescritivo
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