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Sumario

Dada uma seqiiéncia de realizagdes de uma cadeia de Markov em tempo discreto e
espaco de estados finito, estimamos a distribui¢ao de probabilidade amostral das transi¢des
dos estados e da medida invariante usando o método de reamostragem. Discutimos alguns
métodos existentes na literatura e propomos dois novos métodos de reamostragem com o
objetivo de reduzir o esfor¢o computacional e garantir a redugdo da variéncia. Para tanto,
consideramos algumas recentes idéias no contexto de classificagao, tais como o Adaboost,
na estimacdo desta distribuigdo. Alguns resultados nimericos ilustram e nos fornecem
evidéncias para 0s métodos propostos.



Abstract

Given a sequence of realizations of a discrete time Markov chain on a finite state space,
we estimated transition probabilities and invariant distributions using a bootstrap method.
We discussed some existing methods in literature and consider two new models of boot-
strap with the objective to reduce the computational effort and to guarantee the reduction
of the variance. For in such a way, we consider some recent ideas in the classification con-
text, such as the Adaboost, to the estimation of this distribution. Some numerical results
illustrate and in they supply evidences to them.
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Introducao

Atualmente, a capacidade dos sistemas de computagdo para gerar e armazenar dados é
grande em relac@o ao seu poder de andlise. Nesse contexto, a descoberta de conhecimento
surge como uma forma de buscar informagdes titeis desconhecidas, que podem estar ocultas
em grandes bases de dados. Esse € dito um processo de mineragao, que tem como objetivo

os métodos de extragdo de informagdes a partir dos dados.

Existem muitas estratégias no processo de mineracdo de grandes bancos de dados que
produzem previsoes, padrdes e relagdes. Uma tarefa da mineracgao é predizer um valor de
um atributo de uma nova observagio quando os valores dos outros atributos sdo conhecidos.
Uma possibilidade € usar um algoritmo de aprendizagem, também denominado algoritmo

de predicdao ou método de classificagio.

Uma coleg@o de observagdes com valores conhecidos do atributo € tratado como um
conjunto de treinamento para um algoritmo de aprendizagem que pode produzir uma regra
de classificagdo. Aplicando diversos algoritmos de aprendizagem a um mesmo conjunto de
treinamento, obtém-se para cada um desses uma descri¢@o do conceito (um classificador),
que descreve esses exemplos de forma mais compacta. Um classificador € aquele que
fornece uma decis@o para um dado problema. Diferentes classificadores normalmente pos-
suem previsoes e precisoes diferentes para o mesmo conjunto de dados. A abordagem tradi-
cional para determinar qual € o melhor classificador para uma aplicagao € selecionar aquele
que fornece a maior precisdo (ou erro de predi¢do esperado menor) para essa aplicagao.
Porém, essa abordagem pode ndo ser a mais adequada. Informagdes descobertas pelos
demais classificadores podem estar sendo ignoradas quando se opta por um tnico clas-
sificador. Assim, uma abordagem mais apropriada pode ser a combinagao das saidas de
diversos classificadores. Pesquisas recentes, Friedman, J., Hastie, T., Tibshirani, R.(2000),

Dietterich, T.G.(2000), Breiman, L.( 1996), mostram que utilizando alguma combinagio



de classificadores € possivel obter resultados com maior precisdo comparados com os re-

sultados obtidos por um tnico classificador.

Existem diversos problemas que sugerem a modelagem de cadeias de Markov para
sua soluc@o e € de fundamental importancia a estimac¢do da matriz de probabilidade de
transi¢do e da medida invariante (ou estaciondria). O objetivo deste trabalho é apresentar
alguns métodos de reamostragem existentes para a estimagdo da distribui¢do de probabi-
lidades das transi¢oes e da medida invariante e considerar o procedimento de combinaco
de classificadores no contexto de cadeias de Markov, definindo como classificador a pro-
babilidade de transi¢do estimada assim como sua medida invariante estimada a partir de

realizag¢des do processo estocastico.

Dada uma seqiiéncia de realiza¢des de uma Cadeia de Markov em tempo discreto com
espago de estado finito, estimamos as probabilidades de transi¢do usando o método de
reamostragem (Bootstrap).

Um problema central na estatistica é determinar o estimador para um determinado
pardmetro de interesse e avaliar a acurdcia deste estimador, através das estimativas do erro
padrdo e consequentemente encontrar intervalos de confianga. Efron (1979), introduziu a

versao bootstrap, motivado por esse problema.

Este método tem por base a idéia de que a amostra original é tratada como se fosse a
populagdo que deu origem aos dados, ou seja, a idéia é repor a distribui¢do desconhecida
da populag@o pela distribui¢do empirica, da amostra original.

Propriedades dos estimadores podem ser baseados na distribuigcdo empirica. Algumas
vezes estas propriedades sdo determinadas analiticamente, mas na maioria das vezes podem

ser aproximadas, por exemplo, pelos métodos de Monte Carlo.

O bootstrap de Efron pode ser definido da seguinte maneira: Considere uma amostra de
n vetores aleatorios idependentes e identicamente distribuidos X1,. .., X, e o estimador
9(X 15+, Xy) (denotado por é). O procedimento para estimar a acuricia de 6 é definido
em termos da distribuicdo empirica F,. Esta fun¢do tem para cada valor observado dos
vetores aleatdrios X; a probabilidade 1/n, parai = 1,...,n.



A funcao distribui¢cdo empirica € o estimador de mdxima verossimilhanca da distribui¢ao
para as observacoes. A distribuicdo de 6—06¢ aproximada pela distribui¢cao obtida por gerar
valores de 6 pela amostragem independente com reposi¢@o da distribui¢cdo empirica F;,. A
estimativa bootstrap do erro padrdo de 0 ¢ entdio o desvio padrdo da distribuicao de boot-

strap para 6 — 0.

A aplicagdo da técnica requer a geracdo de reamostras, isto é, amostras obtidas pela
amostragem independente com reposi¢do da distribui¢do empirica. O procedimento con-

siste em:

1. Gerar uma amostra de tamanho n (onde n € a amostra de tamanho original) com

reposic¢do, da distribui¢do empirica.
2. Calcular 6*, o valor de 6 calculado na amostra.

3. Repete os passos (1) e (2) B vezes.

Pela repeticao dos passos 1 e 2, B vezes, obtemos a aproximacao de Monte Carlo para a
distribui¢@o de 6*. O desvio padrdo de 8* € a aproximagdo de Monte Carlo para a estimativa
do erro padrao para 9.

Desejamos conhecer a distribui¢ido de 6 — 0, mas o que temos € a aproximagdo de
Monte Carlo para a distribuicdo de 6* — 6. A idéia principal do bootstrap € que para
n suficientemente grande esperamos que as duas distribuicdes sejam aproximadamente a

mesma.

A idéia do bootstrap é que a variabilidade de 6* serd similiar a variabilidade de 8. Existe
uma boa razao para acreditar que isto € verdade desde que n seja grande, pois assim F),

fica pr6xima de I, e amostrar com reposi¢@o de F, € quase amostrar aleatoriamente F'.

Um resultado importante é o Teorema Glivenko-Cantelli, Chung (1974), que afirma que
a distribui¢dao empirica converge uniformemente com probabilidade 1 para a distribui¢@o
F' quando as observagdes sao independente e identicamente distribuidas, ou seja,

sup | Fy(z) — F(z) |— 0,

—oo<e<oo

quando n — 0o, com probabilidade 1.
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O procedimento para encontrar intervalos de confianga (IC’s) dos paridmetros consiste
em obter B estimativas através da reamostragem, definir a func¢éo distribuicdo a partir

destas estimativas e entdo encontrar o intervalo de confianga desejado.

A seqiiéncia de Markov deve ser adaptada para ser utilizada neste contexto, e é intro-
duzida a reamostragem em blocos. Com o objetivo de garantir a redugdo da variincia é
proposto a reamostragem ponderada, que utiliza idéias do método de combinag@o de clas-
sificadores.

No capitulo 1 discutimos alguns dos métodos de reamostragem em blocos bem co-
nhecidos para cadeias de Markov; Reamostragem Uniforme em Blocos, Reamostragem
Balanceada em Blocos, Reamostragem de Importancia em Blocos e Reamostragem Balan-
ceada de Importdncia em Blocos. No capitulo 2 apresentamos o conceito de classificadores
dando como exemplos a Arvore de Decisdo e a Regressdo Logistica, e descrevemos o pro-
cedimento de combinagdo de classificadores, onde sio estudados os métodos de Bagging e
Boosting. No capitulo 3 apresentamos duas novas propostas de reamostragem para Cadeias
de Markov, que consistem em uma adaptac@o do procedimento de combinagfo de classifi-
cadores, a Reamostragem Ponderada em Blocos e a Reamostragem Balanceada Ponderada
em Blocos. No capitulo 4 discutimos os métodos de reamostragem apresentando algumas

evidéncias numeéricas.



Capitulo 1

Métodos de Reamostragem para
Cadeias de Markov

Dada uma seqiiéncia de realizagdes de uma cadeia de Markov com espago de estados
finito, em tempo discreto, desejamos estimar as distribuicdes de probabilidade da estatistica

de médxima verossimilhanga das transi¢coes e da medida invariante.

Considere x = {zo, ..., T } uma realizagcdo de um cadeia de Markov ergddica (recor-
rente positiva, aperiddica e irredutivel) {X;; 7 = 0,...,n}, em um espago de estado finito
S = {1,..., s}, com probabilidade de transicdo P = (p;;). A ergodicidade implica a e-

xisténcia de uma medida invariante IT = (7y,...,m,), m; > 0, lej =1, m = Z TiDijs
j= i

j=1,..,separatodoi € S, pg’) — m;j exponencialmente rdpido quando n — oo, onde
P = P{Xp =3 | Xo=1}.

Seja n;; o nimero de transi¢des do estado ¢ para o j em x, € n; 0 nimero de visitas ao

estado i em x. O estimador de médxima verossimilhanga da probabilidade de transi¢do P €
~ ~ . A .« e n'_lla n; > 0 . .
dado por P, = (pn(1,7)), onde p,,(1,,])={ i com d;; = 1 parai = j, e 0 caso
ij» CC

contrério, e podemos estimar IT por IT, = (#,(i)), onde 7, (i) = n;/n.



Seja a matriz de varidncia-covariancia de P, definido por

Pl (i, ) = (k1)

ik = L (E=k), (5 #1) (1.1)
0, cc

A dificuldade em calcular a matriz de variéincia-covaridncia assintética faz este pro-
cedimento pouco apropriado. Assim o método de reamostragem € uma técnica iitil para

estudar este tipo de problema.
O método de reamostragem (bootstrap) proposto por Efron(1979), consiste em :

Considere uma amostra independente e identicamente distribuida (i.i.d) z = {21y r 2}
de uma fungdo distribui¢io F' e estatistica de interesse s(z). A estimativa de bootstrap para
a Esperanca de s(z) é dada por

é = Ezs(z"), (1.2)

onde F' € a fungdo distribui¢do empirica, E é a esperanga sob F, e z* = {z},...,z°} é
retirada com distribui¢do uniforme de z, com reposi¢do. A menos que s(z) seja a média ou

outra estatistica simples, ndo € facil calcular exatamente ¢, entio aproximamos é por

1 B
N [ xb 3
€B = _B bEZI 6(Z )a (1.3)

onde cada z** é uma amostra de tamanho n retirada com reposi¢ao de z, B € o nimero de

simulagdes de Monte-Carlo, e s(z*?) € o valor da estatistica s avaliado para z*°.

A férmula (1.3) € um exemplo de uma estimativa de Monte Carlo da esperanca £ #8(Z").
De acordo com a lei dos Grandes Niimeros ég — é quando B — oo, e var(ég —¢) = ¢/B,
onde ¢ > 0 € uma constante, assim a variancia vai para zero quando B — oc. A variancia

amostral de ép pode ser estimada por,

var(eg) = ﬁ Z(s(;*b) —ép)> (1.4)

Iremos explorar esta idéia da reamostragem para construir um método para estimar

a distribui¢do de probabilidade das transi¢des e da medida invariante de uma Cadeia de



Markov de ordem um. Primeiro discutimos a reamostragem uniforme em blocos baseado
no processo introduzido por Athreya e Fuh (1992). Davison (1986) propos a técnica da
reamostragem balanceada para reduzir o esforco computacional. Hall (1990) discutiu a
eficiéncia assintdtica da reamostragem balanceada em relacao a reamostragem uniforme,
em problemas de estimagdo de fungdes de distribui¢do e quantis. Johns (1998) e Davi-
son (1988) apresentaram a técnica da reamostragem de importancia, quando o tamanho
da amostra € fixo e esta técnica mostrou-se um esquema amostral para simular um evento
raro. E de fato uma técnica de reducdo de varidncia. Booth, Hall e Wood (1993) discu-
tiram a técnica de reamostragem de importincia balanceada, que combina os aspectos da

reamostragem balanceada e da reamostragem de importéncia.

Athreya e Fuh (1992) ao estudarem a realizagdo de uma cadeia de Markov x, parti-
cionaram em blocos {z;;l = TW,..., T — 1}, onde T ¢ o tempo do a-ésimo
retorno a um estado recorrente /A. A partir de um critério apropriado de parada temos pela
propriedade forte de Markov que esses blocos s@o i.i.d. Assim, o método de reamostragem
pode ser aplicado nestes blocos. Existem duas alternativas para realizar esta amostragem.
A primeira é fixar o niimero de blocos k, e observar a cadeia at€ um n aleatorio. A segunda
é fixar o tamanho da amostra n, assim o nimero de blocos k é uma varidvel aleatéria, onde

o tltimo bloco pode ser descartado.

Considerando a segunda alternativa, observamos a cadeia até o tempo fixado n e obte-
mos k blocos. Para um estado recorrente A fixado, seja TX’) o tempo do a-€simo retorno ao
estado A\, entdo os blocos 77, = {z;;1 = 7l . ,TX’H) — 1} sdoiid. paraa = 1,2,...

A amostra original pode ser decomposta da seguinte maneira:

X = {70, M1, -, Mk, Mk+1} onde mo = {zo,... ,ng)_l} € Mi+1 = {HET(AMM cvey En}.

Seja g(n,) o nimero de visitas do estado ¢ no bloco 74, h(7,) indica o nimero de

transi¢des do estado i para o j no bloco 7,, € T, € o tamanho do a-ésimo bloco, entdo

.o h . - 3 i @ o e
pali,j) = ggz:; ema(i) = %ﬁ’) sdo os estimadores de méaxima verossimilhanca de p;; € m;,

respectivamente, dentro do a-ésimo bloco.



Os estimadores de p;; e 7; de maxima verossimilhanga sdo dados por

k
>~ h(1a)
Pn(i,§) = S, (1.5)
2_:19(77&)
k
> 9(na)
fon(i) = =——. (1.6)
> Ta
a=1

As variancias estimadas desses dois estimadores séo dadas por

k

62 = ———— 3 (g(na)(palis 1) — s 1)) (17)
(&;g(ﬂa))2 o=l
1 k
5% = ——— (Ta(ma(s) — #ta(5)))2 (1.8)
(O‘Z::l Ta)2 a=1

Pela lei forte pn (3, j) € 7, (7) sdo consistentes. Para estimar as distribuicdes de (7, (i) —
m:) € (Pn(i, ) — piz), iremos discutir alguns métodos de reamostragem e propor dois novos
métodos.

Iremos considerar a seguinte notagdo: {1} Método de Reamostragem Uniforme em
Blocos, {2} Método de Reamostragem Balanceada em Blocos, {3} Método de Reamos-
tragem de Importancia em Blocos e {4} Método de Reamostragem Balanceada de Im-
~ portancia em Blocos.

1.1 Uniforme em Blocos

Nesta secdo discutimos dois procedimentos, baseados na reamostragem uniforme em
blocos, para estimar a distribui¢ao das estimativas das probabilidades de transi¢des e da

distribui¢do invariante.



Para um dado conjunto de dados {zg, z1, . . ., Z, }, particionado em & blocos, o esquema
de reamostragem uniforme em estimar a P{(p,(¢,7)—pi;)/d < z}ea P{(7,(1)—m)/d <

x} consiste nos seguintes passos:

1. Para a transicao (i, j) fixa, decomponha a amostra original em k blocos:

{m,n2,....7}. Seja F' a medida de probabilidade uniforme dos blocos {n.;a =

1.k}
2. Parab=1,..., B, com a amostra original ﬁxada lerire uma amostra de tamanho k
de acordo com F. Denotando esta amostra por X = {n,ﬁll }, nbk}} definimos as

estimativas da probabilidade de transi¢cdo do estado i para o j e a medida invariante

do estado 1, na b-ésima iteragdo , respectivamente por :

Zki h(ns))
Py (i, d) = T\ (19)
> 90k
k
> g(nia))
m i) = =5 ——. (1.10)
> T
a=1

Como sugerido por Fan,T.H.e Hung,W.L. (1997), as varidncias amostrais das

estimativas de probabilidade e das medidas invariantes sdo dadas por:

k

5 1 P
G = ————— > (g P (i 5) = Pali5)))% (1.11)
(Z_)lg(mfi}))2 o=l
1 k
o) = ,.—DT“})( W (0) = wn0)?, (1.12)
E T{l})z a=1
onde g(ngn} ) € 0 niimero de visitas ao estado i do bloco reamostrado "7;;}, h(n&})
o niimero de transigées (i, j) do bloco reamostrado néa} T{l} é o tamanho do bloco

reamostrado nl}, pi (i, ) = h(nEH /gl e x i i) = g(néi})/Tbﬂi}-
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3. As distribuicbes de (pn (i, j) — pij) /0 e (Tn(i) — m:) /G podem ser aproximadas, res-
pectivamente, pela distribui¢ées empiricas de (ﬁ,ﬁl}(z’,j) —'ﬁn(i,j))/&,fl} e (ﬁ,fl}(i) —
#a(i))/5i0, b=1,...,B.

Para estimar a fungdo distribuicio F de M = (pn(2,7) — pij) /5, seja x{I} =

{77{1} yee s T }} a reamostra retirada aleatoriamente e com reposi¢ao de x = {n;,..., 7}

Seja pl1 (1, j) e 6211}, calculados na reamostra x{!}, para a versdo de p,(i, j) e 62,
respectivamente. Entdo a estimativa de bootstrap de F' é dada pela seguinte probabilidade
condicional F(z) = P(M1} < z | x1), com M1} = (50}(4, §) — pn(4, 7)) /6 1),

A partir da reamostragem uniforme, temos B reamostras independentes, X{ }, e X};} ,

de x, e seja Mb{ Y a versdo de M calculada na reamostra X,E H Assim, a aproximagao de F

pela reamostragem uniforme é dada por:

o]

Fy(z) = Z MM < z) (1.13)

Note que condicionada a y, F,(z) — F'(z), com probabilidade 1, quando B — oo,
e que E(F,(z) | x) = F(z) e Var(Fy(z) | x) = £(1 — F(2))F ().

Pelo Teorema 8 de Athreya e Fuh (1992), o sup | F(z) — ®(z) |— 0, com

—oo<zr<o0
probabilidade 1, quando n — oo, onde ®(.) € a fungio distribui¢do normal padrio.

Segue que com probabilidade 1, quando n — oo, sup | BVar{F,(z) | x} —
—oo<z<oo

{1 - ®(z)}®(z) |— 0, quando B — 0.

Analogamente, para estimar a fungéo distribui¢do F' de M = (#,(i) — ;) /&, tem-se o
Teorema 6 de Athreya e Fuh (1992).

1.2 Balanceada em Blocos

A idéia desta reamostragem € garantir que cada bloco apareca 0 mesmo niimero em

todas as reamostras. Entdo, para uma realizacdo {zg, z1, ... , T, } particionado, em A blo-
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cos, 0 esquema de reamostragem balanceado em estimar a P{(pn(i,7) — pi;)/6 < z}ea

P{(7,(2) — m)/d < z} consiste nos seguintes passos:

|. Fixe a transicdo (i, j) e decomponha a amostra original em k blocos: {ny, 2, ..., Mk }-

Repita cada bloco B vezes, obtendo um total de B blocos.

2. Permute os Bk blocos aleatoriamente, e cada k blocos fornecem uma reamostra

balanceada, num total de B reamostras, x*' = {n2}, ... ,nbk}} b=1,...,B.

3. Para cada uma das reamostras definimos as estimativas da probabilidade de transi¢ao

(i, 7) e da medida invariante do estado 1, na b-ésima iteragdo, respectivamente por :

> h(ni)
RI O i — (1.14)

Dl 0 e e— (1.15)

As varidncias amostrais das estimativas de probabilidade e da medida invariante

sdo dadas por:

k
) 1 s FE
5 = ———— > NP ) =G (116)
(Z_llg(nia} )7 o=t
g k
D G ORS HONE (1.17)
E {2} )2 a=1
onde g(n,fa}) é o niimero de visitas ao estado i do bloco reamostrado nba} , h(n{z})

o niimero de transigées (i, j) do bloco reamostrado nlfa} T{ Y ¢ 0 tamanho do bloco

reamostrado néo} péa}(z,,]) h(n {2})/g(77{2}) e ﬂg}( ) = (77£§})/be}.
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4. A distribuicdo de (pn(i,j) — pij)/6 e (7n(i) — m;)/G pode ser aproximada pela
distribuicdo empirica de (13;2}(13,]') - ﬁn(i,j))/&lfz} e (ir,fz}(z') - fr,,l(i))/(},f?}, b=

1,..., B, respectivamente.

Para construir a aproximagdo da reamostragem balanceada de F', primeiro obtemos
B reamostras balanceadas X,EZ} ,1 < b < B. Sejap(® (i, j) e 522}, calculados na reamostra
x 2, para a versdo de p, (4, 5) e 6{?}, respectivamente. Entdo a estimativa de bootstrap de
F édada por F(z) = P(M < z | x), com M{® = (52 (i, j) — pnli, 3)) /512

A aproximacio de F' pela reamostragem balanceada é dada por:

B
Fy(z) = %Zl(Mb&} < z). (1.18)

b=1

Para obter a eficiéncia assintética de Fb(x) em relagio a F,(z), é necessario verificar
a variancia assintdtica de ﬁ},(:c), que € dado pelo teorema 1, pagina 228, de Fuh,C.D.,
Fan,T.H. e Hung,W.L. (1998), onde sup | BVar{Fy(z) | x} — {(1 — ®(z))®(z) —

—oo<z<0oo

¢(x)*} |— 0, com probabilidade 1, quando n — oo, sendo ®(.) a fungdo distribuicio

normal padrdo, e ¢(.) a fun¢do densidade normal padrio.

De maneira andloga, obtemos a variancia assintdtica da distribuicdo de #(i). Com-
parando os resultados das varidncias da reamostragem balanceada e uniforme, é possivel
verificar que as estimativas da reamostragem de importéncia sdo mais eficientes em relaco

a reamostragem uniforme, quando n — oo, atraveés da seguinte relagdo:

Var(Fy(z))  @(@){l - &(x)} o)
Var(Fy(z)) @@){l - 2(2)} - ¢(z)?’ :

1.3 Importancia em Blocos

Com a notag@o da secdo anterior, o algoritmo para estimar a P{(,, (i, j) — pij)/o < x}
consiste em:



13

1. Para |
€a(is) = 67 ———9(1a) (Pa (4, J) — Pu(4, J)), (1.20)
Z_:lg(na)

seja a distribui¢do de probabilidade de reamostragem {qo;a = 1,... k} de {na;a =
., k} dada por
exp(—Aea(t, 5))

a T )

k
ij —Aeq(1, 7))

onde A é escolhido de tal forma que minimize exp(A?)®(z — A), com ®(.) sendo a

fungao distribuicao normal padrao.

2. Parab = 1,...,B, com a amostra fixada, retire uma sub-amostra de tamanho
k, X{3} = {néf }, . ,nbk}} através da distribuicdo de probabilidade dos blocos
{ga;@ = 1,..., k}. Seja lyy 0 niimero de vezes que 1y, aparece na reamostra Xl{) }.

A estimativa de p, (i, j) é dada por :

B (i) = =—— [ [ (hga) (1.21)
> g(nia)) o=

~(3} 4

A varidncia amostral da estimativa de probabilidade p,” é dada por:
1 k
~2(3 AP
5 = 2 @) ~hGD) (122)
(3 9(mga)))? =1

onde g(nlfa}) € o niimero de visitas ao estado i do bloco reamostrado 77,53} h(n {3}) 2

niimero de transicdes (i, j) do bloco reamostrado 77;2} e p,{,i} (i,7) = h(n,, {3} )/ J(n,fi} ).

3. Da mesma forma que nas secdes anteriores, a distribuicdo de (p,(i,j) — pij)/o
pode ser aproximada pela distribuicdo empirica de (p, 53 }( J) —pali, 7))/ (3,53} , b=
1,...,B.
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O procedimento para estimar P{(7,(z) — m;)/6 < z} pelo método de reamostragem

de importancia em blocos consiste em:

1. Para
ali) = 571 T (o (i) — a(d)), (1.23)
> Ta
a=1
seja a distribui¢do de probabilidade de reamostragem {qo; 0 = 1, ... k} de {na; o =
., k} dada por

exp(—Aeqa(i))

a = )

k
sz —Aeq (1))

onde A é escolhido de tal forma que minimize exp(A?)®(z — A), com ®(.) sendo a

fungdo distribui¢do normal padrdo.

2. Parab=1,..., B, com a amostra fixada, retire uma amostra de tamanho k, xl{, =

{n,ff }, e nbk}} através da distribuicdo de probabilidade dos blocos {qa; o0 = 1, ..., k}.

Entdo a estimativa de 7,(i) é dada por :

i (1) = = T (ko) = (1.24)

A varidncia amostral da estimativa da medida invariante é dada por:

29 = LSy - a ) (1.25)
Z T{3} 2 a=1

onde Tb{j Y é 0 tamanho do bloco reamostrado nén} e 7‘;2}( ) = (ngg}) / Tb{f }.

3. Assim, a distribui¢do de (7,(i) — m;)/G pode ser aproximada pela distribuicéo
empirica de (ﬁ,fB}(i) - fr,,(i))/&,fs}, b=1,...,B.



15

Na reamostragem de lmportanma cada bloco 7, tem uma probabilidade de ser sele-
cionado p(1a), com p(1a) > 0 e Z p(1.) = 1. Retiradas B reamostras X( }1<b< B,
entdo a aproximacao de F (z), pela reamostragem de importéancia é

k

B
Ae) = = 3104 < 2) [[(kn(na) =, (1.26)

B
b=1 a=1

{3}

3 C
onde Q{ } ¢ 0 nimero de vezes que 7, aparece na reamostra x,” . O objetivo € encontrar

p(n,) que minimize a varidncia assintética de E, que € equivalente a minimizar
: (1)
o = E{1(M™M < z) [](kp(na))"% '},
a=1

onde Q[{ll} é o nimero de vezes que 7, aparece na reamostra x{!}, sob a reamostragem
uniforme. Entdo,

~ 1} . Y . e

i P (z,J?{l}pn(z,J)
P (G, §) = palig) o

& {1}
k
~ Y QMe (),
a=1
onee (1) (Pali, ) — a )
o (6% o\l — Pal?,
caliy ) = > L) PallsJ) — ulle )
9(a)
a=1
e
k k 0
o~ E{10)_ QMea(i, ) H (kp(na))~@"} = E{1(Vi < z)exp(V2) | X},
a=1 a=1
onde V; = Z Q¥e,, Vs Z Q6 e 6, = —log(k(p(na)). Com k aleatério, as

varidveis aleatonas Vi eV, sdo somas aleatérias multinomiais ponderadas. De acordo com
o Teorema de Athreya, K.B. e Fuh,C.D.(1992), pagma 236, condicionada a y, (\ T L_) é

assintéticamente normal bivariada, com média (0, E( Z d4)), variancia (1, Z
a=1 a=1
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COVElI'l ancia

E( Z €a(?, 7)0a). Entdo quando n — oo,
(0) = exp(s”)®(z — sp),

k k
onde 5* = B(3: ) ¢ p = 1E( cali1)60).

Os valores de s e p que minimizam exp(s?)®(z — sp) sdo (s,p) = (A, 1), onde A =
A(z) > 0 é tal que minimiza exp(A?)®(z — A). Seja d, = Ae, + ¢, onde ¢ é escolhido

tal que E p(n.) = 1. Entdo, a varifncia assintética da reamostragem de importincia é
a=1

minima quando

) = P ACius))

5 eap(~Acali )

parac = 1, ..., k. Por um argumento similar, obtemos a varidncia assintdtica da distribui¢do

de 7(z). Comparando os resultados das varidncias da reamostragem de importancia e uni-
forme, € possivel verificar que as estimativas da reamostragem de importincia sdo mais efi-

cientes em relag@o a reamostragem uniforme, quando n — oo, através da seguinte relag@o,

Var(F,(z)) N O(z){1 — ®(z)}
Var(Fy(z)) exp(A?)®(z — A) — O(x)*

(1.27)

1.4 Balanceada de Importancia em Blocos

A reamostragem balanceada de importéncia é a combinag@o da reamostragem balan-
ceada e da reamostragem de importancia. O balanceado nesta reamostragem significa que
o nimero de vezes em que cada bloco aparece em qualquer reamostragem €é proporcional

a probabilidade de ser selecionado pela reamostragem de importancia.

Com a mesma notag@o da se¢do anterior, o algoritmo para estimar a P{(p,(i.j) —
pij)/6 < x} consiste em:

1. Para .
Ea(ivj) = 5’_1k—9(770-)(7)n(i,j) - ﬁn(lnj)) (128)
> 9(1a)

a=1
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Seja a distribui¢do de probabilidade de reamostragem {q\;a« = 1,...,k} de {ne; a =

.k} por
/ ezlip(—AIEQ(’i,j))
qa = k )
> eap(~A'ea(ir1))

onde A’ é escolhido de tal forma que minimize exp(A?)®(z—A")—{d(z)— A'®(z)}?
com ®(.) sendo a funcado distribuicdo normal padrao e ¢ a fungdo densidade normal

padrdéo.

. Defina B!, = [kBq.], onde (.| denota a parte inteira, obtenha r = kB — Z Bl e
do = kBql, — B.,. Ordene {d,, ..., dy} do menor para o maior. Seja B, = B’ 41,

se a ordem de d,, é maior ou igual ar, ou, B, = B., caso contrdrio. Assim B, é o
ntimero de vezes que o bloco 1, aparece na reamostra balanceada. Ou seja, repete

o bloco 1,4, B, vezes, totalizando Bk blocos.

. Permute os Bk blocos aleatoriamente, e a cada k blocos obtenha uma reamostra

balanceada, num total de B reamostras, X {n,ff b ,nbk}} b= 1,.. ;B

. Para cada uma das reamostras a estimativa da probabilidade de transi¢ao (i, j), na

b-ésima iteragdo é dada por :

h(nézi})
{ }(

k
i,j) = H kg ) "t (1.29)

ﬁM>~ ||M?r

(mfi})

A varidncia amostral da estimativa de probabilidade é dada por:

k
29— L S 6P 6,9) - paG) (130)
(X:: g(n {4}) 2 a=1

{4}

onde g(n,,”) € o niimero de visitas ao estado i do bloco reamostrado mfa}, h

(1 {4}) 5

niimero de transicées (i, j) do bloco reamostrado 77(50} pgi}( j) = (7},5}) /9(: I)gi} ).
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5. A distribuicdo de (pn(i,j) — psij)/G pode entdo ser aproximada pela distribui¢do
empirica de (5" (i, ) — pa(i, 5))/6(", b=1,...,B.

Com a mesma notagdo, o algoritmo para estimar a P{(7,(¢, 7) — m;)/d < xz} consiste

cem:

1. Para
1

> Ta

83

€x(i) = 571

Ta(ma (i) — #tn()). (1.31)

k

=1
Seja a distribuigdo de probabilidade de reamostragem {q.; o = 1, ..., k} de {n.; o =
1,...,k} dada por
, __exp(—Aleq(i))

azg exp(—A'eq (1))

onde A' é escolhido de tal forma que minimize exp(A”?)®(z — A') — {é(x) —

bl

A'®(z)}?, com ®(.) sendo a fungao distribui¢do normal padrio e ¢ a fungdo densi-

dade normal padrao.

2. Defina B, = [kBq,,), onde |.] denota a parte inteira, obtenha r = kB — i Bl e
do = kBq), — B.,. Ordene {d,, ..., d}} do menor para o maior. Seja B, :aéz +1,
se a ordem de d, é maior ou igual ar, ou, B, = B!, caso contrdrio. Assim B, é o
nimero de vezes que o bloco 1, aparece na reamostra balanceada. Ou seja, repete

o bloco n,, B, vezes, totalizando Bk blocos.

3. Permute os Bk blocos aleatoriamente, e a cada k blocos obtemos uma reamostra

balanceada, num total de B reamostras, X1E4} = {-77214} yen ,77,5:} Lb=1,...,B.

4. Entdo a estimativa de 7, (i) é dada por:

= [ (kga) ™", (1.32)
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onde Tb{a} é o comprimento de 77{4} .
A varidncia amostral da estimativa de 7”r£4} é dada por:
1 k
o = ——Z(T“}( OBENONE (1.33)
4

(3 T,0)2

a=1
onde T{ Y ¢ 0 tamanho do bloco reamostrado néa} e WIE:} g(n {4}) /T{: }.

5. Assim, a distribui¢do de (7,(1) — m;)/& pode ser aproximada pela distribui¢ao
empirica de (T, M) - frn(i))/6,f4}, b=1,...,B.

Obtenha B reamostras balanceadas de importancia x{*}, 1 < b < B, a aproximagéo de

reamostragem balanceada de importancia de F' é

B k B
~ 1 4 o 1
Fue) = 5 > 1M < o) [[(hp(na)) % = 53U, (1.34)
b=1 a=1 b=1
onde Q € o nimero de vezes que 7, aparece em X,E }. Temos por Athreya,K.B e

Fuh,C.D.(1992),pdgina 232, que

BVar(Fy(z)) ~ exp(s?)®(z — s) — ®(z)? — {¢(z) — s®(z)}*.
A variincia minima assintdtica da reamostragem balanceada de importéncia ocorre quando

exp(—A’eq(1,7))

k
sz (—A’eqa(i, 7))

P(Ne) =

bl

paraa = 1,..., k, onde A’ minimiza ezp(A'?)®(x — A') — {¢(z) — A'®(x)}*. Por um ar-
gumento similar, obtemos variancia assint6tica da dlsmbulgao de (7). Comparando os re-
sultados das variincias da reamostragem balanceada de importancia e uniforme, € possivel
verificar que as estimativas da reamostragem balanceada de importancia sdo mais eficientes

em relac@o a reamostragem uniforme, quando n — oo, através da seguinte relagao:

Var(Fy(z)) ®(z){1 - ®(x)}
Var(Fu(z)) exp(A?)®(x — A') — (2)? — {o(x) — A'd(x)}?

(1.35)



Capitulo 2

Classificadores

Na mineragdo de dados, o método de classificagdo é um dos mais utilizados. Pode ser
utilizado na descoberta de caracteristicas de clientes, na detec¢do de fraudes, em aplicacoes
na andlise de risco em créditos, entre outras. O objetivo fundamental deste método estd em
extrair conhecimento de um conjunto de dados tal que essas regras possam ser aplicadas a

novos dados.

De certa forma, classificagio pode ser resumida em encontrar uma fungdo que mapeie
objetos com caracteristicas comuns, na mesma classe. A classificacio pode possuir dois

significados diferentes:

1. Dado um conjunto de observagdes, tentar estabelecer a existéncia de classes ou gru-
pos nos dados;

2. Dado um conjunto de observagdes no qual as classes sdo conhecidas, o objetivo
estd em encontrar regras capazes de classificar novas observagdes entre as classes ja

existentes.

O primeiro tipo € conhecido como Aprendizado Nao Supervisionado, o segundo como

Aprendizado Supervisionado. Aqui daremos enfoque em aprendizado supervizionado.

Um aprendizado pode ser visto como um sistema que ajuda a construir uma tomada
de decisdes chamada de classificador. Esse sistema tem disponivel um conjunto finito

de exemplos de casos resolvidos. Os dados de cada caso consistem em um padrdo de

20
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observagdes e a correta classificagdo correspondente. O objetivo € moldar a estrutura
do classificador para um problema especifico, encontrando uma forma genérica de relatar

qualquer padrio particular de observagdes em uma das classes especificadas.

Para definir um classificador considere x um vetor de medidas, entdo X € o espago que
contém todos os vetores possiveis de medidas. Supondo que os casos estejam em J classes,
temos que C' = {1,...,J} é o conjunto das classes. Assim para qualquer x € X, a regra

prediz uma das classes em C' para x.

Definicdo 2.1: Um classificador ou uma regra de classificagdo é uma fungdo

d: X — C.

Uma outra maneira de definir um classificador é definir A; como um subconjunto de X

tal que, A; = {x;d(x) = j}. Os conjuntos Ay, ..., A; formam uma parti¢ao de X.

Definiciio 2.2: Um classificador é uma parti¢do de X, tal que para todo x € Aj a classe

predita é j.

A constru¢do de um classificador depende da amostra de aprendizado, ou de treina-
mento.

Defini¢do 2.3: A amostra de aprendizado denotado por L = {(z1,71), .. -, (zn,IN)}
ondez, € Xej,€{1,...,J},n=1,...,N.

O principal objetivo de um sistema de aprendizado estd em classificar com sucesso
casos nunca vistos. A taxa de erro é a forma mais utilizada para medir a performance
de um classificador. Definimos, a seguir, trés maneiras de estimar a taxa de erro de um

classificador.

Definicdo 2.4: Para X € X, Y € C, seja (X,Y) uma amostra da distribui¢cdo de
probabilidade P(A, j). Definimos

R(d) = P(d(X) #Y). @2.1)
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Dado um classificador, denota-se por R(d) a verdadeira taxa de classificacdo incorreta.
Usando L constréi-se d, e com um outro conjunto de dados de L, observa-se a classificagdo
correta para cada um dos casos deste novo conjunto de dados e entdo encontra-se a classi-
ficag@o predita usando d(x), e temos que a proporgdo da classificagio incorreta por d é o
valor de R*(d).

Uma notago mais precisa seria: P(d(X) # Y|L), ou seja, a probabilidade da classificagdo

incorreta de uma nova amostra dada a amostra de aprendizado L.

Se L for usado para construir d e estimar R(d) entdo tais estimativas sdo denominadas

estimativas internas. Um tipo de estimativa possivel € a resubstituicio definida como,

Definicao 2.5:

N
R(d) = 3" 1d(e) # ). e

Uma outra maneira de obter uma estimativa interna € usar a estimag¢do de uma amostra
de teste, onde os casos de L sio divididos em dois subconjuntos L; e Ly. O subconjunto

L, € usado para construgdo de d, e o subconjunto L, para estimar R(d).

Defini¢fo 2.6: Seja N, o niimero de casos do subconjunto L. Entéo,

R&=5 Y 1da) # o) @3)

2 (mn WJn )GLZ

Um problema na classificag@o é o processo de overfitting, que surge quando um clas-
sificador tem um desempenho bom na amostra de treinamento mas nos dados novos tem
desempenho ruim. Isso pode acontecer porque durante o processo de treinamento, existe
um esfor¢o muito grande do sistema para acomodar os dados de treinamento. Tal esforco

pode levar a uma extragdo de regras pouco genéricas para casos novos.

Na literatura o classificador mais utilizado para combinar é o da Arvore de Decisio.

Iremos na préxima se¢do discutir a construgdo de um classificador deste tipo.
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2.1 Arvore de decisdo

Arvores de Decisio sdo utilizadas em algoritmos de classificagdo, que sdo represen-
tagoes do conhecimento e, a0 mesmo tempo, um eficiente meio de construir classificadores
que predizem classes baseadas nos valores de atributos de um conjunto de dados. Tem a
fungdo de particionar recursivamente um conjunto de treinamento, até que cada subcon-
junto obtido contenha casos de uma tinica classe. Para isso, a técnica examina e compara a
distribui¢do de classes durante a constru¢@o da drvore. Os resultados sdo os dados organi-

zados que sdo utilizados para classificar novos casos.

A capacidade de discriminagdo de uma arvore de decisdo vem da divisdo do espago
em sub-espagos e a cada um destes € associado uma classe. Os mais conhecidos algorit-
mos de drvores de decisdo sdo: CART( Classification and Regression Trees) de Breiman e
Friedman (1984), ID3 de Quinlan (1986) e C4.5 de Quinlan (1993).

A estrutura de arvores de decisdo € a seguinte:

1. Cada n6 representa um atributo da base de dados.

2. Cada galho representa um valor do atributo.

3. Cada folha representa uma classe.

4. Cada percurso corresponde a uma regra de classificagao.

Entdo um caso € classificado seguindo o caminho da raiz até a folha, enquanto suas

caracteristicas satisfazem as ligagdes. Existe apenas um caminho que € utilizado para clas-
sificar os dados.

Os passos para a construc¢ao de uma drvore de decisao sao:

1. Escolher um atributo como sendo a raiz;

N

. Criar galhos para todos os diferentes valores do atributo selecionado no passo 1;

3. Se todos os exemplos de treinamento sobre uma folha pertencerem a uma mesma
classe, esta folha recebe o nome de classe. Se todas as folhas possuem uma classe, o

algoritmo termina.
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4. Caso contrdrio o né € determinado com um atributo que ndo ocorra no trajeto da raiz,

e galhos sao criados para todos os valores, e retorna-se ao passo 3.

Um critério utilizado para a escolha do atributo pode ser a Entropia.

Um sistema completo de eventos Ay, ..., A; € um conjunto tal que um e somente um

deles deve ocorrer a cada tentativa. Se tivermos os eventos A, . .., A;, conjuntamente com
J

suas probabilidades estimadas ps,...,ps (p; > 0,>_ p; = 1), entdo temos um esquema
i=1

finito dado por

A Ay ... Ay
Pr D2 ... DPJg

Todo esquema finito descreve um estado de incerteza, onde se deseja prever o resultado
de um experimento com base nas probabilidades de cada evento. O grau de incerteza é

possivelmente diferente para esquemas diferentes.

A medida de entropia busca medir o grau de incerteza em cada esquema finito, e é

definida como,
Definic¢ao 2.1.1:

J
Entropia(py,...,pJ) = — Zpilog(pi). (2.4)
i=1

Na defini¢do acima, os logaritmos sao tomados numa base fixa qualquer e p;log(p;) = 0
sempre que p; = 0.

O ganho da informacao € dado pela diferenca entre o valor da informagéo do atributo
categorico e do atributo em questio, e € utilizado este conceito de ganho para construir as
drvores de decisdo. Em cada n6 € colocado o atributo com maior ganho entre os atributos

ainda ndo considerados no caminho desde a raiz até o né.

Se o atributo for numérico utiliza-se um teste que produza uma parti¢do do conjunto
de exemplos de treinamento, utilizando para isso um ponto de referéncia, que pode ser
qualquer ponto intermedidrio entre dois valores diferentes e consecutivos dos valores ob-

servados.
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2.2 Modelo de Regressao Logistica

Cox (1970) tornou o0 modelo de Regressdo Logistica popular entre os estatisticos. Este
modelo fornece estimativas das probabilidades de cada observagdo pertencer a uma deter-

minada classe, e a observacdo é classificada na classe com maior probabilidade.

Para a varidvel resposta Y € {0, 1}, considere o modelo de regressdo logistico linear

simples em que p(z), a probabilidade de Y = 1 dado o valor x de uma varidvel explicativa,

e defina: (@)
p(x
log{ ———1} = a + Pz, (2.5)
el
onde a e [3 sdo pardmetros desconhecidos, obtendo assim a relagdo
ea+ﬁz 6
= 2.
p(z) T (2.6)

sendo essas estimativas restritas no intervalo [0, 1].

O modelo estimado por Médxima Verossimilhanca € dado por:

Uy a.f) = ) {wlog(p(w:)) + (1 - y)log(1 - p(z))}

= S i logl )

i=1

onde [ é o logaritmo da fungdo de verossimilhanca.

Derivando em relagiio ao pardmetros desconhecidos obtemos as equagdes nao-lineares,
e assim pode ser utilizado o método iterativo de Newton-Raphson para obtengéo da esti-
mativa de maxima verossimilhan¢do dos parametros.

Estimando os pardmetros e as probabilidades, utilizamos estas para classificar as obser-
vagdes. Uma observagiio que apresenta alta probabilidade em pertencer a determinada

classe € alocada para esta classe.
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2.3 Combinacao de Classificadores

Recentes resultados de Dietterich (2000), afirmam que é possivel construir combi-
nacoes de classificadores com maior precisao do que um tnico classificador e isso se deve

a trés razoes.

A primeira razdo € estatistica. Um algoritmo de aprendizado faz uma busca no espago H
de hipéteses para identificar a melhor. O problema estatistico aparece quando o conjunto de
treinamento € muito pequeno e com alta variabilidade comparado ao espago de hipéteses.
Sem uma quantidade suficiente de dados, o algoritmo de aprendizado pode encontrar di-
ferentes hipéteses em H com a mesma precisdo no conjunto de treinamento. Construindo
uma combinag¢do com todos esses classificadores, o algoritmo pode fazer uma combinagio

dos resultados dos mesmos e reduzir o risco de fornecer um resultado incorreto.

A segunda razdo € computacional. Muitos algoritmos de aprendizado utilizam alguma
forma de busca restrita que pode parar em um 6timo local. Nos casos em que o conjunto de
treinamento € suficiente, ou seja o problema estatistico é ausente, ainda pode ser dificil para
o algoritmo encontrar a melhor hipétese. Entdo uma combinagfo construida com a busca
local partindo de pontos diferentes pode obter uma melhor aproximagdo da verdadeira

funcdo desconhecida do que qualquer um dos classificadores individuais.

A terceira razdo € representacional. Na maioria das aplicagdes de aprendizado, a
hipétese verdadeira pode ndo ser representada por nenhuma das hipéteses no espaco H. De-
senvolvendo uma soma ponderada das hipéteses retiradas de H, pode ser possivel ampliar
o espago das hipéteses. H4 muitos algoritmos de aprendizado para os quais H € o espago
de todos os possiveis classificadores, mas com uma amostra de treinamento finita, esses al-
goritmos irdo explorar apenas um conjunto finito de hip6teses e finalizardo a busca quando
encontrarem uma hipétese que satisfaca o conjunto de treinamento. Deve-se considerar o
espago H como o das hipéteses efetivamente pesquisado pelo algoritmo de aprendizado
para um dado conjunto de treinamento.

Um método de combinagio de classificadores utilizado é o método do votante (voting).
Ao utilizar este método, sdo gerados classificadores com diferentes conjuntos de treina-

mento e sua combinagdo € feita através da vota¢do dos resultados de cada classificador.



27

Essa votacdio pode ou ndo ser ponderada e, a combinagdo, possivelmente, terd uma pre-

cisao melhor do que qualquer um dos classificadores que a gerou.

0 método do votante (voting) pode ser dividido em dois tipos: os que mudam a distribuig¢ao
do conjunto de treinamento baseado no desempenho dos classificadores anteriores, como

o algoritmo Boosting, € os que ndo mudam a distribui¢do, como o algoritmo Bagging.

Nas préximas segdes iremos descrever os algoritmos Bagging e Boosting.

2.3.1 Bagging

O algoritmo descrito por Breiman (1996) que recebeu o nome de Bootstrap Aggrega-
ting, ou Bagging, realiza a combinagdo de classificadores gerados pelo mesmo algoritmo de
aprendizagem. De acordo com esse algoritmo, dado um conjunto de treinamento N, com
n exemplos, sdo geradas B amostras desse conjunto, chamadas Bootstrap. Cada amostra é
formada tomando aleatoriamente 7 exemplos de N, com substitui¢do. Assim, eles possuem
o mesmo nimero de exemplos de NN, sendo que alguns podem aparecer mais de uma vez e

outros podem ndo aparecer.

As amostras sdo usadas como novos conjuntos de treinamento, dando origem a B clas-
sificadores. Com o objetivo de gerar o classificador final os B classificadores sdo agrega-

dos, no caso de classificagiio a classe mais votada nas B amostras € escolhida.

Algoritmo de Aprendizado HClassiﬁcad@

Algoritmo de Aprendizado |—{Classificador B

Seja S = {(z1,y1), -, (Tm, Ym)} um conjunto de dados de treinamento, e dy(x) um
classificador construido com base na amostra S. Entéo o procedimento Bagging consiste

em
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Parab=1,..., B,

1. Construir uma amostra bootstrap S} , de acordo com a distribuicéo uniforme.

2. Construir o classificador d},(x) utilizando a amostra Sj.

O classificador final é dado pela classe mais votada :
dp(z) = argmaz;{dy(z) = j}.

Existe vasta literatura deste procedimento no contexto do desempenho de classificadores

instéveis, ou seja classificadores com alta variancia.

2.3.2 Boosting

Boosting, descrito por Freund e Schapire (1996), é uma tentativa de produzir novos
classificadores, que sdo melhores principalmente por classificar corretamente dados para
os quais a eficiéncia dos classificadores comuns é ruim. Ao contrario de Bagging, a pro-
babilidade de selecionar um exemplo ndo € igual para todos os exemplos do conjunto de

treinamento. Isso depende da freqiiéncia com que as amostras foram mal classificadas.

Um dos algoritmos mais utilizados do Boosting é o AdaBoost (Adaptive Boosting),
que foi apresentado por Freund e Schapire (1997). Dado um conjunto de treinamento NV,
este algoritmo atribui um peso a cada um dos n exemplos, gerando um novo conjunto de
treinamento /N;. Em cada iteragéo b, um novo conjunto N, € gerado, com base em N,_;, e a
partir desses conjuntos varios classificadores sao formados. Em cada iteragdo os pesos sdo
ajustados de acordo com o desempenho do classificador anterior. Os exemplos que foram
classificados de forma incorreta tém o peso modificado, se o erro de classificacio é grande
este peso € pequeno, se o erro € pequeno este peso € grande. Com isso, os classificadores

modificam a distribui¢do do conjunto de treinamento.

Apos as B iteragOes serem realizadas, a resposta do classificador final é formada através
de uma votagdo ponderada. Nessa votacdo o peso do voto de cada classificador depende do
seu desempenho no conjunto de treinamento usado para construi-lo. Note que o Adaboost

gera os classificadores em série diferente do Bagging, que os gera em paralelo.
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Amostra 1 [Classificador 2 4 ‘Jr] Amostra B
Algoritmo de Algoritmo de Algoritmo de
Aprendizado Aprendizado Aprendizado

| Classificador 1 P—)@] [Classificador B |

2.3.3 Uma analise generalizada do Adaboost.

Seja S = {(z1,v1), -+, (Tm,Ym)} um conjunto de dados de treinamento, onde y; €
{-1,+1}, z; € X,4 = 1,..,m, sendo X C RP, para algum p € N = {1,2,...}.
Assumimos que um algoritmo de aprendizado base aceita como entrada um conjunto de

treinamento .S com distribui¢io D de probabilidade em {1, ..., m}.

Dada tal entrada, o algoritmo ajusta o classificador, em geral h : X — R. O sinal

-1, <0 . .
de hy(z;), onde sinal(f] = ) f‘ >0 ¢ interpretado como o valor predito de z;, e

a | hy(z;) | é a confianca desta predi¢do. Entdo se | hy(z;) | estd proximo ou néo de zero,

isto é interpretado como uma baixa ou alta confianca.

A idéia do método € usar um aprendizado para formar uma regra de predi¢do com alta
acurdcia usando, para isso, algoritmos base com distribui¢des diferentes sobre 0 mesmo

conjunto de treinamento.

O efeito principal da regra de atualizacdo do Adaboost € diminuir ou aumentar o0 peso
dos casos, do conjunto de treinamento, classificados corretamente ou incorretamente por

hy(z;). O procedimento consiste em :

Seja a distribui¢do da primeira iteragdo D (i) = +, parai=1,...,m;
Parab=1,...,B

1. Ajustar o classificador hy(x;) usando a distribui¢dao D,
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2. Define o erro de cada classificador como,

b = Pi~p,[ho(zi) # yil,

isto é, para cada b > 1, o erro de cada observacdo i é a probabilidade de
hy(z;) # y; sob D,

3. Seja

2 €
4. Modifica a distribui¢cdo da proxima iteracdo b+ 1,

.Db+1 (7) = ZibDb(i)ea;p(_abyihb(mi))’

parai=1,...,m, tal que Y Dy (i) = 1.
i=1

B
Seja f(z;) = > aphp(z;) o classificador final baseado na fungdo discriminante que é
b=1"
uma combinagdo das saidas dos classificadores,

H(z;) = sinal([f(z;))]. (2.7

Uma propriedade do Adaboost consiste na redugio do erro de treinamento. Schapire e
Singer [23] (1999) provaram o seguinte limite do erro de treinamento do classificador final
H.

Teorema 2.3.3.1: Seja E a proporgdo de observagoes classificadas de forma incorreta

no conjunto de treinamento, entdo E satisfaz a seguinte desigualdade,
1 m B
E=— Nyt < .
i=1 b=1
Prova:  Se H(z;) # y; entdo y; f(z;) < 0, assim exp(—v; f(z;)) > 1.
Logo, 1(#(z,) 2y} < €xp(—y:f(z;)), entdo

m

1 m 1
- 1 T 1 < —_— N —UY; "11' .
.,n; {H(z)#y} S "’";“p( yif(xi))
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Sendo )
Dp(i)exp(—apyihp(z:))
A ’

o (/m)exp(-yifizi))
Dpi(i) = l—[le A

Dp(i) =

assim

e usando este fato temos que :

# 2?;1 ea:p(—yif(mi)) = Z:';l Dp1(2) Hf:l Zy = HL Zy 0

Uma consegqiiéncia desse teorema é que com o objetivo de minimizar o erro de
treinamento, uma aproximagio seria minimizar Z, em cada iteragdo do algoritmo, assim €

possivel aplicar esta idéia na escolha do .

2.3.4 Escolhendo o,

Seja u; = yihy(x;), € assumindo que Dy(¢) # 0 para todo i, o objetivo € encontrar a; que

minimiza Zy.

Para hipdteses h, € [—1,1] a escolha de oy, pode ser obtida por aproximar Z; como

segue.

Seja,

m m
1+ 1—u
Zb = ; Db(z')e;rp(—a.nui) < ; Db('l,) |: —;U ezp(—ab) -+ U e;rp(ab)
Esta cota € vélida se u; € [—1, 1]. Considerando z = o,y = —av, 3 = I‘T“ € uma

f(z) = exp(—z), entdo pela convexidade da fungdo temos a seguinte desigualdade:

el =88 < (1 J;“") e~ + <1 ;“f> exp(a)

4

Assim é possivel obter o seguinte coroldrio.
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Coroldrio 2.3.4.1 : Assumindo que cada hy, € [—1, 1] temos

= iy (1 * ”’) 2.9)

2 1-— Tp
onde r, = Y v | Dy(i)yshs(z;). O erro de treinamento de H satisfaz

B
E<][[y1-72 (2.10)

b=1

Prova: Pelo lado direito da desigualdade temos:

= NIRRT 1—u;
G =Y Dul) | ean(-cu) + 15 e
=1

Derivando em relac@o a ay:

oG = 1+ U; 1-— U;
S = > |- eap(-cn) + 1 eap(an)

E igualando a derivada a zero, temos:

L[S0 D) +w)
@ = gl [Ez';l Dy(3)(1 —u»]

Segue que,

= N 14y 1 147 1— w; 1 147
Zy £ Dy(i ap [ —=1 zp [ —=
< S0 4t (i (122)) + Syt (Lo (122))]
< Z:T;lDb('i')‘f“"‘b 1—|—T‘b _1/2+ Z:-ZIDI,('I:)—'I'I, l—l-'r'b 172
- 2 1—1‘1, 2 1-—7"1,

& 147y 11— 1/2+ 1—7p 147 12
- 2 1471, 2 1—r
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Quando h;, € {—1, 1} temos:

o= Y. Dyliyyihe(z:)+ Y Do(i)yihe(z:)

iryi=hy () iyi#hy (3)
= > D)- Y, D)
wyi=hp(zi) 2:yi#hy (i)

= (1—61,)—61,:1—26b.

1—¢,
€p

Substituindo ay, = 3log [ ] e Zy < 24/e(1 — e), segue que,

é possivel também determinar «, da seguinte forma:

7, = ZDn('l:)CCL'p(—yiabhb(wi))

i=1

= Z Dy(i)ezp(—ap) + Z Dy(i)exp(cuw)
i:yi=hp (1) iryiZhe (i)
= (1 - e)exp(—ap) + evezp(ow).

Derivando em relag@o a «y temos,

02,

e = —(1- eb)e;rp(—ab) + epexp(ap).

E igualando a derivada a zero temos,
1 (1 = 6b>
ap = —log :
2 €p

Assim Z), pode ser escrito como:

- 1= 1 1—
Zy = (1—¢)exp (—21—log ( 6;")) + €pexp (élog ( - q’))

= 2\/61,(1 = 6[,).

Portanto o erro do classificador final resulta em : E < Hle 2/ (ep(1 —¢p)) O
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O limite superior do erro, portanto, pode ser escrito na seguinte forma,

B B B
1
—A~N2 — prp(— = 2
E< EQ\/I 4y = exp( b2=1(1/2)ln(1 = 4“/3)) < exp(—2 1?:1 v2),

onde v, = 1/2 — ¢,

Assim, se cada classificador for ligeiramente melhor que uma escolha aleatéria, o erro

no conjunto de treinamento cai exponencialmente a zero.

Uma propriedade importante de um classificador € que ele tenha erro de generalizagio
pequeno, ou seja, que a probabilidade do classificador errar em uma observacgdo que nio

foi utilizada para sua construc@o seja pequena.

Dois métodos de analisar o erro de generalizagdo do Adaboost tém sido propostos.
O primeiro dado por Freund e Schapire (1997) usa o conceito de dimensdo VC (esta di-
mensdo € a medida de complexidade de um espago de hipéteses) para limitar o erro de
generalizagdo da hipdtese final em termos de erro de treinamento e um termo adicional que
€ uma fungido de dimensdo VC da hipétese final e o niimero de exemplos de treinamento.
O resultado deste primeiro teorema sugere que 0 Adaboost ir sofrer um desempenho ruim
com dados novos, mesmo obtendo um desempenho bom no conjunto de treinamento, se o

nimero de iteragdes crescer, com N fixo.

Schapire (1998) propds uma anélise alternativa para explicar a resisténcia do Adaboost
em sofrer um desempenho ruim em dados novos, mesmo tendo obtido resultados bons na
amostra. Este método € baseado no conceito de margens (a margem de uma observacio é
um nimero entre [—1, 1] e é positivo se e somente se a hipétese final classifica corretamente
uma observagdo. A magnitude da margem é uma medida de confianca na classificagiio).
Nesta andlise o erro de generalizagdo € limitado pela probabilidade de as margens das
observagoes da amostra de treinamento serem menores que um certo valor, mais um termo
que vai a zero conforme NV cresce. Entdo para que o erro de generalizagio seja pequeno
€ necessdrio que a propor¢do de exemplos que tenham margem menor que este valor seja
pequeno.
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2.3.5 Exemplo dos procedimentos Bagging e Boosting

Nesta secdo, ilustraremos os métodos discutidos neste capitulo. O desempenho dos
classificadores utilizados foi medido em relagdo as taxas de erro obtidas por simulag¢oes

realizadas pelo software R, que consiste em um software estatitico gratuito.

Utilizando como referéncia o documento do pacote gbm, consideramos o conjunto de
dados obtido através de uma simulagdo. Os dados gerados sdo de duas classes, € hd 6
varidveis explicativas. Foram simuladas 6 varidveis com 10.000 observagdes i.i.d., para a

amostra de treinamento, e aplicamos os classificadores Bagging e Boosting.

Para o método Bagging foi utilizado diretamento a fun¢@o bagging do pacote ipred,
do software R. Esta fun¢@o cria classificadores via Bagging com o nimero desejado de
amostras bootstrap combinando drvores de decisdo. O método de Boosting foi testado

utilizando o algoritmo Adaboost implementado no pacote gbm do software R.

Nos dois métodos o nimero de iteragdes dos algoritmos foi definido de 25 até 400
iteracoes e medido o respectivo desempenho. A tabela 2.1 apresenta as taxas de erro esti-

madas para os classificadores construidos pelos algoritmos Bagging e Boosting.
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Iteracdes | Bagging | Boosting
25 0.286 0.412
50 0.264 0.349

100 0.273 0.258
150 0.263 0.195
200 0.260 0.186
250 0.264 0.175
300 0.259 0.174
350 0.258 0.174
400 0.261 0.173
450 0.262 0.173
500 0.260 0.173

Tabela 2.1: Taxas de erro estimadas dos algoritmos Bagging e Boosting, na amostra de
treinamento. Simulagdes realizadas pelo software R.

E possivel notar que com 100 iteragdes o algoritmo Boosting ja apresenta evidéncias de
um resultado superior ao do Bagging. A partir das taxas de erro da amostra de treinamento,
verifica-se que para estes dados simulados o método Bagging nao apresentou melhora ao
aumentar o nimero de iteragdes, enquanto que o Boosting apresentou evidéncias numéricas

de melhora na taxa de erro.



Capitulo 3

Duas novas propostas de Reamostragem
em Blocos para Cadeias de Markov

Neste capitulo, duas propostas de reamostragem para cadeias de Markov, adaptadas e
inspiradas pelo conceito do método Boosting, introduzido no capitulo anterior, sdo apre-

sentadas.

A adaptagio estd na modificagdo da distribuigdo de probabilidade de reamostragem
dos blocos. Como vimos, o método Boosting modifica a distribui¢do de probabilidade dos
dados de acordo com a taxa de erro do ajuste do modelo. Na estimagdo da distribui¢do das
probabilidades de transi¢des e da medida invariante ndo temos uma taxa de erro, uma vez
que ndo conhecemos a resposta verdadeira, assim utilizamos os estimadores de Médxima

Verossimilhanga para estimar uma distancia e entao propor os procedimentos.

A Reamostragem Ponderada em Blocos, para estimar a distribui¢ao das probabilidades
de transigdes, consiste em modificar a distribui¢do dos blocos de acordo com a distancia
destes blocos em relagdo as estimativas da matriz de Verossimilhanga. Ou seja, os blocos
mais distantes recebem pesos pequenos na distribui¢do da reamostragem e blocos com
distancias pequenas recebem pesos grandes. As amostras sdo retiradas de acordo com essa
distribui¢do e sdo entdo calculadas as estimativas. O procedimento para a disribui¢ao da

medida invariante é andlogo.

Jd a Reamostragem Balanceada Ponderada em Blocos é uma adaptag@o da Reamostragem

Balanceada de Importincia em Blocos, que foi apresentada no Capiulo 1, mas com uma

37
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modificagdo nos pesos de cada bloco, agora esses pesos levam em consideragdo a mesma
idéia da Reamostragem Ponderada em Blocos, onde os pesos sao func¢des das disténcias
dos blocos em relagdo as estimativas da matriz de Verossimilhanga. Ou seja, os blocos
mais distantes recebem pesos pequenos na distribuicdo da reamostragem e blocos com

distancias pequenas recebem pesos grandes.

Considerando a seguinte nota¢@o: {5} Método de Reamostragem Ponderada em Blocos

e {6} Método de Reamostragem Balanceada Ponderada em Blocos

3.1 Ponderada em Blocos

O algoritmo de Reamostragem Ponderada em Blocos para estimar a
P{(ﬁn(za]) - pij)/& < I}

consiste em:

1. Seja A um estado recorrente fixado, seja T(A“) o tempo do a-ésimo retorno ao estado
A\, entdo os blocos { X;;1 = TX'), . ,T[(SH) — 1} sd@o i.i.d. paraa = 1,2, ... Para
quaisquer dois estados i e j, que sdo diferentes do estado A\, seja 1, = {z;;1 =
TX’), ‘i ,Tg”l) — 1} 0 a-ésimo bloco. A amostra original pode ser decomposta em

k blocos :{m,m2, .-, M}

Seja fixa a transicdo (i, j), calcula-se a distdncia de cada bloco em relagdo a p, (1, 7),
(1.5):
Do(%,7) =| pa(i,j) — Du(3,7) |, a=1,...,k, 3.1

e a partir desta distancia é calculado um peso para cada bloco:

; .o
Wali, j) = D“"i‘i)’D°(Z’J) 70 . (3.2)
o M 7 e Di(4,5) # 0

A.
e Wo(i,j) = 1 se todos os blocos tiverem D, (i, j) = 0, tal que > W, (i,j) = 1.
a=1

Seja a distribuicdo de probabilidade dos blocos na primeira iteragao dada por:
FY(no) =1/k, parac =1,... k.
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2. Para b = 1,..., B, retire uma amostra de acordo com F°: X {n;f’ L 77bk}}

calcule as estimativas das probabilidades de transi¢do (i, j) da seguinte forma:

k
2 (17{5}
(i, g) = ';—— (3.3)
Z_: g(ni)
A varidncia amostral da estimativa de probabilidade p{ Y ¢ dada por:
29— S 606 - G

k
ijg(n h)2 e=1

onde g(n,, {5} ) é o niimero de visitas ao estado i do bloco reamostrado néa}, h(n {5}) g

niimero de transigées (1, j) do bloco reamostrado 77,Ea} e pba} (4,7)=h ngg}) / J('I’]IES} .

Modifique a distribuicdo da préxima iteragdo b+1, parac = 1,. .., k, de acordo
com os blocos reamostrados da b-ésima iteragdo :
PP, = (o) Wiy 1)1 (e € X§) + F*(na)1 (00 & X3™))

‘i:,l{ﬁ"’(na)wa(i,j)l(na e XN + Fo(na)1(ma & XN}

(3.5)

3. A distribuicdo de (p,(i,j) — pij)/0 pode entdo ser aproximada pela distribui¢do
empirica de (p, 5% (4, ) — ﬁ,,,(i,j))/&gs},b =1,...,B

A idéia do procedimento para estimar a distribuicdo da medida invariante € a mesma
do procedimento anterior, € também foi baseada no conceito do método Boosting. Este
procedimento consiste em modificar a distribui¢do dos blocos de acordo com a distancia
desses blocos em relago as estimativas da medida invariante obtidas pela amostra original.
Ou seja, os blocos mais distantes recebem pesos pequenos na distribui¢ao da reamostragem
e blocos com distincias pequenas recebem pesos grandes. As amostras sdo retiradas de

acordo com essa distribui¢o e sdo calculadas as estimativas obtidas por esta reamostragem.

O algoritmo para estimar a P{(7,(i) — m;)/d < x} consiste em:
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1. Decomponha a amostra original em k blocos: {n1,ms,...,nx}, fixado o estado i.

Calcule a distdncia de cada bloco em relagdo a 7, (1)(1.6):
D (1) =| o (i) — 7 (7) |, a=1,...,k, (3.6)

a partir desta distdncia é calculado um peso para cada bloco:

1D (i
Wa(i) = D@ Da(i) # 0 a7
m’m 7£ 77mD1( ) 7& 0

k
e W, (i) = 1 se todos os blocos tiverem D, (i) = 0, tal que > W, (i) = 1.

a=1
Seja a distribui¢do de probabilidade dos blocos na primeira iteracdo dada por :

FY(ny) =1/k,parac =1, ..., k.

2. Para b = 1, ..., B, retire uma amostra de acordo com F®: X,EE’} = {n,fls},. ,nbk}}

calcule a estimativa da medida invariante do estado i por:

Z: PO

(i) = = —— (3.8)
poss
A varidncia amostral da estimativa da medida invariante é dada por,
1 k
G = ———— S (D (0) - #a0))?, (3.9)

(3 T2 o=
a=1

onde g(nlfa}) € o numero de visitas ao estado i do bloco reamostrado 77{0} T{"}

tamanho do bloco reamostrado n,fa} e Wlf;}( ) = g( nba} ) /Tb{: )

Modifique a distribuicdo da préxima iteragdo b + 1, para o = 1,...,k, de

acordo com os blocos reamostrados da b-ésima iteracdo :
ﬁ'b+1(77 ) _ Fb(%)"Va(i)l( /\IES}) + Fb 770)1(7701 ¢ X[{;s})
a) — T A
zl{Fb(na)I'Va('i’) (na € Xbp }) s F”(%) (770 ¢ X[Es})}

(3.10)

3. Adistribuicdo de (7, (i) — ;) /G pode ser aproximada pela distribui¢do empirica de
(77_;5}() —7‘-11( ))/Jb)}' b= 1 B
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3.2 Balanceada Ponderada em Blocos

Como vimos no Capitulo 1, o balanceado na reamostragem significa que o nimero de
vezes em que cada bloco aparece em qualquer reamostragem € proporcional a probabi-

lidade de ser selecionado pela reamostragem ponderada.

O algoritmo para estimar a P{(p,(z,7) — pij)/¢ < x} consiste em:

1. Fixe a transicdo (i, j), decomponha a amostra original em k ciclos :{n,m2, ..., M }.

Calcule a distancia de cada bloco em relacdo a p, (1, j) (1.5):

Da(i,7) =| pali,§) = Pu(i,0) |, a=1,...,k, @3.11)

e a partir desta distdncia calcule um peso para cada bloco:

1 ..
Wa(i, j) = Dn(idl)’D“(Z’J) 70 . (3.12)
min (Di(ig)) I # Moy Di(4,7) # 0

k
e Wq(i, j) = 1 se todos os blocos tiverem D, (3, j) = 0, tal que ) W (i,j) = L.
a=1
2. A distribuicdo de probabilidade de reamostragem {q.; o = 1,...,k} de {na;a =
L,...,k} é
q; = Wa(’L,_])

3. Defina B., = [kBq,], onde [.] denota a parte inteira, obtenha r = kB — i Bl e
do = kBq, — B.,. Ordene {d,, ..., dy} do menor para o maior. Seja B, :aéz +1,
se a ordem de d,, é maior ou igual a r, ou, B, = BY, caso contrdrio. Assim B, é o
niimero de vezes que o bloco 1, aparece na reamostra balanceada. Ou seja, repete

o bloco 14, B, vezes, totalizando Bk blocos.

4. Permute os Bk blocos aleatoriamente, e a cada k blocos obtenha uma reamostra

balanceada, num total de B reamostras, ,\/,56} = {nif}, e n,ﬁf}}, b=1,...,58
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5. Para cada uma das reamostras defina as estimativas da probabilidade de transi-
¢do do estado 1 para o j e a medida invariante do estado i, na b-ésima iteragao,

respectivamente por :

h(né?)

M-

2
Il
N

A (i) = (3.13)

onl®)

9y

M»

2
i)

A varidncia amostral das estimativa de probabilidade p{ Y ¢ dada por,

k
B = L;Z(( N6, 5) - pa@, )% (B.14)
(2 glme)))? ==

-

onde g(nba}) € o niimero de visitas ao estado i do bloco reamostrado nlfe} h(np, (6} ) é

o numero de transi¢ées do estado i para o j do bloco reamostrado n,fa} pég}( 1=
{6 6
h(ma))/9(mis))

6. A distribuicdo de (p,(i,7) — pi;)/G pode entdo ser aproximada pela distribuicdo
empirica de (]3,56} (4,7) — ;ﬁn(i,j))/&gﬁ}, b=1,...,B.

Com a mesma notagdo, o algoritmo para estimar a P{(,(%,j) — m)/d < =} consiste

em:

1. Fixe o estado i, decomponha a amostra original em k ciclos Anm,m2, ..y }. Calcule

a distdncia de cada bloco em relacdo a 7, (i):
Da(i) =| ma(d) — 7n(i) |, a=1,...,k, (3.15)

e a partir desta distancia calcule um peso para cada bloco:

1 7
Wa(i) = § 2= Aaad (3.16)
mim Oy M 7 May Di(2) #0

k
e W, (i) = 1 se todos os blocos tiverem D, (i) = 0, tal que S W, (i) = 1.

a=1



43

2. A distribui¢do de probabilidade de reamostragem {q.; o = 1,...,k} de {na;a =
Lk} é
0o = Wa(2).

3. Defina B!, = [kBq.), onde [.] denota a parte inteira, obtenha r = kB — i Bl e
do = kBq/, — B.,. Ordene {d,,...,dy} do menor para o maior. Seja B, :HBZ +1,
se a ordem de d, é maior ou igual ar, ou, B, = B, caso contrdrio. Assim B, é o
niimero de vezes que o bloco 1, aparece na reamostra balanceada. Ou seja, repete

o bloco n,, B, vezes, totalizando Bk blocos.

4. Permute os Bk blocos aleatoriamente, e a cada k blocos obtenha uma reamostra

balanceada, num total de B reamostras, X = {né? b 77bk}} b=1,...,B.

5. Entdo a estimativa de 7,(1) é dada por :

T 6) = = (3.17)
£ l6)
X—:l Tba
A varidncia amostral da estimativa de 7r{ } ¢ dadas por,
6—3{6} k E(T{6}(7r{6} ( )))2’ (3.18)
E T{G})2 a=1
onde T{ Y ¢ 0 tamanho do bloco reamostrado néa} e n}fj} (77152}) / Tb{f }.

6. Assim, a distribuicdo de (7,(1) — m;)/d pode ser aproximada pela distribuigcdo
empirica de (T, 8} (3) — fr,,(?'.))/&{ﬁ}, b=1,...,B.



Capitulo 4

Simulacoes dos Métodos de
Reamostragem para Cadeias de Markov

Neste capitulo iremos aplicar os métodos de reamostragem em cadeias de Markov estu-
dados, com o intuito de ilustrar e comparar. Para uma cadeia de Markov ergddica de 3 esta-
dos, S = {0,1,2}, com estado inicial X, = 1, comparamos os métodos de reamostragem
através dos intervalos de confianga estimados para a probabilidade de transicéo do estado
0 para o 0 e para a medida invariante do estado 0. A amostra original é gerada pela cadeia

de Markov ergédica com matriz de probabilidade de transi¢io dada por:

033 033 0.34
P=1 05 025 025 |,
05 035 0.15

e medida invariante dada por:

"= ( 0.429 0255 0316 )

Seja o estado recorrente fixado A = 1 e para o tamanho da amostra 350, obtemos 121
blocos. Fixamos a transi¢do do estado 0 para o estado 0 e para estimar P{(p, (0. 0) —

poo)/o < x} e P{(7,(0) — my)/d < x}, implementamos, utilizando o software R , os

44
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métodos de reamostragem Uniforme em Blocos, Balanceada em Blocos, Ponderada em
Blocos e Balanceada Ponderada em Blocos. Utilizando diferentes nimeros de simulagdes,
com a mesma amostra original, comparamos os intervalos de confianga de 95% obtidos
pela distribui¢do empirica, através do método percentil, e, também considerando que a

distribui¢@o limite é a Normal Padrao.

Temos um pardmetro 6 e uma estimativa 6, para 6. Seja 8* uma estimativa nao para-
métrica de 6 baseado na amostra de bootstrap e seja S* uma estimativa do desvio padrdo
para 6 baseado na amostra de bootstrap. Defina M* = (§* — 6,,)/S*. Para cada uma das
B estimativas de 6* existe um M* correspondente. Seja a fun¢ao distribui¢ao dos valores
observados

Gi(z) =P{M* < z}.

Para qualquer fungio distribui¢io F' e 7 € (0,1), o 7-ésimo quantil de F' é F~!(7) =
inf{z : F(z) > 7}. O método percentil de bootstrap define G;*(a) e G;*(1 — a) como

os limites inferior e superior para o intervalo de confianga de (1 — 2c) para 6.

Apresentamos os resultados em duas se¢des. A primeira apresenta os resultados para a
probabilidade de transi¢do do estado 0 para o estado 0, pgg, € a segunda se¢do apresenta os

resultados para a medida invariante do estado 0, 7 .

4.1 Probabilidade de Transicao

Aqui apresentamos os resultados obtidos pela simulagdo da comparacdo dos métodos
de reamostragem Uniforme em Blocos, Balanceada em Blocos, Ponderada em Blocos e
Balanceada Ponderada em Blocos, para estimar a P{(p,(0,0) —pgo)/¢ < x}. A estimativa
da probabilidade de transi¢do pgg pelo método de Médxima Verossimilhanga, € 0.3098, nesta

amostra (n = 350).

Apresentamos para N fixo e diferentes nimeros de simulagdes (B), os métodos de
reamostragem utilizados para estimar os intervalos de confianca para a probabilidade de

transicdo (0,0). E possivel verificar, através dos graficos 4.1 a 4.18, a comparagio das
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variancias das estimativas de cada um dos métodos, para B igual a 50, 100 e 150. Essas
comparagdes nos fornecem evidéncias que 0 método de reamostragem Ponderada em Blo-
Cos apresentou as menores variancias quando comparadas aos outros métodos, para todos

os valores de B.

As tabelas 4.1 a 4.3 apresentam os intervalos de confianca de 95%, obtidos pela dis-
tribui¢do empirica, para a probabilidade de transicdo, e os respectivos comprimentos, para

cada um dos métodos de reamostragem, para B igual 50, 100 e 150, respectivamente.

Apresentamos nas tabelas 4.4 a 4.6 ,para efeito de comparagao, os intervalos de confianga
de 95% considerando que P{($,(0,0) — pgo)/6 < z} tenha distribuicdo limite Normal

Padrio.

Observando os resultados das estimativas das variancias apresentados nos graficos con-
juntamente com os intervalos de confianga de 95% é possivel comparar cada um dos
meétodos de reamostragem simulados. Nota-se, nos grificos 4.1 ao 4.3, que as variancias
das estimativas da probabilidade de transi¢o pyy do método de reamostragem Balanceada
em Blocos sdo menores quando comparadas ao método de reamostragem Uniforme em
Blocos, resultando em intervalos de confianga de 95%, para pgg, menores para todos os
nimeros de simulagdes (B) utilizados, verificados nas tabelas 4.1 a 4.3. J4 as variincias
das estimativas da probabilidade de transi¢do pg do método de reamostragem Balanceada
Ponderada em Blocos sdo menores quando comparadas ao método de reamostragem Ba-
lanceada em Blocos, como pode-se verificar nos gréficos 4.16 a 4.18, para todos os B’s
utilizados, refletindo nos intervalos de confianca e seus respectivos comprimentos, assim
o método de reamostragem Balanceada Ponderada em Blocos se mostra, pelo menos de
maneira empirica, mais eficiente do que o método de reamostragem Balanceada em Blo-

COS.

O método que apresentou fortes evidéncias numéricas de eficiéncia, para esta amostra,
foi 0 método de reamostragem Ponderada em Blocos, e isso pode ser verificado nas esti-
mativas das variancias apresentadas nos graficos 4.4 a 4.6 e 4.10 a 4.15, nos resultados dos
intervalos de confianga de 95%, obtidos pela distibuicdo empirica e supondo distribui¢do
limite Normal Padrdo, e seus respectivos comprimentos que se apresentaram menores

quando comparados a todos os outros métodos de reamostragem simulados.
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Método IC de 95% Comprimento
Uniforme (0.2051, 0.3856) 0.1799
Balanceada (0.2416, 0.3803) 0.1387
Balanceada Ponderada | (0.2584, 0.3806) 0.1222
Ponderada (0.3017,0.3785) 0.0768

Empirica, com B = 50.

Método IC de 95% Comprimento
Uniforme (0.2500, 0.3701) 0.1201
Balanceada (0.2460, 0.3630) 0.1170
Balanceada Ponderada | (0.2806, 0.3531) 0.0725
Ponderada (0.2918, 0.3554) 0.0636

Empirica, com B = 100.

Método IC de 95% Comprimento
Uniforme (0.3035,0.4113) | 0.1078
Balanceada (0.2914,0.3729) 0.0815
Balanceada Ponderada | (0.3079, 0.3884) 0.0805
Ponderada (0.2934, 0.3534) 0.0600

Empirica, com B = 150.

Tabela 4.1: Estimativas para a probabilidade de transi¢do (0,0), usando a Distribui¢do

Tabela 4.2: Estimativas para a probabilidade de transi¢do (0,0), usando a Distribui¢ao

Tabela 4.3: Estimativas para a probabilidade de transi¢ao (0,0), usando a Distribuigao
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Método IC de 95% Comprimento
Uniforme (0.2500, 0.3700) 0.1200
Balanceada (0.2460,0.3654) 0.1194
Balanceada Ponderada | (0.2567,0.3581) 0.1014
Ponderada (0.2944,0.3613) 0.0670

Método IC de 95% Comprimento
Uniforme (0.2550,0.3751) 0.1200
Balanceada (0.2518,0.3621) 0.1103
Balanceada Ponderada | (0.2954, 0.3629) 0.0675
Ponderada (0.2985, 0.3601) 0.0616

Método IC de 95% Comprimento
Uniforme (0.2913,0.3914) | 0.1001
Balanceada (0.2994, 0.3875) 0.0881
Balanceada Ponderada | (0.3154, 0.3998) 0.0844
Ponderada (0.3097,0.3655) 0.0558

Tabela 4.4: Estimativas para a probabilidade de transigdo (0,0), usando a Distribuigdo
Normal Padrio, com B = 50.

Tabela 4.5: Estimativas para a probabilidade de transi¢do (0,0), usando a Distribui¢do
Normal Padrao, com B = 100.

Tabela 4.6: Estimativas para a probabilidade de transigdo (0,0), usando a Distribui¢io
Normal Padrio, com B = 150.



49

e Comparando os métodos de Reamostragem Uniforme (pontos mais claros) e

Balanceada (pontos mais escuros) em Blocos
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foe i i A
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\
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T T
00000 0.0035 00010 00015 0.0020 0.0025 00030
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Estimativas

Figura 4.1: Estimativas da
varidncia da probabilidade
de transic@o poy com B =
50.

P(0,0)
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1

T T T T T T T
0.0000 00005 00010 00015 00020 00025 00030
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Figura 4.2: Estimativas da
variancia da probabilidade
de transi¢dao pgy com B =
100.
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Figura 4.3: Estimativas da
varidncia da probabilidade
de transi¢@o pg com B =
150.

e Comparando os métodos de Reamostragem Uniforme (pontos mais claros) e

Ponderada (pontos mais escuros) em Blocos
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Figura 4.4: Estimativas da
varidncia da probabilidade
de transic@o pgy com B =
50.
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Figura 4.5: Estimativas da
varidncia da probabilidade
de transi¢do pgy com B =
100.
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Figura 4.6: Estimativas da
varidncia da probabilidade
de transi¢cdo pgy com B =
150.
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e Comparando os métodos de Reamostragem Uniforme (pontos mais claros) e

Ponderada Balanceada (pontos mais escuros) em Blocos
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Figura 4.7: Estimativas da
variancia da probabilidade
de transi¢c@o pgy com B =
50.
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Figura 4.8: Estimativas da
variancia da probabilidade
de transi¢@o pgy com B =
100.

p(0.0)

D ! ! L L

1000 2000 3000 4000 5000 6000

L

s e
/ s
/ ~

T T T T T T T
0.0000 00005 00310 0.0015 00020 00025 00030

0
L

Estimativas

Figura 4.9: Estimativas da
varidncia da probabilidade
de transi¢do pyy com B =
150.

e Comparando os métodos de Reamostragem Ponderada (pontos mais escuros) e

Balanceada (pontos mais claros) em Blocos
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Figura 4.10: Estimativas
da varidncia da probabili-
dade de transi¢do pgy com
B = 50.
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Figura 4.11: Estimativas
da variancia da probabili-
dade de transi¢do pgy com

B = 100.
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Figura 4.12: Estimativas
da varidncia da probabili-
dade de transi¢do pgg com
B = 150.
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e Comparando os métodos de Reamostragem Ponderada (pontos mais escuros) e

Balanceada Ponderada (pontos mais claros) em Blocos
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Figura 4.13:
da variancia da probabili-

Estimativas

dade de transi¢do pgy com
B = 50.
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Figura 4.14: Estimativas
da variancia da probabili-
dade de transi¢do pgy com
B =100.
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Figura 4.15: Estimativas
da variancia da probabili-
dade de transi¢ao py, com

B = 150.

e Comparando os métodos de Reamostragem Balanceada (pontos mais claros) e

Balanceada Ponderada (pontos mais escuros) em Blocos
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Figura 4.16: Estimativas
da varidncia da probabili-
dade de transi¢@o pgy com
B = 50.
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Figura 4.17: Estimativas
da variancia da probabili-
dade de transi¢do pg, com
B = 100.
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Figura 4.18: Estimativas
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dade de transi¢cdo py, com
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4.2 Medida Invariante

Aqui apresentamos os resultados obtidos pela simulagdo da comparagdo dos métodos
de reamostragem Uniforme em Blocos, Balanceada em Blocos, Ponderada em Blocos e
Balanceada Ponderada em Blocos, para estimar a distribuigdo da medida invariante do
estado 0, mo. A estimativa de Mdxima Verossimilhan¢a da medida invariante do estado 0 é
0.441 (o valor verdadeiro é 0.429) .

Apresentamos para N fixo e diferentes nimeros de simulagdes (B), os métodos de
reamostragem utilizados para estimar os intervalos de confianca para a medida invariante.
E possivel verificar, através dos graficos 4.19 a 4.36, a comparacdo das varidncias das

estimativas de cada um dos métodos, para cada um dos B’s.

As tabelas 4.7 a 4.9 apresentam os intervalos de confianga de 95% para a medida in-
variante do estado 0, pela distribui¢do empirica, e os respectivos comprimentos, para cada

um dos métodos de reamostragem, para B igual 50, 100 e 150, respectivamente.

Ja nas tabelas 4.10 a 4.12 estdo os os intervalos de confianca de 95% supondo que a
P{(7n(0) — mp) /0 < x} tem distribuigdo limite Normal Padréo.

Verificando os resultados das estimativas das variancias apresentados nos graficos con-
Juntamente com os intervalos de confianga de 95% € possivel comparar cada um dos
métodos de reamostragem simulados. Apesar das variancias das estimativas da medida in-
variante mo do método de reamostragem Balanceada em Blocos se apresentarem préximas
das varidncias do método de reamostragem Uniforme em Blocos, grificos 4.19 a 4.21,
os intervalos de confianca de 95%, para 7y, do método de reamostragem Balanceada em
Blocos tiveram menores comprimentos quando comparados ao método de reamostragem
Uniforme em Bloco, para todos os niimeros de simulagdes (B) utilizados, verificados nas
tabelas 4.7 a 4.9.

As variancias das estimativas da medida invariante 7y do método de reamostragem Ba-
lanceada Ponderada em Blocos sdo menores quando comparadas ao método de reamostra-
gem Uniforme em Blocos e Balanceada em Blocos, como pode-se verificar nos graficos
4.25 a 4.27 e 4.34 a 4.36, respectivamente, para todos os B’s utilizados, refletindo nos in-

tervalos de confianga e seus respectivos comprimentos. Assim o método de reamostragem
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Balanceada Ponderada em Blocos se mostra mais eficiente, pelo menos empiricamente, do
que os outros dois métodos.

O método que apresentou fortes evidéncias numéricas de eficiéncia, para esta amostra,
foi o método de reamostragem Ponderada em Blocos, mesmo apresentando estimativas
das variancias proximas das estimativas obtidas pelo método de reamostragem Ponderada
Balanceada, como pode ser visto nos graficos a 4.31 a 4.33, mas quando comparados 0s
resultados dos intervalos de confianga de 95% o método de reamostragem Ponderada em
Blocos se mostrou mais eficiente, para todos os niimeros de simula¢des utilizados, do que

todos os outros métodos de reamostragem simulados para esta amostra.
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Método IC de 95% Comprimento
Uniforme (0.3930,0.4814) 0.0884
Balanceada (0.3811, 0.4693) 0.0882
Balanceada Ponderada | (0.3933, 0.4815) 0.0882
Ponderada (0.3888,0.4762) 0.0882

Método IC de 95% Comprimento
Uniforme (0.4006, 0.4686) 0.0680
Balanceada (0.4035,0.4634) 0.0599
Balanceada Ponderada | (0.4021,0.4617) 0.0596
Ponderada (0.4075, 0.4558) 0.0483

Método IC de 95% Comprimento
Uniforme (0.3870,0.4451) 0.0581
Balanceada (0.4093,0.4661) 0.0568
Balanceada Ponderada | (0.410,0.466) 0.0560
Ponderada (0.4037,0.4545) 0.0508

Tabela 4.7: Estimativas para a medida invariante do estado 0, usando a Distribuicio
Empirica, com B = 50.

Tabela 4.8: Estimativas para a medida invariante do estado 0, usando a Distribui¢io
Empirica, com B = 100.

Tabela 4.9: Estimativas para a medida invariante do estado 0, usando a Distribuicio
Empirica, com B = 150.
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Método IC de 95% Comprimento
Uniforme (0.3950,0.4714) 0.0764
Balanceada (0.3911, 0.4603) 0.0692
Balanceada Ponderada | (0.3933, 0.4595) 0.0662
Ponderada (0.3980, 0.4602) 0.0622

Método IC de 95% Comprimento
Uniforme (0.4107,0.4688) 0.0581
Balanceada (0.4165,0.4697) 0.0532
Balanceada Ponderada | (0.4021,0.4551) 0.0530
Ponderada (0.4075,0.4511) 0.0436

Método IC de 95% Comprimento
Uniforme (0.4187,0.4687) | 0.0500
Balanceada (0.4093, 0.4590) 0.0497
Balanceada Ponderada | (0.4121,0.4571) 0.0450
Ponderada (0.4140,0.4534) | 0.0394

Tabela 4.10: Estimativas para a medida invariante do estado 0, usando a Distribui¢do Nor-
mal Padrao, com B = 50.

Tabela 4.11: Estimativas para a medida invariante do estado 0, usando a Distribui¢io Nor-
mal Padrao, com B = 100.

Tabela 4.12: Estimativas para a medida invariante do estado 0, usando a Distribui¢do Nor-
mal Padrao, com B = 150.
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e Comparando os métodos de Reamostragem Uniforme (pontos mais claros) e
Balanceada (pontos mais escuros) em Blocos

Estado 0 Estado 0 Estado 0
1 T 2 1
g ;-
5l : sl |
LR g 8-
'y 5] g
=3 2 |
&1 £1 %
. g
00000 00005 00010 00015 00020 0.0025 00030 00000 00005 0.0010 0.0015 00020 00025 0.0030 00000 0.0005 00010 00015 00020 00025 00030
Estimativas Estmativas Estimativas

Figura 4.19: Estimativas  Figura 4.20: Estimativas  Figura 4.21: Estimativas
da variancia da medida in- da variincia da medida in- da variancia da medida in-
variante 7y com B = 50. variante 7o com B = 100. variante g com B = 150.

e Comparando os métodos de Reamostragem Uniforme (pontos mais claros) e
Ponderada (pontos mais escuros) em Blocos
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Figura 4.22: Estimativas  Figura 4.23: Estimativas  Figura 4.24: Estimativas
da variancia da medida in-  da varidncia da medida in- da variancia da medida in-
variante 7y com B = 50. variante 7y com B = 100. variante 7o com B = 150.
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e Comparando os métodos de Reamostragem Uniforme (pontos mais claros) e

Ponderada Balanceada (pontos mais escuros) em Blocos
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T T T T T T T
0.0000 00005 00010 00015 00020 0.0025 00030
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Figura 4.25:
da variancia da medida in-

Estimativas

variante 7o com B = 50.
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Figura 4.26: Estimativas
da variancia da medida in-
variante 7o com B = 100.

Estado 0

T T T T T T T
00000 00005 00010 00015 00020 00025 00030

Estimatias

Figura 4.27: Estimativas
da varidncia da medida in-
variante g com B = 150.

e Comparando os métodos de Reamostragem Ponderada (pontos mais escuros) e

Balanceada (pontos mais claros) em Blocos
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Figura 4.28: Estimativas
da variancia da medida in-

variante my com B = 50.
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Figura 4.29: Estimativas
da varidncia da medida in-

~ variante 1y com B = 100.
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Figura 4.30: Estimativas
da varidncia da medida in-
variante 7o com B = 150.
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e Comparando os métodos de Reamostragem Ponderada (pontos mais escuros) e

Balanceada Ponderada (pontos mais claros) em Blocos
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Figura 4.31: Estimativas  Figura 4.32: Estimativas  Figura 4.33: Estimativas
da variancia da medida in- da variancia da medida in- da variancia da medida in-
variante o com B = 50. variante my com B = 100. variante mo com B = 150.

e Comparando os métodos de Reamostragem Balanceada (pontos mais claros) e

Balanceada Ponderada (pontos mais escuros) em Blocos
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Figura 4.34: Estimativas  Figura 4.35: Estimativas  Figura 4.36: Estimativas
da variancia da medida in- da variancia da medida in- da variancia da medida in-
variante 7o com B = 50. variante 7o com B = 100. variante 7y com B = 150.



Capitulo 5

Consideracoes Finais

Esse trabalho apresentou alguns resultados sobre reamostragem em blocos, para cadeias
de Markov, no contexto da estimagdo da distribui¢do e probabilidade de transi¢do de esta-
dos e da medida invariante. Discutimos a reamostragem Uniforme em Blocos, Balanceada
em Blocos, de Importancia em Blocos e de Importancia Balanceada em Blocos. Apresen-
tamos algumas idéias de cada método e também consideramos métodos de classificacdo

tais como o Bagging e o Boosting.

Inspirados na idéia da mudanga da distribuicdo dos dados ao longo do procedimento
dado pelo método Boosting propusemos dois novos métodos de reamostragem em blocos
para cadeia de Markov, a reamostragem Ponderada em Blocos e a reamostragem Pon-
derada Balanceada em Blocos. Como vimos, o método Boosting modifica a distribui¢do de
probabilidade dos dados de acordo com a taxa de erro do ajuste do modelo. Na estimagao
da distribui¢ao das probabilidades de transi¢cdes e da medida invariante ndo temos uma taxa
de erro conhecida da estimacio, uma vez que ndo conhecemos a resposta verdadeira, assim
utilizamos os estimadores de Mdxima Verossimilhanga para estimar uma disténcia e entdo

propor os procedimentos.

Os métodos de reamostragem Uniforme em Blocos, Balanceada em Blocos, Ponderada
em Blocos e Balanceada Ponderada em Blocos, foram aplicados em dados simulados e
comparados através dos intervalos de confianca de 95% da distribui¢do empiricas e seus
respectivos comprimentos. Visualizamos as varidncias de cada método de reamostragem

simulado e observamos que para a amostra utilizada o método de reamostragem Ponderada
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em Blocos se mostrou mais eficiente do que os outros métodos de reamostragem, para todos
as simulagdes utilizadas, 50, 100 e 150. Também consideramos os intervalos de confianca
segundo a lei limite conhecida dos métodos ja tratados na literatura. Acreditamos que
este trabalho contribui e propde idéias para uma drea de pesquisa relevante e ainda pouco

explorada na drea de reamostragem de cadeias de Markov.
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