Cadeias de Markov de
Alcance Variavel: um Estudo de

Convergéncia do Estimador

Carla V. Otero

Tese apresentada

a0
Instituto de Matematica e Estatistica
da
Universidade de Sao Paulo
para

obtencao do grau

de

Mestrado em Estatistica

Area de Concentracio: Probabilidade
Orientadora: Profa. Dra. Claudia Peixoto

-Sao Paulo, Marco de 2005-



Ao meu pai José Otero (in memorian)

e a minha mae Neide.



Conteudo

Introducgao

1 Cadeias de Markov de Alcance Variavel
10 DEMIERG: o« v o BB e e o o5 R ke ek i 5 B 6 B R R bW & &R s

1.2 Represenitacho Grafi€s . . « o o s s v o v 5«0 s an s b s 6 85 =20 5 x5

2 Algoritmo do Contexto
9] DeBCTiLRO « » 5 5 « 5 + s « 5 & = % & 3. % o 8 s Bs 4w ep®wss ey oon
91.1 Algoritmodo Comtexto . . . « « « oo 5 v 6 v ww x v s e nn s o

B CIEHEEIIIE . . 5 v o or s B W A R g ARk B Al B e B

3 Simulagao
31 INroducio . . . v v . b i e e e e e e e e e e e e e e e s
3.2 Metodologia Utilizada . . . .. ... ... ...................
22 ReBUMEAAOB . + « ¢ + o « v o0 s =5 o @ o b e e e e m s KA A A e s s
3.3.1 Resultados para CMAV1 . . ... ... ... ... ... ...,
3.3.2 Resultados para CMAV2 . . . . . . . .. . i

4 Aplicacao
L1 TobradBele . oo s d 5 vim s MR & e e e B e B 8 e W R e
42 Metodologia Utilizads . » &+ v 5 # s s n v a s o s dn o on v 5 58w s ws

4.3 Rosultados . . . . ¢ v o s 5% a5 s 46 oo sk s & 666 @ mommbesnmsmnos

5 Conclusao

13
13
14

17
17
18
20
21
26

31
31
33
34

37



Introducao

As Cadeias de Markov de Alcance Varidvel (CMAV) tém sua origem na Teoria da In-
formacdo (Rissanen, [8]). Mais recentemente, sob uma abordagem estatistica, esses mo-
delos vém sendo utilizados em substituicao as cadeias de ordem fixa, em particular por
Buhlman e Wyner, em 1999 [5], cujo trabalho fundamenta o presente estudo.

O modelo mais utilizado para processos estaciondrios, assumindo valores num espaco
de estados categorizados X, é a Cadeia de Markov Completa de ordem finita k, k > 1.
Trata-se, portanto, de uma Cadeia de Markov estaciondria definida em todo espaco X*.

Esse modelo nao é apropriado do ponto de vista estatistico, pois o nimero de pardmetros
a ser estimado cresce consideravelmente em relacdo 4 ordem da cadeia, isto é, teremos
(|X| — 1)|X|* pardmetros, onde |X| é a cardinalidade do espago X. Por exemplo, mesmo
no caso onde |X'| = 2, o niimero de pardmetros a ser estimado é 2¥, onde k é a ordem da
cadeia. No caso de estar-se tratando de uma cadeia de ordem 10, 1.024 parametros devem
ser estimados.

As CMAV, que também sao Cadeias de Markov de ordem finita, minimizam o problema
acima, pois nao sao cadeias plenas. Tais cadeias pressupoem que a memdria relevante na
previsao de um evento pode variar em tamanho, de acordo com o ocorrido, reduzindo,
assim, sua ordem. Dessa forma, a quantidade de pardmetros a ser estimada é inferior a

(]X| — 1)|X|¥, viabilizando a estimativa em questo.

O presente trabalho apresenta, no Capitulo 1, os principais conceitos e defini¢oes re-
lativas as CMAV. No Capitulo 2 introduzimos o Algoritmo do Contexto (ver Buhlman
& Wiyner, [5]), método de estimativa das CMAV. O Capitulo 3 apresenta os resulta-

dos referentes as estimativas dos contextos para uma CMAV previamente gerada. Neste
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capitulo as simula¢oes foram realizadas para diversos pardmetros (valor de corte) do al-
goritmo, tendo como objetivo, o estudo do comportamento das estimativas. No Capitulo
4 apresentamos uma aplicagdo do modelo estudado, desenvolvento um modelo de perfil
de comportamento para clientes com produto de crédito de longo prazo. No Capitulo 5

encontram-se as conclusoes sobre o desempenho do algoritmo estudado.
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Capitulo 1

Cadeias de Markov de Alcance Variavel

Uma maneira de minimizar o nimero de parametros imposto pelas Cadeias de Markov de
ordem fixa e finita k é utilizar um modelo que permite que a probabilidade condicional
de um evento possa depender de um nimero varidvel e limitado de varidveis aleatdrias.

Esse é o intuito das definigoes que seguem.

1.1 Definicao

Os processos a serem considerados, salvo mencao explicita em contrario, serao Cadeias de
Markov de ordem finita, estacionarias que assumem valores num espago categorizado finito
X e indexadas pelo conjunto Z dos nimeros inteiros unido aos valores {—o00, co}. Denota-
remos o conjunto dos indices Z U {—o00, 00} por Z. Considere :L‘,’ a seqiiéncia z;,--- ,z; de
elementos de X, com i < j, i € Z, j € Z. Um processo (X;),cz ¢ uma Cadeia de Markov

estacionaria de ordem k se para todo z*  valer

O que se deseja é permitir que o niimero de passos do passado seja varidvel e menor ou
igual a k sem ter que ser sempre k, ou ainda que o nimero de passos dependa dos valores

assumidos sem ter que ser necessariamente constante. As duas préximas defini¢oes foram

elaboradas com esse objetivo.

Defini¢ao 1.1.1. Seja (X;),.z um processo estocastico estaciondrio assumindo valores
num espago finito X. Dado z°  em X*, seja £ = {(z° ) o menor valor de k € Z, k > 1,
tal que para todo z; € X valha P[X; = 21| X% = 2% ] = P[X; = 21| X%, = 2%,,]- No

caso especial em que as varidveis sao independentes tomaremos £ = ( ao invés de 1, que é o
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o0
menor k, k > 1, que satisfaz a equagdo acima. A proje¢do z° € X 5 £, 1€ U am
m=0
é chamada de uma fungdo contezto e, para todo t € Z, c(z*}) é chamado o contezto para
o wvalor z;. Chamaremos C = {c(z°_)|z%, € X*®} o conjunto conterto para a funcio

contexto c.
Podemos, agora, definir uma Cadeia de Markov de Alcance Varidvel.

Definicao 1.1.2. Seja (X});cz um processo estocastico estaciondrio assumindo valores
num espago finito X' cuja funcgao contexto é ¢ : X*° — G AX™. O maximo k, 0 < k < oo,
do conjunto {£(z°_)|z°,, € X*} chama-se ordem dr:\:gungéo contexto ¢. Quando k é
finito, dizemos que (X;);cz é uma Cadeia de Markov de Alcance Varidvel (CMAV) de

ordem k.

Naturalmente, para uma CMAYV de ordem £k, seu conjunto contexto é finito de cardina-
lidade maxima |X|*F. Para cada um dos elementos do conjunto contexto teremos |X| — 1
parametros independentes a serem estimados. Assim, a quantidade de parametros é |X|—1

vezes a quantidade de elementos do conjunto contexto.

1.2 Representacao Grafica

Uma CMAYV de ordem méaxima k pode ser completamente descrita através de suas proba-
bilidades de transicdo. A funcdo contexto c sera a projeciao de X sobre X*, e o conjunto
contexto dos estados passados relevantes é o produto cartesiano X*. No caso mais geral,
considera-se a relagao de equivaléncia em X* definida por Z = (z1,...,%) = (Y1,-- -, %) =

—k—1 =

7 se, e somente se, existir um* z~%7! tal que ¢(Zz=5"1) = e(72-51), onde Zz~ é a con-
b b ] o0

catenagdo - --zxz_~ '. Podemos identificar uma CMAV genérica de ordem k com o
conjunto quociente de X* pela relagao de equivaléncia X*/ =.

Produtos cartesianos finitos sao usualmente representados por arvores. Por exemplo, se
desejarmos representar um produto cartesiano A x B x C, come¢amos por um no raiz, a
partir do qual emanam tantos nds quanto elementos do conjunto A. De cada n¢6 originado

no passo anterior, emanam tantos nés quanto os elementos de B e, de cada caminho assim

* QOu, alternativamente, se para todo z_%! vale ¢(#2-51) = e(7225").

Carla V. Otero IME-USP
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obtido, raiz— né de A — né de B, emanam tantos nés quanto os elementos de C. O
resultado é uma &rvore formada por caminhos raiz—s né de A — né de B — né de
. .

Como identificamos uma CMAV de ordem k com um conjunto quociente X¥/ =, po-
demos também identificd-la com uma subdrvore da drvore que represente X* da seguinte
forma: partindo da raiz, buscamos todos os elementos de X que sejam primeiras com-
ponentes de k—uplas nao equivalentes; depois, a partir de cada um desses nés, todos os
elementos de X' que sejam segundas componentes (tendo por primeira componente a do
né) de k—uplas ndo equivalentes e assim por diante. Quando, a partir de um né, todos
os elementos de X’ junto com o ramo até ai construido formarem k—uplas equivalentes,
encerramos o ramo. O resultado obtido é a representacao da CMAV de ordem k sob a
forma de uma arvore.

O exemplo a seguir esclarece melhor os conceitos introduzidos até agora.

Exemplo 1.2.1. Vamos supor que X = {sol, nublado, chuva, temporal} e k = 2 . Admi-

tamos que a fungdo contexto do processo seja:

rsol, se 7o = sol e . qualquer,
nublado, se 7o = nublado e 7~} qualquer,
c(z2 o) = 9 chuva, se 7o = chuva e . qualquer,
temporal, se Ty = temporal, z_; € {sol, nublado, chuva} e z~2 qualquer,
\temporal, temporal se 7o = temporal, _, = temporal e "2 qualquer.

A funcao contexto acima estabelece que se hoje hd sol (zo = sol), entdo a probabili-
dade de X, estar em algum estado de X independe do que ocorreu ontem, anteontem,...
(£_1,Z_2,...). Isso também pode ser expresso escrevendo £(sol z~. ) = 1, para qualquer
z-%,. O que acabou de ser dito vale também quando z, = nublado ou g = chuva. Quando
zo = temporal a situagao é diferente, isto é, a probabilidade de X, asssumir um estado
de X depende de quem precedeu zy. Desta forma se z_; for sol, nublado ou chuva, temos

uma probabilidade de transicao; caso z_, seja temporal, teremos outra (presumivelmente,

Carla V. Otero IME-USP
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nesse caso a probabilidade de X, ser chuva ou temporal seria maior que no caso anterior),
ou seja £(temporalsolz_2) = £(temporalnubladoz~2) = £(temporalchuvaz=2) =1 e

¢(temporal temporalz~2)) = 2. Veja a figura a seguir:

Temporal
Sol Mublado Chuva

Tempord

C )

[Zol, hublado, Chuya)

Figura 1.1 Representacao de uma CMAYV sob a forma de drvore.

Na figura acima, o retdngulo arrendondado abaixo do primeiro né formado por tem-
poral indica que os pares (temporal, sol), (temporal,nublado), e (temporal,chuva) sdo
equivalentes.

Um outro modo equivalente de se definir a 4rvore que representa uma CMAV ¢ o

seguinte:

Definicao 1.2.1. Dada uma CMAYV cuja func¢ao contexto é ¢, definimos sua drvore con-

texto como sendo

0 0 o]
T =T ={c(zly) | 0o, € X}
A drvore contezto de nds terminais é definida como sendo

T =rl={wern|VuecX, wugr}.

Onde wu = (W)y|," - , Wa, W1, U, - * - , U2, %1) é a concatenagao dos vetores w e u.
Doravante, trabalharemos com a definicao que acabamos de introduzir. Seu significado

ficard mais claro através de um exemplo. Para tanto, voltemos ao exemplo (1.2.1).

Carla V. Otero IME-USP
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~ De acordo com a defini¢do, teremos 7 = —{solTnublado;ehuva,ftemporal;(temporal,temporal) }

Representaremos 7 graficamente por meio de uma drvore A, definida como segue:

1. Independente de T ser ou nao vazio, A, tem um tnico né raiz.

2. Um elemento (z1,...,2,) de T serd representado em A, como o ramo onde z; é o

passo anterior da raiz, e z; é o passo anterior de z;_1, 2 < i < n.
3. Todo ramo de A, é obtido por uma das formas anteriormente descritas.

De acordo com o exposto, a representacao gréfica de T seria como a figura abaixo.

NAO E NO TERMIMAL

Temparal

S0l Mublado Chuva

Tempord
7
(Sol, hublado, Chura)
MAO E NO TERMINAL

Figura 1.2 Representagdo grdfica de .

Para simplificar, usaremos 7 ao invés de A, isto é, o simbolo serd usado tanto para
designar o conjunto quanto sua representacgao grafica.

A nogao de drvore contexto de nés terminais serd titil quando apresentarmos o Algoritmo
do Contexto. Um né é considerado terminal se, ao adicionarmos uma componente (z; € X)
a um ramo qualquer, esse novo ramo nao pertencer a arvore contexto. Por exemplo, o ramo
(temporal, temporal) é né terminal, pois se adicionarmos uma componente, (temporal),
por exemplo, o novo ramo (temporal, temporal, temporal) nao pertence a arvore. Agora,
o né (temporal) ndo é terminal, pois ao adicionarmos a componente (temporal), o ramo
(temporal, temporal) faz parte da drvore contexto. No exemplo em questdo, 77 = {sol,

nublado, chuva, (temporal, temporal)} é o conjunto de nés terminais. Note que 77 nada

Carla V. Otero IME-USP
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mais é que a subarvore de 7 da qual foram retirados os ramos néo terminais. E importante
notar que a arvore de nés terminais determina completamente a arvore contexto que a
gerou, isto é, o conjunto 7, pode ser reconstruido a partir do conjunto 77 .

A 3arvore contexto para uma CMAYV funciona como uma representacao ” palpavel” para
esse tipo de processo estocastico. Queremos com isso dizer que a drvore contexto estd para
a CMAV, assim como uma fungao de distribui¢io estd para uma varidvel aleatéria, isto é,
a arvore contexto serve como um objeto que resume o processo da CMAV. Prosseguindo
nesta analogia, as probabilidades condicionais associadas aos nés da arvore contexto po-
dem ser pensadas como os analogos dos parametros de uma distribuigao. E natural, entao,
que se busque estimadores para a drvore e as probabilidades condicionais, o que nos leva

ao préximo capitulo.

Carla V. Otero IME-USP



Capitulo 2

Algoritmo do Contexto

Neste capitulo vamos apresentar o Algoritmo do Contezto que é um método para se
estimar a drvore de contextos e as probabilidades condicionais associadas a uma CMAV.
Embora ele possa ser formulado para seqiiéncias de CMAV, o que permite sua utilizagado
no estudo de processos estaciondrios em geral a valores num espago categorizado finito

(ver Ferrari e Wyner [3]), apresentaremos uma versdo que se aplica a uma tinica CMAV.

2.1 Descricao

Seja P uma CMAYV de ordem finita, para cada n € N, considere z,. .., T, uma realizagao
finita de P, c(-) sua funcdo contexto, e p(- | ) sua probabilidade de transicao. Antes de
apresentarmos o algoritmo, que produzird uma estimativa de p(- | -) e ¢, necessitamos
introduzir algumas convengoes e notagoes.

Para z = 7, vamos adotar que |z| = j — i+ 1. Paraw € |J X™, sejam
meN

n—|w|+1 n—|w|+1-k

IV('IU) = 21: l[X:-HwI_l:w]’ N_k('IU) = Z 1[X:+lw|_1=w]' (21)
t=

t=1

Para facilitar a exposicao, vamos dizer que uma seqiiéncia qualquer 1‘3 ¢ uma pala-
vra(sequéncia de letras). Note que, dada uma palavra w, N(w) é simplesmente a quan-
tidade de vezes que a palavra ocorre na realizacio de Xj,..., X, e, por sua vez, N_i(w)
tem a mesma interpretacao que N(w), s6 que, agora, para X, ..., Xp_k.

Relembremos que, dados z, w € |J X™, zw é a concatenacdao de z com w. Vamos
meN
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definir, entao,

N(w) P(ajw) = N(zw)

Py = Y, e

Dado um elemento u € X,

(2.2)

=" Plajwu) tog( 2 elwn) ((zl';”“)) ) N(w). (2.3)

De posse dessas notacoes podemos, agora, apresentar o Algoritmo do Contexto.

2.1.1 Algoritmo do Contexto

A seguir, relacionaremos os passos necessarios para a estimativa da drvore contexto.

Entradas: z,,...,Z,, presumivelmente dados de uma amostra, e K, um parametro for-

necido pelo usudrio (e que sera discutido posteriormente).

Passos:

1. Para cada i, 1 < i < n, e para cada w € X*, calcule N(w) (a quantidade de
vezes que w aparece em Ty, ...,T,). 5S¢ 2 < N(w), coloque w dentro de uma
arvore 7 cuja inicializacao era vazia.

Apés esta etapa, a arvore contém todas as realizacoes (w € (J A™) que

meN
ocorrem mais de uma vez na seqiiencia Ii,...,Tn-

2. Para cada elemento wu de 7, onde u € X, calcule A,,. Se Ay, < K, retire-o
de T.
Ou seja, para cada elemento 7 obtido na primeira etapa, tomamos (se possivel)
como sendo 7 = wu, onde u é um elemento do espago X, e testamos se
Ay, < K. Se isso ocorrer, retiramos u da &rvore e examinamos o proximo

item. Os que sobrarem constituirao a nova arvore.

3. Repita o passo anterior até que nao seja mais possivel retirar nenhum elemento
de 7.
A 4rvore obtida no passo anterior, aplicamos novamente o mesmo procedimento
(2), obtendo, a cada vez, uma nova arvore. Repetiremos esses procedimentos

até que ndo consigamos retirar mais nenhum componente (u € &).

Carla V. Otero IME-USP
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4. Para cada elemento z € X e para cada elemento w de 7, calcule P(z|w) de

acordo com a férmula apresentada na equagéo (2.2).

Saidas: A 4rvore T e a colecao de nimeros P(z|w), onde z, w € T, conforme definidos

no ultimo do passo.

2.2 Comentarios

A &rvore T, obtida a partir do Algoritmo do Contexto, é a estimativa da estrutura da
CMAV cuja amostra constituem os dados de entrada z,,...,z,. Trata-se aqui de sua
arvore contexto de nés terminais (ver definicdo (1.2.1)), que, como ja foi comentado, é
suficiente para se determinar a arvore da CMAV.

A funcio A, é um miiltiplo da entropia relativa, ou disténcia de Kullback-Leibler*, en-
tre duas medidas finitas de probabilidade. Lembrando que a entropia relativa, ou distancia
de Kullback-Leibler, entre duas medidas finitas de probabilidade P e @ é dada por
D(P||Q) = X ,cx P() log(P(z)/Q(x)), vé-se que Ay, = N(wu) D(P(-lwu) || P(-|w)).

O valor de K, por sua vez, é heuristicamente determinado através de uma escala de X2
ou por critérios informacionais. Segundo Biihimann e Méchler ([6]), K, como limiar para
diferencas de desvios, é assintoticamente associado a uma distribuicao %Xlz.«\f']—l‘ Assim
K = K(a) = %X|2X|—1,a' Nos casos em que se tem aplicado CMAV & genética, temos
X = {A,C,G,T} e, portanto, |X| —1 = 3, logo, para & = 5% e a = 1%, temos,
respectivamente, K = 3.91 e K = 5.67. Continuando com Bithlmann e Méchler ([6]),
pode-se, de forma alternativa, determinar K a partir de critérios informacionais como,
por exemplo, os de AIC e BIC. Os autores mostram que a escolha de K segundo um
critério ou outro sio bem semelhantes. Eles também citam, na pagina 19 de ([6]), que,
por consideracdes assintéticas, é suficiente tomar K = C'log(n), com 2|X|+4 < C, porém
ressaltam, no caso de amostras pequenas, devido ao fato da condi¢do K = C'log(n) nio
ter que ser necesséria, que tal escolha pode produzir resultados inadequados, com érvores
subestimadas. No préximo capitulo, iremos, justamente, testar a eficiéncia da fungao

* A entropia relativa nio satisfaz a propriedade triangular, de sorte que nao se trata realmente de uma

distancia no sentido usual do termo.

Carla V. Otero IME-USP
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contexto para amostras de tamanhos variados, quando utilizamos K = C'log(n), e K que

minimiza o critério AIC.

Carla V. Otero IME-USP



Capitulo 3

Simulacao

3.1 Introducao

Neste capitulo apresentamos os resultados referentes ao estudo do parametro K (valor de
corte na estimativa da funcio contexto). Tal parametro tem impacto decisivo na estimativa

de uma funcao contexto.

Biihlmann e Michler (ver [6]) apresentaram duas sugestdes de valores de corte, sobre
as quais o estimador apresentaria um bom desempenho: Clog(n), onde C' > 2|1X|+4, e
K que minimiza o AIC. Ambas foram comparadas para amostras de tamanhos variados.

Para complementar o estudo, outros valores de corte também foram avaliados.

Para os estudos mencionados acima foram realizadas 100 simulacdes para cada tamanho
de amostra. As simulacoes foram desenvolvidas para duas CMAV diferentes, uma de
ordem méxima 2, e outra de ordem méxima 3, ambas definidas no espago categorizado
X ={0,1}.

A fundamentacdo tedrica para os procedimentos de simulacao pode ser encontrada
na Lei dos Grandes Niimeros. Na sua forma forte, devida a Kolmogorov, ela afirma
que se X,...,Xp,... sdo varidveis aleatorias independentes, identicamente distribuidas
e com primeiro momento finito, ou seja, para todo 1 < 1, E|X;| = p < oo, entao a
seqiiéncia de suas médias, isto é, das varidveis Xp = >r , Xi/n, converge quase cer-
tamente para u. Dela derivam vérios resultados estatisticos, dos quais destacamos o de
Glivenko e Cantelli sobre convergéncia das distribui¢oes empiricas. Ele afirma que se
X1,...,Xn, ... sdo varidveis aleatérias independentes, identicamente distribuidas, e com

funcdo de distribui¢do F', entdo a seqiiéncia de fungoes de distribui¢ao empiricas definidas
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por F,(z) = Y 1, 1{x;<z}/n converge quase certamente e uniformemente para F| isto é,

SUP_go<cz<ooFn(z) — F(z)| — 0 quase certamente.

3.2 Metodologia Utilizada

Como mencionado, o estudo consistiu na estimativa de fungdes contexto para uma série
de amostras simuladas previamente. As etapas envolvidas no processo sdo apresentadas

abaixo.

e Foram escolhidas duas CMAV, uma de ordem 2, e outra de ordem 3. Ambas definidas
no espago X = {0,1}.

As funcdes contexto adotadas, e suas probabilidades sao as seguintes:

1) CMAV1
1, sez,=1ez"} qualquer,
c(z?y) = ﬁ 0,1 sez,=0,z,_; =1ez";2 qualquer,
0,0 sez, =0, z,_; =0 e z™;2 qualquer.
\
P[X,=1|Xp_1=1] = 0,53
PX,=1|X,-1=0, X5, 2=1]= 0,12
P[X,=1|Xpn-1=0, Xn2=0]= 0,75
2) CMAV2
4
1, se T, = 1 e £} qualquer,
0,1 se T, =0, z,_; = 1 e ;2 qualquer,

0,0,1 sex,=0,z,1=0,zp,2=1¢ "2 qualquer,

L0,0, 0 sez,=0,2,1=0,Z,o=0ez",> qualquer.

Carla V. Otero IME-USP
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P[X, =1|Xp_1 = 1] = 0,10
P[X, = 1| Xn1 =0, Xp_z=1] = 0,81
P[X, = 1| Xn_1 =0, Xn_o=0,Xn_3=1= 0,27
P[X, = 1| Xpo1 = 0, Xn_g=0,Xu_3=0]= 0,65

e Em seguida, foram realizadas 100 simulagoes para cada tamanho de amostra. As

simulacdes foram obtidas através de uma rotina em Java apresentada no Apéndice

2.

e De posse das amostras, passamos & estimativa das funcdes contexto através do
programa estatistico R. As rotinas utilizadas também se encontram no Apéndice 2.
Inicialmente, foram estimadas as fungoes contexto utilizando-se os valores de corte
Clog(n), onde C = 2|X| + 5, e também aquele que minimiza o AIC. Nesse ultimo
caso, nao foram estimados 100 K's diferentes para cada amostra, mas sim, para 9
casos escolhidos aleatoriamente, e a sua média utilizada na estimativa das funcoes

contexto de todas as outras amostras.

e Por tltimo, foram realizadas as estimativas para outros K s diferentes dos mencio-
nados acima, com a finalidade de encontrar um valor de corte mais eficiente. Como
verificamos, a partir dos primeiros resultados, que para K = Clog(n), a funcao con-
texto era subestimada (ordem menor que a esperada), e para K que minimiza o AIC,
a funcdo era superestimada (ordem maior que a esperada), os valores de corte ana-
lisados nesta etapa apresentam um valor intermedidrio entre os dois mencionados;
a saber: log(n), (Clog(n))"/2, ((Clog(n))/? + (Clog(n))'/?)/2, e (Clog(n))'/3, onde

mantivemos C = 2|X|+5. Esses valores de corte apresentam a seguinte distribuicao:
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Figura 3.1 Valores de corte utilizados
3.3 Resultados

As tabelas a seguir apresentam os resultados consolidados dos estudos descritos em 3.2.
Nelas, estd a quantidade de casos que convergiram corretamente (C), a quantidade de
arvores subestimadas (ordem 0 e 1 para a cadeia de ordem 2, e 0, 1, e 2, para a cadeia de
ordem 3), e a quantidade de arvores que excederam a ordem da funcao contexto verdadeira,
ou que, apesar de apresentarem a mesma ordem, ndo convergiram para a arvore correta
(E), isso para amostras de tamanhos variados (n).

E importante ressaltar que a convergéncia de que estamos falando refere-se & fungao
contexto, suas probabilidades podem apresentar uma flutuagdo em relagdo a distribuicao

simulada, principalmente para os casos de convergéncia com n < 1.000.
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3.3.1 Resultados para CMAV1

Clog(n) AIC
n 0 1 C E n 01 C E
a0 100 0 0 O 50 3 3 25 69
100 00 0 0 O 100 0 0 8 92
250 100 0 0 O 250 0 0 O 100
500 100 O 0 O 500 0 0 4 96
750 100 O 0 0 750 0 0 O 100
1000 97 3 0 O 1000 0 0 2 98
1500 7 93 0 O 1500
1750 0 0 100 O 1750
2000 0 0 100 O 2000
2500 0 0 100 O 2500 0 0 2 98
5000 0 0 100 -0 5000 0 0 O 100
7500 0 0 100 O 7500 0 0 0 100
10000 0 0 100 O 10000 0 0 O 100
20000 O O 100 O 20000 0 O O 100
30000 0 0 100 O 30000
40000 0 O 100 O 40000
50000 0 O 100 O 50000
60000 0O O 100 O 60000
70000 O O 100 O 70000
80000 O O 100 O 80000
90000 O 0 100 O 90000
100000 0 0 100 O 100000

Tabela 3.1 Resultados das simulagées para K = Clog(n), e K que minimiza o AIC.
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Nessa primeira tabela, apresentamos os resultados referentes a estimativa da funcao
contexto quando K = Clog(n), e K que minimiza o AIC (todos os resultados relativos
4 arvore de ordem 2). Nela, encontramos um melhor desempenho, quando n é pequeno,
para K que minimiza o AIC, e quando n ¢ grande, para K = Clog(n).

Para esse valor de corte houve acerto para as 100 amostras a partir de 1.750 casos.
Notar que isso ocorreu de forma abrupta, dado que até 1.500 casos ndo houve nenhum
evento de acerto, apenas arvores subestimadas. Por exemplo, para n = 1.500, chegamos a
7 estimativas onde nao foi encontrada nenhuma dependéncia com o passado (casos i.i.d.,
arvores de ordem 0), e o restante, 93 estimativas, onde a dependéncia resultou em arvores
de ordem 1.

Para K que minimiza o AIC, encontramos alguns casos de acerto quando n < 2.500,
porém em baixa frequéncia. Apenas para n = 50 o percentual de eventos de acerto € mais
significativo - 25%. E importante observar que para esse n, e K = Clog(n), ndo houve
nenhum evento de acerto. Para as 100 simulacoes, o estimador apresentou como resultado

uma varigvel i.i.d.
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log(n)  (Clog(m)”*

n 0 1 C E n 0 1 C E
50 91 2 7 O 50 97 0 3 0
100 54 1 45 O 100 66 0 34 O
250 0 0 100 O 250 0 0 100 O
500 0 0 100 O 500 0 0 100 O
750 0 0 100 O 750 0 0 100 O
1000 0 0 100 O 10000 0 0 100 O
2600 0 0 100 O 25600 0 0O 100 O
5000 0 0 100 O 5000 0 O 100 O
7500 0 0 100 O 7500 0 O 100 O
10000 0 0 100 O 10000 0 O 100 O
20000 0 0 100 O 20000 0 O 100 O
30000 0 O 100 O 30000 0 O 100 O
40000 0 O 100 O 40000 0 O 100 O
50000 0 O 100 O 50000 0 O 100 O
60000 0 0 100 O 60000 0 0 100 O
70000 O O 100 O 700000 0 O 100 O
80000 0O O 100 O 80000 O O 100 O
90000 0 O 100 O 900000 0 0 100 O
100000 0 O 100 O 100000 0 0O 100 O

Tabela 3.2 Resultados das simulagées para K = log(n), e K = (Clog(n))'/2.

Na tabela acima, apresentamos os resultados referentes a estimativa da funcao contexto
quando K = log(n), e K = (Clog(n))'/? (todos os resultados relativos & drvore de ordem

2). Para ambos os Ks, houve acerto para as 100 amostras a partir de 250 casos.
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((Clog(n))'/* + (Clog(n))'/*)/2

n 0o 1 C E
50 91 2 7 0
100 37 1 62 0
250 0 O 100 0
500 0 0 100 0
750 0 0 100 0
1000 O O 100 0
2500 O O 100 0
5000 0 0 100 0
7500 0 0 100 0
10000 0 0 99 1
20000 0O 0 100 0
30000 0 0 99 1
40000 0 0 99 1
50000 0 O 99 1
60000 0 0 98 2
70000 O 0 98 2
80000 0 0 97 3
90000 O 0 99 1
100000 0 0 98 2

Tabela 3.3 Resultados das simulacées para K = ((Clog(n))/? + (Clog(n))'/3)/2, e K

(Clog(n))1/3,

(Clog(n))'/?

n 0 1 C E
50 69 4 27 O
100 16 3 8 O
250 0 0 100 O
500 0 0 94 6
750 0 0 9% 4
1000 0 0 91 9
2500 0 O 8 15
5000 0 0 8 17
7500 0 0 75 25
10000 0 0 70 30
20000 0 0 61 39
30000 0 0 51 49
40000 0 0 36 64
50000 0 0 29 71
60000 0 0 26 74
70000 0 O 26 74
80000 0 0 23 77
90000 0 0 18 82
100000 0 0 21 79

Na tabela acima, apresentamos os resultados referentes a estimativa da fungao contexto

quando K = ((Clog(n))'/? + (Clog(n))'/®)/2, e K = (Clog(n))'/® (todos os resultados

relativos & arvore de ordem 2).
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- Para K = ((Clog(n))'/2 + (Clog(n))*/?) /2 houve acerto para as 100 amostras a partir
de 250 casos.

Para K = (Clog(n))'/?, a maior incidéncia de acerto ocorre para n entre 250 e 1.000,

a partir dai, essa incidéncia decai continuadamente, chegando a um percentual em torno

de 20% para amostras com 90.000 e 100.000 casos.
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3.3.2 Resultados para CMAV2
Clog(n) AIC
n 0 1 2 C E n 01 2 C E
50 100 O 0 0 0 50 0 7 4 3 86
100 100 O 0 0 0 100 0 6 12 20 62
250 100 O 0 0 0 250 0 0 3 8 89
500 100 O 0 0 O 500 0 0 1 2 97
750 21 79 0 0 0 750 0 0 3 13 84
1000 0 100 O 0 O 1000 0 0 1 4 9
2500 0 100 O 0 O 2500 0 0 0O 8 92
5000 0 87 13 0 0 5000 0 0 0 0 100
7500 0 0 100 0 O 7500 0 0 O 4 96
10000 0 0 100 0 O 10000 0 0 0 O 100
20000 O 0 55 45 O 20000 0 0 0 2 98
22500 0 0 12 8 0 22500
23500 O 0 5 9 0 23500
24500 O 0 2 98 0 24500
25000 O 0 1 99 0 25000
25500 O 0 0 100 O 25500
26000 O 0 0 100 O 26000
30000 O 0 0 100 O 30000
40000 O 0 0 100 O 40000
50000 O 0 0 100 O 50000
60000 O 0 0 100 O 60000
Tabela 3.4 Resultados das simulacées para K = Clog(n), e K que minimiza o AIC.
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n 01 2 C E

70000 0 O O 100 O
80000 0 O O 100 O
90000 0 0O O 100 O
100000 0 0 0 100 O
Continuacdo da Tabela 3.4

Nessa tabela, apresentamos os resultados referentes & estimativa da funcao contexto
quando K = Clog(n), e K que minimiza o AIC (todos os resultados relativos a arvore de
ordem 3). Nela, encontramos um melhor desempenho, quando n é pequeno, para K que
minimiza o AIC, e quando 7 é grande, para K = Clog(n).

Para esse wvalor de corte houve acerto para as 100 amostras a partir de 25.500 casos,
sendo que a partir de 23.500 j& encontramos, ao menos, 95% de eventos de acerto. A
convergéncia, ao contrario do encontrado para a drvore de ordem 2, apresenta-se de forma
menos abrupta. Notar que para n < 500, encontramos, apenas, €Casos i.i.d; para n = 750,
21 casos i.id., e 79 drvores de ordem 1; para n entre 1.000 e 2.500, apenas arvores de
ordem 1; para n = 5.000, encontramos 87 &rvores de ordem 1, e 13 de ordem 2; para n
entre 7.500 e 10.000, apenas arvores de ordem 2; para n entre 20.000 e 25.000, arvores
de ordem 2 e arvores de ordem 3 que convergiram corretamente; e, a partir dai, todas as
arvores convergiram corretamente.

Para K que minimiza o AIC, encontramos alguns casos de acerto, mesmo para valo-
res altos como 20.000, porém em baixa frequéncia. Apenas para n = 100 e n = 750,

encontramos uma incidéncia de acerto superior a 10%.

Carla V. Otero IME-USP



Cadeias de Markov de Alcance Variavel

28

log(n) (Clog(n))*/?
n 0 1 2 C E n 0 1 2 C E
50 32 68 0 0 0 50 53 43 0 0 0
100 5 95 0 0 0 00 9 991 0 0 0
250 0 92 8 0 0 250 0 95 5 0 0
50 0 37 62 1 0 50 0 37 62 1 0
7% 0 3 8 11 0 75 0 3 8 11 0
1000 0 0 93 7 0 1000 0 0 8 12 0
250 0 0 10 90 0 2500 0 0 5 95 0
500 0 0 0 100 0 5000 0 0 0 100 0
750 0 0 0 100 0 750 0 0 0 100 0
10000 0 0 0 100 O 10000 0 0 0 100 0
20000 0 0 0 100 0 20000 0 0 0 100 O
30000 0 0 0 100 0 30000 0 0 0 100 0
40000 0 0 0 100 0 40000 0 0 0 100 O
5000 0 0 0 100 0 50000 0 0 0 100 0
60000 0 0 0 100 O 60000 0 0 0 100 O
70000 0 0 O 100 O 70000 0 0 0 100 O
8000 0 0 0 100 0 8000 0 0 0 100 O
90000 0 0 0 100 O 90000 0 0 0 100 O
100000 0 0 0 100 O 100000 0 0 0 100 0

Tabela 3.5 Resultados das simulagées para K = log(n), e K = (Clog(n))!/2.

Na tabela acima, apresentamos os resultados referentes & estimativa da funcao contexto

quando K = log(n), e K = (Clog(n))"/? (todos os resultados relativos a drvore de ordem

3). Para ambos os Ks, houve acerto para as 100 amostras a partir de 5.000 casos.

Notar que quando K = (Clog(n))"/?, a convergéncia apresenta-se levemente mais rapida

(quando K = 2.500, hé convergéncia em 95% dos casos).
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((Clog(n))/? + (Clog(n))'/)/2 (Clog(m))'*
n 0 1 2 C E n 0 1 2 C E
50 30 70 0 0 O 50 10 86 1 2 1
100 3 97 0 0 O 100 0 87 9 4 O
250 0 76 21 3 O 250 0 31 54 13 2
500 0 4 9 6 0 500 0 0 60 36 4
750 0 0 69 31 O 750 0 0 35 68 7
1000 0 0 67 33 O 1000 0 0 21 70 9
2500 0 O O 100 O 2500 0 O O 85 15
5000 0 0 0 100 O 5000 0 0 0 82 18
7500 0 0 O 100 O 7500 0 0 0 76 24
10000 0 0 0 99 1 10000 0 0O O 66 34
20000 0 0 0 100 O 20000 0 0 0 48 952
30000 0 0 0 99 1 30000 0 0O O 40 60
40000 0 0 0 99 1 40000 0 0 0 29 71
500000 0 0O O 100 O 50000 0 0 0 29 71
60000 0 0 O 97 3 60000 0 O O 21 79
70000 0 0 O 95 5 70000 0 O 0 23 77
8000 O 0 O 100 O 80000 0 0 0 9 91
90000 0 0 0 98 2 90000 0 O 0 13 87
100000 0 0 O 97 3 100000 0 0 O 6 94

Il

Tabela 3.6 Resultados das simulagées para K = ((Clog(n))'/? + (Clog(n))'/3)/2, e K
(Clog(n))*/*.

Nessa tltima tabela, apresentamos os resultados referentes a estimativa da funcao con-
texto quando K = ((Clog(n))'/? + (Clog(n))'/*)/2, e K = (Clog(n))}? (todos os resul-

tados relativos & arvore de ordem 3).
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Para K = ((Clog(n))'/2 + (Clog(n))"/?)/2 houve acerto para as 100 amostras a partir
de 2.500 casos. A convergéncia, ao contrario do encontrado para a drvore de ordem 2,
apresenta uma leve flutuacao na quantidade de casos convergentes para n > 10.000.

Para K = (Clog(n))*/3, a maior incidéncia de acerto ocorre para n entre préximo de
2.500, a partir dai essa incidéncia decai continuadamente, chegando a um percentual em

torno de 10% para amostras com 80.000 e 100.000 casos.
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Capitulo 4

Aplicacao

4.1 Introducao

Neste capitulo apresentamos os resultados da aplicacao de técnicas das CMAV em pro-
blema de estimativa de risco de inadimpléncia para produtos de crédito, especificamente

na estimativa de um modelo de perfil de comportamento.

Um modelo de perfil de comportamento consiste numa metodologia de previsdo do
comportamento crediticio de um cliente, tomador de um crédito qualquer. Esse modelo é
usualmente indicado para produtos de crédito com prazo médio elevado e para produtos
rotativos, pois o carter prolongado desses produtos permite a coleta de informagses

suficientes para a andlise em questao.

A informagao proveniente do modelo de perfil de comportamento possibilita a tomada de
decisoes estratégicas relacionadas ao controle de qualidade da carteira de crédito de uma
instituicdo financeira. Pode-se, por exemplo, cancelar o cheque especial de um cliente que
apresenta alta probabilidade de permanéncia em excesso sobre o limite, ou ainda, reduzir
o limite de crédito de um cliente que apresenta um risco moderado, ou, em contrapartida,

aumentar o limite de um cliente que apresenta baixo risco de crédito.

No caso, o algoritmo foi aplicado a uma situagdo muito comum no mercado financeiro,
a concessao de crédito parcelado. Este é muito utilizado, por exemplo, em vendas de bens

a prazo.

Na operacdo de crédito parcelado, concede-se uma certa quantia de dinheiro a ser paga
em prestacdes peridicas. Por exemplo, abre-se um crédito de R$ 100,00 a ser pago em

10 prestacoes de R$ 12,00. O problema do credor ¢ a inadimpléncia e ele deve fazer o
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possivel para poder estimé-la com a maior precisao possivel. A partir dessa (;stimativa ele
calculard a taxa de juros do empréstimo, o nimero de prestagoes, etc.

Para tornar a discussdao mais precisa, vamos supor que o crédito a ser concedido deve
ser pago em 12 parcelas. Vamos representar um tal crédito por meio de uma palavra
com 12 caracteres escolhidos entre 0 ou 1. Vamos arbitrar que a presenca do 0 significa
parcela quitada e a de 1, ndo paga. Por exemplo, 001000111000 representa um crédito
cujas parcelas de nimero 3, 7, 8, e 9 foram pagas com atraso. Vamos também supor que
uma parcela sé6 pode ser paga quando todas as outras anteriores o forem.

O que se deseja obter é o perfil do comportamento dos tomadores de crédito. Por exem-
plo, dado que uma pessoa pagou a primeira parcela, qual a probabilidade dela inadimplir
a segunda? Ou ainda, se uma pessoa pagou as seis primeiras, que probabilidade ela tem
de pagar a sétima, etc. Em termos formais, representado um crédito por Xi,..., X12 ,
quais sdo os valores de P[X,; =1|X; =0] e P[X; =0|X; =0,...,Xs = 0]?

Note que o problema refere-se a um espago amostral finito, mas que a quantidade de
calculos envolvidos é muito grande, ficando invidvel se desejarmos estudar situagdes onde
o ntimero de parcelas é grande, digamos 36.

O Algoritmo do Contexto pode nos auxiliar neste caso. A idéia foi a de colocar os varios
casos de crédito observados sequencialmente. Mais precisamente, colocou-se 0 primeiro
crédito ocupando as primeiras 12 posigoes, o segundo, ocupando as posi¢oes de indice 13
a 24 e assim por diante. Dessa forma, obtemos uma amostra sobre a qual pode-se aplicar
o Algoritmo do Contexto.

Embora a convergéncia para o Algoritmo do Contexto tenha sido estabelecida sob
hipéteses fortes, entre as quais estd a de estacionariedade, ndo se sabe se essas condi¢oes
s30 necessarias. O que se tem é um estimador, com boas propriedades assintéticas sob
certas condicdes, mas isso ndo impede que ele nao possa ser utilizado sob outras res-
trigoes. E algo semelhante a se utilizar um teste t sem que a distribuicao populacional

seja rigorosamente normal, procedimento muito comum na pratica do dia-a-dia.

No presente trabalho, analisamos um conjunto de dados referentes ao histérico de pa-
gamento de um crédito parcelado de longo prazo. O modelo foi desenvolvido sobre um

espaco categorizado X = {0, 1}, onde O representa os eventos de atraso até 30 dias (os
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casos de pagamento em dia, ou antecipados constam nessa classe), e 1, os eventos de

atraso superiores a 30 dias.

4.2 Metodologia Utilizada

O banco de dados escolhido apresentava, inicialmente, 132.037 casos, definidos no espago
categorizado X = {0,1}. Esse banco de dados foi montado de forma que o histérico de
pagamento de um determinado cliente foi unido ao histérico de outro cliente. Formali-
zando temos, para dois clientes com histérico de pagamento W e %, montamos um Unico
vetor de eventos wu = (W), "+ , W2, W1, Ulu|, * " * ,Ug, Uy ), que representa a concatenacao
do histérico dos dois clientes.

Ao todo, haviam 8.839 clientes com 12 a 36 parcelas cada.

Os procedimentos adotados no desenvolvimento do modelo e em sua andlise de desempe-

nho sdo apresentados abaixo.

e Primeiramente, foram selecionados (aleatoriamente) 98.836 casos, 75% do banco
de dados inicial, para compor a amostra de desenvolvimento. Dentre esses casos,

encontramos 6.619 clientes diferentes com uma quantidade de parcelas que varia de

12 a 36.

e O wvalor de corte utilizado foi o (Clog(n))'/?, com C = 2|X| + 5. Esse valor foi
escolhido por apresentar uma eficiéncia levemente superior a log(n) no caso da
simulacdo para a arvore de ordem 3. Essa drvore foi escolhida como referéncia, pois,
pela experiéncia que acumulamos em trabalhos semelhantes, modelos de perfil de

comportamento apresentam ordem de dependéncia superior a 2.

e Apés a estimativa do modelo, seu desempenho foi analisado. Para isso, para cada
ramo da arvore contexto estimada, foi observada a frequéncia com que os eventos 0
e 1 apareciam. Esse acompanhamento foi realizado para cada cliente da amostra. O
procedimento foi repetido ao longo do vetor de informacoes, e a média dos resultados

comparada com a probabilidade da drvore estimada.
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4.3 Resultados

A arvore resultante apresentou ordem 7. Sua 4rvore contexto, e suas probabilidades sao

as seguintes:

Arvore Contexto

1,0 se T, = 1, Tn_1 = 0 e 2,2 qualquer,

1,1,0 seTp,=1,Tp1=1,2p,2=0¢€ ;3 qualquer,

1,1,1 seTp,=1,z,1=1,2p2=1¢ ™3 qualquer,

0,1 se 2, =0, Tn_1 = 1 e ;2 qualquer,

0,0,1 se T, =0,2,1=0,z,2=1¢ ™3 qualquer,

0,0,0,1 sefp=02,1=0,2,2=0,z,3=1¢€ "2 qualquer,

) = ﬁ 0,0,0,0,1 s Lp=0,Tp1=0,Zp2=0,2,3=0,2Zp4= 1
L) =

e "2 qualquer,

0,0,0,0,0,1 6 Tp=0,Tn1=0,Zp2=0,2,3=0,2Zp4=0,
Tns = 1 e z".8 qualquer,

0,0,0,0,0,0,1 sez,=0,2,1=0,Zp2= 0,Z,3=0,Tp,—4=0,
2,5 =0, Tn_s = 1 e 2" qualquer,

0,0,0,0,0,0,0 sez,=0,2,1=0,Zp2= 0,Zp3=0,z,4=0,

L Tpns5=0,z, 6=0c¢€ ™7 qualquer.

Carla V. Otero IME-USP



Cadeias de Markov de Alcance Varigvel 35

Probabilidades

P[Xn=1|Xpo1 =1, Xno=0]= 0,493

P[Xn=1|Xn1=1, Xpn2=1, Xn3=0]= 0,621

P[Xp=1|Xn1 =1, Xn2=1, Xn3=1]= 0,724

P[X, =1|Xp1 =0, Xp o =1]=0,221

P[Xp=1|Xn1=0, Xn2=0, Xp3=1]= 0,129

P[Xp=1|Xn1 =0, Xn2=0, Xp3=0, Xp_qg =1] = 0,090

P[Xp =1]|Xn1 =0, Xn-2="0, Xn_3 =0, Xp_g =0, Xp5=1]=0,076

P[Xp=1]|Xn1=0, Xn2=0,Xp 3=0, Xna=0, X5 =0, Xn6= 1] = 0,055
P[Xn=1|Xp1=0, Xn2=0, Xn3=0, Xag =0, Xpn-5 =0, Xn6=0, Xp_7 =1] = 0,060
P[Xp=1|Xp1=0, Xn2=0, Xn3=0, Xpg =0, Xn_5 =0, Xn6=0, Xn7 = 0] = 0,027

Notemos que a drvore estimada apresenta uma interpretacdo condizente com o esperado.
Ela mostra que, conforme o evento de atraso superior a 30 dias se distancia no tempo,
a probabilidade de reincidéncia dessa ocorréncia reduz significativamente. Por exemplo,
um cliente que apresentou um atraso superior a 30 dias h4 sete meses atrds, e nenhum
outro evento desses até o momento, apresenta uma probabilidade de atraso, relacionada
A proéxima parcela, de 5,5%, ao contrario do cliente que incorreu num evento de atraso ha

dois meses, que apresenta uma probabilidade de reincidéncia de 46,8%.

Coomo mencionado no item 4.2, a analise de desempenho do modelo foi desenvolvida
através do estudo da frequéncia com que cada evento ocorria para cada cliente (If’c). A

relacdo das frequéncias encontradas estd relacionada abaixo.
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P.[Xn=1|Xp1=1, Xn2 =0] = 0,469

Bo[Xn=1|Xn1=1, Xn2=1, X, 3=0]= 0,611

B [Xn=1|Xp1=1Xno=1, X, 3=1]= 0,714

P[Xn =1]|Xn1=0, Xp_p =1]=0,230

Po[Xp=1]|Xn1=0, Xp2=0, X, 3=1]= 0,160

Po[Xn=1]|Xn1=0, Xn2=0, Xp 3=0, Xp_g =1] = 0,136

Po[Xn=1|Xp1=0, Xn2=0, Xn_3=0, Xpg=0, Xp_5 =1] = 0,097

Po[Xp=1|Xn1=0, Xn2=0,Xp 3=0, Xn4=0, Xp5=0, Xns= 1] = 0,076

Po[Xp=1|Xn1=0, Xn2=0,Xp 3=0, Xp4=0, Xn5=0, Xn6=0, Xn7= 1] = 0,055

Po[Xp=1|Xn1=0, Xn2=0, Xp3=0, Xp4=0, Xn5=0, Xn6=0, X7 = 0] = 0,020
Ao compararmos as duas estimativas, percebemos que estao muito préximas, indicando

que as CMAV caracterizam um bom estimador para o calculo da probabilidade de atraso

de um determinado cliente.
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Capitulo 5

Conclusao

Neste trabalho foram estudadas as Cadeias de Markov de Alcance Varidvel (CMAV), e
sua aplicacdo através do Algoritmo do Contexto.

Inicialmente, foi analisado o desempenho do estimador para K = Clog(n) (com C =
2|X| + 5), e K derivado do AIC, para fungoes contexto de ordem 2 e 3. Nos dois casos,
encontramos um melhor desempenho, quando n é pequeno, para K que minimiza o AIC,
e quando n é grande, para K = Clog(n).

Em relacio aos demais valores de corte estudados (log(n), (Clog(n))'/?, ((Clog(n))*/® +
(C'log(n))/?)/2, e (c log(n)'/?), segunda etapa do trabalho, o melhor desempenho encon-
trado foi para os dois primeiros casos: log(n), e (Clog(m))'/2. Isso ocorreu tanto para
a &rvore de ordem 2 quanto para a de ordem 3. Os wvalores de corte com valores mais
préximos do encontrado pelo AIC mostraram-se mais voluveis.

O estimador estudado apresentou um desempenho satisfatério para o problema de esti-
mativa de risco de inadimpléncia para produto de crédito de longo prazo. A aplicacao
revelou uma estrutura probabilistica que faz todo o sentido para um profissional da 4rea
de concessio de crédito. Este exemplo sugere que se deve procurar estender a validade
da convergéncia do estimador resultante da aplicacao do Algoritmo do Contexto para

situacoes semelhantes as da aplicagao acima.



Apéndice 1: Propriedades das Estimativas

Geradas pelo Algoritmo do Contexto

Neste capitulo faremos apenas uma apresentagao das demonstracoes da propriedades rela-
tivas ao Algoritmo do Contexto. Nao hd pretensao de esmiucamento das mesmas, apenas
de sua apresentacio em uma ordem mais linear do que aparecem nos artigos originais.
Falaremos agora de seqiiéncias de CMAVs.

Consideremos uma seqiiéncia (P, )nen de elementos de P, a reunido de todas a CMAV
de ordem finita. Vamos supor que cada P, tem funcao contexto cy, de ordem k,, que induz
a Arvore contexto 7, = T, € uma arvore de nds terminais 77 = 7F. Vamos empregar a

notacao (X;)tez para seu processo estocastico. Assumamos que as condigoes a seguir sao

verdadeiras:

A1: Escrevendo P,S')(A, w) para a probabilidade de transicdo em 7 passos iniciando
em w € X* e terminando em A C Xk, isto é P\(A,w) = Pp X[ 110 €

A|XE’,'; +in = w], assuma que, para algum 7 e para algum 0 < k, valha

|PO (A, w) — PM(Aw')| <1-2k (5.1)
para todos A € X*» e todos w, w' € X*.

A2: Escrevendo a norma L' de uma fun¢io f : X — R como ||f]|s, isto &, |[f|h =
> zcx|f(2)], seja €, o menor valor de ||Pa(- |wu) — Pa(-|w)||x para todos os w €
Ujen X7 e todos u € X tais que wu € 7Z. Seja, também, b, 0 menor valor de P, (w)

para todos w € 7. Vamos supor que

para algum 3, 0 < 8 < 00, valha b;' = O(log(n)~W/2+Anl/?) ¢ (5.2)
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para algum 6, 0 < § < oo, valhae,' = O((log(n)~*+Pnb,)'/?) (5.3)

A3: A probabilidade de transigao satisfaz

1

mingex, wern Pu(|w)

O(n) (5.4)

Estas sdo as hipdteses que utilizaremos para provar o0s resultados deste capitulo que
lidam com seqiiéncias de CMAV. Para o caso especial e importante de uma tinica CMAV
P, isto é, de uma seqiiéncia constante P, = P, basta supor que p(z | w) nunca é nula para
todo z € X e todo w € 7, onde T é a 4rvore contexto de P, para que as hipéteses A1,
A2 e A3 sejam atendidas. De fato, todos os b, sdo iguais a um dnico nimero, bem como
todos 0s €,, 0 que faz com que A2 seja satisfeita. O mesmo se d4 com A3. Quanto a
A1, o fato de ndo existir nenhuma probabilidade de transicdo nula faz com que nenhuma
das parcelas da diferenca |P,(.r) (A, w) — P (A, w")| possa ser igual a 1, o que acarreta um
limite superior menor que 1.

Utilizaremos no teorema abaixo as seguintes observagoes:

OBS: 5.0.1. A hipdtese A2 sobre a probabilidade estaciondria minima limita o tamanho

da drvore terminal de conteztos da forma |7T| £ b;' = O(n!/?/log(n)'/**?)

OBS: 5.0.2. A hipdtese A1 sobre os nicleos de transicio estd relacionada com o coefi-
ciente de ergodicidade para processos de Markov estaciondrios (ver losifescu and Theodo-
rescu [4] , Rajarashi [7] e Doukhan [2]). Ela acarreta que os processos de estado (Zyn)icz,
onde Z, = c,,(Xt_"o'o,n) e a CMAV (X;n,)icz Sdo geometricamente ¢-mizing com coefici-
entes de mizing limitados por

Slelg #n(j) £ (1 — 2k)? para todo j € N

Vale a pena lembrar que a no¢ao de ¢-mixing, bem como as diversos outros conceitos
de mixing tais como a-mixing, S-mixing etc... sao introduzidos como formas de se medir a
dependéncia de o-algebras. Formalmente, se temos um espaco de probabilidade (2, A, P)

e U e V duas sub-o-dlgebras de A, o coeficiente de ¢-mizing entre U eV é dado por

s, V) = sup{|P(V) —P(U | V)| : U €U, P(U) #£0,V € V}.
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Naturalmente, o coeficiente de mixing entre duas varidveis aleatdrias é o coeficiente de
mixing entre as sub-o-4lgebras que elas geram. Maiores detalhes podem ser encontrados

em [2], no primeiro capitulo.

A seguir enunciaremos o teorema de consisténcia do estimador obtido pelo Algoritmo

do Contexto.

Teorema 5.0.1. Seja X1 5, ..., Xn . com P, satisfazendo as condicGes Al, A2e A3. Seja
P(-]-) como na equagdo (2.2) e &(-) a estimativa da funcao contexto dada pelo Algoritmo

do Contexto. Entao:
1. limy 0 PE(-) = en(+)] = 1.

2. Sule_mexoolp( 2,|é(2° ) ) — Pa(71]e(2%) )| = 0p(1) quando n tende ao infinito.

A demonstracio desse teorema é extensa e técnica. Vamos realizé-la em etapas, através
de um série de proposicoes.
Vamos iniciar enunciando um teorema que se encontra em Doukhan [2]. Ele serd aplicado

na proposi¢ao que o segue.

Teorema 5.0.2. (Teorema 4 de Doukhan [2], capitulo 1.4.2) Assuma que a seqiiéncia seja

B-mixing * e
1. E(X;) =0.
2. 302 >0, Vm,Vn , ZE(X, +--- + Xorm) S 05
3. | X3 S M.
Entdo para todo 0 < ¢ e para todo nimero real nao negativo g < T1g» onde 0= %, temos:

1-— 2 _
( 6)"1: ) + 2nﬂ[09] 1 .
02+ qMzx/3) q

PY X 2 2] < dexp(—5-

=1

* A condicdo de limitagio sobre ¢-mixing implica a mesma condi¢ao para B-mixing porque § < ¢ (ver

a proposicio 1 da pagina 4 de Doukhan [2]).

Carla V. Otero IME-USP



Cadeias de Markov de Alcance Varidvel 41

_Com o concurso do teorema acima podemos provar a seguinte

Proposicao 5.0.1. Assumindo as hipdteses A1 e A2, eziste uma constante 0 < G < 00

tal que

max IP’[ (N(w) _ ]E[N(w)]) > bnn/3] —O(n~ 1og(n)mc)

werT

Dem: J4 que w € T,, podemos escrever

N(w) — Z 1[Zt,n=w]’ Zt,ﬂ = C(Xf—”;o,n)
i=1

Pela hiptese A1 (ver observagao 5.0.2), (Z,n)tez € ¢-mixing com coeficientes de mixing li-
mitados por sup,,cy #n(j) < (1—2k)’. Aplicando agora o Teorema 5.0.2 com ¢ = log(n)+2#

e notando que b,n = const.n'/2log(n)'/2*? justificamos a afirmagao. L

Prosseguindo, vamos agora nos ocupar do resultado seguinte.

Proposi¢do 5.0.2. Para (Y;)ien com E[Y)] = p, onde colocamos, para i € N, I; =
{tempo da i-ésima ocorréncia de v em (X1)ten}, Wi = Xp.41 o simbolo que ocorre apos
o i-ésima ocorréncia de v e Y; = lyw,—g. Para an(k) = (% — va(k))?, onde v,(k)* =
C log(n)/k, dentro das hipdteses A1l e A2, se k > pn = b,n/2, entdo, para alguma

constante 0 < F' < oo, temos

k

Y;
SHD P“Z Z —p|* > an(k)] = O(n~ lOg(ﬂ)"F)

k
0<p<1 i=1

Dem: A sequéncia W; é estaciondria ¢-mixing com coeficientes de mixing limitados pelo

mesmo limitante que serve para a sequéncia (X;).en. Pela hipotese A1, o processo (X4t)ten
tem coeficientes de mixing @(j) < (1 — 2k)J e os mesmos limitantes aplicam-se para os
coeficientes de mixing do processo (Y;)ien-

Utilizando o teorema 5.0.2 agora com ¢ = log(n)'*?. Note que k > pn = bon/2 2
const.n/2 log(n)/2+#_ Usando que, para k 2 p,, vale k an(k) 2 const. log(n)'*?, justifica-

mos a afirmacao. n
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Consideremos agora o0s eventos
o0
U, = {existe w € 7 tal que, para algum u € U X" tem-se wu € T, e wu € 7}
n=1

o]
O,, = {existe w € 7 tal que, para algum u € U X" tem-se wu & T, e wu € 7}

n=1
O evento U, corresponde 3 subestimacdo e O, & superestimacdo da drvore contexto.

Observe que o evento erro E, = {r, # 7} é a unido de U, com O,.

Proposicio 5.0.3. Sob as hipdteses A1 e A2, existem constantes 0 < Dn, Dy < o0 tais

que P[U,] = O(max{n='08™*"1 p~108()**}y quando n tende ao infinito.

Dem:

Particionemos U, pelo evento D, = {p, < N(w) para todo w € 71}, onde p, é uma
constante a ser determinada. Como P[U,] £ P[U, N D,] + P[ D¢}, limitaremos P[U,] se
limitarmos P[U,ND,] e P[ DS]. Limitando-nos, sem perda de generalidade, a 7, T podemos
escrever

PU.ND,J S Y. PlAy < Clog(n), pn < N(wu)]

wueTl, ueX

= Y S DBuIR) < L, N =k, Nw) =)

wueTT , u€X k=pn j=k

(5-5)

Como é sabido (Cover e Thomas, [1]: ver Lemma 12.6.1, péginas 300 a 301), podemos limi-
tar inferiormente a divergéncia pela distancia L, isto ¢, 21IWHRW — P,|2 £ D(Pyuul|Pw).-
Também || Pyy — Pol|? = 2(Puu(A) — Pu(A))?, onde A = {z € X| P,. > P,}. Consequen-
temente

Qlokg_(”), N(wu) =k, N(w) = j]

< P[(Pyu(A) — Pu(A))? < Qo—kg(—"), N(wu) = k, N(w) = j]

PD(Punl|Pu) <
(5-6)

Em razao da hipétese A2, ou Pwu(A) esta afastado de P,,(A), ou 13,,,(A) est4 afastado de
P, (A). Colocando v,(k)* = Clog(n)/k, Puu(z) = a, Py(z) = b, puu(z) =1 € pu(z) = 5,

onde z é um elemento de X, nosso objetivo passa a ser provar que se |a — b| é pequeno,

Carla V. Otero IME-USP



Cadeias de Markov de Alcance Varidvel 43

entdo ou |r — a| é grande, ou |s — b| é grande. Assumindo, sem perda de generalidade,

que s <7 temos, por A2, que T — 5 > £,. Agora, se b < s, entao |a — b| < Ya(k) acarreta
la — | > €n — Ya(k). Além disso, se b > 7, entdo temos que ter |s — b] > en. Assim, se
s < b<r, entio ous <b< s+ (r—s)/2, caso em que se tem |r —a| > &/2 — 1a(k); ou
r—(r—s)/2 < b <, caso em que se tem |s — b| > /2. Juntando tudo, provamos que se
| Puu(@) — Pu(z)| < ya(K), entéo ou |Puu(z) — Puu(T)| > €/2—Ya(), 0u |Py(z) — pu(z)| >

/2 — Y (k). Dessa forma, aplicando os resultados & desigualdade (5.6) e fazendo

an(k) = (5 = 7a(k))? (5.7)
termos que ter
PID(Bunll ) < S, N(uwu) = b, Nw) = 3
£ P[; |Puu(@) = Pun(@)] > an(k)'/2, N(wu) = K]
PP o)l > 9 N @) =) 69

S |X| max P |Pun(2) = Pun(@)] > aa(k)'/?, N(wu) = k]

+|X| rileajc][’[ |15w(:c) — pu(z)| > an(k)1/2, N(w) = j]

Escolhendo agora p, = b,n/2 > const.n'/2 log(n)'/>*#, obtemos a seguinte desigualdade:
max>,, v2(k) £ const.C'log(n)/(nb,). Segue-se assim, pela hipétese assumida sobre &y,

que
log(n)1+6

rr>1in a, (k) = ELI;(%" — 7a(k))? 2 const. b,

k2pn

Portanto,

:£I>lin k an(k) = const.log(n)'**
Zpn

Trataremos os dois casos do lado direito da desigualdade (5.8) ao mesmo tempo. Seja,
entdo v = wu ou v = w conforme o caso. Coloquemos p = P,(z) e p = P(z). Desejamos
achar um limitante superior para a probabilidade do evento {|p—p|* > an(k), N(v) = k}.
Para tanto, considere a extensio de X' para a sequéncia infinita (X;)en. Coloquemos,

para i € N, I; = {tempo da i-ésima ocorréncia de v em (X;);en}. Seja W; = X4 0
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simbolo que ocorre apés a i-ésima, ocorréncia de v. A distribuigdo marginal de probabili-
dade para W, em & é P,. Seja Y; = 1[w,=,). Observando que

N(v) Y, , k Y, ,
13§y 21> oalb) Nw) = B} S {1305 2P > enlb}

vemos que estabelecemos o limite superior

k
Pllp— 51" > an(k), N() = K] S (IS 22 = 517 > an(h) 5.9)

=1
Continuando com a prova da proposi¢ao 5.0.3, facamos M, = exp(—F log(n)'*?). Apli-

cando a proposicao 5.0.2 a desigualdade (5.9), provamos que, para k, j = p,, temos
mezﬁ(P[lpwu(m) — Puwu(z)| > an(K)'/2, N(wu) = k] = O(M,)
max P[P, (2) — pu()| > aa(k)'/?, N(w) = j] = O(My)

Assim, junto com (5.5), (5.6) e a ultima afirmagao, podemos escrever

P{U.ND]=1X| >, > > O(M,) (5.10)

wu€rT, u€X k=pn j=k
Levando em conta a observagao (5.0.1), a desigualdade acima e a hipétese A2, podemos

escrever

P[U, N D,] = O(|7F|n*M,) = O(b;,'n? exp (—const. log(n)'*?)) (5113
5.11
_ O(n_ log(n)“const.)

Para completar a prova da proposi¢ao 5.0.3, necessitamos limitar P[ D). Pela hipdtese

A2 podemos escrever

P[D;] < ) P[N(w) < pa] = ) P[(N(w) — E[N(w)]) < pu — (n — || + 1) Pa(w)]

< 3 P{(N(w) - E[N@W)]) < ~bun/3]
< 3 P{(N(w) - E[N(w)]) > bn/3]

A proposicao 5.0.1 permite escrever

]P[ Dg] _ O(b;ln_ log(n)wconst.) =0(n" log(n)zﬁconst.)
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onde utilizamos a hipétese A2 para a iltima estimativa. Utilizando agora a desigualdade

(5.11), completa-se a prova da proposicao 5.0.3. H

Vamos agora considerar o evento de sobrestimagido O, = {existe w' € 7, com w =
w'u € 7, w = w'u ¢ T, para algum v € |J°_, A™}. Para algum w ser um elemento
de 7T € 7 é necesséario que N(w) > 1 e que A, = Clog(n). Levando em conta que
Weinberger, Rissanen e Feder (ver [9]) estabelecem, para qualquer w = w'u (w' € Tp, u €

Uso_, &™) com w = w'u & Ty:

POJS ) (n+1) oM gpommn
|w|Slog(n)/ log(|X])

(a razdo para a ultima desigualdade é que, para qualquer m, ndo hd mais do que |X'|™
sequencias distintas w com |w| = m), é possivel eliminar a restri¢do quanto ao alcance de

w. Vejamos inicialmente a seguinte proposi¢ao:

Proposi¢do 5.0.4. Seja swv com s € T, w € U X™, v € X e swv & T,. Seja
On(swv) = {Asww 2 Clog(n), N(swv) > 1}. Seja pmin(n) = mingex, wer, Pw(T) € Tmax
a drvore contexto mazimal do primeiro passo do Algoritmo do Contezto. Entdo, sob as

hipdteses A1, A2 e A3, temos

—C+2|X|

P[On(swv)] < P[sw € Trax]n

Pmin (n)

Dem: Seja s € 7, um contexto e su = swv com w € [Jv  X™, v € X e swv & Ty.

Nosso objetivo é limitar superiormente a probabilidade da sobrestimacao em su. Relem-
bremos algumas desigualdades que se acham em Weinberger, Rissanen e Feder (ver [9]).
Fixemos, inicialmente, uma sequéncia z}, uma realizacdo de P,. Determinemos uma lei
de probabilidade dada por Qs,(y} | 2}) como abaixo

log(Qu (U7 | 27)) = Reu(y7' | Ss) + D Y Nyp (| swb) log(Pry (z | sw))

z€EX b#v

+ Z Ny (z | su) log(f?zle (z | su))

zeX
Onde, Ry, (y? | Ss) é formalmente definido em Weinberger, Rissanen e Feder (ver [9]) como

a soma da log-probabilidade de todos os simbolos que ocorrem em qualquer contexto
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que nao seja sw. Cumpre observar que, para toda sequéncia y7' com Nyn (sw) =0, a
probabilidade Q;, de yT' é a mesma que a probabilidade P,.

Para cada z7, seja 0,2 o conjunto de todas as sequéncias yi' tais que Ny (zsw) =
Nz»(z5w) e Nyn(zswv) = Npn(zswv), para todo z € X. Se Agr(swv) > C'log(n) segue-se
de (A9) de Weinberger, Rissanen e Feder (ver [9]) que

Pa(0a2) < Quul0p |27)nC. (5.12)

Necessitamos, neste ponto, introduzir uma nova medida de probabilidade dada por Q'
no conjunto das sequéncias de alcance n que tenha relagdo com @,,. Para tanto, para
cada sequéncia y%, seja zo o simbolo que ocorre apds a primeira ocorréncia de sw. Seja
bp o simbolo imediatamente anterior & primeira ocorréncia de sw. Assim, zy ocorre no

contexto swby. Se by # v, definamos

log(Q' (7 | 27)) = log(Qsu(yt | 57)) + log(Pa(zo | sw)) — log(Pap (z0 | sw)).

Quando by = v, coloquemos

log(Q' (47 | 27)) = log(Qsu(yi | 21)) + log(Pa(z0 | sw)) — log(Pag (o | sww)).

Assim, se Ny»(sw) < 2 teremos, forgosamente, P,(y}') = Q'(y7 | 7). Segue-se também

da definicao de Q' que

1
Qui? |57) £ Q47 | o9)

Assim, junto com a desigualdade (5.12), podemos escrever

1
Pn(o'z{') § Q,(Ua:;')pm. (n) n_C'

A construgio de o, e fato de que Nz (sw) > 1 acarretam
Q' (022 | 27) £ Q'(3T; Nyp (sw) > 1] 27) = Po(y7; Nyp (sw) > 1) = Pr(sw € Tmax).
Além disso, como existem no maximo n??! classes distintas de Ozn, Segue-se que

P[On(swn)] = Pa(yf; Ay (swv) > Clog(n)

< P[sw € Tinax]n CT2¥
Pmin (Tl)

As duas proposicoes a seguir finalizam os preparativos.
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Proposigao 5.0.5. Sob as hipéteses A1, A2 e A3, temos

i]?[ O] log(n) < oo

Dem: Aplicando a proposi¢ido 5.0.4, para swv, temos

P[On] £ P[On(swv)] = O(n= ¥ +) Y " Pl sw € Fipax

Swv sSwv

Seja L o nimero de sequéncias que ocorrem pelo menos duas vezes nos dados X7'. Temos

Z ]P[ sSw € 'f_max] é |X|E[ Z l[sw ocorre pelo menos duas vezes em X7 ] é IXIE[ L] § |X|TL2

swv sw
|

Levando em conta agora que C' > 2|X| + 4, justificamos a proposicao.

Vamos destacar o fato seguinte:
Proposicao 5.0.6. Sob as hipdteses A1, A2 e A3, com o corte do Algoritmo do Contezto

satisfazendo K, ~ Clog(n), onde C > 4|X| + 8, temos

Z P[ O,]log(n) < oo

Dem: Como j3 empregamos na proposi¢ao 5.0.3, temos D(P || Q) = 3||P — Q||%. Logo
a

Vamos agora reenunciar o primeiro resultado e prova-lo com os instrumentos dis-

poniveis. Teorema Seja X, ,,...,Xn, , com P, satisfazendo as condigoes Al, A2 e
A3. Seja P(-|-) como na equagdo (2.2), e &(-) a estimativa da fungio contexto dada pelo

Algoritmo do Contexto. Entao:

1.l 0 PIE() = ea(1)] = L.
= op(1) quando n tende ao infinito.

2. suPy oo P(21/6(2%50) ) — pu(@1le(22s) )]

Dem: Podemos agora arrematar a prova do teorema 5.0.1. As proposigoes 5.0.3 e 5.0.5
acarretam o primeiro item do teorema. O segundo item segue-se do primeiro na mesma
IME-USP
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linha da prova da proposicao 5.0.3: trata-se de usar a partigdo com os conjuntos D, e usar
as proposicoes 5.0.2 e 5.0.1. o

Para facilitar o enunciado do préximo teorema, vamos introduzir as notagoes a seguir.

Dadas duas medidas de probabilidade P e ) sobre X*, consideremos as medidas por
elas induzidas sobre X™, 1 £ m < oo, isto é, as medidas que associam a um subcon-
junto mensurdvel B de A™ os valores P{z = (z1,...,2n,...) € X*®|(z1,...,Zm) € B}
e Q{z = (z1,...,2Zn,...) € X*°|(21,...,Z,) € B}, respectivamente. Vamos indicar tais

medidas por Pon;" e Qomy . ., respectivamente. Entéo,

(PO m@Qom m)= sup|Pom | {z} —Qom .{z}] e (5.13)
TEAX™

d(P,Q) =Y 2 ™dp(Pony! ,Qom " ). (5.14)
m=1

De posse dessas notagoes podemos enunciar nosso préximo teorema.

Teorema 5.0.3. Seja Xi,,...,X,, com P, satisfazendo as condigoes Al, A2 e A3.

Entao,

1. Para P(-|-) como na equagio (2.2), e &(-) estimativa da fungdo contexto dada pelo

Algoritmo do Contexto, temos

lim P[o conjunto { P(-|é(z°..)) |z, € X}

gera uma tnica medida de probabilidade estaciondria P, € P] = 1.

2. Para P, como no item anterior, e d(-,-) como na equacio (5.14), temos d(B,, P,) =

op(1) quando n tende ao infinito.
3. O processo B, do primeiro item satisfaz

P[ P, é ¢ — mixing com coeficientes de mixing

satisfazendo ¢ (j) < (1 — k)7, para todo j € N] — 1 quando n — oo.

Em particular, o limite para os coeficientes ¢p ( j) é nao-aleatério e o mesmo para

todo natural n.
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Dem: Os items 1 e 3 seguem da férmula (5.15) abaixo, equanto que o item 2 decorre do

teorema anterior.

sup Ipr(n)(va ’LU) - Pr(n) (’U, w,)l

v, w,w €Xkn

= s [T(|w;r, P(|), &) -Tw|wsr B(|), &) (5.15)

v,w, w €EXkn

< 1-2k+ o(1) sobre A,

Vamos iniciar com uma forma analoga da hipétese A1 para o processo estimado P,. O

nticleo de transi¢do para o passo r, P (v, w) = Pp, [ Xk tin = V| Xg’k';“,n = w), da

Cadeia de Markov (Xtt’_',‘cﬂ +i,n)t€Z que contém a CMAV P,, pode ser caracterizado pelas

probabilidades de transi¢do p,(-|-) e pela func¢do contexto ¢, (-) da seguinte forma:

T(v|w; 7, pa(-|-), €a(*)) = P™ (v, w)

r-1 o (5.16)
= Z Hpn(xr—l | en (2] w)),
TiEXT, (z’l'w)g_kn_'_l:u =0

onde a = r + |w|. Note que, para cada n € N, o processo (Y; )iz ~ P, é uma CMAV.

3 7 1ra » (n) T,n )T
S =F3 . = % =
Considere seu niicleo de transi¢ao de passo r, 7™ (v, w) =Pp [V i = | Y—Okn+i,n

w] da Cadeia de Markov estendida (Y7 )icz. da CMAV P, de ordem k,,. Essa transicao
t—kn+i,n

é caracterizada por

T(v|w;r, 15,,( |4), én(4)) = Pr(")(v,w), r 2> 1.

Vamos agora obter o andlogo de A1 para P,. Considere os conjuntos A, = {w | é&(-,w) =

¢n(+)}- Pelo item 1 do teorema 5.0.1, kn = k, em A, e para w, w' € X’E", temos
T(v|w; r, P(-|-), &()) = T(v|w'; 7, P(-|-), &)
S |T(|w; ropal-|+), () = T(w|w’s 1y pal-|+), ea())]
+HT(v|w; 7, P(-]-), ea(-)) = T(@|w; 7, pal-]-), €al"))]
+HT(v|w;r, P(-]"), ca(-)) = T(v|w'; 7, pal-]-), cal*))|  sobre Ay.

Utilizando agora a hipétese A1 para T'(- |-; 7, pa(-|+), ¢a(+)) com relagao ao real processo

subjacente. Com relagdo aos outros termos, utilizaremos a finitude de r e X', bem como

Carla V. Otero IME-USP



Cadeias de Markov de Alcance Varidvel 50

o item 2 do teorema 5.0.1 e a equagdo (5.16). Temos, entdo, como resultado o conteido
de (5.15).

Assim, sobre A,, P,, da forma que foi construida, segundo o exposto no item 2 desse
teorema, est4 univocamente definida, é estaciondria e ¢-mixing, com coeficientes de mixing

limitados superiormente como abaixo.
¢5.(7) £ (1 — k)’, para todo j € N sobre A4,

(ver Rajarshi, [7], Lemma 2.1 ou Doukhan [2]).
Como, pelo item 1 do teorema 5.0.1, temos P[ A,;] — 1 quando n — 0o, os resultados

desse teorema, estdo justificados.
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Apéndice 2: Rotinas Empregadas

As rotinas' 4s quais se refere o capitulo anterior sdo as seguintes:

Gerador

class Gerador{

int anterior = 0, atual;
double prob;

double pi00 = 0.12; // P(1/00)
double p101 = 0.75; // P(1/01)

0.12

0.75
double p11 = 0.53; // P(1/1) = 0.53

java.util.Random r = new java.util.Random();
void gera(int n){

prob = r.nextDouble();

if (prob > (p100 + p101 + p11)/3 )

atual = O0;
else
atual = 1;

System.out .print (atual+" ");

T Rotinas gentilmente cedidas por Mariana Pereira de Melo.
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while(n > 0){
prob = r.nextDouble() ;
if (atual == 1){
anterior = atual;
if (prob > pi1)
atual = 0;

else

atual 1:
}
else{
if (anterior == 0){
anterior = atual;
if (prob > p100)
atual = 0;

else

atual 1;
}
elseq{
anterior = atual;
if (prob > p101)
atual = 0;

else

atual 1

}
X

System.out.print(atual+" ");

n=;
if( n%30 == 0)

System.out.println();

Carla V. Otero
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public static void main(String [1 arg){
Gerador g = new Gerador();
g.gera(Integer.parseInt (arg[0])) ;
}
} \acute{}

Rotina em “R” para o Algoritmo do Contexto

A rotina é a seguinte:

SRR R R
"contextos"

Pede para que o usudrio informe o diretério onde estédo localizados

os arquivos. Pega a lista de arquivos de extensdo ".bin"

localizados no diretério informado, e tenta ler cada arquivo.

Chama a fungdo que contrdéi as tabelas para cada texto e

finalmente, chama a fungio que contréi as tabelas de comparagao.

S R HHEHHEHEHEHEEEHHEE HHHEEEEERERHEEEEHE

contextos <- function(dir = paste(c(dirname(choose.files()),"/"),

collapse="")){

mat <- c()

textos <- list.files(dir,pattern=".txt")

## pega a lista de arquivos de formato ’.txt’
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cat ("########## TABELAS DE CONTEXTOS E
TRANSIGAO ##i#t#######\n\n" ,file=paste(c(dir,"saida.ctx"),collaps

e=u||))

for(i in 1:length(textos)){
arquivo <- paste(c(dir,textos[i]),
collapse="")
cat("Carregando arquivo

",arquivo,"...\n")

cat("\n",textos[i],"\n",file=paste(c(dir,"saida

.ctx"),collapse=""), append=TRUE)

vet <- leitura(arquivo)

Contexto(vet,length(texto) ,dir)
}

file.show(paste(c(dir,"saida.ctx"),collapse="")

)

202 S T S S S S T S S N N B S s s s s S
"leitura"

Fungdo que faz a leitura do arquivo devolvendo um vetor com O

texto

BRI R R

leitura <- function(arquivo){

texto <- readLines(arquivo)
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~vet <= c()

for(a in 1:length(texto)){

vet <- c(vet,strsplit(textolal,"[\s,

1+" 011D
¥
vet

}

SHHEEHEEHEEEEHHEHEHHEEHHEHEEEHHEEHHHEEHHHEEHEEEEREERREEREER
"Contexto"

Fungio que estima, separadamente, a &rvore contexto para cada

texto, e devolve uma matriz com a tabela de contextos e suas

respectivas probabilidades. Pardmetros:

* texto : vetor com o texto(codificado)

* nf : nimero de frases do texto

* dir : diretério onde se localiza o texto

#####################################################################

Contexto<- function(texto,nf,dir){

prec=3 ## Precisdo da probabilidade
(3 casas decimais. Pode ser alterado)

vlmc <- c() ## Variavel que ird guardar o

VLMC do texto

n <- length(alphabet (vimc(texto)))

c <- 2xn + 5

k <-
(((c*log(length(texto),n)) "~ (1/3))+((c*log(length(text
0),n))"~(1/2)))/2
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if(n == 1)

k <- ¢
vlmcObject <- vlmc(texto, cutoff = k)

prec <- min(prec, 7) ## precisdo
vect <- vlmcObject$vimc.vec ## vetor que
armazena a arvore
indice <- 2 ## indice da
posicdo corrente do vetor que armazena a arvore
vetor <- c() ## Vetor com
o contexto de determinado galho
contextos <- c() ## matriz

unidimencional com a tabela do de contextos
aux <- contextos.rec(vlmcObject,c(), vetor,
indice, prec)

contextos <- aux[-length(aux)]

mat <-

matrix(contextos,length(contextos)/(vect[1]+3) ,vect[1 ]1+3,byrow=T)

colnames(mat) <-
c("Contextos",alphabet(vlmcObject)," n"," freq")

vetAux <- mat[,vect[1]+3]

mat[,vect[1]+3] <-
double.precisao(as.integer(vetAux)/sum(as.integer(vet Aux)),prec)

cat("n: ",length(vlmcObjectdy)," *","K:",k,"
AIC:",AIC(vlmcObject),"\n")

cat("n: ",length(vlimcObject$y)," ","K:", k,"
AIC:",AIC(vlmcObject),"\n",file=paste(c(dir,"saida.ct

Carla V. Otero
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x"),collapse=""), append=TRUE)
draw(vlimcObject)

imprime (mat,diret=dir,colnames(mat) [-1])

T R R R e e R I S s e S i S
threshold.gen = 15
"contexto.rec"
Fung¢do recursiva que caminha pelos galhos da arvore contexto e
monta tabela de contexto sempre que chega em um terminal. Também

completa a drvore sempre que determinado galho ndo aparece na

arvore.
Parémetros:
* X : VLMC do texto
* cont : simbolo atual
* vet : contexto até esse galho
* i : indice do vetor que armazena a arvore
* prec : precisdo

R R R e e s s R s s s R

contextos.rec <- function(x,cont, vet, i, prec){
vec <- x$vlmc.vec ## Vetor que
armazena a arvore
alphabet <- alphabet (x) ## Vetor com o
alfabeto usado
context <- c() ## vetor que
armazenard o numero de vezes que determinado
## contexto
apareceu seguido por determinada letra do alfabeto usado

terminal <- c() ## irad guardar as
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diregdes onde ndo foi encontrado um terminal
contextos <- c()
if (i<=length(vec) & vec[i]l!=-1){ ## Se o
indice é menor que o tamanho do vetor e
i <= i+l ## se o nod
anterior ndo foi terminal
vet <- c(cont, vet)
atual <- 0
while(atual < vec[1]){ ## Enquanto
atual é menor que o tamanho do alfabeto
context <- c(context, vec[i])
i <- i+l
atual <- atual+l
}
atual <- 1
while(atual <= vec[1]){ ## Enquanto
atual é menor que o tamanho do alfabeto
aux <- contextos.rec(x,atual,

vet, i, prec) #i# recebe um vetor com o contexto

## em determinada diregdo até o terminal
if (1ength (aux)==1)
## se s6 tem uma posigdo
terminal <- c(terminal,atual)
## ndo chegou a um terminal nessa diregdo
else
contextos <-
c(contextos,aux[-length(aux)])
i<-

as.integer (aux[length(aux)]) ## atualiza o indice
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atual <- atual+l B

## Segue na préxima diregdo

3

if (length(terminal) == vec[1])
## esse contexto é terminal
contextos <-
c (contextos,transicao(vet, context, prec,alphabet))
else{
## encontra os outros galhos que estdo faltando
atual = 1
while(atual <= length(terminal)){
aux <-
busca(c(terminal[atuall,vet) ,x$y, alphabet)
contextos <- c(contextos,
transicao(c(terminal[atuall,vet),aux,prec,alphabet))

atual <- atual+il

}
}
}
else{
i <= i+l
}

if (length(contextos)>0)
c(contextos, i) ## Devolve um vetor com
os contextos terminais dos seus galhos,
## e suas respectivas
probabilidaes, além da posigdo do vetor

## que armazena a
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sTrvore
else
i ## se ndo tem galhos,

devolve 1 }

AR R R HEEHEEEEREEEEEREEERE R
“"transicao"
Funcdo que calcula as probabilidades de transigdo.
Parédmetros:
* contexto : vetor com o contexto
* transicao : vetor com os valores de transigdo
* prec : precisdo
* alphabet : vetor contendo o alfabeto usado

A R R R R

transicao <- function(contexto, transicao, prec, alphabet){
contextos <- c()
soma <- sum(as.integer(transicao))
if (soma > 0){
contextos <-
c (paste(alphabet[contexto],collapse=""))
a<-1
while(a <= length(transicao)){
prob <-
double.precisao(transicao[al/soma,prec)
contextos <- c(contextos,prob)

a <- a+l

contextos <- c(contextos,soma,soma)
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o T . . — N

contextos  ## devolve esse vetor que contém uma String na primeira posigdo,
## o valor de cada probabilidade de transic¢do nas demais posigdes

## e o numero de vezes que esse contexto apareceu.

S R R R R B S s s n R s s S s e
"double.precisao"

Devolve o nimero real passado como par@metro com um determinado

numero de casas decimais passado como pardmetro também.

AR R R

double.precisao <- function(num, precisao){
if(!is.double (num)) stop("Esse nao é um numero
Real")
num <- as.integer (num*(10~precisao))

num <- num/(10"precisao)

num

I R S S S D s S T R R S S SRR
"imprime"
Salva num arquivo de nome saida.ctx as tabelas de contextos e
transigao.
Parametros:
* matrix : matriz com as informagdes da tabela
* diret : diretério onde serd salvo o arquivo

* alph : alfabeto ou nome dos textos
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AR R R R R R R R R R R R R R R R R R R R R

imprime <- function(matrix,diret="",alph=c()){

saida <- c()

arquivo <-
paste(c(diret,"saida.ctx"),collapse="")

max <- max(nchar(matrix[,1]),3)

len <- length(matrix[1,])-1

saida <- c(saida,"_"

a<-0

while(a < max){

saida <- c(saida,"__")
a <- a+l
}
saida <- c(saida,"__")
a<-0

while(a < len){
saida <- c(saida,"_______ ")
a <- a+l
}
saida <- c(saida,"\n|Cont.")
a<-2

while(a < max){

saida <- c(saida," ")
a <- a+l

}

saida <- c(saida,"|")

a <- as.integer((len*7-15)/2)
while(a > 0){

saida <- c(saida," ")
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. a<-a1 S
}
saida <- c(saida,"Probabilidades")
a <- as.integer((lenx7-15)/2)+14
while(a < len*7-1){
saida <- c(saida," ")
a <- at+l
}
saida <- c(saida,"|\n|")
if (length(alph)==1en){
a<-0
while(a < max){
saida <- c(saida," ")
a <- a+l
}
saida <- c(saida," | ")
n<-1
while(n < len){
prob <- paste(alph[n],collapse="")
saida <- c(saida,prob)
1 <~ nchar(prob)
while(l < 5){
saida <- c(saida," ")
1 <- 1+1
}
saida <- c(saida," ")
n <- n+i
}
prob <- strsplit(alph([n],NULL) [[1]]
prob <- prob[-1]
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prob <- prob[-1]
prob <- paste(prob,collapse="")
saida <- c(saida,prob)
1 <- nchar (prob)
while(l < 5){
saida <- c(saida," ")
1 <-1+1
}
saida <- c(saida,"|\n|")
}
a<-0

while(a < max){

saida <- c(saida,"__")
a <- a+l
}
saida <- c(saida,"_|")
a<-0

while(a < len-1){

saida <- c(saida,"_______ ")
a <- a+l
}
saida <- c(saida,"______ [\n")
a<-1

while(a <= length(matrix[,1])){
context <-
strsplit(as.character(matrix[a,1]),NULL) [[1]]
saida <- c(saida,"|")
n<-0

while(n < (max-length(context))){
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- saida <- c(saida," ")
n <- n+l
}
saida <-
c (saida,paste(context,collapse=" "),"
n <- 2

while(n <= len+1){
prob <- matrix[a,n]
saida <- c(saida,prob)

prob <-

strsplit(as.character(prob) ,NULL) [[1]]

1 <- length(prob)
while(1l < 5){

saida <- c(saida," ")

1 <= 1+1
}
saida <- c(saida,"| ")
n <- n+l

}

saida <- c(saida,"\n")

a <- a+l
}
saida <- c(saida,"|")
a <-0

while(a < max){
saida <- c(saida,"__")

a <- a+1

(D)
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}

saida <- c(saida,"_|")

a<-0

while(a < len){
saida <- c(saida,"______ ")
a <- a+l

}

cat(paste(saida, collapse=""),"\n",

file=arquivo, append=TRUE) }

busca <- function(contexto, vec, alphabet){
contexto <- as.integer(contexto)
aux <- c()
for(i in alphabet)
aux <- c(aux,0)
i<-1
while(i <= length(vec)-length(contexto)){
if (vec[i] == alphabet [contexto[1]1]){
0K = TRUE
j =2
while(j<=length(contexto) && O0K){
if (alphabet[contexto[j]] !=
vec[i+j-11){

0K = FALSE
3
j <= j+t
}
if (0K) {

¢ <- vec[i+j-1]
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n<-1

while(n < length(alphabet) &&

alphabet[n] !'= c)
n <- n+il

aux[n] <- aux[n]+1

i <= i+l

aux
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