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Resumo

Esta tese compreende um estudo das propriedades da distribuigao t-assimétrica fundamental,
uma das vantagens desta distribuicao é o fato que permite modelar dados que apresentam assime-
tria e curtose diferentes da distribuicao normal. Modelos lineares mistos sao muito utilizados na
analise de dados com medidas repetidas porque permitem modelar a correlagao entre sujeitos. Uma
suposigao usual é a normalidades dos efeitos aleatérios e dos erros. Neste trabalho, estendemos este
modelo assumindo a distribuigao t-assimétrica tanto para os erros como para os efeitos aleatérios,
sdo analisados varias possiveis formas de estender este modelo, por exemplo, (i) considerando que os
erros e os efeitos aleatdrios seguem conjuntamente uma distribuigao t-assimétrica e (ii) assumindo
que eles sao independentes e seguem a distribuicao t-assimétrica. Resultam como casos especiais
destas suposigoes os modelos simétricos ¢-Student e normal e o modelo normal-assimétrico. Para a
obtencao das estimativas desenvolvemos algoritmos do tipo MCMC. Aplicagoes a diversos conjuntos
de dados sdo apresentadas.

Palavras-chave: distribuigao t-assimétrica, modelos lineares mistos, inferéncia bayesiana.
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Abstract

This work approaches a study of the properties of the fundamental skew-t distribution. One
advantage of this class of distribution is the exibility to work with asymmetrical and heavy tailed
data. Linear mixed models are frequently used in repeated measures data analysis. However, the
usual assumption of normality for the error and the random effects makes inference vulnerable to
the presence of outliers. Here we propose to consider a skew-t distribution for both errors and
random effects. We analize several cases to extend this model, for example, (i) considering errors
and random effects with a joint skew-t distribution and (ii) considering that errors and random
effects are independent and follow a skew-t distribution. A Bayesian inference approach is adopted
using MCMC algorithms. The models developed are illustrated using several real data sets.

Keywords: skew-t distribution, linear mixed models, bayesian inference.
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Capitulo 1

Introducao

Em muitas situagoes praticas a usual suposi¢ao de normalidade nao é satisfeita devido a falta
de simetria dos dados. Azzalini (1985) propoe como alternativa a utilizagdo de uma familia mais
geral de distribuicoes, de forma que consiga modelar a assimetria dos dados e além disso, incluir a
distribuicao normal como um caso particular. Esta familia de distribui¢ées foi denominada normal
assimétrica.

A distribui¢do normal assimétrica univariada surgiu independentemente em vdrios artigos es-
tatisticos, entre os principais trabalhos pode-se destacar Roberts (1966), O’Hagan e Leonard (1976)
e Aigner, Lovell e Schmidt (1977). Entretanto, foi Azzalini (1985) que introduziu formalmente esta
distribuicao, estudou suas propriedades e mostrou que a distribuigao tem problemas na estimacgao
do parametro que controla a assimetria, pelos métodos de estimagao usuais (métodos dos momen-
tos e de méxima verossimilhanga). Métodos alternativos tem sido estudados por Sartori (2003)
na abordagem cldssica, e na abordagem bayesiana, por Liseo e Loperfido (2004). Estes tltimos
propoem a utilizagao da priori de Jeffreys, entretanto esta priori tem uma expressao dificil de tra-
balhar. Bayes e Branco (2007) desenvolvem uma aproximagao para a priori de Jeffreys e estudam
a estimagao dos pardmetros da distribuigdo normal assimétrica sob o enfoque bayesiano.

Distribuicoes de probabilidade com caudas mais pesadas que a distribui¢do normal tem sido pro-
postas na literatura como uma alternativa para modelagem dos erros no modelo de regressao. Tais
distribuigoes tem a vantagem de incorporar observagoes consideradas discrepantes sob a normali-
dade. Um trabalho pioneiro nesta drea é Zellner (1976), onde a distribuicao ¢-Student multivariada
¢é considerada. Essas idéias foram estendidas por Osiewalski e Steel (1993) considerando a classe
das distribuigoes elipticas (Kelker, 1970). Em Branco, Bolfarine, Iglesias e Arellano-Valle (2000) é
apresentado uma proposta do uso das distribuigoes elipticas para o problema de calibragao contro-
lada, além da generalizagao para a classe das elipticas de alguns resultados em regressao bayesiana
sob normalidade. Posteriormente, Branco e Dey (2001), Branco e Dey (2002) e Sahu, Dey e Branco
(2003) propuseram novas classes de distribuigoes multivariadas que sao assimétricas e incluam como
casos particulares distribuicoes simétricas multivariadas conhecidas, como a normal, a ¢t-Student,
a Pearson IT e a classe das distribuigdes elipticas. Em Sahu et al. (2003) algumas aplicagoes sao
consideradas sob modelos de regressao bayesianos. Utilizando-se a distribuigao t-assimétrica para

o0s erros, isto nos permite incorporar ao modelo pardmetros que quantificam a assimetria e curtose
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dos erros.

Arellano-Valle e Genton (2005) propéem uma classe bastante geral de distribuiges assimétricas
denominada esférica assimétrica fundamental. Arellano-Valle e Azzalini (2006) e Arellano-Valle,
Branco e Genton (2006) construem classes ainda mais gerais de distribui¢oes que tem como caso
particular a esférica assimétrica fundamental, estas novas classes estao baseadas em mecanismos de
selegao que geram distribuicoes assimétricas.

A flexibilidade da distribuicao t-assimétrica para modelagem de dados, faz com que ela seja
uma alternativa interessante em diversas areas de aplicacao. Para alguns exemplos, ver Genton
(2004).

Nesta tese de doutorado, estudamos a distribuicao t-assimétrica fundamental, proposta como
un exemplo das distribuigoes esféricas fundamentais em Arellano-Valle e Genton (2005), que tem
como casos especiais as distribuigbes t-assimétricas propostas por Branco e Dey (2001) e por Sahu
et al. (2003) que denominaremos como tipo I e tipo II respectivamente. Assim os resultados obtidos
para a t-assimétrica fundamental serao validos para ambos casos.

Também, propomos trabalhar com modelos lineares mistos com erros t-assimétricos para con-
seguir modelar a assimetria e curtose muitas vezes presente neste tipo de dados e consideraremos
a abordagem bayesiana. Discussao de escolha de distribui¢oes a priori e andlise de sensibilidade
serao alguns dos pontos tratados. Outro aspecto, refere-se a escolha de modelos e a robustez dos

modelos a presenca de valores outliers.
1.1 Organizagao

O presente trabalho estd dividido em nove capitulos. No segundo capitulo, apresentamos
defini¢oes e propriedades da distribuigao t-assimétrica fundamental.

No terceiro capitulo, apresentamos o modelo linear com a distribuigao t-assimétrica tipo II, im-
plementamos o algoritmo de Gibbs e obtemos formas conhecidas para as distribui¢oes condicionais
completas do modelo, com excegao da distribui¢ao condicional dos graus de liberdade.

No quarto capitulo, apresentamos o modelo linear misto com erros e efeitos aleatdrios t-assimétricos
dependentes, isto €, o vetor dos erros e os dos efeitos aleatorios seguem uma distribui¢ao conjunta
t-assimétrica, estudamos suas propriedades, implementamos o algoritmo de Gibbs e ilustramos o
modelo como um conjunto de dados de niveis de colesterol.

No quinto capitulo, apresentamos o modelo linear misto com erros e efeitos aleatdrios t-assimétricos
independentes, consideramos neste caso a distribuigao t-assimétrica tipo I, propomos uma reparametrizagao
do modelo que nos permite obter formas conhecidas para as distribui¢oes condicionais completas
do modelo, com excegao da distribuigao condicional dos graus de liberdade, e para aplicacao con-
sideramos os dados de um estudo toxicoldgico.

No sexto capitulo, avaliamos a robustez dos modelos apresentado nos capitulos quarto e quinto,
consideramos um conjunto de dados dentérios ja estudados anteriormente na literatura para estudar
a influéncia de um valor outlier na distribuigao a posteriori dos paradmetros.

No sétimo capitulo, apresentamo um modelo com erros nas variaveis de intercepto nulo, con-

siderando a distribuicao t-assimétrica tipo I, conseguimos formas conhecidas para as distribuigoes
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condicionais completas e ilustramos a metodologia com um conjunto de dados de um estudo odon-
tolégico.

No oitavo capitulo, apresentamos uma discussao sob a dificuldade de estimacao do parametro
graus de liberdade em modelos nao-lineares que consideram a distribuigao t-assimétrica multivariada
para o vetor de erros. Na abordagem bayesiana, iremos mostrar que, que sob certas condigoes, a
distribuigao a posteriori nao é atualizada, isto é, nao depende dos dados.

Finalmente no nono capitulo, apresentamos as conclusoes dos resultados obtidos neste trabalho

e perspectivas de pesquisa futura.
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Capitulo 2
Distribuicao t-assimétrica

Este capitulo apresenta algumas propriedades da distribuicao t-assimétrica fundamental pro-
posta por Arellano-Valle e Genton (2005). Existem multiplas definicées com essa mesma denom-
inagao t assimétrica, por exemplo, Azzalini e Capitanio (2003), Sahu et al. (2003), Ferndndez e
Steel (1998) e Jones e Faddy (2003) sendo que as duas ultimas estdo definidas somente para o caso
univariado. Nesta sec¢ao, consideraremos a t-assimétrica fundamental que é um caso especial da

classe de distribuicoes esféricas assimétricas fundamentais, proposta por Arellano-Valle e Genton
(2005).

2.1 Distribuicao t-assimétrica fundamental

Nesta secao introduzimos a distribuigao t-assimétrica fundamental que é um caso especial da
classe de distribuigoes esféricas assimétricas fundamentais, proposta por Arellano-Valle e Genton
(2005), apresentada no artigo através de um exemplo. Tal distribui¢io serd explorada com mais
detalhes neste trabalho. Uma das vantagens desta definigao é o fato de conter como casos especiais

a l-assimétrica de Branco e Dey (2001) e a t-assimétrica de Sahu et al. (2003)

Definigao 2.1 Uma vetor aleatorio Y de dimensdo n tem distribuig¢do t-assimétrica multivariada
com parametros de posi¢ao p, §2, assimetria D e graus de liberdade v, se sua funcdo de densidade

de probabilidade é dada por

fy @) =2"t,(y | p, 2+ DDT v)

v+n

T Ty\—1
Tn (D (Q+DD") (y — ) (7{1(y)+u

1/2
) | I, - DT(2+ DD")'D,v + n) ,
(2.1)

sendo que p € N, Q matriz n x n definida positiva, D matriz n x m, v > 0 e q(y) = (y —
w) Ty — ). Denotamos por t,(. | @, B,c) a fungdo de densidade de probabilidade de uma
t-Student n-variada com parametro de posicao a, escala B e graus de liberdade c, e por Ty, (. | B, ¢)
a func¢ao de distribuigao de uma ¢-Student n-variada com parametro de posigao a = 0, escala B ¢

graus de liberdade c. Utilizaremos a seguinte notagao Y ~ StFy,(u, 2, D,v)
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A seguinte reparametrizacdo nos permite escrever (2.1) como um modelo de locagao-escala,

2=Q+DD"eA=(Q+DDT)'D, (2.2)
nesse caso 3 € um parametro de escala, e a densidade é dada por

v+n

fy (@) =2"ta(y | 1, 2, )T, (ATE‘I/Z(y —p) (m

1/2
) | I, — ATA v+ n) . (2.3)
Utilizaremos a seguinte notagao Y ~ StF*(u, X, A, v) para a densidade em (2.3).

Alguns casos especiais da familia de distribui¢oes definida em (2.1) sdo

-1/2
l.Sem=1leD=n=1,....,7), 2=Q4+n9nT e A= L”_l—,entéo (2.1) se reduz a

1-nTY "' n

/2
_ o Tan—tfdp vin \' n
fy (y) =2"ta(y | 1, Z,v)Th (A 2y - p) <q(y)+u) | v+ )

que é a densidade da t-assimétrica obtida em Branco e Dey (2001) e Azzalini e Capitanio
(2003).

2. Sem =ne D= Diag(n,--.,n,) temos que
fy () =2"ta(y | B, 2 + D?,v)

x T, (DT(Q + D)2y — p) (q” n

1/2
m) | In —DT(Q+D2)_1D,V+71> 3

assim, obtemos a t-assimétrica definida por Sahu et al. (2003).

3. Se v — o0, a densidade em (2.1) coincide com a distribui¢ao normal assimétrica fundamental
definida em Arellano-Valle e Genton (2005),

fy (¥) =2"¢n(y | p, 2+ DDT) (2.4
®,, (DT(Q+DDT) (y— p) | I, - DT(Q+ DDT)"'D), '
sendo ¢y (. | 1, X) a fungao de densidade de probabilidade de uma normal n-variada com vetor
de médias p, matriz de covaridncia 3, e ®,(. | ¥) a funcdo de distribui¢do de uma normal
n-variada com vetor de médias g = 0 e matriz de covaridncia ¥, para a qual utilizaremos a
seguinte notagao Y ~ SN F,(u, 2, D)

A densidade em 2.1 possui algumas propriedades interessantes que serao apresentadas neste trabalho

e para cujas provas o seguinte lema dado por exemplo em Arellano-Valle e Genton (2005) sera tutil.
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Lema 2.1 Se V ~ Ni(m,S), entdo
E[®n(a+ AV |b, B)] = ®,,(alb — Am, B + ASAT),

sendo ®y(. | p,X) a funcdo de distribuicao de uma normal n-variada com vetor de médias p e

matriz de covaridncia 2.

A distribuigao t-assimétrica fundamental pode ser obtida como uma mistura de uma normal

assimétrica fundamental, como é mostrado na seguinte proposicao,

Proposigao 2.1 Se

Y |w~SNF, <u,

gl

D
" w2

)

N——

w ~ Gama (

RN

14
27
entao Y ~ StF(u,Q, D,v).

Prova : Seja g(. |,a,b) a fungao de densidade de probabilidade de uma distribuicio gama com
parametros a e b. Entao

< 1
Ty () =/0 2"¢n <y | b, —(Q+ DDT))
T Ty—-1 1 T Ty —1 17 %
P (D (Q+DD")" (y—p) | E(Im_D (+DD") D))g(w[ §’§)dw
=tn(y | p, 2+ DDT,v)
/ "o, (DT(ﬂ +DD")  (y—p) | %(Im -DT(Q+ DDT)*D))
0

g<w|h;_n,%q(w) dw

se escrevemos a fungao de distribuicao acumulada da normal como uma integral e consideramos

w* = Lq(y)w temos que

v+n

Iy (y) =ta(y | p, 2+ DDT,v)
[ oozt
0 Jt>D"(+DD")-1(y-p) " v+ q(y) w*

g (w* | v+n I/+n> dtdw

(Im — DT(Q+ DDT)—ID))

2 7 2
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mudando a ordem de integracao temos que

fy (W) =ta(y | p, 2+ DD",v)
/ /oo i (t 0 v+n L
t>D"(Q+DD")-1(y—p) Jo " v+ q(y) w*

g(w* | I/—;—n’u-lz—n) dwdt

:tn(y I I'L:Q+DDT»V)

(I, - DT(Q + DDT)‘lD))

/ ] - <t| ,u(Im~DT(Q+DDT)‘1D),u+n) dt
t>D7 (Q+DD")-1(y—p) v+q(y)

=21, (y | p, 2+ DDT )

T <DT(9 +DD") Yy - p) (q,, —

1/2
W) IInl—DT(Q+DDT)_1D,U+7l).

Na reparametrizagao (2.2) observamos que a distribuicao t-assimétrica fundamental ¢ uma mistura
na escala de uma normal assimétrica fundamental,
. by
Y|w~SNE, (p,—, A
w

w ~ Gama (g, g) .

A seguir obtemos a funcao geradora de momentos (f.g.m) da t-assimétrica fundamental, da

qual derivaremos medidas importantes para a caracterizacdo desta distribuicao, tais como, média

e variancia.

Proposicao 2.2 A funcao geradora de momentos da t-assimétrica fundamental é dada por

o tT (2 4+ DDT)t DTt v v
_ m T - — —
MY(t)—/O 2 exp{t p+ - }<I>m, (w1/2)9(2’2)d“”

com g(. | a,b) a densidade de uma Gama (a,b).
Prova : Utilizando a defini¢cao de f.g.m. e a proposicao 2.1, temos que

My (t) = E [etTY]

oo tT 1 T
:/ / e y2m¢n(y|p,—(Q+DD)
yemu 0 w

1
O, (DT(mDDT)-I(y — )| =T — DT(n+DDT)*1D)) g(wl3 ) dwdy

g

mudando a ordem de integragao temos
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My (t) = / /e»et exp (tT 4 . EDDT) ) 2" b, (y | —(Q+ DD, %(Q + DDT)>

D, (DT(Q + DD Yy —p) | 1(1,,1 - DT+ DD~ D)) (m | = = 2) dydw
w
o tT(Q+DDT)t 1
= / exp | tTp+ # / 2™ b <y | o — (2 +DDT)t, —(2+ DDT))
0 2w yemn w

— 1 _ v v
®,, (DT(Q + DDy Yy — p) | E(Im - D"+ DDT) 1D)) g (w | 3 5) dydw

Logo, podemos escrever a integral em y como uma esperanca,
o tT(Q+ DDt
My (t) = / exp (tTp. + %
0 w

g) dydw,

Eg [«pm (DT(Q +DDT) Yy — p) | é(zm —- DT+ DDT)‘ID))} g (w | g

sendo que S ~ N (pu — (2 + DDT)t, L+ DDT)) .Se utilizamos o lema 2.1 obtemos

0 t'(Q+DDT)t DTt 27
_ T o \rRr == U - - _ _
My (t) = /0 2 exp (t A+ . ) D <'w1/2 g (w | ) dw.

Uma representagao estocdstica para a distribui¢ao t-assimétrica fundamental é dada na seguinte

proposicao,
Proposigao 2.3 Seja Y ~ StF(u,, D,v), entdo

U]
wl/2

2 vV

Y [1.+D m,

+0 (2.5)

sendo que U ~ Np(0,1I,,), V ~ Np(0,I,) e w ~ Gama(v/2,v/2) sao objetos aleatéroios indepen-

dentes.
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Prova :

U
E [ tTY] E v (er -Iulllz +91/2‘%7)
H C = 4 e

[ U

ou || (DI X)

=e PE|E |e | w
U

= etT/"’E E etTDJu‘_/I2

; U
ot | ¢plYl
=t PE | E [et D"";2:| |wj|

¢ [ t"Qt t"DD"t ' rp U Dt
=et'PE e2—weT2m/ Doy, (W IO,Im) du | w}
L U>0 w
. [ t"(Q:DD")t
=el BE |2me e / ¢m (U | =Dt,I,,)dU | w
i U>0
t"(Q.DD")t D
t
= B |omet B+ 7 O (W) Iw]
w

pon tT(Q + DDT)t D%t v v
_ (e T _
—/0 2 exp (t [ 2w q>m ’11)1/2 9(2,2)(111)

A partir da proposi¢do 2.3 obtemos os momentos da t-assimétrica fundamental.

Proposicao 2.4 Seja Y um vetor aleatdrio com distribuicao StF,(u, Q, D,v), temos que

: 2
E(Y)=p+kDlyn e Var(Y)= ——r (Q + (1 - —> DDT> +2 ( A g,#) D117 DT
™

v—2 T\ —2
v—1
sendon:\/ELz).
m T ()

Prova : Segue da proposicao 2.3. Arellano-Valle e Genton (2005) também obterem este resultado

para uma classe mais geral de distribuigoes.

Corolario 2.1 Consideremos a sequinte particdo de Y

e ( Yi(n1 x 1) ),u: ( pa(n x 1) ) |
Y2(Tl.2 X 1) [_Lz(nz X 1)

Q ( Qll(nl X 7’1,1) ng(ng X 71,1) ) De ( Dl(’nl b4 m) ) ,

Qu('ﬂq X 711) sz(ng X 71.2) Dg('n,g X 'I'IL)
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entao Y; e Yo sao nao correlacionadas se 219 =0, e D1 =0 ou Dy =0

Este resultado serd utilizado na construgdo do modelo linear misto do capitulo 4, para obter que
os erros e os efeitos aleatodrios sejam nao correlacionados.

A distribuigao de uma transformagao linear arbitraria AY + b é dada na seguinte proposicao

Proposicao 2.5 Seja A uma matriz k X n de posto completo e b um vetor de dimensdao k. Se
Y ~ StF,(p, 2, D,v), entdo

AY + b~ StF(Ap+ b, AQAT AD,v). (2.6)

Prova : Seja t € R*

]\’[STF(AY + b) = eb]WSTp(AY)

o AtT(Q + DDT)A TATt
= eb/ 2 exp (tTAp. + (2 + ) t> D, (&> g(w)dw
0

2w wl/2
oo AtT ™ T
= / 2exp (tT(Ap +b) + t (24 DD )At D, (DA)’t g(w)dw.
0 27.0 w1/2

O seguinte resultado mostra que a distribuigéo t-assimétrica fundamental é fechada por marginal-

izacao

Proposicao 2.6 Seja Y ~ StF(u,Q, D,v) e considerando a sequinte partigio de'Y , u, 2 e D,

Y:<Y1(nl><1))7“: #1(711><1))’
Ya(ng x 1) pa(ng x 1)
0 < Qi1(n1 x n1) Qi2(ne x nq) ) D= ( Dj(ny x m) ) )

Qi2(n2 x n1) Qaa(ng X na) Dy(ng x m)
temos que Y1 ~ StF,, (p1, 211, D1,v)

Prova : Seja 0qxp uma matriz de dimensao a x b de zeros. Considerando A = ( I,;, 0y, xn, ) DA
proposicao 2.5 obtemos o resultado acima.
2.2 Distribuicao t-assimétrica tipo 1

Esta distribui¢ao foi proposta por Branco e Dey (2001) e Azzalini e Capitanio (2003), é um
caso particular da distribui¢ao ¢ assimétrica fundamental definida em (2.1) quando D = n =

—1/2

(0, sn)T, B = Q4T e A= 2T
Vi-nrs iy
distribuicao t-assimétrica se sua fungao de densidade de probabilidade é dada por

. Um vetor aleatério Y de dimensao n segue uma

v+n 1/2
fy (@) =2"ta(y | 1, S, 0)Th (ATE*/?(y — ) (q(yjﬁ) | v+ n) ; (2.7)
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sendo que p € R, ¥ matriz n x n definida positiva, A € R, v > 0e q(y) = (y — p)TZ 7y — p).
Denotamos por t,(. | a, B, c) a fungdo de densidade de probabilidade de uma t-Student n-variada
com parametro de posi¢ao a, escala B e graus de liberdade ¢, e por Ty(. | B,c) a funcao de dis-
tribuicao de uma ¢-Student n-variada com pardmetro de posigao 0, escala B e graus de liberdade

v. Utilizaremos a seguinte notagao Y ~ St-I,(u, X, A, v)

A densidade dada em (2.7) é um caso especial da t-assimétrica fundamental (2.1). Assim, as
propriedades desta distribuicado podem ser obtidas facilmente a partir dos resultados apresentados
na secao 1.

O vetor de médias e matriz de covariancia de Y, sao dados por

EY)=p+rn e Var(Y)= ﬁﬂ — k2T

v—1
sendon=\/zr( ,2, )
™ I (3)

Podemos escrever a t-assimétrica como uma mistura de uma normal assimétrica tipo I. Assim,

b
Y | w~ SN-I, (u,, —, A)
w

v v
~ G <_1 _) )
w ama |3, 5
entdo Y ~ St-I,(p, 2, A, v).
Se consideramos uma particao de Y, p, ¥ e A similar a da proposicao 2.6 temos que a dis-

tribuigao marginal de Y'; é dada por
Yl i~ St—In(Nl, 2117 Aia U)'
0n, T_ _B'2A

Jioms g 1= ) = 7558

Esta distribuicao é fechada por transformagoes lineares, assim a distribuicdo de AY + b é

sendo A\; =

AY +b~St-I(Ap+b, ASAT AX* V).

(AzAT) " An sii/2y
en=—=—2_.
\/1—7;TA(A2AT) An KRV LY

sendo A =

2.2.1 Distribuicao Normal assimétrica tipo I

Se v — 00, a densidade em (2.7) coincide com a distribuigao normal assimétrica definida em Azzalini
e Dalla Valle (1996) e Branco e Dey (2001),

Fy () =2"¢a(Y | 1, Z)01 (ATEV2(y — ), (2.8)



2.3. DISTRIBUICAO T-ASSIMETRICA TIPO II 13

sendo ¢,(. | @, B) a fungao de densidade de probabilidade de uma normal n-variada com vetor de
médias a, matriz de covaridncia B, e ®,(. | B) a fun¢ao de distribui¢ao acumulada de uma nor-
mal n-variada com vetor de médias 0 e matriz de covaridncia B. Utilizaremos a seguinte notacao
Y ~ SN-I,(u, 2, D)

O vetor de médias e matriz de covaridncia de Y, sdo dados respectivamente por
2 T
EY)=p+rkn e Var(Y)=Z-—nn".
7r

2.3 Distribuicao t-assimétrica tipo II

Esta distribuigao foi proposta por Sahu et al. (2003) e é um caso particular da distribuicao
assimétrica fundamental como foi visto na se¢do 2.1. Um vetor aleatério Y de dimensao n segue

uma distribuigao t-assimétrica do tipo IIse sua fungdo de densidade de probabilidade é dada por

fy (y) =2"ta(y | p, Q2+ D?v)

vV+n (2'9)

T _
T, (D (Q+D*) Ny —p) (m

1/2
) |In—D(Q+D2)‘1D,u+n> :
sendo que p € N", Q) é uma matriz n x n definida positiva, D = Diag(n), n € R*, v > 0 e
a(y) = (y — w)T (2 + D?*)~1(y — p). Denotamos por t,(. | a, B, c) a fungdo de densidade de
probabilidade de uma ¢-Student n-variada com parametros de posigao a, de escala B e graus de
liberdade ¢, e por T,(. | B,c) a fungao de distribuicio acumulada de uma ¢-Student n-variada

com parametro de posi¢ao 0, escala B e graus de liberdade c¢. Utilizaremos a seguinte notacao
Y ~ St-II, (e, 2, D, v)

Uma forma de representar esta distribui¢io é através da seguinte representacao estocéstica.

Seja Y um vetor aleatorio tal que

%

_d U] 1/2
Y =‘p+D-—7 + QY —75

373 (2.10)

onde U ~ N, (0,1,), V ~ N,(0,I,) e w ~ Gama(v/2,v/2). Entao,
Y ~ St-11,, (e, 2, D, v).

A densidade dada em (2.9) é um caso especial da t-assimétrica fundamental (2.1). Assim, as
propriedades desta distribuigao podem ser obtidas facilmente a partir dos resultados apresentados
na secao 1.

A média e matriz de covariancia de Y, sdo dados por

2 2
EY)=p+rn e Var(Y)= ﬁ (Q + (1 - ;) DZ) + . (V z 5~ gfﬂ?2> " (2.11)
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v—1

v (55 . - A ~

sendo Kk = \/j I‘((—)) Salientamos que a expressao da covariancia é uma correcao a apresentada
m

2

v

2 . A .
por Sahu et al. (2003), sendo que a expressao dada por esses autores para a covariancia é

Var(Y) = V—'”Q (ﬂ + (1 - 3) D2> . (2.12)

™

Notemos que estaria faltando o ultimo termo de (2.11). Assim, o fato de € ser bloco diagonal
nao implica mais que os subvetores dessa particao sejam nao correlacionado como seria o caso se
consideraramos a expressao (2.12).

Podemos escrever a distribuigao ¢-assimétrica tipo II como uma mistura de uma normal assimétrica.

Assim,

Y | w ~ SN-IT,, ([J., — %)

b)

AT

v
i ot (_,
w ama | 5
entdo Y ~ St-I1,(u, 2, D, v).
Se consideramos a particdo de Y, p, 2 e D dada na proposigao 2.6 temos que a distribuicao
marginal de Y'; é dada por
Y~ St—IInl(p,l, 041, Dq, 1/).

2.3.1 Distribuicao Normal assimétrica tipo II

Se v — 00, a densidade em (2.9) coincide com a distribui¢ao normal assimétrica definida em Sahu
et al. (2003),

fy (y) =2"¢n(Y | 1, 2 + D?) (2.13)
o, (DT(Q+D*) Yy —p) | In. - DT(@+ DD”)~'D), '
sendo ¢, (. | i, E) a fungao de densidade de probabilidade de uma normal n-variada com vetor
de médias p, matriz de covaridncia X, e ®,(. | £) a funcdo de distribuicao de uma normal n-
variada com vetor de médias p = 0 e matriz de covaridncia 3. Utilizaremos a seguinte notagao
Y ~ SN-IL,(p, 2, D)

2

Notamos que se £ = Diag(7?, ..., 72) entdo y; ~ SNi(ui, 72,7;) independentes. Assim a densidade

em (2.8) se reduz

fy @) =T 2610 | i 72 +n2) 1

I (2.14)
i=1 Ti )12 4+ n?
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Considerando a seguinte particao de Y, pu, X e D,

Yy — ( Yl(n1X1)>,u: (ul(nlxl) >,
Ya(ng x 1) pa(ng x 1)

0= ( Qll(nl ><'n,1) Q]g(nz X'I’Ll) ) ,D: < D](’n,l xm) )6

le(ng X nl) Qgg(nz X 'ng) Dz('n.g X ’ITL)

D; = Diag(n;), i =1,2en” = (nT,nT). Se Q12 = Q2 = 0 entdo Y e Y, sdo independentes e
Y; ~ SN-1L,, (p4, Q4i, D, v), sendo

2.4 Interpretacao dos parametros

Analisemos primeiro o caso uniparamétrico, seja y ~ Sty (1, 72,1, v) e se consideremos a parametrizacao
? v ) y '

A =n/T eo? =12+ 7% entdo o cocficiente de assimetria é dado por

A v 3 A2 3v 492 X2
=K = =
Lo V14+ X2 \v-3 14 X2 v—2 El+)\2

-3/2
v 5 A
x(y_2 m1+)\2> (se v > 3)

(2.15)

Observamos que 7 ¢ uma fungao crescente em |A| (ver figura 2.1). Notamos que A fornece in-
formagao sob a diregao da assimetria desde que para valores positivos de A temos assimetria positiva,
para valores negativos assimetria negativa e para A = 0 obtemos a distribuicao t-Student. Também
fornece informagao sob a magnitude da assimetria por 7 ser fungdo crescente de A. Podemos
concluir entao que o pardmetro A caracteriza a assimetria da distribuicao.

Se consideramos o caso multivariado da t-assimétrica tipo I, na notacao da t-assimétrica fun-

damental, seja Y ~ StF,(u, 2, n,v), sendo 2 uma matriz n X n positiva definida dada por

2
T T12 ... Tin
T12 T22 ce. T2
O (2.16)
2
Tl Th2 ---. Tn

= (1, - ptn) €ER", m=(m,...,7m) € N* e v > 0. Logo, pela proposi¢ao 2.6, temos que
cada componente do vetor Y = (y, ...yn)T tem distribuicao t-assimétrica univariada, isto é, y; ~
St1(pi, 72,3, V).

Logo, podemos definir o vetor A®*) = (M, ..., \n)T, sendo que A\; = n;/7; nos fornece informagao
sob assimetria da distribuicao marginal de y;, ¢ = 1,...,n. Notemos que X0 pode ser escrito na
notagio matricial como A*) = Diag(2)~1/%n,

Agora estudaremos as diferentes parametrizagoes da normal assimétrica tipo I e analisaremos se elas
em realidade fornecem informagao sob a assimetria das marginais. Na parametrizacao considerada

por Branco e Dey (2001) a quantidade denominada pardmetro de assimetria é dada por
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v—_
N_.
= o -
o _]
I
~ ]
]
[ I I I I
-10 -5 0 5 10
A

Figura 2.1: Coeficiente de assimetria y; como uma fungao de A para graus de liberdade v = 4(linha solida),
5(linha tracejada), 10(linha pontilhada) e 20(linha ponto trago)

v ln
1-nT="'n)

A = T (2.17)

sendo ¥ = 2 + nm’. Por outro lado, na parametrizacao considerada por Azzalini e Capitanio
(1999) essa quantidade é

Diag(Z)1/?% 1y
(1 _ 'r]TE_ln) 1/2?

A@ = (2.18)
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Podemos reescrever A e A(®) em funcao de AM), Sejac=1/(1- nTE‘ln)l/Z entao

A = ¢X 1 Diag(Q)/2AM) ¢

2.19)
A? = ¢Diag(2)Y?2 ! Diag(02)1/2A™). (

Notamos que embora A*) fornega informagao sobre a assimetria de cada marginal, isso nao

ocorre com A1) e A2, Vejamos o seguinte exemplo, seja v = 4,

Q= -1 5 4 |en=| —2|. (2.20)

Se calculamos os coeficientes de assimetria unidimensionais definidos em (2.1) obtemos

0.74
m=| -175 |, (2.21)
1.92

isto representa, que yo tem assimetria negativa, y; e ystem assimetria positiva e que y3 apresenta

a maior assimetria do vetor.

Entao,
0.35 —0.18 —0.53
AW =1 _089 |, AW =1 _053 |, A@=1] —160 (2.22)
1.00 0.43 1.81

Note que que AM e A®) mudam o sinal da assimetria de y1. Além disso, A indica que a maior
assimetria é apresentada por ys.

Azzalini e Arellano-Valle (2008) apresentaram observagao semelhante para o caso da normal as-
simétrica tipo I.

Consideramos agora a distribuigao t-assimétrica multivariada de Sahu et al. (2003). Seja Y ~
St-IL,(p, 2, D, v), com € matriz definida positiva dada como em (2.16), D = Diag(n), n =
(My...ymn) ER"e v >0.

Entao cada componente do vetor Y = (y1,...yn)7 tem distribuicdo t-assimétrica univariada, isto
é, yi ~ Sty (p,i,Tiz, ni,v) logo como no caso da t-assimétrica tipo I podemos definir o vetor AH) =
(A1y ey /\n)T, sendo que \; = 1;/7; nos fornece informagao sob assimetria da distribuicao marginal

de y;, 1 =1,...,n. Assim, consideremos novamente o exemplo anterior, neste caso temos
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1 0.70 0.74
n=| -2 [, AW = —141 | em=| -1.76 |. (2.23)
3 1.00 1.92

Como podemos observar a parametrizagao 7 preserva o sinal mas nao a magnitude da coeficiente
de assimetria. Observemos que o coeficiente de assimetria de y3 é maior em valor absoluto do que
as outras varidveis, mas a parametrizagao 7 indica que y2 é mais assimétrico que y; e ya.

Logo, temos que A = Diag(2)~1/2n preserva o sinal e a magnitude do coeficiente de assimetria
de cada marginal tanto para a t-assimétrica tipo I e II. Assim, neste trabalho consideraremos AG)

para a interpretacao da assimetria no modelo.



Capitulo 3

Modelo de Regressao Multivariada

3.1 Introducao

Neste capitulo consideraremos o modelo de regressao multivariada sob o modelo t-assimétrico
proposto por Sahu et al. (2003). Trataremos o modelo sob o enfoque bayesiano, utilizando as pro-
priedades da distribuicao t-assimpetrica (ver capitulo 2), apresentaremos a sua forma hierdrquica, a
distribuigao a posteriori aumentada e as distribuigoes condicionais completas, as quais utilizaremos
para implementar o algoritmo de Gibbs e obter inferéncia a posteriori.

Além disso, desenvolveremos um estudo de simulagao sob diferentes distribuicoes a priori para
os parametros de assimetria. Todos os cdlculos serdao basecados numa amostra de Monte Carlo
obtida via amostrador de Gibbs, o qual foi implementado no pacote R e cujo programa encontra-se

no apéndice.
3.2 Modelo de Regressao Multivariada com a distribuicao t-assimétrica

Suponha que temos m observagoes independentes Yy, ..., Y,,, sendo que
Y= X:8+e€i, (3.1)

parai = 1, .., m, sendo que Y; é um vetor n-dimensional, X; uma matriz n x p que contem valores
de p varidveis explicativas, 8 € RP o vetor de pardmetros de regressao e ¢; é um vetor n;-dimensional

de erros. Assumiremos que cada €; segue uma distribuigao t-assimétrica tipo II

ind

€ ~ St-1I,,(—xn, 2, D,v) (3.2)
=l & (V_*l)
onde n € ", D = Diag(n),v>0e k= ,/—Tg) de modo que E(¢;) =0,i=1,...,n.
7r e
2

A funcao de verossimilhanga do modelo definido em (3.1)-(3.2), denotada por [(0) é dada por

19
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m
10) =] [ 2"ta(Yi — XiB— k0|0, + D?,v) -

=1

T -1y, _ X.8_ s v+n
T, <D @+ DY - Xip - ) (L

)1/2 | I, - D(Q+D*»'D,v + n> ,
(3.3)
Casos particulares do modelo linear t-assimétrico definido por (3.1)-(3.2) sao
1. Se v — oo temos o modelo linear normal assimétrico,
2. Se 1 = 0 temos o modelo linear ¢-Student independente,

3. Sep =0 e v — oo temos o modelo linear normal.

Para facilitar a obtencao das distribui¢oes condicionais completas consideramos que o modelo

em (3.1) tem intercepto, isto é

Xi= (1, xI)

onde X f é uma matriz de planejamento de dimensao n X p — n e que

~(5)

sendo que B, € R" e B; € R*P. Logo, podemos reescrever o modelo em (3.1) como
Y= Xvi,@* + €4 (34)
T .
sendo B* = ( ﬂST ﬂf ) efBy=PBg—kne

& '~ St-11,(0, 2, D, v). (3:5)

(=L
ondenES?",D:Dia.g('r/),1/>Oeﬁ,=ﬁ ( )demodoqueE(ei):0,7',:1,...,11.

P
™ T(3)
3.3 Distribuicoes a Priori

Para a distribuicao normal assimétrica univariada sob a parametrizacdo de Sahu et al. (2003),
Bayes e Branco (2007) consideraram 7 ~ t1(0,cr2,d) e p(72) « 1/72, quando d = 1/2 e ¢ = 7%/4
obtemos uma aproximacao da distribuicao a priori de Jeffreys, e quando d = 2 e ¢ = 1/2 obtemos
a priori induzida por assumir uma distribui¢do uniforme em 6 = A/ VI+ A2 ~ U (—1,1) sendo
A =1j/T.

Para o caso multivariado consideramos uma versao multivariada destas distribuicées priori

considerando a distribuigao t-Student multivariada e a distribuigdo Wishart Inversa. Notemos que
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estamos considerando uma distribuicao a priori prépria para 2,

n ~ty (0,c02,d)

(3.6)
Q ~ Inv — Wishart (a, B) .
A distribuigao a priori para o parametro graus de liberdade v é dada por
p(v) e v 2I(v > 3), (3.7)

como em Liu (1995) e Rosa, Padovani e Gianola (2003). O ponto de truncamento foi escolhido
para garantir que a média e a variancia da distribuicao t-assimétrica sejam finitas.

Para 8" assumimos uma distribuigao normal multivariada
B~ Ny (1. 9g). (3.8)

3.4 O Modelo Hierarquico e o Algoritmo MCMC

Uma forma hierdrquica de reescrever o modelo dado em (3.4)-(3.5) é utilizando a representacao

estocastica dada em (2.5), desta forma temos que

. 0
Y| u,wi ~ Ny (Xiﬁ* + Diag(n)u;, 5)
1

u; ~ N <0,£’3> I(u; > 0)

w;

w; ~ Gama (g, %)

(3.9)

A distribuigao a posteriori aumentada é o produto da fungao de verossimilhanga aumentada
dada em (3.9) e a distribuigao a priori definida em (3.6)-(3.8). Assim, podemos utilizar algoritmos
do tipo Markov Chain Monte Carlo (MCMC) para obter amostras da distribui¢ao a posteriori. Para
implementar o amostrador de Gibbs precisamos das distribuigoes condicionais completas dadas na

proposicao 3.1

Proposigao 3.1 Sob o modelo (8.9) e a distribuicao a priori dada em(3.6)-(3.8), e reescrevendo

a distribui¢do a priori de ) dada em (8.6) como uma mistura na escala de uma normal
Q
n ~ Ny (0, c—)
v (3.10)
v ~ Gamma (d/2,d/2).

As distribuigoes condicionais completas sao dadas por
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(Z) ﬁ* l L~ P(mﬂvsﬁ) onde mﬂ = SBI (z:’;l w,-X,TQb_l(Yi — Diag(‘l’[)ui) =+ leuﬂ) e

sblz wi o, XTQ X, +Qb‘;

(i) my | - ~ Ny (mn,Sq) onde mqy = S3' (XL, wiDiag(up:) ' (Y: — X:8%)) €
85 = (T8, w;Diag(u:)Q~ ' Diag(u:) + 2271,

(iii) Q|.~IW ('n, +a+ 1,27, w; (Yi— X:B* — Diag(n)u:) (Y — X:8° — Diag(n)u:)” + 2Lan” + B);
-1
(iv) v | . ~ Gamma <d+T", i (M +d));

(v) ui|.~Ni(mu,, Su,) I(u: >0) onde my, = Sy'Diag(n)Q (Y — X:87) e
Su; = 3-(Iq + Diag(n)Q ' Diag(n)) ™" ;

(vi) wi| .~ Gamma (awi,bwi) 0nde awi = 432 e
) T .
bwi=3(Yi— XTp—= Diag(n)u:) Q YWy, -XTp - Diag(n)u:) + %I/ e

i=1

(’Ui'i) flr|.) « I‘(T/l2)'—"y_2 (g)m% exp <— Z(wi - logw,—)%) I(v > 3).

Observamos que todas as distribuigoes condicionais a posteriori tem formas conhecidas com
excecao dos graus de liberdade. Para gerar amostras da distribuigao condicional dos graus de liber-
dade utilizamos o algoritmo de rejei¢ao adaptativa (Gilks e Wild, 1992), desde que a distribuigao
é log-concava (ver apéndice B). O amostrador de Gibbs também pode ser facilmente implemen-
tado utilizando o pacote WinBUGS (Spiegelhalter, Thomas, Best e Lunn, 2004), basta utilizar a

representacgao hierdarquica dada em 3.9.
3.5 Comparacao de Modelos

Existem védrias metodologias para comparagao de modelos e nao existe um consenso sob o melhor
enfoque para selecao de modelos em inferéncia bayesiana (Gelman, Carlin e Stern, 2003, capitulo 6).
Neste trabalho, consideramos o EAIC (Expected Akaike Information Criterion), EBIC(Expected
Bayesian Information Criterion) propostos por Brooks (2002) e o DIC (Deviance Information Cri-
terion) proposto por Spiegelhalter, Best, Carlin e Van der Linde (2002). Essas medidas sao faceis
de calcular diretamente das amostras obtidas pelo algoritmo de Gibbs.

Esses critérios sao baseados na fun¢ao desvio D(f) sendo

D(0) = -2 logf(Yi|0).

i=1

Seja 6, ..., 6P uma amostra da distribuicdo a posteriori, p o nimero de parametros,
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entao

EAIC = D + 2p,
EBIC = D + plog(m), (3.11)
DIC = D + pq.

Valores pequenos destes critérios indicam um melhor ajuste.

Outra alternativa de comparagao de modelos é utilizar as densidades de valida¢ao cruzada (Condi-
tional Predictive Ordinate), isto é, o0 CPO é a densidade preditiva de uma observacao condicionada
ao restante dos dados. Para maiores detalhes ver o apéndice A. Uma estimativa de Monte Carlo
do CPO da observagao Y; é dada por

CPO; =

- 1
— —_— | 3.12
SR o
Como medida de comparagao de modelos podemos utilizar o produto dos CPO, isto ¢, H@L
Escolhe-se 0o modelo que corresponde ao maior valor dessa medida. Para comprar dois modelos

M2

—M1
M1 e M2, podemos calcular o pseudo fator de Bayes (pBF') que é pBF = [[CPO; /[[CPO;
valores altos do pBF' favorecem ao modelo M1.

3.6 Estudo de Simulacao

)

Neste estudo de simulagao avaliaremos o desempenho das medias de comparacao em detectar a

distribuicao dos dados, os dados foram gerado do seguinte modelo
Y ~ Sta(pg, So, Do, vo), (3.13)

consideramos os casos: Normal, Normal assimétrico, t-Student e t-assimétrico com tamanho de
amostra n = 50,100 e 200, geramos 100 replicas e para cada conjunto de dados ajustamos os qua-
tro modelo e calculamos as medidas de comparagao. O amostrador de Gibbs foi implementado
no pacote R baseados nas distribuigoes condicionais completas dadas na proposi¢ao 3.1, a imple-
mentagao nao foi dificil desde que estas tem formas conhecidas com excecao dos graus de liberdade
v nesse caso consideramos o algoritmo de rejei¢do adaptativa (ver apéndice B). Para todas as sim-
ulagoes foram geradas 120000 amostras com burn-in de 20000. Para reduzir a autocorrelagao entre
as cadeias, tomamos valores de 10 em 10 para obtermos uma amostra de Monte Carlo aproximada-

mente independente de tamanho 10000.

2 5
Para py =0, So = e 01 Mo = (2, 3)T e vy = 4 os resultados sdo apresentados na tabela

3.1. Notamos que os o EAIC, EBIC apresentam os melhores resultados, o PBF e o DIC podem
escolher modelos mais complexos algumas vezes, mas o DIC no caso normal quase sempre escolhe
o modelo normal assimétrico. Podemos concluir que o EAIC e o EBIC conseguem detectar melhor

o modelo de onde foram gerados os dados e em menor medida o pBF também, mas o DIC tende
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a favorecer modelos complexos e nao sera considerado neste trabalho. Resultados similares foram

encontrados para n = 100 e 200.

Tabela 3.1: Estudo de Simulagao: Porcentagem de vezes o critérios escolhem os modelos das colunas sob
diferentes cenarios

Cenario: Normal

Modelo N SN St
EAIC 93 7 0 0
EBIC 99 1 0 0

DIC 2 98 0 0

pBF 76 15 5 4
Cenario: Normal assimétrico

Modelo N SN t St

EAIC 1 99 0 0

EBIC 6 94 O 0

DIC 0 74 0 26

pBF 0 8 0 15
Cénario t

Modelo N SN ¢ St
EAIC 1 0 99 0
EBIC 2 0 98 0

DIC 0 1 73 27

pBF 0 0 87 13
Cenario: t-assimétrico

Modelo N SN t St

EAIC 0 1 0 99
EBIC 0 0 0 100
DIC 0 0 0 100
pBFE 0 2 0 98




Capitulo 4

Modelo Linear Misto t-assimétrico Dependente

4.1 Introducgao

Modelos lineares mistos sdo muito utilizados para a andlise de medidas repctidas ¢ de dados
agrupados, sendo aplicado em dreas tao diversas como, por exemplo, a agricultura, biologia e
economia.

O modelo linear misto mais utilizado na literatura foi proposto por Laird e Ware (1982) e é dado

por

Y, = X8+ Z;b; + ¢, (4.1)

para ¢ = 1,...,m, em que Y; é um vetor n;-dimensional de valores observados para a i-ésima
unidade, X; é uma matriz n; X p que contém valores de p varidveis explicativas, 3 é o vetor de
parametros fixos, Z; é uma matriz n; X ¢ que contém a especificagido dos efeitos aleatdrios b; e €; é
um vetor n;-dimensional de erros. E comum assumir normalidade para os erros ¢; e para os efeitos
aleatorios b;.

A suposicao de normalidade pode ser muito restritiva para uma representagao adequada da
estrutura presente em conjuntos de dados com medidas repetidas ou agrupados. Do ponto de
vista pratico, o método mais adotado para alcangar a normalidade é a transformagao de varidveis.
Embora tal metodologia possa dar resultados empiricos razoaveis, este deve ser evitado se um
modelo tedrico mais conveniente for encontrado (Azzalini e Capitanio, 1999). Assim, interesse
consideravel é dado na literatura para flexibilizar a suposi¢ao de normalidade. Por exemplo, Zhang
e Davidian (2001) consideram um modelo semiparamétrico, Pinheiro, Liu e Wu (2001) propoem
a distribuicao t-multivariada, Ma, Genton e Davidian (2004) consideram a distribui¢ao flexivel
eliptica assimétrica (Ma e Genton, 2004) para os efeitos aleatdrios e Arellano-Valle, Bolfarine e
Lachos (2005) consideram a distribuigdo normal assimétrica multivariada.

Uma distribuicdo que permite incorporar ao modelo parametros que quantificam a assimetria
e curtose é a t-assimétrica multivariada que foi proposta por Sahu et al. (2003) que é um caso
particular da distribuigao assimétrica fundamental apresentada no capitulo 2. Assim, neste trabalho

consideramos esta distribui¢ao tanto para os erros, quanto para os efeitos aleatérios.

25
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4.2 Modelo Linear Misto com a distribuicao t-assimétrica

Uma suposigao usual em modelos lineares mistos é considerar €; ~ Ny, (0, R;) e b; ~ N,(0, ¥),

() =me((3)-(%2))

Se consideramos R; = 721, o modelo em (4.2) se reduz a

€; 0 TeZIni 0
(el(B(202)

Notemos que os erros €; e os efeitos aleatorios b; sao independentes entre si. Além disso, os erros

logo podemos escrever

entre sujeitos também sao independentes portanto nao correlacionados.
Para obter um modelo mais robusto a presenga de valores outlier, Lange, Little e Taylor (1989)

e Pinheiro et al. (2001) consideram que ¢; e b; tem distribuigao ¢-Student multivariada.

€; Te2 n;
Dol e

Notemos que neste modelo €; e b; nao sao mais independentes mas eles mantém a propriedade de ser
nao correlacionados, isto é, cov|e;, b;] = 0 e os erros entre sujeitos também sao nao correlacionados,
covleij, €57] = 0, j # j'. Além disso, temos que a Efe;] =0 e a E[b;] = 0.

Uma possibilidade para estender o modelo dado em (4.3) considerando a distribui¢ao t-assimétrica

e preservando a suposi¢ao que Ele;] = 0 e a E[b;] = 0 é dada por

; —KeNeln, ’T.. 0O I, O
)~ StIln, g Felletns ) [ Tetm [ Tetm ), (4.5)
b; —KTp 0 v 0 D,

sendo D, = Diag(ny), m, € R?. Neste caso, temos que cov [€;, bi] = 2( " Ii2) NelnMi e

T \v—2
covlej, €i51] = % (;}Z—Z - I~€2) n2, § # j'. Assim, a covariancia entre o erro e o efeito aleatério e a
covaridncia entre sujeitos dependem dos pardmetros de assimetria do modelo.

Logo, para manter as suposi¢oes de nao correlagao entre erro €; e o efeito aleatério b; e de
nao correlagao dos erros entre sujeitos, consideraremos 7, = 0. Assim, a assimetria € introduzida
somente nos efeitos aleatdrios e os erros sao considerado simétricos. No entanto, como serda mostrado
a seguir, a distribui¢ao marginal de Y; sera assimétrica.

Assim, o modelo a ser estudado nesta se¢ao, o qual denominado modelo linear misto t-assimétrico

dependente sera
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i 0 -
)~ St eI 0 (00 ) (4.6)
bi —KTb 0 U 0 Db

sendo Dy, = Diag(np).

Podemos reescrever (4.6) como uma mistura de uma normal assimétrica

o 0 °I,. 0 0 0
) i~ SN-AL e ) v
b‘i — KMy w; 0 v wz/ 0 Db (47)

w; ~ Gama (z, Z)
22

Como a matriz de escala é bloco diagonal, temos que, condicional a w;, €; e b; sdo independentes,
e que os ¢;; sao independentes e identicamente distribuidos. Além disso, marginalmente

€ ~ tn; (0,720, v) € by ~ St-II, (—kmp, ¥, Dy, v) (4.8)

desde que para cada i = 1,...m, €; e b; sdo afetados por w; em geral eles nao sao independentes.
A independéncia corresponde ao caso em que w; = 1 Vi, isto é, o modelo t-assimétrico se reduz a
modelo normal assimétrico.

Logo, se aplicamos a proposi¢ao 2.5 obtemos distribuigao conjunta de Y'; e b; que ¢ dada por

Y, X0 — RZ,’T)b Z;VvZ7Z;+ TgIni Z; v 0 Z;D,
s St—IInH_q ; T ) ; V.
b; —KMy vZ; v 0 Dy

Utilizando a proposigao 2.6, a distribui¢cao marginal de Y'; é dada por
Yvi ~ StFni ([.l.i, 21‘, Di, l/) 5 (410)

sendo
pi = X — kZimy
i =2Z,9ZT + 720, e (4.11)
Di = ( 0 ZiDb )

A densidade da distribuigao marginal de Y;

J(Y:]0) =2"F9,(Y; | i, i + Di:DY ,v)

v+n (4.12)

1/2
Thitq (D?(Ei +D;D})" (Y — ;) (W) | Tnitq — D (2 + DD} ) "' Dy, v + n) ;
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Utilizando a proposicao 2.4 obtemos a esperanca e a variancia de Y; dadas pelas seguintes

expressoes,
ElY:|=X.8 (4.13)
e
Var|Y;| = Z;Var|[b;|Z; + Varlei], (4.14)
sendo g 5
v v 0
Varlb;]| = —— | ¥ 1—-2) D2 z _1.2 T
ar{bil 1/«2( +( 7r> b)+7r<1/—2 2“)”71;771;
e
v
Varle) = V—_2're21,ni.

Casos particulares do modelo linear misto ¢t-assimétrico definido em (4.6) sao

1. Se v — oo temos o MLM normal assimétrico dado por Arellano-Valle, Bolfarine e Lachos
(2007),

2. Se n, = 0 temos o MLM ¢-Student estudado em Pinheiro et al. (2001),
3. Sen, =0e v — oo temos o MLM Normal.

Para facilitar a obtengao das distribui¢oes condicionais completas consideraremos, o caso mais
utilizado do modelo linear misto, quando as colunas de Z; estdo contidas em X ;. Assim, sejam as
particoes

Xi=(x¢ XF)ezi=(x¢) (4.15)

onde X ? ¢ uma matriz de planejamento n; x g, X f é uma matriz de planejamento n; x (p — q) e

G
ﬁ:(ZF) (4.16)

onde B¢ € %7 e BF € NP9 Logo, podemos reescrever o modelo definido por (4.1) e (4.6) por

consideramos a seguinte particao de 3,

Y.=X.8"+ Z;b; +e€ (4.17)
sendo
; 0 ’I,, O 0 0
¢ ~ St‘IInH-q ) e ' ) L I (418)
b; 0 0 v 0 Dy
ﬂG*
sendo Dy, = Diag(ms), B* = ° e B = 8% — k.
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Utilizaremos esta reparametrizagdo do modelo para obter as condicionais completas, notemos que

depois podemos obter facilmente amostras de 3 a partir 3*.
4.3 Distribuicoes a Priori

Consideramos as seguinte distribui¢oes a priori, similares as discutidas no capitulo 3,

— ~ Gamma (ag, bo) .

e
M ~ tg (0,10, d1) (4.19)
¥ ~ Inversa — Wishart (a1, By).

Assume-se como distribuigao a priori para o pardmetro graus de liberdade v a seguinte dis-

tribuigao:
p(v) x v 2I(v > 3), (4.20)
Para os efeitos fixos B assumimos uma distribui¢gdo normal multivariada
B* ~ Np (s, 2p) - (4.21)

4.4 O Modelo Hierarquico e o Algoritmo MCMC

Uma forma hierdrquica de reescrevermos o modelo definido em (4.17) e (4.18) ¢ utilizando a repre-

sentagao estocdstica dada em (2.5), desta forma temos que

* * 78
Y; I bi:wi ~ Nni <X7,ﬁ + Zzb:; Ee.Im‘)

1
. o
b‘i ] WUp;, Wy ~ Nq (0, E)

7

(4.22)

1

G (u IJ)
w; ama | 7,3

I
Up; ~ Nq (0, ﬁ) I(ubi > 0)

Alguns modelos na literatura podem ser vistos como casos especiais de (4.22), dependendo dos
valores dos pardmetros 1, e v, e as variaveis latentes wy; = (upij)j=1,.. n; € W;, alguns destes modelos

sao apresentados na tabela 4.1.

A distribuigdo a posteriori aumentada é o produto da funcao de verossimilhanga aumentada
dada em (4.22) e a distribuigdo a priori definida em (4.19)-(4.21). Assim, podemos utilizar o
algoritmo de Markov Chain Monte Carlo (MCMC) para obter amostras da distribuigao a posteriort.
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Tabela 4.1: Casos Especiais do MLM t-assimétrico dependente

M Vo Ui Wi Modelo

0 oo O 1 Normal

0 v 0 wy Multivariada ¢ @

m, oo up 1 Normal assimétrica tipo I b
'r]b 0 up; 1 Normal assimétrica tipo II ©

Up; W t-assimétrica tipo I

R P oo

As distribuic¢oes condicionais completas sao dadas na seguinte proposi¢ao

Proposicao 4.1 Sob o modelo (4.22) e assumindo-se as distribuigcdes a priori dadas em(4.19)-

(4-21), e reescrevendo a distribuicao a priori de my, dada em (4.19) como a seguinte mistura na
escala de uma normal,

v
n, ~ Ny (0, c1—>

Vb (4.23)
v ~ Gamma (d1/2,d1/2),

seque que as distribuicoes condicionais completas sao dadas por
(i) Bl.~ p(mﬁ, Sﬁ) onde mg = S[_al (21’11 wi X7 (Y — Z:bs) /72 +Qﬁlﬂﬁ) e
SBI= = Dl | XX +QB )
(i) bi|.~ Ng(mi, S:) onde mi =w:S;' (X0, ZF (Vi — X:B) /72 + Dyuni® ') €
S = w (zr"l ZiZ g )
('Z'l’l) M | .~ Nq(mp,, Sb) onde mp = S;l (Z:’;l wib,TDiag(ubi)'Il’l) e
-1
Sy = (0, wiDiag(us) ¥~ Diag(us:) + 2¥7")
(iv) % | ~Gamma (5 +a0,3 S0, (Yi — XiB — Zibi)wi + } L2 4 p);

(v) ©|.~IW (q +a1 + 1,7 wei (bs — Dyuss) (bi — Dowsi)” + 22m,m; + Bl) ;

(vi) w | . ~ Gamma (d_m (11.‘1'_17 d ))

cy
(vii) wpi | .~ Ng ((L, + Dy ¥ Dy) Dy by, - (I + D,,\Ir'lD,,)-l) I(up: > 0);

(viii) wi| . ~ Gamma (awi,bwi) onde aw: = "+"2++2" e
(Y- XTB-Z:b)" (Y- XTB-Z:b))
2 2

[

buu =

+ 2 (bi — Dyupi)” ©' (bi — Dyuss) +
1, T
Eub,utn + l/

(iz) f(u|.)0cf(—u/1—27,7u‘2(5’) 2exp( Z(w, log w;) )[(I/>3)
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As distribuigées condicionais completas a posteriorisao faceis de derivar e tém formas conhecidas
com excecao dos graus de liberdade, assim o amostrador de Gibbs pode ser facilmente implementado
em pacotes como o R. Também, pode ser facilimente implementado utilizando o pacote WinBUGS

(Spiegelhalter, Thomas, Best e Lunn, 2004) utilizando a representagao estocastica dada em (4.22).
4.5 Aplicagao

Nesta segao, ilustramos este modelo com um conjunto de dados longitudinais de niveis de
colesterol coletados como parte do conhecido estudo do coragdo de Framingham, estes dados foram
analisados por Zhang e Davidian (2001). Consideramos o mesmo modelo linear misto utilizado por

estes autores, dado por
Yij = Po + Piti + Paidade; + [F3sexo; + big + birtij + e, (4.24)

sendo y;; o nivel de colesterol medido no j-ésimo tempo para o sujeito ¢ dividido por 100; ¢; é
(tempo — 5)/10, sendo que o tempo é mensurado em anos desde o baseline; sexo; é uma variavel
indicadora para o sexo masculino; idade; é a idade no baseline; (o, 1, Yo € 1 sao os cfeitos fixos ;
bi = (bio, bi1) é o efeito aleatério para a sujeito 4; e e;; ¢ o erro aleatério, + = 1,...,200, 7 =1,...,n;.
A figura 4.1 apresenta o histograma da varidvel resposta, observamos que os dados apresentam
assimetria. Como o modelo estudado nesta se¢@o introduz assimetria somente nos efeito aleatérios,
ajustamos perfis individuais para cada sujeito considerando uma regressao simples sobre o tempo.
Na figura 4.2 mostra os histogramas dos interceptos e inclinagoes estimados por minimos quadrados.

Notamos que o histograma mostra a presenca de assimetria nos interceptos.
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Figura 4.1: Histograma dos niveis de colesterol
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Figura 4.2: Histograma dos interceptos e inclinagoes dos perfis individuais

Assim, assumimos o seguinte modelo

i 0 2T 0
N VL A 0 )., (4.25)
b; —KTp 0 \Z 0 D,

sendo €; = (e45)j=1,....n; € bi = (bio, bi1).

Ajustamos os modelos: t-assimétrico (St), normal assimétrico (SN), ¢t e normal(N). Baseados
nas distribui¢oes condicionais completas dadas na proposi¢ao 3.1 implementamos o amostrador de
Gibbs no pacote R . Para todas as modelos foram geradas 120000 amostras com burn-in de 20000.
Para reduzir a autocorrelacao entre as cadeias, tomamos valores de 10 em 10 para obtermos uma
amostra de Monte Carlo de tamanho 10000 aproximadamente independente.

Para a comparagao de modelos calculamos as seguintes medidas o pseudo fator de Bayes
(Gelfand, 1996) com respeito ao modelo normal, o EAIC (Expected Akaike Information Crite-
rion) e o EBIC (Expected Bayesian Information Criterion) propostos em Brooks (2002), para cada
modelo. Estes critérios indicam que o modelo que assume a distribuigio t-assimétrica apresenta o

melhor ajuste.

Tabela 4.2: Medidas de comparagio de modelos para os dados de Framingham
Distribuigao pBF EAIC EBIC

St 1.26 x 10 301.09 337.38
SN 1.66 352.27 385.26
t 3.53x10° 309.14 338.83
N 1.00 350.02 376.41

Também consideramos os valores do CPO para cada observagdo (Gelfand, 1996). Na figura
4.3 é apresentado os CPO para os modelos: (1) t-assimétrico; (2) normal assimétrico; (3) t; e (4)

normal. Os modelos 1 e 3 s@o claramente melhores que os outros modelos, o pBF do modelo 4
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versus modelo 2 é 120.19 razao pela qual escolhemos a St como o melhor modelo.
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Figura 4.3: CPO para os modelos: (1) St, (2) SN, (3) t e (4) N dos dados de Framningham

Na tabela 4.3 apresentamos a média a posteriori e o intervalo HPD de 95%—HPD para o modelo
St . Notamos que o HPD para o pardmetro de assimetria do intercepto Ay; nao inclue o valor de
zero o que confirma a presenga de assimetria positiva nos interceptos que foi observado na figura
4.2. A pequena amplitude do intervalo para ao parametro graus de liberdade dos erros (v) reforga
a conclusaqo tirada das medidas de de desempenho do modelo, isto ¢, que os modelos normal ou

normal assimétrico nao sao apropriados para este conjunto de dados.

Tabela 4.3: Média a posteriori, desvio padrao (D.P) e intervalo HPD de 95% de probabilidade para o modelo
St

Parametro Média D.P. 2.5% 97.5%
Bo 1.6646 0.1501 1.3739 1.9610
ol 0.2798 0.0264 0.2276 0.3311
B2 0.0160 0.0035 0.0094 0.0229
B3 -0.0479 0.0506 -0.1453 0.0534

Var(eij) 0.0439 0.0037 0.0370 0.0513
Var(bio) 0.1576 0.0215 0.1183 0.2001
Cou(bip,bi1)  0.0295 0.0121 0.0057 0.0530
Var(bii) 0.0786 0.0157 0.0497 0.1099
Abo 2.9375 1.4838 0.3685 5.9236

Ab1 0.1345 38.3671  -7.7924 10.8332

v 8.4537 2.0014 5.102 12.5600
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Capitulo 5

Modelo Linear Misto t-assimétrico Independente

5.1 Introducao

O modelo linear misto (Laird e Ware,1982) é dado por

Y, =X+ Z;b; + ¢, (51)

para 7 = 1,...,m, em que Y; é um vetor n;-dimensional de valores observados para a i-ésima
unidade, X; é uma matriz n; X p que contém valores de p varidveis explicativas, B é o vetor de
parametros fixos, Z; é uma matriz n; X ¢ que contém a especifica¢ao dos efeitos aleatérios b; e €; é
um vetor n;-dimensional de erros. E comum assumir normalidade para os erros ¢; e para os efeitos
aleatorios b;.
Um caso especial e muito utilizado é se consideramos R; = 721,
€ 0 1ol O

~ NnH—q )

5.2
b; 0 0o v (5:2)

Isto é, assumimos que os erros €; e os efeitos aleatorios b; sdo independentes entre si. Além disso,
que os erros entre sujeitos também sao independentes portanto nao correlacionados.

No capitulo 5, o modelo (5.2) foi estendido para o caso t-assimétrico considerando o caso em
que os erros €; e os efeitos aleatorios b; seguem conjuntamente uma distribuigao t-assimétrica
multivariada. Mas para manter as suposigoes de que €; e b; sejam nao correlacionados e que os
erros entre sujeitos também sejam nao correlacionados, foi necessario considerar que assimetria
estava presente somente nos efeitos aleatérios. Neste capitulo consideraremos o caso em que ¢;; e
b; sao independentes, Vi, j, e que cada um deles segue uma distribuigao t-assimétrica proposta por

Branco e Dey (2001) que coincide com a apresentada por Azzalini e Capitanio (2003).
5.2 Modelo Linear Misto t-assimétrico independente

Neste trabalho, estendemos o modelo dado em (5.2)

Y =X+ Zb+¢

35
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considerando,

b’i ~ St-Iq (—I{-b'f]b, ‘I’, Ab, I/b) , (5 3)
€55 ~ St-Ih (—h:ene,ag, e, z/e) ;

sendo kp = (1p/m) /2T (251) /T (2) e ke = (ve/m)/?T (¥52) /T (% ). Assim, temos que
E(b) =0 B (e;) = 0

t=1,...,mej=1,..n;. Notemos que b; é independente de ¢;; e que os ¢; sao mutuamente
independentes.
Utilizando a representagao estocéstica dada em (2.5), este modelo pode ser reescrito em forma

hierdrquica como:

2

.
1153;,3 + Zg;'bi + 7e(ueij — Ke), we_)
eij

Yij | Bis Ueij, Weij ~ N1

A
bi | upi, wei ~ Ny ("lb(“bi — Kp), —)

Wpi
1
Ueij ~ HN (0, >

Weij

1
Up; ~ HN (0, E)

Weij ~ Gama (% %)
Vp Vb)
272

(5.4)

wp; ~ Gama (

sendo x;; e z;; a j-ésima fila de X; e Z; respectivamente; o2 = 72 +n2; \e = &; U=A+nmnl e
T

€
‘III/QA—I,',]b

S WP .| Ty

Alguns modelos na literatura podem ser vistos como casos especiais deste modelo, dependendo
dos valores dos pardmetros e, Ay, Ve € 15, € das varidveis latentes we;j, Upi, Weij € wpi. Por
exemplo, quando Ae = 0, Ay = 0, ueij = upi = 0 € wej; = wy; = w;, sendo que 0s w; sao
mutuamente independentes e seguem uma distribuigdo gama com parametros v/2 e v/2, obtemos

uma distribuigao t-Student conjunta para os efeitos aleatorios e os erros,

€; i 0 UzIm' 0
~ ln; 3 v
bi \\ o 0 v

que é o modelo proposto por Pinheiro et al. (2001). Outros exemplo s@o apresentado na tabela 5.1.
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Tabela 5.1: Casos Especiais do MLM t-assimétrico independente

Ae Ap Ve Up Ueij Upj Weij Whj Modelo

0 0 o oo 0 0 1 1 Normal

0 0 v v 0 0 wW; w; Multivariada t ¢

0 0 v, 0 0 We;  wpj Erros t nao correlacionados”
0 0 ve 0 0 Weij woj Erros t independentes k
Ae Ap ©0 Uei  Upj 1 1 Normal assimétrica €

oSp

(0.@]
inheirp et al. 0 .
Rie et atioh S320vant, 2908 (2005)

Utilizando propriedas da distribuigao ¢-assimétrica obtemos que

ElY;| = X8 (5.5)
e
Var(Y;] = Z;Var(b;)Z; + Var|e], (5.6)
sendo
Varlby] = —2— W — k2n,n¥
2 I
e
Varle;] = Ye 52 w202 | In,.
Ve — D e e'le ni

5.3 Distribuicoes a Priort

Para completar a especifica¢ao do modelos, devemos considerar distribui¢oes a priori para todos
os parametros. Assim, considerando a revisao feita na segao 4.3, consideramos para os parametros

dos erros

7’6 ~ tl (Oy 607—321 dO)

1 (5.7)
— ~ Gamma (ag, bo) -
Te
Para os parametros dos efeitos aleatdérios,
~tg(0,c1,d
My~ tq (0, 1V, d1) (5:8)
U~ JW (al,Bl) .
Para os parametros graus de liberdade v, e v, assumimos
-2
Ve) x v, “I(ve > 3),
p(ve) e 1 (Ve ) (5.9)

p(w) o< v, 21 (v > 3),
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como em Liu (1995) e Rosa et al. (2003).

Finalmente, assumimos uma distribui¢do normal multivariada para os efeitos fixos 8%,

B* ~ Ny (g, p) - (5.10)

5.4 O Modelo Hierarquico e o Algoritmo MCMC

Em forma similar ao capitulo 4, para obter formas mais simples para as distribui¢oes condicionais
completas, consideraremos o caso usual em modelos lineares mistos em que as colunas de Z; estao

contidas em X;, assim
Xi= (1o, X¢ XF)eZi=(1, XF) (5.11)

onde 1,, é um vetor de uns de tamanho n;, X$ é uma matriz de planejamento n; x (¢g—1), XF e

uma matriz de planejamento n; x (p — q) e consideramos a seguinte particao de 3,

Bo
=\ B¢ (5.12)
ﬁF

onde Gy € R, B¢ € R@-D ¢ gF ¢ Rr—9), Logo, podemos reescrever o modelo definido por (5.2) e
(5.3) por

Yi=X.B"+ Z:b] +¢€
considerando,
b; " St-1, (0, ¥, Ap, ),

« did

(5.13)
E‘ij ~ St—Il (0, 0-2, /\e; Ve) )

ﬂ*

2 b0

_ * _ _ . G+ _ G G

sendo 8" = | B9 |, m=|{ "5 | B =00~ kene — kemo e B = BC — ryn§.
" "

Utilizaremos esta reparametrizagdo do modelo para obter as condicionais completas, notemos que

depois podemos obter facilmente amostras de 3 a partir 8*. Assim a forma hierarquica dada em

(5.4) pode ser escrita como:
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2
T T Te
Yij l bi,ueij,we.ij ~ N | z;:8 + zi;b; + Neleij, ——
J J

Weij
A
b | wp;, wy; ~ Ny <leubi, —
Wh;

1

1
ueij ~ HN (0,
v ( ’weij) (5.14)

1
Up; ~ HN (0, %)
i

Weij ~ Gama (%, %)
Vp l/(,)
272

wy; ~ Gama (

Logo, obtemos a densidade a posteriori aumentada como o produto da fungao de verossimilhanca
aumentada dada em (5.14) e a distribui¢ao a prior: definida por (5.7)-(5.10).
Consideraremos a seguinte notagdo n = Y ;% ni, Ue; = (Ueil, oy Ueini) L, Wei = (Weil, -, Weini) | ©
Wi = Diag(we;).

Proposicao 5.1 Sob a representagdo hierdrquica (5.14) e a distribui¢ao a priori (5.7)-(5.10), e
reescrevendo as distribuicoes a prior de 1. e ny, dadas em (5.7) e (5.8) respectivamente, como uma

mistura na escala de uma normal

7.2
Ne ~ N (0, co—e>
' Ve (5.15)

ve ~ Gama (do/2,do/2)

A
7 ~ N, (0,cl—>
b v (5.16)

vp ~ Gama (d1/2,d1/2).
As distribui¢des condicionais completas sao dadas por

(i) B* | . ~F Ny(mg,Sg) sendo mg = Sb‘ (z;’;lewm- (Yi—zib,-*~neuc.~)/73+nblpﬁ) e Sbl ==
s XTW .. X,

i=1 TE

+ Q—l,.

() b | . ~ Ng(m:,S:) sendo m; = S;' (N0, ZTW ei (Yi — XiB" — ettei) /72 + wpiuni A" ') € 87" =
m Z,TWeiZi
i=1 "—TZ—

+wp AT

(#3) ne | .~ Ni(me,se) sendom, = 5ot (Z:":l 27;1 (yi5 — zLB" — zib}) wcijucij) gs; = (Z:ll ik Uz jWeij + UC/CU) Fees
C

=
(iv) my | . ~ No(ms, Sp) sendo my =S, " (D0 weiunib]) € Sy ' = (Z:’;luﬁiwbi + "—g) A;

2
i T 1 .
(’U) ;13 | . ~ Gamma ("T'H +ao, s 30, 2;1:1 (yij — z;B™ — zijb] — Neleij) Weij + 51“603 + bo),
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(vi) A|.~IW (q + a1+ 1,307 wes (b7 — myusi) (b7 — myue:)” + Lngmy + Bl) ;

(vii) ve | . ~ Gamma (%,Q, 3 (—’-3—‘2‘— + dn));

(viii) v | . ~ Gamma <11§t‘l,§ (M +d1)),‘

- * * 2 .
(i) e | . ~ Ny (s (v — 258" = 2567) s 5k 7 ) 100, ),

o~ A7 b] 1 1 .
(IE) ubtl .~ N <1+77£A*1"’b,w“ 1+772.A_177:,)I(0,00),

TE

- ii— LB —2;b] —neuei;
(%1) weij | . ~ Gamma ("2—‘*4—1,% <(y’ 5P B i) +u§ij+1/e)>;

(213) wei | . ~ Gamma (MT"H, 1 ((b.— — my(ups))T AT (bs — my (ues)) + uds + ub))

(zi3i) f(v].) o W'@z (%’é)mTc exp (~Z(wi - Iogw,-)%).

i=1
. o Am -
(ziv) f(w].) x Wub 2 (%)™ exp <— Z(wi - logwi)%).
=1
Agora podemos utilizar algoritmos de Markov Chain Monte Carlo (MCMC) para obter amostra
da distribuigao a posteriori. Para implementar o amostrador de Gibbs precisamos das distribuicoes
condicionais completas dadas na proposi¢ao 5.1. Notamos que todas as distribui¢des condicionais
completas tem formas conhecidas com excegao dos graus de liberdade. No entanto, podemos utilizar
o algoritmo de rejeicao adaptativa (Gilks e Wild, 1992) para obter amostras de v, e v, (ver apéndice
B). O algoritmo de Gibbs também pode ser facilmente implementado utilizando o pacote WinBUGS
(Spiegelhalter, Thomas, Best e Lunn, 2004).

5.5 Aplicagao

Os dados considerados nesta se¢ao foram previamente analisados por Dempster, Patel, Selwyn
e Roth (1984) e Rosa et al. (2003). Os dados sao de um estudo toxicolégico de reproduciao em
ratos, a varidvel resposta é o peso (em gramas) dos filhotes no momento do nascimento. Neste
experimento, 30 ninhadas foram aleatoriamente alocadas em trés grupos de tratamento do mesmo
tamanho: controle, dose baixa e dose alta da substéncia em teste. Dados de somente 7 ninhadas
foram disponiveis para o tratamento de dose alta, e o mimero de crias por ninhada varia de 2 a
18. Estes dados foram analisados utilizando um modelo misto com duas fontes de variagao entre
ninhadas e dentro de ninhadas. O modelo considera os seguintes efeitos fixos: tamanho da ninhada,
sexo e tratamento. Noés adotamos o mesmo modelo linear misto considerado por Dempster et al.
(1984) e Rosa et al. (2003), dado por

Yij = Bo + B1LD; + BoHD; + yL; + 0S;5 + b; + ey, (5.17)

sendo y;; 0 peso no nascimento (em gramas) da cria j da ninhada i; LD; é uma varidvel indicadora
para o tratamento com dose baixa para a ninhada i; HD; é uma varidvel indicadora para o trata-

mento com dose alta para a ninhada 4; L; é o tamanho da ninhada %; S;; é uma varidvel indicadora
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para o sexo masculino das crias; fy, $1 e (2 sao os efeitos fixos do tratamentos; v é a inclinagao
para o efeito do tamanho da ninhada; § é o efeito fixo para o sexo da cria; b; € o efeito aleatério
para a ninhada 7; e e;; ¢ o erro dentro da ninhada, i =1,...,47 , j=1,..., L;.

A figura 5.1 apresenta o histograma da varidvel resposta, que indica que os dados apresentam

assimetria e que seria razoavel considerar um modelo que considere esta assimetria.

0.5 0.6 0.7
1 |

Density
0.4

0.3

0.2

0.1

0.0

Figura 5.1: o peso no nascimento (em gramas) da crias de ratos

Assumimos que e;; ~ St-I (—Ke7e, 02, XeyVe) € by ~ St-Iy (—Kpe, Ug, Ay Up)-
5.5.1 Anadlise de Sensibilidade

Escolhemos as seguintes distribuigoes a priori,

B* ~ N, (0,107°1,),

—le ~ Gamma (0.01,0.01),

U~ ~ Gamma (0.01,0.01),

ne ~ t1 (0, coT2, do) , (5.18)
m ~t1 (0,1, dy),

p(ve) o vg2I(ve > 3),

p(vp) 1/,)—2[(1/1, > 3).

Implementamos um andlise de sensibilidade da influéncia da escolha da distribuigao a priori na
distribuicao a posteriori. Mas especificamente consideramos diferentes distribuigoes a prior: para
os pardmetro dos graus de liberdade v, and v}, e para os parametros de assimetria 7. e 7;,. Em
todos os casos concentramos nossa atengao na estimagao dos efeitos fixos.

Para os parametros dos graus de liberdade v, and v, consideramos as seguintes distribuicoes a

priori
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(I) a distribuicao a priori definida em (5.18),
(I1) gamma(1,1)I(3,00),
(III) gamma(5,1)I(3,00) e
(IV) gamma(10,1)1(3,0);

e para os pardmetros de assimetria 7. e 7, as distribui¢oes a priori definidas em (5.18) com os

hiperparametros
(D) co=ca=1/2edy=d1 =2,
() co=ci=n/dedy=d; =1/2,
(ITI1) cg=c1=100edy =d; =4 e
(IV) ¢o = e1 = 1000 e dp = dy = 20.

Para todas as distribuigoes a priori consideradas, ajustamos o modelo utilizando o amostrador
de Gibbs que foi implementado no pacote R, foram geradas 120000 amostras com burn-in de 20000.
Para reduzir a autocorrelacao entre as cadeias, tomamos valores de 10 em 10 para obtermos uma
amostra de Monte Carlo aproximadamente independente de tamanho 10000.

Observamos que a distribuicao a posteriori dos efeitos fixos aparenta ser em geral robusta a
escolha da distribuicao a priori de ve, vp, e € 13, ver figuras 5.2 e 5.3. No entanto a distribuicao a
posteriori de ve, vp, Ne € 1, pode ser influenciada pela escolha da distribui¢ao a priori, ver figuras
5.4 e 5.5.

Notamos que a especificagdo a priori para v, e v, estabelecida em (5.18) é bastante flexivel de
modo a permitir que distribuicoes a posteriori distintas para v, e vp. Além disso, para os parametros
de assimetria 7, e 7, observamos que embora a distribuigao a posteriori desses parametros seja
influenciada pela escolha da distribuicao priori isto ndo muda a inferéncia neste caso que os erros

apresentam assimetria e os efeitos aleatérios nao.
5.5.2 Resultados

Ajustamos varios modelos que consideram diferentes distribuigdes para os erros e os efeitos
aleatérios. Quatro distribuigoes foram consideradas: t-assimétrica (St), normal assimétrica (SN),
t e normal(N). Para a comparacao de modelos calculamos as seguintes medidas o pseudo fator
de Bayes (Gelfand, 1996), o EAIC (Eazpected Akaike Information Criterion) e o EBIC (Ezpected
Bayesian Information Criterion) propostos em Brooks (2002), para cada modelo. Notamos que os
efeitos aleatdrios aparentam ser normais, ver tabela 5.3.

O pscudo fator de Bayes (pBF), o EAIC e o EBIC para os modelos com efeitos aleatérios
normais sao apresentados na tabcla 4.2. Estes critérios indicam que o modelo que assume erros
assimétricos apresenta o melhor ajuste.

Também consideramos os valores do CPO para cada observagao (Gelfand, 1996). Na figura 5.6

& apresentado o CPO para os modelos: (1) normal para os erros e os efeitos aleatérios; (2) normal
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Figura 5.2: Distribuicdo a priori dos parametros graus de liberdade e distribuicao a posteriori dos efeitos
fixos para as distribuicoes a priori 1 (linha solida), II (linha tracejada), III (linha pontilhada), IV (linha
ponto trago)

para os efeitos aleatérios e t para os erros; (3) normal para os efeitos aleatérios e SN para os erros;
e (4) normal para os efeitos aleatérios e St para os erros. Os modelos 2 e 4 sdo claramente melhores
que os outros modelos, o pBF do modelo 4 versus modelo 2 é 57.14 razao pela qual escolhemos a
St como o melhor modelo para os erros.

Na tabela 5.3 apresentamos a média a posteriori e o intervalo HPD de 95%—HPD para os
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Figura 5.3: Distribuicao a priori dos pardmetros de assimetria e distribuigao a posteriori dos efeitos fixos
para as distribuigoes a priori I (linha solida), I (linha tracejada), III ((linha pontilhada) e IV (linha ponto
trago)

modelos (4) e para o modelo completo St — St. No modelo (4) notamos que o HPD para o
pardmetro de assimetria A, nao inclue o valor de zero o que confirma a presenca de assimetria
negativa nos dados. A pequena amplitude do intervalo HPD de 95% para o parametro graus de
liberdade dos erros (v.) mostra que os modelos normal ou normal assimétrico nao sao apropriados

neste caso.
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Figura 5.5: Distribuicao a priori e a posteriori dos parametros de assimetria para as para as distribuicoes a
priori T (linha solida), T (linha tracejada), I1T ((linha pontilhada) e TV (linha ponto trago)

Tabela 5.2: Medidas de comparagao de modelos para os dados toxicolégicos
Random Effects Residuals pBF EAIC EAIC

N St 2.32 x 1021 311.32 458.53
N SN 8.57 x 10° 361.80 505.23
N t 4.07 x 10 316.61 460.05
N N 1.00 404.70 544.36

No modelo St — St, o HPD do parametro de assimetria contem o valor de zero e média a posteriori
dos graus de liberdade é bastante alta o que nos indica que o modelo normal é adequado para

modelar os efeitos aleatdrios.



46

CPO

1.4

1.2

1.0

0.8

0.6

0.4

0.2

0.0

CAPITULO 5. MODELO LINEAR MISTO T-ASSIMETRICO INDEPENDENTE

1.4

12

=2 2
£ z
FyFy Wi w2 S s
Pﬂ f1-1 11;.,11 11111,”1.1‘11,1‘111,13 %‘ﬂ\" }7 A 1
AR AR Wbty 1t » T
4ot R a4 T A A L =
AR AR T LS ST I LA ! it s
452 o ks ,.11711 A
1 .1 i e oS i °
1144 1 11 1 ool 1 5)
1 11 1 A o
17 TR <
SRR =1
i1 ;| L4 1
gt =z 4 oz o
2 {1 i 1 Y S
11 S TP ;
oy B ,? “
ERS O i . P
o : 114
1 -* 1
Yty 1 a
T T T T T T
0 50 100 150 200 250 300
Observations

£4s
4 5
4 4
4 4874 &, 24 4 4
kPR R £4 Ry 4
44 % A 4 T4
4 A sy : y * e 4
PR T o 4 &, | .ﬁ 4
& 4 4
S PR £ g &
4 4 ; 4 g 3
4 A 4 2 4
4 PR 44 4 4
a4 M d ¢
P . . & 4 . 4
4 44 °
4 4 24 4 44
4 % A ) Iy .
4 % 4 & & : 4%
é o 44
P 5 & 4 B 4 &
4 & 4 4 =
Y £ " 4 &
B P & 4 424
! .5‘4,1‘4 4
T T T T T T T
0 50 100 150 200 250 300
Observations

Figura 5.6: CPO para os modelos: (1) N—N, (2) N—¢, (3) N—SN e (4) N-St

Tabela 5.3: Média a posteriori e intervalo HPD de 95%— para os modelos N —St e St — St

N —-St St — St
B 8.19 8.17
(7.56 , 8.79) (7.53 , 8.80)
B —0.52 —0.52
(-0.85, —0.17) (—0.88 , —0.18)
B2 —0.94 —0.94
(-1.34, —0.53) (—1.35, —0.52)
) 0.30 0.30
(0.23 , 0.38) (0.23 , 0.38)
¥ —0.14 —0.14
(-0.18 , —0.10) (—0.18 , —0.09)
Var(b;] 0.14 0.17
(0.06 , 0.23) (0.06 , 0.32)
Varle;;) 0.16 0.16
(0.1, 0.21) (0.1, 0.21)
Ab 0.04
(—1.93, 1.85)
Ae -0.77 —0.73
(—1.58 , 0.00) (—1.57, 0.06)
vy 8645
(3.00 , 105.10)
Ve 4.13 4.14
(3.00 , 5.81) (3.00 , 5.85)




Capitulo 6

Estudo de Robustez

6.1 Introducao

Nesta segao estudamos a influéncia de um valor outlier na distribuicao a posteriori. Consideramos
dois casos: o primeiro investigar qual é a influéncia na distribuigdo a posteriori dos efeitos fixos e
segundo a influéncia de um ponto outlier na distribui¢ao a posteriori de todos os pardmetros.
Consideramos o conjunto de dados de um estudo ortoddntico de 16 meninos e 11 meninas entre
as idades de 8 aos 14 anos que foram originalmente apresentados por Potthoff e Roy (1964). A
varidvel resposta é a distdncia (em mm) entre o centro da pituitdria e a fissura ptério-maxilar, que
foi medida nas idades de 8, 10, 12 e 14 anos. Estes dados também foram analisados por Pinheiro
et al. (2001) e Rosa et al. (2004).Como Pinheiro et al. (2001), para o nosso estudo da influencia
de um valor outlier somente consideramos as observagoes das meninas do conjunto de dados de
Potthoff e Roy (1964). O modelo ¢ dado por

Yij = Bo + Pitj + dosi + d1sitj + boi + bt + e, (6.1)

sendo y;; a distancia (em mm) entre o centro da pituitéria e a fissura ptériomaxilar no tempo j do
sujeito ¢; t; € a idade mensurada em anos; Gy e 1 s@o o intercepto e a inclinagao dos efeitos fixos;
b; = (boi, b1;)T é o efeito aleatério para o i-ésimo sujeito; e e;j ¢ o erro entre sujeitos, i =1,...,11 e
ji=1,..,4.

6.2 Influéncia nos efeitos fixos

Ajustamos os modelos dependente e independente considerando as distribuigoes t-assimétrica, nor-
mal assimétrica, t-Student e normal. Consideramos a influéncia de uma mudanga em A unidades
de uma observagao, na distribuicao a posterior: dos efeitos fixos. Isto é, substituimos a observagao
yi; pelo valor contaminado ;5 (A) = v+ A, re-estimamos o modelo e salvamos a média a posteriori
e o intervalo HPD de probabilidade de 95%. Neste exemplo contaminamos a quarta observagao
(idade de 14 anos) da primeira menina, ¢ variamos A entre -20mm ¢ 20mm com incrementos de
2mm.

As figuras 6.1 e 6.2 apresentam a média a posteriori e o intervalo HPD de probabilidade de
95% para as quatro distribuigoes para o modelo independente. Como esperado, os modelos t e t-

assimétrico sao menos sensiveis a mudangas de A. Mudangas em A tiveram consideravel impacto,
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para os modelos normal e normal assimétrico, na média a posteriori e no HPD. Notamos que a
amplitude do intervalo aumenta quando A aumenta. Como resultados similares foram encontrados

para o caso do modelo dependente, nao apresentamos os resultados deste modelo.
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Figura 6.1: Média a posteriori (linha tracejada) e intervalo HPD de 95% (linha solida) para (3 sob as dis-
tribuicoes t-assimétrica, t, normal assimétrica e normal para diferentes contaminagoes A de uma observagao

Para comparacgao entre os modelos dependente e independente consideramos a amplitude do in-
tervalo HPD de probabilidade 95%. Nas figuras 6.3 e 6.4 apresentamos estes resultados, observamos
que no caso do (; os dois modelos nao apresentam grandes diferencas, mas no caso do intercepto

Bo observamos que para os distribuigoes t e t-assimétrica a amplitude do intervalo HPD do modelo
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Figura 6.2: Média a posteriori (linha tracejada) e intervalo HPD de 95% (linha solida) para 8 sob as dis-
tribuigoes t-assimétrica, ¢, normal assimétrica e normal para diferentes contaminagoes A de uma observagao

independente é menos sensivel a presenga de valores outlier.
6.3 Influéncia Global

Também estudamos a influéncia de um valor outlier na distribuicao a posteriori de todos os
pardmetros. Como medida de influéncia de uma observacao aberrante consideramos a medida
de divergéncia de Kullback—Leibler D(A) entre as distribuigoes a posteriori de 8 dado Y e Y (A)

respetivamente, sendo Y (A) os dados quando substituimos a observagao y;; pelo valor contaminado
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Figura 6.3: Amplitude do intervalo HPD de 95% para () para o modelo dependente (linha preta) e para o
modelo dependente (linha tracejada) sob as distribuigoes ¢-assimétrica, ¢, normal assimétrica e normal para
diferentes contaminagoes A de uma observacao

yvij(A) =Yij + A.

D(A) = / loge (%) (6 V)do.

Considerando a ideias de Peng e Dey (1995) pode-se mostrar que uma estimativa de Monte
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Figura 6.4: Amplitude do intervalo HPD de 95% para (31 para o modelo dependente (linha preta) e para o
modelo dependente (linha tracejada) sob as distribuigdes t-assimétrica, t, normal assimétrica e normal para
diferentes contaminagoes A de uma observagao

Carlo desta divergéncia é dada por

{I12, 1/9(6°)}/8
{B-1 0, 0(6°)}!

sendo 9(0°) = f(yij + A | 6°)/f(yij | 0°) e {0°}2_, uma amostra da distribuigao a posteriori de

7(0 | Y). Na figura 6.5 apresentamos esta distancia para as quatro distribui¢oes e para os modelos

D(A) = log

independente e dependente e , notamos que a influéncia de um valor outlier é ilimitada para os
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modelos SN e N mas limitada para os modelos ¢ e St. Também notamos que a influéncia é mais
forte no caso dependente.

Também, podemos observar que para contaminagoes pequenas (JA| < 2), todos os modelos
tem a mesma curva de influéncia, isto ocorre devido a que a observacao contaminada nao esta
suficientemente afastada do valor original para ser considerada como um valor outlier. Assim,

todos os modelos tem a mesma eficiéncia para pequenas contaminagoes.

MLM Independente

MLM Dependente

D(A)

Figura 6.5: Distancia de Kullback—Leibler entre (6 | Y') e w(6 | Y (A)) para os modelos: N (linha solida),
SN (linha tracejada), ¢ (linha pontilhada) e St (linha ponto-trago)
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Capitulo 7

Modelo com Erros das Variaveis de Intercepto Nulo

7.1 Introducao

Em modelos de regressao com erros nas varidveis, usualmente, as covaridveis associadas com a
varidvel resposta nao siao diretamente observaveis ou sdao observadas com erro. Nesse cendrio, uma
suposigao usual é que a covariavel é medida com erro para obter uma estimagao mais precisa dos
pardametros do modelo. Modelos que regressao que consideram erros de medida sao usualmente
conhecidos como modelos com erros nas varidveis. Estes modelos tem sido estudado amplamente
na literatura, por exemplo, Fuller (1987) em regressio linear, e Carroll, Ruppert e Stefanski (1995)
para modelos de regressdo nao lineares. Frequentemente, modelos de intercepto nulo sao utiliza-
dos para o analise de dados de ensaios clinicos onde a unidade experimental é mensuradas em
dois o mais dispositivos. Aoki, Bolfarine, Achcar e Ledo-Pinto (2003) estenderam estes modelos
para o andlise de dados longitudinais. No entanto, em todos estes modelos é assumido que a dis-
tribui¢ao dos erros aleatério assim como a das covaridveis nao observadas é normal. A suposicao
de normalidade pode ser muito restritiva e apresentar de falta de robustez a presenga de valores
outlier. Labra, Aoki e Bolfarine (2005) estudaram a influéncia local no modelo de intercepto nulo
e recomendaram a utilizagdo de uma distribuigao robusta para a uma estimagao mais acurada dos
parametros do modelo. Arellano-Valle, Ozan, Bolfarine e Lachos (2005) utilizaram a distribuigao
normal assimétrica no modelo com erros nas varidveis linear. Recentemente Aoki, Pinto, Achcar
e Bolfarine (2006) mostraram as vantagens de de utilizar modelos com misturas de normais no

contexto do modelo multivariado com erros nas variaveis.
7.2 Modelo com Erros nas variaveis com intercepto nulo

O modelo com erro nas varidveis multivariado de intercepto nulo, pode ser escrito como (ver

Lachos, Bolfarine, Arellano-Valle e Montenegro, 2007)

Xi = xi+46; (7.1)
Ye: = xiﬂki + €k, (72)
sendo, 2 = 1,...,p, k =1,...,m, X; = (Xi,... ,X.,-ni)T ¢ um vetor de covaridveis observadas,
Yii = Wkiss - Ykin. )T é o vetor das varidveis resposta, x; = (i1, - - - ,mmi)T é o vetor das covariaveis
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nao observadas (varidveis latentes), Bk, é o pardmetro de regressio, e €, = (€x;y,-- -5 €ky. ) |, 0i =
1
(i1, - - - ,Jini)T sao os vetores de efeitos aleatdrios.

Sob normalidade, o modelo linear especificado em (7.1)-(7.2) pode ser expresso como,

zij = BoiTij + Cij» (7.3)

e L
V)~ Npga [ (7], D(¢e b3 | » (7.4)

Cij 0
i=1,...,p, j=1,...,n;, onde D(¢,, ¢;) denota uma matriz diagonal com elementos ¢, e ¢; =
(Uﬁ,agi, e ,O'Zi T, zij = (Xij, vy, - - - ,ymij)T é um vetor de observagoes; o vetor de pardmetros
de regressao ¢ dado por By; = (1,8;])", com B, = (Biss---,Bm;)" e os efeitos aleatérios Cij =

(8ij, €155, - -+ €my;) | s80 todos de dimensdo (m + 1) x 1.

Neste trabalho, substituimos a suposi¢ao de normalidade em (7.4) pela distribuigao ¢- as-

(Zj) P ((‘;) , D¢z, b5), (AO) ,u) : (7.5)

e nos referiremos a este modelo como St-MEM. Reescrevemos (7.5) como uma mistura de uma

simétrica tipo [

normal assimétrica

(Z”) |lwij ~ SN-Ip4o ((lg’) , wi;ID(qu,q’)i), (i‘):c)) and w;; ~ Gama (v/2,v/2), (7.6)

1=1,...,p,7=1,...,n;. Como a distribui¢ao normal assimétrica em (7.6) tem a matriz de escala

bloco diagonal, pode ser mostrado que condicional a w;j; os Cij € zij sao independentes e que

marginalmente,
ind -
Cj ™~ tm1(0,D(¢y), H) and zij ~ Sthi(pa, b, Aa, H). (7.7)
Desde que para cada 2 = 1,...,p, 7 = 1,...,n;, Cij € @ij sao indexados pelo mesmo fator w;j,

em geral eles nao sao independentes. A independéncia corresponde ao caso onde w;; =1 (7 =
1,...,p,5 =1,...,n;). Logo o modelo se reduz a caso normal assimétrico estudado em Lachos,
Bolfarine, Arellano-Valle e Montenegro (2007). No entanto, pode se mostrar que Ci; and z;; sao
nao correlacionados, isto €, Cov({;;zij) = E[(;;2ij|Uss] = 0.

O pardmetro de assimetria A\, induz assimetria na variavel latente z;; e consequentemente,
nas quantidades observadas z;j, ¢ = 1,...,p, j = 1,...,n;. Assim pode ser mostrado que z;; tem

distribui¢ao marginal ¢ assimétrica. A distribuigao marginal para a resposta z;;, é dada por

1/2
= Ta—1/2 v+n
f(2i10) = 2tm1(zi5 3, 2i)Th (/\i T (m) v+ 1) , (7.8)
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. ind X
1.€., Zij IP\E SN'I'ﬂH-l (l‘l’i) Zi, Ai, H)) sendo M = ﬂO-ip‘tL‘y E'i = D(d)l,) + (/)Iltﬂoiﬂgi’
—-1/2
5 = AataB By, oo

( | ‘)TE%; N )\%A; 1+ ¢2B5:D~(¢)Bo;’ '
Zij — My i\Zij — Hy)-

,onde A; =

= Loy B J = Lies oy tls & glZg) =

7.3 Distribuicao a Priori

Para completar a especificagao do modelo precisamos de distribuicoes a priori para todos

os parametros desconhecidos 8 = (37, ... ,ﬁ;,r ,ng,. 02,02, e, 02, T, v T)

1 0eps T, Consideramos a

seguinte distribui¢ao a priori

p m P

m(0) = (H 11 W(ﬁki)) (H 7r(Cfi-)) (o) (pa)m (v3) (12)m (v), (7.9)
i=1k=1 i=1

onde 71—(/"‘:3) ~ N(§$7021)7 7"(7732) ~ t(/-"ﬂwag’r.g”/?])a F(T:E) ~ IG(%)'IQ)_): W(ﬁki) ~ N(akiabki)‘[(oal)a

k=1,...,m,i=1,...,p, ﬂ(agi) ~ IG’(%’#,%), i =1,...,p, onde N(a,b)I(0,1) denota uma

distribuicao normal truncada no intervalo [0, 1] este truncamento sera necessério para a aplicacao,

IG(a,b) denota a distribuicdo inversa gama com parametro de forma a > 0 e escala b > 0, com

fungado de densidade de probabilidade dada por

i b = F’z‘;) @)aﬂ - {%} |

A distribuicdo a priori de v, é assumida ser m(v) = v=2I(v > 3).

7.4 O Modelo Hierarquico e o Algoritmo MCMC

Reescrevemos o modelo em forma hierdrquica considerando (x,u, w) como varidveis latentes,

onde x = (XI,...,X;_)T ,u = (uir,...,u;,r)-r ew = (wlT,...,w;,r)T, com u; = (i1, ..., Un,;) €
wi = (wi, - .. ,win,.)T, i=1,...,p. Deste modo, sob a representagao estocdstica dada na proposicao
2.5, com Ay = 1, /7, and ¢, = 1;:% + 'rf, segue que

ind ~1

Zij | Ty, wig ~  Nmi1(Boiwij, wy; D)), (7.10)
ind —

ij lwij,wig ~ Ni(pg + nouij, w; 7)), (7.11)

Uij i Nl(O,wigl)I(u-ij > 0), (7.12)

(I £ Gama(v/2,v/2), (7.13)
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A distribuigao de (z,x,t,u) é dada por

L(Blz,x, w,w) o (v2)" "/QH(ID ) ”I/QHH( D g (wiglv/2,v/2)) x

i=14=1

1 P n;
PN Ty 30> wijzi; — Boizi) T DTN (Zi — Boitis)

i=1 j=1

1 p
2’)‘2 E wzy Tij — Mo — ﬂmuu - E E wl]uq,] 3
T

=1 gj=1 zl]l

P
onde n = ) n; e g(. |,a,b) representa a densidade de uma distribuicao gama com parametro de
i=1
forma a e de escala b.

O produto da fungao de verossimilhanca aumentada (7.14) e da distribuigao a priori, fornece a

distribuigao a posteriori para 6 que é dada por,

P n;
7(0,t,%,u|z)  (72)"?(o "/21—[ "/QHH(wg'/z“g(wijh//?,V/2)) X

i=1j=1
I a2 wi(yij — Bizij) | (Vij — Bixij) & wz](Xz_] 11])2
expq =5 ), = = - Z Z
=1 j=1 ei 25 j=1
| 2n 1P
T =1 j=1 i=1 j=1

onde yij = (Y1, - - - ,ymij)T. A distribuicao (7.14) é intratdvel analiticamente. Métodos MCMC,
como o amostrador de Gibbs, podem ser utlizados para se obter amostras da distribuicao a pos-
teriori. Para completar a especificacdo do amostrador de Gibbs, precisamos das distribuicoes
condicionais completas as quais sao dadas por

N Ne(Tij — pa) 1 T.f
(1)  uil0,z,x,w~N ( B T ) Uy = I(ui; > 0),
(i1)  z4]0,2,u,w ~ N (,me,],’wJ o2 ) , sendo
_ Hz + N i + TzﬁOi (¢7,) Zij o2 = Tﬂz’ .
Tij — i _ b
’ 1+72Bg; D~ (¢;:)Boi H 14 72B0; D71 (¢:)Bo;
by, 02

—— 1(0,1), sendo

(’L’L’L) ﬂki|6(_ﬁki),z,x,u,w ~ N H"Bki’
| b, ) wija; + g,
j=1

n;

2
b, E WijTijYk;; + Ak O,
J.—
KBy, = )

' a2 1 g2
b; le'ljmij +og,
J:
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n; + a;

(iv) a?ile(_,,?.),z,x, u,w~ IG ( ,b,,g) , sendo

1 [
bz, =5 > wij(yis — Biwis) " (vig — Biwig) + bi | ;

J=1

n+a 1 P
(v) 0§|9(_U§),z,x,t,u~IG - ZZWU(X” aca]) + by ;
7=1

=1
) 1|0 N %
(vi) pz|O(—py), 2, X, 0, W ~ Num s , sendo
Z Z wij + 72
1=l4=
9 P n;
i Z wi( ey — Natsy) + Ty

1=1j=1

<.
Il

Il

Hpe = ;

P ni
2 42
U[lz Z Z Wi + Tz
i=1j=1
;s n+a
(vi) 7j§|0(ﬁ.rf2‘),z,x,u,w ~ IG (T,bvg> , sendo

(Z Z Wij (mlj Mz — 773:U>ij)2 + b) )

i=1j=

2 2 2
K20y + Tg fiy '1:0-127
(vidd)  Ne|0(—p,), 2, X, 0, W ~ N R , com
Kiog + 77 Kiog+ T2

M'e

n; P n;
= Z Uuz}v E Z i (Tij — Ha)-
i=1j=

1 7=1

Il

'L
(iz) Ae = Ne/Tz and o2 = 72 + 72.
(z)  wj|0,2,x,t ~ G’amma(—m+2”+2; %(l/ + Aij + By + t?j));

Tij — — Toli)?
com Aj; = (zi5 — Bosij) T D™ () (2ij — Boiwis) e Bij = &y MZQ =lis)
T

_ nv 1 =
(i) v|0(_y,), 2%, 0, W o T (V) X G’ama(y + 1, 2 ;;(Uij — log ;) I(3,00), sendo m(v) =
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7.5 Aplicacao

Nesta secdo ilustramos o modelo com um conjunto de dados reais de um ensaio clinico odon-
tolégico (Hadgu e Koch, 1999). Este conjunto de dados tem sido previamente analisado por Aoki
et al. (2003) onde 109 voluntdrios adultos de sexo masculino e feminino com placa dental preex-
istente foram alocados aleatoriamente para o enxdgue bucal de controle (C) ou qualquer um dos
enxagues bucais experimentais denotados por A e B. O objetivo principal deste estudo foi comparar
a eficiéncia em inibir o desenvolvimento de placa dental de A e B com o controle. Os sujeitos foram

avaliados no indice de placa dental no baseline (z). Desde que esta covaridvel em medida em forma
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imprecisa, uma forma de analisar estes dados é assumir um modelo com erros nas varidveis. Nao
incluimos interceptos no modelo porque é razodvel assumir que se no inicio do estudo o indice de
placa dental é zero entao implica um valor de zero nos valores depois do estudo, isto é, assumimos
que a placa dental nao deve se incrementar depois da utilizagdo de enxagues bucais. Assim consid-
eramos o modelo descrito em (7.1)-(7.2) para modelar este dados. Outro aspecto deste conjunto
de dados é que as quantidades observadas nao sao simétricas e que o indice de placa dental pode
precisar de uma transformagao para obter uma melhor a aproximagao ao modelo normal (ver figura

7.1). No entanto, transformacao de varidveis pode ser nao recomendado neste cendrio.
)
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Figura 7.1: Histograma do indice de placa dental no baseline

A variavel resposta de interesse neste contexto é verdadeiro indice de placa dental. Deste
modo, y1,; and yo,; representam respectivamente, o indice de placa observado do enxdgue i (=
1,2,3) para o sujeito j (= 1,---,n;) depois de trés e seis meses do comeco do estudo. Assim,
1 = 1,2,3 representam o enxague control, o enxdgue experimental A e o enxdgue experimental
B, respectivamente e k = 1,2 representam trés e seis meses depois do baseline, respectivamente.
Seja, X;; o indice de placa observado no baseline e z;; o indice de placa real que é nao observado.

Deste modo, baseados nestas observagoes, consideramos o seguinte modelo para o indice de placa
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observado:

baseline observado X;; = verdadeiro baseline nao observado x;; + 6;;, (7.15)

Yki; Br; % baseline ndo observado x;;j + e;;- (7.16)
- , o iid 9 ind 9 - .

Uma suposigao usual é d;; ~ N1(0,0°), erij ~ N1(0,07.), dij and g s2o ndo correlacionados
e independentes das quantidades ndo observadas z;; g Ni(pa,02),i=1,...,p,5=1,...,n; k=
1,...,m. Apesar da suposicdo de normalidade ser razodvel em muitas situagoes, esta pode nao
ser apropriada neste caso porque os dado apresentam um afastamento da suposi¢do de normali-
dade. Neste cendrio consideramos a distribui¢ao t-assimétrica que permite acomodar dados que
apresentam assimetria e curtose.

Utilizamos o amostrador de Gibbs (Gelfand and Smith, 1990) para obter amostras da dis-
tribuicao, para cada modelo geramos 120000 amostras, assumi-se um burn-in de 20000. Tomamos
valores de 10 em 10 para reduzir a autocorrelagao entre as cadeias e obtermos uma amostra de
Monte Carlo de tamanho 10000 aproximadamente independente.

Varios modelos estatisticos foram considerados com diferentes distribuigoes para a covaridvel
nao observada e os erros aleatdrios. Estes modelos sao:

Modelo 1: Normal para a varidvel latente e os erros (N).
Modelo 2: Normal assimétrica para a varidvel latente e normal para os erros (SN).
Modelo 3: t assimétrica para a varidvel latente e ¢ para os erros (St).

Na tabela 7.1 apresentamos as medidas de comparagao dos modelos. Notemos que os modelos
assimétricos sao melhores que o modelo normal em todos os critérios apresentados. O pseudo fator
de Bayes (pBF) é calculado com referéncia ao modelo normal. O melhor modelo segundo estes

critérios é o modelo normal assimétrico.

Tabela 7.1: Critérios de comparagao de modelos.
Critério N SN St
EAIC  443.97 429.80 435.14
EBIC 475.82 464.30 472.30
pBF 1 3283.94 396.39

Na tabela 7.2, apresentamos a média a posteriori, desvio padrao e o intervalo HPD de 95% de
probabilidade para os modelo SN e St. Na figura 7.2 é mostrado o boxplot para o pardmetro de
assimetria nos modelos SN e St. Notamos que o intervalo de credibilidade néao inclue o zero para
os dois modelos o que confirma a assimetria positiva presente nos dados.

O objetivo do experimento foi comparar a eficiéncia dos dois enxagues bucais experimentais,
A e B, com o enxague controle. Deste modo, estamos interessados em comparar os parametros de
inclinagao S, e Bk, com respeito a fk,, k = 1,2. Uma forma de testar esta hipotese (8, = f,, i =
2,3, k = 1,2), é se consideramos os estimados obtidos pelo amostrador de Gibbs de B, — fk, €

B, — Brs, kK = 1,2, e verificamos se o intervalo de credibilidade contem o valor de zero. Uma outra
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Tabela 7.2: Média a posteriori, desvio padrao e intervalo HPD de 95% para os modelos SN e St.

SN St

Parameter mean D.P. 2.5% 97.5% mean D.P. 2.5% 97.5%
B1, 0.7026 0.0351 0.6336 0.7717 0.6999 0.0362 0.6288 0.7706
B1s, 0.5365 0.0456 0.4469 0.6260 0.5379 0.0455 0.4485 0.6273
B1s 0.5086 0.0327 0.4444 0.5731 0.5069 0.0335 0.4413 0.5727
B2, 0.6864 0.0352 0.6170 0.7556 0.6878 0.0356 0.6177 0.7577
B2, 0.5025 0.0455 0.4131 0.5923 0.4943 0.0458 0.4044 0.5845
Bo, 0.4138 0.0327 0.3494 0.4779 0.4165 0.0332 0.3512 0.4815
a21 0.2919 0.0516 0.2076 0.4085 0.2777 0.0527 0.1911 0.3968
0'22 0.4554 0.0838 0.3198 0.6471 0.4152 0.0835 0.2788 0.6051
‘7523 0.2381 0.0416 0.1699 0.3321 0.2302 0.0429 0.1600 0.3270
os 0.0082 0.0046 0.0024 0.0200 0.0083 0.0047 0.0025 0.0203
Uz 2.1357 0.0435 2.0591 2.2226 2.1478 0.0440 2.0695 2.2425
o3 0.2733 0.0524 0.1825 0.3867 0.2423 0.0523 0.1510 0.3567
Az 5.1212 1.9449 2.1986 9.7594 4.6240 1.8344 1.8817 8.9878
v 26.4126 12.8229 9.7079 58.5798

questao de interesse é se os enxagues bucais continuam a reduzir o indice de placa depois de trés
meses 0 que equivale a comparar os parametros de inclinagao 1, and (2, 2 = 1,2, 3. Na tabela 7.3
apresentamos os valores da média e o intervalo HPD de 95% para as quetoes de interesse descritas,
assim como, a comparacao dos enxagues bucais A and B (fk, and [,).

Depois de analisar estes resultados concluimos que ambos enxagues bucais experimentais sao
mais eficientes que o controle para reduzir a placa dental depois de trés meses desde o baseline
e também depois de seis meses, no entanto, nao existem diferengas significativas entre os dois

enxagues experimentais A e B. O unico enxdgue que tem efeito duradouro é o enxague B.

15
l

10
|

SN St

Figura 7.2: Box plot de A,.
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Tabela 7.3: Média a posteriori e HPD de 95% para o Modelo 2

B, — Biy Bi1, — Big B, — By B2, — B2, B2, — B2g
0.1649 0.1925 0.0276 0.1830 0.2713
(0.0539 , 0.2810)  (0.0976 , 0.2861)  (-0.0816 , 0.1376)  (0.0714 , 0.2964)  (0.1770 , 0.3639)
B2, — B2, B, — B2, f1, — B2, B1; — B2,
0.0884 0.0162 0.0343 0.0950

(-0.0206 ,0.1952)  (-0.0767 ,0.1134)  (-0.0912, 0.1604)  (0.0057 , 0.1875)

7.6 Estudo de Robustez

A robustez do modelo St pode ser estudada considerando a influéncia de uma observagao outlier
na distribui¢ao dos parametros. Para simplificar, consideremos somente o modelo para o enxdguc

control (7 = 1).

baseline observado X1; = verdadeiro baseline nao observado x;; + d1; (7.17)

Yky; = Pr, x verdadeiro baseline nao observado xj; + €g,;.  (7.18)

Estudamos a influéncia de uma mudanga de A unidades em uma observagao na média a poste-
riori e no intervalo HPD de 95% de B,, k = 1,2. Substituimos yx,; por yi,;(A) = yk,; + A. Deste
modo, contaminamos a observagao yy,;, isto é, o indice de placa observado depois de trés meses, e
variamos A entre -10 and 10.

Nas figuras 3 e 4, apresentamos a média a posteriori e HPD de 95% de probabilidade para S,
e (32, respectivamentes, para os modelos N, SN, St. Como esperado, /31, ¢ mais afetado que fa,,
desde que perturbamos yi,;. Notemos também que o modelo St é menos afetado pelas variagoes
de A que os modelos N e SN. Nos modelos N e SN, uma tnica observagao outlier tem consideravel

impacto na amplitude dos intervalo HPD para ambosf;, and f2,, e na média a posteriori de f,.

Iy,
By,
0.

08
L

0.5

0.4

Figura 7.3: Média a posteriori (linha tracejada) e HPD de 95% de probabilidade (linha sélida) para f;, dos
modelos N, SN, St para diferentes contaminagoes A de uma observagao



62 CAPITULO 7. MODELO COM ERROS DAS VARIAVEIS DE INTERCEPTO NULO

0.80 0,85
L

0.80 0.85
L

0.80 .85
L !

0.75

0.75

0.75
!

R & R
& © s © = ° -
S - e i I e
@ ©
3 8 2
s S )
8 g | 8
B S s
8 ] 8
E a s
T T T T T T T
-10 - ° B 10 10 -5 0 10 10 -5 0 s 10
a A A

Figura 7.4: Média a posteriori (linha tracejada) e HPD de 95% de probabilidade (linha sélida) para 32, dos
modelos N, SN, St para diferentes contaminagoes A de uma observagao



Capitulo 8

Problemas de inferéncia em modelos t-assimétricos mul-

tivariados

O trabalho de Chib, Osiewalski e Steel (1991) discute a impossibilidade de atualizagao da dis-
tribuigao a posteriori dos graus de liberdades em modelos de regressao com erros ¢ multivariados.
Tal resultado, coloca em questao o uso do modelo de regressao dependente ¢ multivariado. Neste
capitulo estendemos esse resultado ao considerar um modelo de regressao nao-linear com erros com
distribuicao t-assimétrica multivariada. Sob condigoes bastante brandas impostas a distribui¢ao
a priori provamos que distribuicao a posteriori dos graus de liberdade nao ¢é atualizada pela in-

formacao amostral.
8.1 Modelo
O modelo de regressao nao linear é representado por
y=hX,B8)+e (8.1)

sendo, X matriz n x r , B um vetor de coeficientes de regressao, h(X,3) uma fungdo vetorial de

(X,0), e
¢ ~ StF <o, %V(X, i, A,u> (8.2)

Consideraremos as seguintes suposicoes:

1. Seja w = (B, A, 7,m,v) e = (8,A,n),onde € BCRE, n€c HC R, 9 €O C BxH,
7€ RT, A matriz n x m tal que ||Aa|| <1Vae R ev e Rt.

2. h(X,B) :n x 1 é uma funcao conhecida de X e 3.
3. V(X,7n) : n x n é uma matriz definida positiva, e fungao conhecida de X e 7.

4. X é uma matriz aleatéria tal que a densidade conjunta de p(X,w) se fatora como p(X)p(w),

sendo p(w) a densidade a priori para os parametros. Também assumimos que p(X) é prépria.

63
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Logo, y ~ StF (h(X, B), %V(X, n), A, v) e da proposicao 2.1 temos que

1
Y I X7 Z, W~ SNF (h'(Xiﬁ)) _V(X) 77)> A)
Tz (8.3)
v v
z| X,w=2zv~ Gama (5,5)
Notamos que a densidade de mistura, p(z | X,w), é independente de X e de todos os pardmetros

com excegao de v. Assim podemos escrever o seguinte modelo bayesiano conjunto (dado X)

Py, z,w | X) =p(y | X,z,,w)p(z | v)p(w).
8.2 A Distribuicao a Posteriori

Pelo teorema de Bayes, a distribuicao a posterior: de v é dada por
p(v19.5) = [ plw |y, X)dras

sendo p(w |y, X) = [p(y,z,w| X)/ [ p(y, z,w | X)dwdz a distribuigao a posteriori de w. Consid-
eramos a seguinte transformacao,
(1,2) = (k,2), k=72 (8.4)

com Jacobiano igual a 1/z. Notamos que (8.3) e (8.4) nos permitem concluir que y e (z,v) séo
independentes condicional a X, 9 e k:

y 1l (z,v) | X, 9, k. (8.5)
Da suposigao 4 e de (8.3) temos que
X U (z,w). (8.6)
Logo, de (8.4) e (8.6),
X U (2,9, k,v). (8.7)

Utilizando as propriedades da independéncia condicional podemos inferir de (8.5) e (8.7) que y L

v| X,9,ke X 1L v|9,k, assim podemos escrever
vl (y,X) |9, k. (8.8)

Esta ultima equacao indica claramente que se v e (U, k) sdo independentes, entdao (X,y) e v sdo
independentes incondicionalmente, e a distribuigao a posteriori marginal de v é idéntica a sua
distribui¢ao marginal a priori. Isto é, neste caso os dados nao podem modificar a nossa opiniao a

priori com respeito a v. Este resultado é dado no seguinte teorema,



8.2. A DISTRIBUICAO A POSTERIORI
Teorema 8.1 Sob as suposi¢ées 1 — 4 com distribui¢cdo a priori prépria para w, se
v Al (Y, k)

onde k € definida em (8.4), entao
v Al (y, X).
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Capitulo 9

Consideracoes Finais

Nestes trabalho foi desenvolvida a distribuicao t-assimétrica fundamental que inclui a dis-
tribuigdo ¢ assimétrica tipo I (Azzalini e Dalla Valle, 1996) e a distribui¢io ¢ assimétrica tipo
IT (Sahu et al., 2003); e baseados nas propriedades desta distribuigao analisamos alguns modelos
lineares do ponto de vista bayesiano.

No capitulo 2, descrevemos a distribuigao t-assimétrica fundamental e desenvolvemos algumas
de suas propriedades baseados no resultados de Arellano-Valle e Genton (2005). Também sao estu-
dados como casos especiais desta distribuicao como a distribui¢ao assimétrica tipo I e a distribuigao
assimétrica tipo II. Finalmente, analisamos a interpretagao do paradmetro de assimetria nestes ca-
sos especiais. Concluimos que as parametrizagoes apresentadas por Azzalini e Capitanio (1999) e
Branco ¢ Dey (2001) nao fornecem informagao sob a assimetria das marginais.

No capitulo 3, apresentamos o modelo de regressao multivariado considerando a distribui¢ao
t-assimétrica tipo II, desenvolvemos o algoritmo de Gibbs para implementar a inferéncia bayesiana
neste modelo. Estudamos varios critérios de informacgao e mostramos que os critérios EAIC, EBIC
e pBF podem ser utilizados para detectar possiveis afastamentos da suposi¢cao de normalidade e
de simetria, destes critérios os melhores resultados foram apresentados por o EAIC e o EBIC.
Concluimos que, o DIC em geral tende a favorecer modelos mais complexos.

No capitulo 4, consideramos uma nova classe de modelos lineares mistos, considerando que os
erros e os efeitos aleatdrios seguem em forma conjunta uma distribuigao t-assimétrica tipo II. Como
os erros e os efeitos aleatérios nao sao mais independentes chamamos de este modelo de linear misto
t-assimétrico dependente. Estudamos as propriedades deste modelo e implementamos o algoritmo
de Gibbs. Na aplicagao utilizamos os dados de colesterol de Framingham.

No capitulo 5, estendemos o modelo linear misto considerando que os erros e os efeitos aleatorios
sdo independentes e seguem uma distribuigao t-assimétrica tipo I e denominamos este modelo como
modelo de linear misto t-assimétrico independente. Estudamos as propriedades deste modelo e
implementamos o algoritmo de Gibbs. Realizamos uma aplicagdo do modelo para um conjunto
de dados de toxicologia, fizemos um estudo de sensibilidade que em geral mostrou que os efeitos
fixos sdo insensiveis a escolha da distribuigdo a priori dos pardmetros de forma: assimetria e graus
de liberdade. No entanto, a distribuigao a posterior: destes parametros pode ser influenciada pela

escolha da distribuicao a priori.
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No capitulo 6, apresentamos um estudo de robustez considerando um conjunto de dados dentéarios,
onde comparamos os modelos dependente e independente para o modelo linear misto. Consider-
amos a influéncia de um valor outlier na distribuicao a posteriori dos efeitos fixos ¢ também na
distribuicao a posteriori de todos os pardmetros. Concluimos que os modelos normal e normal
assimétrico sao mais afetados pela presencia de um valor outlier que os modelos ¢ e t-assimétrico.
Também observamos que o modelo dependente é mais afetado que o modelo independente.

No capitulo 7, estendemos um modelo com erros nas variaveis de intercepto nulo considerando a
distribuigao t-assimétrica tipo I conjunta para os erros e as covaridveis nao observadas, a assimetria
¢é introduzida somente nas covaridveis. Estudamos as propriedades deste modelo e propomos um
algoritmo de Gibbs para implementar a inferéncia bayesiana neste modelo. Ilustramos o modelo
com uma aplicagao para um conjunto de dados de um estudo odontoldgico.

No capitulo 8, estendemos o resultado de nao atualizagao da distribuigao a posteriori dos graus
de liberdade num modelo de regressao nao linear quando os erros conjuntamente tem distribuicao t-
Student (Chib et al., 1991) para a distribuigao t-assimétrica fundamental, deste modo este resultado
¢ valido para a distribuicao t-assimétrica tipo I (Azzalini e Capitanio, 1999) e a tipo II (Sahu et al.,
2003).

No apéndice B, estudamos a distribui¢ao condicional a posteriori dos graus de liberdade e
mostramos que é log-concava o que nos permite utilizar o algoritmo de rejeigao adaptativa (Gilks
e Wild, 1992) para gerar amostras desta distribuigdo.

Na literatura recente, outros autores também tem considerado a distribuicao t-assimétrica para
o modelo linear misto, assim temos os trabalhos de Jara, Quintana e San Martin (2008) no enfoque

bayesiano e Zhou e He (2008) no enfoque cldssico.
9.1 Perspectiva Futuras

Salientamos que os resultados apresentados neste trabalho podem ser facilmente estendidos
para uma classe mais geral de distribuigoes, a de misturas na escala de uma distribui¢io normal
assimétrica. Se consideramos a representacao da distribui¢ao t-assimétrica dada na proposicao 2.1

bastaria considerar alguma outra distribui¢ao para w, assim poderiamos definir esta classe como

Q D
Y |wo SNE, (“’E’W) 9.1)

W~ fo.

Uma extensao para a distribuicao t-assimétrica tipo I considerando o modelo de mistura na
escala de uma normal assimétrica foi proposto como um exemplo em Branco e Dey (2001), algumas
propriedades sao estudadas em Kim (2008) ¢ tem algumas aplicagoes desta classe na literatura
recente, por exemplo, o modelo analisado no capitulo 7 é estudado nesta classe mais geral em
Ghosh, Bayes e Lachos (2009).

Este estudo da distribuigao ¢ assimétrica fundamental nos oferece varias possibilidades para

futuras pesquisas. Podemos estudar o modelo mais amplo de distribuigoes assimétricas proposto
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em (9.1). Também consideramos aplicagoes desta classe de distribui¢oes no modelo linear misto

generalizado relaxando a suposi¢ao de normalidade dos efeitos aleatdrios.
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Apéndice A

CPO e Pseudo-Fator de Bayes

Seja Y um conjunto de observagoes (yr,7 = 1,...,1n), Y ;) denota todos os elementos de ¥ com
excegao de y,. A ordenada preditiva condicional CPO (Conditional Predictive Ordinate) é o valor

da densidade condicional preditiva de validagao cruzada avaliada no valor observado yy gps,

CPO, = f(yr,obs l }/(r),obs)'

Essa medida foi proposta inicialmente por Geisser e Eddy (1979) e estudada posteriormente por
Gelfand (1996). O gréfico dos valores da CPO versus as observagoes, por exemplo, pode ser usado
como diagnéstico para detectar outliers, j& que um valor alto de CPO indica que a observacao estd
bem ajustada, e um valor baixo,0 contrario.

Para o célculo do CPO considera-se a seguinte estimativa de Monte-Carlo,

— 1
CPO, = —3;
Zj:l f(y'r,obs | Y(r),obs, 6]’)
sendo (61, . ..,0)) uma amostra da distribui¢ao a posteriori.

Podemos utilizar como uma medida informal para a sele¢ao de modelos o produto dos CPO,
assim para cada modelo calculamos,
n
[[cPo.,
r=1
e escolhemos o modelo com o maior valor dessa medida. O pseudo-fator de Bayes para dois modelos

competitivos M; e My é definido por

n

prp = ] LWnots | Yo M) _ pp CPOM
221 S Wrobs | Y r),005: M) - -) CPO}®

valores altos do pBF indicam que os dados favorecem ao modelo Mj.
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Apéndice B
Distribuicao condicional dos graus de liberdade

Temos que a distribuigao condicional a posteriori dos graus de liberdade v para os modelos

estudados neste trabalho tem a forma:

m

1 -2 v 7"‘% 12
sendo w; > 0,Vi=1,...,m.

O seguinte resultado serd 1til para a prova da proposigao B.1

Lema B.1 Seja 'w(l)(m) a fungao trigamma, isto €, a sequnda deriwada de logT'(z), entdo temos
que
1 1

(1) S
PE) > — 4o

Prova : Ver o teorema 9 de Alzer (1997) paran=0e k = 1.

Proposicao B.1 A distribui¢ao condicional a posteriori dos graus de liberdade v dada em (B.1)

é log-concava para m > 4.

Prova : Entao temos que a segunda derivada do logaritmo de f(v|.) é dada por

9% f m (1) (V 2 m
oz a? (§)+ﬁ+z—v

Logo, pelo lema B.1 temos que

?f i(zn._z),

a? o 2 \2
O que prova a proposicao B.1.

Este resultado é importante porque nos permite utilizar o algoritmo de rejeigdo adaptativa
de Gilks e Wild (1992) para gerar amostras da distribuicao condicional completa a posteriori dos
graus de liberdade. Watanabe (2001) obtiveram um resultado similar para o modelo ¢-Student
considerando uma distribuicao a priori gamma para os graus de liberdade, no entanto, a forma de

provar a log-concavidade é diferente a abordagem apresentada nesta segao.
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