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Resumo

Assumindo que os dados financeiros são gerados por um conjunto de componentes independentes
(CI), iremos usar o modelo ICA-GARCH, uma alternativa aos modelos multivariados. Neste modelo
a análise de componentes independentes serve para procurar os favores latentes com heterocedas-
ticidade condicional. Usou-se o algoritmo FastlCA para estimam os componentes independentes e
a matriz de pesos (A). Após estimar os CIT's ajustou-se um modelo GARCH univariado para cada
um deles, fazendo a previsão em seguida e comparando os resultados de diíérentes números de CI's
usados.

E fato que o modelo adorado reduz a complexidade de estimei modelos GARCH multivariados
tranforinando-o em um núiliero pequeno de modelos de volatidade univariados.

Palavras-chave: Análise de Componentes Indepei:tdentes (ICA), Modelos Fatoriais, Séries Tem-
porais Financeiras, GARCH multivariado, Previsão da Volatilidade, Retornou.
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Abstract

Assuming that the financial data are generated by a set of independent components (IC's), we
will use the ICA-GARCH model, an alternative to the multivariate models. In this model, the
independent component analysis search the conditionally heteroskedastic latent factors. We used
the FastlCA algoiithm to estimate the independent components and the weight matrix (A). After
estimating the TC's we ht an univariate GARCH model to each of them, following by the fbrecast
after that and comparing the results of diKerent numbers of IC's used.

It is a fact that the adopted model reduces the complexity to estimate a multivariate GARCll
model by transforming it indo a small numbei of univaiiate volatility model.

Keywords: Independent Component Analysis (ICA), Factor Models, Financial Time Series, Mul
tivariate GARCH, l.'orecasting Volatility, returns.
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Capítulo l

Introdução

Desde que jlll introduziu o modelo ARCH (Autoiegiessive condicional heteroscedasticity) e l61 o
generalizou propondo o modelo GARCH (Generalized Autoregressive condicional heteroscedastic-
ity) muitos pesquisadores tem tido interesse em modelar a volatilidade em séries temporais finan-
ceiras. No caso de séries multivariadas, a volatilidade tende a se mover através dos vários mercados
o que torna necessário o uso de modelos lnultivariados para entender esses movimentos.

Hoje em dia existe uma série de modelos propostos para se medir tais volatilidades. Dentre
eles poderíamos citar o MGARCH (h/lultivariate GARCH), O-GARCH (Ortoghonal GARCH - um

dos mais populares) que estima os favores não observados usando componentes principais, dentre
outros. Neste trabalho, seguiremos o que foi feito em j141, onde foi proposto um novo modelo para
modelar volatilidades multivariadas assumindo que estas são uma combinação linear de alguns mo-
delos GARCH univariados. O modelo foi chamado de ÍCA-GARCH, onde a análise de componentes

independentes (ICA em inglês) pode ser vista como um modelo fatorial onde as componentes não
observadas são não-gaussianas e mutuamente independentes.

O trabalho está organizado da seguinte maneira: No capítulo 2 apresentamos resumidamente
do que se trata o modelo ICA bem como um rápido histórico e suas utilizações e como encontrá-
los; da representação linear de dados multivariados e a definição e explicação do teimo "separação
cega de fontes". No capítulo 3 apresentamos todos os fundamentos matemático-estatísticos que
são utilizados ao longo do texto, alguns como uma revisão outros mais importantes de forma mais
aprofundada. O capítulo 4 é o cerne deste trabalho, o mais importante. Nele é feito de forma mais
aprofundada as explicações relacionadas à ICA, tais como a definição, as restrições, as ambiguida-
des, métodos de maximização e medidas de não-normalidade e a derivação de alguns algoritmos. No
capítulo 5 apresentamos alguns exemplos diversos de uso da ICA em dados financeiros. Já o capí-
tulo 6 apresenta os resultados de uma aplicação da ICA a uma carteira de 20 ações da BOVESPA e

por fim o capítulo 7 apresenta as conclusões deste trabalho bem como sugestões de possíveis estudos
futuros utilizando a ICA.
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Capítulo 2

Preliminares

A Análise de Componentes Independentes (ICA - sigla em inglês de "lndependent Component Ana-

lysis") é uma técnica estatística para encontrar fatoies ou componentes fundamentais vindos de
dados estatísticos multivariados, os quais tipicamente são apresentados em uma grande base de
dados.

Supomos os dados observados como sendo uma mistura linear ou não linear de algumas variáveis
latentes desconhecidas e o sistema de mistura também é desconhecido. As variáveis latentes são su-

postas não-gaussianas e mutuamente independentes e são chamadas de componentes independentes

dos dados observados. Estes componentes independentes, também chamados de favores ou fontes,
podem ser encontrados pela ICA.

O método ICA visa (omponentes que são tanto estatisticamente independentes como não-
gaussianos. Pode ser visto colho uma extensão da análise de componentes principais e análise
fatorial, sendo uma técnica muito mais poderosa, capaz de encontrar favores quando estes métodos
clássicos falham completamente.

Os dados analisados pela ICA podem ser oriundos de vái'ias de áreas de aplicação, incluindo
imagens digitais e base de dados de documentos, bem como indicadores económicos e medidas psi-
cométricas. Em muitos casos, as medidas são dadas como um conjunto de sinais paralelos ou séries
temporais; o termo Separação Cega de Fonte (BSS - sigla em inglês de "Blind Source Separation") é
usado para caracterizar esse problema. Exemplos típicos são misturas de sinais de falas simultâneas
que são capturados poi vários microfones, ondas cerebrais gravadas por múltiplos sensores, sinais
de interferência de rádio chegando de telefone celulares e séries temporais paralelas obtidas a partir
de algum processo industrial.

A técnica de ICA é uma invenção relativamente nova. Foi introduzida pela primeira vez no
início da década de 80 no contexto da modelagem de redes neurais. Em meados da década de 90
alguns novos algoritnios altamente bem sucedidos falam introduzidos poi vários grupos de pesquisa,

juntamente com demonstrações de problemas como o caso do "Cocktail-Party", onde num ambiente

3



4 CAPITULO 2. PRELIMINARES

várias pessoas conversam ao mesmo tempo e uma música toca ao fundo. O objetivo neste caso,
consiste, através de algum método de separação, encontrar os sinais de voz de cada pessoa e da
música, a partir dos sinais misturados captados pelos sensores. TCA se transfomnou nui]] dos tópicos
mais excitantes, tanto no campo das redes neurais, como em estatística avallçada e processamento
de sinal. Apareceram aplicações do ICA a problemas reais em processamento de sinais biomédicos,
separação de sinais de áudio, telecomunicações, diagnóstico de falhas, análise de séries temporais

financeiras e mineração de dados.

Muitos artigos sobre ICA foram publicados nos últimos 20 anos em um grande número de revis-

tas e conferências em várias áreas como processamento de sinal, redes neurais artificiais, estatística,
teoria da informação e outras.

2.1 Representação Linear de Dados Multivariados
Um problema em estatística e áreas relacionadas é como encontrar uma representação adequada
de dados inultivariados. Representação, aqui, sigúfica que nós de alguma forma transformamos os
dados para um estrutura essencial mais visível ou acessível.

Vamos supor que os dados consistem de um número de variáveis que nós observamos conjunta-
mente. Vamos denotar o número de variáveis poi m e o número de observações por 7' Podemos
então denotar o dado por açi(t) onde o índice toma valores { = 1, . . . , m e í = 1, . . . , T. As di-
mensões m e T podem ser muito grandes.

Uiva formulação bastante geral do problema pode ser expressa como segue: Qual poderia ser
a função de um espaço m-dimensionar para um n-dimensional(n < m) tal que as variáveis trans-
formadas dão a maior parte da infomiação que está escondida neste amplo conjunto de dados?
Ou seja, as variáveis transfonnadas devem ser os favores ou componentes ocultos que descrevem
a estrutura essencial dos dados. E esperado que estes componentes correspondam a alguma causa
física, económica, social, etc que os envolveu no processo que gerou os dados.

Em muitos casos, consideramos apenas funções lineares porque a interpretação obtida é mais
simples. Então, cada componente, digamos gi, é expresso como uma combinação linear das variáveis
observadas:

y: (t) )l, wijzj(f), para á 1, (2.1)

onde os mÍj são alguns coeficientes que definem a representação. O problema pode então ser
reformulado como o problema em determinar os coeficientes wij. Usando álgebra linear podemos
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expressar a transformação linear na equação (2.1) como uma multiplicação de matrizes. Reunindo
os cochcientes wÍj em uma matrix W, a equação se transforma em:

«(:)

(2.2)

Uma aproximação estatística básica consiste em considerar os içi(t) como um conjunto de T reali-
zações das m variáveis aleatórias. Então, cada conjunto {zi(t), t = 1, . . . , 7'} é uma amostra de

uma variável aleatória, a qual denotaiemos poi zi. Nessa estrutura, podemos determinar a matriz
W através de propriedades estatísticas das componentes yí transformadas. A seguir discutiremos
algumas propriedades estatísticas que podem sei usadas; uma delas conduzirá à análise de compo-
nentes independentes.

l.Jm princípio estatístico pata escolher a matriz W é limitar o número de componentes y{, talvez l
ou 2, e determinar W de forma que yi contenha a máximo de informação dos dados quanto possível.

Isto nos leva a uma família de técnicas, como a análise de componentes principais ou análise fatorial.

Outro princípio que tem sido utilizado para determinar' W é independência: os componentes yí
devem ser estatisticamente independentes. Isto significa que o valor de qualquer um destes compc»
nentes não nos dá informação nenhuma sobre os valores dos outros componentes.

De fato, na análise fatorial, ftequenteinente, é exigido que os fatores sejam independentes, mas
isso é apenas parcialmente verdade, porque esta imposição supõe que os dados tem distribuição
gaussiana multivariada. Se os dados são normais multivariados, é simples encontrar componentes
que são independentes, porque para estes dados, componentes não coirelacionados são sempre in-
dependentes.

Na realidade, os dados frequentemente não seguem uma distribuição gaussiana e a situação não
é tão simples como os métodos supõem. Por exemplo, em muitos casos reais os dados apresentam
distribuições "supergaussianas". Isto significa que as variáveis aleatórias tomam relativamente,
de forma mais frequente, valores que são pertos de zero ou muito grandes. Em outras palavras,
a densidade de probabilidade dos dados tem um pico no zero e caudas pesadas (muitos valores
afastados do zero), quando comparados à densidade gaussiana de mesma variância. Este é ponto
de partida da ICA. Queremos achar componentes estatisticamente independentes, nos casos gerais
onde os dados não são gaussianos.
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2.2 "Separação Cega de ]j'antes"

Vamos olhar para o mesmo problema de achar uma boa representação, a part.ir de difelcntes pontos

de vista. Este é uln problema em processamento de sinais e que também mostra o fundo histórico
dalCA.

Considere a situação onde existe um número de sinais emitidos por algtun objeto físico ou fonte.

Esta origem física pode ser, por exemplo, constituída por diferentes áreas do cérebro emitindo
sinais elétricos; pessoas falando na inesina sala, assim emitindo sinais de falai ou telefones celu-
lares emitindo suas ondas de rádio. Suponha que haja vários sensores ou receptores que estão em
diferentes posições, sendo assim cada mistura das fontes originais é gravada com pesos um pouco
diferentes.

Com o objetivo de simplificar a exposição, digamos que existem três fontes que dão origem
aos sinais, e também três sinais observados, denotados por zÍ(t), z2(t) e z3(t), os quais são as
amplitudes dos sinais gravados no tempo t, e por si(t), s2(t) e s3(t) os sinais originais. Os zÍ(t) são
uma combinação linear dos si(t) com coeficientes constantes aij, os quais dão as misturas dos pesos
e que dependem da distância entre as fontes e os sensores e se supõe que sejam desconhecidos:

,:(t) .llsl(t) + ai2*(t) + ai3*(t) (2.3)

«,(t) «21sl(t) + «22*(t) + a23.3(t)

z3(t) a31sl(t) + a32s2(t) + a33s3(t)

Não podemos conhecer os valores ai.Í sem conhecer todas as propriedades do sistema de mistura,
os quais podem ser extremamente complexos. A fonte do sinal si também é desconhecida, uma vez
que não podemos grava-la diretaillente. O que gostaríamos de fazer é encontram os sinais originais
a parta das misturas zi(t), z2(t) e içS(t). Isto se chama de Separação Cega de Fontes. O termo
"cega" significa que t.emos pouca ou nenhuma informação a respeito das fontes.

Podemos seguramente supor que os coeficientes de mistura aij são diferentes o suficiente, para
tornar a matriz que formam invertível. Então, existe uma matriz 'W com coe6ciente wij, tal que
podemos escrevem os si como:

.l(t) wllzl(t) + w12z2(t) + w13z3(t) (2.4)
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s:(t) w2ilçi (t) + w22z2(t) + w23#3(t)

s3(t) to31zl(t) + l«32z2(t) + w33z3(t)

Tal matriz W pode ser encontrada como a inversa da niatiiz que consiste dos coeficientes de mis-
tura aij em (2.3) se conhecermos os coeficientes aij.

Vemos, agora, que de fato este problema é matematicamente similar ao que tínhamos quando
queríamos cncontrai uma boa representação dos dados z{(t) na equação (2.2). De fato, podemos
considerar cada sinal zÍ(t), t = 1, . . . ,T como uma amostra de variáveis aleatórias z{, assim que o
valor da variável aleatória é dado pela amplitude do sinal gravado no tempo t.

A questão apoia é: como podemos estimei os coeficientes wij em (2.4)? Queremos obter um
método geral que funcione em diferentes circunstâncias e que de fato forneça uma resposta ao
problema bastante geral pelo qual começamos: encontrar uma boa representação de dados multi-
variados. Então, usamos propriedades estatísticas muito gerais. Nós observamos os sinais zi, a;2 e
z3 e queremos achar uma matriz 'W de modo que a representação seja dada pelos sinais da fonte
original si, s2 e s3

Surpreendentemente, uma solução simples ao problema pode ser encontrada, justamente, con-
siderando independência estatística dos sinais. De fato, se os sinais são não-gaussianos, isto é

suhciente para determinar os coeficientes wij assim que os sinais

gi(t) = wllzl(t) + w12:«2(t) + w13z3(t) (2.5)

g/2(t) = w2izi(1) + .«22z2(t) + w23z3(t)

y3(t) = 1«3}zl(t) + ,«32z2(t) + w33z3(t)

sejam estatisticamente independentes. Se os sinais yt, g/2 e y3 são independentes, então eles são
iguais aos sinais originais si, s2 e ss. (Eles podem ser multiplicados por algum escalar constante,
de qualquer forma, isto tem uma pequena significância.)

Usando apenas esta informação de independência estatística, podemos de fato estimar os coefi-

cientes da matriz 'W. Vimos que a partir de um conjunto de dados que aparentam sei apenas um
ruído, somos capazes de estimar o sinal da fonte original, usando um algoritmo que usa apenas a
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informação de independência

2.3 Análise de Componentes Independentes
Vimos que o problema da. separação cega de fonte se induz a encontrei uma iepiesentação linear
na qual os componentes são estatisticamente independentes. Em situações práticas, em geral, não
podemos encontrar uma representação onde os componentes são realmente independentes, mas
podemos pelo menos encontrar componentes que são tão independentes quanto possível.

[sto nos leva a seguinte definição da ]CA, a qua] será considerada em deta]hes adiante e nos pró-

ximos capítulos. Dado um conjunto de observações de va:dáveis aleatórias (zi (t), aç2(t), ' - . , z«(t)),
onde t é o tempo, supõe-se que estas sejam geradas como uma mistura linear de componentes
independentes:

:'(:i ) (2.6)

z.(tl

onde A é alguma matriz desconhecida. A análise de componentes independentes consiste agora
em estimarmos tanto a matriz A como os si(t), onde apenas observamos os içi(f). Observe que
assumimos aqui que o número de componentes independentes si é igual ao número de variáveis
observadas; isto é uma simplicação que não é completamente necessária.

Alternativamente, poderíamos definir ICA como segue: encontre uma transformação linear dada

pela matriz W como em (2.2), de tal modo que as variáveis aleatórias g/i,{ = 1, . - . ,rl sejam tão
independentes quanto possível. Esta formulação não é i-ealmente muito diferente da anterior, visto
que após estimar A, sua inversa é 'W.

Pode ser mostrado (ver mais adiante) que este problema é bem definido, isto é, o modelo
em (2.6) pode ser estimado se e somente se os componentes si são não-gaussianos. Isto é unia
necessidade fundamental que também explica a principal diferença entre ICA e análise fatorial, na
qual a normalidade dos dados é levada em conta. De fato, ICA pode ser considerada como uma
análise fatorial não-gaussiana, visto que nesta também modelados os dados como uma mistura
linear de alguns fatores latentes.
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2.3.1 Aplicações

Devido a generalidade dos modelos ICA, existem aplicações em muitas áreas diferentes

e Imagens cerebrais: frequentemente há diferentes fontes no cérebro emitindo sinais que são
confundidos nos sensores localizados fora da cabeça, exatamente como no modelo de separa-

ção cega de fonte.

e Econometria: frequentemente temos séries temporais paralelas, e ICA pode decompâ-las em
componentes independentes que lias daria uma percepção da estiutui-a do conjunto de dados.

e Aplicações diferentes em extração de caracaterísticas em imagens, onde queremos encontrei
características que sejam tão independentes quanto possível.

2.3.2 Como Encontrar os Componentes Independentes

Pode ser surpreendente que os componentes independentes possam sel- estimados a partir de uma
mistura linear com não mais suposições que a sua independência. Tentaremos explicar brevemente
como isso é possível; para mais detalhes, vda o capitulo 4.

Não-Correlação não é Suficiente

A primeira coisa que devemos notar é que independência é uma propriedade mais forte que não-
correlação. Considerando o problema da separação cega de fonte podemos encontrar muitas re-
presentações diferentes não-correlacionadas dos sinais que não sejam independentes e não possam

separar as fontes. Não-correlação por si só não é suficiente para separar os componentes. Este
também é o motivo pelo qual a análise de componentes principais (PCA - Sigla em inglês) e análise
fatorial não podem sepaiai os sinais: eles dão componentes que são não-coirelacionados.

Usando um método bem conhecido dc decoilelação, podemos transformar qualquer mistura
linear de componentes independentes em componentes não-correlacionadas, neste caso a mistura é
ortogonal. Então, o truque na ICA é estimar a tiansforinação ortogonal que resta após a estimação.
Isto é algo que os ntétodos clássicos não podem estimar porque eles são baseados, essencialmente,
na mesma informação da covariância que a decorrelação.

Decorrelação Não-Linear é o método básico da ICA

Segundo j16j, uma forma de expressar como independência é mais forte que não-correlação é dizer
que independência implica nãc»correlação não-linear. Se si e s2 são independentes, então quais-
quer transformações nãcFlineares g(sl) e A(s,) são não-correlacionadas (no sentido de que suas
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covariâncias é zero.) Em contrapartida, para duas variáveis aleatórias que são meratnente não cor-
relacionadas, tal transformação não linear não tem covariância zero eln geral.

Então podemos tentar executar ICA através de uma forma mais forte de decorrelação, encon-
trando uma representação onde os yi são não-corielacionados mesmo após alguma transformação
não..linear. Isto dá um simples princípio de estimação da matriz W:

Princípio l da estimação da ICA: Decorrelação não-linear. Encollt.i'e a matriz
'W que pala qualquer í # .j, os componentes 3/í e 3Ü são não-correlacionados, e os

componentes transformados g(3/i) e h(U) são não correlacionados, onde g e h são funções
não-lineares adequadas

Isto é uma aproximação válida para estimar ICA: se as não-linearidades são corretamente es-
colhidas, o método encontra os componentes independentes.

Embora esse método seja muito intuitivo, ele deixa aberto uma importante questão: Como de-
vem ser escolhidas as não-linearidades g e h? Respostas a essas perguntas podem sei encontradas
usando princípios da teoria da estimação e da teoria da informação. A teoria da estimação fornece
o método mais clássico de estimação em qualquer modelo estatístico: O método da máxima veros-

similhança. A teoria da informação fornece medida exala de independência, tal como a informação
recíproca. Usando uma dessas teorias podemos detenninar as funções não-lineares g e A de modo
satisfatório.

Componentes Independentes são os Componentes maximamente Não-Gaussianos

IJm outro princípio muito importante e intuitivo da estimação da TCA é a máxima não-normalidade.
A ideia é que de acordo com o teorema central do limite, somas de variáveis aleatórias não-normais
são mais próximas à normal do que a sua distribuição original. Então, se tomarmos uma combinação

linear y = )1:i bi { das variáveis(as quais, por (onta do modelo linear, também é uma combinação
linear dos componentes independentes), esta será maximamente não-normal se for igual a um dos
componentes independentes. Isto ocorre, porque se fosse uma mistura real de dois ou mais compo-
nentes, estaria mais perto da distribuição gaussiana, devido ao teorema central do limite.

Então, o princípio pode ser expresso como segue:

Princípio 2 da estimação da ICA: Máxima não-normalidade. Encontre o máximo
local de não-normalidade de uma combinação linear y = :i biiçi sob a restrição de que
a variância de y seja constante. Cada máximo local dá uin componente independente

Para medir não-nointalidade na prática, podemos usar, poi exemplo a curtose que é uin cumu-
lante de quarta ordem. Cumulantes tem interessantes propriedades algébricas e estatísticas que os
fazem tei um papel importante na teoria da ICA.
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Estimação da ICA necessita mais do que covariâncias

Existem muitos outros métodos para estimar o modelo ICA. O que todos tem em comum é que
consideram) algumas estatísticas que não estão contidas na matriz de covariância (a matriz que
contém as covariâncias entre todos os pares zi).

Usando a matriz de covariância podemos decorrelacionar os componentes no sentido linear or-
dinário, mas não mais falte. Então, todos os métodos ICA usam alguma coima de estatística de
ordem mais alta do que 2, que especificamente tenha informação que não está contida na matriz de
covariância. Já comentámos duas formas de informação de maior ordem: correlações não-lineares
e curtose. hluitos outros tipos podem também ser usados.

Métodos Numéricos são Importantes

Além do princípio de estimação, tem-se que encontrar um algoritmo para executei os cálculos
necessários. Colho o princípio de estimação usa funções não-quadráticas, os cálculos necessários,
usualmente, não podem sei expressos usando algebra linear simples, podendo ser extremamente
complexos. Algoritmos numéricos são assim uma parte integral dos métodos de estimação ICA.

Os métodos numéricos são tipicamente baseados na otimização de algumas funções objetivas.
O método básico de otimização é o método do gradiente. De interesse particular tem-se o algo-
ritmo de ponto fixo chamado FastlCA que tem sido usado para explorar uma particular estrutura
dos problemas ICA. Por exemplo, podemos usar estes métodos para encontrar o máximo de não-
normalidade como medido pelo valor absoluto do excesso de curtose.
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Capítulo 3

]!'undamentos Básicos

Neste capítulo apresentaremos alguns conceitos e resultados que serão úteis no entendimento do
restante do texto.

3.1 Independência Estatística
Um conceito chave que constitui o fundamento da análise de componentes independentes é a ande--

pendência estatística. Formalmente, independência estatística é definida eln termos das densidades
de probabilidade. São necessários 2 critérios para verificar independência. Para mais detalhes,
consultar j181.

(,) Se X 1 ) , X. são independentes e possuem densidades /x: , ,/X.,então a função

/(zl, ,z") ll /x.(zi),(zi,
á-l

, n.) c R",

é densidade conjunta das variáveis aleatórias Xi , , x. l.e., f -- fx\,-.,x.

(b) Reciprocamente, se Xi, , X. têm densidade conjunta f satisfazendo

/(zl, ,.«) ll /x.(zi),(zi,
í-l

, n.) c R",

onde /.(aç) ? 0 e /=m /i(aç)dz = 1, V{, então Xi, . . . , X. são independentes e /. é a densidade

de Xí, para í = 1, . . . , n.

3.2 Cumulantes e Mlomentos

Sda X uma variável aleatória contínua de média zelo e densidade de probabilidade /x (z). A função
característica p(t) de X é definida como a transformada de Fouüer da função de densidade /X(z):

13
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p(t) = Zje:'xl = (3.1)

onde í :: «- l e Z real. Toda distribuição de probabilidade é especificada de modo único por sua
função característica e vice-versa. Expandindo a função característica p(t) em série de Taylor,
temos

«.', -Ê lglwl«' ,'«-gl«.*'-w (3.2)

Então os coeficientes desta expansão são os momentos centrais de X, EIXkl = pÍ;. R.guitas vezes é
desejável usar a função geradora de cumulantes que é definida como o logaritmo natural da função
característica:

ó(t) Znlp(t)l = Inl.Eje"xjl (3.3)

Portanto, os cumulantes nk de X são dehúdos de uma maneira similar aos momentos como coefi-
cientes da expansão em série de Taylor da função geradora de cumulantes:

@(t)
k-o

(3.4)

Igualando, @(t) = Znlp(t)l, temos

.*- {Ê..T} -Ê«'*'-W. (3.5)

Portanto, o k-ésimo momento p* é o coeficiente de {1lÉl! em g(t) e o k-ésimo cumulante nk é o
coeficiente de (1lÉF em in (p(t)), onde este último pode ser obtido através das derivadas de @(t):

«* - (-o' 1lgP .. (3.6)
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Para ulba variável aleatória X de média zero, os quatro primeiros cumulantes são

«1

K2 zlx'l (zlxl)'- pl;,

H3 zlx'l 3zlx'l-nlxl + 2(-nlxl)' P,,

K4 zlx'l 3(.Elx'l)' 4-Elx'l-Elxl + i2 lx'l(.Elxly 6(.Elxly pá 3(/';)'

Logo, os três primeiros cumulantes são iguais aos respectivos momentos e o quarto cumulante
é conhecido como curtose. Para mais detalhes, consultar 1221 , 1261 e 1301

As definições anteriores podem ser estendidas ao caso multivariado. Porém, agora f é um vetou
coluna tendo a mesma dimensão que .X e a integral é calculada sobre todos os componentes de
X. Os momentos e cumulantes de X são obtidos de maneira semelhante ao caso escalar. Para um

vetou aleatório .X de média zelo, os culnulantes de segunda, tciceira e quarta ordem são dados por:

«.m(X:,-X )

cum(X{,X.Í, Xk) = EJXiXJXkl,

cum(XÍ , XJ , Xk , XZ) E IX{Xj XhXz l -EJXiXJ IZ IXhXll - -E IXiXkjE IXJ XZI - ,E IXiXllE IXj Xkl

(Para mais detalhes veja 1241)

Então, vemos que o segundo cumulante é igual ao segundo momento EJXiXJI, o qual é a c(»
vai'iância Qj entre as variáveis X{ e X]. Similarmente, o terceiro cumulante é igual ao terceiro
momento EIXiXIXkl. Entretanto, o quarto cumulante, difere do quarto momento EJXiXJXkXzl
das variáveis aleatórias Xi, Xj, Xh e Xt.

Dissemos que muitas vezes é desejável usar a função geradora de cumulantes, ao invés da função
gei-adora de momentos. Isso se deve ao fato dos cumulantes terem as seguintes propriedades, as
quais os momentos não têm:

1. Soam x e y vetores aleatórios estatisticamente independentes tendo a mesma dimensão, então

os cumulantes da soma z= x+y são iguais à soma dos cumulantes de x e y. Esta propriedade
também estende-se à soma de mais de dois vetoies aleatórios independentes.
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2. Se a distribuição do vedor aleatório x é normal-multivariada, todos os cumulantes de ordem
maior ou igual a três são nulos. Esta propriedade é bem útil, tornando possíx'el o uso de
cumulantes para extrair a parte de um sinal não gaussiano.

3.3 Curtose

O quarto momento p4 = Elz41 é usado em alguns algoritmos ICA por causa da sua simplicidade.
Em vez de usámos o (quarto momento central p4 = -EI(z p,)41 , a estatística de quarta ordem

chamado curtose é usualmente empregada, pois apresenta propriedades bastante úteis que o quarto
inoinento central não têm. Já derivamos o resultado da curtose na seção anterior, mas discutiremos
aqui com um pouco mais de detalhes por causa da sua simplicidade e importância na análise de
componentes independentes e separação cega de fontes.

A curtose é definida no caso de média zero pela equação

«.,t(z) zl,'l 3(.EI.'l)'. (3.7)

Alternativamente, a curtose normalizada ou também conhecida como excesso de curtose, é dada
por

K
(zl,'ly

3 (3.8)

Para dados branqueados Zlz21 = 1 ambas as versões da curtose se reduzem a:

cura(z) = Ã = -nlz'l 3. (3.9)

Isto signi6ca que para dados brancos, o quarto momento .Elaç41 pode ser usado ao invés da
curtose para caracterizar a distribuição de z. Curtose é basicamente uma versão normalizada do
quarto momento.

Uma propriedade útil da curtose é a sua aditividade. Se z e 3/ são duas variáveis aleatórias

estatisticamente independentes, então segue que:

«.,[(z + g) - .«.t(z) + «.«é(y). (3.10)
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Vale iessaltai que esta propriedade não vale pala o quarto momento, o que mostra mais uma
vez a vantagem de se usar cumulantes no lugar dos momentos. Também:t, para qualquer escalar a,

«.rt(az) = a'c«rt(z) (3.11)

Uma outra característica importante da curtose é que ela é a quantidade estatística mais simples
para indicar' a não-normalidade de uma variável aleatória. Para distribuições gaussianas o excesso
de curtose é zero e estas são conhecidas como mesocúrticas. Distribuições tendo excesso de curtose
negativa são ditas subgaussianas ou platicúrticas e as distribuições com excesso de curtose positiva
são chamadas de supergaussianas ou leptocúrticas.

Apesar da curtose ser usada frequentemente como uma medida quantitativa da não-normalidade

de ullia variável aleatória, alguns cuidados devem ser tomados. A razão disto, é que o excesso
de curtose de variáveis supergaussianas podem ter um valor positivo muito grande (o máximo é
infinito em principio), mas valores negativos do excesso de curtose das variáveis subgaussianas são
restringidas pelo valor mínimo possível de -2 (quando a variância é normalizada à unidade). Então
compaiai a não normalidade de variáveis supergaussianas e subgaussianas unia com a outra, usando
simplesmente a curtose, não é apropriado. Entretanto, a curtose pode ser usada como uma medida
simples de nã(anormalidade se as variáveis comparadas são do mesmo tipo, sejam subgaussianas
ou supergaussianas.

3.4 Não-correlação e Branqueamento
Se a aoo(X,y) = E(Xy) -- E(X)E(y) = 0 dizemos que X e y são não coi:.elacionadm. Se
X e y são independentes então são não conelacionadas. Porém, não-correlação não implica em
independência, ou seja covariância zero não implica necessariamente em independência, a não sei
que (X, y) tenham distribuição gaussiana bivariada. Para mais detalhes ver j181.

Uma propriedade um pouco fetais forte que não-coi-relacionado é "brancura (whiteness)". Bran-
cura de um vetor de média zero, y, significa que seus componentes são não-correlacionados e suas
variâncias são unitárias. Em outras palavras, a matriz de covariância (assim como a matriz de
correlação) de y é igual a matriz identidade:

Ejyy'j (3.12)

Consequentemente, branqueamento signiâca que transformamos linearmente o vetou de dados
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observados x através de uma multiplicação linear com alguma matriz V

z=Vx, (3.13)

obtendo então um novo vetor z que é "branco". O branqueamento é sempre possível. Um método
bastante popular é usando a decomposição de autovaloies da matriz de covariâncias

Elxxrl= EDE7', (3.14)

onde E é a matriz ortogonal de autovetores de Zlxxrl e D é a matriz diagonal de seus autovalol'es,
D = dias(di, . . . , d«). Branqueamento pode agora sei feito pela matriz de branqueamento

V = ED i/2El". (3.15)

A matriz de branqueamento calculada desta maneira é denotado por Zlxxl"l--i/2 ou O-i/2
Para mais detalhes ver j161

3.5 Gradientes e Métodos de Otimização
O principal objetivo na ICA é estimar a matriz W que irá fornecer os componentes independentes.
Geralmente 'W não pode ser calculada em uma forma fechada, ou seja não podemos escrevê-la como
uma função que possa ser avaliada diretamente. Portanto, muitas vezes os métodos de solução são

baseados em funções de custo, onde as soluções W' da ICA são encontradas maximizando-se ou
minimizando-se estas funções. Minimização de funções multivariadas, possivelmente sob algumas
restrições, é assunto da teoria de otimização.

Vetor Gradiente

Considere uma função g : ]R" -+ ]R,

g , . . . , ««.)

Assumindo que g seja diferenciável, o vedor gradiente com respeito a w é o vetou coluna m-
dimensional de derivadas parciais
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:).0w (3.16)

Em alguns métodos de iteração também é necessário usar gradientes de segunda ordem,

©
Õa.

82ÚÀÚI }).a2g
Õw' (3.17)

também conhecida como matriz Hessiana da função g(w). Estes conceitos são generalizados para
um vetar de funções de n elementos

,'«, :( ::::: ) (3.18)

cujos elementos g{(w) são eles mesmos funções de w. A matriz Jacobiana com despeito a w é dada
poi

:). (3.19)

Matriz Gradiente

Em muitos algoritmos temos que considerar uma função escalar g avaliada nos elementos de uma
matriz W«,.« = (toij):

g = g(W) = g(wll, . . . , wíj ,w«.)

Uma função típica deste tipo é o determinante de 'W. De forma análoga ao vetou gradiente, a
matriz gradiente é uma matriz de mesma dimensão que W, cujo i.j-ésimo elemento é a derivada
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parcial de g em relação a wij

atoii

ato«.t ) .aw (3.20)

Se W é uma matriz quadrada invertível temos que

la detW=(W7')''detW, (3.21)

onde detW é o determinante de W. Pala a demonstração do resultado da equação (3.21) ver j161

Este resultado implica em

e.!e:l:x - a:w:g-g;lx! - (w)':. (3.22)

A equação (3.22) é um exemplo de matriz gradiente composta por funções log, valor absoluto
e deter'minante e é necessária nas soluções dos problemas ICA através da estimação de máxima

verossiinilhança.

Gradiente de Descida

hluitos dos critérios na ICA tem a forma básica de minimizar a função de custo ((W) em re-
lação a W ou a uma de suas colunas w. Em muitos casos exitem também restrições que limitam
o conjunto de soluções possíveis. Pala os problemas inestritos de minimização de uma função
multivariada, a aproximação clássica é o gradiente de descida. Iremos considerar em mais detalhe
o caso onde a solução é um vetor w; no caso de ser uma matriz, a solução segue de maneira análoga.

No gradiente de descida, minimizainos a função ((w) iterativamente começando com um ponto
inicial w(0), calculando o gradiente de ((w) neste ponto e então movendo na direção do gradiente
negativo através de uma distância adequada. Repete-se então o mesmo procedimento no novo
ponto, e assim sucessivamente. Para t ;: 1, 2, . . . temos a seguinte regra de atualização:

w(t) - w(t i) -- a(t)j1l:2 w.w(t-o' (3.23)
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com o gradiente tomado no ponto w(t-l). O parâmetro cv(t) fornece o comprimento do passo na
direção do gradiente negativo, também chamado de tamanco do passo ou cara de aprendizado. A
iteração (3.23) continua até a convergência, a qual ila prática acontece quando a distância euclidiana
entre duas soluções subsequentesl lw(t) -- w(t l)jl é menor que algum nível pe(lueno de tolerância.

Se não há nenhuma razão para enfatizar o tempo ou passo da iteiação, uma notação mais
conveniente é usada para as regras de atualização. Denotando a diferença entre o novo e o antigo
valor poi

w(t) w(t l) (3.24)

podemos escrever então (3.23) como

Aw .eg(@ + a.., . eÇ(@' Õw ' '" ' õw ' (3.25)

Em outros casos a taxa de aprendizado pode e deve sei dependente do tempo. Nestes casos,
uma terceira forma muito conveniente de escrever tais regras de atualização em conformidade com
as linguagens de programação é dada por:

a((w)
w +- w -- a--ã;'l (3.26)

onde o símbolo - significa substituição, ou seja, o valor do lado direito da equação é calculado e
substituído em w. A desvantagen desse método é que, a menos que ((w) seja muito simples ou
suave, a descida mais íngreme ("steepest descent") nos levará perto de um mínimo local ao invés
do mínimo global.

Na análise númerica um grande número de métodos mais eficientes são usados na minimização
e maximização de funções, e estas podem ser aplicadas ao problema ICA. Sua vantagen se encontra
na velocidade de convergência em termos de números de iterações requeridas, mas a desvantangem
é um aumento, às vezes, na complexidade computacional por iteração. Vamos consideiai o método
de segunda ordem, o qual leva em consideração a informação contida nas derivadas de segunda
ordem da função de custo.

Desenvolvendo a função de custo ((w) em série de Taylor em volta do ponto w como
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«wl - «w) + lelil?l (w' - w) + ;(w' el:P(w' - w) +. (3.27)

na tentativa de minimizam a função ((w) , qual seria a escolha do novo ponto w' que fornece
a maior diminuição no valor de ((w)? Podemos escrever w' -- w = Aw e minimizar a função

((W) -- ((w) - l--ÕW- l 6.w + {a.wra'«w) 6.w em relação a Aw. O gradiente desta função com

respeito a Aw é --aV- + gllil;2Aw. Como a matriz Hessiana é simétrica, se também for positiva
definida, então a função terá uma forma parabólica e o mínimo será dado pelo zero do gradient.e.
Ajustando o gradiente a zero, temos

[q#] : a((w)
Õw '

(3.28)

de onde a seguinte regra de iteração de segunda ordem emerge

«'-« [lP]':w. (3.29)

O algoritmo (3.29) é chamado de Ã4étodo de JVewtorz e é uma das mais eficientes formas de
minimizar funções.

Gradiente Natural e Gradiente Relativo

O espaço paramétrico nem sempre é Euclidiano, podendo ter uma estrutura métrica Riemanniana.
Nestes casos a direção de maior inclinação é dada pelo gradiente natural. A regra do gradiente
natural de descida para uma função de custo ((W) é dada por:

T (3.30)

Para mais detalhes a respeito de gradiente natural e da demonstração até chegar ao gradiente
proposto vei l21.

IJm resultado relacionado foi desenvolvido por Cardoso l81 a partir de um ponto de partida
levemente diferente. O resultado não será demonstrado aqui, mas para mais detalhes ver l81 e j161.
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Esse resultado desenvolvido foi chamado de gradiente relativo

Método de Lagrange
A forma mais proeminente e largamente usada para levar em conta restrições é o método de La-
grange. A forma da função Lagrangeana é dada poi:

r(w, Ài, ,Àk)
k

((w) + >1: Ài-Hi(w),
á-l

(3.31)

onde Xi, . . . , Àx; são chamados multiplicadores de Lagrange. O número k é o mesmo número
das equações de restrições. O gradiente de r(w, Ài, . . . , Xk) em relação a Ài é simplesmente a
i-ésima função de restrição .f&(w). Um ponto important.e é que quando a coima do gradient.e de
Z:(w, ÀI, . . . , Àk) em relação a w é zero,

(3.32)

muda-sc o problema de minimização em um conjunto de equações que é muito mais fácil de ser
resolvido.

Métodos de projeção

IXluitas vezes os problemas de otimização tem restrições que são relativamente simples: de forma
típica, requerem que a norma ou alguma forma quadrático de w seja constante. Nestes casos,
podemos usar uma outra forma de otimização sob essas restrições, que se baseia em projeções sob
o conjunto de restrições. Isto significa quc podemos resolver o problema de minimização com uma
regra de aprendizagem irrestrit.a, o qual pode ser uma iteração de Newton, descida mais íngreme, ou
qualquer outra que sda adequada, mas depois de cada passo da iteração, a solução w é projetada
ortogonalmente sobre o conjunto de restrições, satisfazendo-as.

3.6 Máxima Verossimilhança

Seja (XI, . . . , X.) uma amostra aleatória de tamanho rt da variável aleatória X com função den-
sidade /(zlO), com 0 C O, onde O é o espaço paramétrico. A função de veiossimilhança de a
correspondente à amostra aleatória observada é dada por

L(0; x)
{-1

(3.33)
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O estimados de máxima verossimilhança de a é o valor a C O que maximiza a função de
verossimilhança L(a; z). O logaritmo natural da função de verossimilhança de 0 é denotado por

Z(0; x) (3.34)

Como a função log é monótona estritamente crescente, o valor a que maximiza log L(0; x) é o
mesmo que maximiza L(a; x).

Se L(0; x) satisfizer algumas condições de tegulaiidade, for contínua, duplamente difeienciável
e seu domínio não depender do parâmetro, o estimador de máxima verossimilhança é uma raiz da
função encore de6nida por:

«m - e-yqf®. (3.35)

Em situações mais complicadas, a solução da equação (3.35) será obtida poi procedimentos
númericos. Nas situações em que o estimados não pode ser obtido através da equação (3.35) o
má.ximo é obtido a partir da inspeção da função de verossimilhança. Pala mais detalhes a despeito
de estimação e função de verossiinilhança consultar jlOI e l51.

3.7 Entropia e Negentropia
Na ICA a teoria da infomlação, juntamente com a teoria da estimação são as duas principais
ferramentas teóricas.

Entropia

Entropia é o conceito básico da teoria da informação. Entropia .]] é definida para uma variável
aleatória discreta como

H(X) >l: p(x - ':) I'g p(x - ':),
Z

(3.36)

onde ai são os possíveis valores que a variável aleatória X assume. O resultado de Jlí(X) depende
do valor da base do logaritmo, o qual, usualmente, é usado na base 2. A base, geralmente não é
mencionada, pois altera somente a medida de escala, não sendo importante.
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Definindo a função / como

/(P) logo, 0 $ P $ 1, (3.37)

a entropia pode então ser definida como

x(x) - >1: /(p(x - «:)) .

Z

(3.38)

Considerando a forma de / podemos observar que a entropia é menor se as probabilidades
P(X = aí) estão perto de 0 ou 1, e maior pala valores intermediários.

De fato, a entropia de uma variável aleatória pode ser interpretada como o grau de informação
que a observação da variável fornece. Quanto mais "aleatório", ou seja, mais imprevisível e deses-
trutuiada a variável é, maior será sua entropia.

Entropia Diferencial

A definição de entropia no caso de uma variável aleatória discreta pode ser generalizada para o caso

contínuo, tanto para variáveis como para vetores, e é comumente chamada de entropia diferencial
.IT, a qualé dehnida como

x(x) /x (z) log /x(z)dz = /(/x(,))d« (3.39)

onde /x(aç) é a densidade da variável aleatória X

A entropia diferencial pode ser interpretada como uma medida da aleatoriedade da mesma
maneira que a entropia.

Distribuições de M.áxima Entropia

IJina classe importante de métodos que tem diversas aplicações é dada pelo método de máxima
entropia. Suponha que a informação disponível da densidade /x(z) de uma variável aleatória X é
da forma

/x(z)P.(z)dz = q, ã = 1, )m) (3.40)
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o que na prática, significa que temos que estimar a esperança .FIEL(X)l de m funções Ei

A questão agora é qual é a fuutção de probabilidade que satisfaz a restrição elll (3.40) e tem a
entropia máxima dentre tais densidades? O resultado básico do método de máxima entropia (para
mais detalhes ver 1221) nos diz que sob algumas (ondições de regularidade a densidade que satisfaz

a restrição (3.40) e tem a máxima entropia dentre todas as dellsidade, é da forma

"'«' - ««» IT':'',,l , (3.41)

onde .A e ai são constantes que são determinadas a parta' de ci, usando as restüções em (3.40) e
a restrição J' Jo(z)dz = 1. Isto, geralmente leva a um sistema de n + l equações não lineares que
podem ser de difícil solução, e muitas vezes, métodos numéricos são usados.

Coltsiderando o conjunto de variáveis aleatórias que tomam valores sobre os números leais e
tem média zero e uma variância fixa, digamos igual a 1, então a distribuição de máxima entropia
para tais variáveis é a distribuição gaussiana. Isto se dá, porque devido a (3.41) a distribuição tem
a forma

jo(z) = .A exp(alz' + a2z) (3.42)

e por de6nição, todas as distribuições dessa forma são gaussianas. Isto nos fornece um resultado
fundamental: uma variável gaussiana tem a maior entropia dentro todas as variáveis aleatórias de
variância unitária. Então, podemos usar a entropia como uma medida de não-normalidade. Esta
propriedade pode ser generalizada para variâncias arbitrárias, e mais importante, para espaços
multidimensionais.

Negentropia

Como visto, a propriedade de máxima entropia pode ser usada para definir uma medida de não
normalidade. Um medida que seja zero para variáveis gaussianas e nãenegativa pode ser obtida
da entropia diferencial e é chamada dc ncgcntropia /, a qual é definida como

J(x) (x«-«.z) H(x), (3.43)
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onde x.....i é um vetor aleatório normal de mesma matriz de covariância E que x e sua entropia
pode sei calculada como

H(Xn«.mal) = 1 log l det XI + njl + log2rl, (3.M)

onde n é a dimensão de x

A negentropia ainda tem uma propriedade adicional bastante interessante que é ser invariante
por tiansfoimações lineares invertíveis. Ent particular, multiplicações de uma variável aleatória por
uma constante não altera a sua negentropia.

O problema em usar negentropia se dá na grande dificuldade computacional. Para se usar
entropia diferencial ou negentiopia na pi-ética, devemos calcular integrais que envolvem funções de

densidade de pi'obabilidade o que muitas vezes é complicado. Algumas aproximações então podem
sei usadas, como as atráves de cumulantes ou de funções não-polinomiais. Para mais detalhes a
respeito dessas aproximações deve-se consultar j161

3.8 Modelos ARCH e GAR.CH

Modelos ARCHI

Os modelos autoregressivos com heteroscedasticidade condicional, ou ARCH como são conhecidos,

falam introduzidos por jlll. Segundo j211 a idéia básica é que o retorno rt é não correlacionado
serialmente, mas a volatilidade (variância condicional) depende de retornos passados por meio de
uma função quadrática.

Um modelo .ARCJ7(m) é defiúdo poi

(3.45)

ht = ao + airÍ..i + + amrÍ..., (3.46)

onde ct i.i.d. com média zero, ao > 0, ai ? 0, i= 1,. . . ,m 1, a. > 0 e ht = t''ar(rtlFt i) com

Ft l denotando a informação até o instante t l(usualmente rt i, . . . ,ri).
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Modelos GARCH

Em l61 fbi sugerido unia generalização dos modelos ARCH, chamado GARCH ("Generalized ARCH")
Segundo j211 um modelo GARCH pode ser usado para descrever a volatilidade com menos parâmet-
ros do que o modelo ARCA.

Um modelo G.4R(JH(m, n) é definido por

,. - vh''', (3.47)

m 7z

h. - aO + >ll: a:,i-.: + )i:Üh.-',
i=i .j=t

(3.48)

onde ct{.{.d. com médiazero, aO > O,aÍ ? 0,á = 1,...,m 1,/3j 2 0,.j = 1,...,zz l,a,,. >

0, P« > 0, E:::(c-i +Pt) < 1,q = maz(m,n).

Para ambos os modelos é comum supor que os ct sejam normais ou seguem uma distribuição {
de student ou uma distribuição de erro generalizada.

Para mais detalhes a respeito dos modelos ARCH e GARCH consultar j211

3.9 Decorrelação Não-Linear
Um conceito que aparece algumas vezes ao longo do texto já tendo sido citado no capítulo 2 e que
merece maior detalhamento é o da decorrelação não-linear.

A correlação está relacionada a independência de tal maneira que variáveis independentes
são sempre não-correlacionadas. O contrário não é vel'dadeiro, logo variáveis podem ser uãcF
correlacionadas, mas ainda dependentes. Eni alguns casos apenas a não-correlação implica em
independência. O melhor exemplo destes se dá com a distribuição gaussiana.

Estendendo o conceito de correlação, podemos definir a correlação não-linear de duas variáveis

Xt e X2 como a E[/(Xi)g(X2)] . Aqui/(Xi) e g(X2) são duas funções onde pelo menos uma é
não-linear. Típicos exemplos podem sc] polinõmios de grau maior que l ou outra função mais
complexa como tangente hiperbólica. Isto significa que uma ou as duas variáveis são inicialmente
tiansforlnadas não-linearmente em duas novas variáveis /(Xt) e g(X2) para então a correlação
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linear usual entre duas variáveis ser considerada

O problema agora se transforma em: Assumindo que Xi e X2 sejam decorrelacionadas não line-

armente, ou seja EI.f(Xi)g(X2)l = 0, podemos dizer algo a despeito da independência? Devemos
esperar que fazendo esse tipo de correlação não-linear igual a zero, a independência pode ser obtida
sob algltmas condições adicionais a serem especificadas.

Existe um teorema geral que determina que Xi e X2 são independentes se e somente se
ZI/(Xi)p(X2)l = .EI.f(XI)l-Elg(X2)apara fmções contínua / e g que são zero fora de um in-
tervalo finito. Baseado nisto, parece ser muito difícil provar independência rigorosamente, isto
porque as funções / e g são arbitrárias. Para mais detalhes a respeito da decorrelação não-linear
consultar- [161.
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Capítulo 4

Análise de Componentes Independentes

.4 1 Tl-G-l;".,..

O modelo básico da ICA é um modelo gerador, o que significa que descreve como os dados observados

são gerados por um processo de mistura de componentes sj, os quais são latentes, o que significa
que não podem sei observados diretamente. Podemos dehni-lo então, como ulíl modelo estatístico
de "variáveis latentes". Observando n variáveis aleatórias zi, z2, ' , z. as quais são modeladas
como uma combinação linear de n variáveis aleátorias si, - . , s.:

a;{ = ailSI + (Zá2S2 + + a{«s«, para todo { = 1, (4.1)

onde aiJ,í,.j = 1, , n são coeficientes reais e pela definição os si são mutuamente independentes

Observe que não foi usado na notação o índice para o tempo t, usado anteriormente. No modelo
básico assumimos que cada mistura açi assim como cada componente independente sj é uma variável
aleatória.

4.2 Restrições à ICA
Para termos certeza que o modelo ICA pode ser estimado devemos fazer algumas suposições e res-
trições a sabei:

1- 0s componentes são supostos independentes estatisticamente.

Este é o principio no qual ICA se baseia. Surpreendentemente, não é necessário muito mais
do que essa suposição pata nos certificarmos que o modelo pode ser estimado. Este é o motivo
pelo qual ICA é um método poderoso com aplicações em diíêrentes áreas.

2- Os componentes independentes devem ter distribuições não-gaussianas

31
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Podemos dizer de forma intuitiva que as distribuições gaussianas são " simples demais". Seus
cumulantes de ordem mais alta são nulos, mas as informações contidas nesses cumulantes são
essenciais na estimativa do lnode]o ]CA. Desta forma, é essencia]mente impossível realizar as
estimativas se as variáveis observadas tiverem distribuição gaussiana. Note que no modelo,
não asswnimos que conhecemos qual distribuição não-gaussiana os componentes indepen-
dentes têm; se soubermos, o problema será consideravelmente simplificado.

O branqueamento também ajuda a entender poi-que variáveis gaussianas são proibidas na
ICA. Assumindo que a distribuição conjunta de dois componentes independentes, si e s2 é
gaussiana, temos que a função de dellsidade de probabilidade é dada por:

/(.l, S2)
l

*-«l ©

2n-

ht(hf)' * (3=)'
,«:, (hf) (]=)] } , (4.2)

onde ali, a22) pl, p2 e pi2 são respectivamente a variância de si e s2, a média de sie s2 e a
correlação entre si e s2.

Como já vimos, a média pode ser considerada igual a zero e após o branqueamento as variáveis

se tornam não apenas não-correlacionadas, mas com variância igual a 1, então temos que a
distribuição conjunta acima fica dada por:

'..-,.,, - Z.*-(-4y) - i.*-( T) . (4.3)

Usando a clássica fórmula do método jacobiano (vei 3.19) para transformação de funções de
densidade de probabilidade (fdp) e notando que para matriz ortogonal A 1 = A7' nós temos
que a densidade conjunta das misturas zi e z2 é dada por:

,.-:,,,,-i.,«( "y) '.'«' (4.4)
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Devido a ortogonalidade de A, temos que ljArxjl2 = llxll2 e jdet A

33

Temos então

'..-, ,,, -: .*- (-T) . (4.5)

Vemos então que a matriz de mistura ortogonal não muda a fdp. A distribuição original e
misturada, são idênticas. Desta forma, não temos como inferir a matriz de mistura a partir
das misturas.

3- Para simplicidade, assumimos que a matriz de mistura desconhecida é quadrada.

Em outras palavras, o número de componentes independentes é igual ao número de misturas
observadas. Esta suposição pode as vezes sei relaxada, porém ela simplifica muito a estimação.
Após estimar a matriz A, queremos calcular sua inversa, digamos B, e obter os componentes

independentes simplesmente através de:

s -- Bx. (4.6)

Também assumimos aqui que a matriz de mistura é invertível. Se esse não for o caso, é
porque existem misturas redundantes que podem sel omitidas e neste caso a matriz não
será quadrada. Neste caso o número de misturas não é igual ao número de componentes
independentes.

4.3 Ambiguidades da ICA
No modelo ICA, x = .4s, é fácil verificar as seguintes incertezas ou indeterminações

1- Não podemos determinar as variâncias dos componentes independentes.

Isto se deve ao fato de que tanto s como A sendo desconhecidos, qualquer escalar ai mul-
tiplicado por alguma das s{ originais pode ser sempre cancelado dividindo a coluna de A
correspondente, ai, por ai:

X E
Z

( -L.i)(.ia:) . (4.7)
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Como consequência, também podemos complet.amente fixar a magnitude dos componentes
independentes. Desde que sejam variáveis aleatórias, o meio mais natural de se fazer isto é
assumir que cada unl tem variância unitária: -Els?l = 1. Então a matriz A será adaptada no
método de solução ICA para levar em conta esta restrição. Observe que isto ainda deixa a
ambiguidade do sinal. Podemos multiplicam um componente independente por -l sem afetar
o modelo. Felizmente, essa ambiguidade é insignificante na maioria das aplicações.

2- Não podemos determinar a ordem dos componentes independentes.

Novamente, como s e A são desconhecidos, podemos mudar livremente a ordem dos termos

na soma x :: >:i aisí e chamar qualquer componente independente de primeiro.

4.4 Centrando as Variáveis

Sem perda de generalidade, podemos assumir que tanto as misturas como os componentes indepen-

dentes tem média zero. Esta suposição simpliâca bastante a teoria e os algoritmos. Se a suposição
não foi verdadeira, podemos fazer com que seja, centrando as variáveis obsciváveis, isto é, sub-
traindo sua média amostrar. Isto significa que as misturas originais, ditas z', são transformadas
através de

1 -
x == x.' -- XI (4.8)

antes de se realizam a ICA. Então, os componentes independentes tem média zero também, pois

g-..4 iÊ (4.9)

Poi outro lado, a matriz de mistura permanece a mesma após a mudança de posição. Portanto,
podemos sempre fazei isto sem que a estimação da matriz de mistura seja afetada. Após a estimação
da matriz de mistura e dos componentes independentes de média zero, a média subtraída pode ser
simplesmente reconstruída pela adição .A iR, ao componente independente de média zero.

4.5 ICA pela Maximização da Não-Normalidade
Nesta seção abordaremos um princípio simples e intuitivo para a estimação do modelo ICA o qual
será baseado na maximização da não-normalidade.
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Retomemos (4.1) na forma matricial

x= As, (4.10)

isto é, uma mistura de componentes independentes. Vamos assumir também que todos os cola)po-
tentes independentes tem a mesma distribuição. A estimação dos componentes independentes pode
ser executada achando as combinações lineares certas das variáveis de mistura, desde que possamos
inverter a mistura como

s- A ix. (4.11)

Então, para estimam um dos componentes independentes podemos considerar uma combinação
linear dos zi. Denotando isto por y = A7'x :: }:ibizi, onde b é um vetou a sei determinado.
Ihmbém temos que y = boas. Então, y é uma combinação linear dos si, com coeficientes dados
por b7'A. Denotando este vetou poi q, temos:

ba"x = q7's = )ll:Çisi.
Z

(4.12)

Se b for uma das linhas da inversa da matriz de mistura A, esta combinação linear da Eq.(4.12)
será igual a um dos componentes independentes. Neste caso, o correspondente q será tal que apenas
um dos seus elementos é l e todos os outros zero. A questão agora se transforma em como podemos
usam o teorema central do limite pala determinar b de modo que seja igual a uma das linhas da
inversa de A. Na prática não podemos determinar b exatamente porque não temos conhecimento
a respeito da matriz A, mas podemos encontrar um est.imador que dê uma boa aproximação.

Variando os coeficientes em q e vendo colho a distribuição de y :: ql"s muda, usamos a ideia
fundamental de que a soma de duas vaa'iáveis independentes se aproxima mais da distribuição gaus-
siana do que as variávies originais e y é usualmente mais próxitno do que os si e torna-se menos
próximo quando de fato iguala um dos sí. Devemos itotar aqui que isto é estritamente verdade se
os si tem a mesma distribuição, colho assumimos anteriormente. E neste caso, claramente apenas
um dos elementos q{ de q não é zero.

Na prática não conhecemos os valores de q, mas não precisamos saber, porque pela definição
ql"s = brx. Devemos apenas variar b e observar a distribuição de brx.
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Então, podemos tomai- como b un] vetar que maximiza a não-normalidade de brx. Tal vetoi-
necessariamente corresponde a q :: Arb, o qual tem apenas um elemento diferente de zero. Isto

significa que y :: ba"x :: qrs é igual a um dos componentes independentes. Maximizar a não-
normalidade de b7'x nos dá assim uin dos componentes independentes.

De fato, a otimização da não-normalidade no espaço n-dimensional de vetores b têm 2n locais
de máximo, dois para cada componente independente, correspondendo a si e sí (lembrando que

os componentes independentes podem ser estimados somente a menos de um sinal multiplicativo).

De um ponto de vista prático, devemos responder agora as seguintes perguntas: Como pode
ser medida a não-normalidade de brx? E como podemos calcular os valores de b que maximizam
(localmente) tal medida de não-normalidade?

4.5.1 Mledindo Não-Normalidade pela Curtose

Existem variáveis aleatórias não-gaussianas cujo excesso de curtose é zero, mas estas podem ser
convidei-idas muito raras. Tipicamente, o excesso de curtose é zero para distribuições normais,
positiva para as distribuições supergaussinas (leptocúrticas) e negativas para as distribuição sub-
gatusianas (platicúrticas) . Para ilustrar em um simples exemplo a otimização da curtose e como
encontrar os componentes independentes, considere o modelo bidimensional x = As. Assumindo
que os componentes independentes si e s2 tem curtose igual a curt(sl) e curt(s2), respectivamente
e ambas diferentes de zelo, temos para y ;; qist + q2s2

«.,t(y) cura(qisi) + cura(q2s2) qÍ.«,t(s:) + q!.«,t(.,). (4.13)

Na seção (4.3) pelo pré-processamento os cálculos foram realizados para variáveis com média
zero e variância unitária, logo variância de g/ é igual a l. Isto implica na seguinte restrição sobre q:
E(3/2) = q? + çg = 1. Geometricamente, isto significa que o vetar q está restrito ao círculo unitário
no plano bidimensional.

O problema de otimização agora é encontram o máximo da função lcurt(y)l = lqícurt(si) +
q8curt(s2)l sobre o círculo unitário. Podemos verificar que o máximo ocorre exatamente onde um
dos elementos do vetor q é zero e o outro não. Por causa das restrições do círculo unitário, o
elemento não nulo deve ser igual a l ou -l. A'las estes pontos são exatamente aqueles quando y é
igual à componente independente lsi e assim o problema está resolvido. Para anais detalhes ver j161.

Para dados z que passaram pelo pré-processamento de branqueamento procuramos por uma
combinação linear wl'z que maximiza a não-normalidade. Desde que se tenha q = (VA)7'w,
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então

lçll' = (wrVA)(ATVrw) wll2. (4.14)

Isto significa que restringir q à esfera unitária é equivalente a restringir w à mesma esfera. Sendo
assim, basta maximizar o valor absoluto da curtose de wl"z sob a siutples restrição que llwll = 1.
Também, após o branqueamento, as combinações lineares wl"z podem ser inteipietadas como pro-
jeções sobre a linha transposta pelo vedor w. Cada ponto sob o círculo unitário coiiesponde a uma
projeção. Isto mostra a utilidade do branqueamento.

Algoritmo do Gradiente usando a Curtose

Na prática, para maximizar o valor absoluto da curtose, poderíamos começar a partir de algum
vetou w, calcular a direção na qual a valor absoluto da curtose de y = wl"z está crescendo mais
fortemente, baseado numa amostra disponível z(1), . . - , z(T) de misturas do vetou z, e então mover
o vetou w nesta direção. Esta idéia é implementada no método do gradiente e sua extensões.

O gradiente do valor absoluto da curtose de wl'z pode ser calculado como

g!:il1ll(Y=!iX = 4sinaZ(cürt(wl'z)) l.Elz(wrz)a} -- 3wl lwll21 , (4.15)

pois para dados branqueados EI(wrz)21 = 11wll2. Como queremos otilnizar esta função sobre a
esfera unitária l lwll2 = 1, o método do gradiente deve ser complementado pela projeção de w sobre
o círculo unitário após cada etapa. Isto pode ser feito dividindo w poi- sua norma.

Para facilitar a siinplicação do algoritmo, podemos omitir o segundo termo entre colchetes, pois
pode sei simplesmente mudado a norma de w no algoritmo do gradiente e não a sua direção. Isto
se deve ao fato de apenas a direção de w ser interessante, e qualquer mudança na norma é insigni-
ficante, pois a norma é not-malizada à unidade de qualquer maneira.

Deste modo, obtemos o seguinte algoritmo do gradiente

Aw « sÍn.Z l.«,t(w'z)l .E lz(w'z);l , (4.16)
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w {---
ll«ll

Uma versão adaptativa deste algoritino pode ser obtida também. Isto é possível tomando os
valores instantâneos de z ao se omitir a esperança do segundo termo:

Aw K sÍn.Z l.«,t(w'z)l z(w'z);, (4.17)

w+
ll«ll

Então cada obetvação z(t) pode ser usada no algoritmo uma vez

Algoritmo de Ponto Fixo usando Curtose

Na seção anterior usamos o método do gradiente. A vantagem desse método é que os "inputs"
z(t) podem ser usados no algoritmo uma vez, permitindo uma adaptação rápida em ambientes
não estacionários. Porém, a convergência é lenta e depende de uma boa escolha da velocidade de
aprendizado das sequências. Uma escolha ruim, na prática, destrói a convergência. Então, algumas
ntaneiras de toldar o aprendizado mais rápido e mais confiável podem sei necessários. Os algorit-
mos de itetação de ponto fixo são algumas altet-nativas.

Para derivar uma iteração de ponto fixo mais eficiente, o gradiente deve apontar na direção de w,
ou seja, o gradiente deve ser igual a w multiplicado por algum escalar constante. Isto significa que
após normalização à norma unitária, o valor de w não muda, exceto possivelmente pela mudança
em seu sinal. Equacionando o gradiente da curtose em (4.15) com w, isto significa que devemos
ter

w c{ IZlz(wrz)a} -- 3llwll'wl. (4.18)

Esta equação sugere um algortimo de ponto fixo onde primeiro calculamos o lado direito que
nos dá um novo valor para w:

w - Elz(wrz)'} 3w (4.19)
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Após cada iteração de ponto-fixo, w é dividido poi sua norma para permanecer sob as restrições
(llwll = 1 sempre, por isso podemos omitir na Eq.(4.18).). O vetou w final dá um dos compone:
nentes independentes como combinação linear de wrz. Na prática as esperanças eln (4.19) devem

ser substituídas por suas estimativas.

Anualmente um algoritmo que trabalha muito bem, convergindo muito rápido e de forma bas-
tante conâável é conhecido como FastlCA. Este algoritmo tem duas propriedades que o tornam
claramente superior ao algoritmo do gradiente na maioria dos casos. Primeiramente, a convergên-
cia desse algoritmo é cúbica, o que a torna muito rápida. E ein segundo lugar, contrariamente ao
algortimo do gradiente não há taxa de aprendizado ou outros parâmetros a serem ajustados o que
o torna muito mais fácil de usar e confiável. O algoritmo do gradiente parece ser preferível somente
em casos onde uma adaptação rápida em ambientes em mundança é necesssário.

4.5.2 M.edindo Não-Normalidade pela Negentropia

Na seção anterior vimos como medir a não-noi malidade pela curtose. Entretanto, a curtose tem
algumas desvantagens na prática. O principal problema é que a curtose é muito sensível a outliers.
Isso significa que o valor da curtose pode depender soment.e de poucas observações nas caudas das

distribuições, as quais podem ser observações erradas ou irrelevantes. Em outras palavras, curtose
não é uma medida robusta de não-uorinalidade.

Pot'tanto, outras medidas podem ser melhores que a curtose em algumas situações. Nesta seção
será considerada a negentropia cujas propriedades são de várias maneiras opostas às da curtose. E
uma medida robusta, mas computacionalmente complicada.

A vantagem de se usar negentropia como medida de não normalidade é que esta é justificada pela
teoria estatística. De fato, a negentropia é em algum sentido o estimador ótimo de não-noi malidade.
O problema em usar a negentropia é que é computacionalmente muito difícil. Estimam a negen-
tropia usando a definição poderá requerer uma estimação (possivelmente nãc-paramétrica) da fdp.
Entretanto, aproximações simples da negentropia são muito úteis.

Segundo j161 , na prática somente precisamos de aproximações unidimensionais da (neg)entropia,
então iremos considerar o caso escalar somente.

O método clássico de aproximação da negentropia é usando cumulantes de ordem mais alta,
usando a expansão polinomial da densidade e o resultado dado pela aproximação é:

J(r) ~ i l-E(}''')I' + l I'",t(}'')I' (4.20)



40 CAPITUL04. ANALISE DE COMPONENTES INDEPENDENTES

Supõe-se que a variável aleatória y tem média zer-o e variância unitária. Esta apt'oximação

muitas vezes conduz ao uso da curtose como visto na seção anterior. Isto ocorre porque o primeiro
termo do lado direito da igualdade de (4.20) é zero no caso de variáveis aleatórias com distribuções

simétricas, que são muito comum. Neste caso a aproximação (4.20) é equivalente ao quadrado da
curtose. Nlaximização do quadrado da curtose é equivalente a maximização de seu valor absoluto.
Esta aproximação, em particular sofre do mesmo problema de falta de robustez encontrada na
curtose.

Uma aproximação útil é generalizar os cumulantes de ordem mais alt.a e então usar as esperanças

de funções gerais não-quadráticas. Para mais detalhes, ver j161. Em geral podemos substituir
funções polinomiais 3/3 e Z/4 por qualquer outra função (;i, possivelmente mais que duas. O método
então fornece uma forma simples de aproximação da negentropia baseado nas esperanças ZICi(g/)l.
Como um caso especial simples, podemos tomai qualquer função não-quadrático (;l e (;2 que sejam

ímpar e par, respectivamente, obtendo a seguinte aproximação:

J(p) ~ k: l {c:(3/)}l2 + k, l.Elc:(y)} - zlc,(")}l (4.21)

onde ki e k2 são constantes positivas e u é uma variável gaussiana de média zero e variância unitária.
Para a variável y supõe-se ter média zero e variância unitária e podemos notar que mesmo em casos
onde esta aproximação não é muito acerada, (4.21) pode ser usada para construir uma medida de
não-normalidade que seja consistente no .sentido de que será sempre não-negativa e igual a zero se
y tiver- distribuição gaussiana.

No caso onde se usa apenas uma função não-quadrática (;, a aproximação se transforma em

r l 2
J(y) « l.Elc(v)} - -Ela(«)}l', (4.22)

para praticamente qualquer função (; não-quadrático. Mas a questão aqui é que escolhendo (;
de forma certa, obtemos aproximações melhores de negentropia do que aquelas dadas por (4.20).
Em particular, escolhendo uma (; que cresce rapidamente, obtemos estimadoies mais robustos. As
seguintes escolhas de G tem se provado muito úteis:

G.(y) -l logcosh(«i3/),al (4.23)
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G2(y) exp(-Z/'/2)

onde l$ ai $ 2 é alguma constante adequada, muitas vezes assumindo valores iguais a l

Assim obtemos aproximações da negentropia que está de acordo com as propriedades destas
duas medidas clássicas de não-normalidade. São conceitualmente simples, rápidas de calcular, e
ainda tem apelo de propriedades estatísticas, especialmente a robustez. Portanto, devemos usar
estas fu))ções em nossos métodos ICA. Para mais detalhes sobre o assunto, ver j161.

Algoritmo do Gradiente usando Negentropia

Como feito anteriormente pala curtose, podemos derivar um algoritmo do gradiente pala maximizar

a negentiopia. Tomando o gradiente da aproximação de negentropia em (4.22) com respeito a w,
e tomando a normalização EI(w7'z)21 = 11wll2 = 1 obtemos o seguinte algoritmo:

Aw « 7E lzP(w'z)l , (4.24)

« - «/ll« 1 ,

onde 'y = .E la(w7'z)l -E IC(p)l , u sendo definido como anteriormente (variável aleatória normal

padronizada). A normalização é necessária pala piojetal w sobre a esfera unitária para montei
a variância de w7'z constante. A função g é a derivada da função G usada na aproximação da
negentropia. A constante ', que fornece ao algoritmo uma tipo de qualidade de "auto-adaptação",
pode sei estimada como segue:

A'y « lc(w'') - zla(")}l - ' (4.25)

a qual corresponde ao sinal da cuitose na Eq.(4.15)

Para as funções g, podemos usar as derivadas em (4.23) que fornecem uma aproximação robusta
da negentropia. Alternativamente, podemos usar a derivada correspondente à quarta potência como
na curtose. Podemos escolher a partir de:
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gi (3/) - tamh(aiy), (4.26)

g2(3/) = y exp(--y'/2),

g3(y) = g/'

Algoritmo de Ponto Fixo usando Negentropia

Aqui também podemos usar um método de maximização da negentropia mais rápido do que o
algoritmo do gradiente e este novamente, pode ser achado usando um algoritmo de ponto fixo.
O algortimo FastlCA resultante encontra uma direção, ou seja, um vetou unitário w, tal que a
piojeção w7'z maximiza a nã(anormalidade a qual aqui é medida pela aproximação da negentropia
J(wl"z) dada em (4.22). Devemos lembrar que a variância de wl"z deve ser restrita à unidade; para
dados branqueados, isto é equivalente a restrição da norma de w ser unitária.

Olhando para o método do gradiente em (4.24) podemos sugerir a seguinte itezação de ponto
lixo

w --. Elzg(w'z)l , (4.27)

a qual pode ser seguida por uma normalização de w. O coeficiente ' pode ser omitido porque de
qualquer forma será eliminado pela normalização. Entretanto, a iteração eni (4.27) não tem as
mesmas propriedades ótimas de convergência do Fase.ICA usando curtose. Isto se deve ao fato de
que momentos não-polinomiais não têm as mesmas propriedades algébricas dos cumulantes. Então,
a iteração em (4.27) tem que ser modificada, sendo possível adicionando a w uma constante a
multiplicada em ambos os lados de (4.27) sem modificar os pontos fixos. Assim, temos:

w (w'z)j (4.28)
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(l + a)w Elzg(wr,)l + .«w, (4.29)

e devido a subsequente normalização de w à norma unitária, a equação (4.27) fornece a iteração de
ponto fixo que tem os mesmos pontos. Desta forma, escolhendo a de modo correio é possível obter
um algoritmo que convirja tão rápido quanto o algoritmo de ponto fixo usando curtose.

O coeficiente a apropriado e, consequentemente, o algoritmo FastlCA podem sei encontrados
usando uma aproximação do método de Newton, que quando aplicado sobre o gradiente fornece
um método de otimização que, frequentemente, converge cn] um número pequeno de passos. O
problema deste método é que geralmente ele requer uma inversão de matriz a cada passo, o que faz
com que o esforço computacional possa ser maior do que nos métodos do gradiente. Totalmente
surpreendente é o fato de que usando propriedades especiais do problema da ICA, podemos en-
contrar uma aproximação do método de Newton que não necessita de uma matriz inversa a cada
passo mas ainda converge, aproximadamente, com o mesmo rjúmero de iterações do método real de

Newton (pelo menos na teoria). Este método de aproximação fornece um algoritmo de ponto fixo
da forma (4.29).

Para derivar a aproximação do método de Newton, primeiro de'remos notar que os máximos
da aproximação da negentropia de wrz são tipicamente obtidos em determinadas situações ótimas

de EIG(wrz)l , a qual de acordo com as condições de Lagrange tem seu ótimo sob a restrição
ZI(w7'z)21 = 11wll2 = 1 obtidos em pontos onde o gradiente Lagrangeano é zero:

Elzg(wr,)l + Pw (4.30)

Denotando a função do lado esquerdo da Eq.(4.30) por F, obtemos seu gradiente (que é a
derivada segunda do Lagrangeano) como

g:l Elzz'g'(w'z)l+PI (4.31)

Para simplificar a inversão desta matriz, devemos aproximar o primeiro termo da Eq.(4.31).
U.na aproximação razoável parece ser E lzza"g'(wrz)l = E lzz7'l E Ig'(wrz)l = E lp'(wrz)l 1. As-
sim, o gradiente se torna diagonal e pode ser facilmente invertido. Então, obtemos a seguinte
aproximação para a iteração de Newton:
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W 'e-- 'W' Elzg(wl"z)l + Pw
Elg'(wa"z)l + P

(4.32)

Este algoritmo ainda pode ser simplificado pela multiplicação por /3 + E Ig'(wrz)l em ambos
os lados de (4.32), o que fornece após uma simplificação algébrica o seguinte resultado:

w--zlzp(w'z) -Els'(w'z)lwl. (4.33)

A Eq.(4.33) é a iteração básica de ponto fixo no algoritmo FastlCA

4.6 ICA pela Estimação de Máxima Verossimilhança

Não é muito difícil derivam a verossimilhança de um modelo ICA livre de ruído. De acordo com o
método do Jacobiano para transfonnações de variáveis, a densidade /x do vedor de mistura

x=As (4.34)

pode ser escrita como

/x (aç) = 1 det BI/x(s) = 1 det B (4.35)

onde B :: A't e /z denota as densidades dos componentes independentes. Esta também pode ser
expressa como wna função de B = (bi, . , b«)r e x, dando:

/x (aç) = 1 det B ll/.(brx). (4.36)

Assumindo que temos T observações de x, denotadas poi x(1),. . . ,x(T), a verossimilhança pode
ser obtida pelo produto desta densidade avaliada nos T pontos. Denotando-a por L e considerada

como uma função de B, temos
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Z (B) = ll ll /. (blx(t)) l det B
t-li-l

(4.37)

Então a log-verossimilhança fica dada por

log l,(B) >: }1: log/.(blx(t)) + rlog l det BI.
t-lá-l

(4.38)

Pala simplificam a notação e torna-la consistente com o que íbi usado nas seções anteriores, vamos
denotar a soma sobre a amostra indexada em f através da esperança e dividir a verossimilhança
por T, obtendo:

; log Z,(B) = E l:i: log .Ê (blx)j + log l det BI.
(4.39)

A esperança aqui não é a teórica, mas uma média calculada a partir da amostra observada.
Desta forma, expressamos a verossimilhança como uma função dos paiâmetios do modelo, os quais
são os elementos da matriz de mistura.

Neste ponto, nos deparamos com um problema. Ainda temos que estimar a densidade dos
componentes independentes, e isto torna o problema muito mais complicado, porque em geral, a
estimação de densidades é um problema nã(»paramétrico, o que significa que não podemos reduzir

a estimação a um conjunto finito de parâmetros. De fato, o número de parâmetros a ser estimado é
infinito, ou na prática, extremamente grande, sendo assim a estimação dos modelos ICA tem uma
parte não-paramétrica, poi isso a estimação é chamada às vezes de "semiparainétrica"

A estimação não-paramétrica de densidades é conhecida poi ser um problema difícil. Este é o
motivo pelo qual gostaríamos de evitar esse tipo de estimação na ICA; e existem duas maneiras
de fazê-lo. Primeiramente, em alguns casos é possível conhecer as densidades dos componentes
independentes, usando algum conhecimento a priori sobre os dados. Neste caso, podemos simples-
mente usar essas densidades a priori na verosimilhança e esta seria somente uma função de B. Se

pequenos eixos na especificação da densidade a priori tem pequena influência sobre os estimadores,
o procedimento dará resultados razoáveis. A segunda opção seria aproximar as densidades dos
componentes independentes por uma família de densidades que são especificadas por um número

limitado de parâmetros. Se o número de parâmetros na família de densidades necessitam ser muito
grande, não ganhamos muito com a aproximação. Entretanto, se fol possível usar uma família
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simples de densidades para estimar o modelo ICA para qualquer densidade /z, teremos conseguido
uma solução simples. Felizmente, podemos usar uma simples parametrização de /z, consistindo na
escolha entre duas densidades, isto é, um único parâmetro binário. Para mais detalhes a respeito
deste assunto, bem como o enunciado do teorema e sua prova, deve-se consultar j161.

Algoritmos para Estimação de Mláxima Verossimilhança

Para executar a estimação de máxima verossimilhança precisamos de um algoritmo que apresente
a maximização numérica da verossimilhança. O algoritmo mais simples é obtido pelo método do
gradiente. Para isto, necessitamos derivar o gradiente estocástico da log-verossimilhança em (4.39)
como

;;elf5É(P} - IB'j': + E Ig(Bx)x'l , (4.40)

onde g(y) = (g{(g/i), . . . ,g.(Z/«)) é um «mpon-t' que consiste em f«-çõ.s escora gí das dis

tribuições de si, definidas por:

#g: logo:y Â (4.41)

De onde segue o algoritmo para estimação de máxima verossimilhança (Eh'lV)

AB « IBrl ' + .Elg(Bx)xrl (4.42)

IJma versão estocástica desse algoritlno também pode ser usada. Isto significa que a esperança
é omitida e em cada passo do algoritmo somente um ponto dos dados é usado:

AB c( IBrj-: + g(Bx)xl". (4.43)

Este algoritmo é muitas vezes chamado de algoritmo de BeZZ-SdnowsM. O algoritmo em (4.42)
converge muito lentamente, principalmente devido a inversão da matriz B que é necessária em cada
passo. A convergência pode ser melhorada pelo branqueamento dos dados e especialmente pelo uso
do gradiente natural.
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O método do gradiente natural simplifica a maximização da verossimilhança consideravelmente.
O principio é baseado na estrutura geométrica do espaço paramétrico e está relacionado ao princípio
do gradiente relativo, que usa a estrutura dos grupos dos problemas ICA. No caso básico da TCA,
ambos os princípios são alcançados multiplicando o lado direito da Eq.(4.42) poi B7'B, obtendo-se:

AB ocll+.Elg(y)y7'lB. (4.M)

Este algoritmo também pode ser interpretado como uma decorrelação não-linear. O princí-

pio é que o algoritmo convirja quando Zlg(y)y7'l = 1, o que significa que yí e g3(y3) são não-
correlacionados pala { # .j. Para mais detalhes a respeito, bem como as densidades usadas pala os
casos supeigaussianos e subgassianos, veja j161.

A verossimilhança também pode ser estimada por um algoritmo de ponto fixo e anualmente
o FastlCA pode sei aplicado diretamente à maximização da veiossimilhança. Este algoütmo foi

derivado nas seções anteriores para a otimização da .E [G(wl"Z)] sob a restrição da norma unitária
de w. De fato, a maximização da verossimilhança dá um problema de otimização quase idêntico
se restringirmos os estimadores dos componentes independentes a serem brancos. Isto significa

que o termo log l detBI é constante e então a veiossimilhança consiste basicamente da soma de n
teimas da forma otimizada pelo FastlCA. Sendo assim, podemos usar diretamente o mesmo tipo
de derivação da iteração de ponto fixo da seção anterior.

Na eq.(4.32) tínhamos a forma do algoiitmo FastlCA pala dados branqueados, onde /7 pode ser
calculado a partir da eq.(4.30) com P = -Elyip(yi)l . Escrevendo em coima matricial, temos

W - W + dias(ai) ldiag(Pi) + .Elg(y)yl"ll W, (4.45)

onde a{ é definido como l/ l.Elg/(wa"z) + /ií} l e y = Wz. Para dados não-branqueados podemos
substituir W por B, desde que tenhamos Wz = WVx o que implica em B :: WV. Assim, obtemos
a iteração básica do FastlCA como:

B -- B + dias(cvi) ldiag(0í) + -Elg(y)yrll B, (4.46)

onde y = Bx,/3i = ZIZ/ip(yi)l e ai = --i/l/3i + -Elp'(yi)}l . Após cada passo, a matriz B deve
ser projetada sobre o conjunto de matrizes brancas. Isso pode ser executado pelo método clássico
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envolvendo raízes quadradas de matrizes,

B -(BCBr)'i/2B, (4.47)

onde C= Zlxxa"l é a matriz de correlação dos dados. A inversa da raiz quadrada é obtida como
e:n (3.15).

Podemos observar assim que FastlCA pode ser considerado como uma versão otimizada do algo-
ritmo do gradiente, pois sua convergência é rápida e otimizada pela escolha das matrizes diagonais
uie l3i

Outra vantagem do FastlCA é que ele pode estimar componentes independentes tanto super
como subgaussianos sem passos adicionais. A razão para isso é que a matriz diagonal a{ contém

estimativas da natureza (super ou subgaussianas) dos componentes independentes. Por outro lado,
a matriz diagonal Pi pode ser considerada como uma escala de não-linearidades, desde que pos-

samos reformular ldiaK(/3i) + Elg(y)yl" }l = diag(Pi) li + Elg(y)yl'll . Podemos dizer então que
FastlCA usa uma parametrização mais rica de densidades do que as citadas anteriormente, quando
compaiávamos apenas duas densidades.

As saídas yí do FastlCA são decorrelacionadas e normalizadas à variância unitária depois de
cada passo. Tais operações não são necessárias no algoritmo do gradiente, porém se omitidas no
FastlCA o tomam instáveis, tornando assina o espaço da otimização ligeiramente reduzido. Nesta
versão nenhum branqueamento preliminar é feito. Porém, na prática, muitas vezes é altamente
recomendado fazer um pré-branqueamento, possivelmente combinando com a redução de dimensão

via análise de componentes principais.

4.7 ICA por Outros M.étodos

Existem outros métodos para estimarmos os componentes independentes a saber

e ICA pela minimização da Informação Mlútua - É uma importante aproximação para
a estimação ICA inspirada na teoria da informação. A motivação deste caso se dá porque
pode não ser muito realistica em muitos casos supor que os dados seguem um modelo ICA.
Entretanto, gostaríamos de desenvolver uma aproximação que não faz suposição nenhuma a
respeito dos dados. O que queremos tei é uma proposta geral da medida de dependência
dos componentes de um vetor aleatório. Usando tal medida, podemos definir ICIA como uma
decomposição linear que minimiza esta medida de dependência. Uma das principais utili-
dades da informação mútua é que serve como uun sistema unificador de muitos princípios de
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estimação, em particular a estimação de máxima verossimilhança e a maximização da não-
normalidade. Esta aproximação fornece uma justificativa rigorosa do princípio heurístico de
não-normalidade.

e l(lIA por M.étodos Tensoriais - Uma aproximação para estimação da ICA consiste no uso
de cumulantes tensoies de alta ordem. Tensores podem ser considerados uma generaliza-
ção de matrizes ou operadores lineares. Cumulantes censores são então uma generalização
da matriz de covariância, que é cumulante censor de segunda ordem e o censor de quarta

ordem é definido pelo cumulante de quanta ordem (cum(Xi, Xj, Xk, Xz)). Podemos usar a
decomposição dos autovalores da matriz de covariâncias para branquear os dados. Como uma
generalização deste princípio, podemos usar o cumulante censor de quarta ordem para fazer
os cumulantes de quarta ordem iguais a zero, ou pelo ]nenos tão pequenos quanto possível.
Este tipo de aproximação de decorrelação de lidem inaioi fornece uma classe de métodos de
estimação para ICA

e ICA por Decorrelação Não-Linear e Análise de Componentes Principais Não-
Linerar - A decorrelação não-linear pode sel vista como uma extensão dos métodos de se-
gunda ordem tais como o braqueamento e a análise de componentes principais. Este método
foi tece componentes que são combinações liitcates não-coitelacionadas das variáveis originais.
Os componentes independentes podem em muitos casos ser encontrados como combinações
lineares não-correlacionadas não-/ineamnente. Uma ouvia aproximação a ICA esta relacionada

com Análise de Componentes Principais (PCA) e é também chamada de PCA não-linear. Uma
representação não-linear que minimize o critério do erro de mínimos quadrados é procurada
para os dados originais. Para o caso linear os componentes principais são obtidos.

Estes métodos não serão abordados neste trabalho. Para mais informações a respeito, deve-se
consultei j161 e 1251.

4.8 Algumas Considerações Práticas
Ao aplicar algoritmos ICA na prática algumas considerações devem ser levadas em conta devido
aos problemas que podem aparecer. O sucesso da ICA depende crucialmente da performance desses
passos de pré-processamento. Alguns já foram considerados anteriormente, porém existem outros
que não são necessários na teoria, mas que podem muitas vezes serem úteis na prática.

Quando os dados forem variáveis aleatórias obervadas de uma série temporal, pode ser muito
útil hltrar esses dados, seja utilizando médias móveis, filtro passa-baixo ou filtro passa-alto. Outro
pré-processamento que pode ser utilizado é via análise de componentes principais com o objetivo
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de deduzir a dimensão dos dados

Existem outras escolhas para serem feitas, como o algoritmo a ser usado, o número de comp(>
nestes principais que devem sei estimados, dentre outros. Pala uma discussão mais detalhada a
despeito desses assunto ver j161.



Capítulo 5

ICA Aplicada à Finanças

Segundo 1271 a globalização económica e a internet aceletaiam a integração dos mercados financeiros
mundiais nos últimos anos. b/movimentos no preço de uin mercado podem difundir-se rapidamente
e instantaneamente para outro. Por esta razão, mercados financeiros são mais dependentes uns dos
outros do que antes e deve-se considera-los conjuntamente para compreender melhor a estrutura
dinâmica do mercado financeiro global. Um mercado pode contagiar outro mercado sob certas
circunstâncias, contudo o relacionamento pode ser invertido se tais circunstâncias mudam. Con-
sequentemente, conhecer como os mercados estão interrelacionados é de grande importância em
finanças. Similaimente, para um investidor ou instituição financeira, a dinâmica de relação entre
os retornos tem um importante papel na tomada de decisão.

Um dos métodos usados para estudar conjuntamente uma série múltipla de retornos pertence à
análise de séries temporais multivariada a qual consiste de múltiplas séries simples referidas como
componentes. Como dito nos capítulos anteriores, a ICA é uma técnica estatística para encontrar
componentes fundamentais vindos de dados multivariados. Ou seja, aqui vemos unia situação na
qual, claramente, a ICA pode ser utilizada. Existem muitas situações na qual séries temporais
financeiras aparecem, que podem ter algum íator fundamental em comum. O que conduz os movi-
mentos de uma série temporal finaceira? Isto certamente é uma questão do interesse de muitos,
abragendo de pesquisadores que desejam entender o mercado finaceiro aos negociadores que se
beneficiam desse conhecimento. A ICA pode revelar alguns mecanismos de condução que de outra
maneira permaneceriam ocultos.

Segundo Back e \Veigend a primeira vez que a ICA teve uma aplicação significativa em proble-

mas financeiros ou econométricos foi em l31. Neste trabalho o objetivo foi verificar se a ICA poderia
fornecer algtuna indicação de estruturas fundamentais do mercado de ações. Para isso foram uti-
lizados os preços das ações das 28 maiores empresas da bolsa de Tóquio entre os anos de 1986 e
1989. Neste artigo, o algoiitmo utilizado foi o JADE (Joint Approximate Diagonalization of Eigen-
matrices, para mais detalhes ver l91. O FastlCA só foi apresentado em 1997 no ai'Ligo de Hyvãrinen
e Oja, pala mais detalhes ver j171). Verificou-se que apenas poucos componentes independentes
contribuem para a maioria dos movimentos nos retornos das ações e que esses componentes podem
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ser classificados em duas categorias a saber: (i) Choques raros, mas grandes, responsáveis pelas
maiores mudanças nos preços das ações, e (ii) flutuações pequenas, mas frequentes, contribuindo
pouco ao nível total das ações. Encontrou-se também que a. ICA é uma ferramenta complemen-
tam a PCA, permitindo que a estrutura fundamental dos dados fosse observada mais prontamente.
Encontrar as misturas maximaznente independentes das ações originais, ou seja, do portíólio, pode
ajudar a minimizar o risco em uma estratégia de investimentos.

Em j191 a ICA foi aplicada a séries temporais financeiras paralelas representando o fluxo de caixa
simultâneo de 40 lojas pertencentes à mesma cadeia de vare.lo medidas ao longo de 140 semanas.
Os objetivos compreendiam encontrar favores fundamentais em comum a todas as lojas que afetam
o fluxo de caixa; o efeito de favores específicos no fluxo de caixa em qualquer loja em particular,
isto é o efeito de ações tomadas em lojas individuais e em seus ambientes locais; e baseado nesses
favores encontrar grupos de lojas com comportamento similar. Este problema é frequentemente en-
contrado na prática quando se tenta quantificar o efeito de ações gerenciais, ou seja, neste exemplo,
as mudanças no fluxo de caixa são resultados dessas ações gerenciais, resultados de outras ações
tais como aquelas dos "competidores" ou apenas flutuações estatísticas?

Pala o problema do fluxo de caixa foi usado como algoiitmo o FastlCA, o qual encontrou 4
componentes independentes que representam 77% da força retida dos sinais originais. Um dos com-

ponentes representa claramente os feriados(mais importante sendo o Natal) e um outro variações
sazonais mais lentas tais como as férias de verão. O terceito componente representa uma variação

muito lenta, tal como uma tendência. O quarto e último componente não tem uma representação
clara, mas dentre outras interpretações é possível que represente a posição relativa da rede de lojas
na competição com seus concorrentes.

As tl'ansformações na ICA tendem a produzir sinais de componentes sj(t) que podem sei com-
primidos com menos bits do que os sinais originais, z{(t). Eles são mais estruturados e regulares.
Isto fornece motivação para tentar predizer os sinais zi(t) primeiramente indo ao espaço da ICA,
fazendo a predição lá e então transformando de volta à série temporal original, como sugerido
por 1231 al)ud j161. A predição pode ser feita separadamente e poi métodos diferentes pata cada
componente, dependendo de sua estrutura temporal.

Em 1201 são sugeridos os seguintes procedimentos

1. Após subtrair a média de cada série temporal e o bianqueaiuento (após o qual cada série
temporal tem média zel'o e variância unitária), os componentes independentes sj(t) e a ma-
triz de mistura A, são estimados usando o algoritmo FastlCA. O número de componentes
independentes pode ser variável.
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2. Pala cada componente s.f (t) , um filtro não-linear adequado é aplicado para reduzir os efeitos de
ruído - suavização pal'a os componentes que contém frequências muito baixas e fllt.ro passa-
alto para componentes contendo altas frequências e/ou choques repentinos. A suavização
não-linear é feita pela função de suavização /] aplicada no sinal original sj(t),

s;(t) / I'j(t+,), , .j (t) , , ..í(t k)l (5.1)

3. Cada componente independente suavizado é predito separadamente, usando algum modelo

autc-regressivo (AR). A predição é feita para uln númel'o de passos para o futuro. Isto é Rito

aplicando a função de predição, gj, no sinal original suavizado, s;(t):

$(t + l) © l.; (t) , '; (t 1), ,.;(t q)l (5.2)

Os próximos passos são previstos deslocando a janela de comprimento q sobre os valores me

dados e previstos do sinal suavizado.

4. As predições para cada componente independente são combinadas ponderando-os com os
coeficientes de mistura, aij , obtendo então as predições, a4'(t), para a série temporal original,
«í(t)

xp(t + l) (5.3)

e similarmente para t + 2, t + 3,

Os quatro procedimentos acima foram testados numa série de 10 taxas cambiais relevantes,
retornando 5 componentes independentes (como exemplo dos fatoies fundamentais das taxas de
câmbio, podemos supor alguns indicadores económicos, taxas de juros e fatores psicológicos). Os
resultados focam promissores, uma vez que as predições realizadas através da ICA tiveram tnelhor
performance do que as predições diretas. Segundo 1201 usando suavização não-linear otimizada
para cada componente independente separadamente, a predição destes tem uma performance mais
acusada e o ruído é fortemente reduzido, permitindo uma melhor predição dos falares fundamentais.

Tanto a predição ICA como AR são técnicas lineares, embora a primeira tenha uma regra de
aprendizagem nãcFlinear, entretanto a suavização é i'esponsável pela não-linearidade do modelo.
Para séries temporais geradas por um modelo linear o algoritmo tem uma performance similar em
relação às técnicas lineares clássicas de análise de séries temporais. Entretanto alguns componentes
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independentes podem ser úteis em analisar os impactos de diferentes fenómenos externos na taxa
de câmbio.

E como último exemplo dado das aplicações da ICA ein finanças temos o j141 no qual um novo
modelo GARCH multivariado é proposto, chamado modelo GICA-GARCH. Desde que Engel em
1982 no seu artigo em jlll introduziu o modelo ARCH e 4 anos mais tarde Bo1lerslev em l61 propôs
o modelo GARCH, muitos pesquisadores tem tido interesse em modelar volatilidades em finanças.
O primeiro modelo GARCH multivarido, A/IGARCH, foi proposto em l71 como uma extensão do
modelo GARCH e outras especificações deste modelo foram propostas na literatura, porém em
todos eles, o número de parâmetros a serem estimados pode ser muito grande e as restrições que
garantem que a matriz de cox,ariância condicional seja positiva definida são difícies de implementar.
Uma solução para esse problema é usar modelos fatoriais.

Uma gama enorme de modelos foram propostos, dentre os quais podemos citar o GARCH
Ortogonal (O-GARCH, jll), o GARCH Ortogonal generalizado (GO-GARCH, 1291) e o GARCH
usando componentes condicionalmente não-correlacionados (CUC-GARCH, j121). Todos esses mo-
delos utilizam a análise de componentes principais para encontrar os fatores fundamentais. Diante
disso, em j141 foi proposto um modelo GARCH onde os componentes fundamentais são encontrados
vialCA.

Nestre trabalho foram usadas 19 ações, todas compondo o IBEX 35 (índice principal da Bolsa
de Madri que compreende as 35 empresas com maior volume negociado) de 2000 a 2004, divididas
em seis setores a saber: óleo e energia, tecnologia/telecomunicações, serviços financeiros, Materi-
ais/indústria/construção, serviços de consumo (turismo, publicidade,etc) e outras mercadorias de
consumo. O objetivo foi encontrar os componentes independentes e fazer as previsões da volatili-
dade dos retornos comparando os resultados com os obtidos via componentes principais.

Para tal comparação foram utilizados três algoritmos para encontrar os componentes indepen-
dentes, FastlCA, JADE e SOBI (Second-Order Blind Identihcation, para mais detalhes ver l41

que é uma extensão do trabalho óbito ein 1281) os quais tiveiain os resultados comparados enfie
si, além de comparados com um método de componentes principais realizados através do modelo
O-GARCH. Os resultados mostraram que os métodos via ICA tiveram melhor performance do que
o método feito atráves dos componentes principais, independente do algoritmo utilizado, tanto na
estimação dos componentes heteroscedásticos e/ou não-lineares bem como na previsão da volatil-
idade dos retomou. Já os resultados entre os diferentes tipos de algoritmos da ICA focam mistos,
variando pouco dependendo do número de componentes a serem escolhidos. Porém, de maneira
geral o FastlCA e JADE apresentaram perfomances muito semelhantes e um pouco melhor do que o

SOBI. Além disso, os componentes principais enconti-ados estavam principalmente associados com
os setores elétrico, bancário e de construção.
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Exposto isso, no próximo capítulo será apresentado um estudo detalhado da aplicação da ICA
num conjunto de séries temporais ânanceiras.
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Capítulo 6

Aplicando ICA a Dados Reais

Neste capítulo iremos aplicar a TCA a um conjunto de dados reais. Em primeiro lugar serão descri-

tos os dados usados; em segundo explicaremos o procedimento pma estimar os componentes e por
íim apresentaremos os resultados usando componentes independentes para prever a volatilidade dos
retornos.

Foram usados os preços diários de fechamento (veja Figura 6.1 para o gráfico de uma delas) de
20 ações entre jan/02 e dez/07 (T = 1488 é o número de observaçoes), todas elas compondo o índice

BOVESPA (carteira teórica para o quadrimestre setembro/dezembro de 2009) e representando algo
por volta de 56% do volume de negócios composto pelo índice. O índice BOVESPA (IBOVESPA)
é o mais importante indicador do desempenho médio das cotações do mercado de ações brasileiro.
E formado pelas ações com maior volume negociado nos últimos meses. E o valor atual, em moeda

corrente, de uma carteira teórica de ações constituída em 02/01/1968 (valor-base: 100 pontos),
a partir de uma aplicação hipotética. Supõe-se não ter sido efetuado nenhum investimento adi-
cional desde então, considerando-se somente os ajustes efetuados em decorrência da distribuição
de proventos pelas empresas emissoras (tais como ieinversão de dividendos recebidos e do valor
apurado com a venda de direitos de subscrição, e manutenção em carteira das açõcs recebidas em
bonificação). Dessa forma, o índice refiete não apenas as variações dos preços das ações, mas tam-
bém o impacto da distübuição dos proventos, sendo considerado um indicador que avalia o retomo
total de suas ações componentes.

Figura 6.1: Preço diário de fechamento da ação da Vale de 2002 a 2007
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A Tabela 6.1 apresenta um resumo das 20 ações utilizadas

Tabela 6.1: Setores, segmentos, empresas e códigos de negociação das ações

O retorno diário (veja a Figura 6.2 para o retorno da série da Figura 6.1) da i-ésima empresa é
calculado como:

rÍt = log(pü+i) log(pit),í = 1, ,20, (6.1)

onde pit é o picço de fechamento da i-ésima ação no tempo t. Assim, temos uma matriz de retornos

multivariado de 20 x 1487 (o algoritmo FastlCA utilizado funciona com os ietornos em linha e as
colunas representando o tempo) o qual é denotado poi rt, cujas colunas são os valores dos retornos
das 20 ações em 1488 dias de negócios entre os anos de 2002-2007.

Retirando a média dos retornos, xt = rt -- Õ, ou seja, transformando em uma série de média
zero(primeiro passo para o branquemento dos dados) calculamos as curtoses dos coeficientes xt e
os resultados se encontram na Tabela 6.2.

Pelos valores encontrados podemos observar que os dados são supergaussianos, ou seja, tem as

Setor Segmento Empresa Cód. Negociação

Matérias Básicas
Siderurgia

Gerdau GGBR4
Usiminas USIM5

Sid. Nacional CSNA3
Petroquímico Braskem BRKM5

Papel e Celulose Aracruz ARCZ6
Mineração Vale VALE5

Petróleo Exploração e Reíino Petrobras PETR4

Financeiro Banco
Bradesco BBDC4
ITAUSA ITSA4

Banco do Brasil BBAS3

IJtilidade Pública Energia Elétrica
CEMIG CMIG4

ELETROBRAS ELET3
Gás Comgás CGAS5

Consumo não
Cíclico

Cligarros e Fumo Souza Cruz CRUZ3
Bebidas AMBEV Ah4BV4

Alimentos Processados Sadia SDIA4

Telecomunicações
Móvel TIM TCSL4
Fixa Telemar TNLP4

Consumo Cíclico Comércio Lojas Americanas LAME4
Bens Industriais Material Aeronáutico EMBRAER EMBR3
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o.®

0.M
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0.02

0
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Tabela 6.2: Curtose dos retornou de média zero

caudas mais pesadas que a da distribuição normal

6.1 Ponderando os Componentes Independentes
Para estimar os componentes independentes utilizou-se uln algoritino de ponto fixo, FastlCA, pro-
posto por j151, que é uma versão mais robusta da versão apresentada em j171, pois usa uma aproxi-
mação de negentropia ao invés da curtose para medir a não-normalidade destes componentes. Após
a estimação faz-se necessário definir quais destes são mais importantes para explicar a estrutura
que fundatnenta os dados. Como os componentes independentes não são classificados com respeito

a nenhuma ordem, seguindo l31 classiíicaremos os con:oponentes independentes em termos de sua
variabilidade explicada.

Já vimos que a i-ésima variável observada é dada por zit ' }l:j:t ai.fsjt, e sua variância é dada
poi

-«(zü)
20

E.$,vi 1. ,20 (6.2)

I' igura u.z: neçorno uimio aa vale enuc os anos ue zuuz a zuul  
VALE5 PETR4 CMIG4 USIM5 BBDC4 ITSA4 SDIA4

3,6472 5,2481 3,6621 3,6457 3,8535 3,4422 3,8615

CGAS5 AMBV4 ARCZ6 BBAS3 CSNA3 ELET3 GGBR4
5,0000 8,5260 4,0729 4,4950 3,9946 3,7955 3,6997

BRKM5 EMBR3 LAME4 CRUZ3 TNLP4 TCSL4  
4,6436 4,7101 5,2558 3,8586 4,2014 3,5494  
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Para cada zit, como i= 1, . . . ,m, l3j deíinein os pesos dos componentes independentes cm
termos dos elementos da i-ésima linha de A como sr(i) - dáag(aii , a{2, . . . , a{.). Isto é, pat'a cada

zÍt, o j-ésinlo componente independente ponderado é dado por slt(i) :; aijsjt, e sua variância é dada
por

-,(,;':') - .:,'';,' - :,. .. ,«. (6.3)

Então a partir de (6.2) e (6.3), a variância de zit que é explicada por sJt(i), é calculada como

(6.4)

A variância total de xt explicada pela j-ésimo componente independente é dado por

x=:: «l
XZ: (EZ: «})

(6.5)

Assim, após obtermos (l91, l92, . . . , O.), podemos ordenar os componentes independentes em ter-
mos de suas variabilidades. O componente mais importante será aquele que explica o máximo da
variância de xt.

A Tabela 6.3 apresenta os componentes independentes ordenados em função da variabilidade

explicada.

Tabela 6.3: Componentes ordenados em hnlção da variabilidade explicada

Utilizando a Tabela 6.3 podemos construir o gráâco apresentado na Figura 6.3, a qual mostra
a variabilidade explicada pelo componente estimado, para decidir o número ótimo de componentes
a ser escolhido.

  %    %    %    %

  14,20   5,24   3,51    3,07
  12,32   5,09   3,48   2,88

0i8 8,23    4,13   3,46   2,87
  6,06   trio 3,82  t9i9 3,22   2,83
  5,96    3,82  09 3,07   2,73
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Figura 6.3: Variabilidade explicada individualmente pelos 20 componentes independentes ordenados por
importância

Optamos por considerei os quatro primeiros componentes da Tabela 6.3, que respondem por
40,81% do total da variabilidade explicada.

Estamos interessados em investigar quais ações são mais importantes para definir cada compo-
nente independente. Como já visto, os componentes podem ser escritos como combinação linear

dos retoinos, sit ' )1.3:i wijzjt, onde wij representa o efeito do j-ésimo retorno sobre o i-ésimo
componente, e os maiores pesos correspondem às ações mais importantes.

Observando a matriz W (tabela 6.4) verificamos que para os quatro componentes escolhidos não
é possível fazer uma associação clara com algum setor. Ambos apresentam uma contribuição di-
versa entre as ações. Para a componente ll as ações de maior peso são Braskem, TTAUSA e Gerdau
(pesos semelhantes entre si). Para a componente 12 observamos que há uma grande contribuição
da ação da Aracruz e num segundo momento das ações da ITAUSA, Telemar, TIM e Petrobras.
Já a componente 18 é basicamente explicada pela ação da Vale. E por íim a componente 3 sofre
grande influência das ações da Gerdau, ITAUSA e Vale além de uma contribuição considerável da
Araciuz, CSN e TIM. Ou seja, os componentes independentes não podem ser vistos como uln índice

do mercado, mas sim como associados principalmente às ações descritas separando os retornos em
termos de sua variabilidade individual explicada. A Tabela 6.4 apresenta os maiores coeficientes da
matriz W para os componentes escolhidos.
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CPll CP12 l CP18 l CP03
Braskem - 25,151
ITAUSA - 25,127
Gei-dau - 22,867

TIA,[ - 11,122
Telemar - 8,6327
Bradesco - 7,0596

Souza Cruz - 6,9894
Cemig - 4,8665
Sadia - 4,5928

Aracruz - 3,8861
BB - 3,6095

Petrobras - 3,4416
Ambev - 3,0161

Vale - 2,8131

Comgás - 1,5811
CSN - 1,508

Eletrobras - 0,7778
Usiminas - 0,37879

Lojas Ame. - 0,35448
Embraer - 0,23515

Aracruz - 24,179
ITAUSA - 19,477
Telemar - 18,811

TIAS - 16,938
Petrobras - 13,941
Braskem - 11,554
Coingás - l0,944
Gerdau - lO,122

Vale l0,092
Ambev - 9,8743

Eletl-obras - 7,9189
Bradesco 6,8929

CSN - 5,5489
Usiminas - 5,2032
Embraer - 4,907

BB - 4,8098
Lojas Ame. - 3,7955

Sadia- 2,936
Cemig - 1,7648

Souza Cruz 1,6436

Vale - 37,124
Embraer 16,423
Cemig - 15,012

Aracruz - 12,406
Souza Cruz - 12,384

(Jsiminas - 12,092
Gerdau - 11,006
Cambas - l0,459
Bradesco - l0,351

Eletrobras - 9,1754
Tim - 7,8748

Ambev - 6,1275
BB - 2,7889

Petrobras - 1,9334
Sadia- 1,3859

Braskem - 1,0562
CSN - 0,96037

ITAUSA - 0,83702
Telemar - 0,5409

Lojas Ame. - 0,2064

Gerdau - 28.624
ITAUSA - 24,649

Vale 20,979
Aracruz - 18,873

CSN 14,963
Tim - 12,421

Ambev - 8,7932
Sadia - 7,8157

Bl-askem - 6,7779
Cemig - 6,4464

BB - 5,2088
Souza Cruz - 5,0397
Usiminas - 3,3905
Embiaer - 3,2827
Petrobi-as - 3,1551

Lojas Ame. - 2,6693
Bradesco - 1,8108
Comgás 1,5549

Eletrobras - 1,3869
Telemar 0,15594

Tabela 6.4: Coeficientes dos componentes escolhidos

A Figura 6.4 apresenta o gráficos dos 4 componentes escolhidos

Figura 6.4: Componentes principais escolhidos: (A) CPll; (B) - CP12; (C) CP18 e (D) CP03
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6.2 Identificando os Favores

Após est.amar o modelo e pondeiai os componentes independentes, est.es roíam ordenados em ter-
mos da variabilidade total explicada, sendo os primeiros os mais importantes. Assim, escolhemos

sli) = (sit,. . - ,s,ty como os r componentes para representar os dados e sl2) - (s,+lt, . . . ,s.ty
consideramos os m -- r componentes como ruído. No nosso caso, m :: 20 e r = 4, pois a parta'
do 4o componente a direi'onça entre as variabilidades explicadas é muito pequena. A partir de
agora o foco se dá somente nos 4 componente selecionados para os quais serão ajustados modelos

univariados .4RMA(p, q) -- G.ARC.H(p', q'). Estima-se, então, a volatilidade univatiada de cada
componente independente e gera-se a matriz de covariância condicional de sl'/, Ht. Finalmente
t.amos a matriz de covariância condicional dos dados observados c scu i-ésimo teimo da diago-
nal, '2 = )('4.l hjtaã, é a variância condicional de zít para i' 1, . . . , 20. E importante notar que
a performance do modelo depende do método aplicado pala estimar os componentes independentes.

Como nosso objetivo está na previsão da volatilidade dos retornos, podemos ordenar o prole"
dimento de previsão nos seis seguintes passos:

1. Utilizando os dados entre jan/02 a dez/07 (1488 obervações) estiinainos a matriz A e os com
ponentes não observados. Então, ordenámos os componentes e r :: 4 são fixados.

2. Usando as 1487 observações ajustamos um modelo .ARÀ/Á(p, q) G..4RCH(p', q') para cada
componente gjt, com .j = 1, . . . , 4. A Tabela 6.5 apresenta os modelos estimados bem como

os coeficientes de acordo com a equação (3.48).

Tabela 6.5: Modelos ajustados e seus coeficientes

Componente M.odeio Coeficientes

CPll GARCll(1,1)
ao = 0, 072339
ai = 0, 065365

6i = 0, 861581

CP12 AR(4)-GARCn(i,i)
é3 = 0, 06065; Ó4 = --0, 07035
cyo = 0, 008099; cvl = 0, 020639

Pt = 0, 970502

CP18 GARCn(i,i)
ao = 0, 059991
ai = 0, 04817

Pt = 0, 892026

CP03 AR(5)-GARCn(i,i)
Ói = 0, 065112; Ó2 = 0, 057627
d)s = 0, 054906; ao = 0, 020139
cvi = 0, 046746; Pi = 0, 930999



64 CAPITtü0 6. APLICA/vDO JCA A l)ANOS ]iEmS

3. Geiamos a previsão de um passo a dente para a volatilidade de cada gjt,

hj,i':8li487 ' t'' l8i487lLa61 ,j . . ,4. (6.6)

Então, fazendo a previsão para t:: 1488, , 1609, temos

Htli487 = dias(Ài,tli487, , h4,tlia8r), t = 1488, . . . , 1609, (6.7)

a qual é a matriz de covariância condicional de gt (g«, , g4ty no tempo t

4. Temos que í2t= }'(xtjlt i) =AHtA' é a matriz de covariância condicional de xt, onde Ht =

dias(hit, . . . , h4t) é a matriz4xa de covariância condicional de st no tempo t. Assim, a variância
condicional de xi no tempo t é dado pelo i-ésimo teimo da diagonal de Qt,

4

Eli'.tliaÕ7 :: hj,tl1487atllt = 1, , 20, t - 1488, . . . , 1609 (6.8)

Então fazemos a previsão da variância condicional dos retornos a partir da volatilidade pre
dita dos componentes não-observados.

5. Para avaliar a performance da previsão do modelo ICA-GARCH nós precisamos comparar a
volatilidade prevista com a real. Entretanto, volatilidade não pode ser observada. De acordo
com j131 podemos medir a "verdadeira volatilidade" do i-ésimo retorno no tempo t por

uít = (zit ãi)2,i = 1, , 20, t = 1488, . . . , 1609, (6.9)

onde ii é a média do retorno zi sobre as 1487 observações. Então, o erro de previsão de um

passo afrente é dado por:

cit = t;Ít 'lÍltt1487)& = 1} , 20, t = 1488, . . . , 1609. (6.10)
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6. Para avaliar a acurácia do modelo dividimos o erro de predição (6.10) por algum referencial
alternativo obtido usando outro método padrão dc previsão. Neste caso assumimos que o
método do referencial prevê a volatilidade do retonios por sua variância marginal. Então,
deíiniinos a razão:

á = 1,... ,20, t ;; 1488,. . . ,1609 (6.11)

onde c; é o erro de previsão do i-ésimo retomo obtido pelo método de referência, isto é,

c; = uít â?,i = 1, , 20, t - 1488, . . . , 1609 (6.12)

onde â? é a variância marginal do i-ésimo retorno até o tempo t. Para minimizar o impacto
de outliers quando analizamos a performance da previsão da volatilidade no modelo, usamos
o Ergo Mediano Relativo Absoluto (MdRAE - sigla em inglês):

MdR.AE(RE«) me dãan(IRE« l) (6.13)

A média de (6.13) para á = 1, . . ,20 e t = 1488, - . . , 1609 foi de 0,736415. Lembrando que

esse valor é para o caso de r = 4. Feito isso, repetimos os passos de l a 6 acima considerando
apenas 2 e 3 componentes principais afim de verificar se o resultado se altera e quanto. O
objetivo é verífical se perdemos muito com menos componentes. A Tabela 6.6 apresenta as
médias de (6.13) pala r de 2 a 4.

Tabela 6.6: Nlédia das MdRAE medida pal-a os 20 retornos

Da Tabela 6.6 podemos verificar que quanto maior o número de componentes escolhidos
(r) menor é a medida (6.13), ou seja, melhor é o modelo de previsão. Porém com apenas
esses 3 resultados, podemos observam também que as diferenças entre os valor cs obtidos de
(6.13) diminuem conforme r aumenta (diminui 0,062035 passando de 2 para 3 componentes e
0,035488 passando de 3 pala 4 componentes).

Número de Componentes (r) MdR.A-D (Reis )
2 0,833938
3 0,771903
4 0,736415
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Capítulo 7

Considerações Finais

Neste trabalho apresentamos um método alternativo para modelar volatilidades lnultivariadas.
Podemos considerar o modelo como um ICA-GARCH o qual assume que os movimentos con-
juntos de um vedor de dados financeiros são guiados por um número pequeno de componentes
independentes os quais são estimados pela ICA, permitindo estimar um modelo GARCll multivati-

ado usando um número pequeno de favores independentes e com heteroscedasticidade condicional.
Como este modelo reduz o núineio de parâmetros a serem estimados, ele fornece uma representação
parcimoniosa dos dados.

Apesar da utilização da ICA não ser muito recente (os primeiros usos datam do inicio da déc.
80), a sua utilização ein dados finaneiros tem pouco tempo, todavia, a ICA tem se mostrado muito
promissora, mais simples e com melhores resultados do que alguns modelos (tais como os MGARCH
e modelos ortogonais que utilizam componentes principais) .

Após apresentarmos um breve histórico da utilização da ICA ein dados financeiros, foi feita
a estimação e previsão para uma carteira contendo 20 ações da BOVESPA utilizando de 2 a 4
componentes independentes. Podemos concluir que quanto maior o número de componentes esco-
lhidos menor é a medida das médias da À/dR.AE(Reis), portanto melhor é o modelo de previsão.
Observa-se também que as diferenças diminuem conforme r aumenta. Possíveis estudos futuros
relacionados a ICA, podem envolver tanto métodos alternativos na escolha dos componentes prin-

cipais bem como a escolha do número ótimo de componentes.

Uma outra possibilidade futura é a comparação dos resultados usando diferentes algoritmos
para os dados financeiros brasileiros. Isso já foi feito para outros lugares, tal como com dados da
bolsa de Nladri(IBEX 35). Porém não sabemos se pala os nossos dados o FastlCA se adequa
melhor ou seria algum outro algoritmo tais como JADE ou SOBI. Pode ser também que não haja
diferenças entre eles como no caso do IBEX 35.

67
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