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Resumo

SIMÃO, T. D. Planejamento Probabilístico com Becos sem Saída. 2017. Dissertação (Mes-
trado) - Instituto de Matemática e Estatística, Universidade de São Paulo, São Paulo, 2017.

Planejamento probabilístico lida com a tomada de decisão sequencial em ambientes estocásticos
e geralmente é modelado por um Processo de Decisão Markoviano (Markovian Decision Process -
MDP). Um MDP modela a interação entre um agente e o seu ambiente: em cada estágio, o agente
decide executar uma ação, com efeitos probabilísticos e um certo custo, que irá produzir um estado
futuro. O objetivo do agente MDP é minimizar o custo esperado ao longo de uma sequência de
escolhas de ação. O número de estágios que o agente atua no ambiente é chamado de horizonte,
o qual pode ser finito, infinito ou indefinido. Um exemplo de MDP com horizonte indefinido é
o Stochastic Shortest Path MDP (SSP MDP), que estende a definição de MDP adicionando um
conjunto de estados meta (o agente para de agir ao alcançar um estado meta). Num SSP MDP é
feita a suposição de que é sempre possível alcançar um estado meta a partir de qualquer estado do
mundo. No entanto, essa é uma suposição muito forte e que não pode ser garantida em aplicações
práticas. Estados a partir dos quais é impossível atingir a meta são chamados de becos-sem-saída.
Um beco-sem-saída pode ser evitável ou inevitável (se nenhuma política leva do estado inicial para a
meta com probabilidade um). Em trabalhos recentes foram propostas extensões para SSP MDP que
permitem a existência de diferentes tipos de beco-sem-saída, bem como algoritmos para resolvê-los.
No entanto, a detecção de becos-sem-saída é feita utilizando: (i) heurísticas que podem falhar para
becos-sem-saída implícitos ou (ii) métodos mais confiáveis, mas que demandam alto custo computa-
cional. Neste projeto fazemos uma caracterização formal de modelos de planejamento probabilístico
com becos-sem-saída. Além disso, propomos uma nova técnica para detecção de becos-sem-saída ba-
seada nessa caracterização e adaptamos algoritmos de planejamento probabilístico para utilizarem
esse novo método de detecção. Os resultados empíricos mostram que o método proposto é capaz de
detectar todos os becos-sem-saída de um dado conjunto de estados e, quando usado com planejado-
res probabilísticos, pode tornar esses planejadores mais eficientes em domínios com becos-sem-saída
difíceis de serem detectados.

Palavras-chave: Planejamento Probabilístico, MDP, SSP MDP, Becos-sem-saída.
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Abstract

SIMÃO, T. D. Probabilistic planning with dead-ends. 2017. Dissertation (MSc.) - Instituto
de Matemática e Estatística, Universidade de São Paulo, São Paulo, 2017.

Probabilistic planning deals with sequential decision making in stochastic environments and is
modeled by a Markovian Decision Process (MDP). An MDP models the interaction between an
agent and its environment: at each stage, the agent decides to execute an action, with probabilistic
effects and a certain cost which produces a future state. The purpose of the MDP agent is to mi-
nimize the expected cost along a sequence of choices. The number of stages that the agent acts in
the environment is called horizon, which can be finite, infinite or undefined. An example of MDP
with undefined horizon is the Stochastic Shortest Path MDP, which extends the definition of MDP
by adding a set of goal states (the agent stops acting after reaching a goal state). In an SSP MDP
the assumption is made that it is always possible to achieve a goal state from every state of the
world. However, this is a very strong assumption and cannot be guaranteed in practical applicati-
ons. States from which it is impossible to reach the goal are called dead-ends. A dead-end may be
avoidable or unavoidable (when no policy leads from the initial state to the goal with probability
one). Recent work has proposed extensions to SSP MDP that allow the existence of different types
of dead-ends as well as algorithms to solve them. However, the detection of dead-end is done using:
(i) heuristics that may fail to detect implicitly dead-ends or (ii) more reliable methods that require
a high computational cost. In this project we make a formal characterization of probabilistic plan-
ning models with dead-ends. In addition, we propose a new technique for dead-end detection based
on this characterization and we adapt probabilistic planning algorithms to use this new detection
method. The empirical results show that the proposed method is able to detect all dead-ends of
a given set of states and, when used with probabilistic planners, can make these planners more
efficient in domains with difficult to detect dead-ends.

Keywords: Probabilistic Planning, MDP, SSP MDP, Dead-ends.
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Capítulo 1

Introdução

O foco de estudo da área de Inteligência Artificial (IA) é o desenvolvimento de agentes inteligen-
tes, isto é, agentes capazes de perceber o mundo e atuar nele, de forma a maximizar sua função de
utitidade. Um dos aspectos fundamentais de um agente inteligente é a capacidade de planejar tare-
fas de forma autônoma. Planejamento automatizado [Russell e Norvig, 2010], um dos mais antigos
ramos da IA, se preocupa em propor técnicas computacionais de raciocínio de ações e algoritmos
eficientes para o planejamento.

1.1 Planejamento determinístico

Entre as sub-áreas do planejamento automatizado, o planejamento clássico estuda ambientes
determinísticos, completamente observáveis e com a presença de um único agente, tendo como
objetivo encontrar um plano composto por uma sequência de ações que leva o agente de um estado
inicial para um estado meta. A Figura 1.1 mostra um exemplo de problema de planejamento clássico.
Neste problema, um robô está em um ambiente com duas salas e uma caixa. Este robô é capaz de
se mover entre as salas (move-left e move-right), pegar (grab) e soltar (drop) a caixa. A
meta é que a caixa esteja na sala da direita, sendo que no estado inicial o robô e a caixa estão na
sala da esquerda e a caixa está no chão. Um plano solução é grab, move-right e drop.

Figura 1.1: Robô carregador de caixas.

A dinâmica do ambiente pode ser descrita por um modelo de transição de estados [Ghallab et al.,
2004, 2016; Russell e Norvig, 2010], que pode ser representado de forma explícita por um grafo
dirigido, no qual o conjunto de vértices 𝑆 representa os estados e o conjunto de arestas 𝐴 representa
as possíveis ações que o agente pode aplicar (chamaremos esse grafo de grafo de transição de
estados). Dessa forma, um problema de planejamento pode ser visto como um problema de caminho
mínimo no grafo de transição de estados: dados dois vértices 𝑠 ∈ 𝑆 (estado inicial) e 𝑠′ ∈ 𝑆 (estado
meta), deve-se encontrar o menor caminho, isto é, uma sequência de arestas (plano) que liga o
vértice 𝑠 ao vértice 𝑠′. A Figura 1.2 mostra o grafo de transição de estados do problema do robô,
em que o vértice 𝑠1 representa o estado em que o robô está na sala da direita e a caixa está no chão
da sala da esquerda, o vértice 𝑠2 representa o estado em que o robô está na sala da esquerda e a
caixa está no chão da sala da esquerda e assim por diante. As arestas indicam uma transição de
estado, por exemplo, quando o agente aplica a ação move-left no estado 𝑠1, o ambiente muda
para o estado 𝑠2.

Os estados 𝑠1, 𝑠2,⋯, 𝑠𝑛 podem ser representados através de um conjunto de fatos que descrevem
as propriedades do mundo, denotamos esse cojunto por P. No exemplo do robô, um estado pode

1



2 INTRODUÇÃO 1.1

Figura 1.2: Modelo de transição de estados do problema do robô carregador de caixas.

ser descrito apenas pela localização do robô (robot-at(L1) ou robot-at(L2)) e a posição da
caixa, que pode estar em uma das localizações (box-at(L1) ou box-at(L2)) ou sendo segurada
pelo robô (holding-box). Assim, um estado pode ser representado apenas pelo conjunto dos fatos
que são verdadeiros nele (Closed-world assumption – CWA). A Figura 1.3 mostra como podemos
representar os estados do problema do robô através de conjuntos de fatos verdadeiros. Neste exem-
plo, o estado {robot-at(L1), box-at(L1)} representa um estado em que o robô e a caixa estão
na sala L1, vértice 𝑠2 (Figura 1.2).

Figura 1.3: Problema do robô carregador de caixas representado pelos fatos que descrevem o
ambiente.

O modelo de transição de estados pode ser representado de forma ainda mais compacta. Por
exemplo, a Figura 1.4 representa o problema do robô carregador de caixas através de estados
abstratos (cada estado abstrato representa um conjunto de estados). Na Figura 1.4(a) percebemos
que a posição da caixa é irrelevante para as ações move-right e move-left, uma vez que se
o robô estiver segurando a caixa ela se move com o robô, caso contrário, a caixa permanece onde
estava. Essas ações representam de forma abstrata as ligações entre os vértice 𝑠1 e 𝑠2 do sistema de
transição da Figura 1.2, bem como as transições entre 𝑠4 e 𝑠3 e as transições entre 𝑠5 e 𝑠6. De forma
similar, as ações de pegar e soltar a caixa só dependem que o agente esteja na mesma posição que
a caixa (Figura 1.4(b)), e elas representam as transições entre os vértices 𝑠2 e 𝑠3, bem como 𝑠5 e
𝑠4. Note que, a posição do agente e do ambiente é representada em primeira ordem pela variável 𝑋,
podendo ser instanciada pelas localizações L1 e L2. O uso de variáveis de primeira ordem permite
uma representação ainda mais compacta dos problemas de planejamento. Por simplicidade, neste
trabalho assumiremos que as ações são proposicionais, isto é, sem variáveis de primeira ordem.

(a) (b)

Figura 1.4: Representação abstrata do modelo de transição de estados através das ações do
robô carregador de caixas: (a) move-right e move-left; (b) grab(X) e drop(X).

Dessa forma, o uso de uma linguagem de descrição de ações para descrever um domínio de
planejamento permite a especificação de problemas de planejamento de forma mais compacta. A
linguagem strips [Fikes e Nilsson, 1971] descreve cada ação através de três conjuntos de fatos:
(i) precondição, conjunto de fatos que devem ser verdadeiros em um estado para que uma ação
possa ser aplicada; (ii) efeitos de adição, conjunto de fatos que se tornam verdadeiros após a ação
ser aplicada; e (iii) efeitos de eliminação, conjunto de fatos que se tornam falsos após a ação ser
aplicada. A Figura 1.5 mostra uma representação gráfica das ações move-left e grab(L1).
Observe que a ação move-left não diz nada sobre a posição em que a caixa se encontra: se a
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caixa estiver no chão ela permanecerá lá, se o robô estiver segurando a caixa ela se moverá também.
Denotamos o conjunto de ações de um problema por A.

(a) (b)

Figura 1.5: Representação gráfica das ações move-left e grab(L1) em termos de precon-
dição e efeitos.

Neste trabalho, utilizaremos o símbolo ℳ para denotar um problema descrito por um modelo
de transição de estados (grafo direcionado ∐︀𝑆,𝐴̃︀) e o símbolo 𝒫 para denotar problemas descritos
através de uma linguagem de descrição de ações (em função de um conjunto de fatos e um conjunto
de ações ∐︀P,Ã︀).

Uma das principais características da área de planejamento é que os planejadores se baseiam em
linguagens de especificação de ações para raciocinar sobre o mundo, explorando assim a estrutura
do problema para encontrar um plano sem precisar expandir todo o grafo de transição de estados.

De uma forma geral, planejadores clássicos se dividem em duas classes de algoritmos: planejado-
res que fazem busca no espaço de planos e busca no espaço de estados. O planejador de ordem-parcial
(pop) [Chapman, 1987], por exemplo, realiza uma busca no espaço de planos, isto é, uma busca em
um grafo em que cada vértice é um plano parcial, representando um conjunto de planos. Planeja-
dores automáticos que fazem busca heurística no espaço de estados são considerados estado da arte
em planejamento clássico [Bonet e Geffner, 2001]. Nesse caso, o planejador faz uma busca no espaço
de estados e usa uma versão relaxada do problema para estimar a distância para um estado meta.
Essas mesmas heurísticas também são usadas em planejamento não-clássico, conforme veremos a
seguir.

O planejador ff (Fast-Forward) [Hoffmann, 2001], um dos planejadores mais bem sucedidos
nas competições internacionais de planejamento, utiliza busca heurística para encontrar um plano
ótimo (caso a heurística seja admissível) para problemas envolvendo até 1020 estados [Edelkamp,
2000]. Existem outras classes de planejadores automáticos, entre elas o planejador Graphplan
[Blum e Furst, 1997], usado no cálculo da heurística do ff. O Graphplan faz uma busca no es-
paço híbrido de planos e estados (como descreveremos no Capítulo 4).

Apesar do planejamento determinístico possuir soluções eficientes, as suposições restritivas que
são feitas podem ser incompatíveis com muitos problemas reais. Em especial, a suposição de que o
ambiente é determinístico; e que não existem outros agentes atuando no mundo ou a ocorrência de
eventos exógenos.

1.2 Planejamento não-determinístico

O planejamento não-determinístico lida com ambientes completamente (totalmente) ou par-
cialmente observáveis1, em que existe incerteza nos efeitos das ações, mas não existem probabi-
lidades associadas a esses efeitos. Esses problemas são modelados através de ações com efeitos
não-determinísticos.

A solução para esses problemas é dada por uma política, função que mapeia estados em ações.
Uma política define qual ação deverá ser aplicada a cada estado visitado.

1Nesse trabalho assumimos que o ambiente é totalmente observável.
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Em planejamento não-determinístico, a qualidade de uma política pode ser de três tipos:

Fraca: política que alcança um estado meta, mas não tem garantias;

Forte: política que garante alcançar um estado meta em um número finito de passos; e

Forte-cíclica: política que garante em algum momento alcançar um estado meta.

Exemplos de soluções para planejamento não-determinístico.

• O planejamento como verificação de modelos é um meio de resolver problemas de planejamento
não-determinístico. Esse método se baseia em técnicas formais de verificação de modelos para
sintetizar uma política.

• Soluções de replanejamento usam um planejador clássico para computar um plano em uma
versão relaxada (determinística) do problema, ignorando a incerteza dos efeitos das ações.
Se durante a execução desse plano o agente encontrar um estado inesperado, ele replaneja
partindo desse novo estado.

1.3 Planejamento probabilístico

Planejamento probabilístico envolve problemas em que os efeitos não-determinísticos das ações
têm probabilidades associadas, e são geralmente modelados por processos de decisão markovianos
(Markovian Descision Processes – mdps) [Puterman, 1994]. mdps são definidos por um conjunto
de estados 𝑆, um conjunto de ações 𝐴, uma função custo 𝐶 e uma função de transição de estados
probabilística 𝑃 . A política 𝜋 que se deseja encontrar mapeia estados em ações, isto é 𝜋 ∶ 𝑆 → 𝐴. Um
mdp modela a interação entre um agente e o seu ambiente: em cada estágio, o agente se encontra em
um estado (completamente observável) e decide executar uma ação (com efeitos probabilísticos) que
irá produzir um estado futuro e um custo. O número de estágios que o agente atua no ambiente é
chamado de horizonte, o qual pode ser finito, infinito ou indefinido. O objetivo do agente é minimizar
o custo esperado ao longo de um horizonte.

Outro modelo para planejamento probabilístico é o mdp de Caminho Estocástico Mínimo (Sto-
chastic Shortest Path mdp – ssp mdp) [Bertsekas e Tsitsiklis, 1991]. Um ssp mdp é um mdp em
que são conhecidos um conjunto de estados meta 𝐺 e um conjunto de estados iniciais 𝑆0 ⊆ 𝑆. Num
ssp mdp o agente para de agir ao alcançar um estado meta e, dessa forma, o horizonte de atuação
do agente é indefinido.

Soluções baseadas em programação dinâmica. O algoritmo Iteração de Valor (Value Itera-
tion – vi) é um método clássico para resolver mdps e ssp mdps. Essa abordagem computa uma
política ótima, que minimiza o custo esperado do agente utilizando técnicas de programação di-
nâmica [Puterman, 1994]. Isso é feito calculando-se aproximações sucessivas de uma função valor
de estado que representa o quão bom para o agente é estar em um determinado estado até a con-
vergência desse valor. A cada iteração, todos os estados são atualizados simultaneamente, por esta
razão este algoritmo utiliza programação dinâmica síncrona [Puterman, 1994]. A complexidade do
algoritmo vi é 𝑂(⋃︀𝑆⋃︀ × ⋃︀𝐴⋃︀ × ⋃︀𝑆⋃︀). Se considerarmos que estados são descritos por um conjunto P de
variáveis booleanas, temos que ⋃︀𝑆⋃︀ = 2⋃︀P⋃︀, ou seja, o número de estados em um mdp cresce exponen-
cialmente em função do número de variáveis de estado. Esse fato é conhecido como maldição da
dimensionalidade de Bellman [Bellman, 1957].

A programação dinâmica síncrona, que aproxima o valor de todos os estados possíveis a cada
iteração, não é uma estratégia escalável [Bonet e Geffner, 2003b; Hansen e Zilberstein, 2001]. Algo-
ritmos de programação dinâmica assíncrona atualizam apenas um subconjunto do espaço de estados
a cada iteração, dando mais prioridade a estados com maior probabilidade de serem alcançados.
Dessa forma, estas técnicas são capazes de resolver problemas maiores, porém, ainda assim soluções
eficientes dependem do emprego de boas heurísticas para a aproximação inicial do valor de cada



1.4 PLANEJAMENTO PROBABILÍSTICO COM BECOS-SEM-SAÍDA 5

estado. Como veremos nesse trabalho, essas heurísticas são as mesmas heurísticas utilizadas no
planejamento clássico, fazendo-se uma determinização (relaxação) do mdp ou ssp mdp.

1.4 Planejamento probabilístico com becos-sem-saída

O modelo de planejamento probabilístico ssp mdp faz a suposição de que é possível alcançar
um estado meta a partir de qualquer estado 𝑠 ∈ 𝑆. Portanto, ssp mdps não modelam problemas
envolvendo estados a partir dos quais o agente é incapaz de alcançar a meta, estados chamados
de becos-sem-saída. Os algoritmos citados anteriormente assumem que a entrada é um ssp mdp,
ignorando a existência de becos-sem-saída, o que faz eles perderem suas garantias de convergência,
podendo falhar, ou devolver políticas indesejadas. Para resolver problemas com becos-sem-saída
é necessário definir novos modelos que permitam a presença desses estados, bem como desenvol-
ver algoritmos para solucionar tais problemas. Trabalhos recentes [Kolobov et al., 2011, 2012b;
Teichteil-Königsbuch, 2012; Teichteil-Königsbuch et al., 2011] têm proposto extensões de ssp mdps
que lidam com essas situações.

Exemplo 1 (Robô L2D2). Na Figura 1.6 o robô L2D2 está em um edifício de dois andares
(térreo e subsolo) e deve percorrer os andares e salas para realizar suas tarefas. Existe uma escada
que conecta os dois andares. L2D2 pode se mover entre as salas conectadas por portas ou descer
as escadas. Note que para L2D2 ir de 𝑙𝑜𝑐0 para 𝑙𝑜𝑐3 é necessário que a porta entre estas salas
esteja aberta (Figura 1.6(a)), caso contrário (Figura 1.6(b)), não é possível realizar essa ação.
Assumimos que todas as demais portas estão sempre abertas. A ação de ir de 𝑙𝑜𝑐0 para 𝑙𝑜𝑐2 tem
efeitos probabilísticos e pode levar L2D2 para a sala 𝑙𝑜𝑐2 (com probabilidade 0.8) ou para a escada
𝑙𝑜𝑐1 (com probabilidade 0.2), o que leva L2D2 para o subsolo (Figura 1.6(c)). Inicialmente, L2D2
está na sala 𝑙𝑜𝑐0 e sua meta é chegar à sala 𝑙𝑜𝑐𝑔. Como L2D2 é incapaz de subir escadas, caso chegue
ao subsolo, ele será incapaz de chegar à meta. Portanto, os estados em que L2D2 encontra-se no
subsolo são becos-sem-saída.

(a) (b) (c)

Figura 1.6: O robô L2D2 está na sala 𝑙𝑜𝑐0 de um edifício de dois andares e precisa chegar à
sala 𝑙𝑜𝑐𝑔 evitando cair na escada 𝑙𝑜𝑐1, que o leva do andar térreo para o subsolo. (a) Salas do
andar térreo, em que a porta que comunica as salas 𝑙𝑜𝑐0 e 𝑙𝑜𝑐3 está aberta. (b) Salas do andar
térreo, em que a porta que comunica as salas 𝑙𝑜𝑐0 e 𝑙𝑜𝑐3 está fechada. (c) Salas e escada do
subsolo.

Problemas com becos-sem-saída podem ser divididos em duas classes:

Problemas com becos-sem-saída evitáveis: Um problema tem becos-sem-saída evitáveis se,
partindo do estado inicial, existe uma forma de alcançar a meta com probabilidade 1, ou seja,
sem nenhum risco de alcançar um beco-sem-saída;

Problemas com becos-sem-saída inevitáveis: Um problema tem becos-sem-saída inevitáveis
quando todas as trajetórias que levam do estado inicial para algum estado meta têm alguma
chance de alcançar um beco-sem-saída, ou seja, toda política tem probabilidade menor que 1
de levar o agente à meta.
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No Exemplo 1, quando a porta encontra-se aberta (Figura 1.6(a)) o agente pode optar por chegar
à meta passando pela sala 𝑙𝑜𝑐3. Essa rota permite que L2D2 chegue à 𝑙𝑜𝑐𝑔 sem nenhum risco de
cair na escada. Assim, notamos que nesse caso 𝑙𝑜𝑐1 é um beco-sem-saída evitável. Quando a porta
encontra-se fechada (Figura 1.6(b)) o agente só tem a opção de tentar chegar à meta passando
pela sala 𝑙𝑜𝑐2. Como a ação ir-para-loc2 pode levar o agente para a escada, esse trajeto oferece
uma probabilidade de cair em um beco-sem-saída. Nesse caso, este problema possui becos-sem-saída
inevitáveis.

Os becos-sem-saída são divididos em dois tipos:

Becos-sem-saída explícitos: Um beco-sem-saída 𝑑 é um estado absorvente que não faz parte do
conjunto de estados meta. Becos-sem-saída explícitos são facilmente detectáveis.

Becos-sem-saída implícitos: Um beco-sem-saída 𝑑 é dito implícito se possuir uma ou mais ações
aplicáveis que podem levá-lo para outros becos-sem-saída. Em geral, becos-sem-saída implíci-
tos não são facilmente detectáveis.

No Exemplo 1, os estados em que L2D2 está no subsolo e ainda é capaz de se mover tratam-se
de becos-sem-saída implícitos. Caso L2D2 quebre depois de descer as escadas, o que implica que
todas as ações deixarão o agente no mesmo estado, corresponde a um beco-sem-saída explícito.

1.5 Planejando na presença de becos-sem-saída

Alguns algoritmos de programação dinâmica assíncrona, como o (l)rtdp [Barto et al., 1995;
Bonet e Geffner, 2003b], se baseiam na execução de trials (simulações que partem do estado inicial
e param quando alcançam um estado meta). Na presença de becos-sem-saída, pode ser que um trial
nunca chegue a um estado meta, assim o (l)rtdp pode falhar. No Exemplo 1, quando L2D2 chega
ao subsolo, ele pode continuar se movimentando infinitamente, logo um trial do (l)rtdp pode ter
tamanho infinito, o que resultaria em falha.

O algoritmo ilao* [Hansen e Zilberstein, 2001] tem uma característica um pouco diferente do
lrtdp. Esse algoritmo visita todos os estados que podem ser alcançados a partir de uma dada
política e evita a repetição de estados. Assim, o ilao* não entra em um laço infinito quando alcança
um beco-sem-saída e consegue resolver problemas com becos-sem-saída evitáveis sem nenhuma
alteração. Uma vez que o valor esperado dos becos-sem-saída continua aumentando, o custo dos
outros estados irá convergir para valores finitos, levando o ilao* a optar por uma política que evite
os becos-sem-saída. Por outro lado, o ilao* não converge no caso de problemas com becos-sem-saída
inevitáveis, uma vez que o custo esperado do estado inicial é infinito.

Apesar dos algoritmos de planejamento probabilístico poderem ser adaptados para tratar pro-
blemas com becos-sem-saída, o tempo de execução desses algoritmos depende do tempo que eles
levam para detectar becos-sem-saída [Kolobov et al., 2010, 2012b]. No Exemplo 1, depois que o
agente percebe que os estados do subsolo tratam-se de becos-sem-saída, o agente pode economizar
tempo de processamento e memória ignorando estes estados. Portanto, a detecção eficiente de becos-
sem-saída pode reduzir o custo computacional necessário para resolver problemas e incrementar a
qualidade das soluções. Além disso, no caso de becos-sem-saída inevitáveis, esses algoritmos podem
ser modificados para encontrar soluções que maximizem a probabilidade de alcançar um estado
meta, enquanto minimizam o custo esperado das trajetórias que alcançam um estado meta.

A detecção de becos-sem-saída também é relevante para resolver problemas de planejamento
determinístico. Em especial, a detecção de becos-sem-saída pode ser utilizada para verificar se um
problema determinístico tem solução, analisando se o estado inicial é um beco-sem-saída. Por muito
tempo, as competições internacionais de planejamento concentraram-se apenas em problemas que
possuíam solução. Com isso, os planejadores assumiam que os problemas de entrada possuíam uma
solução, podendo perder muito tempo se não houvesse. Em 2016, surgiu uma nova competição
de planejamento, a unsolvability IPC, cuja proposta é testar a habilidade dos planejadores em
reconhecer um problema sem solução.
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Observamos portanto, que o problema de detecção de becos-sem-saída ainda é um assunto
pouco explorado e muito relevante para toda a comunidade de planejamento automatizado. Em
especial, poucos trabalhos têm se preocupado em estudar tal problema no âmbito de planejamento
probabilístico e ainda existem muitas técnicas a serem exploradas nessa área.

Em suma, ao lidar com problemas de planejamento com becos-sem-saída é essencial a utilização
de métodos eficientes para detecção de becos-sem-saída que permitam aos planejadores reduzir o
consumo de tempo e memória, sem perder a garantia de encontrar a melhor solução.

1.6 Objetivo

O objetivo desse trabalho de mestrado é propor a caracterização das diferentes classes de proble-
mas de planejamento probabilístico com becos-sem-saída, bem como o conjunto de becos-sem-saída
de um dado problema de planejamento probabilístico, utilizando um arcabouço formal de verifica-
ção de modelos. Além disso, propomos o desenvolvimento de um algoritmo eficiente de detecção
de becos-sem-saída baseado nessa caracterização e em técnicas de verificação de modelos simbólica.
Esse algoritmo é avaliado empiricamente e comparado com heurísticas existentes da área.

1.7 Contribuições

As principais contribuições desse trabalho de mestrado são:

• Caracterização de modelos de planejamento probabilístico com becos-sem-saída e do conjunto
de becos-sem-saída de um problema de planejamento probabilístico. Esse foi o primeiro tra-
balho que propôs o uso de um arcabouço formal para caracterização de becos-sem-saída e
modelos de planejamento probabilístico com becos-sem-saída.

• Desenvolvimento de uma nova técnica para detecção de becos-sem-saída baseada na caracte-
rização de problemas de planejamento com becos-sem-saída e em técnicas de verificação de
modelos simbólica, chamada detector por regressão simbólica fraca (Symbolic Weak Regres-
sion Detector – swr-de). Os resultados empíricos mostram que o método proposto é capaz
de detectar todos os becos-sem-saída de um dado conjunto de estados.

• Adaptação dos algoritmos de planejamento probabilístico para utilização do novo método de
detecção, o swr-de.

• Análise comparativa da eficiência de detecção de becos-sem-saída das heurísticas e do método
swr-de. Os resultados empíricos mostram que, quando usado com planejadores probabilís-
ticos, o método proposto pode tornar esses planejadores mais eficientes em domínios com
becos-sem-saída difíceis de serem detectados.

Parte do trabalho apresentado nessa dissertação geraram os seguintes artigos:

• Thiago Dias Simão, Leliane Nunes de Barros e Felipe Leno da Silva. Planejamento Probabi-
lístico com Becos Sem Saída. Em XII Encontro Nacional de Inteligência Artificial (ENIAC
2015), Natal, Brasil.

• Thiago Dias Simão, Ignasi Andres, Viviane Bonadia dos Santos e Leliane Nunes de Barros.
Heurísticas para Detecção de Becos sem Saída em Planejamento Probabilístico. Em XIII
Encontro Nacional de Inteligência Artificial (ENIAC 2016), Recife, Brasil.

• Thiago Dias Simão, Leliane Nunes de Barros, Silvio do Lago Pereira. Planning with Dead-Ends
via Model Checking. (Em elaboração.)
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1.8 Organização

Esta dissertação está organizada da seguinte forma:

Capítulo 2: Apresenta os fundamentos para planejamento probabilístico: os modelos mdp e ssp mdp,
além dos algoritmos para resolução desses problemas;

Capítulo 3: Descreve modelos para planejamento probabilístico que lidam com becos-sem-saída;

Capítulo 4: Apresenta diversas heurísticas que podem ser utilizadas em planejamento probabilís-
tico, além de heurísticas que podem ser utilizadas para detecção de becos-sem-saída;

Capítulo 5: Caracteriza os modelos para planejamento probabilístico com becos-sem-saída utili-
zando métodos formais de planejamento (não-determinístico) baseado em verificação de mo-
delos;

Capítulo 6 Apresenta um algoritmo simbólico baseado em métodos de verificação de modelos
simbólica para detecção de becos-sem-saída;

Capítulo 7: Realiza uma análise de problemas de planejamento probabilístico com becos-sem-
saída; analisa o desempenho de heurísticas quando aplicadas ao problema de detecção de
becos-sem-saída e mostra uma análise empírica do uso do método de detecção de becos-sem-
saída proposto (o swr-de) nos algoritmos de planejamento probabilístico.

Capítulo 8: Apresenta as conclusões deste trabalho.



Capítulo 2

Planejamento probabilístico

Nesse capítulo são apresentados os modelos comumente utilizados em planejamento probabilís-
tico, com uma atenção especial para modelos orientados à meta e algoritmos clássicos para esses
problemas.

2.1 Modelos para planejamento probabilístico

O planejamento probabilístico é uma sub-área da inteligência artificial que lida com a tomada
de decisão em ambientes estocásticos. Essa área procura definir como um agente deve agir em um
ambiente em que suas ações têm efeitos estocásticos.

Figura 2.1: Interação entre um agente e seu ambiente. Em um estágio de interação 𝑡, o
agente está no estado 𝑠𝑡 e aplica a ação 𝑎𝑡; em seguida ele recebe o novo estado do ambiente
𝑠𝑡+1 e um custo 𝑐𝑡+1 [Barto et al., 1995].

Problemas de planejamento probabilístico podem ser modelados como processos de decisão mar-
kovianos (Markovian Descision Processes – mdps) [Puterman, 1994]. Um mdp modela a interação
entre um agente e o seu ambiente, a Figura 2.1 ilustra como essa interação ocorre. Note que, em um
estágio 𝑡, o agente está no estado 𝑠𝑡 e decide que a ação 𝑎𝑡 será aplicada; após aplicar a ação, ele vai
para o próximo estado 𝑠𝑡+1 e recebe o custo 𝑐𝑡+1. Num mdp a função de utilidade é dada em função
do custo acumulado das ações aplicadas. Assim, um mdp pode ser visto como um problema de
otimização, em que o objetivo é minimizar o custo acumulado esperado da interação entre o agente
e o ambiente durante um dado número de estágios, denominado horizonte. Em geral, consideramos
três tipos de horizontes:

Finito: o agente atua no ambiente por um número finito predefinido de estágios;

Infinito: o agente nunca para de agir no ambiente; e

Indefinido: o agente atua no ambiente por um número indeterminado de estágios, por exemplo,
até alcançar um estado meta.

9
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2.1.1 Processos de decisão markovianos

Definição 1 (Processo de Decisão Markoviano - mdp). Um mdp é definido por uma tupla
ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝛾̃︀ [Puterman, 1994], em que:

• 𝑆 é um conjunto de estados totalmente observáveis;

• 𝐴 é um conjunto de ações; 𝐴(𝑠) ⊆ 𝐴 é o conjunto de ações aplicáveis no estado 𝑠 ∈ 𝑆;

• 𝑃 é uma função de transição probabilística, sendo que, 𝑃 (𝑠′⋃︀𝑠, 𝑎) indica a probabilidade do
agente ir para o estado 𝑠′ ∈ 𝑆 ao aplicar uma ação 𝑎 ∈ 𝐴 no estado 𝑠 ∈ 𝑆, sendo 𝑃 (𝑠′⋃︀𝑠, 𝑎) =
0,∀𝑎 ⇑∈ 𝐴(𝑠);

• 𝐶 ∶ 𝑆 ×𝐴 → R é uma função que define o custo imediato para o agente aplicar a ação 𝑎 ∈ 𝐴
em um estado 𝑠 ∈ 𝑆; e

• 0 < 𝛾 ≤ 1 é o fator de desconto que pondera entre custo imediato e futuro. △

A solução de um mdp é uma política que define o comportamento do agente. A política ótima
é aquela que minimiza o custo esperado do agente ao longo de 𝑘 estágios.

Definição 2 (Política). Uma política (estacionária) é uma função que mapeia estados em ações:
𝜋 ∶ 𝑆 → 𝐴. Uma política pode ser definida de forma total, isto é ∀𝑠 ∈ 𝑆, ou parcial, isto é ∀𝑠 ∈ 𝑆′ ⊂ 𝑆.
△

Um histórico ℎ é uma sequência de estados pelos quais o agente passa em 𝑘 estágios, seguindo
uma política 𝜋 qualquer. Denotamos por ℋ𝑘 o conjunto de todos os históricos possíveis de 𝑘 estágios
de um mdp ℳ. Dado um histórico ℎ = (𝑠0, 𝑠1,⋯, 𝑠𝑘) ∈ ℋ𝑘, a probabilidade do histórico ℎ ocorrer
seguindo a política 𝜋 é dada por:

𝑃 (ℎ⋃︀𝜋) =
𝑘−1
∏
𝑖=0

𝑃 (𝑠𝑖+1⋃︀𝑠𝑖, 𝜋(𝑠𝑖)), (2.1)

sendo 𝑠𝑖 e 𝑠𝑖+1 os estados de ℎ visitados nos estágios 𝑖 e 𝑖 + 1, respectivamente; e 𝜋(𝑠𝑖) a ação
executada no estágio 𝑖.

Definição 3 (Custo acumulado esperado descontado de uma política). Seja o custo acu-
mulado descontado de um histórico ℎ = (𝑠0, 𝑠1,⋯, 𝑠𝑘) induzido por uma política 𝜋 dado por:

𝑉 𝜋(ℎ) =
𝑘−1
∑
𝑖=0

𝛾𝑖𝐶(𝑠𝑖, 𝜋(𝑠𝑖)); (2.2)

o custo acumulado esperado descontado de uma política 𝜋 em 𝑘 estágios é definido como:

𝐽(𝜋, 𝑘) = ∑
ℎ∈ℋ𝑘

𝑉 𝜋(ℎ)𝑃 (ℎ⋃︀𝜋). (2.3)

△

Também podemos definir o custo acumulado esperado descontado de um estado 𝑠 seguindo uma
política 𝜋 por 𝑘 estágios futuros, em função dos custos acumulados do conjunto de históricos de 𝑘
estágios que iniciam em 𝑠, denotado por ℋ𝑘

𝑠 , ou seja:

𝑉 𝜋(𝑠, 𝑘) = 𝐽𝑠(𝜋, 𝑘) = ∑
ℎ∈ℋ𝑘

𝑠

𝑉 𝜋(ℎ)𝑃 (ℎ⋃︀𝜋). (2.4)

Uma definição recursiva de 𝑉 𝜋(𝑠, 𝑘) pode ser dada em função do valor dos estados sucessores
𝑠′, isto é 𝑉 𝜋(𝑠′, 𝑘−1), como sendo a soma do custo imediato de se aplicar 𝜋 no estado 𝑠, 𝐶(𝑠, 𝜋(𝑠)),
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e o custo descontado dos possíveis estados visitados no futuro em 𝑘 − 1 estágios futuros, isto é,
𝛾∑𝑠′∈𝑆 𝑃 (𝑠′⋃︀𝑠, 𝜋(𝑠))𝑉 𝜋(𝑠′, 𝑘 − 1), ou seja:

𝑉 𝜋(𝑠, 𝑘) = 𝐶(𝑠, 𝜋(𝑠)) + 𝛾 ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝜋(𝑠))𝑉 𝜋(𝑠′, 𝑘 − 1). (2.5)

Note que para um mdp de horizonte finito, 𝑉 𝜋(𝑠, 𝑘) é um valor finito, mesmo para 𝛾 = 1. Num
mdp de horizonte infinito (𝑘 =∞), 𝑉 𝜋(𝑠,∞) pode resultar num valor infinito. Nesse caso, o uso de
𝛾 < 1 garante um valor finito.

2.1.2 mdp de horizonte infinito

Uma propriedade importante de um mdp de horizonte infinito é que o valor do estado 𝑠 seguindo
uma política 𝜋 não depende do número de estágios futuros, o que faz com que a Equação 2.5 resulte
em [Puterman, 1994]:

𝑉 𝜋(𝑠) = 𝐶(𝑠, 𝜋(𝑠)) + 𝛾 ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝜋(𝑠))𝑉 𝜋(𝑠′).

O valor ótimo de um estado 𝑠, denotado por 𝑉 ∗(𝑠), em um horizonte infinito de ações, é aquele
que minimiza o custo esperado descontado. A função valor ótima 𝑉 ∗(𝑠) para um mdp de horizonte
infinito é chamada de Equação de Bellman [Puterman, 1994]:

𝑉 ∗(𝑠) =min
𝑎∈𝐴

{𝐶(𝑠, 𝑎) + 𝛾 ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑉 ∗(𝑠′)(︀ . (2.6)

ou seja 𝑉 ∗(𝑠) é a função que minimiza o custo de se aplicar a ação ótima em 𝑠, somado aos valores
ótimos esperados dos possíveis estados futuros.

Analogamente, num mdp de horizonte infinito, o custo acumulado esperado descontado de uma
política não depende do número de estágios futuros, logo a Equação 2.3 pode ser simplificada:

𝐽(𝜋) = ∑
ℎ∈ℋ∞

𝑉 𝜋(ℎ)𝑃 (ℎ⋃︀𝜋). (2.7)

Considerando apenas o conjunto de históricos ℋ∞
𝑠 que iniciam em um estado 𝑠, o valor de uma

política 𝜋 a partir de 𝑠 é:
𝐽𝑠(𝜋) = ∑

ℎ∈ℋ∞
𝑠

𝑉 𝜋(ℎ)𝑃 (ℎ⋃︀𝜋). (2.8)

Uma solução para um mdp de horizonte infinito pode ser encontrada pelo algoritmo de progra-
mação dinâmica Iteração de Valor (Value Iteration – vi), que usa a Equação de Bellman como uma
função de atualização [Bellman, 1957]:

𝑉𝑡+1(𝑠)←min
𝑎∈𝐴

{𝐶(𝑠, 𝑎) + 𝛾 ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑉𝑡(𝑠′)(︀ ,∀𝑠 ∈ 𝑆. (2.9)

O algoritmo vi inicializa 𝑉0(𝑠) com um valor qualquer e iterativamente atualiza a função valor de
cada estado até a convergência, isto é, até que o erro residual de todos os estados seja menor que
um erro mínimo 𝜖. O erro residual de um estado 𝑠, 𝑅𝑒𝑠(𝑠), na iteração 𝑡 é definido como:

𝑅𝑒𝑠(𝑠) = ⋃︀𝑉𝑡(𝑠) − 𝑉𝑡−1(𝑠)⋃︀.

Assim, o algoritmo vi termina quando ∀𝑠 ∈ 𝑆,𝑅𝑒𝑠(𝑠) < 𝜖. Conforme demonstrado por Puterman
[1994], a função valor 𝑉𝑡 converge para a função valor ótima, 𝑉 ∗ (Equação 2.6).

Definição 4 (Política gulosa). Dada uma função valor qualquer 𝑉 ∶ 𝑆 → R, uma política gulosa
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𝜋𝑉 atribui para cada estado 𝑠 ∈ 𝑆 uma ação gulosa que minimiza 𝑉 (𝑠):

𝜋𝑉 (𝑠) = argmin
𝑎∈𝐴

{𝐶(𝑠, 𝑎) + ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑉 (𝑠′)(︀ . △

Dessa forma, com a função valor ótima, 𝑉 ∗ (Equação 2.6), obtida após a convergência do
algoritmo vi, é possível definir a política ótima, denotada por 𝜋∗, como a política gulosa associada
à 𝑉 ∗(𝑠), isto é, 𝜋∗(𝑠) = 𝜋𝑉 ∗(𝑠).

Definição 5 (Política ótima para um mdp de horizonte infinito). A política ótima, denotada
por 𝜋∗, é a política que minimiza o custo acumulado esperado descontado a partir de todos os
estados, isto é, ∀𝜋 ∶ 𝐽𝑠(𝜋∗) ≤ 𝐽𝑠(𝜋),∀𝑠 ∈ 𝑆. △

2.1.3 Planejamento orientado à meta

Em geral, problemas de planejamento envolvem um possível estado inicial 𝑠0 e uma meta G,
dada por um conjunto de proposições que devem ser satisfeitas no estado meta. Assim, o objetivo
de um problema de planejamento probabilístico passa a ser a escolha de ações que minimizem o
custo acumulado esperado de levar o agente do estado inicial para um estado meta. Tais problemas
possuem um horizonte indefinido, uma vez que o agente para de atuar ao alcançar um estado meta.
Neste trabalho, especificaremos tais problemas através de mdps orientados à meta (Goal Oriented
mdps – gmdps). Um gmdp é um mdp com um possível estado inicial 𝑠0 (ou um conjunto de estados
iniciais) e um conjunto de possíveis estados meta.

Definição 6 (mdp orientado à meta (Goal Oriented mdp – gmdp)). Um gmdp é uma tupla
ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ [Teichteil-Königsbuch, 2012], em que 𝑆, 𝐴, 𝑃 e 𝐶 são definidos como em
um mdp (Definição 1) , e:

• 𝑠0 ∈ 𝑆 é o estado inicial1, e

• 𝐺 ⊆ 𝑆 é o conjunto de estados meta absorventes e sem custo, isto é,

∀(𝑠, 𝑎) ∈ 𝐺 ×𝐴 ∶ 𝑃 (𝑠⋃︀𝑠, 𝑎) = 1 e 𝐶(𝑠, 𝑎) = 0. △

Note que, apesar de existirem ações aplicáveis nos estados meta 𝑠 ∈ 𝐺, essas ações são absorventes
com custo nulo, o que faz com que o agente permaneça na meta. Modelar estados meta como estados
absorventes é apropriado para o uso dos algoritmos de programação dinâmica, baseados em vi, como
veremos nas próximas seções.

A solução para um gmdp é uma política (possivelmente parcial) que satisfaz algum critério de
otimalidade, por exemplo, a política de menor custo esperado que alcança um estado meta a partir
do estado inicial 𝑠0.

Como discutimos no Capítulo 1, um gmdp, bem como um mdp, pode ser representado por
um grafo direcionado em que os nós são rotulados por estados e as arestas por ações. A Figura 2.2
mostra exemplos de grafos que representam gmdps em que 𝑠0 é o estado inicial e 𝑠𝑔 é o estado meta.
Note que a única ação aplicável em 𝑠𝑔 possui um custo nulo e leva somente para 𝑠𝑔 (estado meta
absorvente). Note ainda que um estado absorvente que não é um estado meta é um beco-sem-saída
(estado 𝑠3 da Figura 2.2(b)). (Por simplicidade chamaremos esses grafos de grafos.)

O grafo guloso 𝐺𝑉 de um gmdp é o grafo dos estados alcançáveis a partir do estado inicial 𝑠0
executando uma política gulosa 𝜋𝑉 (também denotado por 𝐺𝜋). Assim, 𝑠0 é o nó raiz de 𝐺𝑉 , e
os filhos de cada estado 𝑠 ∈ 𝐺𝑉 são os nós que podem ser obtidos ao executar a ação 𝜋𝑉 (𝑠). A
Figura 2.3 mostra um exemplo de um grafo guloso de um gmdp (subgrafo com nós em cinza) para
a política gulosa 𝜋𝑉 = {𝑠0∶𝑎0; 𝑠1∶𝑎0; 𝑠2∶𝑎0; 𝑠4∶𝑎0; 𝑠𝑔 ∶𝑎2} aplicada a partir do estado inicial.

1Também seria possível definir um conjunto de estados iniciais 𝑆0 ⊆ 𝑆. No entanto, definimos gmdps com apenas
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(a) (b)

Figura 2.2: Exemplos de gmdps representados como grafos de transição de estados. Nós
são rotulados por estados 𝑠𝑖; arestas são rotuladas por ações; transições determinísticas são
arestas orientadas com probabilidade 1; transições probabilísticas são indicadas por arestas que
se ramificam a partir de uma caixa ◻, cada ramo com 𝑃𝑟 < 1. (Omitimos custos unitários de
ações.)

Figura 2.3: Exemplo de grafo guloso 𝐺𝑉 em um gmdp para a política gulosa 𝜋𝑉 , a partir de
𝑠0. O grafo guloso 𝐺𝑉 é composto pelos estados em cinza e as arestas escuras. Note que 𝑠3, 𝑠5
e 𝑠6 não fazem parte de 𝐺𝑉 , pois a política 𝜋𝑉 nunca leva o agente para esses estados.

Note que, um gmdp descreve apenas o modelo do mundo (um sistema de transição de estados).
Assim, ainda é necessário definir um critério de otimização para problemas modelados por um gmdp,
que definirá qual é a melhor solução para o problema. Para isso, é preciso fazer algumas suposições,
por exemplo: é possível alcançar um estado meta a partir de todos os estados 𝑠 ∈ 𝑆; é possível
alcançar um estado meta a partir de 𝑠0; políticas que não alcançam um estado meta têm um custo
esperado infinito; etc. Diferentes suposições e critérios de otimização definem diferentes subclasses
de gmdps, como veremos nos modelos introduzidos na próxima seção e no próximo capítulo.

2.1.4 mdp de caminho estocástico mínimo

Definição 7 (mdp de Caminho Estocástico Mínimo (Stochastic Shortest Path mdp –
ssp mdp)). Um ssp mdp [Bertsekas e Tsitsiklis, 1991] é um gmdp ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ que faz
as seguintes suposições:

(S1) é possível alcançar a meta a partir de todos os estados de 𝑆; e

(S2) toda política que não leva para um estado meta tem um custo esperado infinito. △

Num ssp mdp, uma vez que o agente para de agir ao encontrar um estado meta, o horizonte
é indefinido e, por isso, o custo não precisa ser descontado para a convergência da função de
atualização de Bellman (Equação 2.9). Assim, em um ssp mdp o objetivo é encontrar uma política

um possível estado inicial, sem perda de generalidade. Seja 𝑃0(𝑠) a probabilidade de 𝑠 ∈ 𝑆0 ser o estado inicial;
poderíamos criar um novo gmdp em que 𝑠0 é um estado inicial auxiliar com uma única ação aplicável 𝑎0 que leva
para 𝑠 ∈ 𝑆0 com probabilidade 𝑃0(𝑠).
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que minimize o custo esperado acumulado (sem desconto) de levar o agente do estado inicial para
um estado meta.

Para formalizarmos as suposições do ssp mdp, e o seu critério de otimização, definimos primeiro
a probabilidade de alcançar um estado meta a partir de um estado 𝑠 qualquer e o custo esperado
dos históricos que alcançam a meta a partir desse estado.

Seja 𝑆′ ⊆ 𝑆 um conjunto qualquer de estados e ℋ𝑆′
𝑠 o conjunto de históricos que partem do

estado 𝑠 ∈ 𝑆 e alcançam um estado 𝑠′ ∈ 𝑆′. Definimos a probabilidade do agente alcançar um estado
𝑠′ ∈ 𝑆′ a partir de um estado 𝑠 ∈ 𝑆, seguindo uma política 𝜋, como a soma das probabilidades dos
históricos de ℋ𝑆′

𝑠 [Mausam e Kolobov, 2012]:

𝑃𝑆′

𝜋 (𝑠) = ∑
ℎ∈ℋ𝑆′

𝑠

𝑃 (ℎ⋃︀𝜋), (2.10)

sendo 𝑃 (ℎ⋃︀𝜋) a probabilidade do histórico ℎ ocorrer seguindo a política 𝜋 (Equação 2.1). Também
podemos definir o custo esperado dos históricos que alcançam um estado em 𝑆′ ⊆ 𝑆 a partir de 𝑠
seguindo uma política 𝜋, denotado por 𝐶𝑆′

𝜋 (𝑠), como a soma dos custos dos históricos de ℎ ∈ ℋ𝑆′
𝑠

(Equação 2.2) ponderados por suas probabilidades (Equação 2.1), isto é:

𝐶𝑆′

𝜋 (𝑠) = ∑
ℎ∈ℋ𝑆′

𝑠

𝑉 𝜋(ℎ)𝑃 (ℎ⋃︀𝜋). (2.11)

Dizemos que uma política 𝜋 é 𝑠-própria se ela tem probabilidade 1 de finalmente levar o agente
para um estado meta partindo do estado 𝑠 ∈ 𝑆, isto é, se 𝑃𝐺

𝜋 (𝑠) = 1 (Equação 2.10).

Proposição 1. Dado um estado 𝑠 ∈ 𝑆, se uma política 𝜋 é 𝑠-própria, então, para todo estado 𝑠′

alcançável a partir de 𝑠 seguindo 𝜋 (conjunto denotado por 𝐴𝑙𝑐(𝑠, 𝜋)2), 𝜋 também é 𝑠′-própria. Isto
é, se 𝑃𝐺

𝜋 (𝑠) = 1, então ∀𝑠′ ∈ 𝐴𝑙𝑐(𝑠, 𝜋) ∶ 𝑃𝐺
𝜋 (𝑠′) = 1.

Política própria. Uma política 𝜋 é própria se para todo estado 𝑠 ∈ 𝑆, 𝜋 é 𝑠-própria. Em outras
palavras, 𝜋 é própria se ela tem probabilidade 1 de finalmente levar o agente para um estado meta
a partir de todos os estados, isto é, ∀𝑠 ∈ 𝑆 ∶ 𝑃𝐺

𝜋 (𝑠) = 1 (Equação 2.10). Uma política 𝜋 é dita
imprópria se não for própria, ou seja, quando existe ao menos um estado com probabilidade menor
que 1 de levar o agente para um estado meta, ou seja ∃𝑠 ∈ 𝑆 ∶ 𝑃𝐺

𝜋 (𝑠) < 1.
A Figura 2.4 mostra um exemplo de gmdp com uma política própria 𝜋1 = {𝑠0∶𝑎0; 𝑠1∶𝑎2} (omiti-

mos ações atribuídas ao estado meta por simplicidade) e políticas impróprias 𝜋2, 𝜋3 e 𝜋4. Note que,
seguindo a política 𝜋1, o agente sempre atingirá a meta, isto é 𝑃𝐺

𝜋1
(𝑠0) = 1. Por outro lado, a política

𝜋2 = {𝑠0∶𝑎0; 𝑠1∶𝑎1} tem uma probabilidade de 0.99 de levar o agente para o estado meta 𝑠𝑔, isto é
𝑃𝐺
𝜋2
(𝑠0) = 0.99; e probabilidade 0.01 de levar o agente para o estado 𝑠1 e permanecer nele. Portanto,

𝜋2 é uma política imprópria. As políticas 𝜋3 = {𝑠0∶𝑎1; 𝑠1∶𝑎1} e 𝜋4 = {𝑠0∶𝑎1; 𝑠1∶𝑎2} deixam o agente
preso no estado 𝑠0 aplicando a ação 𝑎1, logo 𝑃𝐺

𝜋3
(𝑠0) = 𝑃𝐺

𝜋4
(𝑠0) = 0 e assim estas políticas também

são impróprias. Observamos aqui que uma política imprópria, pode ser 𝑠-própria para algum estado
𝑠 ∈ 𝑆. Por exemplo, 𝜋4 é imprópria, pois 𝑃𝐺

𝜋4
(𝑠0) = 0, e é 𝑠1-própria, pois 𝑃𝐺

𝜋4
(𝑠1) = 1.

Políticas próprias em algum momento alcançam um estado meta e, portanto, têm um custo
esperado finito. Considerando que a função custo seja positiva, então políticas impróprias terão um
custo esperado infinito. Porém, para uma função custo qualquer, o custo esperado de uma política
pode ser um valor real finito, ou até mesmo infinito negativo.

Podemos agora redefinir formalmente as suposições S1 e S2 dos ssp mdps:

(S1) ∃𝜋 ∶ 𝑃𝐺
𝜋 (𝑠) = 1,∀𝑠 ∈ 𝑆, isto é, existe ao menos uma política própria, e

(S2) ∀𝜋 ∶ , se ∃𝑠 ∈ 𝑆⋃︀𝑃𝐺
𝜋 (𝑠) < 1 então 𝐽(𝜋) =∞, isto é, toda política imprópria tem custo esperado

infinito, sendo 𝐽(𝜋) dado pelas equações 2.7 e 2.2 com 𝛾 = 1.
2Também chamamos o conjunto de estados alcançáveis a partir de um estado 𝑠 pela política 𝜋 de fecho transitivo

de 𝑃 com 𝜋 a partir de 𝑠 [Ghallab et al., 2016].
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Figura 2.4: Exemplo de gmdp com política própria (𝜋1 = {𝑠0 ∶ 𝑎0; 𝑠1 ∶ 𝑎2}) e políticas
impróprias (𝜋2 = {𝑠0∶𝑎0; 𝑠1∶𝑎1}, 𝜋3 = {𝑠0∶𝑎1; 𝑠1 ∶ 𝑎} e 𝜋4 = {𝑠0∶𝑎1; 𝑠1∶𝑎2}).

O gmdp da Figura 2.4 é um exemplo de ssp mdp. A política 𝜋1 = {𝑠0∶𝑎0; 𝑠1∶𝑎2} é uma política
própria o que satisfaz a suposição S1. Como todas as ações têm custo positivo, notamos que a
suposição S2 também é satisfeita, uma vez que para as políticas impróprias 𝜋2, 𝜋3 e 𝜋4, o custo
esperado é ∞. Note que a ação 𝑎2 tem custo negativo, e mesmo assim as suposições do ssp mdp
são satisfeitas.

Política ótima. A política ótima de um ssp mdpℳ é uma política própria que minimiza o custo
esperado dos históricos que alcançam um estado meta (Equação 2.11), conforme a seguir:

𝜋∗ = argmin
𝜋 é própria

𝐶𝐺
𝜋 (𝑠),∀𝑠 ∈ 𝑆. (2.12)

Como na solução de um mdp de horizonte infinito, a política ótima 𝜋∗ de um ssp mdp é a política
gulosa associada à função 𝑉 ∗(𝑠) = min𝜋 𝑉

𝜋(𝑠), com 𝛾 = 1, que satisfaz a equação de otimalidade
de Bellman [Bertsekas e Tsitsiklis, 1991]:

𝑉 ∗(𝑠) =
)︀⌉︀⌉︀⌉︀⌉︀⌋︀⌉︀⌉︀⌉︀⌉︀]︀

0 se 𝑠 ∈ 𝐺,

min
𝑎∈𝐴(𝑠)

{𝐶(𝑠, 𝑎) + ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑉 ∗(𝑠′)(︀ caso contrário.
(2.13)

Um meio de computar a solução de um ssp mdp é calcular a função 𝑉 ∗ usando programação
dinâmica. O algoritmo vi pode resolver um ssp mdp utilizando a Equação 2.13 como uma função
de atribuição para a função valor:

𝑉 𝑡+1(𝑠)← min
𝑎∈𝐴(𝑠)

{𝐶(𝑠, 𝑎) + ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑉 𝑡(𝑠′)(︀ , (2.14)

sendo 𝑉 0(𝑠) um valor qualquer ∀𝑠 ⇑∈ 𝐺 e 𝑉 0(𝑠) = 0,∀𝑠 ∈ 𝐺.
O algoritmo vi atualiza a função valor de todos os estados a cada iteração e por isso é chamado de

algoritmo de programação dinâmica síncrono. Após a convergência, esse algoritmo cria uma política
total, isto é, uma política definida para todos os estados de 𝑆. No entanto, dado um gmdp, em que
o estado inicial 𝑠0 é conhecido, só é necessário definir a política para os estados alcançáveis a partir
de 𝑠0. Essa é uma característica importante, uma vez que o tamanho do espaço de estados cresce
exponencialmente em função do número de proposições atômicas P, isto é, ⋃︀𝑆⋃︀ = 2⋃︀P⋃︀, o que torna
inviável manter todo o espaço de estados na memória. Na seção a seguir, são descritos algoritmos
assíncronos que atualizam apenas um subconjunto de estados a cada iteração.

2.2 Algoritmos assíncronos de planejamento probabilístico

Na seção anterior foi descrita uma abordagem síncrona para resolução de ssp mdps, o algoritmo
vi, em que o passo de atualização é realizado para todos os estados a cada iteração. Nessa seção
descrevemos um esquema mais eficiente para resolver ssp mdps, que só atualiza um estado a cada
iteração. Por fim, apresentamos dois algoritmos que implementam esse esquema.
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O esquema de encontrar e revisar (Find and Revise – f&r) define um meio geral de resolver
ssp mdps de forma assíncrona [Bonet e Geffner, 2003a]. Esse esquema se baseia nas suposições S1 e
S2 dos ssp mdps para garantir que uma política ótima seja encontrada. Para isso, o esquema f&r
propõe que apenas um estado seja atualizado a cada iteração e usa uma heurística admissível para
inicializar a função valor, reduzindo o tempo de convergência do algoritmo. Esse esquema converge
quando todos os estados do grafo guloso enraizado no estado inicial tiverem um erro residual menor
que 𝜖. Bonet e Geffner [2003a] mostraram que esse esquema converge caso a heurística utilizada
seja admissível.

Algoritmo 2.1 Esquema Find and Revise[Geffner e Bonet, 2013]
Input ℳ: ssp mdp

Output 𝑉 ∗: função valor 𝜖-ótima deℳ
1: function Find-and-Revise(ℳ)
2: Inicializar 𝑉 com uma heurística admissível
3: repeat
4: Encontrar um ou mais estados 𝑠 no grafo guloso 𝐺𝑉 com 𝑅𝑒𝑠(𝑠) > 𝜖
5: Revisar 𝑉 dos estados 𝑠 e possivelmente de outros
6: until nenhum 𝑠 com 𝑅𝑒𝑠(𝑠) > 𝜖 é encontrado em 𝐺𝑉

7: return 𝑉
8: end function

Dado um ssp mdpℳ, o esquema f&r usa o grafo guloso 𝐺𝑉 , enraizado em 𝑠0, para encontrar
estados que ainda não convergiram e precisam ser atualizados, computando assim a função valor
apenas para os estados alcançáveis a partir de 𝑠0, gerando uma política parcial definida apenas para
um conjunto 𝑆′ ⊆ 𝑆, com 𝑆′ = 𝐴𝑙𝑐(𝑠0.𝜋), sendo 𝜋 a política gulosa.

Assim como o vi, o f&r calcula a função valor 𝑉 ∗ com erro residual máximo 𝜖. O Algoritmo
2.1 mostra uma descrição de alto nível do esquema f&r. Na linha 2 a função valor é inicializada
utilizando uma heurística admissível. O esquema f&r procura no grafo guloso 𝐺𝑉 por estados com
erro residual maior que 𝜖 (Linha 4), revisando-os, isto é, atualizando a função valor desses estados
(Linha 5), até que não haja nenhum estado com erro residual maior que 𝜖 no grafo guloso 𝐺𝑉 (Linha
6).

A eficiência dos algoritmos que implementam o esquema f&r depende da ordem em que os
estados são atualizados e, principalmente, da heurística que é utilizada para inicializar a função
valor. Quanto mais o valor da heurística de um estado 𝑠, 𝑉 0(𝑠), se aproxima do valor ótimo, 𝑉 ∗(𝑠),
menor o número de atualizações necessárias para que esse estado convirja para o valor ótimo. Os
algoritmos apresentados nas próximas seções implementam o esquema f&r, utilizando estratégias
diferentes para a escolha do estado que será atualizado. No Capítulo 4 discutimos diferentes tipos
de heurísticas usadas para a inicialização da função valor 𝑉 (𝑠).

2.2.1 Os algoritmos rtdp e lrtdp

O algoritmo de programação dinâmica em tempo real (Real-Time Dynamic Programming –
rtdp) [Barto et al., 1995], é um algoritmo de planejamento probabilístico que, a partir do estado
inicial, seleciona os estados a serem atualizados através de amostragens, chamadas de trials. Um
trial simula a execução de uma política partindo do estado inicial. A Figura 2.5 ilustra como essa
simulação é feita. Dado um estado 𝑠, o agente seleciona uma ação gulosa 𝑎 e sorteia um de seus
estados sucessores 𝑠′, de acordo com a probabilidade 𝑃 (𝑠′⋃︀𝑠, 𝑎). Essa operação é repetida até que
um estado meta seja encontrado. O rtdp atualiza, a cada iteração, a função valor de um único
estado utilizando a Equação de Bellman sem desconto (Equação 2.14), de forma similar ao vi.

O algoritmo rtdp rotulado (Labeled rtdp – lrtdp) [Bonet e Geffner, 2003b] é uma extensão
do rtdp que segue o esquema f&r. Esse algoritmo rotula os estados que já convergiram como
resolvidos (solved) e para de atualizar a função valor desses estados, acelerando assim a convergência
do algoritmo.
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Figura 2.5: Exemplo de trial do algoritmo rtdp. Linhas escuras indicam os estados visitados
pela simulação. Uma simulação termina em um estado meta 𝑠𝑔 ∈ 𝐺.

No Algoritmo 2.2, o procedimento ltrdp recebe um estado inicial 𝑠0 e um erro máximo 𝜖
e realiza trials até que 𝑠0 tenha sido rotulado como solved, o que significa que a função valor
de todos os estados do grafo guloso convergiu. O procedimento ltrdp-trial do Algoritmo 2.2
executa um trial : ele recebe um estado e seleciona uma ação gulosa para ser executada (Linha 13);
atualiza a função valor do estado visitado (Linha 14); e em seguida sorteia o próximo estado a ser
visitado simulando uma interação com o ambiente através do método next-state (Linha 15). Um
trial continua visitando estados até que um estado meta, ou um estado rotulado como solved, seja
visitado. Se um estado visitado 𝑠 ainda não possui um valor definido, o lrtdp chama o método
Initialize, que usa a heurística ℎ para inicializar a função valor de 𝑠. Note que cada estado visitado
é armazenado na pilha visited (Linha 9). Ao final de cada trial (Linhas 17-22) é feita uma chamada
ao método check-solved (Linha 19) para cada estado armazenado em visited (em ordem inversa
à que foram empilhados) para verificar se esse estado convergiu e, portanto, pode ser rotulado como
solved. O método check-solved verifica se todos os estados do grafo guloso enraizado no estado
𝑠𝑖 já convergiram e, nesse caso, rotula 𝑠𝑖 como solved. Se o estado 𝑠𝑖 não for rotulado, o algoritmo
não analisa os demais estados do trial (Linha 20). A ideia é que o estado 𝑠𝑖 faz parte do grafo
guloso dos estados visitados anteriormente no trial (os antecessores de 𝑠𝑖) e se 𝑠𝑖 não convergiu,
seus antecessores também não convergiram.

À medida que os estados são rotulados, o tamanho dos trials diminui. Com isso, estados não
resolvidos serão visitados com maior frequência, o que reduz o tempo de convergência do algoritmo
lrtdp, comparado ao rtdp. A forma como os trials são realizados, ponderando o sorteio do estado
sucessor pela probabilidade de transição da ação gulosa faz com que o lrtdp visite mais vezes
estados com maior probabilidade de serem alcançados, levando estes estados a convergirem mais
rapidamente. Isso reforça a característica anytime desse algoritmo: a qualquer momento é possível
extrair uma política útil.

2.3 Outros algoritmos eficientes para mdps

ilao*. Outro algoritmo assíncrono é o Loop ao* (lao*) [Hansen e Zilberstein, 2001], uma ge-
neralização do algoritmo de busca heurística AND/OR (ao*), que garante encontrar soluções em
problemas com laços. Algumas alterações no algoritmo lao* permitem uma implementação mais
eficiente, chamada Improved lao* (ilao*). No Algoritmo 2.3, vemos que para escolher os nós que
serão atualizados, o algoritmo ilao* expande todos os nós do grafo guloso armazenando-os em
uma pilha (Linha 4). Em seguida, atualiza o valor de cada estado visitado na expansão do grafo
seguindo a ordem inversa em que foram empilhados (Linhas 5-11). Assim como o lrtdp, o ilao*

usa o método Initialize para inicializar a função valor de estados que nunca foram visitados. Esse
procedimento é repetido até que o maior erro residual dos estados do grafo guloso 𝐺𝑉 seja menor
que 𝜖 (Linha 12).

Uma das vantagens deste algoritmo sobre o (l)rtdp é que ele analisa todos os estados que
podem ser alcançados a partir de uma mesma ação numa mesma iteração. Isso pode reduzir o
tempo de convergência do algoritmo, uma vez que, a cada iteração, ele atualiza um número maior
de estados.
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Algoritmo 2.2 O algoritmo lrtdp [Bonet e Geffner, 2003b].
Input ℳ: ssp mdp

Output 𝑉 ∗: função valor ótima deℳ

1: function lrtdp(ℳ)
2: while ¬𝑠0.solved do
3: lrtdp-trial(𝑠0)
4: end while
5: end function
6: procedure lrtdp-trial(𝑠: state)
7: 𝑣𝑖𝑠𝑖𝑡𝑒𝑑 = empty-stack
8: while (𝑠 ⇑∈ 𝐺 and ¬𝑠.solved) do
9: 𝑣𝑖𝑠𝑖𝑡𝑒𝑑.push(𝑠) ▷ empilha 𝑠 em 𝑣𝑖𝑠𝑖𝑡𝑒𝑑

10: if 𝑠 não está definido em 𝑉 then
11: initialize(𝑠,ℎ)
12: end if
13: 𝑎 = greedy-action(𝑠) ▷ escolhe ação gulosa
14: update(𝑠) ▷ atualiza função valor do estado 𝑠
15: 𝑠 = next-state(𝑠,𝑎) ▷ escolhe próximo estado estocasticamente
16: end while
17: while 𝑣𝑖𝑠𝑖𝑡𝑒𝑑 ≠ empty-stack do ▷ tenta rotular estados visitados
18: 𝑠 = 𝑣𝑖𝑠𝑖𝑡𝑒𝑑.pop()
19: if ¬ check-solved(𝑠) then
20: break
21: end if
22: end while
23: end procedure
24: procedure Initialize(𝑠, ℎ)
25: 𝑉 0(𝑠) ∶= ℎ(𝑠)
26: end procedure

tvi. O algoritmo de iteração de valor topológico (Topological Value Iteration – tvi) [Dai e Goldsmith,
2007] é um algoritmo de programação dinâmica assíncrona que atualiza um subconjunto de estados
a cada iteração. tvi particiona o espaço de estados criando uma árvore na qual cada vértice cor-
responde a uma componente fortemente conexa (Strongly Connected Component – scc) do grafo
de transição de estados. Uma scc é um sub-grafo conexo máximo, isto é, cada scc contém apenas
pares de estados alcançáveis a partir um do outro. tvi computa a função valor ótima de todos os
estados de uma componente de cada vez, seguindo a ordem topológica reversa da árvore de sccs.

spudd. Até o momento, definimos mdps com uma representação explícita dos estados. Também
podemos representar os estados de forma fatorada, através de um conjunto de variáveis de estado 𝒳
que caracterizam o mundo [Boutilier et al., 1999], isto é, o estado 𝑠 é representado por um vetor de
valorações, 𝑠 = �⃗�. As funções custo e de transição também podem ser descritas de maneira fatorada.
Assim, ao invés de definirmos a probabilidade de transitar de um estado 𝑠 para um estado 𝑠′ ao
aplicar uma ação 𝑎, podemos definir qual a probabilidade de cada variável 𝑥′ ∈ 𝒳 assumir um certo
valor, dado o estado �⃗� no instante atual e a ação 𝑎 aplicada. Diagramas de decisão binária (bdds)
[Bryant, 1986] e algébricos (ADDs) [Bahar et al., 1997] podem ser utilizados para representar essas
funções de forma compacta ao aglomerar estados similares e realizar as operações de atualização.

O algoritmo spudd [Hoey et al., 1999] é uma versão do algoritmo vi que usa programação di-
nâmica simbólica. Este algoritmo leva em consideração a entrada fatorada e também representa a
função valor de maneira fatorada, computando 𝑉 ∗ sem enumerar o conjunto completo de estados
𝑆. Para isso, spudd faz a atualização de Bellman para conjuntos de estados, realizando operações
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Algoritmo 2.3 O algoritmo ilao* [Hansen e Zilberstein, 2001].
Input ℳ: ssp mdp

Output 𝑉 ∗: função valor ótima deℳ

1: function ilao(ℳ)
2: repeat
3: 𝑠𝑡𝑎𝑐𝑘 = empty-stack
4: expands-greedy-graph(𝑠0, 𝑠𝑡𝑎𝑐𝑘)
5: while 𝑠𝑡𝑎𝑐𝑘 ≠ empty-stack do
6: 𝑠 = 𝑠𝑡𝑎𝑐𝑘.pop()
7: if 𝑠 não está definido em 𝑉 then
8: initialize(𝑠,ℎ)
9: end if

10: update(s)
11: end while
12: until ∀𝑠 ∈ 𝐺𝑉 Res(𝑠)< 𝜖
13: return 𝑉
14: end function

entre ADDs que representam as funções valor, custo e de transição. O spudd tem característi-
cas de convergência iguais ao vi, pois faz a mesma computação, no entanto, ele agrupa estados
estruturalmente similares, o que permite uma redução do tempo de convergência e consumo de
memória.

2.4 Representação de um gmdp a partir de uma linguagem de ações

O uso de uma linguagem de descrição de ações permite representar problemas de planejamento
de forma compacta [Fikes e Nilsson, 1971; Fox e Long, 2003; Mcdermott et al., 1998; Sanner, 2010;
Younes e Littman, 2004]. Além disso, tais linguagens permitem que um agente raciocine sobre a
estrutura de um problema de planejamento sem ter que enumerar todos os estados e a função de
transição. Essa é a principal característica dos algoritmos de planejamento automatizado. Nesta
seção, mostramos como uma linguagem de ações, baseada nas linguagens strips [Fikes e Nilsson,
1971] e pddl (Planning Domain Definition Language) [Mcdermott et al., 1998], pode ser utilizada
para representar problemas de planejamento determinístico, em que não existe incerteza nos efei-
tos das ações, e como essa linguagem pode ser estendida para representar gmdps e problemas de
planejamento não-determinístico.

2.4.1 Ações determinísticas

A linguagem de ações que adotaremos especifica um problema de planejamento determinístico
em função de um conjunto de proposições atômicas P que descrevem as propriedades do mundo. Essa
linguagem define uma ação determinística 𝑎 pela tripla ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑,𝐷𝑒𝑙̃︀ em que: 𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎) ⊆ P
representa a condição de aplicabilidade de 𝑎 dada por um conjunto de proposições que devem ser
verdadeiras no estado em que a ação 𝑎 será executada; 𝐴𝑑𝑑(𝑎) ⊆ P representa as propriedades
(proposições) que se tornam verdadeiras após a execução da ação 𝑎 (também chamadas de efeitos
positivos de 𝑎) e 𝐷𝑒𝑙(𝑎) ⊆ P representa as propriedades que se tornam falsas após a execução da
ação 𝑎 no estado 𝑠 (efeitos negativos de 𝑎). Por exemplo, a ação move de 𝑙𝑜𝑐2 para 𝑙𝑜𝑐𝑔 do robô
L2D2 da Figura 1.6, pode ser especificada conforme a Figura 2.6.

Definição 8 (Problema de planejamento determinístico). Um problema de planejamento
determinístico é definido por uma tupla 𝒫𝑑𝑒𝑡 = ∐︀P,A,𝐶, 𝑠0,G̃︀, em que:

• P é um conjunto de proposições atômicas que descrevem as propriedades do mundo;
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Ação: (move-loc2-locg)
Precond: {at-L2D2-loc2}

Add: {at-L2D2-locg}
Del: {at-L2D2-loc2}

Figura 2.6: Especificação da ação de mover de 𝑙𝑜𝑐2 para 𝑙𝑜𝑐𝑔 do robô L2D2 (Figura 1.6).

• A é um conjunto de ações determinísticas, cada uma descrita por uma tripla ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑,𝐷𝑒𝑙̃︀,
com 𝑃𝑟𝑒𝑐𝑜𝑛𝑑 ⊆ P, 𝐴𝑑𝑑 ⊆ P e 𝐷𝑒𝑙 ⊆ P;

• 𝐶 ∶ A → R é uma função que define o custo de cada ação (quando omitido assumimos custo
unitário para todas as ações);

• 𝑠0 ⊆ P é um conjunto de proposições verdadeiras no estado inicial; e

• G ⊆ P é um conjunto de proposições que descrevem a meta. △

Um estado é representado fazendo-se a suposição do mundo fechado, isto é, 𝑠 ⊆ P e assumimos
que uma proposição que não pertença a um estado é falsa, e que um estado 𝑠 ∈ 𝑆 é representado
apenas pelas proposições que são verdadeiras neste estado. Logo, uma proposição 𝑝 ∈ P é verdadeira
em um estado 𝑠 ∈ 𝑆 se e somente se, 𝑝 ∈ 𝑠 (na literatura de verificação de modelos é comum utilizar
uma função de rotulagem ℒ ∶ 𝑆 → 2P, que rotula cada estado com um conjunto de proposições,
como veremos no Capítulo 5).

Definição 9 (Modelo de transição de estados). Seja 𝒫𝑑𝑒𝑡 = ∐︀P,A,𝐶, 𝑠0,G̃︀ um problema de
planejamento determinístico (Definição 8). O modelo de transição de estados de 𝒫𝑑𝑒𝑡 é dado por
uma tupla ℳ(𝒫𝑑𝑒𝑡) = ∐︀𝑆,𝐴,𝑇,𝐶, 𝑠0,𝐺̃︀, em que:

• 𝑆 = 2P é o conjunto de estados, sendo que 2P representa o conjunto potência de P;

• 𝐴(𝑠) = {𝑎⋃︀𝑎 ∈ A e 𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎) ⊆ 𝑠} é o conjunto das ações aplicáveis em 𝑠 ∈ 𝑆;

• 𝑇 ∶ 𝑆×𝐴→ 𝑆 é a função de transição determinística, sendo 𝑇 (𝑠, 𝑎) = 𝑠∖𝐷𝑒𝑙(𝑎)∪𝐴𝑑𝑑(𝑎),∀𝑠 ∈
𝑆,∀𝑎 ∈ 𝐴(𝑠);

• 𝑠0 ∈ 𝑆 é o estado inicial; e

• 𝐺 = {𝑠 ∈ 𝑆⋃︀G ⊆ 𝑠} é o conjunto de estados meta em que todas as proposições da meta G são
verdadeiras, isto é, 𝑠 ∈ 𝐺⇔ G ⊆ 𝑠. △

A solução de um problema de planejamento determinístico é um plano: uma sequência de ações,
que leva o agente do estado inicial para o estado meta.

A Figura 2.7 mostra um paralelo entre as duas representações. Assim, um estado representado
por um conjunto de fatos 𝑠 ⊆ P tem um vértice equivalente do sistema de transição 𝑠 ∈ 𝑆. Além
disso, cada ação descrita pela linguagem de ações 𝑎 ∈ A possui uma ação relacionada no sistema de
estados 𝑎 ∈ 𝐴.

2.4.2 Ações probabilísticas

Para representar o efeito probabilístico das ações é possível estender a linguagem de especificação
de ações com uma lista de efeitos probabilísticos:

𝑎 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐸𝑓𝑓𝑒𝑐𝑡𝑠̃︀, (2.15)

em que 𝐸𝑓𝑓𝑒𝑐𝑡𝑠 é uma lista de efeitos com probabilidades associadas (︀𝑝1 ∶ (𝐴𝑑𝑑1,𝐷𝑒𝑙1), . . . , 𝑝𝑛 ∶
(𝐴𝑑𝑑𝑛,𝐷𝑒𝑙𝑛)⌋︀, sendo que ∑𝑛

𝑖=1 𝑝𝑖 = 1. Assim, ao aplicar a ação 𝑎 em um estado 𝑠 que satisfaz
𝑃𝑟𝑒𝑐𝑜𝑛𝑑, existe uma probabilidade 𝑝𝑖 do efeito (𝐴𝑑𝑑𝑖,𝐷𝑒𝑙𝑖) ∈ 𝐸𝑓𝑓𝑒𝑐𝑡𝑠 ocorrer.
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Figura 2.7: Interpretação do problema de planejamento como um modelo de transição de
estados.

Definição 10 (Problema de planejamento probabilístico). Um problema de planejamento
probabilístico descrito por uma linguagem de ações é definido por uma tupla 𝒫𝑝𝑟𝑜𝑏 = ∐︀P,A,𝐶, 𝑠0,G̃︀,
em que P, 𝑠0 e G são definidos tal como em um problema de planejamento determinístico (Definição
8), e:

• A é um conjunto de ações probabilísticas, sendo 𝑎 ∈ A especificada pela Equação 2.15. △

Dado um problema de planejamento probabilístico 𝒫𝑝𝑟𝑜𝑏 = ∐︀P,A,𝐶, 𝑠0,G̃︀ descrito por uma
linguagem de ações (Definição 10), podemos inferir o modelo de transição de estados probabilístico
(que corresponde a um gmdp da Definição 6)ℳ(𝒫𝑝𝑟𝑜𝑏) = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ em que 𝑆,𝐴,𝐶, 𝑠0, e 𝐺
são inferidos como em um problema determinístico (Definição 9) e:

• 𝑃 é a função de transição probabilística como em um gmdp e 𝑃 (𝑠𝑖⋃︀𝑠, 𝑎) = 𝑝𝑖, em que 𝑠𝑖 =
(𝑠 ∖𝐷𝑒𝑙𝑖) ∪𝐴𝑑𝑑𝑖 , para o efeito 𝑝𝑖 ∶ (𝐴𝑑𝑑𝑖,𝐷𝑒𝑙𝑖) de 𝑎 ∈ A.

2.4.3 Ações não-determinísticas

Outro modelo que lida com incerteza nos efeitos das ações é o planejamento não-determinístico,
em que não existem probabilidades associadas aos efeitos das ações (no Capítulo 5 discutimos esse
problema com mais detalhes). Neste caso, as ações também são dadas por uma lista de efeitos
(𝐴𝑑𝑑𝑖,𝐷𝑒𝑙𝑖), como nas ações probabilísticas, porém, sem especificar as probabilidades 𝑝𝑖, isto é:

𝑎 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐸𝑓𝑓𝑒𝑐𝑡𝑠̃︀. (2.16)

Sendo que Effects é uma lista de efeitos na forma 𝐸𝑓𝑓𝑒𝑐𝑡𝑠 = (︀(𝐴𝑑𝑑1,𝐷𝑒𝑙1), . . . , (𝐴𝑑𝑑𝑛,𝐷𝑒𝑙𝑛)⌋︀.
Assim, ao aplicar a ação 𝑎 em um estado 𝑠 que satisfaz 𝑃𝑟𝑒𝑐𝑜𝑛𝑑, um dos efeitos (𝐴𝑑𝑑𝑖,𝐷𝑒𝑙𝑖) ∈
𝐸𝑓𝑓𝑒𝑐𝑡𝑠 ocorre, sem nenhuma preferência entre eles.

Definição 11 (Problema de planejamento não-determinístico). Um problema de planeja-
mento não-determinístico totalmente observável (Fully Observable Non-Deterministic Planning Task
– fond) é definido por uma tupla 𝒫𝑛𝑑 = ∐︀P,A,𝐶, 𝑠0,G̃︀, em que P, 𝑠0 e G são definidos tal como
em um problema de planejamento determinístico (Definição 8), e:

• A é um conjunto de ações não-determinísticas, sendo 𝑎 ∈ A especificada pela Equação 2.16. △

Dado um problema de planejamento não-determinístico 𝒫𝑛𝑑 = ∐︀P,A,𝐶, 𝑠0,G̃︀ descrito por uma
linguagem de ações (Definição 11), também podemos inferir o modelo de transição de estados
não-determinístico ℳ(𝒫𝑛𝑑) = ∐︀𝑆,𝐴,𝑇,𝐶, 𝑠0,𝐺̃︀ em que 𝑆,𝐴,𝐶, 𝑠0, e 𝐺 são inferidos como em um
problema determinístico (Definição 9) e:

• 𝑇 ∶ 𝑆 × 𝐴 → 2𝑆 é uma função de transição não-determinística, sendo que 𝑇 (𝑠, 𝑎) = {𝑠𝑖⋃︀𝑠𝑖 =
(𝑠 ∖ 𝐷𝑒𝑙𝑖) ∪ 𝐴𝑑𝑑𝑖,1 ≤ 𝑖 ≤ 𝑛},∀𝑠 ∈ 𝑆,∀𝑎 ∈ 𝐴(𝑠); e 𝑛 é o número de efeitos da ação não-
determinística 𝑎.

Assim como em planejamento probabilístico, a solução para um fond é dada por uma política
𝜋 ∶ 𝑆 → 𝐴.
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Estados alcançáveis a partir de um estado 𝑠. Dado um problema de planejamento não-
determinístico (Definição 11) (ou probabilístico (Definição 10)) e um estado 𝑠 ⊆ P, o conjunto de
estados sucessores de 𝑠 por uma ação 𝑎 ∈ A é dado por 𝑆𝑢𝑐(𝑠, 𝑎) = {𝑠𝑖⋃︀𝑠𝑖 = (𝑠 ∖𝐷𝑒𝑙𝑖) ∪𝐴𝑑𝑑𝑖,∀𝑖 ∈
(1,2,⋯, 𝑛)}, sendo 𝑛 o número de efeitos de 𝑎. O conjunto dos estados alcançáveis a partir de um
estado 𝑠, 𝐴𝑙𝑐(𝑠), pode ser definido de forma recorrente como:

𝐴𝑙𝑐(𝑠) = ⋃
𝑎∈A

⎛
⎝
𝑆𝑢𝑐(𝑠, 𝑎) ∪ ⋃

𝑠′∈𝑆𝑢𝑐(𝑠,𝑎)
𝐴𝑙𝑐(𝑠′)

⎞
⎠
. (2.17)

Podemos definir ainda o conjunto de estados alcançáveis a partir de um estado 𝑠 ∈ 𝑆 por uma
política 𝜋 como:

𝐴𝑙𝑐(𝑠, 𝜋) = 𝑆𝑢𝑐(𝑠, 𝜋(𝑠)) ∪ ⋃
𝑠′∈𝑆𝑢𝑐(𝑠,𝜋(𝑠))

𝐴𝑙𝑐(𝑠′, 𝜋). (2.18)

2.5 ssp mdps e becos-sem-saída

Como vimos no Capítulo 1, quando lidamos com problemas orientados à meta, podemos nos
deparar com becos-sem-saída. Na Figura 2.8(a) o estado 𝑑2 é um exemplo de beco-sem-saída, uma
vez que nenhuma política leva o agente de 𝑑2 para o estado meta 𝑠𝑔.

Por definição, dado um beco-sem-saída 𝑠, não existe política 𝑠-própria, então, um gmdp com
pelo menos um beco-sem-saída, não possui política própria e assim não satisfaz a suposição S1
(Definição 7). Isto é, um gmdp com beco-sem-saída não é um ssp mdp.

(a) (b)

Figura 2.8: Exemplos de gmdps que não satisfazem as suposições do ssp mdp.

Uma outra implicação das suposições feitas no ssp mdp é a não existência de ciclos com custo
nulo ou negativo, uma vez que isso viola a suposição S2. Por exemplo, no gmdp da Figura 2.8(b),
aplicar a ação 𝑎5 no estado 𝑠1 cria um ciclo de custo nulo, enquanto aplicar a ação 𝑎2 no estado
𝑠2 cria um ciclo cujo custo esperado acumulado é infinito negativo. Assim, esse gmdp não é um
ssp mdp, pois não satisfaz a suposição S2, apesar de possuir política própria (i.e., satisfazer a
suposição S1).

Os algoritmos apresentados neste capítulo se baseiam nas suposições S1 e S2 de ssp mdps
(Definição 7) ao resolverem problemas com horizonte indefinido sem desconto. Por essa razão,
esses algoritmos podem falhar ao tentar resolver um gmdp com becos-sem-saída. Surge assim a
necessidade de novos modelos que permitam que o agente de planejamento decida o que fazer
nesses casos. Por exemplo, na presença de becos-sem-saída, o agente poderia tentar maximizar a
chance de alcançar um estado meta, ignorando o custo das ações. Outra possibilidade seria utilizar
um fator de desconto que garanta que o custo esperado seja finito, como no critério de mdps de
horizonte infinito.



Capítulo 3

Planejamento probabilístico com
becos-sem-saída

ssp mdps têm sido amplamente estudados pela comunidade de planejamento, com proposta de
soluções eficientes, conforme vimos no Capítulo 2. Essas soluções se baseiam nas suposições S1 e
S2 (Definição 7) para garantir que a política encontrada seja ótima. No entanto, essas suposições
são muito restritivas e não são satisfeitas por muitos problemas de interesse prático, o que faz com
que esses algoritmos falhem ou devolvam uma política sub-ótima. Dessa forma, trabalhos recentes
propõem novos modelos e algoritmos que relaxam essas suposições e lidam com classes de problemas
mais gerais [Kolobov et al., 2011, 2012b; Teichteil-Königsbuch, 2012; Teichteil-Königsbuch et al.,
2011].

A Figura 3.1 ilustra uma situação que não é tratada por um ssp mdp (neste capítulo mantemos
o padrão de omitir custos unitários das ações). No problema da Figura 3.1 é impossível alcançar
o estado meta 𝑠𝑔 a partir dos estados 𝑑1, 𝑑2 e 𝑑3, uma vez que nenhuma ação é capaz de levar
o agente para o estado meta 𝑠𝑔 a partir desses estados e portanto eles são becos-sem-saída. Dessa
forma, o problema não possui uma política própria, o que faz com que ele não seja um ssp mdp
pois viola a suposição S1 (Definição 7).

Figura 3.1: Exemplo de gmdp com becos-sem-saída: estados 𝑑1, 𝑑2 e 𝑑3.

Como dissemos anteriormente, ssp mdps não modelam problemas que possuem becos-sem-saída.
Por outro lado, dado um gmdp, para provar que existe uma política própria basta provar que não
existem becos-sem-saída.

ssp mdps também não modelam problemas com uma função custo qualquer, uma vez que a
suposição S2 (Definição 7) diz que toda política imprópria possui um custo esperado infinito em
estados com probabilidade menor que um de alcançar um estado meta. Porém, é difícil verificar se
essa suposição é satisfeita [Kolobov et al., 2011]. Por exemplo, na Figura 3.1, se 𝐶(𝑑2, 𝑎3) = −1 (e
considerando os demais custos iguais a 1), o valor esperado da política imprópria {𝑠0 ∶ 𝑎2} seria
1, pois o laço composto pelos estados 𝑑2 e 𝑑3 teria um custo esperado nulo, o que não respeita a
suposição S2.

Uma maneira de lidar com problemas que violam as suposições dos ssp mdps é criar novos
modelos e algoritmos que não façam essas suposições restritivas. Neste capítulo, apresentamos
classes de gmdps que relaxam as suposições dos ssp mdps e podem tratar problemas com becos-
sem-saída.

23



24 PLANEJAMENTO PROBABILÍSTICO COM BECOS-SEM-SAÍDA 3.1

3.1 gmdps com becos-sem-saída

Definição 12 (beco-sem-saída). Dado um gmdp ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀, um estado 𝑠 ∈ 𝑆 ∖𝐺 é
um beco-sem-saída se, e somente se, a probabilidade de alcançar um estado meta 𝑠′ ∈ 𝐺 a partir de
𝑠 é zero, isto é, ∀𝜋 ∶ 𝑃𝐺

𝜋 (𝑠) = 0. △

Proposição 2. Um estado 𝑠 ∈ 𝑆 é um beco-sem-saída se o conjunto de estados alcançáveis a partir
de 𝑠 é disjunto do conjunto de estados meta, isto é, 𝐴𝑙𝑐(𝑠) ∩𝐺 = ∅.

A Proposição 2 mostra que os becos-sem-saída podem ser definidos de forma independente as
probabilidades da função de transição do gmdp. Usaremos essa intuição para caracterizar o conjunto
de becos-sem-saída de um gmdp no capítulo 5.

Kolobov et al. [2010] dividem os becos-sem-saída em dois tipos, explícitos e implícitos (como
ilustrado no Capítulo 1). Os becos-sem-saída explícitos são estados absorventes (nenhuma ação
leva o agente para fora desses estados) e eles não fazem parte do conjunto de estados meta (por
exemplo, estado 𝑑1 da Figura 3.1). Becos-sem-saída implícitos não são estados absorventes, porém
não possuem um caminho que os leve para a meta (por exemplo, estados 𝑑2 e 𝑑3 da Figura 3.1).

Podemos ainda classificar os problemas de planejamento com becos-sem-saída segundo a sua
inevitabilidade, dividindo-os entre evitáveis e inevitáveis. A Figura 3.2 ilustra a diferença entre
essas duas classes de problemas. No gmdp da Figura 3.2(a), com beco-sem-saída 𝑑1, existe uma
política 𝜋1 = {𝑠0 ∶ 𝑎2} que leva o agente com probabilidade 1 para a meta a partir do estado inicial
e dessa forma esse problema possui becos-sem-saída evitáveis. A Figura 3.2(b), mostra um gmdp,
com beco-sem-saída 𝑑1, para o qual nenhuma política leva o agente de 𝑠0 para 𝑠𝑔 com probabilidade
1 e nesse caso, o problema possui becos-sem-saída inevitáveis.

Devemos ressaltar que o conceito de evitabilidade não se refere ao estado, mas ao problema.
Isto é, um gmdp possui becos-sem-saída evitáveis se existe uma política 𝑠0-própria, caso contrário,
dizemos que o problema possui becos-sem-saída inevitáveis. A Figura 3.2(c) mostra um exemplo de
gmdp com dois becos-sem-saída 𝑑1 e 𝑑2. Nesse exemplo, é inevitável correr o risco de alcançar um
beco-sem-saída a partir de 𝑠0, no entanto, 𝑑1 seria evitável pela política {𝑠0 ∶ 𝑎2} e 𝑑2 seria evitável
pela política {𝑠0 ∶ 𝑎1}. Assim, não definimos que um beco-sem-saída é evitável ou inevitável, mas
sim que o gmdp possui becos-sem-saída evitáveis ou inevitáveis.

(a) (b) (c)

Figura 3.2: Problemas com becos-sem-saída evitáveis e inevitáveis. (a) gmdp com beco-sem-
saída evitável; (b) e (c) gmdps com becos-sem-saída inevitáveis.

Kolobov et al. [2012b] definem duas novas classes de gmdps que relaxam as suposições dos
ssp mdps permitindo a existência de becos-sem-saída. Além disso, eles definem novos critérios de
otimização conforme necessário: o primeiro lida com problemas com becos-sem-saída evitáveis e o
segundo lida tanto com becos-sem-saída evitáveis quanto com becos-sem-saída inevitáveis.

3.1.1 gmdps com becos-sem-saída evitáveis

Definição 13 (ssp mdps com becos-sem-saída evitáveis). Um ssp mdp com Becos-sem-saída
Evitáveis ( ssp mdp with Avoidable Dead Ends – sspade mdp) [Kolobov et al., 2012b] é um gmdp
ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ que faz as seguintes suposições:
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(A1) ∃𝜋 ∶ 𝑃𝐺
𝜋 (𝑠0) = 1, isto é, existe ao menos uma política 𝑠0-própria; e

(A2) ∀𝜋 ∶ se 𝑃𝐺
𝜋 (𝑠0) < 1, então 𝐽𝑠0(𝜋) =∞, isto é, todas as políticas que não são 𝑠0-próprias têm

custo esperado infinito a partir do estado inicial, sendo 𝐽𝜋(𝑠0) dado pela Equação 2.8. △

A política ótima 𝜋∗ de um sspade mdp é uma política 𝑠0-própria que minimiza o custo esperado
dos históricos que alcançam um estado meta partindo do estado inicial 𝑠0, ou seja:

𝜋∗ = argmin
𝜋 é 𝑠0-própria

𝐶𝐺
𝜋 (𝑠0). (3.1)

Por exemplo, considere três políticas: 𝜋0 = {𝑠0 ∶ 𝑎0}, 𝜋1 = {𝑠0 ∶ 𝑎1, 𝑑1 ∶ 𝑎0}, 𝜋2 = {𝑠0 ∶ 𝑎2} para o
gmdp da Figura 3.2(a) (em que todas as ações tem custo igual a 1, exceto a ação 𝑎3). Observamos
que 𝜋2 é 𝑠0-própria (𝑃𝐺

𝜋2
(𝑠0) = 1), o que satisfaz a suposição A1. Além disso, 𝜋0 e 𝜋1 não são

𝑠0-próprias (𝑃𝐺
𝜋0
(𝑠0) = 0 e 𝑃𝐺

𝜋1
(𝑠0) = 0.9), e como 𝐽𝑠0(𝜋0) = 𝐽𝑠0(𝜋1) =∞, a suposição A2 também é

satisfeita. Logo, esse gmdp é um sspade mdp.

Proposição 3. O ssp mdp é uma subclasse do sspade mdp.

Demonstração. ssp mdp satisfaz todas as suposições da definição dos sspade mdp.

Pela Proposição 3 observamos que todo ssp mdp satisfaz as suposições dos sspade mdps. O
diagrama da Figura 3.3 mostra essa relação.

Figura 3.3: Relação entre ssp mdps e sspade mdps.

O algoritmo vi (Seção 2.1.4) não resolve sspade mdps, pois não termina (converge) na pre-
sença de becos-sem-saída, uma vez que o valor esperado desses estados 𝑉 (𝑠) cresce a cada iteração
(suposição A2).

O esquema f&r (Seção 2.2) é capaz de resolver sspade mdps. Observe que, à medida que a
função valor é atualizada, o custo esperado de becos-sem-saída cresce de forma ilimitada (suposição
A2), porém, de acordo com a suposição A1 existe ao menos uma política 𝑠0-própria, cujo custo
esperado a partir de 𝑠0 é finito. Por exemplo, na Figura 3.2(a) suponha que inicialmente 𝑎1 é a ação
gulosa para 𝑠0. Como 𝑉 (𝑑1) cresce infinitamente, e 𝑉 (𝑠𝑔) = 0 a ação gulosa no estado 𝑠0 passaria
a ser 𝑎2, evitando assim o beco-sem-saída 𝑑1.

Apesar de implementar o f&r, o algoritmo lrtdp (Seção 2.2.1) pode falhar ao resolver um
sspade mdp uma vez que se um trial alcança um beco-sem-saída, esse trial pode ser infinito. Uma
forma simples de contornar esse problema é parar um trial do lrtdp ao visitar um estado pela
segunda vez. Note que o ilao* resolve sspade mdps, pois a expansão do grafo guloso não visita
estados repetidos.

3.1.2 gmdps com becos-sem-saída inevitáveis

Outra classe proposta por Kolobov et al. [2012b] trata de gmdps com becos-sem-saída inevitá-
veis. Mesmo considerando que toda política que não é 𝑠0-própria tem um custo esperado infinito
a partir do estado inicial, o critério de minimização do custo esperado é inadequado em proble-
mas com becos-sem-saída inevitáveis, pois esse critério não fará distinção entre diferentes políticas
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que não são 𝑠0-próprias. Por exemplo, dadas duas políticas 𝜋1 e 𝜋2, com 𝑃𝐺
𝜋1
(𝑠0) < 𝑃𝐺

𝜋2
(𝑠0) < 1 e

𝐽𝑠0(𝜋1) = 𝐽𝑠0(𝜋2) =∞, essas políticas são indistinguíveis pelo critério de minimização do custo espe-
rado a partir de 𝑠0. No entanto, o agente ainda precisa tomar uma decisão. Observando que 𝜋2 tem
maior probabilidade de alcançar um estado meta podemos dizer que essa política é melhor que 𝜋1.
Assim, precisamos de um critério de otimização que permita distinguir entre essas duas situações.
Kolobov et al. [2012b] propõem dois novos critérios baseados em uma penalidade 𝐷 ∈ R+ ∪ {∞}
atribuída ao agente, caso ele visite um beco-sem-saída. O primeiro trata de problemas em que essa
penalidade é finita e o segundo lida com problemas em que ela é infinita.

3.1.2.1 Penalidade finita

No caso de gmdps com becos-sem-saída inevitáveis e penalidade com valor finito 𝐷, o agente
pode desistir de tentar alcançar um estado meta e pagar esse valor. Assim, o custo esperado é
limitado superiormente por 𝐷. Dada uma penalidade 𝐷 ∈ R+ atribuída ao agente quando ele não
consegue alcançar um estado meta, o valor esperado limitado de uma política 𝜋 a partir de um
estado 𝑠, denotado por 𝐽𝐷

𝑠 (𝜋), é dado por:

𝐽𝐷
𝑠 (𝜋) =min (︀𝐷,𝐽𝑠(𝜋)⌋︀ . (3.2)

Um exemplo prático de problema com penalidade finita por não alcançar a meta é uma usina
termoelétrica que precisa alcançar uma meta de produção de energia elétrica produzida por queima
de carvão. Para isso, a usina tem a ação produzir, que reduz o estoque de carvão e aumenta a
quantidade de energia produzida. Supondo um estoque limitado de carvão, essa usina só poderá
produzir enquanto houver combustível. A ação de produzir pode levar o agente para três esta-
dos possíveis: meta-alcançada; sem-combustível e com-combustível. Caso a usina não
alcance sua meta ela será penalizada com uma multa.

3.1.2.2 Penalidade infinita

No caso de gmdps com becos-sem-saída inevitáveis e penalidade infinita 𝐷 = ∞, temos que
𝐽𝐷
𝑠 (𝜋) = 𝐽𝑠(𝜋), e voltamos ao problema original de gmdps com becos-sem-saída inevitáveis em

que não podemos distinguir políticas que não são 𝑠0-próprias. Há duas possibilidades: podemos
desconsiderar o custo das ações, nesse caso, utilizamos a probabilidade de alcançar um estado meta
a partir de 𝑠 seguindo uma política 𝜋, 𝑃𝐺

𝜋 (𝑠0) (Equação 2.10), como uma função objetivo a ser
maximizada; ou podemos ignorar o custo de históricos que não alcançam um estado meta, nesse caso,
utilizamos o custo esperado dos históricos que alcançam um estado meta a partir de 𝑠 seguindo uma
política 𝜋, 𝐶𝐺

𝜋 (𝑠) (Equação 2.11), como uma função objetivo a ser minimizada. Isto é, em gmdps
que não possuem uma política 𝑠0-própria, há dois critérios de otimização possíveis: (i) maximização
de 𝑃𝐺

𝜋 (𝑠0) (Equação 2.10) e (ii) minimização de 𝐶𝐺
𝜋 (𝑠0) (Equação 2.11).

Esse problema poderia ser visto como um problema de decisão sequencial multiobjetivo, cuja
solução é o conjunto de políticas do pareto front1 [Roijers et al., 2013]. A Figura 3.4 mostra a
probabilidade de alcançar um estado meta a partir do estado 𝑠0 e o custo esperado dos caminhos
que terminam em um estado meta das políticas do pareto front de um dado gmdp. Por exemplo,
a política 𝜋1 tem probabilidade de alcançar a meta a partir do estado inicial de 0.4 com custo dos
esperado dos históricos que alcançam a meta de 1.46. Note que, nesse exemplo, 𝜋1 domina todas
as políticas com 𝐶𝐺

𝜋 (𝑠0) = 1.46, isto é, entre as políticas com 𝐶𝐺
𝜋 (𝑠0) = 1.46, 𝜋1 é a que tem maior

probabilidade. De forma semelhante, 𝜋1 domina todas as políticas com 𝑃𝐺
𝜋 (𝑠0) = 0.4, isto é, entre

as políticas com 𝑃𝐺
𝜋 (𝑠0) = 0.4, 𝜋1 é a que tem menor custo esperado dos históricos que alcançam a

meta a partir de 𝑠0. Note que um critério mais razoável é maximizar a probabilidade de alcançar a
meta antes de minimizar o custo dos históricos que levam para a meta, uma vez que probabilidades

1Pareto front é o conjunto de políticas que não são dominadas por nenhuma outra política. Uma política 𝜋 domina
uma política 𝜋′ se para todos os objetivos, 𝜋 é ao menos tão boa quanto 𝜋′ e estritamente melhor que 𝜋′ em pelo
menos um objetivo.
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Figura 3.4: Utilidade das melhores políticas de um problema multiobjetivo. O gráfico mostra a
probabilidade de alcançar um estado meta e o custo dos históricos que alcançam um estado meta
das políticas do pareto front. A seta da direita indica a melhor política quando consideramos
que a probabilidade de alcançar um estado meta tem uma preferência maior.

menores aumentam o risco do agente receber uma penalidade infinita. Por isso, maximizar 𝑃𝐺
𝜋 (𝑠)

tem preferência sobre minimizar 𝐶𝐺
𝜋 (𝑠). Isso permite impor uma ordem entre os objetivos (definida

a seguir). Assim, na Figura 3.4 a política ótima seria a política do pareto front que maximiza a
probabilidade de alcançar um estado meta, isto é, 𝜋∗ = argmax

𝜋∈pareto front
𝑃𝐺
𝜋 (𝑠).

Kolobov et al. [2012b] propõem o uso de um critério de otimização ordenado por preferência
através de uma ordem lexográfica sobre os objetivos. Esse critério primeiro maximiza a probabilidade
de alcançar a meta, 𝑃𝐺

𝜋 (𝑠) (Equação 2.10), e em seguida minimiza o custo esperado entre históricos
que alcançam a meta, 𝐶𝐺

𝜋 (𝑠) (Equação 2.11). Assim, dado um gmdp com penalidade infinita, o
valor esperado de uma política 𝜋 a partir de um estado 𝑠, denotado por 𝐽∞𝑠 (𝜋), é dado por um par
ordenado:

𝐽∞𝑠 (𝜋) = (𝑃𝐺
𝜋 (𝑠),𝐶𝐺

𝜋 (𝑠)) , (3.3)

que define dois critérios de avaliação de uma política com base numa relação de ordem ≺ entre
duas políticas 𝜋1 e 𝜋2, sendo que, 𝜋1(𝑠) ≺ 𝜋2(𝑠) denota que 𝜋2 é preferível em relação a 𝜋1 em 𝑠:
𝜋1(𝑠) ≺ 𝜋2(𝑠) quando 𝑃𝐺

𝜋2
(𝑠) > 𝑃𝐺

𝜋1
(𝑠) ou, quando 𝑃𝐺

𝜋2
(𝑠) = 𝑃𝐺

𝜋1
(𝑠) e 𝐶𝐺

𝜋2
(𝑠) < 𝐶𝐺

𝜋1
(𝑠). Assim, a

política ótima 𝜋∗ é a de maior preferência segundo ≺, ou seja:

𝜋∗ = argmax
≺𝜋

𝐽∞𝑠0 (𝜋) = argmax
≺𝜋

(𝑃𝐺
𝜋 (𝑠),𝐶𝐺

𝜋 (𝑠)) , (3.4)

onde max≺𝜋 é o operador de maximização segundo a relação de ordem ≺. O cálculo de 𝜋∗ também
pode ser definido em dois passos consecutivos:

Passo 1: Πmaxprob = {𝜋′⋃︀𝜋′ = argmax
𝜋

𝑃𝐺
𝜋 (𝑠) , (3.5)

Passo 2: 𝜋∗ = argmin
𝜋∈Πmaxprob

𝐶𝐺
𝜋 (𝑠). (3.6)

Um exemplo de problema com penalidade infinita por não alcançar a meta é o problema do
limpador de janelas de um arranha-céus. O limpador pode decidir entre trabalhar com diferentes
equipamentos de segurança envolvendo diferentes custos e, em caso de queda, existe alta probabili-
dade de morte. Naturalmente, não é possível definir um valor finito para 𝐷 nesse problema. Assim,
espera-se que a pessoa maximize sua probabilidade de alcançar a meta optando por utilizar um
dos equipamentos de segurança mais confiáveis (com menor probabilidade de falha) e, entre esses
equipamentos, o equipamento de menor custo.
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Definição 14 (ssp mdp com Becos-sem-saída Inevitáveis (ssp mdp with Unavoida-
ble Dead Ends – sspude mdp)). Um sspude mdp [Kolobov et al., 2012b] é uma tupla ℳ =
∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺,𝐷̃︀ em que 𝑆, 𝐴, 𝑃 , 𝐶, 𝑠0 e 𝐺 são definidos como em um gmdp (Definição 6) e:

• 𝐷 ∈ R+ ∪ {∞} é a penalidade atribuída ao agente quando ele visita um beco-sem-saída.

Se 𝐷 < ∞, então ℳ é um sspude mdp com penalidade finita ( f sspude mdp). A solução ótima
de um f sspude mdp é uma política que minimiza o custo esperado limitado a partir do estado
inicial 𝑠0, isto é 𝜋∗ = argmin

𝜋
𝐽𝐷
𝑠0(𝜋) (Equação 3.2).

Se 𝐷 =∞, então ℳ é um sspude mdp com penalidade infinita ( isspude mdp). A solução ótima
de um isspude mdp é uma política 𝜋∗ = argmin

𝜋∈Πmaxprob

𝐶𝐺
𝜋 (𝑠) , conforme as equações 3.5 e 3.6. △

A Figura 3.5 mostra exemplos de sspude mdps. Cada um desses problemas possui três políticas:
𝜋0 = {𝑠0 ∶ 𝑎0}, 𝜋1 = {𝑠0 ∶ 𝑎1, 𝑑1 ∶ 𝑎0} e 𝜋2 = {𝑠0 ∶ 𝑎2, 𝑑2 ∶ 𝑎0} (exceto o primeiro que só tem as políticas
𝜋0 e 𝜋1). Nota-se que em nenhum destes problemas existe uma política 𝑠0-própria, portanto, espera-
se que o agente opte por aplicar uma ação que possa levá-lo para a meta, assumindo o menor risco de
cair nos becos-sem-saída 𝑑1 e 𝑑2. Analisando cada problema pelo critério do isspude mdp (Equação
3.3) percebemos que:

• Na Figura 3.5(a) o agente deve optar pela ação 𝑎1 em 𝑠0 com uma chance de 90% de alcançar
o estado meta 𝑠𝑔, ao invés da ação 𝑎0 que nunca leva o agente para a meta.

• Na Figura 3.5(b) há duas políticas que podem levar o agente para o estado meta 𝑠𝑔, e ele deve
optar pela ação 𝑎2 em 𝑠0, que o leva para a meta 90% das vezes, ao invés da ação 𝑎1, que só
o levaria para a meta 20% das vezes.

• Na Figura 3.5(c), as duas políticas 𝜋1 e 𝜋2 têm a mesma probabilidade de alcançar o estado
meta 𝑠𝑔, e o agente deve optar pela política 𝜋2 que tem um menor custo esperado dos históricos
que alcançam a meta.

(a) (b) (c)

Figura 3.5: Exemplos de sspude mdps em que: (a) apenas uma ação leva ao estado meta; (b)
ações distintas podem levar ao estado meta com probabilidade diferentes. (c) ações distintas
levam ao estado meta com a mesma probabilidade, mas com custos diferentes.

Proposição 4. isspude mdp é uma generalização do sspade mdp (Definição 13)[Kolobov et al.,
2012b].

Demonstração. Queremos demonstrar que ao aplicarmos o critério de otimização dos isspude mdps
(Equação 3.3) em um sspade mdp, este devolve a política ótima do sspade mdp (Equação 3.1).
Dado um isspude mdp ℳ, se ℳ possuir políticas 𝑠0-próprias, estas serão as políticas de maior
preferência, uma vez que 𝑃𝐺

𝜋 (𝑠0) = 1. Em seguida, min𝜋 𝐶
𝐺
𝜋 (𝑠0) é usado como critério de desempate

entre as políticas 𝑠0-próprias. Assim, ao resolvermos um sspade mdpℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ como
um isspude mdpℳ′ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺,∞̃︀ obtemos uma política ótima paraℳ.
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Figura 3.6: Relação entre sspade mdps e isspude mdps.

Pela Proposição 4 observamos que o critério de otimização dos isspude mdps é capaz de encon-
trar a política ótima para sspade mdps. O diagrama da Figura 3.6 mostra essa relação, incluindo
também a relação entre sspade mdps e ssp mdps conforme a Figura 3.3.

Proposição 5. A classe de f sspude mdps é igual à classe de ssp mdps [Kolobov et al., 2012b].

Demonstração. Ida: Dado um f sspude mdps ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺,𝐷̃︀ podemos criar um gmdp
ℳ′ = ∐︀𝑆,𝐴′, 𝑃,𝐶, 𝑠0,𝐺̃︀, em que 𝐴′ = 𝐴 ∪ 𝑎′, sendo 𝑎′ uma nova ação, com custo 𝐷 e aplicável em
todo estado 𝑠 ⇑∈ 𝐺, que leva para um estado de 𝐺. A política ótima de ℳ′ segundo o critério de
otimização do ssp mdp é igual a política ótima deℳ.
Volta: Dado um ssp mdpℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀, criamos um f sspude mdpℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺,𝐷̃︀,
sendo 𝐷 =max𝑠∈𝑆 𝑉

∗(𝑠). A política ótima deℳ′ é igual a política ótima deℳ.

Teichteil-Königsbuch [2012] propôs o problema de caminho estocástico mínimo mais seguro
(Stochastic Safest Shortest Path – s3p mdp), definindo um modelo para planejamento probabilístico
com becos-sem-saída cujo critério de otimização, segundo Kolobov [2013, p. 215], é análogo ao do
isspude mdp.

3.1.2.3 Algoritmos para sspude mdps

Para resolver f sspude mdp, Kolobov et al. [2012b] modificam o algoritmo vi com uma atuali-
zação que limita o valor esperado, isto é:

𝑉 𝑡(𝑠)←min ⌊︀𝐷, min
𝑎∈𝐴(𝑠)

{𝐶(𝑠, 𝑎) + ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑉 𝑡−1(𝑠′)(︀}︀ , (3.7)

com 𝑉 0(𝑠) = 0 se 𝑠 ∈ 𝐺. É possível mostrar que a Equação 3.7 converge para 𝑉 ∗(𝑠) = 𝐽𝐷
𝑠 (𝜋∗) onde

𝜋∗ é a política ótima do f sspude mdp (Definição 14), considerando uma função custo positiva2.
Para resolver isspude mdps, Kolobov et al. [2012b] e Teichteil-Königsbuch [2012] propuseram

um método que computa a política ótima 𝜋∗ segundo as Equações 3.5 e 3.6: o primeiro passo
implementa o algoritmo vi desconsiderando o custo das ações e o segundo passo também implementa
o algoritmo vi, mas só considera as políticas de Πmaxprob. O Apêndice A descreve esse algoritmo
com mais detalhes.

Uma característica interessante desses modelos é que, caso a função custo seja positiva, a po-
lítica ótima de um isspude mdp ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺,∞̃︀ é equivalente à política ótima de um
f sspude mdp correspondente, isto é, um f sspude mdp ℳ′ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺,𝐷̃︀, com um valor
de penalidade 𝐷 suficientemente grande. Kolobov et al. [2012b] provaram que, dado um isspude
mdpℳ, existe um valor 𝐷𝑙𝑖𝑚𝑖𝑡𝑒 a partir do qual, a política ótima do f sspude mdp correspondente
com 𝐷 > 𝐷𝑙𝑖𝑚𝑖𝑡𝑒 é a política ótima do isspude mdp ℳ. Nos experimentos realizados no Capítulo
7, usaremos essa ideia para resolver isspude mdps

2Apesar de Kolobov et al. [2012b] não fazerem essa suposição, é fácil perceber que o algoritmo não converge caso
haja um ciclo com custo negativo
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3.2 Outras classes de gmdps

Na seção anterior foram apresentadas extensões do ssp mdp que permitem a existência de
becos-sem-saída. No entanto, existem outros modelos que também podem tratar esse tipo de pro-
blema. A seguir, analisamos alguns deles e as principais diferenças para os modelos apresentados
anteriormente.

3.2.1 gmdp com desconto

Conforme vimos na Seção 2.1.1, num mdp de horizonte infinito, uma forma de evitar que o valor
de um estado seja infinito, é utilizar um custo esperado descontado a partir do estado inicial 𝐽𝑠0(𝜋)
(Equação 2.8). Com isso, Teichteil-Königsbuch et al. [2011] definiram uma nova classe de gmdps
que utiliza esse critério para lidar com becos-sem-saída e não faz nenhuma suposição. Chamamos
esse modelo de gmdp com desconto.

Definição 15 (gmdp com desconto). Um gmdp com desconto é uma tuplaℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺, 𝛾̃︀
em que 𝑆, 𝐴, 𝑇 , 𝐶, 𝑠0 e 𝐺 são definidos como em um gmdp (Definição 6) e:

• 0 < 𝛾 < 1 é o fator de desconto que pondera entre custo imediato e futuro. △

A política ótima de um gmdp com desconto minimiza o custo esperado descontado a partir do
estado inicial 𝑠0:

𝜋∗ = argmin
𝜋

𝐽𝑠0(𝜋).

Para resolver um gmdp com desconto basta utilizar algoritmos de programação dinâmica que
resolvem mdps de horizonte infinito, por exemplo o algoritmo vi (Equação 2.9) (Note que para
resolver ssp mdps não descontamos os custos futuros, 𝛾 = 1, enquanto para resolver gmdps com
desconto os custos futuros são sempre descontados, 𝛾 < 1).

Note que algoritmos de programação dinâmica descontada também podem encontrar a solução
ótima de gmdps em geral: ssp, sspade e sspude mdps, dado um valor de 𝛾 adequado (considerando
a função custo positiva). No entanto, encontrar o 𝛾 adequado é um problema complexo. No Apêndice
B demonstramos, para um dado ssp mdp, como a distância para a meta pode tornar políticas
próprias e impróprias indistinguíveis, usando o critério de custo esperado descontado dos gmdps
com desconto.

3.2.2 ssp mdp generalizado – gssp

O sspade mdp, bem como sua subclasse ssp mdp, assumem que 𝐽𝑠0(𝜋) =∞ para toda política 𝜋
que não é 𝑠0-própria. Porém, essa suposição ainda pode ser relaxada. Kolobov et al. [2011] definiram
o ssp mdp Generalizado (Generalized ssp mdp – gssp mdp) que estende o sspade mdp para
problemas que possuem políticas 𝜋 que não são 𝑠0-próprias e 𝐽𝑠0(𝜋) ⇑=∞.

Seja ℎ = ∐︀𝑠0, 𝑠1,⋯̃︀ um histórico infinito obtido seguindo uma política 𝜋. O custo negativo
acumulado desse histórico, denotado por 𝐶−

𝜋 (ℎ), é dado por:

𝐶−
𝜋 (ℎ) =∑

𝑖≥0
min{0,𝐶(𝑠𝑖, 𝜋(𝑠𝑖))}. (3.8)

Seja ℋ𝑠 o conjunto de todos os históricos cujo primeiro estado é 𝑠 ∈ 𝑆. O custo negativo esperado
do estado 𝑠 seguindo uma política 𝜋 é a soma dos custos negativos acumulados dos históricos de
ℋ𝑠 ponderados pela probabilidade de cada histórico, isto é:

𝐶−
𝜋 (𝑠) = ∑

ℎ∈ℋ𝑆

𝐶−
𝜋 (ℎ)𝑃 (ℎ⋃︀𝜋). (3.9)

Definição 16 (ssp mdp Generalizado (Generalized ssp mdp – gssp mdp)). Um gssp mdp
é um gmdp (Definição 6) ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ que faz as seguintes suposições:
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(G1) ∃𝜋 ∶ 𝑃𝐺
𝜋 (𝑠0) = 1, isto é, existe pelo menos uma política 𝑠0-própria; e

(G2) ∀𝜋 ∶ 𝐶−
𝜋 (𝑠0) > −∞, isto é, a soma dos custos negativos gerados por uma política a partir do

estado inicial 𝑠0 é maior que −∞. △
Intuitivamente, a suposição G2 diz que o custo negativo acumulado por uma política 𝜋 a partir

de 𝑠0 é sempre finito. Para esse modelo o critério de otimização das políticas é descrito apenas sobre
as políticas próprias a partir de 𝑠0 e busca minimizar o valor esperado a partir do estado inicial:

𝜋∗ = argmin
𝜋 é 𝑠0-própria

𝐽𝑠0(𝜋). (3.10)

A Figura 3.7 mostra dois exemplos de gmdps para os quais existem três políticas possíveis:
𝜋1 = {𝑠0 ∶ 𝑎0, 𝑠1 ∶ 𝑎3}, 𝜋2 = {𝑠0 ∶ 𝑎0, 𝑠1 ∶ 𝑎2} e 𝜋3 = {𝑠0 ∶ 𝑎1, 𝑠2 ∶ 𝑎2}. Nos dois exemplos 𝑃𝐺

𝜋1
(𝑠0) = 1,

𝜋1 é um política 𝑠0-própria ela satisfaz G1. As demais políticas não são 𝑠0-próprias. Entretanto,
como 𝐶−

𝑠0(𝜋2) = 𝐶
−
𝑠0(𝜋3) > −∞, esses gmdps satisfazem G2. Logo, ambos são gssp mdps. Notamos

assim que gssp mdps permitem a presença de ciclos com custo nulo (por exemplo, os estado 𝑠1 e 𝑠2
aplicando a ação 𝑎2 da Figura 3.7(a)), ou custo esperado finito a partir do estado inicial: 𝐽𝜋2(𝑠0) = 1
(Figura 3.7(a)) e 𝐽𝜋2(𝑠0) = −6 (Figura 3.7(b)).

(a) (b)

Figura 3.7: Exemplos de gssp mdps.

A Figura 3.8 mostra dois exemplos de gmdps que não são gssp mdps. Os dois exemplos possuem
duas políticas: 𝜋1 = {𝑠0 ∶ 𝑎0, 𝑠1 ∶ 𝑎1} e 𝜋2 = {𝑠0 ∶ 𝑎0, 𝑠1 ∶ 𝑎2}. Apesar de ambos os problemas
satisfazerem a suposição G1, pois possuem política própria (𝜋1), eles não satisfazem a suposição
G2, pois 𝐶−

𝑠0(𝜋2) = −∞.

(a) (b)

Figura 3.8: Exemplos de gmdps que não satisfazem as suposições dos gssp mdps.

Ciclos com custo nulo, por exemplo os estado 𝑠1 e 𝑠2 aplicando a ação 𝑎2 da Figura 3.7(a),
têm o mesmo comportamento de um estado meta, esse tipo de ciclo é chamado trap. Algoritmos
de programação dinâmica, como o lrtdp, ao serem aplicados em gmdps com esse tipo de ciclo,
podem obter políticas que optam por ir para esses estados ao invés de ir para um estado meta.
Para que esses algoritmos devolvam uma política 𝑠0-própria (que sempre alcança um estado meta),
é necessário adaptá-los para identificar esses estados e evitá-los.

Uma trap é uma scc 𝐹 = {𝑆𝐹 ,𝐴𝐹 } de um grafo guloso 𝐺𝜋 com as seguintes propriedades:
𝑆𝐹 ⊆ 𝐴𝑙𝑐(𝑠0, 𝜋); 𝑆𝐹 ∩𝐺 = ∅; e ∀(𝑠𝑖, 𝑠𝑗) ∈ 𝐴𝐹 → 𝑠𝑖 e 𝑠𝑗 ∈ 𝑆𝐹 . Isto é, uma trap é uma scc 𝐹 de um
grafo guloso de uma política 𝜋 a partir do estado inicial 𝑠0 que não possui nenhum estado meta, no
qual todos os estados são alcançáveis a partir do estado inicial e todas as arestas levam para algum
estado dentro da componente. Há dois tipos de traps:
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Traps transientes: se considerarmos ações que não fazem parte da trap (ações que não pertencem
ao grafo guloso 𝐺𝜋) é possível alcançar estados fora da trap; e

Traps permanentes: mesmo considerando ações que não fazem parte da trap, não é possível
alcançar estados que não pertencem a essa trap. Assim, mesmo considerando ações que não
fazem parte de 𝜋 não é possível alcançar um estado meta.

O exemplo da Figura 3.7(a) mostra um gmdp que pode ter duas traps, dependendo da política
escolhida: a primeira 𝐹1 = {{𝑠1},{(𝑠1, 𝑠1)}} e a segunda 𝐹2 = {{𝑠2},{(𝑠2, 𝑠2)}}. Nesse exemplo,
𝐹1 é uma trap transiente pois no estado 𝑠1 é possível aplicar a ação 𝑎3 que leva para 𝑠𝑔 que não
pertence a 𝐹1. Por outro lado, 𝐹2 é uma trap permanente, pois não há outras ações que levem para
estados fora dessa trap.

Relacionando traps e becos-sem-saída, observamos que traps permanentes são compostas exclu-
sivamente de becos-sem-saída e que nem todo estado de uma trap transiente é um beco-sem-saída.

Para resolver gssp mdps, [Kolobov et al., 2011] propôs o esquema fret (Find, Revise and
Eliminate Traps). Esse esquema é dividido em duas etapas:

1. Encontrar e revisar: nesta etapa é computada uma função valor ótima 𝑉 ∗ seguindo o esquema
f&r (Seção 2.2), utilizando um algoritmo como o lrtdp;

2. Eliminar traps: nesta etapa são detectadas as traps permanentes e transientes. Para eliminá-
las, altera-se a função valor dos estados das traps permanentes para infinito, e o valor dos
estados das traps transientes é incrementado com o menor custo de sair dessa trap, conside-
rando as ações que não fazem parte da política 𝜋.

Essas duas etapas são repetidas até que nenhuma trap seja encontrada no grafo guloso.

Relação entre gssps e outros modelos.

• A suposição G1 dos gssp mdps diz que gssp mdps tratam somente problemas com becos-
sem-saída evitáveis, logo os gssp mdps não lidam com sspude mdps.

• Os sspude mdps também tratam problemas com becos-sem-saída evitáveis, incluindo tanto
problemas com traps permanentes quanto problemas com traps transientes, pois esse modelo
primeiramente maximiza a probabilidade de alcançar um estado meta, ignorando ações que
possam gerar uma trap.

• sspade mdps não tratam problemas com ciclos de custo nulo, logo, incluem apenas gmdps
com traps permanentes nas quais todos os estados possuem um custo esperado infinito.

• Nem todo ssp mdp satisfaz as suposições do gssp mdp, a Figura 3.8(b) mostra um gmdp
que satisfaz as suposições do ssp mdp, mas não satisfaz a suposição G2, pois 𝐶−

𝑠0(𝜋2) = −∞.

• Note que em um ssp mdp, cuja função custo é positiva (𝐶 → R+), o custo acumulado negativo
(Equação 3.8) de todos os históricos é sempre 0, o que garante que a suposição G2 seja
satisfeita. Além disso, como um ssp mdp tem uma política própria (suposição S1), ele também
tem uma política 𝑠0-própria (suposição G1). Portanto, todo ssp mdp com uma função custo
positiva é também um gssp mdp [Kolobov, 2013].

3.2.3 Maximização de probabilidade (maxprob)

Outra forma de lidar com gmdps é considerar apenas a probabilidade de alcançar um estado
meta. O mdp de Probabilidade Máxima (Maximum Probability mdp – maxprob mdp) procura por
uma política que maximiza a probabilidade de alcançar um estado meta (Equação 2.10) a partir do
estado inicial 𝑠0:

𝜋∗ = argmax
𝜋

𝑃𝐺
𝜋 (𝑠0). (3.11)
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Assim, esse critério pode lidar com problemas que possuem becos-sem-saída.
Recentemente, o maxprob mdp tem recebido muita atenção [Camacho et al., 2016; Kolobov et al.,

2011; Steinmetz et al., 2016]. Uma forma de resolver esse problema é adaptar algoritmos de pro-
gramação dinâmica para computar max𝜋 𝑃

𝐺
𝜋 (𝑠0). Kolobov et al. [2011] mostraram que é possível

reduzir um maxprob mdp ℳ para um gssp mdp ℳ′, sendo que a política ótima de ℳ′ é igual
a política ótima de ℳ. Steinmetz et al. [2016] propuseram adaptações eficientes para algoritmos
de programação dinâmica assíncronos como lrtdp e ilao* (que seguem o esquema fret) para
resolver esse problema computando a função max𝜋 𝑃

𝐺 e em seguida extraindo a política ótima.
Apesar dessa classe de problemas possuir uma interseção com os ssp mdps, ela só resolve

ssp mdps em que todas as políticas próprias têm o mesmo custo esperado. Como o critério do
maxprob mdp não distingue duas políticas que possuem a mesma probabilidade de alcançar um
estado meta, esse modelo não resolve todos os ssp mdps.

Encontrar todas as políticas que maximizam a probabilidade de alcançar um estado meta é
um subproblema de outros modelos, tanto dos que assumem a existência de uma política própria,
como o ssp mdp, o sspade mdp e o gssp mdp, quanto dos que não assumem, como o isspude
mdp. Assim, uma possibilidade para resolver esses problemas seria identificar todas as políticas que
maximizam a probabilidade de alcançar um estado meta e restringir a solução desses problemas
para esse subconjunto de políticas. Como mostramos anteriormente, os critérios de otimização
do f sspude mdp e do gmdp com desconto podem optar por uma política que não maximiza a
probabilidade de alcançar um estado meta, logo, o maxprob mdp não é um subproblema desses
modelos.

3.3 Discussão

Neste capítulo observamos que os modelos para planejamento probabilístico orientados à meta
que lidam com becos-sem-saída podem ser divididos em três categorias: (i) modelos que utilizam
dois critérios de otimização ordenados; (ii) modelos que ignoram o custo das ações; e (iii) modelos
que garantem que o custo esperado é limitado utilizando um hiper-parâmetro (𝐷 e 𝛾).

A primeira categoria utiliza dois critérios de avaliação de política ordenados: maximizar a pro-
babilidade de alcançar um estado meta e minimizar o custo esperado dos históricos que alcançam
a meta, representada pelo modelo isspude mdp. Esses critérios representam a postura de um
agente que coloca em primeiro plano o objetivo de alcançar um estado meta, colocando em segundo
plano o custo esperado. Os algoritmos propostos para esses modelos envolvem a aproximação de
duas funções separadas, o que pode ser um processo computacionalmente custoso [Kolobov et al.,
2012b].

A segunda categoria, representada pelo maxprob mdp, também se preocupa em alcançar um
estado meta. No entanto, esse modelo ignora os custos. Em geral, esse modelo se aplica quando
alcançar a meta é a prioridade, independentemente do custo.

A terceira categoria lida com critérios de otimização baseados em hiper-parâmetros predetermi-
nados (𝐷 e 𝛾), representado pelos modelos f sspude mdp e gmdp com desconto. Nesses modelos,
a política ótima é definida por uma única função valor, logo só é necessário computar uma fun-
ção valor ótima. No entanto, conforme vimos nesse capítulo, esses parâmetros não garantem que
a política ótima seja aquela que maximiza a probabilidade de alcançar um estado meta. Isto é, se
os parâmetros não forem bem definidos, a política devolvida não tem garantia de otimalidade. Por
exemplo, se 𝐷 = 0, é possível que um beco-sem-saída passe a ser mais atrativo para o agente do
que um estado meta, nesse caso a política que minimiza 𝐽𝐷

𝜋 (𝑠0) não seria a que tem maior proba-
bilidade de alcançar um estado meta. No caso dos gmdps com desconto, se 𝛾 for muito próximo de
zero, o agente não saberá distinguir entre políticas próprias e impróprias, nesse caso, assim como no
exemplo anterior, a política que minimiza 𝐽𝜋(𝑠0) pode não ser a de maior probabilidade de alcançar
um estado meta.

Kolobov et al. [2012b] demonstraram que é possível resolver um isspude mdp como um f sspude
mdp com uma penalidade adequada (𝐷 ≥ 𝐷𝑡ℎ𝑟𝑒𝑠). De um lado, a eficiência dessa abordagem de-
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pende do valor de 𝐷, isto é, se utilizarmos um valor muito alto o algoritmo pode tomar muito
tempo, fazendo muitas atualizações em um beco-sem-saída. Por outro lado, se utilizarmos um valor
de 𝐷 muito baixo esse algoritmo pode devolver uma política diferente da ótima. Assim, para evitar
a necessidade de que um projetista escolha um bom valor para esses parâmetros, pode-se utilizar
parâmetros extremos (𝐷 muito alto, ou 𝛾 muito próximo de um) e utilizar métodos para detecção
de becos-sem-saída, que permitam que o valor de becos-sem-saída seja inicializado com o valor
𝐷, evitando a necessidade de fazer muitas atualizações nesses estados, conforme propomos nesse
trabalho de mestrado.

Em geral, todos os algoritmos que lidam com becos-sem-saída podem, de alguma forma, ser
beneficiados por um detector de becos-sem-saída. Por exemplo, os algoritmos que computam a
probabilidade máxima de alcançar um estado meta poderiam ignorar becos-sem-saída. O próprio
maxprob mdp poderia ser utilizado para detectar becos-sem-saída (Definição 12). Isto é, basta
verificar quais estados tem probabilidade máxima igual a zero de alcançar uma meta.

No próximo capítulo, apresentamos heurística para planejamento e mostramos como elas podem
ser utilizadas para detectar certos tipos de becos-sem-saída. No Capítulo 5 apresentamos uma
caraterização formal de alguns dos modelos vistos neste capítulo, e, no Capítulo 6 mostramos como
essa caracterização pode ser adaptada para criar um método capaz de detectar todos os becos-sem-
saída de um problema de forma eficiente, e como este método pode ser utilizado por um planejador.



Capítulo 4

Heurísticas baseadas em modelos

Na Seção 2.2, vimos que heurísticas são utilizadas em soluções de planejamento probabilís-
tico para inicializar a função valor dos estados, o que pode reduzir a quantidade de atualizações
necessária para a convergência dos algoritmos de programação dinâmica.

Uma heurística é uma função ℎ ∶ 𝑆 → R que estima o menor custo, ou a menor distância
(considerando custos unitários), para alcançar um estado meta 𝑠′ ∈ 𝐺 a partir de um estado 𝑠 ∈ 𝑆.
Heurísticas são usadas por algoritmos de busca para definir quais estados serão explorados primeiro.

Nos últimos anos pudemos observar um grande avanço na área de planejamento automatizado
devido às diversas melhorias nas heurísticas usadas pelos algoritmos de busca dos planejadores
determinísticos. Certas heurísticas permitem que algoritmos visitem um número menor de estados
durante a busca, sem perderem a garantia de que o problema seja resolvido de forma ótima. Heu-
rísticas também podem ser utilizadas para resolver problemas muito grandes de forma sub-ótima.

Uma heurística pode ser computada a partir de uma versão simplificada do problema, em que
algumas características do problema original são relaxadas. Por exemplo, para estimar a menor rota
entre dois pontos de um mapa podemos usar a distância euclidiana entre esses pontos, ignorando
as restrições que as estradas impõem sobre as possíveis rotas.

Uma heurística ℎ é dita admissível se ela não superestima o custo ótimo de nenhum estado, isto
é, ∀𝑠 ∈ 𝑆 ∶ ℎ(𝑠) ≤ ℎ∗(𝑠), sendo ℎ∗(𝑠) o menor custo para alcançar a meta a partir do estado 𝑠. Por
exemplo, a distância euclidiana é uma heurística admissível para o problema de encontrar a menor
rota entre duas cidades. Dizemos que a heurística ℎ(𝑠) é mais informativa que outra heurística
ℎ′(𝑠) se ℎ(𝑠) se aproxima mais de ℎ∗(𝑠) do que ℎ′(𝑠). Em geral, algoritmos de busca heurística,
como A*, têm garantia de encontrar uma solução ótima se a heurística utilizada for admissível,
no entanto, heurísticas admissíveis podem ser pouco informativas. Abrindo mão de garantias de
otimalidade, a busca pode ser mais eficiente com o uso de heurísticas não admissíveis porém mais
informativas [Russell e Norvig, 2010].

As heurísticas podem ser projetadas de duas formas: considerando informações específicas do
problema, ou, utilizando informações específicas da linguagem em que os problemas são descritos.
Portanto, dividimos as heurísticas segundo o tipo de conhecimento do domínio utilizado da seguinte
forma:

Heurísticas dependentes de domínio: utilizam informações específicas do problema para es-
timar a distância de um dado estado 𝑠 para um estado meta. Geralmente, uma heurística
dependente de domínio só é aplicável nos problemas do domínio para o qual ela foi desenvol-
vida.

Heurísticas independentes de domínio: utilizam informações da linguagem de descrição do
problema, por exemplo, a linguagem de ações definida na Seção 2.4 (Capítulo 2), e podem ser
aplicadas em diferentes tipos de problema descritos nessa linguagem [Bonet e Geffner, 2001].

Uma forma de definir heurísticas para planejamento probabilístico é estimar o custo para atingir
um estado meta em uma versão relaxada determinística do problema [Bonet e Geffner, 2005]. Isto
é, dado um problema de planejamento probabilístico 𝒫𝑝𝑟𝑜𝑏

𝑖 e sua versão determinizada 𝒫𝑑𝑒𝑡
𝑖 , uma

35



36 HEURÍSTICAS BASEADAS EM MODELOS 4.1

estimava do custo esperado de um estado 𝑠 é dada pelo custo de levar o agente do estado 𝑠 para
um estado meta em 𝒫𝑑𝑒𝑡

𝑖 . Em geral, para computar o custo no problema relaxado são utilizadas
heurísticas de planejamento clássico.

Seja 𝒫𝑝𝑟𝑜𝑏
𝑖 = ∐︀P,A, 𝑠0,G̃︀ um problema de planejamento probabilístico (Seção 2.4) e 𝒫𝑑𝑒𝑡

𝑖 =
∐︀P,A′, 𝑠0,G̃︀ a versão relaxada determinística de 𝒫𝑝𝑟𝑜𝑏

𝑖 . O conjunto de ações determinísticas A′

pode ser definido de duas formas [Yoon et al., 2007] (há outras formas de determinizar o conjunto
de ações, conforme veremos na Seção 4.2.2):

Determinização parcial: para cada ação probabilística cria-se uma ação determinística. Dada
uma ação probabilística 𝑎𝑖 ∈ A, em que 𝑎𝑖 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑, (︀𝑝1 ∶ (𝐴𝑑𝑑1,𝐷𝑒𝑙1),⋯, 𝑝𝑛 ∶ (𝐴𝑑𝑑𝑛,𝐷𝑒𝑙𝑛)⌋︀̃︀,
sua versão determinizada é dada por 𝑑𝑒𝑡(𝑎1) = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑𝑗 ,𝐷𝑒𝑙𝑗̃︀ sendo que (𝐴𝑑𝑑𝑗 ,𝐷𝑒𝑙𝑗)
é o efeito mais provável da ação 𝑎𝑖. Assim, A′ = {𝑎′𝑖⋃︀𝑎′𝑖 = 𝑑𝑒𝑡(𝑎𝑖),∀𝑎𝑖 ∈ A}.

Determinização total: considera todos os efeitos de uma ação, criando uma ação diferente para
cada efeito probabilístico. Dada uma ação probabilística 𝑎𝑖 ∈ A, em que 𝑎𝑖 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑, (︀𝑝1 ∶
(𝐴𝑑𝑑1,𝐷𝑒𝑙1),⋯, 𝑝𝑛 ∶ (𝐴𝑑𝑑𝑛,𝐷𝑒𝑙𝑛)⌋︀̃︀, a determinização total de 𝑎𝑖 cria um conjunto de ações
determinísticas 𝑑𝑒𝑡(𝑎′𝑖) = {𝑎𝑖𝑗 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑𝑗 ,𝐷𝑒𝑙𝑗̃︀⋃︀1 ≤ 𝑗 ≤ 𝑛}. Assim, o conjunto de ações
relaxadas de A é dado por A′ = ⋃𝑑𝑒𝑡(𝑎𝑖),∀𝑎𝑖 ∈ A.

(a) (b) (c)

Figura 4.1: Exemplos de determinização. (a) gmdp ℳ(𝒫𝑝𝑟𝑜𝑏
𝑖 ); (b) determinização parcial

ℳ(𝒫𝑑𝑒𝑡−𝑝
𝑖 ) (escolhendo apenas efeitos mais prováveis); e (c) determinização totalℳ(𝒫𝑑𝑒𝑡−𝑡

𝑖 ).
(Linhas escuras indicam ações que foram relaxadas.)

A Figura 4.1(a) mostra um gmdpℳ(𝒫𝑝𝑟𝑜𝑏
𝑖 ) = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀.ℳ(𝒫𝑑𝑒𝑡−𝑝

𝑖 ) = ∐︀𝑆,𝐴′, 𝑇 ′,𝐶 ′, 𝑠0,𝐺̃︀
(Figura 4.1(b)) foi gerado pela determinização parcial deℳ(𝒫)𝑝𝑟𝑜𝑏𝑖 obtendo um problema de plane-
jamento determinístico, criando uma ação determinística para a ação 𝑎0 que leva o agente do estado
𝑠0 para o estado 𝑠1, ignorando o efeito que o levaria para 𝑠2. Note que a determinização parcial
pode criar novos becos-sem-saída, por exemplo, o estado 𝑠2 tornou-se um beco-sem-saída ao descar-
tarmos o efeito que tinha probabilidade 0.3 de alcançar o estado meta 𝑠𝑔. A Figura 4.1(c) mostra a
determinização total de ℳ(𝒫𝑝𝑟𝑜𝑏

𝑖 ), ℳ(𝒫𝑑𝑒𝑡−𝑡
𝑖 ) = ∐︀𝑆,𝐴′′, 𝑇 ′′,𝐶 ′′, 𝑠0,𝐺̃︀, em que foram criadas duas

ações determinísticas para 𝑎0: a ação 𝑎01 e a ação 𝑎02.

Proposição 6. Seja ℳ(𝒫𝑝𝑟𝑜𝑏
𝑖 ) = ∐︀𝑆,𝐴,𝑃,𝐶,𝐺, 𝑠0̃︀ um gmdp, e ℳ(𝒫𝑑𝑒𝑡−𝑡

𝑖 ) = ∐︀𝑆,𝐴′, 𝑇 ′,𝐶 ′, 𝑠0,𝐺̃︀,
a determinização total de ℳ(𝒫𝑝𝑟𝑜𝑏

𝑖 ). O estado 𝑠 ∈ 𝑆 é um beco-sem-saída em ℳ(𝒫𝑝𝑟𝑜𝑏
𝑖 ), se e

somente se, 𝑠 é um beco-sem-saída em ℳ(𝒫𝑑𝑒𝑡−𝑡
𝑖 ).

A Proposição 6 mostra que podemos usar a versão determinizada total de um problema de
planejamento probabilístico para identificar becos-sem-saída. A seguir, apresentamos uma descri-
ção de algumas das heurísticas criadas para planejamento determinístico que também são uti-
lizadas em planejamento probabilístico para inicializar a função valor e recochecer becos-sem-
saída. Em seguida, apresentamos algumas heurísticas especificamente projetadas para planejamento
probabilístico [Bonet e Geffner, 2005; Keyder e Geffner, 2008]. Finalmente, descrevemos heurísti-
cas propostas recentemente [Bäckström et al., 2013; Hoffmann et al., 2014; Kolobov et al., 2010;
Lipovetzky et al., 2016; Steinmetz et al., 2016], especialmente projetadas para detecção de becos-
sem-saída.
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4.1 Heurísticas para planejamento determinístico

Como vimos na introdução desse capítulo, heurísticas podem ser computadas em uma versão
relaxada do problema, sendo que, cada versão relaxada explora uma característica específica do
problema. Heurísticas para planejamento determinístico também relaxam o problema de várias
formas, porém, com base na linguagem de descrição de ações (Seção 2.4). Por exemplo, dado um
problema de planejamento determinístico 𝒫𝑑𝑒𝑡 = ∐︀P,A, 𝑠0,G̃︀ (Definição 8) uma relaxação comum
é feita ignorando os efeitos negativos das ações, obtendo assim, um problema 𝒫+ = ∐︀P,A+, 𝑠0,G̃︀
em que, A+ = {∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑,∅̃︀⋃︀∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑,𝐷𝑒𝑙̃︀ ∈ A}. Nesse caso, assumimos que, se uma
proposição se torna verdadeira, esta permanecerá verdadeira até o fim da execução do plano, uma
vez que nenhuma ação poderá negá-la. Isso garante que, caso uma solução para 𝒫𝑑𝑒𝑡 exista, ela
será encontrada em no máximo ⋃︀A+⋃︀ passos na versão relaxada 𝒫+. Há outras formas de relaxar
um problema de planejamento, por exemplo, podemos considerar apenas o custo de alcançar um
subconjunto de proposições, ou podemos ignorar o custo de certas proposições.

4.1.1 Heurísticas ℎ𝑎𝑑𝑑 e ℎ𝑚𝑎𝑥

As heurísticas propostas pelo planejador de busca heurística hsp (Heuristic Search Planner)
[Bonet e Geffner, 2001], são computadas a partir da versão relaxada de um problema que ignora os
efeitos negativos das ações, 𝒫+ = ∐︀P,A+, 𝑠0,G̃︀. Essas heurísticas estimam o custo para tornar um
conjunto de proposições Δ ⊆ P verdadeiras partindo de um estado 𝑠 ∈ 𝑆, em função do custo de se
alcançar cada proposição 𝑝 ∈ Δ de maneira independente. O conjunto Δ pode representar a meta
ou a precondição de uma ação.

O custo de tornar uma proposição 𝑝 ∈ P verdadeira a partir do estado 𝑠, denotado por 𝑐𝑠(𝑝), é
definido recursivamente como:

𝑐𝑠(𝑝) =
)︀⌉︀⌉︀⌉︀⌋︀⌉︀⌉︀⌉︀]︀

0 se 𝑝 ∈ 𝑠,
∞ se ∀𝑎 ∈ A+ ∶ 𝑝 ⇑∈ 𝐴𝑑𝑑(𝑎),
min𝑎∈A+⋃︀𝑝∈𝐴𝑑𝑑(𝑎)𝐶(𝑎) + 𝑐𝑠(𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎)) se ∃𝑎 ∈ A+ ∶ 𝑝 ∈ 𝐴𝑑𝑑(𝑎).

Um método para calcular 𝑐𝑠(𝑝) é o encadeamento para frente (forward chaining). Sendo o valor
inicial de 𝑐𝑠(𝑝) zero, se 𝑝 ∈ 𝑠, e infinito, caso contrário, 𝑐𝑠(𝑝) é atualizado considerando todas as
ações que adicionam 𝑝 da seguinte forma:

𝑐𝑠(𝑝)←min (︀𝑐𝑠(𝑝),𝐶(𝑎) + 𝑐𝑠(𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎))⌋︀ .

Isto é, para uma dada ação 𝑎, 𝑐𝑠(𝑝) é atualizado com o mínimo entre o seu valor atual e a soma
do custo da ação 𝑎, 𝐶(𝑎), com o custo de alcançar as precondições de 𝑎 a partir do estado 𝑠,
(𝑐(𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎))). Observamos que essa atualização depende da computação do custo de um con-
junto de átomos Δ = 𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎) ⊆ P. Há duas formas de fazer esse cálculo e cada uma cria uma
heurística diferente.

Podemos computar o custo para alcançar um conjunto de átomos Δ ⊆ P utilizando a soma entre
os custos de cada átomo 𝑝 ∈Δ, isto é:

𝑐𝑠(Δ) = ∑
𝑝∈Δ

𝑐𝑠(𝑝).

Nesse caso, obtemos a heurística ℎ𝑎𝑑𝑑(𝑠) = 𝑐𝑠(G) = ∑𝑝∈G 𝑐𝑠(𝑝).
Também podemos computar o custo de se alcançar o conjunto de átomos Δ ⊆ P considerando o

valor máximo dos custos de se alcançar cada átomo 𝑝 ∈Δ, isto é:

𝑐𝑠(Δ) =max
𝑝∈Δ

𝑐𝑠(𝑝).

Nesse caso, obtemos a heurística ℎ𝑚𝑎𝑥(𝑠) = 𝑐𝑠(G) =max𝑝∈G 𝑐𝑠(𝑝).
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Note que a heurística ℎ𝑎𝑑𝑑 é muito pessimista por considerar que cada átomo será alcançado por
planos independentes, tornando-se uma heurística não admissível [Bylander, 1994]. Por exemplo,
considere um problema com uma ação 𝑎1 = ∐︀{𝑝},{𝑞, 𝑟},∅̃︀ com custo unitário, cujo estado inicial
é 𝑠0 = {𝑝} e a meta é G = {𝑝, 𝑞, 𝑟}. Nesse problema ℎ∗(𝑠0) = 1, já que só é necessário aplicar a
ação 𝑎1 uma vez para adicionar as duas submetas 𝑞 e 𝑟. Nesse exemplo, temos ℎ𝑎𝑑𝑑(𝑠0) = 𝑐𝑠0(G) =
𝑐𝑠(𝑝) + 𝑐𝑠(𝑞) + 𝑐𝑠(𝑟) = 0 + 1 + 1 = 2. Observamos que a heurística ℎ𝑎𝑑𝑑 não leva em conta que ao
adicionar uma das submetas a outra também pode ser adicionada indiretamente e, portanto, ela
computa um custo maior que o necessário, o que a torna não admissível.

A heurística ℎ𝑚𝑎𝑥 é admissível, no entanto, é uma heurística pouco informativa por ser muito
otimista. Observe que essa heurística assume que ao adicionar o átomo mais caro do conjunto de
submetas Δ ⊆ P, os outros átomos também são adicionados indiretamente. Isto é, ℎ𝑚𝑎𝑥 assume que
o custo para atingir um conjunto de proposições é dado apenas pelo custo da proposição mais cara,
desprezando o custo das demais proposições.

4.1.2 Heurística ℎ𝐹𝐹

A heurística ℎ𝐹𝐹 é usada pelo planejador clássico ff (Fast Forward) [Hoffmann, 2001]. Assim
como as heurísticas do hsp, essa heurística também é computada a partir de um versão relaxada
do problema 𝒫+, que desconsidera o conjunto de efeitos negativos das ações. Porém, a heurística
ℎ𝐹𝐹 não assume a independência total das proposições, sendo capaz de reconhecer quando uma
ação pode adicionar mais de uma proposição. O seu cálculo é baseado no planejador determinístico
GraphPlan [Blum e Furst, 1997], descrito brevemente a seguir.

Graphplan. O Graphplan [Blum e Furst, 1997] se divide em duas fases. Na primeira, é construído
um grafo de planejamento e na segunda, o grafo é usado para a extração de um plano solução,
se existir um. A construção do grafo de planejamento é feita intercalando camadas de literais
(proposições atômicas positivas e negativas) e de ações: a primeira camada contém todos os literais
do estado inicial 𝑠0; a segunda camada contém todas as ações aplicáveis em 𝑠0 sendo que cada ação
é ligada aos literais da sua precondição na camada anterior; em seguida, uma nova camada é criada
contendo todos os literais da primeira camada mais os literais dos efeitos das ações da camada
anterior, adicionando-se as ligações entre ações e seus respectivos efeitos. Em cada camada, ações
em conflito (que não poderiam ser executadas em nenhuma ordem total sem que uma interaja com
a outra) são marcadas como mutex (mutual exclusion). Literais de uma mesma camada também
podem ser marcados como mutexes. O grafo é expandido até atingir uma camada em que todos
os literais da meta (G) sejam verdadeiros sem marcação de mutex, ou até que duas camadas de
literais se repitam (ponto fixo), caso em que não existe uma solução. Finalmente, na segunda fase do
GraphPlan, um plano solução é extraído fazendo-se uma busca regressiva a partir da última camada
do grafo, escolhendo-se uma ação para cada literal (ou conjunto de literais) em G e em 𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎),
que não estejam em mutex. Como exemplo de mutex entre ações de uma mesma camada, considere
uma ação 𝑎1 com precondição 𝑝 e outra ação 𝑎2 com efeito negativo ¬𝑝, isto é, 𝑝 ∈ 𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎1) e
𝑝 ∈ 𝐷𝑒𝑙(𝑎2). Ao se selecionar as ações 𝑎1 e 𝑎2 em um plano, elas conflitam entre si. Um exemplo
trivial de mutex entre literais de mesma camada é 𝑝 e ¬𝑝; ou dois literais 𝑝 e 𝑞 que só poderiam ser
verdadeiros escolhendo-se duas ações da camada anterior que estão em mutex.

A heurística ℎ𝐹𝐹 [Hoffmann, 2001] constrói um grafo de planejamento relaxado a partir de um
estado, ignorando os efeitos negativos das ações e devolve como estimativa o custo do plano extraído
desse grafo. Se, durante a construção do grafo, a meta não for alcançada, a heurística retorna o
valor infinito.

Formalmente, seja 𝒫𝑑𝑒𝑡 = ∐︀P,A,𝐶, 𝑠0,G̃︀ um problema de planejamento determinístico eℳ(𝒫𝑑𝑒𝑡) =
∐︀𝑆,𝐴,𝑇,𝐶, 𝑠0,𝐺̃︀ o respectivo modelo de estados. Dado um estado 𝑠 ∈ 𝑆, temos que o valor de ℎ𝐹𝐹 (𝑠)
é o tamanho do plano solução (quantidade de ações do plano) obtido pelo Graphplan a partir do
problema relaxado 𝒫+ = ∐︀P,A+,𝐶, 𝑠,G̃︀, em que A+ é o conjunto de ações sem efeitos negativos e 𝑠
é o novo estado inicial. Observe que, sem efeitos negativos, não há conflitos entre ações ou literais
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positivos, logo não é necessário computar o conjunto de mutexes, o que facilita a construção do
grafo e a extração de um plano.

Como mencionado anteriormente, apesar de desconsiderar os efeitos negativos das ações, a
heurística ℎ𝐹𝐹 não assume a independência entre as proposições de uma camada, uma vez que,
durante a extração do plano, uma mesma ação pode ser selecionada para um ou mais efeitos. Seja
𝒫𝑑𝑒𝑡 = ∐︀P,A,𝐶, 𝑠0,G̃︀ um problema de planejamento determinístico com duas ações com custo
unitário, 𝑎𝑝 = ∐︀{𝑝},{𝑟},{𝑝}̃︀ e 𝑎𝑞 = ∐︀{𝑞},{𝑠, 𝑡},∅̃︀, cujo estado inicial é 𝑠0 = {𝑝, 𝑞} e a meta é
G = {𝑟, 𝑠, 𝑡}. A solução seria um dos planos de tamanho dois: ∐︀𝑎𝑝, 𝑎𝑞̃︀ ou ∐︀𝑎𝑞, 𝑎𝑝̃︀, logo ℎ∗(𝑠0) = 2. A
Figura 4.2 mostra como seria o grafo de planejamento relaxado utilizado para computar ℎ𝐹𝐹 (𝑠0)
nesse problema. A primeira camada de literais 𝐿0 só contém as proposições verdadeiras no estado
inicial 𝑠0. A camada de ações 𝐴0 contém ambas as ações 𝑎𝑝 e 𝑎𝑞, uma vez que a precondição de
ambas é satisfeita em 𝐿0. A camada 𝐿1 contém os literais da camada anterior 𝑝 e 𝑞 (adicionados
por uma ação trivial de persistência) e os literais 𝑟, 𝑠 e 𝑡, adicionados pelas ações 𝑎𝑝 e 𝑎𝑞. Note que
apesar da ação 𝑎𝑝 remover o literal 𝑝 o grafo relaxado desconsidera isso e não cria um mutex entre
os literais 𝑝 e 𝑟 na camada 𝐿1. Finalmente, a camada 𝐿1 contém todos os literais da meta G, e
assim, a expansão do grafo termina. Durante a extração do plano, as ações 𝑎𝑝 e 𝑎𝑞 são selecionadas,
obtendo ℎ𝐹𝐹 (𝑠0) = 𝐶(𝑎𝑝) +𝐶(𝑎𝑞) = 2 = ℎ∗(𝑠0).

Figura 4.2: Grafo de planejamento relaxado. 𝐿𝑖 é a camada de literais 𝑖 e 𝐴𝑖 é a camada de
ações 𝑖. As linhas pontilhadas na camada inicial 𝐿0 indicam as proposições do estado inicial
𝑠0 e na camada 𝐿1, indicam as proposições da meta G. O plano solução é ∐︀𝑎𝑝, 𝑎𝑞̃︀ ou ∐︀𝑎𝑞, 𝑎𝑝̃︀.

No exemplo da Figura 4.2, podemos observar algumas diferenças entre a heurística ℎ𝐹𝐹 e as
heurísticas ℎ𝑎𝑑𝑑 e ℎ𝑚𝑎𝑥. Como ℎ𝑚𝑎𝑥 só considera o custo de uma proposição da meta, nesse problema
temos que ℎ𝑚𝑎𝑥(𝑠0) = 1, mostrando que essa heurística é pouco informativa quando comparada a
ℎ𝐹𝐹 para esse exemplo. Por outro lado, ℎ𝑎𝑑𝑑 não percebe que 𝑎𝑞 adiciona duas proposições da meta
e soma o custo dessa ação duas vezes, assim ℎ𝑎𝑑𝑑(𝑠0) = 3, o que a torna não admissível para esse
problema.

Por ignorar os efeitos negativos das ações, as heurísticas computadas sobre 𝒫+ podem ser pouco
informativas. Por exemplo, seja 𝒫𝑑𝑒𝑡 = ∐︀P,A,𝐶, 𝑠0,G̃︀ em que A tem duas ações 𝑎𝑝 = ∐︀∅,{𝑝},∅̃︀ e
𝑎𝑞 = ∐︀{𝑝},{𝑞},{𝑝}̃︀; o estado inicial é 𝑠0 = ∅; e a meta G = {𝑝, 𝑞}. Observe que a ação original 𝑎𝑞
torna a proposição 𝑝 falsa e dessa forma, seria necessário aplicar duas vezes a ação 𝑎𝑝 para alcançar
a meta G, assim, ℎ∗(𝑠0) = 3. A versão relaxada é 𝒫+ = ∐︀P,A+,𝐶, 𝑠0,G̃︀ sendo A+ composto pelas
ações relaxadas 𝑎′𝑝 = ∐︀∅,{𝑝},∅̃︀ e 𝑎′𝑞 = ∐︀{𝑝},{𝑞},∅̃︀. Nesse problema, como a versão relaxada ignora
os efeitos negativos, temos que ℎ𝑎𝑑𝑑(𝑠0) = 𝑐𝑠0(G) = 𝑐𝑠(𝑝) + 𝑐𝑠(𝑞) = 1 + 1 = 2. Nas próximas seções
apresentamos heurísticas que relaxam outros aspectos do problema de planejamento.

4.1.3 Heurística ℎ𝑚

A heurística ℎ𝑚 [Haslum e Geffner, 2000] é admissível e, assim como as heurísticas anteriores,
ela é computada no espaço de átomos, isto é, ela é uma função dos custos dos átomos do problema,
no entanto, ela não ignora os efeitos negativos das ações. Ao invés de computar o custo para alcançar
os átomos de um conjunto de proposições de forma independente, a heurística ℎ𝑚 computa o custo
para alcançar subconjuntos de proposições com uma cardinalidade limitada 𝑚 ≥ 1. Seja 𝒫𝑑𝑒𝑡 =
∐︀P,A,𝐶, 𝑠0,G̃︀ um problema de planejamento determinístico. Dado um conjunto de proposições
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Δ ⊆ P a serem alcançados a partir do estado 𝑠 ∈ 𝑆, a heurística ℎ𝑚 é definida recursivamente:

ℎ𝑚(𝑠,Δ) =

)︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀⌋︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀]︀

0 se Δ ⊆ 𝑠,
∞ se ∀𝑎 ∈ A ∶ 𝑅(Δ, 𝑎) = �,
𝑚𝑖𝑛𝑎∈A (︀ℎ𝑚(𝑠,𝑅(Δ, 𝑎)) +𝐶(𝑎)⌋︀ se ⋃︀Δ⋃︀ ≤𝑚,
𝑚𝑎𝑥Δ′⊆Δ,⋃︀Δ′⋃︀≤𝑚ℎ𝑚(𝑠,Δ′) se ⋃︀Δ⋃︀ >𝑚,

(4.1)

sendo 𝑅(Δ, 𝑎), a operação de regressão de um conjunto de proposições Δ ⊆ P por uma ação 𝑎 ∈ A,
definida como:

𝑅(Δ, 𝑎) =
)︀⌉︀⌉︀⌋︀⌉︀⌉︀]︀

(Δ ∖𝐴𝑑𝑑(𝑎)) ∪ 𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎) se 𝐴𝑑𝑑(𝑎) ⊆Δ e 𝐷𝑒𝑙(𝑎) ∩Δ = ∅,
� caso contrário.

(4.2)

Intuitivamente, a Equação 4.1 diz que se todas as proposições de Δ já forem verdadeiras no
estado 𝑠 então o custo de Δ é nulo; se nenhuma ação puder adicionar algum átomo de Δ, então é
impossível alcançar Δ a partir de 𝑠, e o custo de Δ é infinito; se Δ tiver até 𝑚 proposições então o
custo é definido recursivamente pela ação de menor custo relevante para Δ segundo a regressão de
Δ (Equação 4.2); e se Δ tiver mais que 𝑚 proposições o custo é definido recursivamente em função
do conjunto de proposições de maior custo com até 𝑚 átomos.

Assim, o custo para alcançar a meta G a partir do estado 𝑠 ⊆ P, segundo a heurística ℎ𝑚, é dado
por:

ℎ𝑚(𝑠) = ℎ𝑚(𝑠,G).

Observamos então que ℎ𝑚 define uma família de heurísticas, sendo que para cada 𝑚 > 0 obtém-
se uma heurística diferente. Assim, para 𝑚 = 1, obtemos a heurística ℎ1 que é igual à heurística
ℎ𝑚𝑎𝑥, pois o custo de atingir um conjunto de átomos é estimado a partir de conjuntos de tamanho
unitário. Para 𝑚 = 2, obtemos a heurística ℎ2 que é equivalente ao tamanho do plano gerado
pelo planejador GraphPlan, uma vez que computar ℎ2 (que considera pares de proposições) está
diretamente relacionado à ideia de levar em consideração os mutexes entre literais.

Uma generalização da heurística ℎ𝑚 é a ℎ𝒞 , em que 𝒞 ⊆ 2P é um conjunto de conjuntos arbitrários
de proposições [Keyder et al., 2014]. A heurística ℎ𝒞 só considera o custo máximo de atingir os
conjuntos de 𝒞:

ℎ𝒞(𝑠,Δ) =

)︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀⌋︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀⌉︀]︀

0 se Δ ⊆ 𝑠,
∞ se ∀𝑎 ∈ 𝐴 ∶ 𝑅(Δ, 𝑎) = �,
𝑚𝑖𝑛𝑎∈A (︀ℎ𝒞(𝑠,𝑅(Δ, 𝑎)) +𝐶(𝑎)⌋︀ se Δ ∈ 𝒞,
𝑚𝑎𝑥Δ′⊆Δ,Δ′∈𝒞ℎ𝒞(𝑠,Δ′) se Δ ∉ 𝒞.

(4.3)

O conjunto 𝒞 pode ser escolhido livremente. Note que, quando 𝒞 possui todos os conjuntos com 𝑚
ou menos proposições, então ℎ𝒞 é igual a ℎ𝑚.

4.1.4 Heurística 𝑝𝑑𝑏

A heurística pattern database (𝑝𝑑𝑏) é baseada no conceito de padrão. Dado um padrão 𝒴 ⊆ P,
um subconjunto das proposições atômicas do problema, a heurística 𝑝𝑑𝑏 cria uma projeção do
espaço de estados que ignora as proposições que não fazem parte de 𝒴 [Haslum et al., 2007]. Assim,
a heurística 𝑝𝑑𝑏 relaxa o problema ignorando parte das proposições, criando assim um espaço de
estados abstrato pequeno o bastante para ser resolvido por uma busca não informada (exaustiva).

Seja 𝒫𝑑𝑒𝑡 = ∐︀P,A,𝐶, 𝑠0,G̃︀ um problema de planejamento determinístico e 𝒴 ⊆ P um padrão. A
versão relaxada de 𝒫𝑑𝑒𝑡, que só considera as proposições de 𝒴, é dada por 𝒫𝒴 = ∐︀𝒴,A𝒴 ,𝐶, 𝑠𝒴0 ,G𝒴̃︀,
em que:

• A𝒴 = {𝑎′⋃︀𝑎′ = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑(𝑎) ∩𝒴,𝐴𝑑𝑑(𝑎) ∩𝒴,𝐷𝑒𝑙(𝑎) ∩𝒴̃︀,∀𝑎 ∈ A};
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• 𝑠𝒴0 = 𝑠0 ∩𝒴; e

• G𝒴 = G ∩𝒴.

Assim, seja 𝒫𝒴 = ∐︀P,A,𝐶, 𝑠0,G̃︀ um problema de planejamento determinístico, denotamos por
ℳ(𝒫𝒴) = ∐︀𝑆𝒴 ,𝐴𝒴 , 𝑇𝒴 , 𝑠𝒴0 ,𝐺𝒴̃︀ o respectivo modelo de transição de estados (a Seção 2.4 mostra
como extrair o modelo de transição de estados ℳ(𝒫𝑑𝑒𝑡) de um problema de planejamento deter-
minístico 𝒫𝑑𝑒𝑡).

Geralmente, a heurística pattern database é definida para problemas com um conjunto de variá-
veis multi-valoradas 𝒱 = {𝑣1, 𝑣2,⋯, 𝑣𝑛}, uma extensão dos problemas de planejamento determinístico
(Definição 9), em que cada variável 𝑣𝑖 pode assumir como valor um elemento de um conjunto dis-
creto de valores, definido pelo domínio de 𝑣𝑖: 𝑑𝑜𝑚(𝑣𝑖) = {𝑑1, 𝑑2,⋯, 𝑑𝑚}. Nesse caso, um estado é
representado por uma valoração de todas as variáveis, a meta é descrita por uma valoração parcial e
as ações são definidas por valorações parciais que alteram o valor das variáveis de domínio. Dado um
problema de planejamento determinístico, definido sobre variáveis proposicionais, é possível extrair
automaticamente uma versão multi-valorada deste problema [Edelkamp, 2001]. Por exemplo, em
um domínio em que um robô carrega objetos de uma sala para outra, uma variável multi-valorada
poderia ser a localização do objeto, que pode estar em uma das salas ou nas mãos do robô, observe
que em todo estado uma dessas proposições é verdadeira, mas nunca duas ao mesmo tempo.

Em um problema com variáveis multi-valoradas um padrão é um subconjunto das variáveis de
domínio, isto é, 𝒴 ⊆ 𝒱. Assim, dado um padrão 𝒴 ⊆ 𝒱 é criado um espaço de estados abstratos 𝑆𝒴 ,
em que cada estado agrupa todos os estados originais nos quais os valores das variáveis contidas
em 𝒴 são iguais. Dado um estado abstrato 𝑠′ ∈ 𝑆𝒴 e um estado 𝑠 ∈ 𝑆, se 𝑠 e 𝑠′ atribuem os mesmos
valores para todas as variáveis de 𝒴 dizemos que 𝑠 pertence a 𝑠′ (𝑠 ∈ 𝑠′) e que 𝑠′ agrega 𝑠.

A Figura 4.3 mostra um exemplo de como podemos fazer essa projeção. Seja 𝒱 = {𝑣1, 𝑣2},
𝑑𝑜𝑚(𝑣1) = (1,3) e 𝑑𝑜𝑚(𝑑2) = (1,4) temos que 𝑆 = {𝑠11 = {𝑣1 = 1, 𝑣2 = 1}, 𝑠12 = {𝑣1 = 1, 𝑣2 =
2},⋯, 𝑠34 = {𝑣1 = 3, 𝑣2 = 4}}. O padrão 𝒴1 = {𝑣1} cria um espaço de estados com apenas três estados
abstratos 𝑆𝒴1 = {𝑠′1 = {𝑣1 = 1}, 𝑠′2 = {𝑣1 = 2}, 𝑠′3 = {𝑣1 = 3}}. De forma análoga, o padrão 𝒴2 = {𝑣2}
cria o espaço de estados abstratos 𝑆𝒴2 = {𝑠′1 = {𝑣2 = 1}, 𝑠′2 = {𝑣2 = 2}, 𝑠′3 = {𝑣2 = 3}, 𝑠′4 = {𝑣2 = 4}}.
Assim, observamos que os estados do problema original 𝑠11 = {𝑣1 = 1, 𝑣2 = 1}, 𝑠12 = {𝑣1 = 1, 𝑣2 =
2},⋯, 𝑠14 = {𝑣1 = 1, 𝑣2 = 4} são aglomerados no estado 𝑠′1 do espaço abstrato 𝑆𝒴1 .

Figura 4.3: Exemplos de projeções sobre os padrões 𝒴1 e 𝒴2. Cada estado é dado por um par
que representa a valoração das variáveis multi-valoradas 𝑣1 e 𝑣2. O símbolo _ indica que a
variável não é definida no estado abstrato. Os retângulos pontilhados indicam os estados que
foram agregados em uma projeção. As setas duplamente direcionadas indicam a relação de um
estado abstrato e seus respectivos estados concretos.
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Para cada padrão 𝒴 ⊆ P, cria-se uma heurística pattern database diferente denotada por ℎ𝒴 . A
computação de uma heurística ℎ𝒴 é realizada antes da fase de planejamento, para isso, o custo ótimo
ℎ∗(𝑠′) de cada estado de 𝑠′ ∈ 𝑆𝒴 é calculado e armazenado. Assim, durante a fase de planejamento,
a heurística para os estados contidos em um estado real 𝑠 ∈ 𝑆 é definida de acordo com o custo
ótimo do respectivo estado abstrato, isto é, ∀𝑠 ∈ 𝑠′ = ℎ𝒴(𝑠) = ℎ∗(𝑠′). No exemplo da Figura 4.3
supondo que a meta seja G = {𝑣1 = 3, 𝑣2 = 4}, dado o padrão 𝒴1 = {𝑣1} temos que a meta no espaço
abstrato é G′ = {𝑣1 = 3} satisfeita pelo estado abstrato 𝑠′3 = {𝑣1 = 3}, logo, ℎ𝒴1({𝑣1 = 1, 𝑣2 = 1}) =
ℎ𝒴1({𝑣1 = 1, 𝑣2 = 2}) = ℎ𝒴1({𝑣1 = 1, 𝑣2 = 3}) = ℎ𝒴1({𝑣1 = 1, 𝑣2 = 4}) = ℎ∗𝒴1({𝑣1 = 1}) = 2. De forma
semelhante, se usarmos o padrão 𝒴2 = {𝑣2}, então temos ℎ𝒴2({𝑣1 = 1, 𝑣2 = 1}) = ℎ𝒴2({𝑣1 = 2, 𝑣2 =
1}) = ℎ𝒴2({𝑣1 = 3, 𝑣2 = 1}) = ℎ∗𝒴2({𝑣2 = 1}) = 3.

Duas heurísticas definidas em função de padrões diferentes ℎ𝒴1(𝑠) e ℎ𝒴2(𝑠), podem ser combi-
nadas utilizando o máximo ou a soma das mesmas. O máximo entre duas heurísticas admissíveis
cria uma nova heurística admissível. A combinação de heurísticas pela soma também pode gerar
uma nova heurística admissível se certas condições forem satisfeitas, por exemplo, se nenhuma ação
altera os valores das variáveis dos dois padrões [Haslum et al., 2005]. Utilizando ainda o exemplo
da Figura 4.3 observamos que ℎ𝒴1+𝒴2(𝑠) = ℎ𝒴1(𝑠)+ℎ𝒴2(𝑠) é admissível pois nenhuma ação altera o
valor de 𝑣1 e 𝑣2, por exemplo, ℎ𝒴1+𝒴2({𝑣1 = 1, 𝑣2 = 1}) = 5, o que coincide com o custo ótimo.

Haslum et al. [2005] observaram que o meio de extrair as variáveis multi-valoradas definidas
por Edelkamp [2001] desconsiderava as precondições das ações, o que podia criar heurísticas muito
otimistas em certos casos. Assim, propuseram novas formas de extrair as variáveis multi-valoradas
utilizando informações do estado inicial e das ações, obtendo heurísticas mais informativas.

4.2 Heurísticas para planejamento probabilístico

A seguir, apresentamos algumas heurísticas que foram desenvolvidas especificamente para lidar
com problemas de planejamento probabilístico, estimando o custo esperado ao invés do custo para
atingir um estado meta.

4.2.1 Heurística ℎ𝑚−𝑚

A heurística min-min (ℎ𝑚−𝑚), diferentemente das anteriores, é computada no espaço de estados.
Ela calcula o menor custo acumulado para atingir um estado considerando o efeito de menor custo.
A heurística ℎ𝑚−𝑚 é definida recursivamente pela seguinte equação [Bonet e Geffner, 2005]:

ℎ𝑚−𝑚(𝑠) = min
𝑎∈𝐴(𝑠)

{𝐶(𝑎) + min
𝑠′∶𝑃 (𝑠′⋃︀𝑠,𝑎)>0

ℎ𝑚−𝑚(𝑠′)(︀ . (4.4)

Sendo que ℎ𝑚−𝑚(𝑠) = 0,∀𝑠 ∈ 𝐺. Note que essa heurística é muito otimista, pois assume que uma
transição probabilística irá para o estado de menor custo. Considerando ações com custo unitário,
essa heurística devolve o número mínimo de passos que leva o agente para um estado meta.

A heurística ℎ𝑚−𝑚 pode ser computada por um método de encadeamento para frente, utilizando
a Equação 4.4 como uma função de atribuição e inicializando ℎ𝑚−𝑚(𝑠) com 0 se 𝑠 ∈ 𝐺 ou ∞, caso
contrário. No entanto, esse método pode expandir o mesmo número de estados que algoritmos de
busca exaustiva. Para evitar esse problema, podemos encontrar um valor aproximado para ℎ𝑚−𝑚(𝑠)
fazendo uma busca heurística numa versão relaxada do problema probabilístico com determinização
total, partindo do estado inicial 𝑠. Tal busca, pode ser realizada com algoritmos clássicos de busca
heurística, como o A∗ ou ida∗ (Iterative-Deepening A* ) [Russell e Norvig, 2010], utilizando qualquer
heurística de planejamento determinístico, como as heurísticas ℎ𝐹𝐹 , ℎ𝑎𝑑𝑑, ℎ𝑚 e 𝑝𝑑𝑏 vistas na seção
anterior.
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4.2.2 A heurística do hmdpp

Outra forma de relaxar um problema probabilístico é a relaxação self-loop, que considera que
os efeitos das ações são independentes, sendo que cada efeito ocorre com probabilidade 𝑝𝑖 e com
probabilidade 1 − 𝑝𝑖 ele falha e deixa o agente no mesmo estado. O gmdp da Figura 4.4(b) mostra
a relaxação self-loop do gmdp da Figura 4.4(a).

Para resolver essa versão relaxada do problema, Keyder e Geffner [2008] observaram que a in-
certeza poderia ser removida do problema, compilando as probabilidades nos custos de uma ação
determinística. Esse processo é chamado determinização self-loop. Dado um problema de plane-
jamento probabilístico 𝒫𝑝𝑟𝑜𝑏

𝑖 , a determinização self-loop cria uma versão determinística 𝒫𝑑𝑒𝑡
𝑖 do

problema relaxado, cuja solução é igual a da relaxação self-loop. O gmdp da Figura 4.4(c) mostra a
determinização self-loop do gmdp da Figura 4.4(a). Assim como a determinização total, a determi-
nização de laço próprio cria uma nova ação determinística para cada efeito da ação, no entanto, o
custo da nova ação determinística é definido pelo custo dividido pela probabilidade do efeito original
ocorrer:

𝐶(𝑎𝑖) =
𝐶(𝑎)
𝑝𝑖

.

Observe que dessa forma quanto menor a probabilidade de um efeito ocorrer maior será o custo
da respectiva ação determinística, assim a solução do problema determinizado dá maior preferência
aos efeitos de maior probabilidade.

(a) (b) (c)

Figura 4.4: Determinização de laço próprio: (a) gmdp ℳ; (b) relaxação de laço próprio de
ℳ; e (c) determinização de laço próprio deℳ. Linhas escuras indicam ações determinizadas.

O planejador hmdp (hmdpp) [Keyder e Geffner, 2008] é um planejador probabilístico que se
baseia em um processo de determinização, assim como o FF-Replan [Yoon et al., 2007]. Esses pla-
nejadores criam um plano para a versão relaxada (determinística) e segue esse plano, replanejando
caso algum efeito inesperado aconteça. O hmdpp trabalha com a versão relaxada pela determiniza-
ção de laço próprio, enquanto o FF-Replan usa um planejador clássico para obter um plano sobre
o problema relaxado.

O hmdpp computa a heurística ℎ𝑎𝑑𝑑 na determinazação self-loop do problema. Apesar da heurís-
tica ser muito informativa, ela não é eficiente para a detecção de becos-sem-saída. Assim, o hmdpp
também utiliza a heurística 𝑝𝑑𝑏 para avaliar um estado 𝑠, que o ajuda a detectar becos-sem-saída,
podendo assim criar um plano que evite esses estados. Para combinar as duas heurísticas o hmdpp
ranqueia as ações aplicadas em um estado segundo a função

𝑄ℎ(𝑠, 𝑎) = 𝐶(𝑎) + ∑
𝑠′∈𝑆

𝑃 (𝑠′⋃︀𝑠, 𝑎)ℎ(𝑠′),

em que ℎ é uma função heurística. Assim, o valor esperado de aplicar uma ação 𝑎 em um estado 𝑠
é o máximo entre as heurísticas consideradas, isto é, 𝑄(𝑠, 𝑎) =max(︀𝑄ℎ𝑠𝑒𝑙𝑓−𝑙𝑜𝑜𝑝

(𝑠, 𝑎),𝑄𝑝𝑑𝑏(𝑠, 𝑎)⌋︀.
Entre os problemas com becos-sem-saída da competição de planejamento probabilístico de 2008,

o hmdpp foi o planejador que obteve os melhores resultados em relação ao tempo de planejamento
probabilístico e qualidade da solução.
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4.3 Heurísticas para insolubilidade

As competições internacionais de planejamento focam em problemas que possuem uma solução.
Porém, recentemente foi criada uma nova trilha na competição internacional de planejamento que
lida com problemas sem solução1. Nesta competição, os planejadores recebem um problema e devol-
vem falha caso não exista uma solução a partir do estado inicial, isto é, caso o estado inicial seja um
beco-sem-saída. Tal competição incentiva que os planejadores se tornem mais robustos, permitindo
que eles lidem com uma gama maior de problemas.

Considerando que heurísticas são projetadas com intuito de serem mais informativas, o uso des-
tas para lidar com o problema de insolubilidade pode ser ineficiente. Por muito tempo, a tarefa de
verificar se um estado pode alcançar um estado meta foi vista como um bônus do problema de esti-
mar a distância para um estado meta, por exemplo, na inicialização da função 𝑉 (𝑠) por algoritmos
de programação dinâmica. Isto é, espera-se que as heurísticas usadas para estimar o custo para alcan-
çar um estado meta devolvam um valor infinito para os estados becos-sem-saída. Assim, trabalhos
recentes têm se preocupado em desenvolver métodos dedicados para esta tarefa [Bäckström et al.,
2013; Hoffmann et al., 2014; Kolobov et al., 2010; Lipovetzky et al., 2016; Steinmetz e Hoffmann,
2016]. Tais métodos podem ser incorporados aos planejadores para evitar que eles percam muito
tempo tentando resolver um problema sem solução, ou, podem ser utilizados diretamente como
detectores de becos-sem-saída. Um detector de becos-sem-saída checa se um estado é ou não um
beco-sem-saída, e permite que o planejador só calcule a heurística para inicializar a função 𝑉 (𝑠)
de estados que podem alcançar um estado meta. Kolobov et al. [2012b] mostrou que para resolver
problemas com becos-sem-saída de forma eficiente, é necessário equipar o planejador com meios
para detectá-los.

Os métodos de detecção de becos-sem-saída trabalham de duas formas: (i) um conjunto de be-
cos-sem-saída são detectados durante a busca e são aplicadas técnicas de aprendizado de máquina
para reconhecer outros becos-sem-saída, isto é, estes métodos tentam generalizar o conhecimento
de um beco-sem-saída; (ii) é feita uma pré-análise do problema, identificando quais estados são be-
cos-sem-saída antes da busca por uma solução. Essas técnicas exploram alguma estrutura implícita
do problema. A seguir apresentamos alguns métodos de cada um desses tipos.

4.3.1 Aprendendo durante a busca

Nogoods. Um nogood é uma conjunção de proposições que quando verdadeira em um estado 𝑠
indicam que 𝑠 é um beco-sem-saída. O SixthSense [Kolobov et al., 2010] é um meio para aprender
nogoods. Este foi o primeiro método dedicado para detecção de becos-sem-saída aplicado no con-
texto de problemas de planejamento probabilístico. Esse algoritmo armazena os becos-sem-saída
identificados pela busca (estados que não satisfazem a meta e cujos sucessores já foram explorados),
depois tenta encontrar os nogoods desses estados utilizando o grafo de planejamento (Seção 4.1.2)
e funções base (conjunções que com certeza podem levar para um estado meta). O uso de funções
base mostra que essa abordagem está altamente acoplada ao planejador ReTrASE [Kolobov et al.,
2012a], por isso, o SixthSense ainda não foi explorado no contexto de outros planejadores2.

Cláusulas. Steinmetz e Hoffmann [2016] adaptaram a heurística ℎ𝒞 (Seção 4.1.3) para ser utili-
zada como um detector de becos-sem-saída. Assim como o SixthSense, utilizam os becos-sem-saída
identificados durante a busca para aprender a razão que os impedem de atingir um estado meta.
Esse método, inicializa 𝒞 com conjuntos de proposição de tamanho um. Ao encontrar um conjunto
de becos-sem-saída 𝑆 essa abordagem refina 𝒞 adicionando conjuntos de proposições que são inal-
cançáveis a partir de 𝑆. Finalmente, Steinmetz e Hoffmann [2016] observam que testar se um estado
satisfaz cada conjunção em 𝒞 pode ser muito custoso computacionalmente, assim desenvolveram
um método que aprende disjunções que são testadas de forma mais eficiente.

1http://unsolve-ipc.eng.unimelb.edu.au/
2O SixthSense não está disponível para testes [Steinmetz et al., 2016].

http://unsolve-ipc.eng.unimelb.edu.au/
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4.3.2 Pré-análise

Consistência local. Dedicada à análise de insolubilidade, a análise de consistência local [Bäckström et al.,
2013] se baseia no fato de que se um estado abstrato 𝑠′ em uma projeção 𝑆𝒴 (espaço de estados
abstratos que só considerada as variáveis do padrão 𝒴 ⊆ 𝒱, Seção 4.1.4) não pode alcançar a meta
então os estados que satisfazem 𝑠′ também não alcançam um estado meta. Assim, foi proposto um
algoritmo que, baseado em um parâmetro 𝑘, verifica se o estado inicial possui solução nas projeções
𝑆𝒴 , com 0 < ⋃︀𝒴 ⋃︀ ≤ 𝑘. Se o estado inicial não possuir solução em alguma dessas projeções então o
problema original não possui solução. Observamos que esse método pode ser adaptado para detectar
becos-sem-saída de forma semelhante à heurística 𝑝𝑑𝑏. Estados abstratos sem solução podem ser
armazenados em uma tabela e, durante a fase de planejamento, estados concretos que pertencem a
algum dos estados abstratos sem solução são considerados becos-sem-saída. No entanto, essa técnica
é incompleta, sendo limitada pelo tamanho das projeções, isto é, se um estado é um beco sem saída
apenas em projeções com tamanho maior que 𝑘, eles não serão reconhecidos como becos-sem-saída.

Abstrações m&s [Hoffmann et al., 2014]. Uma abstração é uma versão do espaço de es-
tado, na qual estados semelhantes são agregados fazendo-se um número menor de distinções entre
eles. Um exemplo são as abstrações criadas por projeções da heurística pdb (Seção 4.1.4). Abstra-
ções m&s (Merge and Shrink) são criadas a partir de um processo iterativo de união de variáveis
multi-valoradas (duas variáveis se tornam uma cujo domínio é o produto cartesiano dos domínios
originais) e encolhimento, que reduz o espaço de estados abstratos [Helmert et al., 2007]. O prin-
cipal desafio dessas heurísticas é encontrar formas de encolher o espaço de estados abstrato sem
perder informação. Hoffmann et al. [2014] propuseram adaptações das abstrações m&s que só pre-
servam informações de alcançabilidade da meta, explorando o fato de que essas informações de
alcançabilidade não têm relação com o custo das ações.

Traps [Lipovetzky et al., 2016]. Uma trap é uma fórmula proposicional na forma normal dis-
juntiva que quando satisfeita em um estado 𝑠, também é satisfeita em todos os estados alcançáveis
a partir de 𝑠 Lipovetzky et al. [2016]3. Uma trap de beco-sem-saída é uma trap na forma norma
disjuntiva em que todos os termos são mutuamente exclusivos com a meta. Para identificar uma
𝑘-trap, trap cujos termos têm tamanho máximo 𝑘, esse método analisa um grafo causal estendido
em que os vértices têm conjunções com no máximo 𝑘 proposições. A trap de becos-sem-saída pode
ser computada antes de inicializar a busca, considerando apenas os nós desse grafo que estiverem em
exclusão mútua com a meta. Assim, durante a busca estados que satisfazem a trap são considerados
becos-sem-saída. Assim como os métodos de consistência local, este método está limitado a um pa-
râmetro 𝑘. Se forem necessárias mais de 𝑘 proposições para tornar um estado um beco-sem-saída,
esse método não irá identificá-lo como beco-sem-saída.

4.4 Discussão

Nesse capítulo, apresentamos as principais heurísticas usadas na área de planejamento para
estimar a distância (ou o custo) de um estado para alcançar um estado meta. Essas heurísticas
são importantes em planejamento probabilístico para o cálculo de 𝑉 0(𝑠) e também podem detectar
becos-sem-saída. No Capítulo 7, usaremos as heurísticas apresentadas nas seções 4.1 e 4.2 para
avaliarmos o método proposto para a detecção de becos-sem-saída no Capítulo 6, o swr-de. As
heurísticas da Seção 4.3 não serão avaliadas pois não estão disponíveis dentro do arcabouço de
planejamento utilizado.

3Apesar do mesmo nome esse conceito é diferente do conceito trap definido por Kolobov et al. [2011] (Seção 3.2.2),
que denotada um conjunto de estados.
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Capítulo 5

Caracterização de gmdps por verificação
de modelos

No Capítulo 3 fizemos uma análise de modelos que tratam problemas com becos-sem-saída.
Neste capítulo, mostramos como os modelos ssp mdp, sspade mdp e sspude mdp podem ser
caracterizados. Para isso, utilizamos o formalismo da lógica temporal 𝛼-ctl cuja semântica inclui
ações.

5.1 Planejamento não-determinístico

Conforme vimos na Seção 2.4, em um problema de planejamento não-determinístico totalmente
observável (Fully Observable Non-Deterministic Planning Task – fond) (Definição 11), o agente
conhece o estado atual do mundo, mas existe incerteza nos efeitos das ações. Diferente dos problemas
de planejamento probabilístico a distribuição de probabilidade dos efeitos das ações não é conhecida.
Assim, ao aplicar uma ação 𝑎 em um estado 𝑠, o agente pode ir para um conjunto de estados 𝑆′ ⊆ 𝑆,
isto é, o agente sabe quais estados ele pode alcançar, mas não tem nenhuma informação adicional
sobre qual dos estados deste conjunto será o próximo estado [Trevizan, 2006].

(a) (b)

Figura 5.1: Diferença entre (a) um gmdp ℳ e (b) um fond ℳ𝑛𝑑.

Podemos definir uma versão não-determinística de um gmdp ℳ = ∐︀𝑆,𝐴,𝑃,𝐶, 𝑠0,𝐺̃︀ como um
fond ℳ𝑛𝑑 = ∐︀𝑆,𝐴,𝑇, 𝑠0,𝐺̃︀, em que as probabilidades são ignoradas, 𝑇 (𝑠, 𝑎) = {𝑠′⋃︀𝑃 (𝑠′⋃︀𝑠, 𝑎) > 0},
e as ações têm custo unitário (por isso, neste capítulo, omitimos a função custo). A Figura 5.1
mostra um gmdp ℳ e o respectivo fond ℳ𝑛𝑑, no qual as probabilidades dos efeitos da ação 𝑎2
são ignoradas.

Assim como em planejamento probabilístico, a solução para um fond é dada por uma política
𝜋 ∶ 𝑆 → 𝐴. No entanto, como não existem probabilidades associadas aos efeitos das ações, os critérios
para definir qual a melhor política em um fond são definidos de forma qualitativa, a saber:

Política fraca: alcança um estado meta com uma chance não nula, isto é, pelo menos uma execução
de uma política fraca termina em um estado meta. No entanto, devido à incerteza dos efeitos
das ações, não há garantia que um estado meta seja alcançado;

47
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Política forte: com certeza alcança um estado meta sem visitar o mesmo estado duas vezes. Esse
tipo de política leva o agente com um número finito de ações para a meta; e

Política forte-cíclica: em algum estágio chega a um estado meta. Uma política forte-cíclica pode
conter ciclos, assim, sua execução pode gerar uma sequência infinita de estados.

Observamos que uma política fraca é otimista, pois assume que o melhor efeito de cada ação
da política irá ocorrer. Políticas fortes são seguras, pois garantem que a meta será atingida em um
número finito de passos [Pereira, 2007]. Para garantir que a meta será atingida em algum estágio, as
políticas forte-cíclicas se baseiam na suposição de equidade [Cimatti et al., 2003], ou seja, supõem
que se uma ação é executada em um estado por um número infinito de vezes, todos os efeitos dessa
ação ocorrerão ao menos uma vez.

A Figura 5.2 ilustra os diferentes tipos de políticas. Nesse exemplo de fond, existem apenas
4 políticas parciais possíveis: 𝜋1 = {𝑠0∶𝑎1, 𝑠1∶𝑎4, 𝑠4∶𝑎8}, 𝜋2 = {𝑠0∶𝑎2, 𝑠2∶𝑎5}, 𝜋3 = {𝑠0∶𝑎3, 𝑠3∶𝑎6}) e
𝜋4 = {𝑠0∶𝑎3, 𝑠3∶𝑎7}). Observe que a política 𝜋1 sempre leva o agente para a meta em dois ou três
passos, dependendo do efeito de 𝑎4 que ocorrer, logo 𝜋1 é uma política forte. A política 𝜋2 com
certeza leva o agente para a meta; note que a execução de 𝑎5 no estado 𝑠2 pode manter o agente
no mesmo estado, o que configura um ciclo; logo, 𝜋2 é uma política forte-cíclica. Observe que a
execução de 𝜋2 pode ser infinita, mas pela suposição de equidade assumimos que o efeito da ação
𝑎5 que leva de 𝑠2 para 𝑠𝑔 ocorrerá em algum momento, levando o agente para a meta. Finalmente,
observamos que a política 𝜋3 é uma política fraca pois pode alcançar 𝑠𝑔 ao executar a ação 𝑎6 no
estado 𝑠3, porém pode ir para o estado 𝑠5 e permanecer nele. A política 𝜋4 não satisfaz nenhum
dos critérios definidos anteriormente, pois nunca leva o agente para o estado meta 𝑠𝑔.

Figura 5.2: Exemplo de fond.

Toda política forte é também uma política forte-cíclica e toda política forte-cíclica é também
uma política fraca [Pereira, 2007].

Há diversas abordagens para resolver problemas de planejamento não-determinístico para gerar
uma política forte, forte-cíclica ou fraca. Por exemplo, é possível utilizar algoritmos de busca and-
or [Genesereth e Nourbakhsh, 1993]. Outra abordagem é utilizar a estratégia de replanejamento
[Muise et al., 2012]. Nesse caso, um planejador clássico é utilizado para computar um plano em
uma versão relaxada determinística do problema. Assim, o planejador executa o plano até alcançar
um estado meta ou, caso encontre um estado inesperado, ele replaneja a partir do estado corrente.
Existe ainda a abordagem baseada em métodos formais, chamada planejamento como verificação
de modelos [Cimatti et al., 1997, 2003; Giunchiglia e Traverso, 1999; Pereira e Barros, 2008, 2012].
Nas próximas seções, apresentaremos essa abordagem com mais detalhes. Em seguida, mostramos
como esse formalismo pode ser utilizado para caracterizar os modelos de planejamento probabilístico
ssp mdp, sspade mdp e sspude mdp.
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5.2 Verificação de modelos

Verificação é a tarefa de determinar se uma propriedade é satisfeita em um sistema. Uma
abordagem formal para esse problema, baseada em lógicas temporais, é a verificação de modelos.
Nessa abordagem o sistema é descrito por um modelo 𝒦, e a propriedade que se deseja verificar é
descrita por uma fórmula 𝜙. Assim, um verificador de modelos deve dizer se o modelo 𝒦 satisfaz
a propriedade 𝜙 a partir de um estado 𝑠 (denotado por (𝒦, 𝑠) ⊧ 𝜙 ) ou, caso não satisfaça, deve
devolver um contraexemplo.

Em geral, o sistema 𝒦 é descrito por uma estrutura de Kripke, um modelo formal utilizado para
definir a dinâmica do ambiente ou do sistema (que assim como um gmdp pode ser representado por
um grafo direcionado). A propriedade que se deseja verificar é dada por uma fórmula 𝜙 descrita em
uma lógica temporal, por exemplo, a lógica de tempo ramificado ctl (Computational Tree Logic)
[Clarke e Emerson, 1982] descrita a seguir.

Definição 17 (Estrutura de Kripke). Seja P um conjunto não vazio finito de proposições atô-
micas. Uma estrutura de Kripke sobre P é um grafo de transição de estados 𝒦 = ∐︀𝒮,ℒ,𝒯 ̃︀, em
que

• 𝒮 é um conjunto de estados;

• ℒ ∶ 𝒮 → 2P é uma função que rotula os estados; e

• 𝒯 ∶ 𝒮 → 2𝒮 é uma função de transição de estados não-determinística. △

Como na Seção 2.4, P é um conjunto de proposições que descreve as propriedades do mundo,
assim, ℒ(𝑠) denota quais propriedades são verdadeiras em um estado 𝑠.

Uma estrutura de Kripke 𝒦 = ∐︀𝒮,ℒ,𝒯 ̃︀ pode ser desdobrada em uma árvore de computação
enraizada em um determinado estado 𝑠 ∈ 𝒮, denotada por ϒ𝑠

𝒦. Cada ramo dessa árvore é um
caminho 𝜌 ∈ ϒ𝑠

𝒦, uma sequência infinita de estados ∐︀𝜌0, 𝜌1, 𝜌2,⋯̃︀, sendo 𝜌𝑖 ∈ 𝒮,∀𝑖 ≥ 0, 𝜌0 = 𝑠 e
𝜌𝑖 ∈ 𝒯 (𝜌𝑖−1),∀𝑖 ≥ 1. Assim, uma árvore de computação representa o conjunto de todos os possíveis
caminhos de um modelo partindo de um determinado estado desse modelo.

5.2.1 A lógica ctl

Para formalizar as propriedades temporais podemos utilizar a lógica de tempo ramificado ctl
(Computational Tree Logic) [Clarke e Emerson, 1982]. As fórmulas da lógica ctl são compostas
por proposições atômicas, conectivos lógicos (¬, ∧ e ∨), quantificadores de caminho (∃ e ∀), e pelos
operadores temporais: ◯ (sucessor imediato), ◻ (invariavelmente), ◇ (finalmente) e ⊔ (até que).
Em ctl os operadores temporais devem ser precedidos imediatamente por um quantificador de
caminhos (∃ ou ∀).

Definição 18. Seja P um conjunto de proposições atômicas. A sintaxe da lógica ctl é definida
indutivamente como

𝜙 ∶∶= ⊺ ⋃︀ � ⋃︀ 𝑝 ∈ P ⋃︀ ¬𝜙 ⋃︀ (𝜙 ∧𝜙′) ⋃︀ (𝜙 ∨𝜙′) ⋃︀ ∃◯𝜙 ⋃︀ ∀◯𝜙 ⋃︀ ∃ ◻𝜙 ⋃︀ ∀◻𝜙 ⋃︀ ∃(𝜙 ⊔𝜙′) ⋃︀ ∀(𝜙 ⊔𝜙′). △

Os operadores temporais ∃ ◇ 𝜙 e ∀ ◇ 𝜙 são definidos da seguinte forma ∃ ◇ 𝜙 ≐ ∃(⊺ ⊔ 𝜙) e
∀◇ 𝜙 ≐ ∀(⊺ ⊔ 𝜙).

Uma fórmula ctl é interpretada sobre uma estrutura de Kripke e sua respectiva árvore de
computação. A Figura 5.3 ilustra a semântica dos operadores temporais da lógica temporal ctl.
Cada figura mostra a árvore de computação em uma estrutura de Kripke 𝒦 = ∐︀𝒮,ℒ,𝒯 ̃︀ a partir de
um estado 𝑠 ∈ 𝒮.

Definição 19. Seja 𝒦 = ∐︀𝒮,ℒ,𝒯 ̃︀ uma estrutura de Kripke sobre P, 𝑠 um estado em 𝒮 e 𝜙 uma
fórmula ctl. Dizemos que o estado 𝑠 no modelo 𝒦 satisfaz 𝜙, isto é (𝒦, 𝑠) ⊧ 𝜙, se:

• (𝒦, 𝑠) ⊧ ⊺ e (𝒦, 𝑠) ⇑⊧ �;
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• (𝒦, 𝑠) ⊧ 𝑝 sse 𝑝 ∈ ℒ(𝑠);

• (𝒦, 𝑠) ⊧ ¬𝜙 sse 𝑠 ⇑⊧ 𝜙;

• (𝒦, 𝑠) ⊧ 𝜙 ∧ 𝜙′ sse (𝒦, 𝑠) ⊧ 𝜙 e (𝒦, 𝑠) ⊧ 𝜙′;

• (𝒦, 𝑠) ⊧ 𝜙 ∨ 𝜙′ sse (𝒦, 𝑠) ⊧ 𝜙 ou (𝒦, 𝑠) ⊧ 𝜙′;

• (𝒦, 𝑠) ⊧ ∃ ◯ 𝜙 sse para algum caminho 𝜌 ∈ ϒ𝑠
𝒦, (𝒦, 𝜌1) ⊧ 𝜙;

• (𝒦, 𝑠) ⊧ ∀◯ 𝜙 sse para todo caminho 𝜌 ∈ ϒ𝑠
𝒦, (𝒦, 𝜌1) ⊧ 𝜙;

• (𝒦, 𝑠) ⊧ ∃ ◻ 𝜙 sse para algum caminho 𝜌 ∈ ϒ𝑠
𝒦, e para todo 𝑖 ≥ 0, (𝒦, 𝜌𝑖 ⊧)𝜙;

• (𝒦, 𝑠) ⊧ ∀ ◻ 𝜙 sse para todo caminho 𝜌 ∈ ϒ𝑠
𝒦, e para todo 𝑖 ≥ 0, (𝒦, 𝜌𝑖 ⊧)𝜙;

• (𝒦, 𝑠) ⊧ ∃(𝜙 ⊔ 𝜙′) sse para algum caminho 𝜌 ∈ ϒ𝑠
𝒦, existe 𝑗 ≥ 0 tal que 𝒦, (𝜌𝑗 ⊧ 𝜙′), e para todo 𝑖 <

𝑗, (𝒦, 𝜌𝑖 ⊧ 𝜙); e

• (𝒦, 𝑠) ⊧ ∀(𝜙 ⊔ 𝜙′) sse para todo caminho 𝜌 ∈ ϒ𝑠
𝒦, existe 𝑗 ≥ 0 tal que 𝒦, (𝜌𝑗 ⊧ 𝜙′), e para todo 𝑖 <

𝑗, (𝒦, 𝜌𝑖 ⊧ 𝜙).

(a) (𝒦, 𝑠) ⊧ ∃ ◯ 𝑝 (b) (𝒦, 𝑠) ⊧ ∃ ◻ 𝑝 (c) (𝒦, 𝑠) ⊧ ∃◇ 𝑝 (d) (𝒦, 𝑠) ⊧ ∃(𝑝 ⊔ 𝑞)

(e) (𝒦, 𝑠) ⊧ ∀◯ 𝑝 (f) (𝒦, 𝑠) ⊧ ∀ ◻ 𝑝 (g) (𝒦, 𝑠) ⊧ ∀◇ 𝑝 (h) (𝒦, 𝑠) ⊧ ∀(𝑝⊔ 𝑞)

Figura 5.3: Semântica dos operadores temporais da lógica ctl [Pereira, 2007].

5.2.2 Planejamento como verificação de modelos

As técnicas de verificação de modelos podem ser adaptadas para resolver problemas de pla-
nejamento [Cimatti et al., 1997, 2003; Giunchiglia e Traverso, 1999]. Nesse caso, dado um fond
ℳ = ∐︀𝑆,𝐴,𝑇, 𝑠0,𝐺̃︀, denotamos por 𝒦(ℳ) = ∐︀𝒮,ℒ,𝒯 ̃︀ a estrutura de Kripke relacionada ao espaço
de transição de estados de ℳ e 𝜓 uma fórmula lógica que representa o conjunto de estados meta
𝐺. Denotamos por 𝜙 uma fórmula temporal que especifica a qualidade esperada de uma política
que resolve ℳ: fraca, forte-cíclica ou forte. Denotamos por 𝒦(ℳ)𝜋 o submodelo de 𝒦(ℳ) que só
inclui as transições da política 𝜋. Assim, se ∃𝜋 ∶ (𝒦(ℳ)𝜋, 𝑠0) ⊧ 𝜙, o planejador devolve a política
𝜋; senão, ele devolve fracasso.

Podemos utilizar a lógica ctl para formalizar os três tipos de políticas para fond. A propriedade
de uma política fraca é denotada por 𝜙 = ∃ ◇ 𝜓, que diz que existe um caminho que alcança um
estado que satisfaz a meta. A propriedade de uma política forte é denotada por 𝜙 = ∀ ◇ 𝜓, que
diz que todos os caminhos alcançam um estado que satisfaz a meta. A propriedade de uma política
forte-cíclica é denotada por 𝜙 = ∀◻ ∃◇𝜓, que diz que todos os caminhos alcançam um estado que
satisfaz a meta a despeito de ciclos. Logo, dependendo da qualidade desejada, especificamos um
problema diferente que satisfaça a propriedade a ser verificada.
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Em geral, técnicas de verificação de modelos são utilizadas para verificar se um modelo ℳ
satisfaz uma fórmula temporal 𝜙. Assim, um verificador de modelos para ctl pode ser utilizado
para validar a qualidade de uma determinada política 𝜋, checando se (𝒦(ℳ)𝜋, 𝑠0) ⊧ 𝜙. No entanto,
como a semântica da lógica ctl não considera as ações, ela não é capaz de distinguir transições
causadas por diferentes ações em um mesmo estado. Logo, ela não é adequada para sintetizar
políticas como um resultado da verificação. Dessa forma, os algoritmos que usam verificação de
modelos para planejamento baseados em ctl precisam de mecanismos extra-lógicos para sintetizar
uma política [Pereira, 2007].

Na próxima seção apresentamos a lógica 𝛼-ctl [Pereira e Barros, 2008, 2012], que inclui as ações
em sua semântica, tornando-se mais adequada para lidarmos com problemas de planejamento. Esta
lógica provê meios para sintetizar uma política sem a necessidade de mecanismos extra-lógicos. Em
seguida, utilizamos essa lógica para caracterizar os modelos que lidam com becos-sem-saída de uma
forma construtivista, bem como para a extração de um método de detecção de becos-sem-saída.

5.2.3 𝛼-ctl: lógica de tempo ramificado para raciocínio sobre ações

A lógica 𝛼-ctl [Pereira e Barros, 2008, 2012] é uma lógica de tempo ramificado, cuja semântica é
definida sobre estruturas de Kripke rotuladas, especialmente projetada para lidar com problemas de
planejamento não-determinístico. Apesar da importância das ações na semântica da lógica 𝛼-ctl,
elas não são usadas para compor fórmulas 𝛼-ctl. Isso se deve ao fato de que ao definir uma
meta, impõe-se restrições apenas sobre os estados que poderão ser visitados durante a execução do
plano e não sobre as ações que podem ser selecionadas. Lógicas existentes na literatura tais como
De Nicola e Vaandrager [1990] e Pecheur e Raimondi [2006], que permitem restrições sobre ações,
são inadequadas para nosso propósito.

5.2.3.1 Sintaxe

As fórmulas da lógica 𝛼-ctl são compostas por proposições atômicas (por exemplo, ⊺ e 𝑝),
conectivos lógicos (¬, ∧ e ∨), quantificadores de caminho (∃ e ∀), e os seguintes operadores temporais:
⊙ (sucessor imediato), � (invariantemente), ⟐ (finalmente) e D (até que).

Definição 20. Seja 𝑝 uma proposição atômica. A sintaxe da lógica 𝛼-ctl é definida indutivamente
como

𝜙 ∶∶= ⊺ ⋃︀ 𝑝 ⋃︀ ¬𝑝 ⋃︀ (𝜙 ∧ 𝜙′) ⋃︀ (𝜙 ∨ 𝜙′) ⋃︀ ∃ ⊙ 𝜙 ⋃︀ ∀⊙ 𝜙 ⋃︀ ∃� 𝜙 ⋃︀ ∀� 𝜙 ⋃︀ ∃(𝜙 D 𝜙′) ⋃︀ ∀(𝜙 D 𝜙′). △

De acordo com a Definição 20, fórmulas bem formadas estão na forma normal negativa, assim,
o escopo da negação é restrito a fórmulas atômicas. Isso facilita a definição da semântica de pontos-
fixos máximos e mínimos para os operadores temporais globais. Além disso, todos os operadores
globais são prefixados por um quantificador de caminho (∃ ou ∀). Os operadores temporais derivados
de ⟐ são definidos como ∃⟐ 𝜙 ≐ ∃(⊺ D 𝜙) e ∀⟐ 𝜙 ≐ ∀(⊺ D 𝜙).

5.2.3.2 Semântica

Seja P um conjunto não vazio finito de proposições atômicas e A um conjunto não vazio de
ações. Um modelo temporal da lógica 𝛼-ctl sobre (P,A) é uma estrutura de Kripke rotulada
𝒟 = ∐︀𝒮,ℒ,𝒯 ̃︀, em que 𝒮 é um conjunto de estados, ℒ ∶ 𝒮 → 2P é uma função que rotula os
estados, e 𝒯 ∶ 𝒮 × A → 2𝒮 é uma função de transição de estados não-determinística. Além disso,
estados terminais (i.e., estados nos quais a única ação aplicável é uma ação trivial 𝜏) em um modelo
temporal persistem infinitamente no tempo (isto é, são estados absorventes).

Intuitivamente, a fórmula ∀ ⊙ 𝜙 é satisfeita em um estado 𝑠 ∈ 𝒮 se e somente se existe uma
ação 𝛼, cuja execução em 𝑠 necessariamente leva para um sucessor imediato 𝑠′ de 𝑠 que satisfaz
𝜙. A modalidade ⊙ representa o conjunto de sucessores por 𝛼-sucessores de 𝑠, para alguma ação
particular 𝛼 e o quantificador ∀ requer que todo estado nesse conjunto satisfaça 𝜙.
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(a) (b)

Figura 5.4: (a) Estrutura de Kripke rotulada 𝒟. (b) Estrutura de Kripke 𝒦(𝒟).

Para entender a diferença entre a semântica da lógica 𝛼-ctl [Pereira e Barros, 2008] e a semân-
tica da lógica ctl [Clarke e Emerson, 1982], considere a estrutura de Kripke rotulada 𝒟 da Figura
5.4(a), e a estrutura de Kripke correspondente, sem ações, denotada por 𝒦(𝒟) (Figura 5.4(b)).
Claramente, de acordo com a semântica da lógica ctl, segue que (𝒦(𝒟), 𝑠0) ⇑⊧ ∀ ◯ 𝑝 (porque 𝑝
não é satisfeito em 𝑠3) e (𝒦(𝒟), 𝑠0) ⇑⊧ ∀ ◯ ¬𝑝 (porque ¬𝑝 não é satisfeito nos estados 𝑠1 e 𝑠2). Por
outro lado, de acordo com a semântica da lógica 𝛼-ctl, segue que (𝒟, 𝑠0) ⊧ ∀ ⊙ 𝑝 (porque todos
𝑎1-sucessores de 𝑠0 satisfazem 𝑝) e (𝒟, 𝑠0) ⊧ ∀ ⊙ ¬𝑝 (porque todos 𝑎2-sucessores de 𝑠0 satisfazem
¬𝑝). De fato, cada ocorrência da modalidade ⊙ pode instanciar uma ação 𝛼 ∈ A diferente e, con-
sequentemente, a quantificação pode ser feita sobre diferentes conjuntos de 𝛼-sucessores do estado
𝑠0. No entanto, vale a pena observar que (𝒟, 𝑠0) ⊧ ∀ ⊙ 𝑝 ∧ ∀ ⊙ ¬𝑝 não significa que existe uma
política que alcance, simultaneamente, ambas as submetas 𝑝 e ¬𝑝 (uma meta impossível que seria
especificada como ∀⊙ (𝑝 ∧ ¬𝑝)). Essa possibilidade é muito importante em planejamento, uma vez
que se o agente não pode escolher suas ações (para atingir suas metas), ele não pode planejar.

A definição formal da semântica da lógica 𝛼-ctl é baseada no conceito de pré-imagem. Intui-
tivamente, a pré-imagem forte (fraca) de um conjunto de estados 𝑌 é o conjunto de estados 𝑋 a
partir dos quais pode-se necessariamente (eventualmente) alcançar um estado em 𝑌 .

Definição 21 (Pré-imagem fraca e pré-imagem forte). Seja 𝑌 ⊆ 𝒮 um conjunto de estados.
A pré-imagem fraca de 𝑌 , denotada por 𝒯 −∃ (𝑌 ), é o conjunto {𝑠 ∈ 𝒮 ∶ ∃𝑎∈A . (𝒯 (𝑠, 𝑎) ∩ 𝑌 ) ≠ ∅}, e
a pré-imagem forte de 𝑌 , denotada por 𝒯 −∀ (𝑌 ), é o conjunto {𝑠 ∈ 𝒮 ∶ ∃𝑎∈A .∅ ≠ 𝒯 (𝑠, 𝑎) ⊆ 𝑌 }. △

Por exemplo, considerando o modelo temporal 𝒟 (Figura 5.4(a)), a pré-imagem forte do conjunto
de estados 𝑌 = {𝑠4} é 𝑋 = {𝑠2}, uma vez que 𝑠2 é o único estado em 𝒟 a partir do qual o estado 𝑠4
pode ser atingido após executar uma única ação. Enquanto isso, a pré-imagem fraca do conjunto
de estados 𝑌 = {𝑠4} é 𝑋 = {𝑠1, 𝑠2, 𝑠3}, uma vez que os três estados possuem alguma ação aplicável
que pode levar para o estado 𝑠4.

A semântica dos operadores temporais locais (∃⊙ e ∀⊙) é dada pelas funções de pré-imagem,
enquanto, a semântica dos operadores temporais globais (∃�, ∀�, ∃D e ∀D) é derivada da semântica
dos operadores temporais locais, usando operações de ponto fixo mínimo (𝜇) e máximo (𝜈).

Definição 22. Seja 𝒟 = ∐︀𝒮,ℒ,𝒯 ̃︀ um modelo temporal com assinatura (P,A). A intensão de uma
fórmula em 𝛼-ctl 𝜙 em 𝒟 (ou um conjunto de estados que satisfaz 𝜙 em 𝒟), denotada por J𝜙K𝒟,
é definida como:

• J𝑝K𝒟 = {𝑠 ∶ 𝑝 ∈ ℒ(𝑠)}; J⊺K𝒟 = 𝒮; J�K𝒟 = ∅;

• J¬𝑝K𝒟 = 𝒮 ∖ J𝑝K𝒟;

• J(𝜙 ∧ 𝜙′)K𝒟 = J𝜙K𝒟 ∩ J𝜙′K𝒟;

• J(𝜙 ∨ 𝜙′)K𝒟 = J𝜙K𝒟 ∪ J𝜙′K𝒟;

• J∃ ⊙ 𝜙K𝒟 = 𝒯 −∃ (J𝜙K𝒟);

• J∀⊙ 𝜙K𝒟 = 𝒯 −∀ (J𝜙K𝒟);
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• J∃� 𝜙K𝒟 = 𝜈𝑌.(J𝜙K𝒟 ∩ 𝒯 −∃ (𝑌 ));

• J∀� 𝜙K𝒟 = 𝜈𝑌.(J𝜙K𝒟 ∩ 𝒯 −∀ (𝑌 ));

• J∃(𝜙 D 𝜙′)K𝒟 = 𝜇𝑌.(J𝜙′K𝒟 ∪ (J𝜙K𝒟 ∩ 𝒯 −∃ (𝑌 ))); e

• J∀(𝜙 D 𝜙′)K𝒟 = 𝜇𝑌.(J𝜙′K𝒟 ∪ (J𝜙K𝒟 ∩ 𝒯 −∀ (𝑌 ))). △
Definição 23. Seja 𝑠 um estado em um modelo temporal 𝒟, e 𝜙 uma fórmula 𝛼-ctl. A relação de
satisfazibilidade da lógica 𝛼-ctl é definida como: (𝒟, 𝑠) ⊧ 𝜙⇔ 𝑠 ∈ J𝜙K𝒟. △

A Figura 5.5 ilustra a semântica da lógica 𝛼-ctl. Note que os ramos de cada árvore de com-
putação são rotulados por ações. Observamos que os quantificadores existencias (∃⊙,∃�,∃⟐ e ∃D)
são muito parecidos com o da lógica ctl, sendo necessário apenas que algum caminho da árvore
satisfaça a fórmula 𝜙. Enquanto isso, os quantificadores universais (∀⊙,∀�,∀⟐ e ∀D) são diferentes
dos quantificadores universais da lógica ctl, pois é necessário que todos os caminhos por uma ação
satisfaçam a fórmula 𝜙.

(a) (𝒟, 𝑠) ⊧ ∃ ⊙ 𝑝 (b) (𝒟, 𝑠) ⊧ ∃� 𝑝 (c) (𝒟, 𝑠) ⊧ ∃⟐ 𝑝 (d) (𝒟, 𝑠) ⊧ ∃(𝑝 D 𝑞)

(e) (𝒟, 𝑠) ⊧ ∀⊙ 𝑝 (f) (𝒟, 𝑠) ⊧ ∀� 𝑝 (g) (𝒟, 𝑠) ⊧ ∀⟐ 𝑝 (h) (𝒟, 𝑠) ⊧ ∀(𝑝D 𝑞)

Figura 5.5: Semântica dos operadores temporais da lógica 𝛼-ctl [Menezes, 2014].

5.3 gmdps com becos-sem-saída: uma formalização por verificação
de modelos

Alguns becos-sem-saída são fáceis de serem reconhecidos (por exemplo, estados absorventes
que não satisfazem a meta), chamados becos-sem-saída explícitos. Outros podem ser difíceis de
detectar, chamados becos-sem-saída implícitos (por exemplo, becos-sem-saída pertencentes a uma
trap permanente que não contém um estado meta). Neste trabalho, estamos interessados na detecção
de becos-sem-saída implícitos.

5.3.1 Caracterizando o conjunto de becos-sem-saída de um gmdp

Sejaℳ = ∐︀𝑆,𝐴,𝑃,𝐶,𝐺, 𝑠0̃︀ um gmdp eℳ𝑛𝑑 o fond correspondente. Seja 𝒟(ℳ𝑛𝑑) a estrutura
de Kripke rotulada de ℳ𝑛𝑑, que abreviaremos por 𝒟(ℳ). Seja 𝜙 uma fórmula proposicional que
caracteriza o conjunto de estados meta 𝐺. A fórmula 𝛼-ctl ∃ ⟐ 𝜙 (existe uma trajetória que
finalmente alcança um estado meta) pode ser usada para expressar o conjunto ℛ de estados a
partir dos quais um estado meta pode ser alcançado. Como ∃ ⟐ 𝜙 é equivalente a ∃(⊺ D 𝜙), de
acordo com a Definição 22, o conjunto de estados ℛ é a intensão da fórmula 𝛼-ctl:

ℛ = J∃⟐ 𝜙K𝒟(ℳ) = 𝜇𝑌.(J𝜙K𝒟(ℳ) ∪ 𝒯 −∃ (𝑌 ))). (5.1)
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Intuitivamente, o conjunto ℛ de estados a partir dos quais um estado meta é possivelmente alcan-
çado é o ponto fixo mínimo da função de pré-imagem fraca começando com 𝐺; J𝜙K𝒟(ℳ) é o conjunto
de estados meta 𝐺 e 𝒯 −∃ (𝑌 ) é a pré-imagem fraca de um conjunto de estados 𝑌 . Assim, o conjunto
de estados ℛ a partir dos quais um estado meta pode ser atingido é computado iterativamente pela
atribuição 𝑌 𝑖+1 ∶= J𝜙K𝒟(ℳ) ∪ 𝒯 −∃ (𝑌 𝑖), com 𝑌 0 = ∅, até atingir o ponto fixo.

Teorema 1. O conjunto de estados ℛ, computado pela Equação 5.1, é o conjunto de todos os
estados a partir dos quais existe uma trajetória que finalmente alcança um estado meta.

Demonstração. Depois da primeira iteração, 𝑌 1 = 𝐺 e, claramente, 𝑌 1 contém todos os estados
a partir dos quais existe uma trajetória (com tamanho 0) para um estado meta. Supondo que
na 𝑖-ésima iteração 𝑌 𝑖 é o conjunto dos estados a partir dos quais existe uma trajetória para a
meta com no máximo 𝑖 − 1 passos. Então, a pré-imagem fraca de 𝑌 𝑖, i.e. 𝒯 −∃ (𝑌 𝑖) = {𝑠 ∈ 𝒮 ∶ ∃𝑎 ∈
A . (𝒯 (𝑠, 𝑎) ∪ 𝑌 𝑖) ≠ ∅}, é o conjunto de todos os estados que podem alcançar 𝑌 𝑖 com no máximo
um passo. Assim, todos os estados em 𝑌 𝑖+1 ∶= 𝐺 ∪ 𝒯 −∃ (𝑌 𝑖) podem alcançar um estado meta com 𝑖
passos. Como 𝑆 é um conjunto finito, com certeza existe um ponto fixo e, claramente, esse ponto
fixo é o conjunto ℛ.

Corolário 1. Seja 𝑆 o conjunto de estados de um gmdp ℳ, e ℛ ⊆ 𝑆 o conjunto de estados a
partir dos quais existe ao menos uma trajetória para um estado meta em ℳ. Então, o conjunto de
becos-sem-saída em ℳ, denotado por 𝒟ℰ, é 𝑆/ℛ.

Em ctl uma política forte-cíclica é definida pela fórmula 𝜑 = ∀◻∃◇𝜓. Conforme Pereira [2007]
e Menezes [2014] uma política forte-cíclica seria então definida de forma análoga pela fórmula 𝛼-ctl
𝜑 = ∀� ∃⟐ 𝜓, assim, o conjunto de estados que em algum estágio alcançam um estado meta seria
a intensão dessa fórmula, ℛ∗ = J∀� ∃ ⟐ 𝜓K. Porém, essa caracterização está correta somente em
problemas que não incluem certos tipos de ciclos. Para uma caracterização completa do conjunto
ℛ∗ é preciso estender a semântica de 𝛼-ctl conforme discutiremos no final deste capítulo.

5.3.2 sspade e sspudes

Seja ℳ = ∐︀𝑆,𝐴,𝑃,𝐶,𝐺, 𝑠0̃︀ um gmdp e 𝒟(ℳ) o respectivo grafo de transição de estados
rotulado sem probabilidades. Seja 𝜙 uma fórmula proposicional denotando o conjunto de estados
meta 𝐺. Seja ℛ o conjunto de estados a partir dos quais é possível alcançar um estado meta, e
𝒟ℰ = 𝑆/ℛ o conjunto de todos os becos-sem-saída de ℳ. Seja ℛ∗ ⊆ ℛ o conjunto de todos os
estados que necessariamente alcançam um estado meta1, isto é, estados com 𝑃𝐺 = 1. Assumindo
que 𝐶 seja uma função de custo positiva (𝐶 ∶ 𝑆 → R+), seguem as seguintes proposições.

Proposição 7. O gmdp ℳ é um sspade mdp, se e somente se, 𝑠0 ∈ℛ∗.

Rascunho da prova. (i) Como ℳ possui uma política própria a partir do estado inicial (suposição
A1), o modelo 𝒟(ℳ) possui ao menos uma política em que todas as trajetórias enraizadas em 𝑠0
em algum momento alcançam um estado meta, logo 𝑠0 ∈ ℛ∗. (ii) Como ℛ∗ é o conjunto de todos
os estados a partir dos quais necessariamente é possível alcançar um estado meta, se 𝑠0 ∈ℛ∗, então
existe uma política tal que todas as trajetórias iniciadas em 𝑠0 necessariamente alcançam um estado
meta, i.e, existe uma política própria a partir de 𝑠0 (suposição A1). Como assumimos que 𝐶 é uma
função positiva, temos que toda política imprópria a partir de 𝑠0 tem um custo esperado infinito
(suposição A2), logo i.e,ℳ é um sspade mdp.

Proposição 8. O gmdp ℳ é um sspude mdp, se e somente se, 𝑠0 ∈ℛ.

Rascunho da prova. (i) Como ℳ é um sspude mdp, então ℳ possui ao menos uma política com
probabilidade maior que zero de alcançar um estado meta a partir do estado inicial, logo, existe
ao menos uma trajetória em 𝒟(ℳ) que leva o agente de 𝑠0 para um estado que satisfaz 𝜙, dessa

1O apêndice C mostra como este conjunto pode ser calculado.
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forma, pelo Teorema 1 temos que 𝑠0 ∈ ℛ. (ii) Uma vez que ℛ é o conjunto de estados a partir
dos quais tanto um estado meta quanto um beco-sem-saída podem ser alcançados, se 𝑠0 ∈ℛ, então
existe uma política com probabilidade maior que zero de levar o agente do estado inicial para o
estado meta, logoℳ tem solução e trata-se de um sspude mdp.

Proposição 9. Se 𝒟ℰ = ∅ então ℛ =ℛ∗ .

Rascunho da prova. Suponha que 𝒟ℰ = ∅ e ℛ ≠ ℛ∗. Uma vez que ℛ∗ ⊆ ℛ, segue que ℛ/ℛ∗ ≠ ∅.
Dessa forma, deve existir um estado 𝑠 ∈ ℛ/ℛ∗ que pode alcançar um beco-sem-saída. Mas isso é
uma contradição, uma vez que 𝒟ℰ = ∅.

Proposição 10. O gmdp ℳ é um ssp mdp, se e somente se, 𝒟ℰ = ∅.

Rascunho da prova. (i) Se ℳ é um ssp mdp então, existe uma política própria (suposição S1),
isto é, todo estado possui uma política com probabilidade um de levar o agente para um estado
meta. Logo, é possível alcançar um estado que satisfaz 𝜙 a partir de todos os estados em 𝒟(ℳ),
portanto 𝒟ℰ = ∅. (ii) Se 𝒟ℰ = ∅, como 𝐶(𝑠) > 0, existe ao menos uma política própria e toda
política imprópria tem um custo acumulado infinito nos estados com 𝑃𝐺 < 1. Portanto, ℳ é um
ssp mdp.

A Figura 5.6 mostra as relações entre os conjuntos 𝐺 (estados meta), ℛ∗ (estados que necessa-
riamente levam para um estado meta), e ℛ (estados que possivelmente levam a um estado meta).
Como pudemos ver, baseados nesses conjuntos e em qual deles se encontra o estado inicial, os
diferentes tipos de gmdps podem ser precisamente caracterizados.

Figura 5.6: Relação entre os tipos de gmdps. A região destacada indica o conjunto de becos-
sem-saída 𝒟ℰ.

5.4 Algoritmo enumerativo

O planejador baseado em 𝛼ctl (Pactl) [Pereira, 2007] é capaz de sintetizar uma política
cujo submodelo satisfaz propriedades descritas em 𝛼-ctl, incluindo metas estendidas que dizem
que uma propriedade 𝜙1 deve ser satisfeita até alcançar um estado em que outra propriedade 𝜙2

seja satisfeita. No entanto, para o propósito deste trabalho estamos interessados apenas em um
fragmento da lógica 𝛼-ctl. Nesta seção, apresentamos os métodos do algoritmo Pactl necessários
para computar ℛ.

O Algoritmo 5.1 mostra como ℛ pode ser computado utilizando apenas operações entre conjun-
tos de estados. Observe que esse algoritmo segue estritamente as definições apresentadas na Seção
5.2.3.

O Algoritmo 5.1 recebe como entrada o conjunto de proposições que descreve a meta G ⊆ P.
Para entender esse algoritmo fazemos um paralelo com as operações da lógica 𝛼-ctl. Como 𝜙 é
uma conjunção das proposições de G, os conjunto de estados meta 𝐺 = J𝜙K𝒟(ℳ) é o conjunto dos
estados em que todas as proposições de G são verdadeiras (Linha 2). A função weakPreImage
computa a função de pré-imagem 𝒯 −∃ (𝑌 ) (Definição 21). Finalmente, o algoritmo principal computa
o ponto fixo da pré-imagem fraca do conjunto de estados meta 𝐺. Nesse algoritmo, 𝑋 armazena o
conjunto de estados 𝑌 𝑖−1 e 𝑌 o conjunto de estados 𝑌 𝑖.
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Algoritmo 5.1 Regressão fraca [Pereira, 2007].
Input ℳ: gmdp

Output ℛ: conjunto de estados que podem alcançar um estado meta
1: function weakPreImageFixPoint(G)
2: 𝐺 ∶= {𝑠 ∈ 𝒮 ∶ G ⊆ ℒ(𝑠)}
3: 𝑌 ∶= ∅
4: repeat
5: 𝑋 ∶= 𝑌
6: 𝑌 ∶= 𝐺 ∪weakPreImage(𝑌 ) ▷ 𝐺 ∪ 𝒯 −∃ (𝑌 )
7: until 𝑋 = 𝑌
8: return 𝑌
9: end function

10: function weakPreImage(𝑌 )
11: return {𝑠 ∈ 𝒮 ∶ ∃𝑎∈A .∅ ≠ 𝒯 (𝑠, 𝑎) ⊆ 𝑌 }
12: end function

A Figura 5.7 mostra um exemplo da execução do algoritmo weakPreImageFixpoint. Nessa
figura, destacamos o conjunto de estados 𝑌 a cada iteração do laço principal do algoritmo. Ini-
cialmente 𝑌 0 = ∅, após a primeira iteração tempos 𝑌 1 = 𝐺 ∪ 𝒯 −∃ (𝑌 0) = 𝐺 ∪ ∅ = {𝑠𝑔}. Em se-
guida, 𝑌 2 = 𝐺 ∪ 𝒯 −∃ (𝑌 1) = {𝑠𝑔} ∪ {𝑠1, 𝑠2, 𝑠3, 𝑠4} = {𝑠𝑔, 𝑠1, 𝑠2, 𝑠3, 𝑠4} =. Finalmente, ℛ = 𝑌 3 = 𝑌 4 =
{𝑠𝑔, 𝑠1, 𝑠2, 𝑠3, 𝑠4, 𝑠0}. Observamos assim, que o único estado nesse exemplo que não faz parte de ℛ
é o beco-sem-saída 𝑠5.

Figura 5.7: Funcionamento do algoritmo weakPreImageFixpoint. 𝑌 𝑖 é o conjunto 𝑌 do
ponto fixo mínimo na 𝑖-ésima iteração.

5.5 Cálculo de ℛ∗

Como mencionamos anteriormente, em 𝛼-ctl uma política forte-cíclica seria definida pela fór-
mula 𝜑 = ∀�∃⟐𝜓. No entanto, essa fórmula pode ser satisfeita em um estado 𝑠 ∈ 𝑆 que nem sempre
alcança um estado meta, caso 𝑠 pertença a um ciclo e algum estado desse ciclo possa alcançar um
estado meta. A Figura 5.8(a) mostra um gmdp em que isso ocorre, no estado 𝑠3, a ação 𝑎7 sempre
leva para um estado a partir do qual é possível alcançar o estado meta 𝑠𝑔. A seguir, mostramos
como é computado o submodelo que satisfaz ∀�∃⟐𝜓. Ao final, propomos uma extensão da lógica
𝛼-ctl para contornar esse problema.

Note que a computação da pré-imagem (Definição 21) devolve um conjunto de estados, no
entanto, para sintetizar uma política forte-cíclica, é necessário utilizar uma representação para
submodelos, isto é, uma estrutura que represente tanto estados como transições [Pereira, 2007, p.
75]. A Figura 5.8, mostra como o submodelo de um fondℳ (Figura 5.8(a)) que satisfaz ∀�∃⟐𝜓
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é calculado, sendo que 𝑠𝑔 satisfaz a meta 𝜓.
A Figura 5.8(b) mostra o submodelo que satisfaz a fórmula ∃ ⟐ 𝜓, denotamos esse submodelo

por 𝑋. A computação desse submodelo é muito parecida com a computação do conjunto ℛ. Observe
que o conjunto de estados de 𝑋 coincide com o conjunto de estados que pode alcançar um estado
meta ℛ. Assim, os becos-sem-saída 𝑠4 e 𝑠5 não fazem parte do submodelo 𝑋.

O submodelo que satisfaz ∀� ∃⟐ 𝜓 é computado através de um ponto fixo máximo, sendo, 𝑌
inicializado com todo o submodelo 𝑋, isto 𝑌 0 = 𝑋 (Figura 5.8(a)). A seguir, o algoritmo calcula a
pré-imagem forte de 𝒯 −∀ (𝑌 0) e faz a intersecção com o submodelo 𝑌 0 que pode alcançar um estado
meta, isto é 𝑌 1 = 𝑌 0 ∩ 𝒯 −∀ (𝑌 0) =𝑋 ∩ 𝒯 −∀ (𝑌 0) (Figura 5.8(c)). Essa operação é repetida, obtendo o
submodelo 𝑌 2 = 𝑋 ∩ 𝒯 −∀ (𝑌 1) (Figura 5.8(d)). Essa operação remove transições de 𝑌 1 que podem
levar para algum estado que não pertence a 𝑌 1, eliminando as transições (𝑠1 ∶ 𝑎4) e (𝑠3 ∶ 𝑎6),
que podiam levar para os estados 𝑠4 e 𝑠5. Com a próxima pré-imagem forte, 𝑌 3 = 𝑋 ∩ 𝒯 −∀ (𝑌 2)
(Figura 5.8(d)), a transição (𝑠0 ∶ 𝑎1) é eliminada. Finalmente, o ponto fixo é alcançado, pois 𝑌 4 =
𝑋 ∩ 𝒯 −∀ (𝑌 3) = 𝑌 3.

Observamos que a pré-imagem forte de 𝑌 1 mantém o estado 𝑠3, devido à presença do ciclo
criado pela ação 𝑎7 no estado 𝑠3. Por isso esse estado não é removido do submodelo que satisfaz
a fórmula ∀ � ∃ ⟐ 𝜓. Observamos assim, que pela semântica da lógica 𝛼-ctl, podemos acabar
mantendo estados que pertencem a um ciclo e não satisfazem a qualidade esperada por um política
forte-cíclica.

(a) (b)

(c) (d)

Figura 5.8: Computação do ponto fixo da fórmula 𝜑 = ∀�∃⟐𝜓. A área em destaque mostra
o conjunto 𝑌 a cada iteração: 5.8(a) 𝑌 0, 5.8(b) 𝑌 1, 5.8(c) 𝑌 2 e 5.8(d) 𝑌 3 = 𝑌 4.

Para eliminar estados que fazem parte de um ciclo, é necessário calcular novamente o conjunto
𝑋 = ∃⟐𝜓 considerando apenas o submodelo 𝑌 3. Na Figura 5.9, mostramos como seria o novo sub-
modelo 𝑋 caso apenas o submodelo calculado anteriormente, 𝑌 3, fosse considerado como domínio.
Observe que, nesse caso, a regressão fraca não incluiria o estado 𝑠3 pois a ação 𝑎6 não faz parte de
𝑌 3.
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Figura 5.9: Resultado esperado da regressão forte-cíclica. A área em destaque mostra o resul-
tado da regressão fraca. Transições e estados em cinza claro são desconsideradas pela operação
de regressão fraca.

Percebemos que para computar uma política forte-cíclica é necessário alterar o domínio em que
o ponto fixo mínimo da fórmula ∃⟐𝜓 é calculado. No entanto, a lógica 𝛼-ctl não possui nenhum
operador que permite alterar o domínio em que o ponto fixo é computado. A equação a seguir
mostra como o conjunto ℛ∗ poderia ser computado utilizando duas operações de ponto-fixo.

ℛ∗ = 𝜈𝑌.(𝜇𝑋.(J𝜓K𝒟(ℳ) ∪ 𝒯 −∃ (𝑋))𝑌 ∩ 𝒯 −∀ (𝑌 ))𝒟(ℳ). (5.2)

Observe que nesse caso, o submodelo que satisfaz ∃ ⟐ 𝜓 é computado utilizando o submodelo 𝑌
como domínio.

Ainda precisamos mostrar que a nova função é monótona, para mostrar que ela tem um ponto
fixo. Observamos ainda que o submodelo calculado por esse novo ponto fixo não contém apenas
uma política forte-cíclica, ele pode incluir ações que não levam para a meta, isto é, ciclos em que
todos os estados pertencem a ℛ∗. Apesar disso, esse submodelo é o bastante para definir o conjunto
de estados que em algum momento alcançam um estado meta. Observe que se assumirmos que o
agente sempre tem uma chance de escolher uma ação diferente dentro desse submodelo, então ele em
algum momento escolheria uma ação que sai do ciclo e, de forma similar a suposição de equidade,
em algum momento alcançaria um estado meta. Para computar uma política forte-cíclica é possível
fazer uma nova regressão fraca que só associa uma ação para cada estado.

5.6 Discussão

Entre as abordagens de verificação de modelos, temos abordagens enumerativas, que lidam com
uma representação explícita do espaço de estados, e abordagens simbólicas, que representam o
modelo do mundo de forma fatorada e raciocinam de forma simbólica sobre essa representação.

Neste capítulo apresentamos um algoritmo de verificação de modelos enumerativo para computar
o conjunto ℛ. No próximo capítulo, apresentamos uma versão simbólica desse algoritmo.



Capítulo 6

Regressão simbólica para detecção de
becos-sem-saída

No capítulo anterior apresentamos um fragmento do algoritmo Pactl (Seção 5.4) que computa
o conjunto de estados ℛ que pode alcançar um estado meta. Esse algoritmo enumera a função de
transição, o que pode ser ineficiente. Para contornar esse problema, algoritmos baseados em veri-
ficação de modelos simbólica [Fourman, 2000; McMillan, 1992] representam a função de transição
de forma implícita, em geral, através de fórmulas proposicionais e podem ser usados para compu-
tarmos a regressão fraca (forte ou forte-cíclica) com operações entre fórmulas. Chamaremos esse
algoritmo de regressão simbólica fraca. Assim como o algoritmo spudd (Seção 2.3) esses métodos
se aproveitam da independência entre as variáveis proposicionais para criar uma representação mais
compacta dos conjuntos de estados e da função de transição.

Há duas formas de representar uma função de transição utilizando fórmulas proposicionais. A
primeira representa a função de transição de maneira implícita (fatorada) [Fourman, 2000; Rintanen,
2008], criando uma fórmula para cada ação, assim como a linguagem de descrição de ações apre-
sentada na Seção 2.4. A segunda cria uma única fórmula para representar a função de transição
de forma explícita [Cimatti et al., 1997; McMillan, 1992]. Neste trabalho optamos pela primeira
abordagem, pois ela não adiciona uma variável extra para representar as ações nas fórmulas (como
a lógica 𝛼-ctl). Além disso, por manter uma representação implícita das ações essa abordagem
pode consumir menos memória.

6.1 Representação simbólica de estados

Podemos representar estados e conjuntos de estados através de fórmulas proposicionais. Um
estado 𝑠 ∈ 𝒮 rotulado por um conjunto de proposições atômicas ℒ(𝑠) ⊆ P, e um conjunto de estados
𝑌 ⊆ 𝒮, pode ser representado, respectivamente, pelas fórmulas proposicionais:

𝜉(𝑠) = ⋀
𝑝∈ℒ(𝑠)

𝑝 ∧ ⋀
𝑝∈P∖ℒ(𝑠)

¬𝑝 e 𝜉(𝑌 ) = ⋁
𝑠∈𝑌

𝜉(𝑠).

6.2 Representação simbólica de ações

Como vimos na Seção 2.4, um problema de planejamento probabilístico pode ser definido por
uma linguagem de descrição de ações. Dado um problema de planejamento probabilístico 𝒫𝑝𝑟𝑜𝑏 =
∐︀P,A, 𝑠0,G̃︀, uma ação probabilística 𝑎 ∈ A é dada pela dupla ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐸𝑓𝑓𝑒𝑐𝑡𝑠̃︀ em que 𝐸𝑓𝑓𝑒𝑐𝑡𝑠 é
a lista de efeitos da forma (︀𝑝1 ∶ (𝐴𝑑𝑑1,𝐷𝑒𝑙1), . . . , 𝑝𝑛 ∶ (𝐴𝑑𝑑𝑛,𝐷𝑒𝑙𝑛)⌋︀ tal que 𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐴𝑑𝑑1, . . . ,𝐷𝑒𝑙𝑛
são conjuntos de proposições atômicas.

Fourman [2000] propôs uma forma de representar e raciocinar sobre ações determinísticas uti-
lizando operações entre fórmulas proposicionais. Essa representação foi estendida para ações não-
determinísticas por Menezes et al. [2014]. Neste trabalho, para o cálculo do conjunto ℛ, usando a
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regressão simbólica fraca, de um problema de planejamento probabilístico, ignoramos as probabilida-
des dos efeitos das ações e representamos uma ação 𝑎 ∈ A pela tupla ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐸𝑓𝑓𝑒𝑐𝑡𝑠,𝐶ℎ𝑎𝑛𝑔𝑒𝑠̃︀
sendo 𝐶ℎ𝑎𝑛𝑔𝑒𝑠 a lista de proposições que ocorre em 𝐸𝑓𝑓𝑒𝑐𝑡𝑠.

A representação simbólica de uma ação 𝑎 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐸𝑓𝑓𝑒𝑐𝑡𝑠,𝐶ℎ𝑎𝑛𝑔𝑒𝑠̃︀ é denotada por 𝜉(𝑎),
sendo os conjuntos 𝑃𝑟𝑒𝑐𝑜𝑛𝑑 e 𝐸𝑓𝑓𝑒𝑐𝑡𝑠 também representados como fórmulas proposicionais, con-
forme a seguir:

𝜉(𝑃𝑟𝑒𝑐𝑜𝑛𝑑) = ⋀
𝑝∈𝑃𝑟𝑒𝑐𝑜𝑛𝑑

𝑝 e 𝜉(𝐸𝑓𝑓𝑒𝑐𝑡𝑠) = ⋁
1≤𝑖≤𝑛

⎛
⎝ ⋀
𝑝∈𝐴𝑑𝑑𝑖

𝑝 ∧ ⋀
𝑝∈𝐷𝑒𝑙𝑖

¬𝑝
⎞
⎠
.

6.3 Operações simbólicas: restrição e quantificação existencial

Para computarmos o conjunto ℛ utilizando técnicas de verificação de modelos simbólica, além
das operações lógicas básicas de conjunção e disjunção, são necessários os operadores de restrição e
quantificação existencial, a saber:

Restrição: Dada uma fórmula proposicional 𝜑, uma proposição 𝑝 e uma constante 𝑥 ∈ {⊺,�},
denotamos por 𝜑(︀𝑥⇑𝑝⌋︀ a fórmula proposicional obtida substituindo todas as ocorrências da
proposição 𝑝 em 𝜑 pela constante 𝑥. Assim, se 𝜑 descreve um conjunto de estados 𝑌 , 𝜑(︀⊺⇑𝑝⌋︀
representa o conjunto de estados de Y em que 𝑝 é verdadeira. De forma análoga, 𝜑(︀�⇑𝑝⌋︀
representa o conjunto de estados de Y em que 𝑝 é falsa.

Quantificação existencial: Dada uma fórmula proposicional 𝜑 e uma variável proposicional 𝑝, a
quantificação existencial da fórmula 𝜑 sobre os valores da proposição 𝑝 é:

∃(𝑝).𝜑 = 𝜑(︀�⇑𝑝⌋︀ ∨ 𝜑(︀⊺⇑𝑝⌋︀.

Também podemos definir a quantificação existencial para um conjunto de proposições. Seja
𝒫 ′ = (︀𝑝1, 𝑝2,⋯, 𝑝𝑛⌋︀ um subconjunto das variáveis proposicionais que ocorrem em 𝜑, temos que
∃𝐵.𝜑 = ∃(𝑝1).∃(𝑝2,⋯, 𝑝𝑛).𝜑.

6.4 Diagramas de decisão binária

Diagramas de decisão binária (bdds) [Bryant, 1986] são utilizados para representar funções
proposicionais de forma compacta e realizar operações entre fórmulas proposicionais de maneira
eficiente. Denotamos por 𝜑dd o bdd da correspondente à fórmula proposicional 𝜑. A Tabela 6.1
mostra a correspondência entre os operadores lógicos utilizados pelo algoritmo de regressão simbólica
e as respectivas operações entre bdds.

Operadores lógicos Operações entre bdds
𝜑1 ∨ 𝜑2 𝜑dd

1 ⊕ 𝜑dd
1

𝜑1 ∧ 𝜑2 𝜑dd
1 ⊗ 𝜑dd

1

∃𝐵.𝜑 𝑒𝑥𝑖𝑠𝑡𝑠(𝐵,𝜑dd)

Tabela 6.1: Correspondência entre operadores lógicos e operações entre bdds.

6.5 Regressão simbólica fraca: cálculo do conjunto ℛ

A pré-imagem fraca de um conjunto de estados 𝑌 por uma ação 𝑎 = ∐︀𝑃𝑟𝑒𝑐𝑜𝑛𝑑,𝐸𝑓𝑓𝑒𝑐𝑡𝑠,𝐶ℎ𝑎𝑛𝑔𝑒𝑠̃︀
(chamada regressão por ação), é dado por:

𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒𝑎(𝑌 ) = 𝜉(𝑃𝑟𝑒𝑐𝑜𝑛𝑑) ∧ ∃(𝐶ℎ𝑎𝑛𝑔𝑒𝑠).(𝜉(𝐸𝑓𝑓𝑒𝑐𝑡𝑠) ∧ 𝜉(𝑌 )). (6.1)
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Finalmente, a pré-imagem de um conjunto de ações A, é dado por:

𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒A(𝑌 ) = ⋁
𝑎∈A

𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒𝑎(𝑌 ).

Com essas definições, a implementação simbólica da pré-imagem fraca pode se aproveitar da
estrutura fatorada do domínio, e computar ℛ de forma mais eficiente. O algoritmo de regressão
simbólica fraca (Algoritmo 6.1), utiliza diagramas de decisão binária para representar todas as
fórmulas proposicionais [McMillan, 1992].

Algoritmo 6.1 Regressão simbólica fraca.
Input 𝒫: gmdp

Output 𝜉(ℛ)dd: conjunto de estados que pode alcançar um estado meta
function symbolicWeakPreImageFixPoint(𝒫 )

𝜉(𝑌 )dd ∶= ∅
repeat

𝜉(𝑋)dd ∶= 𝜉(𝑌 )dd

𝜉(𝑌 )dd ∶= 𝜉(𝐺)dd ⊕weakPreImage(𝜉(𝑌 )dd,A)
until 𝜉(𝑋)dd = 𝜉(𝑌 )dd

return 𝜉(𝑌 )dd

end function

function weakPreImage(𝜉(𝑌 )dd,A)
return ⊕𝑎∈A actionWeakPreImage(𝜉(𝑌 )dd, 𝜉(𝑎)

end function

function actionWeakPreImage(𝜉(𝑌 )dd, 𝜉(𝑎) = ∐︀𝜉(𝑃𝑟𝑒𝑐𝑜𝑛𝑑), 𝜉(𝐸𝑓𝑓𝑒𝑐𝑡𝑠)𝑟𝑎𝑛𝑔𝑙𝑒)
𝜉(𝑋)dd ∶= 𝜉(𝑌 )dd ⊗ 𝜉(𝐸𝑓𝑓𝑒𝑐𝑡𝑠)dd

𝜉(𝑋)dd ∶= 𝑒𝑥𝑖𝑠𝑡𝑠(𝐶ℎ𝑎𝑛𝑔𝑒𝑠, 𝜉(𝑋)dd)
𝜉(𝑋)dd ∶= 𝜉(𝑋)dd ⊗ 𝜉(𝑃𝑟𝑒𝑐𝑜𝑛𝑑)dd

return 𝜉(𝑋)dd;
end function

A função weakPreImage no Algoritmo 6.1 computa a pré-imagem fraca 𝛼-ctl de um conjunto
de estados 𝜉(𝑌 )𝐷𝐷 dado um conjunto de ações simbólicas A. A função actionWeakPreImage
implementa a regressão fraca por uma ação 𝑎 ∈ A, conforme Equação 6.1. Finalmente, o método
symbolicWeakPreImageFixpoint computa o ponto fixo da pré-imagem fraca, assim como no
Algoritmo 5.1 esse método agrega na variável 𝑌 o conjunto de estados que podem alcançar um
estado meta.

6.6 Um novo detector de becos-sem-saída – swr-de

Para resolver gmdps, o conjunto ℛ é utilizado para detectar becos-sem-saída simplesmente
verificando se 𝑠 ⇑∈ℛ. Isso também pode ser feito utilizando bdds conforme a seguir: se 𝜉(𝑠)∧𝜉(ℛ) = �
então 𝑠 é um beco-sem-saída. No Algoritmo 6.2 a função swr-de mostra como isso pode ser feito
através de operções entre bdds. Chamamos o novo método de detector por regressão simbólica fraca
(Symbolic Weak Regression Detector – swr-de). Note que, o swr-de utiliza o Algoritmo 6.1 para
computar o conjunto ℛ antes de iniciar a etapa de planejamento.

O Algoritmo 6.2 mostra como podemos sobrescrever o método Initialize (Algoritmo 2.2) dos
algoritmos de planejamento probabilístico, para utilizar o novo método de detecção de becos-sem-
saída ao inicializar a função valor de um estado 𝑠 ∈ 𝑆. Antes de computar a heurística para o estado
𝑠, esse método checa se 𝑠 é um beco-sem-saída (Linha 1), nesse caso, define-se o valor de 𝑠 como ∞
(𝑉 0(𝑠) =∞). Somente se 𝑠 pertencer a ℛ, isto é, se o estado não for um beco-sem-saída, o algoritmo
computa o valor da heurística para esse estado.
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Algoritmo 6.2 Initialize(𝑠, ℎ, 𝜉(ℛ)𝐷𝐷).
Input 𝑠 : estado

ℎ : heurística
𝜉(ℛ)𝐷𝐷 : conjunto de estados que podem alcançar um estado meta

1: if swr-de(𝑠, 𝜉(ℛ)𝐷𝐷) then
2: 𝑉 0(𝑠) ∶=∞
3: else
4: 𝑉 0(𝑠) ∶= ℎ(𝑠)
5: end if

6: function swr-de(𝑠, 𝜉(ℛ)𝐷𝐷 )
7: return 𝜉(𝑠)𝐷𝐷 ⊗ 𝜉(ℛ)𝐷𝐷 = �
8: end function

Observamos que as heurísticas de insolubilidade descritas na Seção 4.3 poderiam ser utilizadas
de forma similar para inicializar a função valor. No próximo capítulo, avaliamos o comportamento
de planejadores probabilísticos que lidam com becos-sem-saída ao utilizarem o método de detecção
swr-de, proposto nessa seção.



Capítulo 7

Análise Empírica

O algoritmo de regressão simbólica fraca (Algoritmo 6.1), foi implementado no arcabouço de
planejamento probabilístico mGPT [Bonet e Geffner, 2005] e integrado à biblioteca de bdds cudd
[Somenzi, 2015], que contém as operações básicas entre bdds. O mGPT possui planejadores eficien-
tes, como o lrtdp (Seção 2.2.1) e o hmdpp (Seção 4.2.2), bem como implementa diversas heurísticas
que usaremos em nossa análise. Para a integração do algoritmo de detecção de becos-sem-saída pro-
posto nessa dissertação, o swr-de, foi necessário adaptar o mGPT para chamar o novo método de
inicialização da função valor (Algoritmo 6.2).

Dividimos os experimentos em duas partes. A primeira parte avalia empiricamente os métodos de
detecção de becos-sem-saída, em termos da quantidade de becos-sem-saída detectados no conjunto
de estados alcançáveis a partir de 𝑠0 e do tempo gasto nessa detecção (Seção 7.2). A segunda
parte da nossa análise verifica o custo computacional dos algoritmos de planejamento somado ao
do método proposto (Seção 7.3). A próxima seção apresenta os domínios benchmark selecionados
para essas análises.

7.1 Domínios

Para realizar os testes, utilizamos 7 domínios usados nas competições internacionais de plane-
jamento probabilístico1 conhecidos por possuírem becos-sem-saída, a saber:

• Navigation_0 (sspude mdp);

• Navigation_1 (sspude mdp);

• Navigation_2 (sspude mdp);

• TriangleTireWorld_0 (sspade mdp);

• TriangleTireWorld_1 (sspade mdp);

• Drive (sspude mdp); e

• ExplodingBlocksWorld (sspude mdp).

Note que os domínios do tipo sspude mdp não possuem penalidade finita e portanto tratamos
todos esses domínios como isspude mdp.

7.1.1 Navigation

O domínio Navigation foi originalmente definido na linguagem RDDL (Relational Dynamic
Influence Diagram Language) [Sanner, 2010] para a competição de planejamento probabilístico de
2011 [Sanner e Youn, 2011] (o Apêndice D apresenta a especificação deste domínio em RDDL).

1icaps-conference.org/index.php/main/competitions
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Chamaremos essa extensão de Navigation_0. Neste domínio um robô deve ir de uma localização
origem para uma localização destino percorrendo um mapa, ilustrado na Figura 7.1. O robô é capaz
de executar quatro ações move-south, move-north, move-west e move-east. Ao aplicar a
ação move-north, existe uma chance do robô desaparecer, o que representa um beco-sem-saída,
uma vez que o robô não poderá mais se movimentar. Como não existe uma política própria a partir
do estado inicial, esse problema pertence à classe dos sspude mdps.

Figura 7.1: Exemplo de problema do domínio Navigation. A tonalidade de cada posição re-
presenta a probabilidade do robô desaparecer.

Cada instância desse domínio é parametrizada pelo número total de colunas (𝑐𝑜𝑙) e pelo nú-
mero total de linhas (𝑙𝑖𝑛). Outros parâmetros são 𝑚𝑖𝑛𝑝 e 𝑚𝑎𝑥𝑝 que definem, respectivamente, as
probabilidades mínima e máxima do robô desaparecer ao se mover para o norte. A probabilidade
mínima define a probabilidade do robô desaparecer nas posições mais à esquerda (oeste) do mapa
e a probabilidade máxima define a probabilidade do robô desaparecer nas posições mais à direita
(leste). Assim, a probabilidade do robô desaparecer na coluna 𝑗 ∈ (︀1, 𝑐𝑜𝑙⌋︀ é dada por:

𝑝𝑟𝑜𝑏𝑎𝑏𝑖𝑙𝑖𝑑𝑎𝑑𝑒_𝑑𝑒𝑠𝑎𝑝𝑎𝑟𝑒𝑐𝑒𝑟(𝑗) =𝑚𝑖𝑛𝑝 + (𝑗 − 1)(𝑚𝑎𝑥𝑝 −𝑚𝑖𝑛𝑝)
𝑐𝑜𝑙 − 1

.

Note que o número de variáveis proposicionais (⋃︀P⋃︀) é igual ao número de localizações possíveis
do robô 𝑛𝑢𝑚_𝑙𝑜𝑐 = 𝑐𝑜𝑙 ∗ 𝑙𝑖𝑛. Estados em que o robô encontra-se em duas localizações são estados
inconsistentes. No entanto, é possível que ele não esteja em nenhuma localização, caso ele desapareça
ao se movimentar para o norte. Assim, o número de estados alcançáveis é dado pela quantidade de
possíveis localizações do robô mais um (o estado em que ele não está em nenhum lugar).

Observamos que nesses problemas existe um único beco-sem-saída, o estado em que o veículo
desapareceu e não se encontra em nenhuma das localizações. Nesse estado, nenhuma ação é aplicá-
vel, portanto este estado é um beco-sem-saída explícito. Os demais estados possuem quatro ações
aplicáveis. A Tabela 7.1 mostra a análise estatística de 16 instâncias do domínio Navigation.

lin col |P| Estados
Alcançáveis Ações Traps Estados

por Trap Becos-sem-saída ⋃︀ℛ⋃︀

4 3 12 13 4 1 1 1 12
4 6 24 25 4 1 1 1 24
4 9 36 37 4 1 1 1 36
4 12 48 49 4 1 1 1 48
4 15 60 61 4 1 1 1 60
4 18 72 73 4 1 1 1 72
4 21 84 85 4 1 1 1 84
4 24 96 97 4 1 1 1 96
4 27 108 109 4 1 1 1 108
4 30 120 121 4 1 1 1 120
4 33 132 133 4 1 1 1 132
4 36 144 145 4 1 1 1 144
4 39 156 157 4 1 1 1 156
4 42 168 169 4 1 1 1 168
4 45 180 181 4 1 1 1 180
4 48 192 193 4 1 1 1 192

Tabela 7.1: Estatísticas para 16 instâncias do domínio Navigation_0.
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Navigation (extensão 1). Como todas as instâncias do domínio Navigation possuem apenas
um beco-sem-saída que pode ser detectado trivialmente, esse domínio não é interessante para avali-
armos a capacidade dos métodos de detecção de becos-sem-saída. Assim, estendemos esse domínio
adicionando um objeto que deve ser levado pelo agente da localização inicial para a localização meta.
Chamaremos essa extensão de Navigation_1. Nesse caso, ao invés de desaparecer, o agente derruba
o objeto e como não existe uma ação para pegar novamente o objeto, esse é um beco-sem-saída.
Uma vez que o robô pode continuar se movimentando normalmente, cria-se uma trap permanente
com 𝑛𝑢𝑚_𝑙𝑜𝑐 estados, uma para cada posição em que o objeto é derrubado (para isso foi adicionado
o predicado object-at(loc) que representa a posição em que o objeto foi derrubado). Com isso
criamos 𝑛𝑢𝑚_𝑙𝑜𝑐 traps permanentes com 𝑛𝑢𝑚_𝑙𝑜𝑐 estados em cada trap, como mostra a Tabela
7.2.

lin col |P| Estados
Alcançáveis Ações Traps Estados

por Trap Becos-sem-saída ⋃︀ℛ⋃︀

4 3 25 156 4 12 12 144 12
4 6 49 600 4 24 24 576 24
4 9 73 1332 4 36 36 1296 36
4 12 97 2352 4 48 48 2304 48
4 15 121 3660 4 60 60 3600 60
4 18 145 5256 4 72 72 5184 72
4 21 169 7140 4 84 84 7056 84
4 24 193 9312 4 96 96 9216 96
4 27 217 11772 4 108 108 11664 108
4 30 241 14520 4 120 120 14400 120
4 33 265 17556 4 132 132 17424 132
4 36 289 20880 4 144 144 20736 144
4 39 313 24492 4 156 156 24336 156
4 42 337 28392 4 168 168 28224 168
4 45 361 32580 4 180 180 32400 180
4 48 385 37056 4 192 192 36864 192

Tabela 7.2: Estatísticas para 16 instâncias do domínio Navigation_1.

Navigation (extensão 2). Uma outra extensão do Navigation foi criada em que o robô deve
levar dois objetos (object1 e object2) para a localização de destino. Chamaremos essa extensão
de Navigation_2. Nessa extensão, criamos a ação grab(obj) e o agente pode tentar recuperar um
dos objetos depois que ele foi derrubado, porém para que o domínio mantenha suas características
em relação aos becos-sem-saída, a ação grab derruba o outro objeto e assim o agente nunca consegue
atingir um estado meta se um dos objetos for derrubado. Essa ação é interessante pois cria uma
relação de exclusão mútua entre hold-object1 e hold-object2, depois que um dos objetos é
derrubado.

Note que, comparando os 3 domínios (Tabelas 7.1, 7.2 e 7.3) em termos do tamanho de ℛ
(estados alcançáveis a partir dos quais é possível alcançar a meta) se mantém constante para todas
as instâncias. Assim, as extensões propostas mantêm o tamanho de ℛ e aumenta o número de
becos-sem-saída.

7.1.2 Triangle TireWorld

O domínio TireWorld, proposto para a IPPC-20042, também é um problema clássico de plane-
jamento com becos-sem-saída (o Apêndice D apresenta a especificação deste domínio em PPDDL).
Chamaremos esse domínio de TriangleTireWorld_0. Nesse problema, um veículo pode se mover
entre diferentes localizações através de estradas direcionadas, com o objetivo de sair de uma loca-
lização inicial 𝑙𝑜𝑐0 e chegar a uma localização meta 𝑙𝑜𝑐𝑔. Entretanto, a cada movimentação existe
uma probabilidade de furar um pneu. Neste caso, o veículo não pode se movimentar, no entanto, é

2Competição Internacional de Planejamento Probabilístico de 2004 (http://www.cs.rutgers.edu/~mlittman/
topics/ipc04-pt/).

http://www.cs.rutgers.edu/~mlittman/topics/ipc04-pt/
http://www.cs.rutgers.edu/~mlittman/topics/ipc04-pt/
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lin col |P| Estados
Alcançáveis Ações Traps Estados

por Trap Becos-sem-saída ⋃︀ℛ⋃︀

4 3 37 300 5 12 24 288 12
4 6 73 1176 6 24 48 1152 24
4 9 109 2628 7 36 72 2592 36
4 12 145 4656 8 48 96 4608 48
4 15 181 7260 9 60 120 7200 60
4 18 217 10440 10 72 144 10368 72
4 21 253 14196 11 84 168 14112 84
4 24 289 18528 12 96 192 18432 96
4 27 325 23436 13 108 216 23328 108
4 30 361 28920 14 120 240 28800 120
4 33 397 34980 15 132 264 34848 132
4 36 433 41616 16 144 288 41472 144
4 39 469 48828 17 156 312 48672 156
4 42 505 56616 18 168 336 56448 168
4 45 541 64980 19 180 360 64800 180
4 48 577 73920 20 192 384 73728 192

Tabela 7.3: Estatísticas para 16 instâncias do domínio Navigation_2.

possível trocar o pneu furado se o veículo estiver em uma localização que tem um estepe. Assim,
estados em que um pneu está furado, e não existe um pneu novo na localização em que o veículo se
encontra, são becos-sem-saída. Little e Thiebaux [2007] propuseram uma extensão para esse domí-
nio, o Triangle TireWorld, em que a cada instância o mapa cresce de forma controlada mantendo a
formação de um triângulo. Nessa extensão, cada instância possui apenas uma rota em que todas as
posições possuem estepes, logo existe uma política 𝑠0-própria e todas as instâncias desse domínio
são sspade mdps. A Figura 7.2 mostra duas instâncias do domínio TriangleTireWorld_0.

Figura 7.2: Duas instâncias do domínio Triangle TireWorld. A localização rotulada por I
indica a localização inicial do veículo e a por G, a localização meta. Círculos pretos indicam
localizações que possuem estepe. Uma aresta direcionada entre duas localizações representa
uma estrada e seu sentido.

A Tabela 7.4 mostra como o número de estados alcançáveis cresce exponencialmente neste
domínio (calculados empiricamente). Observamos ainda que o número médio de ações aplicáveis em
cada estado é menor que 1, pois becos-sem-saída não possuem ações aplicáveis.

Instância ⋃︀P⋃︀ Estados
Alcançáveis

Número Médio de Ações
Aplicáveis por Estado

1 19 42 0.857143
2 51 946 0.849894
3 99 19562 0.830181
4 163 384354 0.819193
5 243 7258714 0.812965

Tabela 7.4: Estatísticas de 5 instâncias do domínio TriangleTireWorld_0.
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Triangle TireWorld (extensão). Observando que os becos-sem-saída do Triangle TireWorld
são facilmente detectáveis, criamos uma extensão para esse problema, em que um passageiro (que
fará a troca do pneu furado) pode entrar e sair do carro. Nesse caso, ele só pode trocar o pneu se
estiver fora do carro e o veículo só pode se mover se o passageiro estiver dentro do carro. Chamaremos
essa extensão de TriangleTireWorld_1. Dessa forma, os becos-sem-saída não são explícitos pois
todos os estados têm ao menos uma ação aplicável (entrar ou sair do carro) que muda o estado
atual, logo, o número médio de ações aplicáveis em cada estado é maior que 1, conforme mostra a

Instância ⋃︀P⋃︀ Estados
Alcançáveis

Número Médio de Ações
Aplicáveis por Estado

1 21 84 1.42857
2 53 1892 1.42495
3 101 39124 1.41509
4 165 768708 1.40960
5 245 14517428 1.40648

Tabela 7.5: Estatísticas de 5 instâncias do domínio TriangleTireWorld_1.

Tabela 7.5. Note que, nesta extensão o número de estados alcançáveis dobra devido a adição das
proposições que indicam se o passageiro está dentro ou fora do veículo.

7.1.3 Drive

No domínio Drive, proposto para a IPPC-20063, também temos um veículo que se move em uma
rede de vias e semáforos. Ao se movimentar pelas vias o agente pode morrer, o que constitui um beco-
sem-saída. A probabilidade do agente morrer depende do sentido em que o veículo está dirigindo,
do comprimento dos segmentos, da cor em que os semáforos se encontram e da preferência entre
as vias. Caso o semáforo esteja vermelho o agente pode esperar que a cor mude ou avançar. Todas
as movimentações possuem alguma probabilidade de alcançar um beco-sem-saída, dessa forma as
instâncias desse domínio são sspude mdps. A Tabela 7.6 mostra as estatísticas de 15 instâncias do
domínio Drive.

Instância ⋃︀P⋃︀ Estados
Alcançáveis

Número Médio de Ações
Aplicáveis por Estado

1 12.0 53.0 0.679245
2 17.0 89.0 0.741573
3 17.0 89.0 0.741573
4 17.0 149.0 0.805369
5 17.0 149.0 0.805369
6 24.0 293.0 0.860068
7 33.0 377.0 0.875332
8 33.0 377.0 0.875332
9 44.0 593.0 0.900506
10 44.0 725.0 0.910345
11 57.0 1013.0 0.923988
12 57.0 1013.0 0.923988
13 72.0 1349.0 0.934025
14 89.0 1733.0 0.941720
15 108.0 2165.0 0.947806

Tabela 7.6: Estatísticas de 15 instâncias do domínio Drive.

7.1.4 Exploding BlocksWorld

O domínio ExplodingBlocksWorld, também proposto para a IPPC-2004, é uma extensão do
domínio BlocksWorld (Mundo dos Blocos) em que os blocos podem explodir. Assim, como no

3Competição Internacional de Planejamento Probabilístico de 2006 (http://idm-lab.org/wiki/icaps/ipc2006/
probabilistic/).

http://idm-lab.org/wiki/icaps/ipc2006/probabilistic/
http://idm-lab.org/wiki/icaps/ipc2006/probabilistic/
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domínio original, o agente é capaz de pegar os blocos e colocar sobre outros blocos ou na mesa, e
o objetivo é colocar os blocos em uma determinada configuração. Quando um bloco A é colocado
sobre outro bloco B, existe uma probabilidade do bloco A explodir o bloco B (dizemos que o bloco
A foi detonado e o bloco B foi destruído). Um bloco detonado não pode ser detonado novamente
mas pode ser movimentado. Blocos destruídos não podem ser movimentados, por isso, um estado
com um bloco destruído que não está na posição da meta é um beco-sem-saída. As instâncias desse
domínio podem ser tanto sspade mdps quanto sspude mdps, dependendo da configuração inicial
dos blocos e da meta (todas as instâncias avaliadas são sspude mdps). A Tabela 7.7 mostra as
estatísticas de 4 instâncias do domínio ExplodingBlocksWorld.

Instância ⋃︀P⋃︀ Estados
Alcançáveis

Número Médio de Ações
Aplicáveis por Estado

1 52 195083 1.60970
2 52 195083 1.60970
3 68 4493131 1.70423
4 68 4493131 1.70423

Tabela 7.7: Estatísticas de 4 instâncias do domínio ExplodingBlocksWorld.

7.2 Completude da detecção de becos-sem-saída

Como dissemos na Seção 4.3, heurísticas de planejamento probabilístico podem ser usadas tanto
para estimar o valor inicial de um estado 𝑠 (𝑉 (𝑠)) como para detectar se 𝑠 é um beco-sem-saída
(caso em que elas devolvem um valor infinito). Porém, em geral, as heurísticas não são capazes de
detectar todos os becos-sem-saída de um problema, a não ser a heurística ℎ𝑚−𝑚, porém com alto
custo computacional, conforme mostraremos. Para fazer essa análise de completude na detecção
de becos-sem-saída, usamos o método generate_state_space do mGPT para gerar todos os
estados alcançáveis de cada instância a partir de 𝑠0, denotado por 𝐴𝑙𝑐(𝑠0) (esse método faz parte
do algoritmo vi do mGPT). A análise foi realizada através de duas medidas: (1) o número de
becos-sem-saída detectados no conjunto de estados 𝐴𝑙𝑐(𝑠0); e (2) tempo gasto para avaliar todos os
estados de 𝐴𝑙𝑐(𝑠0). Os experimentos foram executados em uma máquina Linux com um processador
de 2.53 Ghz e um tempo limite de 10 minutos para cada heurística avaliar todo o espaço de estados.

Foram avaliadas as heurísticas de planejamento clássico: ℎ𝐹𝐹 , ℎ𝑎𝑑𝑑, ℎ1 (ℎ𝑚 com 𝑚 = 1) e ℎ2
(ℎ𝑚 com 𝑚 = 2), 𝑝𝑑𝑏 e ℎ𝑚−𝑚 (Capítulo 4). A heurística ℎ𝑚−𝑚 foi avaliada utilizando uma busca
ida∗ equipada com cada uma das heurísticas de planejamento clássico (denotamos por ℎ⋃︀ℎ𝑚−𝑚
quando a busca da heurística ℎ𝑚−𝑚 usa uma certa heurística de planejamento clássico ℎ). No total,
analisamos os domínios em 10 heurísticas, mais o método proposto swr-de.

7.2.1 Detecção de becos-sem-saída no domínio Navigation

Navigation_0. Nesse domínio foram geradas 16 instâncias com 4 linhas, variando o número de
colunas de 3 a 48. Como dissemos anteriormente, no domínio Navigation_0 (especificação original)
cada instância só possui um beco-sem-saída (explícito). Todas as heurísticas que completaram a
avaliação de 𝐴𝑙𝑐(𝑠0) e o método swr-de detectaram o beco-sem-saída (estado em que o robô
desaparece), para todas as instâncias.

A Figura 7.3 mostra o tempo gasto pelas heurísticas ao avaliar todo o espaço de estados de cada
instância do domínio Navigation_0. Podemos observar que as heurísticas ℎ2 e ℎ2⋃︀ℎ𝑚−𝑚 consomem
muito tempo, não conseguindo avaliar as maiores instâncias dentro do tempo limite estabelecido.
As heurísticas 𝑝𝑑𝑏 e 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 também consomem muito tempo, alcançando a ordem de centenas
de segundos, mas resolveram todas as instâncias. Isso ocorre pois o tempo de pré-processamento da
heurística 𝑝𝑑𝑏 é dominante (note que no gráfico as curvas das duas heurísticas chegam a se sobrepor).
A heurística ℎ1⋃︀ℎ𝑚−𝑚 e o método swr-de resolveram todos os problemas em aproximadamente 1



7.2 COMPLETUDE DA DETECÇÃO DE BECOS-SEM-SAÍDA 69

10 20 30 40 50
Instância

10-4

10-3

10-2

10-1

100

101

102

103

Te
m

po
 (s

)

h1
h1|hmm
h2
h2|hmm
hFF
hFF|hmm
hadd
hadd|hmm
pdb
pdb|hmm
swr-de

Figura 7.3: Tempo gasto para avaliar todos os estados de 16 instâncias do domínio Naviga-
tion_0 com quatro linhas. Cada instância é representada pelo número de colunas.

segundo. As demais heurísticas conseguiram avaliar todo o espaço de estados de todas as instâncias
em centésimos de segundos.

Navigation_1. Foram geradas as mesmas 16 instâncias, porém, introduzindo o objeto e os flu-
entes que denotam sua posição hold-object e object-at(loc). No domínio Navigation_1,
apesar dos becos-sem-saída possuírem ações aplicáveis e o número de becos-sem-saída ser maior,
os resultados em relação a completude da detecção de becos-sem-saída foram iguais aos resultados
no domínio Navigation_0. No entanto, conforme mostra a Figura 7.4, o desempenho em tempo
foi diferente. As heurísticas ℎ2 e ℎ2⋃︀ℎ𝑚−𝑚 só conseguem resolver as instâncias menores. Por outro
lado, as heurísticas 𝑝𝑑𝑏 e 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 não conseguem resolver as instâncias maiores. As heurísticas
ℎ1 e ℎ1⋃︀ℎ𝑚−𝑚 resolveram todas as instâncias, mas nesse problema gastaram dezenas de segundos
nas instâncias maiores. As demais heurísticas e o método swr-de conseguiram avaliar todas as
instâncias corretamente em cerca de 1 segundo, sendo que o swr-de ficou entre as heurísticas de
menor tempo.
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Figura 7.4: Tempo gasto para avaliar todos os estados em 16 instâncias do domínio Naviga-
tion_1 com quatro linhas. Cada instância é representada pelo número de colunas.

Navigation_2. Nesse domínio também foram analisadas 16 instâncias, porém com a adição de
dois objetos e a ação grab(obj). Podemos observar na Tabela 7.8 que as heurísticas ℎ𝐹𝐹 , ℎ𝑎𝑑𝑑,
ℎ1 não foram capazes de detectar becos-sem-saída em nenhuma das instâncias. Conforme vimos no
Capítulo 4, essas heurísticas assumem que as proposições atômicas são independentes, pois ignoram
os efeitos 𝐷𝑒𝑙 e assim não percebem a exclusão mútua entre as proposições da meta quando o objeto
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é derrubado. Por outro lado, as heurísticas ℎ2 e ℎ2⋃︀ℎ𝑚−𝑚, que consideram conjuntos de proposições
de tamanho 2, são capazes de detectar os becos-sem-saída desse domínio. Porém, por consumirem
muito tempo em sua análise (Figura 7.5), elas resolveram apenas a instância 3 do Navigation_2.
Observamos ainda que outras heurísticas que usam ℎ𝑚−𝑚 e 𝑝𝑑𝑏 detectaram todos os becos-sem-saída
em mais instâncias, porém, somente o método de detecção swr-de conseguiu detectar todos os
becos-sem-saída, inclusive nas instâncias maiores. Isso se deu porque o método de detecção swr-
de foi o mais eficiente, conseguindo avaliar as instâncias mais difíceis em uma ordem de dezenas de
segundos.

Instância ℎ1 ℎ1⋃︀ℎ𝑚−𝑚 ℎ2 ℎ2⋃︀ℎ𝑚−𝑚 ℎ𝐹𝐹 ℎ𝐹𝐹 ⋃︀ℎ𝑚−𝑚 ℎ𝑎𝑑𝑑 ℎ𝑎𝑑𝑑⋃︀ℎ𝑚−𝑚 𝑝𝑑𝑏 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 swr-de

3 0 288 288 288 0 288 0 288 288 288 288
6 0 1152 - - 0 1152 0 1152 1152 1152 1152
9 0 2592 - - 0 2592 0 2592 2592 2592 2592
12 0 - - - 0 - 0 - 4608 4608 4608
15 0 - - - 0 - 0 - 7200 7200 7200
18 0 - - - 0 - 0 - 10368 10368 10368
21 0 - - - 0 - 0 - 14112 14112 14112
24 0 - - - 0 - 0 - 18432 18432 18432
27 0 - - - 0 - 0 - - - 23328
30 0 - - - 0 - 0 - - - 28800
33 0 - - - 0 - 0 - - - 34848
36 0 - - - 0 - 0 - - - 41472
39 0 - - - 0 - 0 - - - 48672
42 0 - - - 0 - 0 - - - 56448
45 0 - - - 0 - 0 - - - 64800
48 0 - - - 0 - 0 - - - 73728

Tabela 7.8: Número de becos-sem-saída detectados por cada heurística e pelo swr-de em 16
instâncias do domínio Navigation_2. Cada instância é representada pelo número de colunas.
(O símbolo “-” indica Time Out.)
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Figura 7.5: Tempo gasto para avaliar todos os estados em 16 instâncias do domínio Naviga-
tion_2 com quatro linhas. Cada instância é representada pelo número de colunas.

Comparando o desempenho do método swr-de nas 2 extensões do domínio Navigation (Figu-
ras 7.4 e 7.5) percebemos que o tempo desse método não sofreu alterações (aproximadamente 10
segundos), mesmo com o aumento do número de becos-sem-saída. Notamos assim, que o tempo
de execução desse método tem uma alta correlação com o tamanho do conjunto ℛ de estados que
podem alcançar um estado meta.

7.2.2 Detecção de becos-sem-saída no domínio Triangle TireWorld

TriangleTireWorld_0. Conforme mostra a Tabela 7.4 e 7.5 o número de estados alcançáveis
no domínio TriangleTireWorld_0 cresce exponencialmente. Assim foram avaliadas 5 instâncias,
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com ⋃︀P⋃︀ = 6 até ⋃︀P⋃︀ = 243 (não testamos a heurística ℎ2 pois ela consome muito tempo, conforme
vimos nos experimentos do domínio Navigation). Conforme mostra a Tabela 7.9 todas as heurísticas
conseguiram detectar todos os becos-sem-saída em todas as instâncias desse domínio. Isso ocorre,
pois, assim como no domínio Navigation_0, não há ações aplicáveis nos becos-sem-saída desse
domínio. Note que, conforme mostra a Figura 7.6 o método swr-de foi o que consumiu menos
tempo para avaliar a quinta instância.

Instância ℎ1 ℎ1⋃︀ℎ𝑚−𝑚 ℎ𝐹𝐹 ℎ𝐹𝐹 ⋃︀ℎ𝑚−𝑚 ℎ𝑎𝑑𝑑 ℎ𝑎𝑑𝑑⋃︀ℎ𝑚−𝑚 𝑝𝑑𝑏 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 swr-de

1 2 2 2 2 2 2 2 2 2
2 34 34 34 34 34 34 34 34 34
3 462 462 462 462 462 462 462 462 462
4 5978 5978 5978 5978 5978 5978 5978 5978 5978
5 77158 77158 77158 77158 77158 77158 77158 - 77158

Tabela 7.9: Número de becos-sem-saída detectados por cada heurística e pelo swr-de no
domínio TriangleTireWorld_0.
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Figura 7.6: Tempo gasto para avaliar todos os estados em 5 instâncias do domínio Triangle-
TireWorld_0.

TriangleTireWorld_1. A Tabela 7.10 mostra que os resultados no domínio TriangleTireWorld_1
foram muito parecidos ao do domínio TriangleTireWorld_0. Note que, apenas o método swr-de
conseguiu avaliar todo o conjunto de estados alcançáveis da última instância.

Instância ℎ1 ℎ1⋃︀ℎ𝑚−𝑚 ℎ𝐹𝐹 ℎ𝐹𝐹 ⋃︀ℎ𝑚−𝑚 ℎ𝑎𝑑𝑑 ℎ𝑎𝑑𝑑⋃︀ℎ𝑚−𝑚 𝑝𝑑𝑏 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 swr-de

1 4 4 4 4 4 4 4 4 4
2 68 68 68 68 68 68 68 68 68
3 924 924 924 924 924 924 924 924 924
4 11956 11956 11956 11956 11956 11956 11956 11956 11956
5 - - - - - - - - 154316

Tabela 7.10: Número de becos-sem-saída detectados por cada heurística e pelo swr-de no
domínio TriangleTireWorld_1.
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Figura 7.7: Tempo gasto para avaliar todos os estados em 5 instâncias do domínio Triangle-
TireWorld_1.

7.2.3 Detecção de becos-sem-saída no domínio Drive

No domínio Drive foram testadas todas as 15 instâncias da competição. A busca realizada
pela heurística ℎ𝑚−𝑚 apresentou um erro neste domínio, por isso seus resultados foram omitidos.
Na Tabela 7.11 observamos que todas as heurísticas avaliadas e o método swr-de conseguiram
detectar todos os becos-sem-saída em todas as instâncias desse domínio. A Figura 7.8 mostra que
todos os métodos conseguiram avaliar todas as instâncias dentro do tempo limite, sendo que o
método swr-de e a heurística ℎ1 resolveram a última instância na ordem de segundos, enquanto
as demais atingiram a ordem de dezenas de segundos.

Instância ℎ1 ℎ𝐹𝐹 ℎ𝑎𝑑𝑑 𝑝𝑑𝑏 swr-de

1 26 26 26 26 26
2 44 44 44 44 44
3 44 44 44 44 44
4 74 74 74 74 74
5 74 74 74 74 74
6 146 146 146 146 146
7 188 188 188 188 188
8 188 188 188 188 188
9 296 296 296 296 296
10 362 362 362 362 362
11 506 506 506 506 506
12 506 506 506 506 506
13 674 674 674 674 674
14 866 866 866 866 866
15 1082 1082 1082 1082 1082

Tabela 7.11: Número de becos-sem-saída detectados por cada método em 15 instâncias do
domínio Drive.

7.2.4 Detecção de becos-sem-saída no domínio Exploding BlocksWorld

Na Tabela 7.7, podemos observar que o número de estados em cada instância do domínio Explo-
dingBlocksWorld é muito grande, assim, só foi possível avaliar 4 instâncias desse domínio (Tabela
7.12). A heurística 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 não conseguiu avaliar nenhuma instância dentro do tempo estipulado.
Observamos que o método swr-de e as heurísticas ℎ𝑚−𝑚 conseguiram detectar todos os becos-
sem-saída do conjunto de estados alcançáveis. No entanto, as heurísticas ℎ1, ℎ𝐹𝐹 , ℎ𝑎𝑑𝑑 e 𝑝𝑑𝑏 não
identificaram todos os becos-sem-saída, sendo que 𝑝𝑑𝑏 só conseguiu avaliar as 2 instâncias menores.

Como o número de estados deste domínio cresce muito rápido, chegando à ordem de milhões já
na terceira instância, o tempo para computar todo o conjunto de estados ℛ é muito grande, o que
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Figura 7.8: Tempo gasto para avaliar todos os estados no domínio Drive.

Instância ℎ1 ℎ1⋃︀ℎ𝑚−𝑚 ℎ𝐹𝐹 ℎ𝐹𝐹 ⋃︀ℎ𝑚−𝑚 ℎ𝑎𝑑𝑑 ℎ𝑎𝑑𝑑⋃︀ℎ𝑚−𝑚 𝑝𝑑𝑏 𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚 swr-de

1 167741 168803 167741 168803 167741 168803 84653 - 168803
2 183807 185970 183807 185970 183807 185970 120030 - 185970
3 4242645 4252785 4242645 4252785 4242645 4252785 - - 4252785
4 4410368 4413586 4410368 4413586 4410368 4413586 - - 4413586

Tabela 7.12: Número de becos-sem-saída detectados por cada método em 4 instâncias do
domínio ExplodingBlocksWorld.

explica o rápido crescimento do tempo consumido pelo método swr-de. A Figura 7.9 mostra que
swr-de consumiu menos tempo que a heurística ℎ𝑚−𝑚, com exceção da instância 4 em que ℎ𝑚−𝑚
consumiu um tempo menor.
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Figura 7.9: Tempo gasto para avaliar todos os estados no domínio ExplodingBlocksWorld.

7.2.5 Detecção de becos-sem-saída: discussão final

Como esperado, todas as heurísticas foram capazes de detectar becos-sem-saída em que nenhuma
ação adiciona uma das proposições da meta (Navigation_1 e TriangleTireWorld_1 ) e aqueles em
que nenhuma ação é aplicável (Navigation_0 e TriangleTireWorld_0 ).

Notamos que existe um compromisso entre o tempo para estimar o valor inicial de cada estado
𝑠, isto é, 𝑉 0(𝑠), e a detecção completa dos becos-sem-saída. De um lado, heurísticas calculadas no
espaço de átomos (ℎ𝑎𝑑𝑑, ℎ𝐹𝐹 e ℎ1), demandam um tempo menor para sua computação, porém, por
assumirem a independência para alcançar um conjunto de proposições, elas falham na detecção de
becos-sem-saída. Por outro lado, as heurísticas que consideram a dependência das proposições (ℎ2,
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𝑝𝑑𝑏 e ℎ𝑚−𝑚), apesar de serem capazes de detectar mais becos-sem-saída, apresentam um alto custo
computacional.

A heurística ℎ𝑚−𝑚 detectou todos os becos-sem-saída em todos os domínios (com exceção da
falha apresentada no domínio Drive). Diferentemente das demais heurísticas que computam os
valores dos estados considerando literais ou conjunto de literais, a heurística ℎ𝑚−𝑚 realiza uma
busca completa no problema relaxado, calculando o valor heurístico por estado, isto é, sem assumir
independência das proposições atômicas que descrevem o estado. No entanto, observando o tempo
gasto por essa heurística, percebemos que o custo computacional para tal precisão é muito alto.

O método proposto swr-de se mostrou mais eficiente que todas as heurísticas avaliadas, na
grande maioria dos problemas. Em particular, na extensão Navigation_2 criada para conter becos-
sem-saída de difícil detecção, o swr-de gastou tempos com 2 ordens de grandeza menores que as
heurísticas que conseguiram detectar os becos-sem-saída desses problemas. Note que, com exceção
do domínio Navigation_0 que contém becos-sem-saída de fácil detecção, o swr-de apresentou os
melhores tempos para todas as instâncias de todos os domínios (a menos da última instância do
domínio ExplodingBlocksWorld).

7.3 Eficiência do planejamento com detecção de becos-sem-saída

Nesta seção, apresentamos uma análise de desempenho de diversos algoritmos de planejamento
probabilístico, com e sem o uso do método proposto swr-de.

Os algoritmos avaliados são: o lrtdp [Bonet e Geffner, 2003b] (equipado com diferentes heu-
rísticas) e o hmdpp [Keyder e Geffner, 2008] (o melhor planejador da competição de planejamento
probabilístico de 2008, para domínios com becos-sem-saída). Como mencionamos anteriormente, o
arcabouço mGPT já possui uma implementação desses dois planejadores. Ambos os planejadores
foram adaptados para resolver f sspude mdps utilizando a equação de Bellman limitada (Equação
3.7) com uma penalidade 𝐷 = 1000, assim, na inicialização de 𝑉 0(𝑠) (Algoritmos 6.2 e 2.2) atribui-
se o valor 𝐷 para becos-sem-saída, ao invés de ∞. Implementamos ainda o gpci (Goal-Probability
Cost Iteration) [Kolobov et al., 2012b; Teichteil-Königsbuch, 2012] (descrito na Seção 3.1.2 e no
Apêndice A) que resolve isspude mdps, para servir como base para os experimentos. Note que o
gpci é o único planejador que não foi integrado ao swr-de, uma vez que esse algoritmo não usa
uma heurística para inicializar a função valor.

Nos experimentos com o algoritmo lrtdp nós utilizamos as heurísticas: ℎ𝑎𝑑𝑑 [Bonet e Geffner,
2003a] (Seção 4.1.1); ℎ1 [Haslum e Geffner, 2000] (Seção 4.1.3); ℎ𝐹𝐹 [Hoffmann, 2001] (Seção 4.1.2);
𝑝𝑑𝑏 [Bonet e Geffner, 2005; Edelkamp, 2001] (Seção 4.1.4); e ℎ𝑚−𝑚 [Bonet e Geffner, 2005] (Seção
4.2.1) (equipada com as demais heurísticas de planejamento). Não testamos as heurísticas ℎ2 e
ℎ2⋃︀ℎ𝑚−𝑚 devido ao seu alto custo computacional. Como descrito na Seção 4.2.2, o hmdpp usa uma
combinação das heurísticas self-loop determinization e 𝑝𝑑𝑏.

A Tabela 7.13 mostra como cada um dos planejadores testados lida com problemas com becos-
sem-saída. De forma geral, três estratégias foram avaliadas durante os testes. A primeira, represen-
tada pelo gpci, expande todo o conjunto de estados alcançáveis e evita os becos-sem-saída dando
prioridade às ações que maximizam a probabilidade de alcançar um estado meta. A segunda es-
tratégia utiliza replanejamento, computando um plano e replanejando, caso um estado inesperado
seja alcançado, essa estratégia é representada pelo hmdpp. A última estratégia usa programação
dinâmica assíncrona para computar o valor esperado dos estados (lrtdp), limitando o valor de
cada estado para garantir que o valor de cada estado convirja para um valor finito.

Cada experimento foi repetido dez vezes, nós apresentamos a média dessas repetições, quando
ao menos cinco delas terminaram dentro do tempo estipulado. Para avaliar as políticas obtidas,
nós utilizamos o servidor MDPSim das competições internacionais de planejamento probabilístico
(IPPC5 e IPPC6), com um tempo limite de vinte minutos e cem turnos para cada experimento. Nós
analisamos o desempenho em termos de tempo total de planejamento, isto é, o tempo de turnos
bem sucedidos somado ao tempo gasto para computar o conjunto ℛ, quando esse é o caso.
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Problemas sspade mdp Problemas isspude mdp

gpci
maxprob seleciona estados

com 𝑃𝐺(𝑠) = 1

maxprob da maior preferência
para estados com max𝑃𝐺(𝑠)

hmdpp
Replanejamento + Relaxação self-loop para reduzir

a chance de alcançar um beco-sem-saída
lrtdp + ℎ𝑎𝑑𝑑

𝐷 = 1000 ≥ 𝑉 ∗(𝑠),∀𝑠 ∈ 𝐺𝜋∗(𝑠) 𝐷 = 1000 ≥𝐷𝑙𝑖𝑚𝑖𝑡𝑒,∀𝑠 ∈ 𝐺𝜋∗(𝑠)
lrtdp + ℎ1
lrtdp + ℎ𝐹𝐹

lrtdp + 𝑝𝑑𝑏
lrtdp + ℎ𝑚−𝑚

Tabela 7.13: Como os planejadores analisados resolvem problemas com becos-sem-saída.

7.3.1 Planejamento no domínio Navigation

Como dissemos anteriormente, problemas nos domínios Navigation_0, Navigation_1 e Naviga-
tion_2 são do tipo isspude mdp, sendo que os dos domínios Navigation_1 e Navigation_2 contêm
becos-sem-saída de difícil detecção.

As Figuras 7.10, 7.11 e 7.12 mostram o tempo de planejamento para os domínios Navigation_0,
Navigation_1, e Navigation_2, respectivamente. Em cada domínio, executamos os testes em 11
instâncias com quatro linhas, variando o número de colunas entre 3 e 103. Os gráficos mostram a
comparação do tempo total de planejamento dos planejadores hmdpp e lrtdp (com as diferentes
heurísticas) com e sem o detector de becos-sem-saída swr-de.

Navigation_0. No domínio Navigation_0, como os problemas possuem apenas um beco-sem-
saída, todos os planejadores apresentaram um desempenho melhor sem o uso do swr-de (Figura
7.10). Porém, o tempo adicionado pelo swr-de não foi significativo para a maioria das instâncias
(somente para as 2 maiores instâncias o swr-de acrescentou um tempo maior para alguns plane-
jadores, por exemplo, o lrtdp+ℎ1, o lrtdp+ℎ1⋃︀ℎ𝑚−𝑚 e o lrtdp+ℎ𝐹𝐹 ). Observamos ainda, que
gpci apresentou um dos melhores resultados nesse domínio, enquanto o tempo dos planejadores que
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Figura 7.10: Tempo de planejamento (segundos) no domínio Navigation_0.
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utilizam a heurística 𝑝𝑑𝑏 (hmdpp, lrtdp+𝑝𝑑𝑏 e lrtdp+𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚) cresceu muito rápido, chegando
a ordem de centenas de segundos.

Navigation_1. No domínio Navigation_1 (Figura 7.11) apesar dos becos-sem-saída não serem
explícitos, os resultados em relação ao desempenho do método swr-de foram semelhantes aos
resultados obtidos no domínio Navigation_0. O tempo adicionado pelo swr-de foi um pouco mais
significativo para as instâncias maiores. Note que, os planejadores que resolveram todas as instâncias
mantiveram um tempo menor que 100 segundos, mesmo quando equipados com o swr-de.

Por outro lado, o tempo gasto pelo planejador gpci cresceu muito e ele não conseguiu resolver a
última instância dentro do tempo estipulado, um grande contraste com o bom resultado apresentado
no domínio Navigation_0. Observamos ainda que, nesse domínio, os planejadores equipados com a
heurística 𝑝𝑑𝑏 (hmdpp, lrtdp+𝑝𝑑𝑏 e lrtdp+𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚) só conseguiram resolver até no máximo a
quinta instância com 43 colunas.
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Figura 7.11: Tempo de planejamento (segundos) no domínio Navigation_1.

Navigation_2. No domínio Navigation_2 (Figura 7.12), quando equipado apenas com as heu-
rísticas ℎ𝑎𝑑𝑑, ℎ1, ℎ𝐹𝐹 , ℎ𝑎𝑑𝑑⋃︀ℎ𝑚−𝑚, ℎ1⋃︀ℎ𝑚−𝑚 e ℎ𝐹𝐹 ⋃︀ℎ𝑚−𝑚) o lrtdp só resolveu as menores instâncias.
Por outro lado, esses planejadores equipados com o método swr-de conseguiram resolver todas as
instâncias. Nesse caso, conforme vimos na Seção 7.2, as heurísticas que desconsideram os efeitos
negativos (ℎ𝑎𝑑𝑑, ℎ1 e ℎ𝐹𝐹 ) não reconhecem os becos-sem-saída, por isso o algoritmo lrtdp sem o
swr-de, demorou muito tempo para convergir. Por outro lado, as heurísticas ℎ𝑚−𝑚 reconhecem os
becos-sem-saída desse domínio, no entanto ela é muito custosa. Por isso, nesse domínio, a informação
provida pelo swr-de aprimorou muito o desempenho do lrtdp.

Nesse domínio, o gpci só resolveu os problemas com menos de 70 colunas. Os planejadores que
usam a heurística 𝑝𝑑𝑏 (hmdpp, lrtdp+𝑝𝑑𝑏 e lrtdp+𝑝𝑑𝑏⋃︀ℎ𝑚−𝑚) só conseguiram resolver problemas
com menos de trinta colunas, mesmo utilizando o método swr-de. Isso ocorre pois a etapa de
preprocessamento da heurística 𝑝𝑑𝑏 consome muito tempo, assim esses planejadores não convergiram
dentro do limite de tempo para instâncias maiores. Note que, mesmo quando equipados com o swr-
de, esses algoritmos consomem a mesma quantidade de tempo, mostrando que a computação de ℛ
não teve um custo significativo nesses casos.
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Figura 7.12: Tempo de planejamento (segundos) no domínio Navigation_2.

7.3.2 Planejamento no domínio Triangle Tireworld

TriangleTireworld_0 Como mostramos anteriormente, os problemas do domínio TriangleTi-
reworld_0 são sspade mdps e os becos-sem-saída são facilmente detectáveis, uma vez que não há
ações aplicáveis nos becos-sem-saída. A Figura 7.13 mostra o tempo de planejamento para o domí-
nio TriangleTireworld_0. Nesse domínio, apenas o hmdpp conseguiu resolver todas as instâncias,
mostrando que a heurística self-loop-determinization é muito informativa. Os demais planejadores
só resolveram até a quarta ou sétima instância. Notamos que os planejadores utilizando o swr-de
apresentaram resultados muito próximos de suas versões sem o swr-de, o que mostra que o tempo
para computar o conjunto swr-de não aumentou significativamente o tempo de execução desses
algoritmos. Apenas para o hmdpp, a sobrecarga do swr-de foi significativa.

TriangleTireworld_1 Apesar dos becos-sem-saída do domínio TriangleTireworld_1 possuírem
ações aplicáveis, os resultados neste domínio foram iguais ao do domínio TriangleTireWorld_0 como
mostra a Figura 7.14.
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Figura 7.13: Tempo de planejamento (segundos) no domínio TriangleTireworld_0.
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Figura 7.14: Tempo de planejamento (segundos) no domínio TriangleTireWorld_1.

7.3.3 Planejamento no domínio Drive

Todos os problemas do domínio Drive são isspude mdp e todos foram resolvidos em menos de
60 segundos por todos os planejadores. Os resultados deste domínio (Figura 7.15) mostram que o
método de detecção de becos-sem-saída swr-de reduziu o tempo de planejamento do lrtdp+ℎ𝐹𝐹

na última instância. Nos demais planejadores, o uso do swr-de aumentou o tempo, mas apenas
nas instâncias maiores.
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Figura 7.15: Tempo de planejamento (segundos) no domínio Drive.

7.3.4 Planejamento no domínio Exploding BolcksWorld

Os problemas do domínio ExplodingBlocksWorld são isspude mdp e não são facilmente de-
tectáveis. A Figura 7.16 mostra os resultados no domínio ExplodingBlocksWorld. Como vimos na
Figura 7.9 o custo para computar ℛ pode ser muito alto quando existe um conjunto muito grande
de estados que podem alcançar um estado meta, assim os planejadores que usaram o método swr-
de só conseguiram resolver até a quarta instância desse domínio. Esse domínio deixa evidente um
problema enfrentado pelos algoritmos baseados em regressão. Enquanto os algoritmos baseados em
progressão podem perder muito tempo raciocinando sobre becos-sem-saída, algoritmos baseados em
regressão podem raciocinar sobre estados que não são alcançados a partir do estado inicial.
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Figura 7.16: Tempo de planejamento (segundos) no domínio ExplodingBlocksWorld.

7.3.5 Planejamento com becos-sem-saída: discussão final

Observamos que a quantidade de problemas resolvidos por cada planejador depende muito das
heurísticas utilizadas para inicializar a função valor, com ou sem o uso do swr-de.

Conforme esperado, planejadores sem o swr-de, demoram muito tempo para convergir quando
os becos-sem-saída não são detectados pelas heurísticas.
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Nos problemas em que as heurísticas reconheceram todos os becos-sem-saída, a informação
provida pelo método swr-de é desnecessária, mesmo assim, a sobrecarga causada pelo tempo
para computar o conjunto ℛ não foi significativa na maioria dos domínios (exceto no domínio
ExplodingBlocksWorld).

Finalmente, percebemos que o método proposto, o swr-de, pode tornar os planejadores mais
robustos, permitindo que eles resolvam problemas que não podiam ser resolvidos com heurísticas
que não detectam os becos-sem-saída do problema, como no domínio Navigation_2.



Capítulo 8

Conclusão

Neste trabalho de mestrado abordamos o problema de planejamento probabilístico na presença
de becos-sem-saída. Apresentamos um estudo sobre modelos e algoritmos da área e propomos uma
nova técnica de detecção de becos-sem-saída que melhora o desempenho de algoritmos considerados
estado-da-arte em planejamento probabilístico.

A técnica de detecção de becos-sem-saída proposta neste trabalho é baseada na lógica temporal
𝛼-ctl [Pereira e Barros, 2008, 2012] e operações de verificação de modelos.

Em suma, as principais contribuições desse mestrado são:

• primeira caracterização, baseada em verificação de modelos, dos diferentes tipos de problemas
de planejamento probabilístico com becos-sem-saída modelados como um processo de decisão
markoviano orientado à meta (gmdp): ssp mdp, sspade mdp e sspude mdp;

• desenvolvimento de um algoritmo correto e completo para detecção de becos-sem-saída, cha-
mado swr-de (detector por regressão fraca), baseado na caracterização formal com 𝛼-ctl;

• análise experimental sobre o uso do algoritmo swr-de com planejadores probabilísticos; os
resultados mostram que o uso do algoritmo proposto pode reduzir o tempo de convergência
desses planejadores em domínios benchmark, sem adicionar um custo computacional aos pla-
nejadores considerados eficientes para problemas de planejamento probabilístico com becos-
sem-saída.

8.1 Trabalhos Futuros

Conforme mostra a Seção 4.3 existem outros métodos dedicados exclusivamente para a detecção
de becos-sem-saída. Seria interessante realizar uma análise comparando o método swr-de com esses
métodos.

Em geral, métodos de detecção de becos-sem-saída também poderiam ser utilizados para fazer
uma poda dos becos-sem-saída do conjunto completo de estados que serão atualizados por algoritmos
de programação dinâmica síncrona, como o vi. Em trabalhos futuros pretendemos usar o método
swr-de nos algoritmos síncronos para resolver gmdps em que o estado inicial é desconhecido e
compará-lo com outros métodos síncronos, como o tvi (Seção 2.3) e o algoritmo de iteração de
política.

O método swr-de proposto nessa dissertação, também poderia ser utilizado por planejadores
determinísticos e não-determinísticos. Nesse caso, pretendemos fazer uma análise mais extensa das
heurísticas para planejamento clássico (não-determinístico) e avaliar tais planejadores com e sem o
uso do swr-de.

É possível ainda caraterizar formalmente o diversos tipos de becos-sem-saída em problemas com
observação parcial, onde o agente possui um estado de crença e nem sempre sabe exatamente em
qual estado ele se encontra. Nesse caso o formalismo usado para esta caracterização deverá ser
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baseado em verificação de modelos para lógicas temporais epistêmicas [van der Meyden e Wong,
2003].



Apêndice A

Caminho estocástico mínimo mais seguro

Teichteil-Königsbuch [2012] e Kolobov et al. [2012b] propuseram um novo modelo para plane-
jamento probabilístico com becos-sem-saída que ignora os caminhos que não levam para um estado
meta, o isspude mdp. Como vimos na Seção 3.1.2, o critério de otimização desse modelo ignora
o custo de caminhos que não levam para a meta e é definido sobre dois critérios de otimização. O
primeiro critério maximiza a probabilidade de atingir um estado meta e o segundo minimiza o custo
esperado entre as políticas com maior probabilidade de atingir um estado meta ignorando o custo
de becos-sem-saída.

O Algoritmo A.1 mostra como podemos resolver e isspude mdps. Este algoritmo faz dois
processos de programação dinâmica:

1. A função IteracaoProbabilidade computa a probabilidade máxima de cada estado alcan-
çar um estado meta de forma semelhante ao algoritmo vi. Para isso, inicializa a função de
probabilidade com o valor 1 em estados meta e 0 nos demais (linhas 18 e 19). Em seguida,
faz atualizações sucessivas da probabilidade de cada estado alcançar um estado meta (Linha
27), até que o erro residual de todos os estados seja menor que 𝜖.

2. A função IteracaoCusto computa o custo mínimo esperado dos históricos que levam à meta
a partir de um estado 𝑠, 𝐶𝐺(𝑠) (Equação 2.11), desconsiderando históricos que não terminam
em um estado meta. Para isso, ele primeiramente computa a probabilidade máxima de cada
estado atingir um estado meta 𝑃𝐺 (Linha 2). Observe que esse algoritmo não atualiza o custo
em becos-sem-saída (Linha 6). Além disso, ao atualizar o custo de um estado 𝐶𝐺(𝑠) esse
algoritmo só considera as ações que maximizam 𝑃𝐺(𝑠) (Linha 10). Esse algoritmo repete a
atualização da função custo 𝐶𝐺(𝑠) até que, para todos os estados, o erro residual seja menor
que 𝜖.

Ao final, o Algoritmo A.1 devolve as duas funções que foram computadas, necessárias para encontrar
a política que maximiza 𝐽∞𝜋 (𝑠0)(Equação 3.4).
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Algoritmo A.1 O algoritmo gpci [Teichteil-Königsbuch, 2012]

Input: ℳ: isspude mdp
Output: (𝑃𝐺,𝐶𝐺): duas funções valor 𝜖-ótima deℳ
1: function IteracaoCusto(ℳ)
2: 𝑃𝐺 ← IteracaoProbabilidade
3: Inicializar 𝐶𝐺(𝑠) = 0,∀𝑠 ∈ 𝑆
4: repeat
5: for all 𝑠 ∈ 𝑆 do
6: if 𝑃𝐺(𝑠) == 0 then 𝐶𝐺(𝑠)← 0
7: else if 𝑠 ∈ 𝐺 then 𝐶𝐺(𝑠)← 0
8: else
9: 𝑜𝑙𝑑𝐶 = 𝐶𝐺(𝑠)

10: 𝑏𝑒𝑠𝑡𝐴𝑐𝑡𝑖𝑜𝑛𝑠 = argmax𝑎∈𝐴(𝑠) )︀∑𝑠′∈𝑆𝑢𝑐(𝑠,𝑎) 𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑃𝐺(𝑠′)⌈︀
11: 𝐶𝐺(𝑠)← 1

𝑃𝐺(𝑠) min𝑎∈𝑏𝑒𝑠𝑡𝐴𝑐𝑡𝑖𝑜𝑛𝑠 )︀∑𝑠′∈𝑆𝑢𝑐(𝑠,𝑎) 𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑃𝐺(𝑠′)(︀𝐶(𝑠, 𝑎) +𝐶𝐺(𝑠′)⌋︀⌈︀
12: 𝑅𝑒𝑠(𝑠) = ⋃︀𝑜𝑙𝑑𝐶 −𝐶𝐺(𝑠)⋃︀
13: end if
14: end for
15: until ∀𝑠 ∈ 𝑆 ∶ 𝑅𝑒𝑠(𝑠) < 𝜖
16: return 𝑃𝐺,𝐶𝐺

17: end function

18: function IteracaoProbabilidade(ℳ)
19: for all 𝑠 ∈ 𝑆 do ▷ Inicializar 𝑃𝐺

20: if 𝑠 ∈ 𝐺 then 𝑃𝐺(𝑠)← 1
21: else 𝑃𝐺(𝑠)← 0
22: end if
23: end for
24: repeat
25: for all 𝑠 ∈ 𝑆 do
26: 𝑜𝑙𝑑𝑃 = 𝑃𝐺(𝑠)
27: 𝑃𝐺(𝑠)←max𝑎∈𝐴(𝑠) )︀∑𝑠′∈𝑆𝑢𝑐(𝑠,𝑎) 𝑃 (𝑠′⋃︀𝑠, 𝑎)𝑃𝐺(𝑠′)⌈︀ ▷ Atualiza Probabilidade de 𝑠
28: 𝑅𝑒𝑠(𝑠) = ⋃︀𝑜𝑙𝑑𝑃 − 𝑃𝐺(𝑠)⋃︀
29: end for
30: until ∀𝑠 ∈ 𝑆 ∶ 𝑅𝑒𝑠(𝑠) < 𝜖
31: return 𝑃𝐺

32: end function



Apêndice B

gmdp com desconto × ssp mdp

Neste apêndice mostramos, para um dado ssp mdp, como a distância para a meta pode tornar
políticas próprias e impróprias indistinguíveis, usando o critério de custo esperado descontado dos
gmdps com desconto.

A Figura B.1 mostra um gmdp parametrizado sem becos-sem-saída, sendo o parâmetro 𝑛 o
número de passos entre o estado inicial 𝑠0 e o estado meta 𝑠𝑔. Consideramos que o custo de todas as
ações é unitário e positivo. Este problema possui apenas duas políticas 𝜋1 = {𝑠0 ∶ 𝑎1, 𝑠1 ∶ 𝑎2,⋯, 𝑠𝑛−1 ∶
𝑎𝑛} e 𝜋2 = {𝑠0 ∶ 𝑏0}. Observamos que 𝜋1 é uma política própria e 𝜋2 é imprópria. Como 𝜋1 é própria
e 𝐽(𝜋2) =∞, o gmdp da Figura B.1 é um ssp mdp, uma vez que as duas suposições do ssp mdp
são satisfeitas.

Figura B.1: Exemplo de gmdp parametrizado com duas políticas: 𝜋1 = {𝑠0 ∶ 𝑎1, 𝑠1 ∶ 𝑎2,⋯, 𝑠𝑛−1 ∶
𝑎𝑛} e 𝜋2 = {𝑠0 ∶ 𝑏0}.

Os algoritmos de programação dinâmica não distinguem duas políticas quando a diferença do
valor esperado das duas é menor que o erro máximo 𝜖. Isto é, dadas uma função valor 𝐽 e duas
políticas 𝜋𝑖 e 𝜋𝑗 , se ⋃︀𝐽(𝜋𝑖) − 𝐽(𝜋𝑗)⋃︀ ≤ 𝜖 então 𝜋𝑖 e 𝜋𝑗 são 𝜖-indistinguíveis por 𝐽 . Dado o gmdp
parametrizado da Figura B.1, a Equação B.1 mostra que existe um 𝑛 para o qual as políticas 𝜋1 e
𝜋2 são 𝜖-indistinguíveis pelo critério de otimização do gmdp com desconto.

⋃︀𝐽𝑠0(𝜋1) − 𝐽𝑠0(𝜋2)⋃︀ ≤ 𝜖

⋁︀
∞
∑
𝑡=0
𝛾𝑡𝐶(𝑠0, 𝑏0) −

𝑛−1
∑
𝑡=0

𝛾𝑡𝐶(𝑠𝑡, 𝜋2(𝑠𝑡))⋁︀ ≤ 𝜖

⋁︀
∞
∑
𝑡=0
𝛾𝑡 −

𝑛−1
∑
𝑡=0

𝛾𝑡⋁︀ ≤ 𝜖

⋁︀ 1

1 − 𝛾 −
1 − 𝛾𝑛−1
1 − 𝛾 ⋁︀ ≤ 𝜖

⋁︀ 𝛾
𝑛−1

1 − 𝛾 ⋁︀ ≤ 𝜖

⋂︀𝛾𝑛−1⋂︀ ≤ 𝜖(1 − 𝛾)
𝑛 ≥ log𝛾(𝜖(1 − 𝛾)) + 1.

(B.1)

Ou seja, no Exemplo da Figura B.1, quando a distância entre o estado inicial e a meta for maior
que log𝛾(𝜖(1 − 𝛾)) + 1, o agente não é capaz de diferenciar uma política própria de uma política
imprópria. É possível generalizar esse resultado para outros exemplos.

A Figura B.2 mostra como o valor de 𝑛 varia quando consideramos diferentes valores para o fator
de desconto 𝛾. Fixamos o valor de 𝜖 em 0.001. Observamos que com um fator de desconto de 0.9,
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Figura B.2: Impacto do fator de desconto no gmdp da Figura B.1 no valor de 𝑛 (Equação
B.1)

se a meta estiver a apenas 𝑛 = 89 passos de distância do estado inicial, 𝜋1 e 𝜋2 são 𝜖-indistinguíveis
por 𝐽𝑠0(𝜋).

Em suma, para resolver um ssp mdp com o critério de otimização do gmdp com desconto seria
necessário utilizar valores para 𝛾 muito próximos de 1.



Apêndice C

Algoritmo forte cíclico

Neste apêndice apresentamos uma forma de encontrar o conjunto de estados a partir dos quais
existe uma política forte-cíclica, isto é, os estados a partir dos quais uma política em algum momento
leva o agente para um estado que satisfaz a meta.

O Algoritmo strongCyclicPlan proposto por Cimatti et al. [2003] computa uma política
forte-cíclica para um fond ℳ. Primeiro esse algoritmo encontra o conjunto de estados meta 𝐺
(Linha 2). Esse algoritmo utiliza conjuntos de pares de estado e ação para representar o submodelo
𝑆𝐴 que está sendo computado.

Primeiro, a função principal strongCyclicPlan faz um ponto fixo máximo sobre o submodelo
𝑆𝐴 que inicialmente contém todas as transições (Linha 3). A cada iteração, a função remove ações
que não levam para os estados de 𝑆𝐴 ou para 𝐺 (função pruneOutgoig) e remove os estados
em que nenhuma ação aplicável leva para 𝑆𝐴 ou 𝐺 (função pruneUnconected). Isso se repete
até que 𝑆𝐴 seja igual por duas iterações seguidas (Linha 7). Nesse ponto, o submodelo 𝑆𝐴 tem
subconjuntos de estados desconexos, nos quais alguma ação sempre leva para algum estado dentro
do mesmo subconjunto.

Antes de devolver o resultado, o algoritmo chama a função removeNonProgress para retirar
de 𝑆𝐴 os subconjuntos de estados que não estão conectados com 𝐺, fazendo um ponto fixo mínimo
sobre o submodelo 𝑛𝑒𝑤𝑆𝐴 que inicialmente é vazio. A cada iteração, a função removeNonPro-
gress adiciona em 𝑛𝑒𝑤𝑆𝐴 transições que podem levar a meta computadas pela pré-imagem fraca
(Linha 24). Esta operação é restrita ao submodelo 𝑆𝐴 que havia sido calculado no primeiro ponto
fixo, para isso, faz-se uma conjunção entre o resultado da pré-imagem e 𝑆𝐴. Finalmente, o método
pruneStates(𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒,𝑛𝑒𝑤𝑆𝐴) remove de 𝑆𝐴 transições cujo estado pertence à 𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒, as-
sim, esse método só associa uma ação para cada estado. Note que dessa forma, ações que criam
traps em estados que possuem outra política que podem atingir a meta também são removidas.

Assim, o conjunto ℛ∗ é o conjunto de estados do submodelo 𝑆𝐴 calculado por strongCyclic-
Plan unido ao conjunto de estados meta.
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Algoritmo C.1 strongCyclicPlan(ℳ,G)→ 𝜋.
1: function strongCyclicPlan(𝑌 )
2: 𝐺 ∶= {𝑠 ∈ 𝒮 ∶ G ⊆ ℒ(𝑠)}
3: 𝑆𝐴 ∶= {(𝑠, 𝑎) ∈ 𝒯 }
4: repeat
5: 𝑜𝑙𝑑𝑆𝐴 ∶= 𝑆𝐴
6: 𝑆𝐴 ∶= pruneUnconnected(pruneOutgoing(𝑆𝐴,𝐺),𝐺)
7: until 𝑜𝑙𝑑𝑆𝐴 = 𝑆𝐴
8: return statesOf(removeNonProgress(𝑆𝐴,𝐺)) ∪𝐺
9: end function

10: function pruneUnconnected(𝑆𝐴,𝐺)
11: 𝑛𝑒𝑤𝑆𝐴 ∶= ∅
12: repeat
13: 𝑜𝑙𝑑𝑆𝐴 ∶= 𝑛𝑒𝑤𝑆𝐴
14: 𝑛𝑒𝑤𝑆𝐴 ∶= 𝑆𝐴 ∩weakPreImage(𝐺 ∪ statesOf(𝑆𝐴))
15: until oldSA = newSA
16: return newSA
17: end function

18: function pruneOutgoing(𝑆𝐴,𝐺)
19: return 𝑆𝐴 ∖ {(𝑠, 𝑎) ∈ 𝑆𝐴⋃︀𝒯 (𝑠, 𝑎) ⇑⊆ (𝐺 ∪ statesOf(𝑆𝐴))}
20: end function

21: function removeNonProgress(𝑆𝐴,𝐺)
22: 𝑛𝑒𝑤𝑆𝐴 ∶= ∅
23: repeat
24: 𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒 ∶= 𝑆𝐴 ∩weakPreImage(𝐺 ∪ statesOf(𝑆𝐴))
25: 𝑜𝑙𝑑𝑆𝐴 ∶= 𝑛𝑒𝑤𝑆𝐴
26: 𝑛𝑒𝑤𝑆𝐴 ∶= 𝑛𝑒𝑤𝑆𝐴 ∪ pruneStates(𝑝𝑟𝑒𝑖𝑚𝑎𝑔𝑒,𝐺 ∪ statesOf(𝑆𝐴))
27: until oldSA = newSA
28: end function

29: function weakPreImage(𝑌 )
30: return {(𝑠, 𝑎) ∈ 𝒮 ∶ ∃𝑎∈A . 𝒯 (𝑠, 𝑎) ∩ 𝑌 ≠ ∅}
31: end function



Apêndice D

Especificação de domínios de
planejamento probabilístico

D.1 Especificação do domínio Navigation (em RDDL)

non-fluents nf_navigation_inst_mdp__1 {
domain = navigation_mdp;
objects { xpos : {x6,x14,x21,x9};

ypos : {y12,y20,y15}; };
non-fluents { SOUTH(y15,y12);

GOAL(x21,y20);
WEST(x14,x9);
NORTH(y12,y15);
MAX-YPOS(y20);
P(x9,y15) = 0.34543713989357155;
SOUTH(y20,y15);
MIN-YPOS(y12);
EAST(x14,x21);
EAST(x9,x14);
MAX-XPOS(x21);
WEST(x9,x6);
P(x6,y15) = 0.04896671138703823;
P(x21,y15) = 0.928158446525534;
EAST(x6,x9);
P(x14,y15) = 0.6369951789577802;
WEST(x21,x14);
NORTH(y15,y20);
MIN-XPOS(x6); };

}
instance navigation_inst_mdp__1 {

domain = navigation_mdp;
non-fluents = nf_navigation_inst_mdp__1;
init-state {

robot-at(x21,y12);
};
max-nondef-actions = 1;
horizon = 40;
discount = 1.0;

}
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D.2 Especificação do domínio Triangle TireWorld (em PPDDL)

(define (domain triangle-tire)
(:requirements :typing :strips :equality :probabilistic-effects :rewards)
(:types location)
(:predicates (vehicle-at ?loc - location)

(spare-in ?loc - location)
(road ?from - location ?to - location)
(not-flattire))

(:action move-car
:parameters (?from - location ?to - location)
:precondition (and (vehicle-at ?from) (road ?from ?to) (not-flattire))
:effect (and (vehicle-at ?to) (not (vehicle-at ?from))

(probabilistic 0.5 (not (not-flattire)))))
(:action changetire

:parameters (?loc - location)
:precondition (and (vehicle-at ?loc) (spare-in ?loc))
:effect (and (not-flattire) (not (spare-in ?loc)))))

(define (problem triangle-tire-1)
(:domain triangle-tire)
(:objects l-1-1

l-1-2
l-1-3
l-2-1
l-2-2
l-2-3
l-3-1
l-3-2
l-3-3 - location)

(:init
(vehicle-at l-1-1)
(road l-1-1 l-1-2)
(road l-1-2 l-1-3)
(road l-1-1 l-2-1)
(road l-1-2 l-2-2)
(road l-2-1 l-1-2)
(road l-2-2 l-1-3)
(spare-in l-2-1)
(spare-in l-2-2)
(road l-2-1 l-3-1)
(road l-3-1 l-2-2)
(spare-in l-3-1)
(spare-in l-3-1)
(not-flattire))

(:goal (vehicle-at l-1-3))
(:goal-reward 100)
(:metric maximize (reward)))
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