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Resumo

Tecnologias relacionadas a classificagdo possuem grande potencial de utilizagdo pratica.
Notadamente, a geragdo de classificadores, a anélise de seus desempenhos e a sele¢io do
melhor classificador dentre os que foram gerados é feita muitas vezes de maneira nio au-
tomatica. Consequentemente, dado um problema de classificagdo, ¢ de grande importancia
e interesse uma solugdo computacional que ofereca diversas técnicas de geracdo de classifi-
cadores e critérios para analise de desempenho, selecionando automaticamente os melhores
classificadores. Ao oferecer varias técnicas de geragao de classificadores, essa solugdo pode
ser util na comparagao de diversas abordagens. Além disso, para um especialista em pro-
jeto de classificadores, tal solugao possibilita sua concentragio nas caracteristicas que sejam
mais relevantes e dependentes de contexto como, por exemplo, entendimento e modelagem do
problema. Para os nao especialistas interessados ou envolvidos num processo de classificagéo,
a solugao pode compor uma camada de abstragao dos aspectos de geracio de classificadores e
anélise de desempenho. Dentre as diversas técnicas para geracio de classificadores existentes,
algumas sao baseadas em indugdo a partir de exemplos. Tomando como ponto de partida
trés dessas técnicas e uma abordagem estatistica para anélise de desempenho, investigou-se
de forma geral alguns de seus principios tecricos e praticos. Com base nessa investigagao,
estudou-se a plataforma R para viabilizar a solu¢do computacional desejada. O fruto desse
estudo e dessa investigagao ¢ um arcabougo contendo técnicas de geracio de classificadores
e selecdo automatica dos melhores classificadores por anélise de desempenho. Experimentos
utilizando o ambiente R, técnicas nele implementadas e um pacote especialmente desen-
volvido ilustram a viabilidade da solugao proposta.
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Capitulo 1

Introducao

Considerando que dado algo a ser classificado:

1. em geral, é possivel projetar agentes computacionais capazes de fazer a classificacéo;
2. héa diversas maneiras para projetéa-los;
3. € possivel avaliar quao bom é cada agente.

A partir dessas consideragoes, perguntas talvez naturais sejam: como projetar os agentes
computacionais? Como avaliar, sob um ponto de vista formal, esses agentes? Como selecionar

o melhor?
Respostas a estas perguntas sao o assunto deste trabalho. O tema tratado é classificacéo.

Especifico a esse tema, é realizado um estudo sobre geragéo, analise de desempenho e selegao
automaética de classificadores.

1.1 Motivacgao

Tecnologias relacionadas & classificagao possuem grande potencial de utiliza¢do pratica.
Por exemplo:

e na medicina, a partir de dados clinicos e laboratoriais, pode-se por meio de classificagdo
diagnosticar provaveis imunodeficiéncias, auxiliando o trabalho médico;

® no processamento de imagens, a partir de imagens obtidas por satélites, pode-se clas-
sificar areas de desmatamento em meio as florestas;



CAPITULO 1. INTRODUCAO 2

e na bioinformatica, a classificagdo pode ser utilizada para analisar seqtiéncias de DNA
ou expressoes génicas;

e na engenharia de software, a partir de componentes desenvolvidos, testados e classifi-
cados, pode-se aumentar a produtividade de construgao de software;

® na politica, a partir de analises do processo legislativo, pode-se detectar padrées que
sugiram pontos de melhoria e aumento da qualidade da atuagao parlamentar.

Um processo de classificagao envolve diversos aspectos. Dentre eles, .um € a geragao
automatica de classificadores. No contexto de imagens, esse aspecto é conhecido por pro-
jeto automatico ou programacgao automaética de operadores. Um grupo de cientistas e es-
tudantes que atua na 4rea de processamento de imagens [Vis] tem trabalhado com ele
ao longo dos tultimos anos. Um dos objetivos do grupo é desenvolver uma metodologia
para projeto automatico de operadores baseada em técnicas de indugéo a partir de exemp-

los [Tom%6G, BNTY7, BTHHOO, Has00, Hir00, Jr.01, Bru0s3]. A metodologia tem como fun-
damentagao conceitual diversas teorias, como Morfologia Matematica [Sers2, BB, Heid4),
Teoria das Probabilidades [\Mcyx3, Dan00, MLO], Algebra Booliana [I"Y 73, Men77, Dagts]
e Aprendizado Computacional [AB3Y2, Han92], dentre outras. Ela insere o problema de pro-

gramagao automatica dentro do contexto de aprendizado computacional e oferece o ISI (In-
cremental Splitting of Intervals), um algoritmo que pode ser utilizado tanto para treina-
mento de operadores quanto para minimizacao de funcoes boolianas. Tomita elaborou o
algoritmo [lomf(] e, ao analisar diversos trabalhos, observou que algumas técnicas para
automatizar o projeto de operadores eram dependentes de contexto enquanto outras eram
independentes. Além disso, notou que as técnicas dependentes de contexto exploravam ou
levavam em consideragao na sua formulagdo caracteristicas especificas do problema a ser
resolvido, enquanto as independentes de contexto nao. Percebeu também que cada técnica
apresentava diferente grau de restri¢ao em fungdo do grau de dependéncia de contexto e
do tipo de restrigao imposta sobre o espago de classificadores [Hir()()]. Depois dessas obser-
vagoes e a partir de estudos de problemas de outras areas de conhecimento, como a biologia
computacional, ela reforcou a constatagao de que o processo de projetar automaticamente
operadores de imagens poderia ser generalizado para um processo de projetar automatica-
mente classificadores de dados. Assim, a metodologia para projeto automatico poderia ser
generalizada como uma metodologia para geragao de classificadores para analise de dados em
geral [N, Vipdx]. Um exemplo de aplicagao dos classificadores gerados por essa metodolo-
gia seria sobre dados génicos, cuja anélise vem demandando especial atengao [AFVO1, BOYR].

Adicionalmente ao ISI, outros algoritmos para geragio automéatica de classificadores
foram elaborados. Esse fato e as constatagoes anteriores sugerem a construcao de um sistema
computacional para a anélise de diversas categorias de dados que possa oferecer a implemen-
tagdo de diversos algoritmos. Nesse caso, o sistema separaria os procedimentos independentes
de contexto dos dependentes do dominio do problema. Os aspectos independentes de contexto
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passiveis de automacao podem ser automatizados. Além disso, ao oferecer varias técnicas de
geragao de classificadores, o sistema pode ser tutil na comparacao das diversas abordagens.
H& vérias abordagens para gerar classificadores, dai surgindo uma questdo: dado um prob-
lema de classificagao, qual a abordagem mais adequada para a geracdo do classificador? O
sistema facilitaria a escolha ao indicar a abordagem mais apropriada ou mesmo mesclar abor-
dagens. Nessa linha, o sistema pode também ser um facilitador nas pesquisas relacionadas a
combinagao de classificadores [AGKO, AIp9g, Die00, KHDAMOS, KHWY7].

A construgao do sistema computacional requer algumas consideracdes. Para tratar dos*
requisitos de dependéncia e independéncia de contexto, a arquitetura do sistema deve ofer-
ecer facilidade de expansao e abrangéncia. O sistema deve oferecer ainda caracteristicas
importantes e desejaveis como facilidade de uso, eficiéncia, precisao e robustez.

Um sistema computacional assim traria algumas vantagens. Para um especialista em pro-
jeto de classificadores, possibilitaria que este se concentrasse nas caracteristicas mais rele-
vantes do problema ou que fossem dependentes do contexto, como por exemplo, na aquisicéo
de caracteristicas relevantes ou filtragem de dados. Para os ndo especialistas interessados
ou envolvidos num processo de classificagdo, o sistema seria uma camada de abstracio do
aspecto de geragao automatica de classificadores.

Na secao a seguir é introduzido o problema de classificacao.



CAPITULO 1. INTRODUCAO 4

1.2 O problema de classificacao

A tabela 1.1 apresenta proposigoes legislativas, suas respectivas ementas e classificacoes
quanto ao tipo de proposigao. Dada a ementa apresentada na tabela 1.2 na préxima pagina,
qual o tipo de sua proposi¢ao?

Proposigao | Ementa de Proposi¢cao Legislativa Tipo de
Legislativa Proposigao
Legislativa
Dispoe sobre a Lei Organica do Projeto de Lei
P1 Tribunal de Contas do Distrito Complementar
Federal e da outras providéncias.
Dispoe sobre o Programa de Melhoria Projeto de Lei
P2 do Atendimento ao Contribuinte, Ordinéria

e da outras providéncias.
Concede o Titulo de Cidadao Honorario | Projeto de

P3 de Brasilia ao atleta olimpico Decreto
Vanderlei Cordeiro de Lima. Legislativo
Cria o Parlamento Jovem Brasiliense, Projeto de
P4 no ambito da Camara Legislativa do Resolugao
Distrito Federal.
D& nova redagao ao art. 96, §20., Proposta de
P5 da Lei Organica do Distrito Federal. Emenda a

Lei Orgéanica
Dispoe sobre a Campanha de Prevengao | Projeto de Lei

P6 de Acidentes Domeésticos no Distrito Ordinéaria
Federal e da outras providéncias.
Concede o Titulo de Cidadao Projeto de
P7 Benemérito de Brasilia Decreto

a carateca Lucélia de Carvalho Ribeiro. | Legislativo

Tabela 1.1: Proposigoes Legislativas, Ementas e Tipos de Proposi¢oes

De uma maneira geral, o problema de classificagdo pode ser compreendido a partir de
cinco elementos: um conjunto de objetos, um conjunto de caracteristicas, um conjunto de
classes', um classificador e um conjunto de critérios de classificacéo.

Na situacao descrita, o conjunto de objetos é o conjunto de proposigoes legislativas. O
conjunto de atributos é aquele que caracteriza o objeto, nesse caso, com dois elementos:

lque serdo denominadas categorias para nao haver confusdo com o conceito de classes de orientagao a

objetos
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Altera a denominacgao e a estrutura organizacional
da Secreluria de Eslado de Desenvolvimento
Tecnoldgico do Distrito Federal.

Tabela 1.2: Ementa de uma Proposigao Legislativa a ser Classificada

identificador de proposi¢do e ementa. O conjunto {Projeto de Lei Complementar, Projeto
de Lei, Projeto de Decreto Legislativo, Projeto de Resoluc¢ao, Proposta de Emenda & Lei
Orgéanica} de tipos de proposicoes constitui o conjunto de categorias. O elemento classificador
é qualquer pessoa que observe a ementa e classifique a proposigao em uma das categorias.

E quanto aos critérios de classificagao?

Em geral, estes nem sempre estao explicitos ou sao bem conhecidos. Na situagao dada,
pode ser razoével supor que a pessoa que faréd a classificagao nao conhega os critérios que
definem os diversos tipos de proposi¢ao. Nesse caso, como ela poderia proceder?

Uma heuristica poderia utilizar as proposigoes classificadas da tabela 1.1 na pagina an-
terior e consistir em fazer uma suposicao sobre os critérios de classificagao a partir de semel-
hancgas entre os vocabulos das ementas apresentadas e a ementa da proposi¢ao com clas-
sificagao desconhecida. A opgao por essa heuristica insere o problema de classificagdo num
contexto de aprendizado denominado aprendizado supervisionado, onde hipoteses sao feitas
a partir de objetos com classificagao ja conhecida.

Nesse texto, trata-se o problema de classificagao sob o ponto de vista do classificador e, em
particular, sua geragao e analise de desempenho. Os classificadores gerados sdo agentes com-
putacionais que, assim como uma pessoa na situagao descrita, fara a classificagdo de objetos
a partir de heuristicas que se utilizam de exemplos ja classificados. Isto €, o classificador sera
um agente computacional que, dado um conjunto de objetos descritos por um conjunto de
atributos, um conjunto de categorias e uma hipoétese dos critérios de classificacao, classificara
os objetos nas categorias por aprendizado supervisionado.

1.3 Objetivos

O objetivo deste trabalho é a selecao automatica de classificadores por anélise de de-
sempenho. Para cumprir esse objetivo, metas intermediarias tornaram-se necessarias, par-
ticularmente o estudo de técnicas de geracao e de uma abordagem formal para analise de
desempenho de classificadores.

Especificamente no que diz respeito as técnicas de geracao de classificadores, o estudo
se concentra em trés técnicas de aprendizado supervisionado. As técnicas de geracio de
classificadores escolhidas foram: vizinhos mais préximos, arvores de decisao e redes neurais
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artificiais. Embora existam outras técnicas de geragao de classificadores, estas nao foram
abordadas. Todavia, variantes de cada uma das técnicas escolhidas foram consideradas.

A abordagem para analise de desempenho de classificadores e de técnicas de geracio de
classificadores tem como base fundamentos teéricos de probabilidade e estatistica. Nela, os
erros dos classificadores sao vistos como varidveis aleatérias cuja distribui¢ao segue o modelo
binomial.

Com vistas a construgao de uma solucao computacional para geragao e analise de de-
sempenho de classificadores, adotou-se um paradigma de reutilizagao. Nessa linha, tragou-se
também como meta o estudo de uma plataforma de software livre que servisse como parte
dessa solug@o. R [R, R D03h, R D0O3d, R DO3a, R DO3e, R DO3f, R DO3¢] foi a opgdo escol-
hida.

1.4 Contribuicoes
Neste trabalho procurou-se contribuir da seguinte forma:
e descrevendo conceitos e técnicas de geragao de classificadores;
e descrevendo uma abordagem para analise de desempenho de classificadores;

e analisando a plataforma R como base computacional para implementacao de diversas
técnicas de classificacao, incluindo geragao e analise de desempenho. Em particular, foi
feita uma catalogacao dos pacotes existentes voltados para classificagao;

e implementando o pacote linnaues, que contribui com fungoes de analise de desempenho
de classificadores, além de oferecer bases de dados para testes, nos moldes de outros
pacotes da plataforma R;

e contribuindo com a aplicacao de elementos de linguagem grafica voltados para engen-
haria de software. Estes elementos, assim como graficos matemaéticos, visam a facilitar
o entendimento e visualizagao de conceitos. Nao se encontrou a utilizacao desses ele-
mentos na literatura da plataforma R;

e comparando empiricamente classificadores;

e contextualizando conceitos de classificagao no ambito do poder legislativo brasileiro.
Como parece nao existir trabalhos com esse enfoque, o estudo apresentado é uma
contribuigao nesse sentido.
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1.5 Organizagao do texto

O capitulo 2 apresenta conceitos basicos, em particular os voltados & representacgao de
um objeto bem como um processo para geracao e analise de desempenho de classificadores.

Uma apresentagao das técnicas escolhidas para geragao de classificadores é feita no capi-
tulo 3, envolvendo as técnicas de vizinhos mais proximos, arvores de decisao e redes neurais
artificiais. Nesse capitulo também ¢é descrita uma abordagem para analise de desempenho
de classificadores. Conceitos de erro observado e erro verdadeiro de um classificador sdo
apresentados e modelados sob enfoque estatistico cléassico.

Ja o capitulo 4 apresenta aspectos de implementagao, com enfoque na plataforma R e
em seus pacotes relacionados & classificagao. O pacote linnaeus é descrito nesse capitulo.

Experimentos de geragao de classificadores e anélise de desempenho utilizando os con-
ceitos tedricos dos capitulos 2 e 3 e a solugao computacional do capitulo 4 sdo o assunto do
capitulo 5.

O capitulo 6 apresenta as conclusoes do trabalho. Nele ha um apanhado geral e a descricao
de possiveis trabalhos futuros que podem ser desenvolvidos como continuagao dessa pesquisa.

Por fim, além do texto principal, ha4 um apéndice contendo alguns dados e informagoes
utilizadas nos experimentos.



Capitulo 2

Conceiltos basicos

O propésito deste capitulo é descrever conceitos subjacentes a esse trabalho e apresentar
um processo para geragao e analise de desempenho de classificadores. Sao apresentados alguns
conceitos basicos, em particular os voltados & representacgao.

2.1 Conceitos relacionados a representacao

Sejan € N. Sejam n conjuntos, Ay, As, ..., A,. Seja & um elemento do produto cartesiano
Ap X Ay x --- x Ay Isto &, & = [a1,ay,...,a,],01 € Aj,a3 € Ay, ... ,a, € A, é uma n-upla
ordenada. No contexto deste trabalho:

e cada conjunto A;, 1 =1,2,...,n, serd denominado atributo;

cada elemento a; € A;,1 = 1,2,...,n, serd denominado valor do atributo A;;

A; X Ay x --- x A, serd denominado espago de atributos;

(A1, Ay, ..., A,), serd denominado esquema de atributos;
e T =[ay,ay,...,a,] serd denominada instancia.

Exemplificando, seja n = 4 e os seguintes conjuntos: A; o conjunto sexo biolégico, {fem-
inino, masculino}; A, o conjunto idade (em anos), um subconjunto de N; A3 o conjunto
altura (em metros), um subconjunto de R; A4 o conjunto peso (em quilos), um subconjunto
de R.

Tem-se que:
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sexo biolégico, idade, altura e peso sao atributos;

feminino é um valor do atributo sexo biologico;

o espago de atributos é sexo biolégico x idade x altura x peso;

(sexo biologico, idade, altura, peso) é o esquema de atributos;

& = [masculino,21,1.70,65.5] € uma instancia.

O conjunto de todos os valores possiveis de um atributo é denominado dominio do atrib-
uto.

Uma instancia é uma n-upla ordenada de valores de atributos. Sua concepc¢ao conceitual
é chamada esquema de atributos.

Pode-se fazer uma analogia com os conceitos em linguagens de programacao de tipos de
dados, variaveis e valores das variaveis.

Um atributo corresponde & nogao de um tipo de dados, como por exemplo, inteiro ou real.
O conceito de um esquema de atributos corresponde & nogao de um tipo de dados composto,
definido pelo usuério. Cada valor particular corresponde a um valor de atributo.

Uma variavel do tipo de dados composto possui valores particulares num certo instante
de tempo. Cada um desses valores particulares corresponde a um valor de atributo.

O conceito de uma varidvel de tipo de dados composto numa linguagem de programacao
corresponde ao conceito de instdncia.

Valores de atributos de instancias sao diferentes para instancias diferentes. Dessa forma,
cada atributo A; pode ser visto com uma variével aleatéria, denotada por A; para distinguir
do atributo enquanto conjunto.

Cada instancia definida como um ponto no espago de atributos, pode também ser vista
como um vetor em relagao a um sistema de coordenadas cartesianas, tendo seu ponto inicial
em algum ponto de referéncia fixo, normalmente a origem. Uma vez que os valores de seus
atributos sao vistos como varidveis aleatorias, uma instancia Z passa a ser entendida como
um vetor aleatério, denotada por X para distinguir de sua natureza enquanto um ponto no
espaco de atributos. Assim, cada instancia é expressa por um vetor num espaco n-dimensional
e diversas instancias formam uma distribui¢do de X num espaco n-dimensional.

2.2 Processo

Para gerar um classificador e analisar seu desempenho, torna-se necessario um processo
que contemple pelo menos os seguintes aspectos: definicao dos valores possiveis da funcao
alvo; representagdo de uma instancia; levantamento dos exemplos ou sua captacdo a partir
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do ambiente; selegao de exemplos de treinamento e de teste; geragdo do classificador, pos-
sivelmente com extracgao e/ou selecao de atributos; anélise de desempenho do classificador.

Em termos computacionais, é preciso considerar de que maneira sao representados os
objetos a serem classificados e também o classificador em si. Muitos objetos podem ser
descritos através de valores de atributos. Por exemplo, suponha que um estado brasileiro
possa ser representado pelo seguinte vetor de atributos:

[Area (em km?),Ponto mais Elevado (em metros),Populagio,Densidade Populacional
(hab./km?), Crescimento Demografico (% ao ano),Populagio Urbana (%),Domicilios,Caréncia
Habitacional, Acesso & Agua (%),Acesso & Rede de Esgoto (%), IDH, Mortalidade Infan-
til (%), Médicos (por 10000 hab.),Leitos Hospitalares (por 1000 hab.), Educacdo Infantil
(matriculas),Rede Publica (%),Ensino Fundamental (matriculas),Rede Publica (%),Ensino
Médio (matriculas), Rede Publica (%), Ensino Superior (matriculas), Rede Publica (%),
Analfabetismo (%), Analfabetismo funcional (%), Senadores, Deputados Federais, Deputa-
dos Distritais/Estaduais,Eleitores,Participacdo PIB Nacional (%), PIB Agropecuario, PIB
Industria, PIB Servigos, PIB per capita (em R$),Exportagao (em milhdes de délares), Im-
portacdo (em milhdes de dolares), Geragao de Energia (em GWh), Consumo (em GWh),
Linhas Telefonia Fixa (em milhoes), Linhas Telefonia Celular (em milhdes), Populagio (em
milhoes), Automoveis, Jornais Diarios].

A partir desse vetor de atributos, os estados de Sdo Paulo e Cear4, assim como o Dis-
trito Federal, por exemplo, podem ser descritos de acordo com os valores dos atributos na
tabela 2.1 na préxima péagina. Para propoésitos de classificacao, nem todos os atributos lis-
tados sao necessariamente relevantes. Similarmente, o conjunto de atributos pode néo ser
suficiente para uma classificagao correta.

No processo, os casos em que os objetos a serem classificados sdo representados por n-
uplas ordenadas (ai,as,...,a,), onde a;, i = 1..n sdo nameros de ponto fixo ou flutuante.
Atributos categoricos ou qualitativos podem em geral ser quantizados ou representados tam-
bém numericamente.

As categorias sao representadas como nameros no conjunto {0,1,...,k}, onde k repre-
senta o nimero de categorias e 0 tipicamente representa a categoria “desconhecida’.

A amostra de treinamento

T = {(z1, f(z1)), (22, f(z2)),. .-, (Tm, f(zm))}

onde z; = (a,az,...,a,) e f(z;) € {0,1,...,k}, é considerada uma amostra de uma funcéo
desconhecida y = f(z).

O objetivo do treinamento é tentar determinar y, ou seja, gerar um classificador que dado
um novo valor = prediga o mais corretamente possivel o valor de f correspondente.

No processo de geracao de um classificador, a amostra utilizada é em geral dividida em
dois subconjuntos disjuntos: uma parte denominada amostra de treinamento a ser utilizada
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Estado CE DF SP
Area (em km?) 148.825,6 | 5.801,9 | 248.209,4
Ponto mais elevado (em m) 1.154 1.341 2.797
Populagao 7.758.441 | 2.189.789 | 38.709.320
Densidade (hab./km?) 50,9 364,1 152.2
Crescimento demografico (% ao ano) 1,7 2,8 1,8
Populagao urbana (%) 71,5 95,6 93,4
Domicilios 1.757.888 047.656 | 10.364.152
Caréncia habitacional 408.021 | 109.895 | 1.161.757
Acesso a agua (%) 60,8 88,7 93,5
Acesso a rede de esgoto 33,9 89,7 88,2
IDH 0,700 0,844 0,820
Mortalidade infantil (%) 38,1 18,5 18
Médicos (por 10 mil habitantes) 8,8 33,9 22,1
Leitos hospitalares (por mil habitantes) 2,1 2,1 2,3
Educagao infantil (matriculas) 309.467 89.485 | 1.675.808
Educagao infantil - rede ptblica (% matriculas) 67,2 51 7.3
Ensino fundamental (matriculas) 1.835.064 | 370.511 | 5.898.603
Ensino fundamental - rede puablica (% matriculas) 89,1 80,1 86,8
Ensino médio (matriculas) 380.834 | 127.358 | 2.100.823
Ensino médio - rede publica (% matriculas) 85,3 80,8 87
Ensino superior (matriculas) 63.429 79.329 898.643
Ensino superior - rede publica (% matriculas) 67,4 22,2 14,6
Analfabetismo (%) 24,7 5,2 6,1
Analfabetismo funcional (%) 44,3 16,1 20,2
Senadores 3 3 3
Deputados federais 22 8 70
Deputados distritais/estaduais 46 24 94
Eleitores 4.623.794 | 1.288.501 | 24.263.612
Eleitores (% do eleitorado brasileiro) 4,2 1,2 22,1
Participag¢ao no PIB nacional (%) 1,8 2,8 33,3
PIB agropecuaria (%) 6,1 0,5 4,1
PIB industria (%) 38,1 6,9 42,7
PIB servigos (%) 55,8 92,6 53,2
PIB per capita (em R$) 2.858 15.725 10.642
Exportacao (em milhdes de délares) 543,9 27,2 20.000
Importagao (em milhdes de délares) 631,2 555,7 19.900
Geragao de energia elétrica (em GWh) 1 98 61.603
Consumo de energia elétrica (em GWh) 5.500 3.465 87.065
Telefonia fixa (em milhoes de linhas) 1,3 1 16,1
Telefonia celular (em milhoes de linhas) 1,3 1,1 14,6
Populagao da capital 2.256.233 | 2.189.789 | 10.677.019
Automoéveis na capital 263.000 | 589.383 | 4.013.286
Jornais diarios na capital 4 2 16

Tabela 2.1: Descrigao de Estados Brasileiros
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para gerar o classificador, e a outra parte denominada amostra de teste utilizada para avaliar
o desempenho do classificador obtido.

Ha diversas abordagens para a geragao de classificadores. Algumas delas estdo na tabela 2.2.
Dentre essas, a estatistica e redes neurais sao bastante utilizadas.

As abordagens para geragao de classificadores sao conhecidas genericamente por apren-
dizado e podem ser divididas em supervisionada e nao-supervisionada. No caso do apren-
dizado supervisionado, é dada uma amostra de objetos para os quais suas respectivas cat-
egorias sao conhecidas e deseja-se que o classificador tenha a propriedade de generalizacao.
Um classificador com essa propriedade é aquele capaz de classificar o mais corretamente pos-
sivel ndao apenas os objetos da amostra, mas também a maior parte dos objetos do mesmo
conjunto de objetos. No caso de aprendizado nao-supervisionado, nao sao conhecidas as cat-
egorias as quais os objetos pertencem. A expectativa principal com relagdo as abordagens
nao-supervisionadas é que elas sejam capazes de separar os objetos em agrupamentos nat-
urais intrisecos aos objetos. As abordagens existentes utilizam em geral alguma medida de
(dis)similaridade para agrupar os objetos em categorias. Outras vezes nem se sabe quais
sao os critérios, mas sao dadas apenas os objetos e pergunta-se como classifica-los em dois
conjuntos.

Um classificador tipicamente particiona o espago de atributos de forma que cada elemento
deste espago seja associado a uma tnica categoria. A forma em que estas partigdes sio rep-
resentadas depende do algoritmo envolvido no treinamento. Por exemplo, arvores de decisio
representam através de uma série de hiperplanos hierarquicos; ja a técnica dos k-vizinhos
mais proximos nao usa nenhuma representacao explicita, embora os hiperplanos que definem
as fronteiras das diversas regioes possam ser determinados.

Abordagem Representagao Funcao de Critério tipico
reconhecimento de validagao

Casamento de padroes | Exemplos, pixels | Correlagao, Erro de classificagao
curvas medida de distancia

Estatistica Caracteristicas Fungao discriminante | Erro de classificacao

Sintatica ou estrutural | Primitivas Regras, gramatica Erro de aceitagao

Redes neurais Exemplos, pixels, | Fungao rede Erro médio quadratico
caracteristicas

Tabela 2.2: Abordagens para Geragao de Classificadores (adaptado de [TD\[00])
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Projeto de classificagdor
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Diagrama de atividad
(ref.: DADOO1)

[ Colefardados )

A4

Gfatuar pre-procassamento )

Vo

thai iYSalacionar caractaristicas )

A4

< Garar classificador >

Figura 2.1: Projeto de Classificador
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Projetar um classificador por aprendizado supervisionado envolve gerar o classificador
a partir de exemplos de treinamento e valida-lo. A figura 2.1 na pagina precedente apre-
senta as atividades de um processo simplificado de projeto de classificador e a figura 2.2
na pagina seguinte apresenta as atividades de um processo simplificado de validacdo. O
pré-processamento corresponde ao conjunto de operagoes que preparard o padrao para sua
posterior representagao. Essas operagoes podem ser remogao de ruidos, normalizagao etc. No
treinamento, a extragdo/selegdo de caracteristicas consiste em reduzir o nimero de atribu-
tos, mantendo apenas aqueles mais relevantes a classificagao, ou transformar o conjunto de
caracteristicas de maneira a obter um conjunto relevante a classificagao. Por fim, ocorre o
treinamento em si que gera um classificador para particionar o espaco de caracteristicas. Na
validagdo, as atividades até a extragao/selegao de caracteristicas devem ser idénticas as apli-
cadas no treinamento. Em seguida ocorre a classificagao, isto é, a aplicagao do classificador
e a analise do seu desempenho.

Dependendo do desempenho, o classificador pode ser aceitavel ou nao. Caso nao seja, é
comum repetir o processo de treinamento alterando-se alguns parametros do processo.

Além das etapas de coleta de dados, pré-processamento e extragao/selecao de caracteris-
ticas, as fases de treinamento e validagdo tém em comum o fato de utilizarem as amostras
disponiveis. Existem varias possiveis formas para se dividir os exemplos em exemplos de
treinamento e validagao. Em geral, utiliza-se uma parcela para treinamento e outra para
validagao. Em funcao destes aspectos comuns aos dois processos podemos reuni-los em um
tnico diagrama conforme a figura 2.3 na pagina 16. Se o desempenho do classificador néao for
satisfatorio, todo ou parte do processo podera ser repetido. Pode-se coletar mais dados, mu-
dar o conjunto de atributos, particionar os exemplos de diferentes formas e, por fim, pode-se
alterar pardmetros do algoritmo de treinamento ou até mesmo o préprio algoritmo.

Adicionalmente as técnicas para geragao de classificadores, outras podem ser utilizadas
para minimizar o erro de classificacao ou permitir que a classificagao seja mais eficiente
computacionalmente. Exemplos sao as técnicas de extragao e projecao de caracteristicas na
tabela 2.3 na pégina 17 e as técnicas de sele¢ao de caracteristicas na tabela 2.4 na pagina 18.

O projeto de classificadores pode ser visualizado sob uma perspectiva orientada & obje-
tos. A figura 2.4 na pagina 19 apresenta um diagrama com as classes relevantes por essa
abordagem. No diagrama é possivel fazer as seguintes observagoes. A primeira é que cada in-
stancia estd associada a uma categoria. Segundo, cada categoria se relaciona com nenhuma,
uma ou vérias instancias. Terceiro, h4 uma relacao de agregacdo entre um padrao e seus
atributos, caracterizando a natureza da instancia como um conjunto de atributos. Quarto,
vé-se que um exemplo pode ser tanto de treinamento quanto de teste.
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Validacao do classifigador
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Figura 2.2: Validagao do Classificador
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Projeto e validacao de clasfpificador
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Figura 2.3: Projeto e Validagao de Classificador
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Abordagem

Propriedade

Analise de Componentes Principais (PCA)

Analise Discriminante Linear-

Projection Pursuit

Anélise de Componentes Independentes (ICA)

Kernel PCA

Rede PCA

PCA nao-linear

Rede auto-associativa nao-linear

Multidimensional scaling (MDS),
and Sammon’s projection

Self-Organizing Map (SOM)

Mapeamento linear; rapido;
baseado em autovetor

Mapeamento linear supervisionado; rapido;
baseado em autovetor

Mapeamento linear; interativo;
nao-Gaussiano

Mapeamento linear; interativo;
nao-Gaussiano

Mapeamento nao-linear;
baseado em autovetor

Mapeamento linear; interativo
Mapeamento linear;

critério nao-Gaussiano
usualmente interativo
Mapeamento nao-linear;
critério nao-Gaussiano;

interativo

Mapeamento nao-linear; interativo

Nao-linear; interativo

Tabela 2.3: Técnicas de Extragao e Projecao de Atributos (adaptado de [I1DN00])
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Abordagem

Propriedade

Busca exaustiva

Branch-and-Bound Search

Best Individual Features

Sequential Forward Selection (SFS)

Sequential Backward Selection (SBS)

“Plus I-take away r” Selection

Método Sequential Forward Floating

Search (SFFS) and Sequential
Backward Floating Search (SBFS)

d .
Avalia todos os ( ) subconjuntos possiveis
m

(d-ntinero de caracteristicas, m-nimero de exemplos)

Utiliza o método de pesquisa branch-and-bound,
apenas uma porcao de todos os subconjuntos de
caracteristicas possiveis necessitam ser
enumerados para se encontrar o subconjunto 6timo

Avalia todas as m caracteristicas individualmente;
seleciona a melhor caracteristica individual;

Seleciona a caracteristica mais simples e entdo
adiciona uma caracteristica por vez de forma
que a combinagao com as caracteristicas
selecionadas maximize a fun¢ao critério

Inicia com todas as d caracteristicas e
remove sucessivamente uma caracteristica por vez

Primeiro incrementa o subconjunto de
caracteristicas por [ utilizando

forward selection e entdo remove r
caracteristicas utilizando backward selection

Uma generaliza¢ao do método
“plus-1 take away-r”;

os valores de [ e rsdo
determinados automaticamente e
atualizados dinamicamente

Tabela 2.4: Técnicas de Selecao de Atributos (adaptado de [JD\I00])
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iagrama de Claskes .
Padm@o Categoria
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Figura 2.4: Classes Relacionadas a Projeto de Classificadores
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Ainda sob o enfoque orientado a objetos, os classificadores podem ser vistos como objetos.
A figura 2.5 mostra um diagrama de classes. Nele, pode-se perceber a representacio e o
algoritmo como dois elementos importantes para definir um classificador. Como objetos, os
classificadores podem compor uma classe. A caracterizagdo dessa classe de classificadores é
dada pela técnica de geragao do classificador.

Diagrama de Clasgpes Clissificas
Clas=ificador = !
(ref.: DCOOO2} noma : String

descricao : String

Algoritmo Represantacao

Figura 2.5: Classificador Modelado por Orientacao a Objetos



Capitulo 3

Geracao e analise de desempenho de
classificadores

Ha4 diversas abordagens para a geragao de classificadores. Cada abordagem envolve uma
ou mais técnicas. Neste capitulo serao apresentadas trés técnicas basicas. Adicionalmente,
ha diversos enfoques para analise de desempenho de classificadores. Uma forma baseada em
erro observado e intervalos de confianga sera considerada.

Segue a abordagem de geragao de classificadores por vizinhos mais proximos.

3.1 Vizinhos mais préximos

Seja &y = (a1, . ..,a,) uma instancia a ser classificada.
Seja V = {v1,vs,...,v,} 0 conjunto dos valores possiveis de uma fungao alvo f.
Seja T = {(&4, f(Z1)), (Z2, f(Z2)),-- -, (&m, f(Zm))} uma amostra de treinamento e Z; um

exemplo genérico dessa amostra, i = 1..m.
Seja

d(fq, :E.‘) =, Z(a$fi) _ a£fq))2
r=1

a distancia euclidiana, que mede a distancia de 7, a cada exemplo de 7 a partir dos valores

de seus atributos.

Seja k um namero, 1 < k < m, utilizado para selecionar os k exemplos da amostra com
as menores medidas de distancia a .

Pela técnica dos k vizinhos mais proximos, a hipotese f que classifica a instancia T, &
dada por:

21
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= e (s(usta)) 3

onde ¢ denota o simbolo delta de Kronecker, definido por 6(z,7) = 1sei = j e d(z,7) = 0,
caso contrario. A fungdo argmax,.y retorna como argumento v com maior valor na soma
dos simbolos de Kronecker.

3.1.1 Exemplo

Considere os parlamentos da tabela 3.1, definidos pelo seguinte vetor de atributos:
P = [no. parlamentares, volume or¢gamentério,no. comissoes permanentes]
onde:

no. parlamentares corresponde ao nimero de parlamentares que atuam no parlamento;

volume orgamentéario corresponde ao volume de or¢amento gerido pelo parlamento, em
milhdes de unidades de valor;

no. comissoes permanentes corresponde ao nimero de comissoes permanentes existentes
no parlamento.

A funcao alvo porte institucional corresponde ao porte do parlamento e o conjunto de
seus possiveis valores ¢ {Camara, Assembléia}.

Parlamento No. Parlamentares Volume No. Comissées Porte
Or¢amentdrio  Permanentes  Institucional
P1 94 426 22 Assembléia
P2 46 23 14 Assembléia
P3 55 118 15 Camara
P4 41 7 10 Camara
P5 24 35 9 777

Tabela 3.1: Parlamentos e Portes Institucionais

Tomando os parlamentos P1, P2, P3 e P4 como exemplos, qual seria o porte institucional
do parlamento P57

O procedimento para obtengao da hipétese consiste em calcular as distancias do parla-
mento P5 ao parlamentos P1, P2, P3 e P4 e, a partir de um valor de k, aplicar f definida
na equagao 3.1.
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1. Calculo das distancias de P5

1.1. Calculo da distancia de P5 a P1

3
d(P5, P1) = \J > (@ a2 =

r=1

P1 P5 P1 P5 P1 P5
= (@) — a2 4 (@D — a2 + (o) — )2 =

= /(94 — 24)2 + (426 — 35)2 + (22 — 9)2 = 1/(70)2 + (391) + (13)? =

= /4900 + 152881 + 169 = V157950 = 397,429 =

d(P5, P1) = 397,429

1.2. Calculo da distancia de P5 a P2

d(P5, P2) JZ(“(P D _ a2 =

\/ (P2) (P5) 2 4 ( (P2) (PS))2 + (a:(aP2) N a§P5>)2 _

= /(46 — 24)2 + (23 — 35)2 + (14 — 9)2 = \/(22)2 + (—12)2 + (5)2 =

= /484 + 144 + 25 = V653 = 25,554 =

d(P5, P2) = 25,554

1.3. Calculo da distancia de P5 a P3

e JZ@“’” o™y =

P3 P5 P3 P5 P3 P5
= V(@ — afF)2 1 (@ — a2 4 (aff¥ — off V)2 =

= /(55 — 24)% + (118 — 35)2 + (15 — 9)% = /(31)2 + (83)2 + (6) =
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= /961 + 6889 + 36 = V7886 = 88,803 =

d(P5, P3) = 88,803

1.4. Calculo da distancia de P5 a P4

3
d(P5, P4) = \JZ PO _ P2 =

1

_ \/(a(m) P2 4 (P _ ofPS))2 4 (P — Py =

= /(41 — 24)2 + (7 - 35)2 + (10 — 9)2 = /(17)2 + (—28)% + (1) =

=289+ 784 +1= 1074 = 32,772 =

d(P5, P4) = 32,772

2. Obtencao da hipoétese para a fungao alvo

A tabela 3.2 apresenta a consolidacdo das distancias dos parlamentos & P5 e os respectivos
portes institucionais.

Parlamento Distdncia a P5  Porte Institucional

P1 397,429 Assembléia
P2 25,554 Assembléia
P3 88,803 Camara
P4 32,772 Camara

Tabela 3.2: Parlamentos, Distancias e Portes Institucionais

Para k = 1, seleciona-se apenas o primeiro parlamento mais proximo, no caso, P2. Como

seu porte institucional é Assembléia, o porte institucional de P5 sera classificado como As-
sembléia.

Aplicando f definida na equagéo 3.1 na pagina 22, tem-se

i) = e (a0 )
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onde v = {Camara, Assembléia} e f(P2) = Assembléia.

Para v = Assembléia, tem-se d(Assembléia, Assembléia) = 1.

Para v = Camara, ¢(Camara, Assembléia) = 0.

Logo, f(P5) = Assembléia.

Esse caso particular da técnica, em que k = 1, é denominado vizinho mais préximo e
denotado por VMP-1.

Ja considerando k = 3, seleciona-se os trés parlamentos com menores medidas de distan-
cia a P5, messe caso, P2, P4 e P3. Como seus respectivos portes sdo Assembléia, Camara
e Camara, o porte institucional de P5 sera classificado como Camara. A tabela 3.3 apre-
senta um resumo dos calculos ao se aplicar a técnica vizinhos mais proximos por meio da
equacgao 3.1 na pagina 22 .

k=3 v = {Camara, Assembléia}
f(z1) = f(P2) = Assembléia
f(z2) = f(P4) = Camara
f(z3) = f(P3) = Camara

3 3
Zé(Cémara, f(:c,-)) =2 gé(Assembléla, f(zi)) =]

i=1
3
f(P5) = a;‘ggz‘(;a: (; (5(1}, f(r,))) = Camara

Tabela 3.3: Aplicagao da Técnica Vizinhos Mais Proximos para k = 3

Concluindo, tem-se que por VMP-1, o parlamento P5 tem porte de Assembléia. J4 por
VMP-3, o parlamento P5 tem porte institucional de Camara.

3.1.2 Variagoes da técnica

Ha diversas variagoes da técnica por vizinhos mais préoximos. Uma primeira é denominada
vizinho mais préximo com opgao de rejeicao. Nela, é exigida uma frequéncia minima de um
valor da fungao alvo para que ele seja atribuido a uma instancia Z,. Assim, se o valor mais
frequente dentre os k vizinhos mais proximos for y, essa frequéncia deve ser de pelo menos
7 vezes. Caso y nao ocorra pelo menos 7 vezes, nenhuma classificacao é feita. Em outras
palavras, essa variacao é similar ao processo de votagao em que a candidata mais votada
vencerd desde que obtenha um nimero minimo de votos. As candidatas sdo as categorias.
Como complemento a essa variagao, pode-se fixar um nimero minimo de votos a serem obti-
dos por cada categoria. Se apenas uma categoria ultrapassou a quantidade de votos minima
que lhe é exigida, entao ela é a escolhida. Caso mais de uma categoria tenha ultrapassado seu
respectivo limiar de votos, entao a categoria vencedora pode ser uma dentre elas. A escolha
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da vencedora pode ser feita de forma aleatéria. Ou pode-se escolher a categoria que mais
extrapolou em termos absolutos ou relativos o seu limiar de votos. Uma outra estratégia
é partir da categoria mais representativa dentre os k vizinhos e verificar se ela atingiu seu
limiar de votacao. Caso nao tenha atingido, passa-se para a segunda categoria com maior
representatividade e assim sucessivamente.

Outra variante é a técnica do vizinho mais préximo condensada. Essa técnica tem como
objetivo diminuir tempo de processamento. Para isso, a estratégia consiste em decrementar
o numero de exemplos a serem utilizados na classificagdo. Esses exemplos comporao uma
amostra de treinamento menor que a amostra dada inicialmente. Ou seja, se 7 é a amostra de
treinamento dada, entao 7' é a amostra condensada de 7 da seguinte maneira. Inicialmente
7" & um conjunto vazio e 7 contém os exemplos de treinamento. Um exemplo z, é escolhido
de 7 e colocado em 7. Essa escolha pode ser aleatéria ou determinada a priori. A partir dai,
cada exemplo em 7 é classificado por vizinho mais proximo utilizando-se 7’ como amostra
de treinamento. Se o exemplo ¢é classificado corretamente, entdo ele permanece no conjunto
T . Caso ele seja classificado erroneamente, entao é transferido para 7”. Ao se classificar todos
os exemplos de 7 repete-se o processo até nao haver mais transferéncia de 7 para 7. Esta
€ a amostra condensada. Dado que os exemplos dessa amostra, uma vez inseridos, nao sio
excluidos, um complemento & variante condensada consiste em retirar os exemplos que sejam
corretamente classificados a partir de outros exemplos da mesma amostra condensada. Essa
técnica é denominada vizinho mais préximo reduzida.
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3.2 Arvores de decisao
Uma arvore A é um par ordenado (V, E') com as seguintes propriedades:
1. V & um conjunto finito nao vazio de elementos denominados nodos;
2. hd um nodo especial em V' denominado raiz da arvore;

3. os nodos em V exceto a raiz, caso existam, estdo particionados em m conjuntos dis-
juntos Ay, Ag, ... A, em que cada um desses conjuntos é, por sua vez, uma arvore;

4. E & um subconjunto do conjunto de pares ndo ordenados de nodos distintos de V/,
cujos elementos sao denominados arestas.

Partindo da defini¢cao formal recursiva acima, uma arvore é uma abstracdo matematica
que impoe uma estrutura hierdrquica sobre os nodos. Nao héa problema de circularidade na
definigao, uma vez que arvores com um nodo contém apenas a raiz e arvores com n nodos,
n > 1, sao definidas em termos de arvores com menos de 7 nodos.

Arvores podem ser representadas por meio de diagramas. Além disso, diversas situagoes
podem ser convenientemente descritas por meio de arvores. Por exemplo, os nodos podem
representar estruturas de uma norma juridica, com arestas representando uma relagdo de
agrupamento. A figura 3.1 descreve um titulo da Constituicao da Republica Federativa do
Brasil com seus capitulos, e estes com suas respectivas segoes.

|TiTULo V|

lcAPITULOI| [cAPiTULO II|  [CAPITULO 111

SECAO I SECAO II SECAO III

Figura 3.1: Exemplo de Arvore - Titulo V da Constitui¢do Brasileira

Ha diversos conceitos relacionados a arvores. Segue uma terminologia basica.

Dada uma &arvore A com raiz r, cada conjunto A;, As, ..., A,, é denominado subarvore
do nodo r. Define-se grau de um nodo como o ntimero de subarvores desse nodo. Um nodo
com grau zero ¢ denominado folha. O grau de uma arvore é o maximo dentre os graus
de todos os nodos da arvore.

Dada uma arvore A com raiz r e subarvores Ay, As,..., An, as raizes de A;, A,,... A,
sao denominadas filhos de r e 7 é denominado pai dos filhos. Os filhos do mesmo pai séo
denominados irmaos.
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Um caminho numa arvore é uma sequéncia de nodos distintos em que os sucessivos
nodos estao conectados por arestas da arvore.

A partir do conceito de caminho pode-se descrever a propriedade basica de uma arvore.
A propriedade é que ha precisamente um caminho conectando quaisquer dois nodos numa
arvore. Se ha mais de um caminho, ou se ndo ha caminho entre alguns pares de nodos, entio
a estrutura descrita nao € uma éarvore e sim outro conceito matemético denominado grafo.

Os ascendentes de um nodo sao todos os nodos ao longo do caminho desde a raiz da
arvore até o respectivo nodo. Os descendentes de um nodo é o*conjunto de todos os nodos
de suas subarvores. '

O nivel de uma arvore é definido da seguinte maneira:

1. a raiz da arvore esta no nivel 1;
2. se um nodo estéd no nivel n entdo seus filhos estardo no nivel n + 1.

A altura de uma arvore é definida como o méximo dentre os niveis de todos os nodos
da arvore.

Na técnica de classificacio por arvore de decisédo, a representagao da fungdo aprendida é
feita por uma arvore de decisdao. Uma arvore de decisao ¢ uma arvore que classifica instancias,
percorrendo-se a arvore, da raiz até alguma folha. Essa arvore é construida a partir de um
algoritmo. Esse algoritmo particiona o espago de atributos, dividindo-o em regides disjuntas
e definindo os limites de decisao. Regices em que os exemplos sdo classificados na mesma
categoria possui maior grau de pureza que regioes onde os exemplos sdo classificados em
categorias distintas. O problema algoritmico consiste em construir uma arvore que ofereca
regioes puras. O passo inicial do algoritmo consiste em plantar a arvore através de uma
raiz. A questao é como escolher a melhor semente (no caso, o melhor atributo) para ser
plantada como a raiz da arvore. Para isso, em geral utiliza-se como heuristica a navalha de
Ockham (fildsofo,1300-1849), que consiste em preferir Arvores “pequenas” a arvores “grandes”.
Seguindo essa heuristica, para selecionar o melhor atributo a ser plantado como raiz da arvore
utiliza-se de medidas que avaliam a impureza da amostra de treinamento e o potencial de
cada atributo em servir como divisor dessa amostra em dois conjuntos mais puros.

Seja 7 um conjunto de exemplos de treinamento. Pode-se calcular uma medida de im-
pureza desse conjunto em relagdo a classificagdo alvo por meio de uma medida denominada
entropia. Em termos estatisticos ela pode ser definida como segue.

Seja X uma varidvel aleatéria discreta que assume n valores distintos. Seja P, a dis-
tribui¢ao de probabilidade para X e Prob[X = x| = p,. A entropia da distribuicdo é

Entropia(P,) = — Z Pz loga p: (3:2)
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y = logex
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Figura 3.2: Fungao Logaritmica Binéaria
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onde logs € a fungao logaritmica bindria, cujo grafico & mostrado na figura 3.2 na pagina
precedente.
Se X assume apenas dois valores, entdo P, = (p,1 —p) e

Entropia(P;) = —plogap — (1 —p) logs (1 — p) (3.3)

Nesse caso, a entropia possui 0 maximo em p = 0.5 como mostra a figura 3.3.

E = —plogf— (1 —p)logl ™

2 .
iz
o
i
8 o 7
o
21
=]
N
o
1 T T i 1
0 0.25 05 0.75 1
Valbrdep

Figura 3.3: Entropia para uma Varidvel Aleatéria Discreta X com 2 valores distintos

Para esse caso,

Entropia(T) = —pg logs pg — pe logs po (3.4)

onde

pg = propor¢ao de exemplos positivos

Po = proporc¢ao de exemplos negativos

No célculo de entropia, uma vez que as proporg¢oes podem assumir valor 0, a funcdo
logaritmica inicialmente definida de R} em R é redefinida para R, — R, onde log, 0 = 0.
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6 Dado um conjunto de exemplos de treinamento .S definidos por um conjunto de atributos
A, define-se uma propriedade estatistica denominada ganho de informagdo que mede
quanto cada atributo separa os exemplos de treinamento em relagao a classificagao alvo,
definida como:

Ganho(T, A) = Entropia(7) — Z ||’7T,—allEntropia(7;) (3.5)
ac A

A partir dessas medidas pode-se construir uma arvore de decisao, como mostra o exemplo

a seguir.

3.2.1 Exemplo

Considere instancias de proposicoes legislativas da tabela 3.4 na proxima pagina que se
tornaram normas juridicas, definidas pelos seguinte vetor de atributos:

P = [identificador, tipo, assunto, autoria, parecer]

onde:

identificador denomina a proposicao, tendo a forma Pn, n € Z como, por exemplo, P1;

tipo corresponde ao tipo da proposigao, restrito ao conjunto {PLO, PLC}, onde PLO =
Projeto de Lei Ordinaria e PLC = Projeto de Lei Complementar;

assunto corresponde ao assunto da proposicao, restrito ao conjunto {educagao, tecnologia,
saude};

autoria corresponde ao autor da proposigao, restrita ao conjunto {D1, D2, D3}, que denota
deputados genéricos, D1 = Deputado 1, D2 = Deputado 2, D3 = Deputado 3;

parecer corresponde a existéncia de parecer pela inadmissibilidade ou rejeigao da proposicao
em alguma das comissoes parlamentares nas quais a proposi¢ao tramitou. O dominio
desse atributo é {Nao, Sim}.

A fungao alvo agdo corresponde a existéncia de alguma agao de inconstitucionalidade
contra a norma juridica originada a partir da proposi¢ao. O conjunto de seus possiveis
valores é {Nao, Sim}.
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Proposicao Twpo  Assunto  Autoria Parecer Acgao

P1 PLO Educacao D1 Nao  Nao
P2 PLC Educagao D1 Nao  Nao
P3 PLO Tecnologia D1 Nao  Sim
P4 PLO Saude D2 Nao Sim
PS PLO Saude D3 Sim Sim
P6 PLC Tecnologia D2 Nao Sim
pP7 PLC Tecnologia D3 Sim Sim
P8 PLO Educagao D2 Nao  Nao
P9 PLO Educagao D3 Sim Sim
P10 PLO Saide D2 Sim Sim
P11 PLC Educacgao D2 Sim Sim
P12 PLC Saude D3 Sim Nao
P13 PLO Tecnologia D1 Sim Sim
P14 PLC Saide D2 Nao  Nao

Tabela 3.4: Proposigoes Legislativas (7°)

1. T = {P1,P2,P3,... P14}

1.1. Calculo da Entropia de 7

9 5
Entropia(T) = Entropia([9+,5—]) = . logg/m - logglm _

= —0,643 - (—0,637) — 0,357 - (—1,486) = 0,410 + 0,531 =

Entropia(7) = 0,941

1.2. Calculo do Ganho de Informagao de Tipo

Ganho(T ,Tipo) = Entropia(T) — Z %Entropz’a(ﬂ)

a€{PLO,PLC} |71

6 2
Entropia(Zpro) = Entropia([6+,2—]) = ~3 logg/s ~3 10g§/8 =

= —0,750-(—0,415) — 0,250 - (—2) = 0,311 + 0,500 = 0, 811

3
Entropia(Tprc) = Entropia([3+,3—]) = <ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>