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Resumo

Perceptrons sao redes neurais sem retroalimentacio onde os neurénios estio dispostos
em camadas. O perceptron considerado neste trabalho consiste de uma camada de N
neuronios sensores S; = *1: 7 = 1,..., N ligados a um neurénio motor o através das
conexoes sinapticas (pesos) W;; i = 1,..., N cujos valores restringimos a +1.

Utilizando o formalismo de Mecanica Estatistica desenvolvido por Gardner (1988),
estudamos os efeitos de eliminarmos uma fracao de conexées sinapticas (diluigdo ) nas
capacidades de memorizacao e generalizagio da rede neural descrita acima. Consideramos
também o efeito de ruido atuando durante o estagio de treinamento do perceptron.

Consideramos dois tipos de diluicio : diluicio mével na qual os pesos sao cortados de
maneira a minimizar o erro de treinamento e diluicio fixa na qual os pesos sao cortados
aleatoriamente. A diluigao mével, que modela lesdes em cérebro de pacientes muito jovens,
pode melhorar a capacidade de memorizacao e, no caso da rede ser treinada com ruido,
também pode melhorar a capacidade de generalizacao . Por outro lado, a diluigao fixa,
que modela lesdes em cérebros de pacientes adultos, sempre degrada o desempenho da
rede, sendo seu principal efeito introduzir um ruido efetivo nos exemplos de treinamento.



Abstract

Perceptrons are layered, feed-forward neural networks. In this work we consider a per-
ceptron composed of one input layer with N sensor neurons S; = x1; ¢ =1,..., N which
are connected to a single motor neuron o through the synaptic weights W;; 7 =1,... N,
which are constrained to take on the values +1 only.

Using the Statistical Mechanics formalism developed by Gardner (1988), we study the
efects of eliminating a fraction of synaptic weights on the memorization and generalization
capabilities of the neural network described above. We consider also the effects of noise
acting during the perceptron training stage.

We consider two types of dilution: annealed dilution, where the weights are cut so as
to minimize the training error and quenched dilution. where the weights are cut randomly.
The annealed dilution which models brain damage in very young patients can improve
the memorization ability and, in the case of training with noise, 1t can also improve the
generalization ability. On the other hand, the quenched dilution wich models lesions on
adult brains always degrades the performance of the network, its main effect being to
introduce an effective noise in the training examples.

vi



Capitulo 1

Introducao

Uma das principais rhotivagées para o estudo de redes neurais é a compreensao dos meca-
nismos de funcionamento do cérebro. E sabido que tarefas como memorizacao , apren-
dizado, reconhecimento de padrdes, percepcio e criatividade, entre outras, sio por ele
executadas automaticamente. Em principio estas tarefas podem parecer triviais, porém

nao se sabe claramente como ele as executa.

O cérebro é composto por aproximadamente 1010 células especializadas chamadas
neuronios, que tém um grau de interconectividade varias ordens de grandeza maior que de
um super computador : cada neurénio esta ligado em média a outros 10? neurdnios. Ba-
sicamente o neurdnio é composto por 3 partes: soma ou corpo celular, axénio e dendritos
conforme esquematizado na figura (1.1).

O processamento de informagao ou a comunicacio entre os neurénios ocorre da seguinte
forma: os sinais chegam ao corpo do neurénio pelos dendritos e 14 sio processados de
maneira que se a somatéria de todos os sinais for maior que um certo limiar intrinseco do

neuronio, ele emite um pulso elétrico que se propaga através do axénio indo para outros



o

CORPO CELULAR

Figura 1.1: Diagrama esquematico de uma célula nervosa ou neurdmio.

neuronios, senao ele permanace inativo. A conexio entre os neurdnios é feita atraves das

sinapses, que podem ser excitatérias ou inibitérias.

Por volta de 1960 foi estudado por Frank Rosenblatt (1960) um tipo de rede neural
denominada perceptron que ele considerava ser um modelo simplificado dos mecanismos
biologicos para o processamento de informacdes sensoriais. Apesar dessas redes serem
extremamente simples comparadas com a complexidade do cérebro. elas serio usadas no
estudo do comportamento deste. Afinal, segundo afirmacio de Marvin Minsky, um dos
maiores opositores do estudo deste tipo de rede na década de 60, seria surpreendente. dada
a simplicidade do perceptron, que a natureza nao fizesse uso dele em algum lugar. De fato
essa rede nos permite modelar tarefas que o cérebro realmente executa COmO Memorizagao
e generalizagdo . Independentemente do aspecto biolégico, o perceptron tem tido grande

aplicagao em dreas tecnolégicas como engenharia de controle (Nguyen e Widrow 1990) e



inteligencia artificial (Sejnowski e Rosenberg 1987).

O perceptron é uma rede em camadas sem retroalimentacao , onde a informacao flui
em uma unica diregao através de camadas distintas de neurénios. Esta rede & constituida
por uma camada de entrada (formada por neurénios sensores os quais nao estdo ligados
entre si) que recebe estimulos externos, algumas camadas intermedidrias que processam
a informacao e uma camada de saida (formada por neurénios motores). As camadas
estao ligadas pelas sinapses cujas eficiéncias (pesos) sao ajustaveis. Neste trabalho sera
considerado o perceptron mais simples, composto por uma camada de entrada com N
neuronios e uma camada de saida com apenas um neurénio. A fim de modelarmos os
elementos bioldgicos bdsicos, levamos em conta os fatos de que os neuronios ou emitem
pulsos elétricos ou estao inativos e as sinapses podem ser inibitdrias ou excitatérias. Assim,
tanto os neurénios de entrada como o de saida sé podem assumir dois estados, ativo (+1)
e inativo (—1). As sinapses responsaveis pela ligacao dos N neurdnios de entrada com
o neuronio de saida assumem valores positivos (excitatéria) e negativos (inibitéria). Em
terminologia matematica podemos definir um perceptron como uma rede que soma todos

os sinais da camada de entrada com um determinado peso e fornece o resultado através

da funcao de transferéncia g(z)

N
c=g ZW,-(S,'-i-l)—U (1.1)
=1
onde W; é o peso da conexio entre o neurénio sensor i e o neuronio motor, S; = +1

representa o estado do neurénio sensor i e o 0 estado do neurdnio motor. Aqui, U é o
limiar do neurénio sensor que neste trabalho tomaremos como sendo [/ — MW Ao
vetor de NV componentes S = (51, 82,...,Sn) denominamos padrio de entrada. Aos pares
(§ , U) denominamos exemplos. As funcdes de transferéncia mais usadas sao a funcao sinal

g(z) = sgn(z), que serd usada neste trabalho, e a funcdo linear g(z) = z. Denominamos
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perceptron booleano aquele cuja funcio de transferéncia é a fungao sinal e perceptron

linear aquele cuja fungdo de transferéncia é a linear.

Os perceptrons podem ser treinados para executarem determinadas tarefas, isto é,
um conjunto de exemplos (g’,tl> ;0 = 1,..., P, através do ajuste adequado dos pesos
sinapticos. Assim, no contexto deste trabalho, aprender significa encontrar os valores
corretos dos pesos que implementam a tarefa desejada sem alterar a arquitetura da rede

neural. Isso leva em conta o fato bioldgico de que todas as ligacdes num cérebro adulto ja
estao formadas. Foi descoberto por Rosenblatt (1962) um procedimento de treinamento
aplicado a um perceptron de uma camada de conexdes com a mesma, estrutura descrita
acima. Esse procedimento é conhecido como Algoritmo do Perceptron e, segundo o Teo-
rema de Convergéncia do Perceptron (Minsky e Paper 1969), se existir um conjunto de
pesos que realize corretamente a tarefa desejada, este procedimento certamente o encon-
trard. Porém, em certos casos a convergéncia pode demorar a ser atingida. De fato, no
Algoritmo do Perceptron os pesos crescem em médulo arbitrariamente, de maneira que
ele s6 funciona corretamente se seus pesos forem nimeros reais ou inteiros ilimitados. Por
exemplo, no caso em que os pesos assumem apenas os valores +1. este algoritmo nao
converge. Portanto, encontrar uma rede neural que execute a tarefa desejada por meio da
construgao de algoritmos pode nao ser a maneira mais adequada, pois o fato de um dado
algoritmo nao conseguir encontrar uma rede correta nio implica em que esta rede nao
exista. Felizmente este problema pode ser tratado de uma maneira, geral sob o ponto de
vista da Mecanica Estatistica que determina a regiao onde existem solugoes para quais-
quer tipos de restri¢bes nos pesos sindpticos. A precursora dessa linha de pesquisa foi
sao gerados

Elizabeth Gardner que mostrou que, no caso em que os P exemplos (5_7 ,t’)

aleatoriamente, existe uma solu¢io com pesos continuos apenas para P < 2N (Gardner
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1988). O mesmo formalismo aplicado para o problema em que 0s pesos estao restritos aos

valores £1 mostra que existe solucao apenas para P < 0.83N (Krauth e Mézard 1989).

Neste trabalho estudaremos apenas redes neurais com pesos restritos a 1, pois este é
o modelo mais simples que leva em conta a existéncia de sinapses excitatoérias e inibitérias
e, como veremos no decorrer deste trabalho, apresenta um comportamento bastante com-
plexo. Ainda, o estudo de redes com pesos binarios pode ser util para o entendimento dos
efeitos da necessaria discretizagio dos pesos reais quando da implementacao da rede neu-

ral em hardware. Finalmente, este modelo é passivel de solucao exata, o que nao ocorre

no modelo com pesos continuos.

Os neurdnios sao células que nio se regeneram, portanto o cérebro esta constantemente
perdendo um certo nimero deles. Mesmo assim esta perda nao afeta seu bom funciona-
mento. As lesdes também podem acarretar mal funcionamento ou perda de neurénios.
O estudo de redes neurais diluidas (com lesdes) pode ser til para o entendimento da
robusteza do cérebro contra o mal funcionamento de alguns elementos. Para modelarmos
as lesdes. devemos cortar uma fracio dos pesos sinapticos antes do inicio do processo
de treinamento. Este corte sera feito de duas maneiras. A primeira, que denominamos
dilui¢do movel, permite que a rede rearranje suas conexoes de forma a minimizar o efeito
da lesao. simulando assim a flexibilidade do cérebro infantil. J4 a segunda, a qual de-
nominamos diluigao fixa, nao possui essa flexibilidade modelando assim a rigidez de um
cérebro adulto. Nosso principal interesse consiste em entender o comportamento de uma
rede neural diluida no que concerne a realizacao de funcodes tais como memorizagao e
generalizagao , ou seja, como ela é capaz de exposta a um certo numero de exemplos
inferir a regra geradora dos exemplos. A fim de estudarmos as capacidades de memo-

rizacao e generalizagao da rede diluida, a qual denominamos estudante, precisamos de
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uma outra rede chamada mestra, cuja fungao é gerar os exemplos. A rede estudante ja
diluida, € treinada em um determinado nimero de exemplos gerados pela rede mestra.
Durante o treinamento a rede estudante deve encontrar um conjunto de pesos que melhor

implemente esses exemplos. Uma vez encontrado esse conjunto, o desempenho da rede é

testado em novos exemplos (generalizagao ).

Além da dilui¢do , introduzimos ruido durante o treinamento, de maneira que os
padroes de entrada gerados pela rede mestra nio sio os mesmos apresentados a rede
estudante. Assim, planejamos obter a dependéncia das capacidades de memorizacao e
generalizacao da rede com o tamanho do conjunto de treinamento, e as intensidades
da lesdo e do ruido. Essa anilise serd realizada utilizando-se as técnicas de Mecanica
Estatistica introduzidas por Elizabeth Gardner (1988). Uma versao resumida do presente

trabalho pode ser encontrada em Barbato e Fontanari (1993).
O restante dessa monografia est4 organizada da seguinte maneira:

(a) No capitulo 2 descrevemos detalhadamente o modelo a ser tratado. definindo os

conceitos de generalizagao . diluicdo e ruido.

(b) O capitulo 3 estd dividido em quatro partes: na primeira fazemos um estudo
da Mecanica Estatistica do modelo usando o formalismo microcanénico; nas segunda e
terceira partes calculamos a entropia do modelo usando a prescrigao simetria de réplicas

para os casos das diluigdes movel e fixa respectivamente; na quarta parte obtemos a

expressao do erro de generalizacao .

(c) No capitulo 4 analisamos numericamente as solugoes das equagdes de ponto de sela

derivadas no capitulo 3 para obtermos as capacidades de memorizagao e generalizacao da

rede diluida.

(d) No capitulo 5 listamos os principais resultados obtidos, fazemos uma breve analise
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da aplicacao do formalismo canénico para resolugao do problema proposto e comentamos

sobre nossas perspectivas futuras no estudo de redes neurais.



Capitulo 2

O Modelo

Vamos considerar redes que sio compostas de N neurdnios sensores binirios Si = %1

(z=1,...,N), N conexdes sinapticas W; = £1 (: = 1,..., N) e um neurénio motor. cujo

estado é dado por

N
o = sign (N—W > W,-S,-) . (2.1)

=1
A arquitetura da rede é mostrada na figura (2.1).
A tarefa da rede neural é realizar um conjunto de P associacoes entrada/saida (exem-

plos):

&=(,8,..,6) =t 1=1,...P (

o
&
S

onde ¢! e t! sao também varidveis binarias, podendo assumir os valores +1. A este conjunto
de exemplos chamamos conjunto de treinamento. Como veremos no desenvolvimento da,
Mecanica Estatistica do modelo, P deve escalar linearmente com N, isto é, P = aN a

fim de que o limite termodindmico N — oo seja bem definido. O desempenho da rede é

8



Figura 2.1: Estrutura da rede neural com N = 5.

medido pela energia de treinamento

BW,&1)=3 0 (~t'o (W.8)) (2.3)
=1

onde ¢ (W,@) é a resposta da rede neural com pesos W ao estimulo ¢'. Aqui, O(z) é
a funcao de degrau: ©(z) = 1se z > 0 e O(z) = 0 caso contrario. Assim, dizemos que
treinar a rede é encontrar um conjunto de pesos que minimize a energia de treinamento.
Note que o valor minimo da energia de treinamento (E = 0) ocorre quando ¢! = t! para
[=1,.... P. ou seja, a rede neural realiza com perfeigao as associacoes (2.2). Entretanto.
dependendo do nimero de exemplos, pode nio existir um conjunto de pesos W para
o qual a energia de treinamento se anule. De fato, podemos definir a capacidade de
armazenamento @, como a razao entre o nimero maximo de exemplos para o qual existe
pelo menos uma rede neural com £ = 0 e o nimero de neurdnios da camada de entrada

N.

O modelo acima foi introduzido e estudado por Gardner e Derrida (1988) para o caso
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em que nao existam correlagoes entre os padroes de entrada €' e suas respectivas saidas
t'. A este tipo de tarefa denominamos mapa aleatorio. Naquela analise foram utilizadas
técnicas de mecanica estatistica desenvolvidas no estudo de sistemas desordenados (vidros
de spin). mais especificamente o método das réplicas. No limite termodinamico, N — oo,
a capacidade de armazenamento encontrada foi . = 4/%. Porém a este resultado estd
associada uma entropia negativa, que é fisicamente inaceitavel, pois a entropia de um
sistema com um ndmero finito e discreto de graus de liberdade deve ser sempre nao
negativa. Outra evidéncia de que a estimativa de o, dada acima € incorreta provém de
argumentos de teoria de informacao : uma rede com N pesos binarios nao pode armazenar
mais que IV bits de informagcao e, tratando-se de um mapa aleatério, sio necessarios pelo
menos P bits para armazenar as P associagdes . Portanto, a. < 1. A razao por que o

calculo de Gardner e Derrida nao é correto estd no uso da prescri¢ao simetria de réplicas

para descrever a estrutura dos parametros de ordem do sistema.

A fim de determinar o valor correto de a., ainda para o caso do mapa aleatério.
Krauth e Opper (1989) realizaram simulagbes para N = 25 obtendo um valor proximo a
0.82. Esta questao foi finalmente resolvida analiticamente por Krauth e Mézard (1989)
que, empregando o prescricao de Parisi para quebrar a simetria de réplicas. obtiveram
a. = 0.83. E interessante notar que exatamente para este valor de a, a entropia calculada

com a prescrigao simetria de réplicas anula-se.

2.1 Generalizagao

Para o mapa aleatdrio nao existe uma regra que associe os padrdes de entrada 6_7 ao bit

de saida t'. Naturalmente, o caso mais interessante é quando existe uma correlagio entre
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entrada e saida. Essa correlagao pode ser modelada por uma funcao Booleana, t' = f(f_z),

que reconhecemos como sendo a regra geradora do mapa entrada-saida. Vamos considerar

a seguinte forma particular para f:

N
t' = sign (N—W > Wﬁ{f) l=1,...,P (2.4)
1=1

onde WP = +1 podem ser identificados como os pesos de uma outra rede neural que
denominamos rede mestra. Consequentemente, chamaremos estudante 4 rede que deve
realizar o mapa gerado pela rede mestra. Note que uma dada rede mestra gera nao
apenas as P associagbes acima, mas todas as 2V possiveis associagoes entrada/saida.
Uma questao interessante, levantada pela primeira vez por Gardner e Derrida (1989), é o
desempenho da rede estudante em responder corretamente a exemplos que nao pertencam

ao conjunto de treinamento. Com esta intencdo definimos o erro de generalizacio E,

E, (W) = /Hd{,-P (E)o (~to(W.8), (2.5)

onde o (W,{) € a resposta da rede estudante ao padrio de entrada feP (&) é a dis-
tribui¢do de probabilidade dos padroes de entrada. Vamos supor que as N componentes

{i sejam varidveis aleatdrias estatisticamente independentes distribuidas de acordo com a

seguinte distribui¢io de probabilidade

1 1
P (¢) =HP(€1')ZH[§5(&+1)+§5(&—1) : (2.6)
A contribuicdo dos P = aN padrédes de entrada pertencentes ao conjunto de treina-
mento para a média na equagao (2.6) é desprezivel no limite termodinamico, uma vez
que esta meédia ¢ realizada sobre todos os 2V possiveis padroes de entrada. Portanto E,

mede de fato o desempenho da rede na classificacio de um exemplo novo. Este modelo
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foi introduzido e estudado numericamente por Gardner e Derrida (1989). Esses autores
observaram que existe um valor maximo P = 1.35 (£0.10)N a partir do qual o erro de
generalizagao € nulo. Assim, existe um numero minimo de exemplos com os quais a rede
estudante deve ser treinada para que realize perfeitamente o mapa completo. A partir
deste valor o treinamento se torna redundante. Este tipo de comportamento nao ocorre
para redes com pesos continuos, sendo neste caso necessiria a apresentagao de infinitos
exemplos para que o erro de generalizacio se anule (Gyorgyi e Tishby 1989). O modelo
com pesos binarios foi estudado analiticamente por Gyérgyi (1990) que confirmou os re-

sultados numéricos de Gardner e Derrida (1989), obtendo que o regime de generalizacao

perfeita ocorre para P > 1.245N.

2.2 Lesoes

Uma lesao cerebral pode ocasionar mal funcionamento de alguns elementos (neurénios,
sinapses, etc ...) ou destruicio total destes elementos. Vamos nos restringir a lesoes que
provocam destruicao de um certo nimero de sinapses. Este tipo de processo pode ser
modelado estudando-se os efeitos da diluicio dos pesos em uma rede neural. Para o tipo
particular de arquitetura considerada, figura (2.1), a eliminacao do peso W; implica no
desligamento total do neurénio sensor S; do resto da rede, isto €, para efeitos praticos

implica na destruicao deste neurdnio.

Acredita-se que cada hemisfério do cérebro controle modos diferentes de pensamento:
o hemisfério esquerdo realiza pensamentos analiticos e l6gicos, sendo em particular res-
ponsavel pela linguagem; enquanto que o direito é o hemisfério nao-cientifico, responsavel

pela criacao artistica . Estas duas metades podem funcionar independentemente. Assim,



2.2. LESOES 13

quando uma crianga sofre algum tipo de lesao em um dos hemisférios do cérebro, o outro
hemisfério tenta compensar estas perdas assumindo as fungoes que foram perdidas. No
entanto nao podemos saber se esta compensagao é completa, pois para isto seria necessario
saber como a crianca se desenvolveria caso nio ocorressem tais lesdes, mas podemos
afirmar que ha uma boa compensagao . Isto nio ocorre, porém, em pessoas com idades
mais avangadas. Assim quanto mais nova for uma pessoa, maior ¢ a capacidade do cérebro
de se recuperar (Lindsay e Norman 1977).

As lesoes acima podem ser modeladas por dois tipos de diluigao , as quais denominamos
diluicao movel e diluigao fixa' (Bouten et al 1990a). A primeira é equivalente as lesdes
sofridas por pessoas com pouca idade, de forma que o sistema neural consegue amenizar
o efeito da lesao através de uma redistribuicao de funcoes . A segunda equivale ao caso
em que o cérebro ja tenha perdido essa flexibilidade.

Numa rede neural em geral a maneira de se executar uma diluigao €é fazer com que uma
fragao de seus pesos assumam o valor 0, isto é, deixem de existir. Portanto, numa rede
binaria diluida os valores que os pesos podem assumir sio 0, +1 e —1. Apds a diluicio ,
a conectividade da rede é medida pelo parametro

1 N
Q=F LW, (2.7)

1=1
sendo o grau de dilui¢ao dado por 1 — Q. Naturalmente, os N@Q pesos restantes podem
assumir apenas os valores 1.
A diferenca entre as diluigdes mével e fixa estd no modo empregado para cortar os
pesos. Na diluicao mével, a escolha das conexdes a serem cortadas é feita de forma a
minimizar a energia de treinamento. Por outro lado, na diluigdo fixa os pesos sio cortados

de maneira aleatdria, nio levando em conta a energia de treinamento.

ITraducao livre dos termos “annealed dilution” e “quenched dilution” respectivamente.
< q P

IC&r\Ne s

QEDVIC G Mo Bimy 1oy r
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O estudo dos efeitos de diluigao em uma rede neural binaria foi realizado por Bouten
et al (1990b) para o caso do mapa aleatério. Esses autores calcularam a capacidade de
armazenamento a. em funcao da conectividade @, encontrando que esta capacidade atinge

seu valor maximo (a. = 1.17) para Q = 0.63. Note que a capacidade da rede nao diluida

(Q@=1)¢éa,=0.83.

2.3 Ruido

Ruido é qualquer tipo de perturbacio que deturpa a comunicacio de maneira que a
mensagem recebida nao seja exatamente igual a mensagem emitida. No nosso caso. a
informagao é gerada e emitida pela rede mestra, sendo recebida e processada pela rede
estudante. Vamos supor que cada componente dos padroes de entrada ¢! gerados pela
rede mestra seja corrompida de modo que o padrao de entrada que a rede estudante recebe
seja S, cujas componentes sio extraidas da distribuicio de probabilidade condicional

1+’Y

P(SIlEl = =5 8(5! - €) + 152 8(5!+ ) (28)

A intensidade do ruido é entao medida pelo parametro vy que pode variar entre ( e 1.
Quando ~ assumir o valor 1, os padrées apresentados a rede estudante sio os mesmos
gerados pela rede mestra, ou seja, sio padroes puros. Porém quando ~ assumir o valor
0. recuperamos o problema do mapa aleatdrio. Assim, o mapa efetivo em que a rede

estudante é treinada torna-se
§1:(5{,5g,...,sjv)-»t’ l=1,....P (2.9)

de forma que a energia de treinamento passa a ser

E(W.5,1) Z 0 (-t o (W.8) (2.10)
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onde o (W@) € a resposta da rede neural ao padr_éo distorcido S'. Por outro lado, o
erro de generalizacao permanece sendo medido pela equagao (2.5). Assim, no teste da
generalizagdo os padroes de entrada sao apresentados & rede estudante sem terem sido
alterados pelo ruido. Neste estdgio ja podemos efetuar a média sobre £ na equacao (2.5).

Para isto devemos lembrar que, de acordo com a equagao (2.4), ¢t é uma funcio de E e

wo. Seguindo o apéndice C de Seung et al (1992) obtemos

E, (W) = % arccos (@R) , (2.11)

onde () ¢ a conectividade da rede, equacio (2.7). ¢ R mede a correlacio entre a rede

mestra W e a rede estudante W,

1 X o
= — WO. 2.
NG STWIW; (2.12)

i=1

R

Vemos entao que o erro de generalizagio E, nada mais é que o angulo formado pelos

vetores W e WO,

o



Capitulo 3

A Mecanica Estatistica do Modelo

Neste capitulo vamos estudar o modelo descrito no capitulo anterior dentro do formalismo
do ensemble microcanénico. Nesse formalismo a grandeza fundamental é o nimero de
redes neurais com uma dada energia de treinamento A (E). Para o caso de redes com

pesos bindrios e conectividade Q temos N(E)e{0,1,2,.... Nmax}, onde

Nanax = 289 001-9) (3.1)
com Cz'f = W;;—'Lk)' Assim, a energia minima de treinamento. Ein, satisfaz a condicao
N(E < Emin) = 0. (3.2)

Para uma realizacao especifica do conjunto de treinamento, o nimero de redes neurais

N(E) com energia E > 0 pode ser calculado com o auxilio da fungao Y}; definida como

1 se E(W,S,t)=E
Yy = (3.3)

0 caso contrério,

16
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de modo que podemos escrever

N(E) =) Yy (3.4)
o7

onde 3 o € a soma sobre todas as Ny, redes possiveis.

A fim de eliminarmos a dependéncia de N'(E) nas realizaces dos exemplos de treina-
mento, devemos realizar médias sobre S' e 5_7 Para isso seguiremos a prescricio de tomar
meédias apenas sobre quantidades extensivas pois estas se tornam automediantes 0o limite
N — oo (Binder e Young 1986). A rigor, o fato de grandezas extensivas serem autome-
diantes s6 pode ser provado para sistemas com interagdes de curto alcance, no entanto
acreditamos que isto também seja valido para sistemas com interagoes de alcance in-

finito como o que estd sendo tratado neste trabalho. Definimos entio a seguinte grandeza

extensiva

S(E) = ((lnN(E))) (3.5)

que identificamos com a entropia de Boltzman mediada sobre S e 5_7 O calculo dessas

meédias, indicado pela notagao ((...)), pode ser efetuado através do método das réplicas

que consiste basicamente em usar a identidade

(In N (E))) = lim ~ In({(N(E))™)) (3.6)

n—0n
sendo que calculamos ((N'(E)")) para n inteiro e fazemos a continuacao analitica para
n = 0. Assim. para calcular a média sobre In N'(E) devemos calcular o n-ésimo momento
da distribuigéo de probabilidade de N'(E). Note que a energla de treinamento dada pela
equagao (2.10) é funcao das varigveis aleatérias S' e 57 de modo que tanto E como A sio

também varidveis aleatérias. Em particular, a energia de treinamento é, de acordo com a

o
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definicao de distribui¢ao de probabilidade de uma funcao de variavel aleatéria, distribuida

segundo a distribuicao

P(E:) = ((6(E, — E(W,§,t)))). (3.7)

Para ilustrar o calculo de ({(M(E))")) consideremos o caso n = 1:

(VW(E)) = (3 Yg)

(W}
= > (0xProb(E, # E)+ 1 x Prob (E, = E))
("}
= (S 6(E— E(W,S5,t)). (3-8)
W}

A generalizacdo para o célculo do n-ésimo momento é imediata:

(NEYY = (TS Yaul)

a=1 {W“}
= 2 .- 2 Prob(El =E,... E} = E)
W1y {Wn)
= ((IT > 8(E—EWe,3,0). (3.9)

a=1 {Wa}
onde Prob(E} = E,...,E" = E) é a distribui¢ao de probabilidade conjunta das redes
W,....W" terem energia de treinamento igual a E.

Usando a representacao integral da funcao delta obtemos

ey = [ 11 5

1 2T

exp N (aet Zn: € + %ln(((Z(é,S,t))”))) , (3.10)

a=1

onde
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- -

Z(&,5,t)= 3 exp(—¢E(W,§,¢)) (3.11)
{7}

é fungao de particao canénica. O parametro ¢ faz entio o papel do inverso da temperatura
T'. Definimos também o erro de treinamento

E
€ = — (3.12)
aN

que assume o valor minimo ¢; = 0 quando a rede estudante consegue realizar perfeitamente

o conjunto de treinamento. O pior desempenho ocorre para ¢, = 1 /2 que corresponde
a escolher as saidas de forma aleatdria, independentemente das entradas. Note que a
uma rede neural W com ¢, = ¢* > 1 /2 estd associada uma rede simétrica —W com

¢ = 1—¢" < 1/2 de forma que o caso ¢; > 1/2 estd intimamente ligado ao caso ¢, < 1/2. A

conexao com o formalismo do ensemble candnico é feita através da relacao termodinamica

s 1
5F = T (3.13)

Existem A (e;) redes neurais W com erro de treinamento €;, mas a cada uma delas
corresponde um erro de generalizacao E, (W) diferente. A grandeza que nos interessa é

o erro de generalizagdo médio do ensemble de redes neurais com erro de treinamento €

definido como

Ty B (W) 6 (aNe,— E (W, 8, t)

€, = - . 3.14
o= S 6 (aNet -E (W,S‘,t‘)) ) (3.14)
Para efetuar as médias na equacio acima usamos a identidade
- = lim x*! (3.15)
X n—0

sendo que calculamos x"~! para n inteiro e fazemos a continuagao analitica para n =~ 0.
P

Deste modo obtemos
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= lim ({ ﬁ Z} ( )5(0N6;—E(W,§’,tl)))) (3.16)

a=1 {Wa
Nas segoes seguintes efetuaremos explicitamente os cdlculos de ((In NV (€))), equacao

(3.6), e €, equacdo (3.16) para os dois tipos de diluicao descritos no capitulo anterior.

3.1 Diluicao Mével

Neste caso os pesos podem assumir os valores 0,21 de forma que o vinculo (2.7) deve ser

imposto através da funcao delta de Kronecker:

6(Q,%ZW1~2>= _Z%em( (Q—%ZW?)). (3.17)

Para calcularmos S(¢;) devemos primeiramente efetuar as médias sobre o conjunto de
treinamento, introduzindo os parametros de ordem que descrevem o sistema. As integrais
sobre estes pardmetros podem ser calculadas exatamente no limite termodinamico N —» oo
pelo método de ponto do sela. Estes calculos sao mostrados em detalhes no apéndice A.

Apresentamos aqui apenas o resultado final para a densidade média de entropia s =

S/NQ:

1
s(e) = hrn max— {a € Zea Z GabGab — ZR R

a<b
A 1 . A N , . ;
“'ZQa + @'GO (qaba Ra,Qa) +aG1(qabaRa,fa)} (318)

onde

=%iln{ﬁ > GXP(anbW“Wb+2Q Wwe)? +ZRW“W0)}

i=1 a=1 {We=0,4+1} a<b
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6=t [ Dy [ 1] e ep [— S a0(-yz) - 3 a2 (1-7R2)

=2 %ads (g — Y2 RaRy) + i Y 70 (20 — yy'R) | | (3.20)

a<b

Introduzimos também as seguintes definicoes

_ dy -y2/2
Dy = 7= (3.21)
o = % (3.22)

Y =1/Q. (3.23)

Os parametros de ordem (8%, Gun, R, Qe, qab, R?) sdo determinados impondo-se que a
expressao dentro das chaves na equacao (3.18) seja maxima. Note que no limite n —
a entropla deve ser minimizada pelos parametros com dois indices de réplicas e, como
usualmente, maximizada pelos parametros com apenas um indice de réplicas. Isto se deve

ao fato da dimensio da matriz cujas componentes sao ¢, tornar-se negativa nesse limite

(Mézard et al 1987). Os parametros de ordem

1 N
G = 55 DWW, atd (3.24)
N 1=1
. .
1 N
1=1

medem. respectivamente, a correlagao entre duas redes diferentes (W? e W?) com o mesmo

erro de treinamento ¢ e a correlacio de uma rede W* com erro de treinamento ¢ com a
t

rede mestra WP,
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A fim de prosseguirmos os calculos vamos usar a chamada, prescricao simetria de

replicas, ou seja, vamos supor que os valores dos parametros de ordem sejam independentes

dos seus indices de réplicas:

b =¢ € gJap=¢q Va<b;

~

R.=R e R,=R Va

Y

(3.26)
Qa = Q € éa, = é \Vla.
Usamos esta prescricao para calcular Gy e Gy e, no limite n — 0, obter a seguinte

expressao para densidade média de entropia (apéndices B e C)

Swle) = a'eé+44/2 = RR=Q+2 [~ DaH(E)In [ 4 (1 - ) H(gy)]

+%/_<: Dzln [1 + 2exp <Q - q/2)) cosh (R + :\/;)] (3.27)

onde
,\’,I2R2
&= Z\/m, (3.28)
q
£r =z 3.29
2 —¢ (3.29)
e

H(z) =/ Dy. (3.30)

Os parametros de ordem na prescricio simetria de réplicas (¢, ¢, R, Q, g, i) sao dados
pelas equagdes de ponto de sela. Para obté-las devemos igualar a zero as derivadas de s,,

com relacao a esses parametros, resultando nas seguintes equagoes :
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Qq= [ D:

2exp (Q - q/2> sinh (R + z\/?f) r

1+ 2exp (0 - 4/2) cosh (R 1 2v3) 330

S P R
L R
R= _\/z_waq“fvaz) /bz & e n [(ef — 1)1 + H(&)|, (3.34)
= RqR i mj(al— G/Pe i—f)/-?lH 755}1)(52)’ (3.35)
«=2e = 1) [ Dz H(g) (eejl_)_?fz){(&). (3.36)

Para comprovar que a prescrigao simetria de réplicas corresponde de fato a um maximo
da expressao entre chaves na equacao (3.18) devemos analisar as matrizes de derivadas
segundas de Go e G em relagao a seus argumentos. A condigao para estabilidade local

do ponto de sela para a prescricao simetria de réplicas (de Almeida e Thouless 1978) ¢

dada por

ayn <1 (3.37)

onde g e 7 sa0 os autovalores das matrizes %n( n+3)-dimensionais das derivadas segundas

de G e G com relagao a §us € gq5 respectivamente. Seguindo a anilise feita por Gardner

e Derrida (1988) obtemos os seguintes autovalores
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2 exp (Q - q/2) "+ cosh (R + z\/(j) :
1+ 2exp (Q - q/2) cosh (R + z\/a)

10=4exp (20 - ) [ D> (3.38)

n =2 [ DaH(&) () - (2)?)? (3.39)

onde
(o) = —— i (3.40)
= V(=g (@) T HE) ‘
e
2 _ 1 £pe~88/2
Y= g ¥y T (3.41)

O sistema de equagdes acopladas ( 3.31)-(3.36) deve ser resolvido numericamente para
€, @, v € Q fixos. O comportamento tipico da densidade de entropia média em funcao do
erro de treinamento ¢ mostrado na figura (3.1).

A densidade de entropia aumenta com €¢, atingindo seu valor maximo In NMuax para
€ = 1/2, onde comeca a decrescer a medida que ¢; aumenta em direcao a 1. Como
a energia de treinamento definida na equacio (2.3) satisfaz E(——W) = 1- E(W), a
densidade de entropia deve ser invariante com relagao a reflexées em torno do ponto
¢: = 1/2. Conforme discutimos anteriormente, a densidade de entropia nao pode assumir
valores negativos, porém a densidade de entropia calculada com a prescricao simetria de
réplicas, s, (), pode tornar-se negativa. Assim definimos o estado de menor energia, isto
é, o estado mais ordenado como sendo o que possul o valor mais baixo de ¢, > 0 para
0 qual s, é positiva. A este valor minimo do erro de treinamento denotamos €™", Se
€™M = (), entdo ssr(€:) > 0 para todo ¢ e, portanto, a prescricao simetria de réplicas,
no caso de ser estavel, fornece um resultado exato. Como a densidade de entropia é nao

nula, o nimero de redes neurais com erro ¢, é O(e"). Por outro lado, no caso em que

;" > 0 temos s, (e™™) = 0, sendo negativa para ¢, < ™. No entanto se a solucio com
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Figura 3.1: Entropia em funcio do erro de treinamento € para @ =1e~=0.

simetria de réplicas for estavel para €; = €,"", essa prescricao produz um estado ordenado
que satisfaz todas as exigéncias fisicas, de modo que acreditamos ser este o estado de
minima energia correto. Uma discussao mais completa deste ponto pode ser encontrada

em Fontanari e Meir (1993) onde o método de célculo utilizado acima foi proposto.

3.2 Diluicao Fixa

Neste caso. N(1 — ) pesos escolhidos aleatoriamente sio cortados, isto é, assumem o
valor zero. No entanto podemos re-indexar os neurénios de forma tal que W; = %1 (5 =
Lo..,NQ)eW; =0(j = NQ+1,...,N). Assim o vinculo (2.7) é obedecido au-

tomaticamente, nao sendo necessario o uso da delta de Kronecker. Seguindo o mesmo
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procedimento anterior (apéndice A) obtemos a densidade média de entropia

1
s(e) = 7lli_r'r(1)max—— {a'eZea anbqab - ZR R, + G, (qab,R ) + &'G1 (gap, Ra, éa)}

n a a<b
(3.42)

onde
1 NQ n
Z In {H Y. exp (Z qusWW* + Z R, W“Wo) } (3.43)
a=1 {We==1} a<b
e Gy € dado pela equacao (3.20). A equacao (3.42) expressa a densidade de entropia de
uma rede com N’ = NQ neurdnios treinada com P = o’ N’ pares entrada/saida (5*‘1’ tl)
onde os padrées ruidosos originam-se da distribuicao de probabilidade dada pela equacao
(2.8) com 7 substituido por v/ = v4/Q. Assim, os principais efeitos da diluicao fixa sao
re-escalar o nimero de neurénios e introduzir um ruido efetivo no processo de treinamento
através da re-escala do paradmetro de ruido .

Usando a prescri¢ao simetria de réplicas para calcular Gy (apendice B ) e tomando o

limite n — 0 re-escrevemos a equagao (3.42) como

Ser(€:) = a'€é — %(1 —q) — RR + /_O; Dzln [2 cosh (f{ + 2\/5”

+2¢/ /_Z Dz H(&)In [ + (1 %) H(&)], (3.44)

onde ¢ e §; sdo dados pelas equacoes (3.28) e (3.29). Os parametros de ordem R,(},é
permanecem inalterados sendo dados pelas equacdes (3.34), (3.35) € (3.36), enquanto que

os outros parametros sao dados por

qg= ]Dz tanh® (R + 2\/;> (3.45)

R= [ Dstanb (R+23). (3.46)
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Analogamente a diluicao mével, a solucio com simetria de réplicas € estavel sempre

que a condigao (3.37) seja satisfeita, com 7; ainda dado pela equagao (3.39) e vy dado por

Yo = /Dz [1 — tanh® <R + Z\@)r- (3.47)

Para se obter o estado de minima energia aplica-se 0 mesmo método usado na segao

anterior, sendo validos para esta diluicio todos os comentarios daquela segao .

3.3 Erro de Generalizagao Médio

Dando continuidade ao calculo da equagao (3.16) e utilizando as mesmas técnicas das

segoes anteriores obtemos, para o caso da diluicio movel,
o " deée dGapdgas / dR.dR, / dQ.
9 = rlzl—r% 2%1/1_‘[27/]\7@2 I;‘[QTF/NQZ H‘)W/Nz
1
— arccos (@RO exp N

QY Qu + Go (giss Run @) + oGy <qab,Ra,ea>] (3.48)

€y Z €q — Q Z Qabéab - Q Z RaRa
a a<b a

onde Gy e G sao dados pelas equacoes (3.19) e (3.20), respectivamente. Para efetuarmos

a integral acima devemos aplicar o método da integracao por ponto de sela

) —27r o

onde to é determinado pela equagao F'(to) = 0. Obtemos entio

€, = hm — arccos (\/71%1) exp Nmax {a etz €a — Z qabGab — ZR R,

a<b

- Z Qa + aGO (q;bv Raa Qa) + alGl (qab’ Ras éa)} . (350)

-
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Usando a prescrigao simetria de réplicas, podemos re-escrever a €quagao acima como

n—-0

+20/ / DzH(&)In [e-é +(1- e—é)H(fz)]
+$/Dzln [1+2exp (@-4/2)) cosh (Rmﬁ)]}. (3.51)

Assim, no limite n — 0, obtemos a forma final do erro de generalizacao médio

1 .
€, = lim — arccos (@Rl) exp Nnmax {o/eté +493/2 - RR - Q)

€g = %arccos (\/aR) (3.52)

sendo que o valor de R é dado pelas equacoes de ponto de sela (3.31)-(3.36) calculadas
para valores fixos de Q,a, ¢; e 7.
No caso da dilui¢ao fixa, o procedimento para calcular ¢, é o mesmo usado aqui,

exceto que valor de R é dado pelas equagdes de ponto de sela (3.45)—(3.46) referentes

aquela diluicao .



Capitulo 4

Analise dos Resultados

Neste capitulo analisamos a solucio numérica das equacoes de ponto de sela a fim de
obtermos as capacidades de memorizagao e generalizacio da rede estudante, quando seu
treinamento é feito sob condi¢des que variam a intensidade do ruido e a conectividade da
rede. Basicamente serao analisados os parametros que medem o desempenho da rede: o
erro de treinamento minimo €™, a capacidade de armazenamento a. € o erro de genera-
lizacdo médio €, calculado para ¢, = €™ Para simplificar a notagao vamos nos referir a
€™ como erro de treinamento ¢ e ao erro de generalizacdo médio como erro de general-

1zagao simplesmente. Todas as analises serio feitas para as dilui¢oes fixa e mével.

4.1 Erro de Treinamento

Vamos analisar primeiramente o erro de treinamento, porque a partir dele é que podemos
determinar a capacidade de armazenamento e o erro de generalizacao da rede estudante.

Para iniciar nossa analise comegamos com o caso em que a rede € treinada na auséncia,

29
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de ruido, isto é, v = 1. A figura (4.1) mostra o erro de treinamento em funcao de a

para as conectividades ¢ = 0.5, 0.8 e 0.98, para o caso da diluicao mével. Quando a

0.06 T T T T T T
0.05

0.04

T

€4 0.03

0.02

T

0.01

Figura 4.1: Erro de treinamento em fun¢ao de a para a diluicao mével e v = 1.

rede esta totalmente conectada () = 1), ¢; é nulo seja qual for o tamanho do conjunto de
treinamento. Isto acontece porque sempre existem redes capazes de realizar corretamente
um determinado mapa. sendo que a rede mestra € apenas uma dentre as possibilidades.
A medida que aumentamos o conjunto de treinamento, h4 uma diminuicido no mimero
dessas redes (a entropia diminui com o aumento de ), porém, mesmo assim, o erro de
treilnamento continua sendo zero. No caso de ) < 1 o erro de treinamento deixa de ser
zero a partir de . sendo que para cada valor de o existe um valor de @ para o qual ¢,
€ minimo. A partir de . quanto maior for a diluicio (menor @), mais rapidamente o

desempenho da rede degrada com o aumento de «. No limite de a muito grande ¢, atinge
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seu valor maximo (este resultado sera explicado na secio (4.3) )

1
N — . 4.1
€ A — arccos <7\/Q) a — o0 (4.1)

Assim, neste limite quanto menos diluida estiver a rede (maior () melhor o seu desem-
penho. No caso da rede ser treinada com ruido seu melhor rendimento também ocorre
quando ela estiver menos diluida, porém, para valores finitos de a, o erro de treinamento
€ maior quando a rede estd totalmente conectada (Q = 1), como podemos ver na figura

(4.2). Na diluicao fixa o comportamento ¢ analogo ao da diluicio mével: a partir de a.,

0.14 | :
0.12 - |
0.1+
e 0.08F
0.06 -
0.04 |
0.02 |

Figura 4.2: Erro de treinamento em fungao de « para a dilui¢do mével e v = 0.9.

quanto menor for o valor de (). mais rapida é a degradacio do desempenho da rede e,
no limite @ — oo, seu comportamento é regido também pela equagao (4.1). Note que na
diluicao fixa €; se aproxima mais rapido do seu valor maximo que na dilui¢io mével. A

fim de ilustrarmos este comportamento mostramos os graficos de ¢, em funcao de « para

o
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v=1eQ =05, 0.8, 0.98 (figura (4.3)) e y =09 e @ = 0.5, 0.9, 1.0 (figura (4.4)).

0.25 T T T T T T

T

0.15

€

0.05 -

Figura 4.3: Erro de treinamento em funcéo de a para a diluicao fixa e v =1.

Podemos comparar o efeito das duas diluigdes através do grafico de ¢, em funcao de
Q) para a e v fixos (figura (4.5)). Como na dilui¢io mével o corte dos pesos ¢ feito de
maneira a minimizar o erro de treinamento, os valores de ¢, neste caso sio sempre menores

que no caso da diluicao fixa.

4.2 Capacidade de Armazenamento

Conforme definido no capitulo 2, a. é o valor da medida do conjunto de treinamento a
partir do qual o erro de treinamento deixa de ser zero. Nesta secio , a determinagao de

a. sera feita fixando-se o valor de 7 e variando-se o valor de Q.
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0.25 T T T | T

T

0.15

€

0.05

Figura 4.4: Erro de treinamento em fungio de o para a diluigao fixa e v = 0.9.

{
a=10 A
v=1.0 :
() -
d. mével .
0.8 1

Figura 4.5: Erro de treinamento em funcio de @ para as duas diluicdes e o = 1.0.
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Na figura (4.6), para a diluigao movel, apresentamos o comportamento de o, em funcao

de @ para vy = 1.0, 0.9, 0.5, 0.0. Observamos que, partindo de Q = 1, o efeito da diluicio

3 T T T T
95 ¥ =1.0 i
2r 7 =09 y

Q. 1.5 v =0.5

I+ v =0.0 N
0.5 4

0 | 1 1 |
0 0.2 0.4 0.6 0.8 1

Figura 4.6: Capacidade de armazenamento em fungao de Q para a diluicio mével.

€ aumentar a. até atingir seu valor maximo, a partir do qual passa a diminuir. O valor de
Q) correspondente a0 maximo de o, pode ser calculado através da maximizacio de s,, com
relagao a @), ou seja, fazendo @ ser um pardmetro de ordem determinado pela equagao

0ssr/0Q = 0. Na tabela abaixo relacionamos os valores de ) aos maximos de a..
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7@ | a ]
1.0 | 0.82 | 2.58
0.9 | 0.66 | 1.78
0.5 | 0.62 | 1.27
0.0 | 0.63 | 1.17

Os maiores valores de a, ocorrem para Q < 1, ou seja, quando a rede nio estd totalmente
conectada. De fato, permitindo que () varie aumentamos os graus de liberdade dos pesos
de forma que agora possam tomar trés valores W, = 0, %£1. Portanto, a capacidade
computacional da rede aumenta resultando no aumento de «..

No caso da dilui¢ao fixa o corte dos pesos sempre piora o desempenho da rede, uma vez
que quanto maior for sua conectividade (¢)) maior serd a capacidade de armazenamento.

Este comportamento pode ser visto na figura (4.7) onde apresentamos o, em funcao de

@ para varios valores de .

4.3 Erro de Generalizacao

Conforme discutido na segao 3.3, quando a rede estudante é treinada, existem muitas redes
neurais W com o mesmo erro de treinamento ¢;, mas a cada uma delas corresponde um erro
de generalizacao E, (W) diferente. Assim, devemos considerar o erro de generalizacao
mediado sobre todas as redes neurais com mesmo erro de treinamento ¢,. Se a rede
estudante for treinada com padroes puros (v = 1) e na auséncia de diluicao (Q =1),0

regime de generalizacao perfeita ocorre para o > 1.245 (Gyorgi 1990). Quando « atingir

o valor 1.245, além do erro de treinamento, o erro de generalizacio também sers zero.
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Qe

Figura 4.7: Capacidade de armazenamento em funcio de Q para a dilui¢do fixa e v = 1.0,

0.9, 0.5, 0.0, ordenados de cima para baixo.
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Neste regime, a unica rede (do ponto de vista macroscopico) que realiza perfeitamente
o conjunto de treinamento ¢ a rede mestra. Existerél muitas outras redes que diferem
da rede mestra por um nimero finito de pesos mas, uma vez que trabalhamos no limite
N — oo, esta diferenca nao pode ser observada macroscopicamente. Neste caso, para
a < 1.245 além da rede mestra que tem E, (W(’) = 0, existem outras redes com ¢, = 0
mas E, (W) > 0 resultando em um erro de generalizacio médio diferente de zero. Quando
aumentamos o tamanho do conjunto de treinamento, ha uma diminuigio no valor de €
pois menos redes com E| (W) > 0 contribuem para a média.

Podemos ver na figura (4.8), para o caso da diluicio mével com ¥ = 1, que ha uma

0.5 T T T T T T
0.45 .
0.4 r -
0.35 .
0.3 - y -
€ 0.25 F
0.2 -

0.15 | Q=1.0
oL 0 =09

0.05 Q=08

0 0.5 1 1.5 2.5 3 3.5 4

Qo +

Figura 4.8: Erro de generalizacao em funcao de « para a diluicdo mével e v=1.

transicao descontinua para Q < 1 que persiste até Q@ ~ 0.94, a partir de onde as curvas
passam a ser suaves. Essas transi¢bes ocorrem para o < a,. Quando aumentamos o

conjunto de treinamento a rede estudante se aproxima da rede mestra (verificamos nu-

o
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mericamente que R — 1 para qualquer valor de v e Q), fazendo com que o valor de ¢,

diminua até atingir seu valor minimo

1
€ A —arccos (@) a — oo. (4.2)

Note que no limite assintético ¢, pode tornar-se menor que ¢, para 7 < 1 como con-
sequéncia da definicdo (2.5). Se o treinamento da rede e o teste de generalizacio forem
feitos com padrdes ruidosos, o argumento do arccos na equacao (4.2) torna-se ¥/ @. Por
outro lado. nessas condigdes foi mostrado por Seung et al (1992) que, no limite o — oo,
o erro de generalizacio tende ao de treinamento, ¢, — ¢,. Justificamos assim a equagao
(4.1). No caso de treinamento na auséncia de ruido (y = 1) o corte dos pesos degrada
a capacidade de generalizagao da rede pois quanto maior for a diluicio ., menor serd sua
semelhanca com a rede mestra.

Consideremos agora o caso em que a rede é treinada com padroes ruidosos v < 1. De
acordo com a figura (4.9), ¢, diminui com o aumento de ¢, pois como o ruido obedece
uma determinada distribuicdo de probabilidade quanto mais exemplos ruidosos forem
apresentados a rede, maior é a possibilidade de compensacio do efeito do ruido durante
o treinamento, de maneira que R — 1 no limite « — oo. Note que dependendo do
tamanho do conjunto de treinamento, a rede tem um desempenho melhor quando nao
esta totalmente conectada, como pode ser observado na figura referida acima. onde o
corte dos pesos foi feito usando a diluigao mével com v = 0.9.

Para ilustrar melhor o comportamento do erro de generalizacio . a figura (4.10) mostra
€, em fungao de ) paray = 0.9. Quando « é pequeno o erro de generalizacao nao é sensivel
ao corte dos pesos e o melhor desempenho ocorre para Q = 1. Aumentando-se @, o valor
otimo de @ que fornece o minimo erro de generalizacio comeca a decrescer. A partir de

um determinado «, este valor torna a crescer e tende a 1 quando o — oo, conforme a
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0.5

0.45

0.4

0.35

0.3

¢ 0.25
0.2

0.15 ,

0.1 =

0.05 -

T

Figura 4.9: Erro de generalizacio em funcio de o para a diluigdo mével e v = 0.9.

0.5 T T T T
0.45 - a=105 -
0.4 + -
0.35 - a=10 ]
03 r a=15 o
€ 0.25 a=2.0
0.2 - a=3.0
0.15 - -
0.1 F a=250
0-05 i —
O | l 1 |
0 0.2 0.4 0.6 0.8 1

Figura 4.10: Erro de generalizacio em funcio de @ para a diluicio mével e v =0.9.

o
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equacao (4.2).

Na diluigao fixa, para o caso de treinamento sem~ru1'do (¥ = 1) o comportamento de
¢, em fungao de o € analogo ao da diluigio mével, ou seja, quando aumentamos o valor de
@ hé uma diminuigdo em ¢, e no limite @ — oo 0 erro de generalizagio obedece a equacio
(4.2). Porém, na diluicio mével €; s€ aproxima mais rapidamente de seu valor minimo.

A figura (4.11) mostra ¢, em funcio de o para @ = 0.5, 0.8, 0.9,0.99, 1. Neste caso, a

0.5

0.45

0.4

0.35

0.3

€  0.25
0.2

0.15

0.1

0.05

Figura 4.11: Erro de generalizagio em funcio de a para a diluigao fixa e vy = 1.

descontinuidade no erro de generalizacio para () < 1 ocorre para a > a. e desaparece
para valores de () maiores que no caso da diluicio mével.

Quando a rede é treinada com ruido (y < 1), a diluicio fixa degrada o erro de gene-
ralizagao para qualquer valor de a: diminuindo-se o valor de @, aumenta-se o valor de €q
como pode ser observado na figura (4.12) obtida com y =09 e Q = 0.5, 0.9, 1.0.

Para melhor observarmos as diferencas entre os efeitos dos dois tipos de diluicao na
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Figura 4.12: Erro de generalizagio em funcéo de a para a diluigdo fixa e v = 0.9.

capacidade de generalizacao da rede, apresentamos em uma mesma, figura duas curvas de
¢, em funcdo de Q. Assim, na figura (4.13) para a = 1.0, observamos que o desempenho
da rede com a dilui¢ao mével é melhor que na diluigao fixa. Ao contrario do resultado
obtido para o erro de treinamento (figura (4.5)), este nao ¢ um resultado esperado pois,
em principio, nao podemos garantir que a rede que tiver menor erro de treinamento tera

também o menor erro de generalizacio .

a*
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02 T T ]

0.15 a=1.0

v=1.0

~

d. moével

0.05

T

0 0.2 0.4 0.6 0.8 1

Figura 4.13: Erro de generalizagao , €, = ¢,(Q) — ¢,(Q = 1), para as duas

a =1, onde ¢,(Q = 1) =0.31.
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Capitulo 5

Conclusao

Neste trabalho foram modelados dois tipos de lesdes (mével e fixa) sofridas, em ambos
0s casos, antes do processo de treinamento. Ainda, durante o treinamento adicionamos
ruido na comunicacdo entre as redes mestra e estudante. Verificamos que o rendimento
da rede estudante é menos afetado no caso da diluicdo mével. Como essa diluicdo modela
lesoes sofridas por pessoas com pouca idade, este resultado era esperado pois neste caso
o cerebro é mais flexivel e existe uma forma de compensar o que foi lesado. Os principais

resultados obtidos estao relacionados abaixo:

(i) O efeito da diluigdo fixa é re-escalar o nimero de neurénios N’ = N @ e o parametro
de ruido 7" = v+/Q, fazendo com que o ruido e a diluigio sempre degradem o desempenho
da rede. Por outro lado, a diluicdo mével produz um comportamento extremamente
complexo como pode ser ilustrado pelo aumento da capacidade de armazenamento e pela
melhora na capacidade de generalizacio no caso de treinamento com ruido.

(ii) No caso da diluigdo mével e treinamento com ruido (v < 1), a capacidade de

armazenamento . atinge seu valor maximo quando a rede nio estd totalmente conectada.

43

o
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Para ambas as diluigoes esta capacidade aumenta com a diminuigio do ruido.

(iii) No caso de treinamento sem ruido (y = 1), observamos que o erro de generalizacao
diminui com o aumento de a e aumenta com a diminuicio de @, sendo que o menor erro
ocorre para () = 1. Isto é valido para ambas as diluicées . O erro de generalizagao
apresenta uma descontinuidade para altas conectividades Q ~ 1 quando a < o, para a

diluigao mével e quando @ > a. para a diluicdo fixa.

(iv) No caso de treinamento com ruido (y < 1) e diluicio movel, dependendo do
tamanho do conjunto de treinamento (a) a melhor generalizacao ocorre para ¢ < 1. Ja

na diluigdo fixa a melhor generalizagao ocorre para Q =1, independente do valor de a.

(v) Apenas no limite @ — oo é que as duas diluigdes produzem os mesmos efeitos:
o erro de treinamento tende ao seu valor méaximo (equagio (4.1)) enquanto o erro de
generalizacao tende ao seu valor minimo (equagao (4.2)). Porém, no caso da diluicdo movel
o erro de generalizacao atinge seu limite assintéfico mais rapidamente que na diluicio fixa.

O oposto ocorre para o erro de treinamento.

Acreditamos que a melhora no desempenho da rede observada no caso da diluicéo
movel seja devida a restrigao dos pesos a valores binarios. De fato, a analise de perceptrons
com pesos continuos no caso do mapa aleatério (y = 0) indica que a capacidade de

armazenamento sempre diminui com a diluigio (Bouten et al 1990a).

O estudo do problema proposto neste trabalho foi feito através da aplicagdo do forma-
lismo microcanénico, pois este é o formalismo mais adequado para solucdo de problemas
envolvendo perceptrons com pesos discretos (Fontanari e Meir 1993). Este problema foi
também analisado sob o ponto de vista do formalismo candnico, onde o estado fundamental
€ determinado no limite em que a temperatura atinge o valor zero. Nesse formalismo as

equagoes de ponto de sela sao idénticas as do formalismo microcanénico, exceto que €
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passa a ser substituido pelo parametro fixo 5 = 1/T de maneira que a equagao (3.36)
deve ser eliminada do sistema de equagdes de pont.o de sela. A aplicacao do forma-
lismo canénico néo é apropriada para o estudo do problema em questao, pois o valor
da capacidade de armazenamento da rede, obtido tomando-se o limite q — 1, é maior
que o valor obtido no caso microcanénico, estando entio em uma regido de entropia
negativa. Consequentemente, a dependéncia do erro de treinamento com « também é
diferente da obtida no formalismo microcanénico. O comportamento qualitativo do erro de
generalizagao para o caso da rede ser treinada na auséncia de ruido é o mesmo encontrado
no formalismo microcanénico. Porém, o formalismo candnico produz valores menores para
essa grandeza. Quando 7 < 1 e o valor de o est4 entre os valores criticos previstos pelos
formalismos microcanénico e canénico, o erro de generalizacao aumenta com atingindo
seu valor maximo para a = a. calculado no formalismo canénico. A partir dai o erro
de generalizagao passa a diminuir novamente com o como pode ser visto na figura (5.1).
Os dois formalismos produzem os mesmos resultados para « < ay, pois neste caso ¢; = (
implicando que € = 1/T — oo. Acima de o, o erro de treinamento deixa de ser zero e

consequentemente a temperatura obtida através da equagdo (3.13) também.

As diluigoes tratadas nesse trabalho foram executadas antes do processo de treina-
mento, sendo esse um caso analogo a treinar-se um paciente ja debilitado. Um caso in-
teressante ocorre quando a dilui¢do é feita apds o processo de treinamento. Essa situagao
€ equivalente a algum tipo de perda de meméria, como por exemplo amnésia. Pretende-
mos considerar esta situagao num trabalho futuro. Dando prosseguimento a este trabalho
planejamos estudar também o efeito de lesées (diluicio ) nas capacidades de memorizacao
e generalizacao de um perceptron com pesos reais, uma vez que este parece ser um modelo

mais realistico de sistemas bioldgicos. Como a entropia de um sistema com um continuo

ar
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0.5
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Figura 5.1: Erro de generalizagao calculado no formalismo canénico em funcao de a para

a dilui¢do fixa e v = 0.9.
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de graus de liberdade nao é necessariamente positiva, o estado de mais baixa energia (erro)
é obtido no limite ¢ — oo de modo que os dois forrrlalisrnos, canonico e microcanonico,
dao os mesmos resultados. A maior dificuldade nesse estudo encontra-se na analise do
regime de erro de treinamento nao nulo (e; > 0), pois neste caso a prescricao simetria de
réplicas € instavel frente a quebra de simetria de réplicas (Gardner e Derrida 1988). As-
sim, para estudar o efeito de leses em um perceptron de pesos reais é necessario utilizar

a prescricao de Parisi (Parisi 1980, Mézard et al 1987, Binder e Young 1986) para quebrar

a simetria de réplicas, o que torna a analise analitica extremamente complicada.

o



Apéndice A

Calculo da Entropia

Neste apéndice desenvolveremos o calculo da entropia para as diluicoes mével e fixa

partindo da equagao (3.10) para obtermos as equagdes (3.18) e (3.43), respectivamente.

A.1 Diluicao Mével

Dando continuidade ao célculo da equagio (3.10), devemos primeiramente executar as

médias sobre o conjunto de treinamento. Para facilitar estes calculos vamos introduzir as

identidades:

%=1 j=1

o P N
[ My (yl—ZngN-l/? =1 (A1)

00 N
/ [ d<'6 (x;—ZW;s;N—l/? = 1. (A.2)

= la j=1

Usando a representagao integral da fungao delta de Dirac,

§(z)= [T B gz (A.3)

—oo 27

48
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€8Crevemaos

((z(e5,6)) = s> 5( ) dyldyz

a=1 {Wa

/m
=y (g,;w + Z it

l

d-’l:;ldx exp !'__\/z ( IwOél +Z W;S;)
) ylfﬁ?)} ) (A4)

a

onde W =0, £1 (i =1,...,N); (a=1,...,n).

Os termos relevantes para o calculo das médias sao aqueles que dependem de S j e fj

Assim,
M, = / d¢! / dS.P 5’|§ ) exp [——zy WINT2e i FHWrNTV2g
— 1 +7 ~aI/VaN—1/2 ~ WON—1/2
= 5 cos Z W T+ YW
+ (1 S 7) cos (Z FWENTUE g,W;’N-W) : (A.5)

No limite N — oo podemos expandir os argumentos dos cossenos mantendo apenas o

termo dominante:

HMJI = exp{ ?.lN Z (51)°

2
+ <Z iiW;’) + 2y WP nglW;] } (A.6)

2
onde usamos (Wf) = 1. Os parametros de ordem sio entio introduzidos por meio das

1dentidades

a<b

N
/ I1 daas 6 (qab - NIQ > W;W}) =1 (A7)

/fIdRaé(R ——ZW"W“) =1, (A8)

ar
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de forma que a equagao (3.10) é escrita como

(e = [T [T gt [T it pp 0

exp N [ﬁetha QD dablar — QZR R,

a<b
A " A 2 P n .
—Q Z Qa + GO <Q¢1ba Ra, Qa) + ’N Gl (qab, Ra, Ea)} (Ag)

onde

N
=j,{7zln > eXP{+anbW“W"+ZQ we) +ZR W“WO}, (A.10)

i=1  {We=0,+1} a<b

Gy = ln/Dy/Hdm dxaexp{ Zea —YTy) — Z 2(1—7'232)

a

o] =

— 3" &b (qab = ¥R Rb)+z§jma (zo — yv'RJ)| (A.11)
a<b
com a notagao
dy
Dy = eV /2, A.12
V= ot (4.12)

As integrais sobre os pardmetros de ordem sao efetuadas através do método de inte-

gragao por ponto de sela:

i
I(N):/CeNF(ﬂdt:Nni%o NF”ZTTO)‘?NF“O) (A.13)

onde ¢y é determinado pela equagdao F'(tg) = 0. Mas para aplicarmos esse método de
integracao . a razao P/N deve ser O(1), o que justifica a escala P = alN. Note que
no limite termodinamico apenas o argumento da exponencial contribui para a densidade

% InZ(N). Desse modo obtemos a equacao (3.18).
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A.2 Diluicao Fixa

Dando continuidade ao cédlculo da equagao (3.10) e seguindo os passos da secio anterior

€screvemos

W(z(@50)) = (IS [ Hdwdw / Hdwfdx exp[ ;(g,y,@im)

a=1 {Wa

l - povk a
_:/_NIZ (yszé; + Z JJLWJ- S;) Z &0 (—yiz} } ), (A.14)
Y] a

onde W7 = £1(: = 1,...,NQ);(a = 1,...,n). Efetuando as médias sobre SJI- e {; como

na secao anterior obtemos a seguinte expressao para o n-ésimo momento de N (&)

e = [ 1 syt
exp N l:aet PN quabq,,b -Q Z R.R. + QGo + aGl}(A 15)
a <
onde
Go= ~- ’§ In 3 exp {+ S GuWeW? + Z R, W“WO} (A.16)
NQ S witen a<b

e G1 € dado pela equacao (3.20). A integracao por ponto de sela no limite N — oo nos

leva a equagédo (3.43).

o
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Apéndice B

Calculo de Gy com a Prescricao

Simetria de Réplicas

Neste apéndice mostraremos o calculo de Gy para os dois tipos de diluicio , uma vez que

o modo utilizado para cortar os pesos afeta apenas a contribuicao de G, para a densidade

de entropia.

B.1 Diluicao Mével

Usando a prescrigao simetria de réplicas na equacao (3.19) e rearranjando os termos

reescrevemaos aquela equagéo como

Gy = %[—i:j 1n{ﬁ Y exp (% (;W“)2+ (Q—g);Wfﬁ-RWPE&:W“)}.

=1 a=1 {We=0,£1}
(B.1)
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Aplicando a transformacao gaussiana,

2/2 — /oo Dt etz’ (BQ)

para linearizar o primeiro termo do argumento da exponencial obtemos
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1+ Zexp - q/2> cosh (RVVZ-O + \/;t)] : (B.3)

Note que WP = +1 e cosh(z) = cosh(—z) de modo que efetuando-se a mudanca de

variaveis t = t'/W? obtemos a expressao final de G¥
Gy = n/ Dtln [1+2exp (Q—%) cosh (R-I—t q)} . (B.4)

B.2 Diluicao Fixa

Usando a prescrigao simetria de réplicas na equacao (3.44) obtemos

a=1 {We=+1}

NQ n A 2 ~ R
Gy = IQZIn{H > exp(%(;W“) —%;Wf-{—RWfEﬂ:W“)}. (B.5)

Aplicando a transformacéao gaussiana, equagio (B.2), para linearizar o primeiro termo do

argumento da exponencial obtemos, analogamente & segao anterior,



B.2. DILUICAO FIXA

1 NQ o0 N "
Gr = ]—\@Z ln/ Dt{ Y. exp {(—(j/2)(W)2 + RWW? + \/§Wt]}
i=1 - {W=x1}
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Apéndice C

Calculo de G; com a Prescrigao

Simetria de Réplicas

Analogamente ao calculo de (G, usamos a prescri¢do simetria de réplicas na equacio

(3.20), rearranjando seus termos de forma que podemos reescrevé-la como

R*y? — ¢ ) g-1 .
— Zxa +—2— (;z:a)2

a a

d a ~a
Gy = ln/Dy/H :1:27(51' exp

—éZ@(-yxa)+iZ:f:axa—i’y'RZ:iay] . (C.1)

Aplicando a transformagao gaussiana, equagao (B.2), para linearizar o termo quadratico

no argumento da exponencial e tomando o limite n — 0 obtemos,

G = 1n/_°;Dt/_°;DyA"
~ nln/_o:th/_o:oDy In A (C.2)
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onde

A = /°° dzdz exp

5 —€0(—yz) + q;1.%2+i(:c—'y’Ry+t\/R27’2—q) 5:]

—00 T

= eoWy [wy —IVEYT ) ety | YR RS - g (C.3)
- i=q Ny |

com H(z) dado pela equagdo (3.20). Realizando uma mudanca de varidveis podemos

efetuar uma das integrais que aparece na equagio (C.2), obtendo a expressao final de Gy

Gy ~ 2n /_°° Dz H (&)In e~ + (1 - =) H (&) (C.4)
onde
/2R2
& = z‘/q_zW (C.5)
e
b2 = 2| — (C.6)
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