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RESUMO

BERTAGLIA, T. F. C. Normalizagao textual de conteiiddo gerado por usuario.
2017. 137 p. Dissertagao (Mestrado em Ciéncias — Ciéncias de Computagao e Matematica
Computacional) — Instituto de Ciéncias Matematicas e de Computagao, Universidade de
Sao Paulo, Sao Carlos — SP, 2017.

Conteido Gerado por Usuério (CGU) é a denominagiao dada ao contetido criado de forma
espontanea por individuos comuns, sem vinculos com meios de comunicagao. Esse tipo de
contetudo carrega informagoes valiosas e pode ser explorado por diversas areas do conhe-
cimento. Muito do CGU ¢ disponibilizado em forma de textos — avaliagoes de produtos,
comentarios em féruns sobre filmes e discussoes em redes sociais sao exemplos. No entanto,
a linguagem utilizada em textos de CGU diverge, de varias maneiras, da norma culta da
lingua, dificultando seu processamento por técnicas de PLN. A linguagem de CGU ¢ for-
temente ligada a lingua utilizada no cotidiano, contendo, assim, uma grande quantidade
de ruidos. Erros ortograficos, abreviagoes, girias, auséncia ou mau uso de pontuacao e de
capitalizagdo sao alguns ruidos que dificultam o processamento desses textos. Diversos
trabalhos relatam perda consideravel de desempenho ao testar ferramentas do estado-da-
arte de PLN em textos de CGU. A Normalizagao Textual é o processo de transformar
palavras ruidosas em palavras consideradas corretas e pode ser utilizada para melhorar
a qualidade de textos de CGU. Este trabalho relata o desenvolvimento de métodos e
sistemas que visam a (a) identificar palavras ruidosas em textos de CGU, (b) encontrar
palavras candidatas a sua substituicdo, e (¢) ranquear os candidatos para realizar a nor-
malizacao. Para a identificagdo de ruidos, foram propostos métodos baseados em léxicos
e em aprendizado de méaquina, com redes neurais profundas. A identificacdo automa-
tica apresentou resultados comparaveis ao uso de léxicos, comprovando que este processo
pode ser feito com baixa dependéncia de recursos. Para a geracao e ranqueamento de can-
didatos, foram investigadas técnicas baseadas em similaridade lexical e word embeddings.
Concluiu-se que o uso de word embeddings é altamente adequado para normalizacao, tendo
atingido os melhores resultados. Todos os métodos propostos foram avaliados com base
em um corpus de CGU anotado no decorrer do projeto, contendo textos de diferentes
origens: féruns de discussao, reviews de produtos e publicagoes no Twitter. Um sistema,
Enelvo, combinando todos os métodos foi implementado e comparado a um outro sistema
normalizador existente, o UGCNormal. Os resultados obtidos pelo sistema Enelvo foram
consideravelmente superiores, com taxa de correcao entre 67% e 97% para diferentes tipos

de ruido, com menos dependéncia de recursos e maior flexibilidade na normalizacao.

Palavras-chave: normalizagao textual, conteido gerado por usuario, analise de textos

ruidosos.






ABSTRACT

BERTAGLIA, T. F. C. User-generated content text normalization. 2017. 137 p.
Dissertacao (Mestrado em Ciéncias — Ciéncias de Computacao e Matematica Computa-
cional) — Instituto de Ciéncias Matematicas e de Computacao, Universidade de Sao Paulo,
Sao Carlos —SP, 2017.

User Generated Content (UGC) is the name given to content created spontaneously by
ordinary individuals, without connections to the media. This type of content carries valu-
able information and can be exploited by several areas of knowledge. Much of the UGC
is provided in the form of texts — product reviews, comments on forums about movies,
and discussions on social networks are examples. However, the language used in UGC
texts differs, in many ways, from the cultured norm of the language, making it difficult
for NLP techniques to handle them. UGC language is strongly linked to the language
used in daily life, containing a large amount of noise. Spelling mistakes, abbreviations,
slang, absence or misuse of punctuation and capitalization are some noises that make
it difficult to process these texts. Several works report considerable loss of performance
when testing NLP state-of-the-art tools in UGC texts. Textual Normalization is the pro-
cess of turning noisy words into words considered correct and can be used to improve the
quality of UGC texts. This work reports the development of methods and systems that
aim to (a) identify noisy words in UGC, (b) find candidate words for substitution, and
(c) rank candidates for normalization. For the identification of noisy words, lexical-based
methods and machine learning ones using deep neural networks were proposed. The auto-
matic identification presented results comparable to the use of lexicons, proving that this
process can be done with low dependence of resources. For the generation and ranking
of candidates, techniques based on lexical similarity and word embeddings were investi-
gated. It was concluded that the use of embeddings is highly suitable for normalization,
having achieved the best results. All proposed methods were evaluated based on a UGC
corpus annotated throughout the project, containing texts from different sources: discus-
sion forums, product reviews and tweets. A system, Enelvo, combining all methods was
implemented and compared to another existing normalizing system, UGCNormal. The
results obtained by the Enelvo system were considerably higher, with a correction rate
between 67 % and 97 % for different types of noise, with less dependence on resources

and greater flexibility in normalization.

Keywords: text normalization, user-generated content, noisy text analysis.
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CAPITULO

1

INTRODUCAO

1.1 Contextualizacao e Motivacao

O crescimento massivo da Internet nos tultimos anos revolucionou o compartilha-
mento de informacao. A grande disponibilidade de computadores e o surgimento de dis-
positivos moveis — como smartphones e tablets — possibilitou que a Internet chegasse em
larga escala a populacao. Esse alcance global tornou os meios de comunicacao rapidos e

acessiveis, acarretando uma capacidade sem precedentes de compartilhar informagoes.

A facilidade de se obter acesso a Internet criou espaco para o surgimento de no-
vas midias, diferentes das tradicionais como jornal, radio e televisao. Blogs, paginas de
noticias e wikis sao alguns exemplos de meios de comunicacao que surgiram na web e tor-
naram o compartilhamento de conhecimento mais democratico. O surgimento da Web 2.0
reforcou ainda mais esse processo de descentralizagao, visto que a criacao de paginas mais
interativas, que incentivavam a participagao do usuario, comecou a crescer. Esse tipo de
pagina possibilitou aos usuarios comuns interagirem com os veiculos de comunicacao em
vez de apenas receber informagoes passivamente. O aumento de interatividade faz com
que usuarios da Internet tenham a oportunidade de atuar como criadores de conteido —

e nao apenas como consumidores.

Contetudo gerado por usuério (CGU) é a denominacao dada ao tipo de conteido
criado por usuario comuns, que nao tém associacao com veiculos midiaticos tradicionais
(KRUMM; DAVIES; NARAYANASWAMI, 2008). Esses usuarios da Internet contribuem
voluntariamente com informacgoes, muitas vezes compartilhadas em redes sociais. Diferen-
temente do contetdo criado por profissionais pagos, o CGU é produzido de forma autén-
tica e tem o potencial de refletir o pensamento do publico em geral. Essas caracteristicas

tornam CGU uma relevante fonte de conhecimento a ser analisada.

E possivel encontrar CGU em diversas formas na web. Avaliagbes de usudrios (revi-
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ews) sobre produtos, comentarios em sites de noticias, publicagoes em blogs e mensagens
em redes sociais sao alguns exemplos. Analisar esse tipo de contetudo é 1til tanto para or-
ganizacoes quanto para outros usuarios. Reviews sobre produtos, por exemplo, permitem
que lojas compreendam as caracteristicas mais relevantes para os clientes e que consu-
midores tenham mais informagoes para decidir sobre uma compra. CGU esta disponivel
na web em vastas quantidades, visto que seu compartilhamento é geralmente gratuito e
pode ser feito por qualquer usudrio. Sua alta disponibilidade e sua relevancia fazem do
CGU um candidato perfeito para ser explorado computacionalmente, principalmente para

extragdo automéatica de conhecimento.

O Processamento de Lingua Natural (PLN), de modo geral, lida automaticamente
ou semiautomaticamente com a lingua humana, escrita ou falada. Muito do CGU ¢é dis-
ponibilizado de forma textual. Blogs pessoais, wikis, tutoriais sobre assuntos diversos e
reviews sao todos tipos de CGU publicados majoritariamente por meio de textos. Desse
modo, é natural que haja interesse em utilizar ferramentas de PLN para processa-los. Essa
intersecao da origem a aplicagoes interessantes e promissoras. A Mineragao de Opiniao
(MO), subarea de PLN que visa a analisar computacionalmente opinides, sentimentos e
subjetividade presentes em textos, ¢ um grande exemplo de como CGU por ser explorado
(PANG; LEE, 2008). Apesar de ter suas origens na Computagao Afetiva, em meados da
década de 90, a MO prosperou a partir do advento do compartilhamento de CGU. Algu-
mas aplicacoes de MO que fazem uso de CGU sao: classificacdo de opinidao de usuarios
sobre produtos, filmes, servicos e entidades; andlise de publicagoes em redes sociais para
identificar tendéncias politicas e economicas; distribuicao estratégica de propagandas em

paginas web e muitas outras (LIU, 2012).

Além do exemplo da Mineracao de Opinido, é possivel notar que pesquisas recentes
em PLN tém voltado seu foco ao CGU. A construcao de corpus constituidos por esse tipo
de contetido é um forte indicativo desse fato. Especificamente para o portugués brasileiro,

hé alguns exemplos relevantes:

e O cérpus Resenhas de Livros (ReLi), composto por 2056 resenhas de 13 livros (7
autores), totalizando cerca de 300 mil palavras e 15 mil sentengas (FREITAS et al.,
2012). As resenhas foram extraidas do website Skoob!, uma rede social de livros e
leitores cujo objetivo é o compartilhamento de avaliagoes a respeito de livros lidos
pelos usuarios. O cérpus possui anotagao de polaridade de sentimento, positiva
ou negativa, para cada avaliacao e ja foi utilizado em trabalhos de Mineracao de
Opinido (BRUM; ARAUJO; KEPLER, 2016; FILHO; PARDO; ALUISIO, 2013;
BRUM; KEPLER, 2015).

e O cérpus de reviews de produtos, descrito em Hartmann et al. (2014), é formado

1 <skoob.com.br>
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por avaliagoes escritas por consumidores a respeito de produtos diversos. As reviews
foram extraidas de trés websites que permitem compartilhamento desse tipo de texto
e ja foram utilizadas em diversos trabalhos de PLN (AVANCO; BRUM; NUNES,
2016; ANCHIETA et al., 2015; ALMEIDA et al., 2016).

e O cérpus 7x1-PT, constituido de publicagdes na rede social Twitter (denominadas
tweets) durante o jogo entre Brasil e Alemanha na Copa do Mundo de 2014 da
FIFA (MORAES; MANSSOUR; SILVEIRA, 2015). O corpus contém 2.728 tweets
em lingua portuguesa, totalizando 35.024 tokens e 4.925 types. Uma caracteristica
interessante do 7x1-PT é que, diferente de avaliagoes de produtos, os tweets a res-
peito do jogo nao foram necessariamente publicados com o intuito de compartilhar
informacao. Muitos sao simplesmente comentérios informais, decorrentes da reacao
dos autores a partida. Para refletir essa nogao, a anotagao considerou quatro classes
de polaridade: positiva, negativa, neutra e ironia. Desse modo, esse corpus possibilita

a analise de opinides por outra perspectiva.

e O corpus Computer-BR, composto por 2.317 tweets extraidos durante o ano de 2015
contendo palavras-chave relacionadas a computadores, tais como notebook, andlise
e teste (MORAES et al., 2016). Como os autores optaram por nao considerar ironia,
as polaridades anotadas sao positivas, negativas ou neutras. Esse cérpus é mais um
com publicagoes advindas do Twitter e mostra uma tendéncia em processar textos

de redes sociais.

Com base nesses exemplos, é possivel notar um ntmero expressivo de recursos de
CGU disponiveis. Embora o proposito original dos cérpus seja a Mineracao de Opiniao,
os textos carregam informacoes ricas e permitem a extracao de conhecimento por diversas
tarefas de PLN. Apesar de oferecer aplicagbes promissoras, na pratica o conteudo gerado
por usuario ¢ dificil de ser tratado por ferramentas linguistico-computacionais. Enquanto
textos provenientes de midias tradicionais, como revistas, sdo escritos por profissionais
especializados e geralmente passam por um processo minucioso de revisao, textos criados
por usudrios comuns refletem a desatengao dos autores a qualidade de escrita. Ao gerar
contetido, o foco do usudrio é o conteiido em si. Ao escrever uma avaliagdo sobre um
produto, por exemplo, a intengao principal do autor é informar sua opiniao a respeito do
produto para potenciais leitores. Sendo assim, a forma que esse contetdo é exposto nao
¢ um motivo de grande preocupagao. Desse modo, textos de CGU tendem a apresentar

uma linguagem muitas vezes descompromissada com a norma culta padrao.

Como CGU ¢é criado de forma democratica, por qualquer pessoa com acesso a
Internet, é esperado que haja autores de conteiido com variados niveis culturais e sociais.
Combinando isso ao fato de que CGU ¢é em grande parte veiculado em redes sociais,

que sdo plataformas altamente informais, textos desse tipo apresentam diversos desvios
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em relagdo a lingua considerada padrao. Para melhor ilustrar esse fendmeno, a Figura 1

apresenta uma review de um produto escrita por um usuario comum.

Figura 1 — Review escrita por usuario da web.

eleh eh mtt daora para vc mecher entao eu recomendu conprarem ese sangsung

eleh otimo alem de ser barato eh dahora

Fonte: Avanco (2015).

Analisando a review, é possivel notar varios desvios. Ha presenga de erros ortogra-
ficos (como mecher em vez de mexer), girias (como daora) e expressoes caracteristicas
do internetés (como mit para designar muito e vc para vocé). A auséncia de pontuagio
e de capitalizacdo também denota a baixa qualidade do texto. Além de a letra inicial da
sentenca nao estar capitalizada, o mesmo ocorre no nome proprio sansung, versao incor-
reta de Samsung. Esses ruidos podem ser em grande parte justificados pela informalidade
do meio, que incentiva o uso de linguagem proxima a utilizada no cotidiano, fortemente
influenciada pela oralidade — ou seja, usuarios da web tendem a escrever da maneira como

falam.

Técnicas e ferramentas de PLN foram originalmente projetadas levando em consi-
deracao apenas textos escritos em linguagem padrao. Até recentemente, a maior parte dos
cérpus disponiveis eram jornalisticos, ou seja, formados de textos revisados e bem escritos.
Ao aplicar ferramentas construidas com base nesse tipo de corpus aos textos de CGU, os
resultados sao muito inferiores. Um exemplo ¢ o sistema de Stanford para reconhecimento
de entidades nomeadas, que obtém 86% de F-measure no conjunto de teste do CoNLL?
mas s6 atinge 44% no Twitter (RITTER et al., 2011). Muitas técnicas de PLN depen-
dem de caracteristicas linguisticas que so sao consistentemente encontradas em textos que
aderem a norma culta. Ao serem aplicadas a CGU, essas técnicas tém de lidar com uma

elevada quantia de ruido e desvios da lingua padrao a que foram destinadas a processar.

Abordagens tipicamente seguidas por tarefas de PLN sao baseadas em regras, co-
nhecimento linguistico e estatisticas de cérpus. No caso das regras, é dificil adapta-las
para CGU, pois a linguagem varia muito de acordo com o dominio e ha pouca regula-
ridade a ser extraida. Conhecimento linguistico é empregado com sucesso em diversas
tarefas. No reconhecimento de entidades nomeadas, por exemplo, a presenca de letras
maitsculas é um forte indicio de nome préprio. Analisadores sintaticos (parsers) obtém
resultados superiores e funcionam de maneira mais consistente quando lidam com textos
com pontuac¢do bem estruturada (READ et al., 2012). No entanto, padroes linguisticos

encontrados em textos que aderem a norma culta muitas vezes nao estao presentes em

2 <cnts.ua.ac.be/conll2003 /ner/>
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textos de CGU. Desse modo, nao é trivial aplicar conhecimento linguistico tradicional a
textos da web. Como visto na Figura 1, é comum que autores de CGU ignorem o uso de
pontuacao e de capitalizacdo. Sendo assim, ferramentas tradicionais de PLN encontram
dificuldades ao lidar com CGU e podem apresentar resultados insatisfatorios. O mau de-
sempenho pode ocorrer de forma progressiva. Sistemas complexos para processamento de
lingua sao muitas vezes compostos de modulos menores que tém objetivos especificos. Um
etiquetador morfossintatico (tagger), por exemplo, é frequentemente aplicado como passo
intermediario em diversas tarefas de PLN. Se seu funcionamento nao é bom o bastante,

consequentemente o desempenho de médulos posteriores sera afetado negativamente.

As abordagens estatisticas tém como principio extrair conhecimento diretamente
de corpus anotados. Algoritmos de Aprendizado de Maquina (AM) sdo usualmente a es-
colha para efetuar o processo de aprendizado. Nesse caso, conhecimento linguistico pode
ser utilizado apenas na forma de features (informagoes adicionais sobre o problema que
dao direcionamento ao aprendizado) ou ser desconsiderado — fazendo com que o algoritmo
dependa totalmente das amostras anotadas. Para que o treinamento de métodos de AM
ocorra com sucesso, sao necessarias quantias consideraveis de dados. No caso de PLN,
sa0 necessdrios grandes cérpus anotados (MANNING; SCHUTZE et al., 1999). Embora
atualmente existam cérpus de CGU, ainda sao poucos e em menor tamanho, conside-
rando o numero de textos, se comparados aos grandes corpus jornalisticos. Portanto, a
diversidade e a irregularidade linguistica do CGU podem ser obstaculos que dificultam
o processo de treinamento, visto que pode nao haver amostras suficientes para que os

algoritmos aprendam satisfatoriamente as nuances dos textos da web.

Apesar dos desafios, hd maneiras de facilitar o processamento de textos ruidosos
por ferramentas de PLN. Uma dessas maneiras é a normalizacao textual: o processo de
transformar palavras fora do padrdo em outras que sdo reconhecidas pela aplicagao com
que se deseja trabalhar (SPROAT et al., 2001). De modo geral, a normalizacao textual visa
a adaptar textos escritos com linguagem ruidosa a fim de torna-los mais préximos a lingua
padrao. Por padrao, geralmente entende-se a linguagem que atende a norma culta, aquela
reconhecida oficialmente por dicionarios e gramaticas. No entanto, esse padrao pode ser
moldado conforme a aplicacao que estd sendo investigada. Ou seja, a normalizacao pode
ser customizada de acordo com a tarefa especifica, de modo que o padrao se torna a

linguagem que pode ser processada adequadamente.

Nao ha consenso na literatura sobre o que é de fato normalizagdo. O processo
de normalizagao textual pode englobar corre¢ao ortografica (BRILL; MOORE, 2000),
capitalizagao (TIAN; DINARELLI; TELLIER, 2015), segmentacao de sentencas (ZHANG
et al., 2013), substituicio de girias (CLARK; ARAKI, 2011), expansdo de acréonimos
(DURAN; AVANCO; NUNES, 2015) e outras tarefas relacionadas. De modo geral, a

normalizacao é desempenhada como um passo intermediario, visto muitas vezes como
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uma etapa de pré-processamento. Por conseguinte, é comum que trabalhos considerem
como normalizacao aquilo que foi necessario para a tarefa que se desejava abordar. Esse
fato dificulta a formalizagao da area, fazendo com que haja pouco consenso sobre o que a

tarefa de normalizacdo deva desempenhar.

Como consequéncia, é dificil definir qual o estado-da-arte na area. Como cada
trabalho trata normalizacado de uma maneira, as avaliagoes feitas sdo pouco replicaveis.
Também ha uma auséncia de corpus de avaliacdo que atuem como benchmarks — ou seja,
que sejam utilizados como comparacao de diferentes trabalhos. Em geral, os sistemas de
normalizacao sao testados com corpus pequenos elaborados especificamente para a tarefa
que necessita de normalizagao. Esses corpus dificilmente sdo disponibilizados, tornando
ainda mais dificil a comparacao de resultados e a replicacao de experimentos. Ainda assim,
h& um pouco de consenso no tipo de texto utilizado. Usualmente, a normalizacao textual é
empregada em SMSs, reviews de produtos e publicagoes em redes sociais, principalmente
Twitter.

Especificamente para o portugués brasileiro, o trabalho de Duran, Avanco e Nu-
nes (2015) é um dos poucos a tratar de normalizacdo textual de contetido gerado por
usuario. Nele, um normalizador de CGU focado em reviews de produtos é proposto. O
sistema, denominado UGCNormal, realiza tokenizacao, segmentacao de sentencas, corre-
¢ao ortografica, expansao de acronimos, capitalizacdo de nomes préprios e substituicao de
internetés. Apesar de efetuar diversas tarefas, o dominio de aplicacao é restrito, visto que
o normalizador foi especialmente projetado para lidar com reviews de produtos do cérpus
descrito em Hartmann et al. (2014). Grande parte dos mdédulos é baseada em léxicos —
ou seja, no uso de listas que contém pares de palavras fora do padrao e suas respectivas
corregoes. Embora funcione bem em um dominio restrito, essa abordagem nao é escalavel
nem flexivel, tornando-a inapta a lidar com outros tipos de CGU. Nesse contexto, é va-
lido investigar com mais profundidade métodos de normalizacao de contetido gerado por

usuario para o portugués brasileiro, e é a isso que esse projeto de pesquisa se propoe.

1.2 Objetivos

O projeto aqui descrito tem como objetivos gerais:
o Investigar e classificar os diferentes tipos de ruido em textos da web gerados por
usuario;

e Desenvolver métodos de normalizagao textual genéricos e flexiveis, que possam ser

adaptados para diferentes modalidades de CGU e para aplicacoes variadas;

o Avaliar profundamente o comportamento dos métodos na correcao de diferentes

tipos de ruido.
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Considerando que a proposta envolve lidar com diferentes modalidades de CGU,
foi necessaria a anotagao de um corpus de ruidos para efetuar a avaliacao do sistema e
dos métodos desenvolvidos. O corpus é constituido de posts em féruns de discussao sobre
assuntos diversos, de reviews de produtos e de publicagoes no Twitter. Os posts em féruns
foram escolhidos pois contemplam assuntos variados, com participagdo de usuarios de
diferentes origens sociais, culturais e com diversos niveis de instrucao. As reviews foram
escolhidas para manter a comparabilidade com o trabalho de Duran, Avanco e Nunes
(2015), visto que esse é o dominio ao qual ele é restrito. Tweets foram selecionados por
serem alvo de diversas pesquisas em PLN, serem facilmente obtidos em larga escala, e por
representarem alta variedade linguistica. A anotacao do corpus seguiu a categorizagao
proposta por Hartmann et al. (2014), de modo a manter a uniformidade nas pesquisas

sobre normalizagao para o portugués brasileiro.

Como a area de normalizacao textual possui pouca padronizagao de técnicas e de
métodos de avaliacao, foi necessario explorar e implementar diferentes técnicas visando a
analisar o impacto de cada uma na normalizacao dos diversos tipos de ruido. As principais

questoes de pesquisa que este trabalho pretende responder sao:

1. Que tipos de ruidos estao presentes em textos de CGU e qual a frequéncia de cada

um?

2. Como desenvolver métodos flexiveis de normalizacao que se adequem a diferentes
modalidades de CGU?

3. Como desenvolver métodos de normalizacdo com baixa dependéncia de recursos?

4. Qual a melhor maneira de adaptar o processo de normalizacao conforme as necessi-

dades da aplicagao em especifico?

5. Em que medida combinar diferentes técnicas de normalizagdo melhora os resultados
obtidos?

1.3 Organizacao da Monografia

O Capitulo 2 apresenta com profundidade as caracteristicas do conteido gerado
por usudrio, tratando sobre motivagoes dos usuarios ao produzi-lo e discutindo breve-
mente sobre redes sociais — principal plataforma de compartilhamento de CGU. Também
sao apresentadas aplicagoes que motivam pesquisas relacionadas a esse tipo de contetido
e desafios para PLN ao lidar com sua linguagem impar. No Capitulo 3, sdo introduzi-
dos os principais conceitos de normalizacao textual, incluindo a fundamentacao tedrica
necessaria, as principais técnicas empregadas e os métodos mais comuns de avaliagao. O

Capitulo 4 traz uma revisao e discussao critica sobre os principais trabalhos da area e seus
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resultados. No Capitulo 5 os cérpus de CGU disponiveis para o portugués sao apresenta-
dos e o cérpus que foi anotado como parte deste projeto é descrito detalhadamente. No
Capitulo 6 diversos métodos de normalizacao para identificagao de ruidos e para geracao
e ranqueamento de candidatos sdo apresentados e avaliados. Por fim, as conclusoes deste

trabalho e perspectivas de trabalhos futuros sao apresentadas no Capitulo 7.



CAPITULO

2

CONTEUDO GERADO POR USUARIO

A criagao e o compartilhamento de contetido sdo inerentes ao ser humano e acon-
tecem ha milénios. Pinturas rupestres, pergaminhos do Antigo Egito e a prensa de Gu-
tenberg nos tempos modernos sao exemplos de que a necessidade de transmitir contetido
surgiu nos primordios da humanidade e s6 aumentou com o passar do tempo. Embora
a geracao de conteido em larga-escala — como a por jornal, radio e televisao — aconteca
ha tempos, a possibilidade de individuos comuns gerarem contetido de impacto por si
sOs surgiu recentemente. O crescimento da Internet e das midias sociais, entre outros
desenvolvimentos tecnolégicos, permitiu que individuos nao relacionados a meios de co-
municagao pudessem gerar informagao e influenciar um grande niimero de pessoas. Esse
tipo de contetido, denominado conteido gerado por usuéario (CGU), carrega informagoes
valiosas e pode ser explorado em diversas areas do conhecimento. Este capitulo tem como
objetivo apresentar conceitos e definigoes de CGU, analisar as motivagoes do usuario ao
produzir contetido, explorar os principais meios de divulgacao de CGU (as midias sociais)
e avaliar porque ¢ dificil lidar com tal tipo de contetido — principalmente no contexto do

Processamento de Lingua Natural.

2.1 Conceitos, Definicoes e Aplicacoes

O advento tecnolégico da Web 2.0, a partir do inicio dos anos 2000, proporcionou
uma mudanca de paradigma na interagao entre usuario e Internet. Em vez de paginas
da Internet servirem apenas como documentos informativos, com os quais os usuarios
interagem passivamente, a Web 2.0 deu origem a paginas altamente interativas, com foco
na participacdo do usuario. Sites como Facebook, Wikipédia, Youtube, Twitter, entre
outros, permitem que os usuarios se tornem criadores e consumidores ativos de contetido. A
proliferacao global da Internet e a alta disponibilidade de dispositivos moveis acarretaram

uma explosdao de conteido gerado por usudrio. Atualmente, esse tipo de conteido ja
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transpassou suas midias de origem (principalmente as redes sociais) e faz parte de meios
tradicionais de comunicagao. Cada vez mais jornais e programas de televisao abrem espaco
para que os consumidores também sejam produtores de contetido. Essa interacao, que pode
ser considerada como po6s-Web 2.0, abre espago para diversas pesquisas que envolvam
CGU.

De modo geral, o termo “contetido gerado por usuario” se refere ao contetdo cri-
ado pelo publico comum, em vez de profissionais pagos, e é principalmente distribuido
pela Internet (DAUGHERTY; EASTIN; BRIGHT, 2008). Uma defini¢gdo um pouco mais
especifica, dada por Krumm, Davies e Narayanaswami (2008), diz que CGU origina-se
de individuos comuns, que voluntariamente contribuem com dados, informagoes e midias,
que sao entao divulgados em meios principalmente digitais, e posteriormente consumidos
por outros individuos. Os meios de divulgacao incluem redes sociais, paginas com ava-
liacoes de produtos, wikis, blogs pessoais e muitos outros. O uso de CGU para fins de
pesquisa, por organizagdes e por usuarios finais, cresce constantemente. Para organiza-
¢Oes e para usuarios, o fato de CGU ser produzido de forma auténtica — ou seja, sem
intervengao de profissionais pagos — permite sua utilizacdo de forma ampla na tomada
de decisdao. Opinides de usuarios sobre determinado produto, por exemplo, sao relevantes
tanto para empresas quanto para consumidores interessados em adquiri-lo. Ademais, por
ser em grande parte disponivel gratuitamente e existir em grandes quantidades, CGU

pode ser adequado para formar bases de dados para pesquisas em Inteligéncia Artificial.

Para compreender a imensidao do contetido disponivel online, as informacoes ob-
tidas do InternetLiveStats!, pagina que disponibiliza estatisticas sobre uso da Internet,
sao de grande valia. Segundo a pagina, atualmente cerca de 40% da populacao mundial
tem acesso a Internet. Em 1995, esse valor era menos de 1%. Apenas no periodo de qua-
torze anos entre 1999 e 2013, o niimero de usuarios da Internet aumentou dez vezes. A
quantidade de contetido gerado e consumido online é impressionante. Estima-se que 6000
tweets sejam publicados por segundo — totalizando 500 milhdes diariamente. O Twitter,
langado em 2006, levou trés meses para atingir a marca de um bilhao de tweets enviados.
Atualmente, esse valor é alcancado em dois dias. J& no YouTube, cerca de 67726 videos
sao visualizados por segundo. Esses valores mostram que o alcance e o impacto do con-
teado disponivel online, que muitas vezes ¢ gerado por usudrios, sao imensos. Essa vasta
quantia de dados é frequentemente disponibilizada de forma gratuita e pode ser acessada
publicamente. Desse modo, pode ser uma fonte ideal para aplicacao de métodos de Inteli-
géncia Computacional, como algoritmos de aprendizado de maquina. Essas caracteristicas

possibilitam a intersec¢ao de CGU com diversas areas da computagao, inclusive com PLN.

Além da imensa quantia de dados disponivel, a variedade de conteido é um fato

que reforga a riqueza de informagao contida no CGU. Apenas em se tratando da web, ja
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é possivel identificar diversos meios de geragao e divulgacao de contetido. Redes sociais,
como Facebook e Twitter, embora tenham como fungao principal a interacao social entre
membros, constituem bergos de discussoes ricas de informacao sobre varios assuntos —
como politica e acontecimentos mundiais. Paginas especificas para compartilhamento de
videos e imagens, como YouTube e Flickr, hospedam contetido diverso que frequentemente
é visualizado por milhoes de pessoas. Além do contetido em si, os comentarios dos usuarios
proporcionam alta interatividade e consequentemente novas informacoes relevantes. Lojas
virtuais frequentemente tém espaco para que os usuarios avaliem os produtos, possibili-
tando desse modo a abertura de um amplo nicho de analise envolvendo essas avaliacoes.
A web também abriga wikis, blogs pessoais, paginas para compartilhamento de receitas,

musicas, dicas de viagem e uma infinidade de contetdo.

Indo além de exemplos ja bem conhecidos e presentes no cotidiano das pessoas,
CGU também pode ser encontrado em outros meios nao tao 6bvios. A popularizacao de
dispositivos moveis, como smartphones e smartwatches, possibilita aos usuarios a criagao
de contetido pervasivo. Um exemplo que ilustra esse conceito é o projeto OpenStreetMap,
cujo objetivo é criar e disponibilizar gratuitamente mapas de estradas baseados em in-
formagoes de GPS enviadas por voluntérios (KRUMM; DAVIES; NARAYANASWAMI,
2008). Outros exemplos do uso de CGU de maneira pervasiva sao: analise da circulac¢ao de
notas de dinheiro para descobrir padroes de movimentacao humana; analise de check-ins
e de marcacoes em fotos de turistas em Roma para entender como exploram a cidade,
e até mesmo instalagoes em museus que permitem com que usuarios enviem mensagens

de texto, video e dudio para formar uma grande obra de arte colaborativa (KRUMM;
DAVIES; NARAYANASWAMI, 2008).

A combinacgao de vasta quantia e de grande variedade de dados disponiveis torna
o CGU um candidato promissor para ser utilizado computacionalmente para extragao de
conhecimento. As informagoes contidas nesse tipo de conteido podem ser valiosas para
empresas, organizagoes, instituicoes governamentais e para outros usuarios. Discussoes
politicas em foruns da web podem ser analisadas para prever o resultado de elei¢bes ou
mensurar a popularidade do governo. Avaliagoes de usuarios sobre produtos sdo tteis
para potenciais consumidores e para os fabricantes — que podem melhor entender quais
caracteristicas de seu produtos sao mais importantes para o consumidor. Publica¢oes no
Twitter podem ser utilizadas para identificar fen6menos mundiais impactantes de modo a
alertar as autoridades. Videos do Youtube, artigos da Wikipédia e receitas compartilhadas
online podem ser fonte de conhecimento e facilitar a vida de milhdes de pessoas que
acessam tal conteudo. As possibilidades de aplicacao de CGU sao diversas, porém sua
totalidade nao pode ser explorada simplesmente pelo consumo do contetdo. Considerando
a imensa quantia de informagao produzida, ha muito conhecimento relevante a ser extraido.
Esse processo de extracao de conhecimento pode ser desempenhado de maneira exemplar

por técnicas computacionais, especialmente as relacionadas a Inteligéncia Artificial. Nesse
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contexto, o PLN pode ser empregado para analisar um grande nicho de CGU.

Muito do contetdo gerado por usudrios € disponibilizado em forma de texto — ou
seja, lingua humana escrita. Avaliacoes de produtos, comentarios em foruns sobre filmes
e discussdes em redes sociais sao alguns exemplos. Mesmo quando o meio é focado em
midias de outros formatos, como videos, é comum que haja espago para discussao entre
usuarios — que ai sim ocorre textualmente. Frequentemente comentarios advindos de dis-
cussoes sobre determinado contetido trazem informagoes relevantes sobre o contetido em
si. Desse modo, é possivel que comentarios sobre um video no Youtube ajudem a entender
o proprio video. Assim, o PLN pode atingir até mesmo meios nao textuais. Considerando
tudo isso, é de se esperar que haja alguma interseccao entre PLN e CGU. De fato, nos ulti-
mos anos muitos projetos de pesquisa que envolvem processamento textual sao aplicados
a textos provenientes de CGU. Um exemplo é a Andlise de Sentimentos (ou Mineragao de
Opinido), uma subarea de PLN que abrange o estudo da subjetividade e de opinides, sendo
que uma de suas principais tarefas é classificar a polaridade de opinioes. O crescimento
da geracao de conteido na Web esta intimamente ligado ao desenvolvimento da andlise
de sentimentos. Muito do CGU contém opinides, sendo que a principal fonte de contetido
opiniativo sdo as avaliagoes — que podem ser sobre produtos, filmes, misicas ou qualquer
outra entidade sobre qual usuérios possam opinar. Sendo assim, a analise de sentimentos
pode fazer uso de CGU em diversas aplica¢oes praticas, como: previsao de desempenho de
vendas, analise de postagens no Twitter para entender o comportamento do mercado, dis-
tribuicao estratégica de propagandas em paginas Web, previsao de resultados das elei¢oes
e andlise de posicionamento partidario (AVANCO, 2015). Embora as aplicagoes sejam
promissoras, lidar com CGU oferece desafios para PLN. A linguagem presente nesse tipo
de conteido frequentemente contém desvios da lingua padrao, acarretando dificuldades
para métodos tradicionais de PLN, que sao geralmente baseados em textos formais e bem

escritos. Esses problemas serao discutidos com profundidade na Secao 2.3.

2.2 Motivacoes do Usuario

Um ponto positivo no contetido gerado por usuarios é a sua suposta autenticidade,
que permite andalises isentas da influéncia de pessoas pagas para produzir conteido. Ao
efetuar tal andlise, é possivel detectar informagoes efetivamente importantes ao publico
em geral. No entanto, seria seguro assumir que CGU ¢é de fato auténtico? Para responder
essa questao, é necessario analisar as motivagoes do usuario ao produzir conteudo. Ao se
compreender o que leva um usuario a produzir determinado contetido, pode-se entender
melhor as nuances envolvidas nesse contetiddo — permitindo assim uma melhor extragao de
conhecimento. O trabalho de Trammell, Hofomokl e Sapp (2006) nos permite ter nog¢ao
das motivagoes dos usudarios a produzirem contetido. Nele, é realizada uma analise de 358

postagens em blogs de lingua polonesa visando identificar as principais motivagoes em
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publica-las. Os seis motivos mais frequentes sao: Auto-expressao; Interagao social; Entre-
tenimento; “Passar o tempo”; Obter informagao; Desenvolvimento profissional. Embora
apresente resultados advindos de CGU na pratica, a andalise ainda é superficial. Para

melhor entender as motivagoes do usuario é necessario ir além.

De acordo com Daugherty, Eastin e Bright (2008), os meios de comunicagao tradi-
cionais tém se segmentado e perdido espago para midias mais interativas. Nesse mercado
com forte segmentacao, meios de comunicagao formados majoritariamente por CGU em
vez dos veiculados por grandes emissoras e editoras tém emergido. Com essas midias, usua-
rios comuns conseguem ter voz em meio a um turbilhdo de informacao e propaganda. Esse
¢é possivelmente um incentivo a criagao de contetido. O trabalho de Daugherty, Eastin e
Bright (2008) busca embasamento na teoria funcional de Katz (1960) para entender as
motivacoes dos usuarios. Para os autores, essa teoria é considerada por muitos como essen-
cial para compreender a motivacdo, muitas vezes complexa, que leva a atitudes. Segundo
Katz (1960), qualquer atitude obedece a uma ou mais das quatro fungoes de personalidade:
a utilitaria; a de conhecimento; a ego-defensiva e a de expressao de valor. Considerando
essas fungoes, Daugherty, Eastin e Bright (2008) as contextualizam na motivagdo para

criagao de CGU e as descrevem como:

o Utilitaria: baseia-se no fato de que as pessoas sao motivadas, por interesse préprio,
a receber recompensas e a evitar puni¢oes em seu ambiente. No contexto de CGU,
isso indica que usuarios criam conteido primariamente por incentivo préprio, ou

seja, para se sentirem bem consigo mesmos.

e De conhecimento: essa funcao indica que as pessoas sao movidas pela necessidade
de buscar informagdes que as auxiliem a entender e organizar seu ambiente e a
melhor compreender suas experiéncias pessoais. Sendo assim, criadores de CGU sao
motivados a criar contetido para aprender sobre um assunto, sobre seu ambiente
ou até mesmo sobre si mesmos — pois o compartilhamento de informacoes prové

bem-estar pessoal e sabedoria interna.

o Ego-defensiva: representa a necessidade humana de protegao sobre insegurancas
internas ou de ameacas externas, sendo que internamente sua fungao principal é a
defesa da imagem-prépria. Nesse caso, os criadores de CGU geram contetdo para
diminuir suas duvidas internas, sentir como se pertencessem a algo, e possivelmente

para evitar com que se sintam mal por nao contribuir.

e« De expressao de valor: engloba atitudes que permitem com que as pessoas ex-
pressem seus valores, melhorando assim suas imagens perante o mundo. Desse modo,
criadores de CGU podem se sentir gratos por terem criado contetido e por fazerem

parte de uma comunidade que compartilha principios considerados importantes por
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eles. Isso valida seus valores, os ajuda a se sentirem melhores consigo mesmos e

consolida suas visdes de mundo.

Embora essas quatro func¢oes possam ser consideradas como o niicleo constituinte
da motivacao dos usuarios, ainda ha outros pontos a serem explorados. O trabalho de
Leung (2009) analisa os motivos de criacao de conteido sob a dtica do empoderamento
psicologico e do engajamento civico. Empoderamento é o processo que permite com que
pessoas assumam o controle de suas vidas, melhorem seus pontos fortes e competéncias e
desenvolvam comportamentos proativos que auxiliam nas relagoes sociais (KATZ, 1984).
Uma maneira de desenvolver o empoderamento psicologico é tornando-se envolvido em
decisoes que afetem a vida em comunidade, como por meio da contribuicao de ideias e
opinides em um contexto publico e social. Engajamento civico pode ser definido como um
processo no qual individuos participam na tomada de decisdes sobre institui¢oes, projetos
e ambientes que os afetam (LEUNG, 2009). H4 uma conexao clara entre empoderamento
psicoldgico e engajamento civico. Pessoas engajadas em suas comunidades frequentemente
apresentam caracteristicas de empoderamento. O estudo conduzido por Leung (2009) visa

encontrar associacao entre esses dois conceitos e a criagao e consumo de CGU.

O estudo foi realizado com base em entrevistas feitas com 626 usuarios da Internet
com idades entre 14 e 70 anos. As entrevistas tinham como objetivo mensurar diversas

caracteristicas, sendo elas:

» Gratificacao de geracao de conteiiddo na Internet: visa identificar a gratifica-
¢ao que os entrevistados sentem ao fazer uso de itens como meios de comunicagao
(como televisao), computadores pessoais, telefones celulares, a internet, servigos de

mensagens instantaneas, entre outros.

« Empoderamento psicolégico: foi medido por meio de uma escala de cinco itens,
com base na concordancia, ou nao, de afirmacdes como “Posso permanecer calmo
ao lidar com situagoes adversas pois confio em minhas habilidades” e “Nao importa

0 que apareca em meu caminho, geralmente sou capaz de lidar com isso.”

« Conteudo gerado por usuario: visa medir o consumo de CGU pelos entrevistados.
Os participantes do estudo tiveram de responder a: “Durante os tltimos seis meses,
quanto tempo por dia vocé gastou em atividades que envolvem CGU, como: paginas
pessoais, blogs, foruns, postagem de videos no Youtube e contribuicao de contetido
na Wikipédia?” A escala utilizada foi: 1 = 15 minutos ou menos; 2 = 16-30 minutos;

= 31-59 minutos; 4 = 60-120 minutos; 5 = 121 minutos ou mais.

o Atencao a midia: os entrevistados tiveram de responder com que frequéncia se-

manal usavam revistas, jornais, radio e televisao para acompanhar acontecimentos
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globais e politicos. A frequéncia foi categorizada entre 0 = nenhum dia e 7 = sete

dias.

Eficacia politica externa: os entrevistados tiveram de concordar ou discordar
com as afirmagoes: “Eu nao acho que oficiais publicos se importem muito com o que
pessoas como eu pensam” e “Pessoas como eu nao tém nada a dizer sobre o que o

governo faz.”

Eficacia politica interna: os entrevistados tiveram de concordar ou discordar com
as afirmagoes: “O voto é a tinica maneira que pessoas como eu tém de dizer algo
sobre o que o governo faz” e “As vezes a politica e o governo parecem tao complicados

que uma pessoa como eu nao consegue realmente entender o que se passa.”

Interesses em assuntos publicos: medido com base na resposta a “Algumas
pessoas pensam sobre o que esta acontecendo no governo na maior parte do tempo,
independente de estar havendo elei¢oes; outras, nao sao tao interessadas. Vocé se
interessa pelo governo na maior parte do tempo (4), as vezes (3), s6 de vez em

quando (2) ou raramente (1)7”

Informacgoes demograficas: informacgoes pessoais como idade, género, salario e

nivel educacional foram perguntadas e registradas.

O objetivo principal do estudo era encontrar correlagoes entre todas as caracteris-

ticas avaliadas nas entrevistas. Embora muitos resultados tenham sido obtidos, apenas

os mais relevantes a este trabalhos serao apresentados. Primeiramente, os dados sobre

consumo de CGU permitem compreender o alcance dessas midias ao publico comum. A

Tabela 1 apresenta a porcentagem de participantes do estudo que participaram de ativi-

dades relacionadas a algum tipo de CGU e o tempo médio didrio gasto na atividade, de

acordo com a escala apresentada anteriormente.

Tabela 1 — Dados sobre participacao em atividades relacionadas a CGU

Tipo de CGU Porcentagem de participacado Tempo médio diario

Féruns 73.8 2.42
Blogs 65.5 2.62
Wikipédia 38.1 2.43
Péginas pessoais 26.7 2.51
Youtube 20.8 2.29

Fonte: Adaptada de Leung (2009).

E importante ressaltar que a participagao em atividades envolve tanto consumo

quanto producao de CGU. Sendo assim, os resultados obtidos sao expressivos. No geral, os

participantes passam em média de 16 a 30 minutos por dia envolvidos nessas atividades.
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Outro resultado altamente relevante é o que apresenta os motivos que fazem com que
usudrios participem em geracao de conteudos online. As motivagoes sao divididas em qua-
tro categorias — necessidades de reconhecimento, cognitivas, sociais e de entretenimento
—, sendo que cada uma contém diversos itens. As principais motivacoes dos usudrios para

gerar conteudo online identificadas pelo estudo sao:

e Necessidades de reconhecimento:

1. Para estabelecer identidade pessoal
Para ganhar respeito e suporte
Para aumentar a confianca

Porque é prazeroso

ANl R

Para promover ou fazer propaganda de conhecimento técnico
o Necessidades cognitivas:

1. Para expandir conhecimento
2. Para descobrir acontecimentos sociais
3. Para entender eventos recentes

4. Para refinar o pensamento
e Necessidades sociais:

1. Para expressar sentimentos
2. Para compartilhar experiéncias, visoes de mundo e pensamentos

3. Para informar familia e amigos sobre novos acontecimentos pessoais
o Necessidades de entretenimento:

1. Para passar tempo
2. Por curiosidade
3. Porque ¢ divertido

4. Porque estd na moda

Os resultados sao similares aos descritos por Daugherty, Eastin e Bright (2008),
porém os complementam com mais profundidade, adicionando novas dimensoes a serem
consideradas. Pode-se concluir que grande parte da motiva¢ao advém do préprio usuério.
Mesmo as motivagoes de cunho social podem ter raiz interna e podem ser explicadas
por motivos pessoais. No entanto, ainda podem existir fatores externos que influenciam

fortemente os usuarios. Existem meios tao difundidos e populares que por si s6s sdo capazes
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de motivar usuarios a gerar contetido. Um grande exemplo que ilustra esse conceito sao

as midias sociais.

Segundo Kaplan e Haenlein (2010), midias sociais sao grupos de aplicagoes online
construidas sobre fundamentos tecnologicos e ideologicos da Web 2.0, e que permitem
criacao e compartilhamento de contetido gerado por usuario. Embora sirvam como re-
positério de CGU, vale ressaltar que midias sociais sdo por si s6 uma plataforma de
compartilhamento de informacao. Desse modo, podem haver interagao com usuarios sem
necessariamente haver geragao de conteido. O Facebook, por exemplo, embora possa
hospedar grupos de discussao sobre variados assuntos, também pode servir simplesmente
como uma ferramenta para contato familiar. Ainda assim, midia sociais sao frequente-
mente plataformas atrativas aos usuarios, que incentivam a geracao de contetido. Para
compreender esse fendmeno, primeiramente é necessarios analisar os diferentes tipos de
midias sociais. Os autores propoem uma divisdo em seis categorias, cada uma com atra-
tivos préprios para criagdo de CGU. As quatro mais importantes para o escopo deste
trabalho sao (KAPLAN; HAENLEIN, 2010):

» Projetos colaborativos: sao projetos que permitem a criacao de conteido por
diversos usudrios de forma simultdnea e conjunta. Pode ser considerada uma das
formas mais democraticas de CGU, visto que varios usuarios podem participar igua-
litariamente. Um exemplo popular desse tipo de midia social sao as wikis, como a
Wikipédia, que esta disponivel em mais de 230 idiomas e é frequentemente utili-
zada como fonte de informacao na web. A principal motivacao para criar conteido
em projetos colaborativos é o fato de que o esfor¢o conjunto entre diversas pessoas
tende a levar a resultados superiores aos de ac¢oes individuais. Desse modo, os usua-
rios se sentem pertencentes a uma comunidade e valorizados por contribuirem com

conteudo que serd util a outras pessoas.

e Blogs: sao paginas web para compartilhamento de contetido por meio de posts,
que sao geralmente dispostos em ordem cronoldgica reversa. Blogs possuem diversos
propositos, podendo tratar sobre experiéncias pessoais do criador ou assuntos espe-
cificos — como culinaria, esportes e filmes. Geralmente sao gerenciados por apenas
uma pessoa, mas cada vez mais surgem blogs que reinem diversos autores, atuando
assim como um grande meio de geracao de conteido. Além dos tradicionais posts
textuais, ha os que hospedam conteiido composto por imagens e videos. O formato
de posts em videos tem se tornado altamente popular, especialmente por meio da
plataforma YouTube, na qual hé autores que atingem marcas de milhoes de visuali-
zagoes de seus videos. Apesar de o intuito ser a geracao de contetido informativo, o
aspecto social dos blogs advém dos comentarios. E usual que haja espaco para dis-
cussao e para comentarios de leitores nos posts, formando consequentemente uma

midia social. As principais motivacoes de autores de blogs sdo: exposicao de conheci-
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mento técnico, satisfacao ao serem lidos (ou assistidos), criacao de rede de contatos

com pessoas com interesses afins e realizacao pessoal.

o« Comunidades de distribuicao de contetido: tem como objetivo o comparti-
lhamento de midia entre os participantes. Nao envolvem a geracao de contetdo
propriamente dito, pois seu foco é no compartilhamento de conteido ja existente.
Essas comunidades envolvem a distribuicao de diversos tipos de midia, incluindo
fotos (Flickr?), videos (YouTube) e slides de apresentacoes (SlideShare®). Um ce-
nario que melhor ilustra o funcionamento desse tipo de midia pode ser descrito,
tomando como base o YouTube, do seguinte modo: um usuario pertencente a uma
comunidade de fotégrafos retine diversos videos tratando sobre técnicas de fotogra-
fia, os seleciona e cria uma playlist que serd compartilhada com os demais membros
da comunidade. Apesar de os videos nao terem sido criados pelo responsavel pela
compilacao, a playlist em si ainda pode ser considerada como uma forma de con-
teido gerado por usuario, visto que a reuniao e a selecao de midias é personalizada
e traz informacoes particulares ao autor. Uma vez compartilhada na comunidade,
os demais membros podem interagir, opinar e eventualmente modificar a playlist
original. Sendo assim, ha um claro aspecto de midia social. Nesse meio de geracao
de conteudo, as motivagoes sao andlogas as dos blogs, mas sao mais focados em

compartilhamento de informagdo do que em aspectos pessoais.

 Redes sociais: talvez a forma mais popular desse tipo de midia, as redes sociais
tém como objetivo fomentar a interagdo entre usuarios. Cada membro de uma rede
cria um perfil, no qual pode compartilhar varias informacoes pessoais. Também exis-
tem paginas ou grupos tratando sobre temas diversos, incluindo assuntos especificos,
celebridades, entidades, etc. A interacao se da por meio da troca de mensagens, de
visitas aos perfis, de “curtidas” em comentarios, de postagens em grupos e diversas
outras formas. No Facebook, por exemplo, os usuarios podem compartilhar uma
infinidade de contetiddo em seus perfis, incluindo videos, fotos, reportagens e posts
de blogs. A sele¢ao de o que um usuario compartilhard em sua pagina envolve muito
de sua personalidade — ou seja, pode ser considerado, além de simples comparti-
lhamento de informacao, uma forma de autoexpressao. Desse modo, nessa midia as
principais motivagoes sao relacionadas aos conceitos de empoderamento e engaja-
mento, sendo que a forga motriz para geracao de conteido é a exposicao pessoal e

o fortalecimento da imagem prépria perante os demais usuarios.

-

E possivel notar que as midias sociais sao um ambiente altamente propicio para

geracdo de contetdo, com varios incentivos para os usuarios. Outro fato interessante é

<flickr.com>
3 <slideshare.net>
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que uma tunica plataforma pode se encaixar em diferentes categorias de midia social.
Consequentemente, a mesma plataforma pode atrair usuarios de diferentes maneiras e
motiva-los a produzir variados tipos de contetido. O YouTube, por exemplo, pode ser
considerado uma plataforma de blogs, pois permite que usudrios postem videos autorais, e
uma comunidade de distribuicao de contetido, pois possibilita a criagao de playlists. Desse
modo, ¢ relevante analisar com mais profundidade o que constitui uma midia social. O que
torna o YouTube uma plataforma multifacetada? Por que usuarios criam determinados
contetdos em plataformas sociais especificas? Essas perguntas s6 podem ser respondidas

por meio de um estudo minucioso dos constituintes das midias sociais.

Um possivel ponto de vista para analisar as midias sociais é o da Teoria Funcional
(KATZ, 1960). Analogamente a este trabalho de Katz, que explica motivagdes por meio da
atribuicdo de fungoes a personalidade, é possivel atribuir func¢oes as plataformas sociais.
O trabalho de Kietzmann et al. (2011) segue essa abordagem e propoe que midias sociais
sao formadas por sete blocos funcionais — que dao origem a denominacao escolhida pelos
autores: a colmeia das midias sociais. A Figura 2 ilustra a representacao da colmeia,
sendo que cada bloco indica uma funcionalidade. Embora cada um tenha significado
individualmente, é a colmeia como um todo que de fato representa a complexidade de

uma midia social.

Figura 2 — A colmeia de blocos funcionais de uma midia social.

Presenca

Relacionamentos

Compartilhamento

Identidade

@. o

Fonte: Elaborada pelo autor.

Segundo Kietzmann et al. (2011), cada bloco permite destrinchar e examinar um
ponto de vista especifico da experiéncia dos usuarios em determinada midia social. Eles
nao sao mutuamente exclusivos e nao fazem parte necessariamente de todo tipo de midia
social. Desse modo, plataformas especificas tém influéncia diferente de cada bloco, de
modo que é possivel caracteriza-las com base nessas funcionalidades. A funcao de cada

bloco pode ser melhor descrita como:
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o Identidade: esse bloco funcional indica até que ponto os usuarios revelam suas

identidades pessoais nas midias sociais. Esse conceito engloba desde informagoes
bésicas (nome, idade, género) até informagoes mais intimas que podem caracteri-
zar a personalidade de um usudrio (gosto musical, preferéncias culinarias, idolos).
Em redes sociais (como Facebook) a identificagdo é fundamental, visto que prima-
riamente tém funcao de criagdo de um perfil para o usuario. Consequentemente,
conteido gerado nessas plataformas tende a ser de cunho mais pessoal, com moti-
vagao principalmente pautada em autopromocao, autoafirmagao e consolidacao de

imagem pessoal.

Conversacao: indica até que ponto um usuario de determinada midia social se
comunica com outros usuarios. Muitas plataformas tém como objetivo principal
promover a comunicac¢ao o e a interacao entre usuarios e grupos. Esse processo de
comunicagao pode ocorrer por meio de mensagens diretas, tweets, posts em blogs
e em féruns de discussao, entre outros. Os usudrios buscam a comunicagdo por
diversos motivos, como: para expor suas ideias e ouvir opiniao de outras pessoas,
para encontrar amigos e para melhorar a autoestima. Em geral, essa motivacao esta
relacionada a construcao de comunidade, ou seja, os usuarios sentem a necessidade
de pertencer a algo. Contetddo produzido em plataformas com forte influéncia da

conversacgao tende a ser focado em compartilhamento de ideias e na nocao de grupo.

Compartilhamento: representa a extensao da troca, distribuicao e geragao de con-
teido entre usuarios. Diferentemente do bloco de conversagao, o compartilhamento
assume que a interacao entre usuarios ocorre pelo fato de que desejam compartilhar
algum tipo de midia. Comunidades de distribui¢do de contetido sdo predominante-
mente influenciadas por esse bloco, visto que sao focados na distribuicao de contetido
entre membros. E importante ressaltar que compartilhamento nao obrigatoriamente
implica em conversacao. No Facebook, por exemplo, usuarios podem compartilhar
videos em grupos especificos sem que haja a interagao de nenhum outro usuério.
Desse modo, a principal motivacao ao gerar contetido é de fato o compartilhamento

de informagao, acima dos motivos pessoais.

Presenca: trata-se da informagao na midia social que permite que um usuario saiba
se outros usuarios estao presentes. Em redes sociais, por exemplo, essa informacao
pode ser dada por meio de status “disponivel” ou “oculto”. O conceito de presenca
pode ainda se estender para a vida real. Os check-ins, mecanismos que indicam a
localizacao fisica do usuario, sao frequentemente utilizados no Facebook. Um exem-
plo de seu uso é na escrita de avaliacoes sobre restaurantes, nas quais usualmente o
autor faz check-in para indicar que estava presente no restaurante avaliado — e assim
dar respaldo a sua opiniao. O bloco de presenca pode ser visto como uma extensao

do de identidade, pois permite com que o usuario compartilhe informagoes pessoais
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intimas, como sua localizacao fisica. Desse modo, geracdo de conteiido em midias
baseadas em presenca é principalmente motivada por fatores pessoais dos usuarios,

como autopromocao e necessidade de reconhecimento.

« Relacionamentos: indica até que ponto os usuarios podem se relacionar. O relaci-
onamento envolve qualquer forma de associacao entre usuérios — compartilhamento
de informacoes, conversas, encontros pessoais, ou simplesmente a adicao como amigo
em uma rede social. Enquanto o bloco de conversacao trata apenas de comunicacao
intra-midia social, o relacionamento também engloba interacoes que tém capacidade
de ultrapassar os limites virtuais e se estender a realidade dos usuario. Sendo assim,
plataformas influenciadas por esse bloco funcional tendem a incentivar a geracao de
contetido colaborativo, com caracteristicas motivadas por interagao social, inclusao

em grupos e satisfacdo pessoal do autor por fazer parte de “algo maior”.

« Reputacgao: representa a possibilidade de usuarios de uma midia social terem des-
taque perante outros usudarios. Em plataformas sociais, a reputacao é geralmente
mensurada por informagdes numéricas — como quantia de seguidores de um perfil,
curtidas de uma pagina e visualizagoes de um video. Embora essas medidas nao
assegurem qualidade de conteido, sao comumente vistas pelos usuarios como forma
de mérito. Sendo assim, midias sociais pautadas em reputacdo motivam a geragao de
conteido que muitas vezes visa a atingir nimeros elevados nas medidas de reputa-
¢ao. Consequentemente, as motivagoes dos autores sdo relacionadas a autopromoc¢ao

e satisfagao pessoal.

e Grupos: indica a capacidade de formagao de grupos que a midia social oferece aos
usuarios. De modo geral, quanto maior a possibilidade de interacao social em uma
plataforma, maior o incentivo a formagao de grupos. Esses grupos podem ser sobre
interesses especificos, andlogos a clubes na vida real, ou somente um agrupamento
de pessoas conhecidas — como circulos de amigos e familiares. Esse bloco funcional
pode atuar de modo semelhante ao de compartilhamento, quando usuarios publicam
informagoes em grupos de assuntos especificos, ou como o de relacionamento no caso

de grupos voltados a relagoes interpessoais.

Com base na colmeia dos blocos funcionais, é possivel compreender melhor a cons-
tituicado de uma plataforma social. Cada bloco oferece influéncias diferentes, que conse-
quentemente impactam nas motivacoes dos usuarios ao produzirem contetido. Por esse
motivo, diferentes midias sociais incentivam diferentes tipos de conteido. Cada midia so-
cial pode ser influenciada por variados blocos e em diferentes graus de influéncia. Ou seja,
desde que um bloco influencie uma plataforma e essa influéncia nao seja determinante
(ndo essencial ao seu funcionamento), cada usudrio pode interpreta-la de uma maneira —

dando origem a caracteristicas multifacetadas de certas plataformas.
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Como visto, motivagoes dos usudrios para gerar conteido se dao nas mais diversas
formas. Satisfacao pessoal, vontade de se destacar em um grupo, de compartilhar informa-
¢Oes relevantes com outros usuarios sao alguns exemplos. A maioria das motivagoes esta
relacionada ao proprio usudrio, aos usuarios que consumirao o conteuido ou ao conteudo
em si — ou seja, sua qualidade. No entanto, ha pouca preocupagao com o meio ou com a
forma com que o conteudo é transmitido. Para conteido textual, por exemplo, a forma
e a corretude dos textos geralmente nao sao de grande relevancia para os usuarios. Por
ser divulgado em grande parte em midias sociais, 0 CGU tende a se adequar ao estilo da
midia, consequentemente tende a ser informal. No caso de conteido textual, essa infor-
malidade pode ser vista por meio do nao atendimento as normas padrao da lingua, dando
origem a uma linguagem original e especifica a CGU. Essa linguagem traz desafios ao
PLN e necessita ser analisada e tratada meticulosamente, dado o risco de comprometer o

funcionamento de sistemas que venham a processa-la.

2.3 A Linguagem do Conteudo Gerado por Usuario

Conteudo gerado em midias tradicionais, como jornais, geralmente passa por um
processo de revisao para garantir a qualidade do texto. Sendo assim, é usual que esse
tipo de texto atenda totalmente as normas padrao da lingua, sendo isento de erros e
desvios. Ja nas midias sociais, nas quais o contetido é criado frequentemente por e para
usuarios comuns, o processo de revisao raramente ocorre. Desse modo, os textos publicados
comumente contém desvios da lingua padrao — como erros ortograficos e auséncia de
pontuacgao. Essa linguagem encontrada nos textos de CGU ¢é fortemente ligada a lingua
informal utilizada no cotidiano, portanto muitos de seus desvios remetem a oralidade.

Para exemplificar, a Figura 3 apresenta uma publicacao no Twitter.

Figura 3 — Uma publicagdo no Twitter utilizando linguagem informal.

As frustracoes de hj, usamos como
esperiencia para conceguirmos coisas
maoires num furuto proximo!

Fonte: Extraida do Twitter.

Pode-se notar que a publicacdo contém diversos desvios da lingua padrao: erros
involuntérios (como a troca de caracteres em maoires e furuto); erros ortograficos simples
(como a auséncia de acento agudo em proximo e de cedilha em frustracoes); abreviatu-
ras frequentemente utilizadas na Internet (hj para denotar hoje) e erros que indicam o
desconhecimento da forma padrao (como esperiencia e conceguirmos). Erros desses tipos,
e muitos outros, sao encontrados com frequéncia em todo tipo de CGU. De reviews de

produtos até comentarios em noticias, os textos publicados tendem a apresentar um alto
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grau de desvio em relacao a norma padrao da lingua. Para identificar os diversos tipos de

desvios, é necessario analisar uma grande quantia de CGU.

O trabalho de Hartmann et al. (2014) faz um levantamento sobre palavras fora
do padrao em um cérpus de reviews de produtos. Palavras fora do padrao (também
denominadas OOV, do inglés out-of-vocabulary) sdo palavras nao pertencentes a lingua
padrao — ou seja, que nao constam de um léxico oficial. O corpus é constituido de reviews
escritas em portugués brasileiro e publicadas nos websites Buscapé®, Reclame Aqui® e
Mercado LivreS. Para realizar a analise de palavras OOV, sao consideradas 85.190 reviews
obtidas no Buscapé, totalizando 4.097.905 tokens e 68.633 types. Foram consideradas como
OOV palavras nao presentes no dicionario de portugués Unitex-PB” (MUNIZ et al., 2005).
O processo de anotacao foi realizado por quatro pares de anotadores, sendo que as palavras

fora do padrao foram divididas em oito categorias, sendo elas:

1. Erros ortograficos (X): divididos em trés subcategorias:

« Palavras com auséncia de acentos (como nao em vez de nao).

» Erros ortograficos por auséncia ou substituicao de letras (como ezelente em vez

de excelente e imagems em vez de imagens).

o Palavras corretas nao inclusas no Unitex-PB.

2. Acrénimos (SI): palavras nao contidas no Unitex-PB e formadas pelas letras ou

silabas iniciais de varias outras palavras, como HDTVi e Wi-Fi.

3. Nomes proéprios (NP): palavras usadas para referenciar entidades, empresas e
produtos, nao filtrados pelo Unitex-PB. Os nomes préprios podem ser encontrados

iniciando ou nao com letra maiuscula, tornando assim mais dificil identifica-los.

4. Abreviagoes (AB): abreviagoes, geralmente criadas devido ao meio informal dos
textos, de palavras comuns. Estabeleceu-se que a abreviacao deve ter a mesma letra
inicial da palavra que abrevia — por exemplo, vc denominando wvocé e tbm para
também. Diferentemente de acronimos, abreviagoes sao sempre formadas por uma

Unica palavra.

5. Internetés (IN): girias frequentemente presentes na lingua empregada na web
(como naum em vez de ndo e adoreiii em vez de adorei). Uma caracteristica comum
no internetés € a influéncia da oralidade, de modo que as palavras sao o reflexo exato

de sua forma fonética.

<buscape.com.br>

<reclameaqui.com.br>

<mercadolivre.com.br>
<nilc.icme.usp.br/nilc/projects/unitex-pb/web /index.html>
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6. Estrangeirismos (EN): palavras pertencentes a outros idiomas, divididas em trés

subcategorias:

 Palavras advindas do inglés (como touch).
 Palavras advindas de outros idiomas (como espanhol e alemao).

o Tokens que possivelmente representam fragmentos de palavras de outros idio-
mas ou parte de expressdes multipalavra (por exemplo blu como possivel parte

de blu-ray)

7. Unidades de medida (UM): palavras utilizadas para indicar quantidades, por
exemplo gigabytes. Abreviacoes de unidades de medida nao sao inclusas, entao kg

como designagao de quilograma pertence a categoria AB.

8. Sem categoria (SC): tokens cuja classificagdo ndo é clara ou varia conforme o

contexto.

Para melhor compreender as categorias propostas, a Figura 4 apresenta textos de

trés reviews escritas por usuarios, com os erros destacados e categorizados.

Figura 4 — Exemplos de reviews com erros anotados.

ela e [X: é] muito escura quando vc [AB: vocé] esta [X:
estd] deitado se vc [AB: vocé] tiver [IN: estiver] sentado
ela e [X: €] boa mas deitada nao [X: nao] e [X: €] muito
nao [X: nao]. A Samsung inova o mercado de tv's [AB:
televisdes] com uma grande obra de arte que se adequa
[X: adéqua] a qualquer ambiente. Esta tv [AB: televisio]
possui excelente imagem quando ligada a uma fonte de
dvd [SI: DVD] com hdmi [SI: HDMI] e na tv [AB:
televisdo] a cabo (Digital). O som ¢ perfeito quando é
personalizado pelo usudrio. Ou seja, MENU, SOUD [ES:
SOUND], EQUALIZAR E ENTER [ES].

Gostei dimais [X: demais] dessa cdmera, comprei
outra! Além de uma excelente e reconhecida marca, essa
camera tem um design [ES] super inovador e mtu [IN:
muito] atraente...uma resolucdo mtu [IN: muito] boa e
[X: €] td [AB: tudo] o que uma boa camera SONY tem
que ter!! Até hj [AB: hoje] nunca me deixou na mao...
recomendo!!!

muto [X: muito] bom para manuziar [X:manusear]
quando vc [AB: vocé] ta [AB: esta] trabalhano [X:
trabalhando] com este produto ,nao [X: nao] tenho que
recramar [X: reclamar] gostei mesmo parabéns.
RECOMENDO O PRODUTO, FACIL DE USAR,
ADOREI !

Fonte: Hartmann et al. (2014).

E possivel notar uma elevada quantia de desvios da lingua padrao. Mesmo no

contexto de reviews de produtos, que tendem a ser mais sérias que publicagoes em redes
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sociais, a linguagem empregada ainda é altamente informal. Além dos desvios categoriza-
dos, a auséncia ou mau uso de pontuacao e de capitalizagao sao caracteristicas marcantes
em textos gerados por usuario. A distribuicdo de erros por categoria pode ser vista na

Figura 5.

Figura 5 — Distribuicao de erros por categoria.

X

44.33%

ES

IN SI+AB+UM

22.78%

SC
NP

Fonte: Avanco (2015).

A categoria mais predominante é a de erros ortograficos, totalizando quase metade
do montante de erros. Os nomes préprios também representam uma parcela consideravel,
principalmente devido ao fato de que usuarios geralmente nao se atentam a capitalizacao
correta. Desse modo, ¢ comum encontrar nomes de produtos, marcas e lojas com inicial
mintscula. As demais categorias tém distribuicao similar e sdo menos significativas. Como

os erros ortograficos sao os mais frequentes, é relevante analisa-los com mais profundidade.

E possivel analisar erros ortograficos utilizando a métrica de distancia de Damerau-
Levenshtein, proposta por Damerau (1964). Essa medida, calculada entre duas cadeias
de caracteres (strings), representa o minimo de operagdes necessarias para transformar
uma das strings na outra. As operacoes sao: inserg¢ao: adicionar um caractere a uma das
strings; remogao: remover um caractere; substituicao: mudar um caractere e transpo-
sicao: trocar dois caracteres adjacentes de lugar. A métrica pode ser aplicada no contexto
de erros ortograficos considerando duas strings, sendo uma a versao correta de determi-
nada palavra, e a outra, a versao com ortografia invéilida. Segundo Damerau (1964), essas
quatros operagoes correspondem a 80% de todos os erros ortograficos cometidos. Embora
o trabalho original seja para lingua inglesa, essa abordagem j4 foi repetida e corroborada
em diversos idiomas. O trabalho de Gimenes, Roman e Carvalho (2015) segue a proposta
de Damerau para analisar textos em portugués brasileiro. A andlise é efetuada com base
em dois corpus, uma para calculo das estatisticas e um para validagao. O primeiro (referido

como C1), apresentado por Roman et al. (2013), é constituido de sumérios de didlogos. E
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composto de 1.808 textos escritos por 452 pessoas diferentes — que nao tiveram acesso a
corretores ortograficos durante a escrita. O segundo (C2), contém didrios de viagem publi-
cados em quatro blogs distintos, juntamente com comentarios dos leitores, totalizando 192
publicacoes e 26.418 palavras. O objetivo é categorizar os erros ortograficos seguindo as
operacoes propostas por Damerau e em categorias adicionais especificas ao portugués. Os
resultados obtidos para os corpus C1 e C2 sao apresentados, respectivamente, na Tabela
2 e Tabela 3.

Tabela 2 — Nuimero de erros ortograficos em C1 por categoria.

Erros por Palavra

Categoria do Erro Um Dois Trés Acima de Trés Total (%)
Insercao 80 2 9 80 119 (10,45)
Remocao 135 45 11 4 195 (17,12)
Transposic¢ao 40 2 0 0 42 (3,69)
Substituicao 135 10 1 0 146 (12,82)
Acento ausente 395 34 0 0 429 (37,66)
Adicao de acento 17 2 0 0 19 (1,67)
Acento errado na letra correta 11 0 0 0 11 (0,96)
Acento correto na letra errada 9 0 0 0 9 (0,79)
Cedilha ausente 46 23 0 0 69 (6,06)
Substituicao por espago 1 0 0 0 1 (0,09)
Insercao de espaco 1 0 0 0 1 (0,09)
Transposicao de espaco 1 0 0 0 1 (0,09)
Auséncia de espago 26 1 0 0 27 (2,37)
Outro 69 0 0 0 69 (6,06)
Total 966 140 21 12 1.139 (100)

Fonte: Adaptada de Gimenes, Roman e Carvalho (2015).

Os resultados indicam que erros relacionados a acentos correspondem aproxima-
damente a metade do total de erros. De modo geral, os resultados obtidos por Damerau
(1964) sao confirmados também no portugués brasileiro, visto que cerca de 85% das pa-
lavras erradas contém um tunico erro. Embora o total de erros em ambos os cérpus seja
proximo, C2 apresenta proporcionalmente o dobro de erros em relagao a C1. Segundo os
autores, essa diferenga possivelmente se deve ao fato de que C1 foi gerado por estudantes
universitarios — ou seja, pessoas com grau de instrucao elevado. Ja no caso de C2, por ser
composto de textos provindos de blogs, a linguagem empregada tende a ser mais descon-
tralda e portanto mais propensa a erros. Nesse contexto, é relevante analisar os motivos

que levam usuarios a se desviarem da lingua padrao ao produzir CGU.

Embora a linguagem ruidosa do CGU seja conhecida, os motivos que levam os

usudrios a empregé-la sdo pouco explorados. Conforme argumenta Eisenstein (2013), as
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Tabela 3 — Ntumero de erros ortograficos em C2 por categoria.

Erros por Palavra

Categoria do Erro Um Dois Trés Acima de Trés Total (%)

Insercao o4 20 23 22 119 (9,44)
Remogao 186 65 37 16 304 (24,13)
Transposicao 2 1 0 0 3 (0,24)
Substituicao 32 17 16 8 73 (5,79)
Acento ausente 519 41 11 2 573 (45,48)
Adigao de acento 1 0 1 0 2 (0,16)
Cedilha ausente 16 31 0 56 (4,44)
Outro 101 15 14 0 130 (10,32)
Total 911 190 111 48 1.260 (100)

Fonte: Adaptada de Gimenes, Roman e Carvalho (2015).

explicagoes para tal sdo geralmente superficiais e parciais. Em geral, quando se fala sobre
o uso de linguagem fora do padrao na Internet, os principais argumentos que vém a tona
sao “as pessoas nao sabem escrever corretamente”, “¢é mais rapido”, ¢ tornou-se a norma”
e “as pessoas querem fazer uso de seus proprios dialetos” (EISENSTEIN, 2013). Apesar
de aparentemente suficientes, ainda é necessario analisar as evidéncias que suportam esses

argumentos. Para tanto, o autor propoe a avaliagao das seguintes caracteristicas:

« Falta de instrucgao: é o argumento que afirma que autores de CGU nao tém a
capacidade de seguir corretamente as normas cultas da lingua padrao. No entanto,
resultados de pesquisas empiricas indicam que esse nao é o caso. Um estudo con-
duzido por Drouin e Davis (2009) analisou trocas de mensagens de texto entre 80
estudantes e concluiu que nao ha diferenca de alfabetismo entre individuos que usam
linguagem informal e os que nao usam. O trabalho de Tagliamonte e Denis (2008)
analisa um corpus, com mais de um milhao de palavras, de mensagens instantaneas
trocadas entre adolescentes e conclui que a linguagem usada ¢ conscientemente esco-
lhida dentro de um vasto repertorio linguistico — o que nao seria possivel se houvesse
falta de instrugao dos autores das mensagens. Desse modo, apesar de a linguagem
do CGU ser mais informal e conter mais erros que a padrao, isso dificilmente implica

uma relacao com falta de instrugao.

o Limites de tamanho: argumento frequentemente utilizado para justificar o uso
de linguagem ruidosa, especialmente no Twitter — que tem limite de 140 caracteres
nas publicagdes. Seguindo essa linha de raciocinio, é de se esperar que publicagoes
com tamanho mais proximo ao limite contenham mais abreviagoes, como forma

de poupar espaco. Para verificar a influéncia da limitagdo de tamanho, Eisenstein
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(2013) efetuou uma anédlise estatistica em um cérpus de um milhao de tweets. A
conclusao foi que abreviagoes sao mais frequentes em mensagens curtas, que nao
estdo préximas do limite de espaco. E possivel que a limitacdo sirva como uma
influéncia indireta, fazendo com que usuarios inconscientemente abreviem palavras
para poupar espago mesmo que nao necessario. No entanto, o argumento nao é

consistente com os resultados obtidos por meio da analise de corpus.

e« Meios de entrada de texto: afirma que os meios de entrada de texto frequente-
mente utilizados por usuarios — sejam teclados tradicionais ou os preditivos, presen-
tes em smartphones — tém influéncia na linguagem utilizada. Gouws et al. (2011)
investigou variacoes ortograficas no Twitter e identificou diferengas dependendo do
dispositivo utilizado para entrada do texto. Mensagens publicadas de iPhones, por
exemplo, possuem mais contragoes que as publicadas de Blackberries, enquanto twe-
ets enviados a partir do navegador web sao mais propensos a apresentar auséncia de
vogais. Apesar de determinados meios de entradas inibirem certos estilos de escrita
e coibirem outros, a relagao nao ¢ igualmente distribuida entre usuarios — ou seja,
diferentes usuarios utilizando o mesmo dispositivo podem apresentar estilos linguis-
ticos totalmente distintos. Sendo assim, é dificil estabelecer uma conexao clara que

embase fortemente esse argumento.

Analisando sob esse ponto de vista, é possivel perceber que é dificil definir clara-
mente o que é considerado ruidoso e por que o é. Alguns dos desvios de linguagem que sao
considerados ruidos podem também ser vistos como escolhas pragmaticas dos usuarios.
Emoticons, por exemplo, apesar de serem uma sequéncia de simbolos nao pertencentes a
lingua padrao, carregam forte significado nao-verbal — usualmente sendo utilizados para
expressar emocao. Qutra expressao pragmatica frequentemente encontrada em CGU ¢é o
alongamento proposital de palavras (como legaaal em vez de legal), que é utilizado para
exprimir intensidade e reforcar o sentimento que esta sendo demonstrado. Varidveis soci-
ais também podem servir como grande influéncia para alterar a linguagem utilizada por
usudrios. E possivel que o sotaque ou o dialeto do local que o usudrio vive influenciem
sua maneira de escrever, visto que muitas vezes a escrita informal adquire caracteristicas
da oralidade. O meio de convivio social também pode ser um fator de impacto. Muitas
abreviagoes e girias utilizadas na Internet sao provenientes de expressoes empregadas no

cotidiano — ou seja, tém origem no circulo social do usuario.

Desvios da lingua padrao, apesar de serem considerados “errados” de acordo com a
normal culta, carregam muita informagao. Analisar a lingua do CGU como ela é, incluindo
seus ruidos, permite a obtencao de conhecimento sobre o usuario, seu ambiente social, suas
preferéncias e opinides. Todavia, do ponto de vista pratico, lidar com linguagem fora do

padrao traz diversos desafios.
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Desde seu surgimento, o PLN é embasado principalmente no conhecimento ad-
vindo de textos com linguagem que adere a norma culta. As pesquisas inicias na area, que
em grande parte eram abordagens baseadas em regras, nao tinham como preocupacao
lidar com desvios linguisticos e erros ortograficos. Escrita correta foi considerada cano-
nica e pouco se questionava a respeito. A publicacao do corpus do Wall Street Journal,
descrito em Paul e Baker (1992), transformou a perspectiva do PLN, tornando as aborda-
gens estatisticas foco de pesquisa (PLANK, 2016). Como o cérpus é composto por textos
jornalisticos (que seguem a lingua padrao), as pesquisas decorrentes baseadas nele man-
tiveram o foco na linguagem canonica. Para o portugués, os grandes corpus disponiveis
— como os disponibilizados por meio do projeto Lacio-Web® — também seguem a mesma
tendéncia e, em grande parte, contém apenas textos que se adequam a norma culta. No
entanto, ao aplicar sistemas treinados nesse cérpus, ou criados com base neles, a textos

de CGU, os resultados sao catastroficos.

Diversos trabalhos relatam perda consideravel de desempenho ao testar ferramen-
tas do estado-da-arte de PLN em textos de CGU. Alguns exemplos sao: Gimpel et al.
(2011) relatam a diminuicdo de 12% de acuracia ao aplicar o tagger de Stanford, des-
crito em Toutanova et al. (2003) e que obtém 97% de taxa de acerto no cérpus do Wall
Street Journal. Ao realizar a tarefa de etiquetacao morfossintatica em tweets, o sistema
obtém apenas 85%. Na tarefa de reconhecimento de entidades nomeadas, o sistema de
Stanford, que obtém 86% de F-measure no conjunto de teste do CoNLL?, s6 atinge 44%
no Twitter (RITTER et al., 2011). Foster et al. (2011) relatam perda de mais de 10% de
acuracia ao testar parsers do estado-da-arte em textos de redes sociais. Para o portugués
brasileiro, o trabalho de Duran, Avanco e Nunes (2015) relata que o tagger MXPOST
(RATNAPARKHI, 1996), que atinge 97% de acuricia na etiquetacao morfossintatica de
textos jornalisticos, consegue alcangar somente 91,35% em reviews de produtos. Resulta-
dos como esses podem ser encontrados em diversas areas do PLN. A linguagem ruidosa
do CGU é de fato dificil de ser tratada.

Analisando superficialmente o motivo desses resultados, é possivel encontrar algu-
mas caracteristicas relevantes dependendo da abordagem com que a tarefa é resolvida.
Em sistemas baseados em regras, que seguem uma abordagem antiga, ¢ comum que a re-
solucao da tarefa seja sistematizada por meio de regras extraidas manualmente dos cérpus
analisados e criados com conhecimento linguistico. Como os cérpus sao de textos cano-
nicos e o conhecimento linguistico é pautado na norma culta da lingua, é de se esperar
que as regras nao sejam capazes de lidar com os ruidos do CGU. J4 em abordagens es-
tatisticas, ha duas categorias a serem consideradas: abordagens totalmente estatisticas e
abordagens que empregam conhecimento linguistico. No primeiro caso, o sistema depende

totalmente de observagoes estatisticas realizadas sobre o cérpus anotado. Consequente-

<nilc.icme.usp.br/nilc/projects/lacio-web.htm>
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mente, s6 é capaz de aprender, e por fim lidar com, textos que seguem o mesmo padrao.
J& no segundo caso, além das estatisticas do cérpus, sao incluidas features linguisticas
ou de conhecimento especifico da tarefa. Essas features sao “dicas” que auxiliam a reso-
lucdo da tarefa, ajudando a explicitar o conhecimento a ser adquirido. Alguns exemplos
sao: no reconhecimento de entidades nomeadas, iniciais capitalizadas sao um forte indi-
cio de nomes proprios; na analise sintdtica, a pontuagao das sentencas ¢ fundamental
para compreender sua estrutura; na etiquetacao morfossintatica, informacoes morfologi-
cas, que dependem da grafia correta da palavra, podem acrescentar conhecimento valioso.
No entanto, em textos de CGU, é comum que essas features nao sejam aplicaveis. Como
mencionado, usuarios da web nao se atentam a capitalizagao correta, ao bom uso de pon-
tuacgao e a grafia exata. Sendo assim, os sistema projetados esperando essas caracteristicas

nao obtém resultados satisfatorios.

Os desafios para aplicar PLN ao contetido gerado por usuéario sao muitos e arduos.
Apesar disso, o conhecimento a ser extraido de tal contetdo é valioso e pode ser utili-
zado em diversas aplicagoes promissoras. Sendo assim, é valido explorar alternativas para
tratar textos ruidosos de maneira satisfatoria. Uma saida é utilizar corpus anotados de
CGU - considerando a linguagem ruidosa como canoénica. No entanto, ha poucos recur-
sos desse tipo disponiveis, e criar novos ¢é custoso e demorado. Outra alternativa é criar
sistemas adaptados especialmente para textos escritos por usuarios. Porém, a linguagem
do CGU segue poucos padroes e muda constantemente, portanto é dificil projetar um
sistema que se adapte ao CGU em geral. Uma opg¢ao mais viavel é buscar um caminho
intermediario: tentar aproximar a linguagem ruidosa e cheia de desvios a norma culta,
tornando assim os textos de CGU mais similares aos candnicos. Desse modo, recursos de
sistemas ja disponiveis podem ser utilizados com pouca degradacao de resultados, apenas
fazendo adaptagdes conforme a necessidade da aplicagao. Essa abordagem é denominada

normalizagao textual.
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3

NORMALIZACAO TEXTUAL

Normalizagao textual é o processo de transformar palavras fora do padrao (NSWs,
do inglés non-standard words) em palavras consideradas canonicas. Em geral, esse padrao
é o léxico reconhecido pela forma culta da lingua. No entanto, ele pode ser adaptado con-
forme as necessidades de aplicagoes especificas. Tipicamente, NSWs sao formas ruidosas
de palavras corretas, ou seja, contém ruidos que as tornam irreconheciveis pelo padrao
estabelecido. Esses ruidos sdo encontrados em diversas formas — como erros ortograficos,
siglas, capitalizagdo invalida e mau uso de pontuagao. Textos de CGU sao fontes de grande
quantia de ruidos, devido principalmente a sua natureza informal. Desse modo, é natural

considerar a normaliza¢ao para melhorar a qualidade desses textos.

Métodos que buscam adaptar textos e palavras sdo propostos ha tempos. O tra-
balho de Damerau (1964), por exemplo, ja analisava técnicas para corre¢ao ortogréfica
na década de 60. No entanto, a normalizacao textual como uma tarefa de PLN por si s6
surgiu mais recentemente. Dois trabalhos podem ser considerados como os pioneiros que
ajudaram a estabelecer a area. O trabalho de Brill e Moore (2000), embora tratasse de
correcao ortografica, propos modelos robustos para normalizacao de erros que inspiraram
o desenvolvimento posterior de varias técnicas, difundindo assim a tarefa. Ja o trabalho de
Sproat et al. (2001) foi o primeiro a formalizar a normaliza¢ao textual como um processo
completo — dando inicio a pesquisas na area na forma em que ela é reconhecida atualmente.
A proposta principal de Sproat et al. (2001) foi criar técnicas de normaliza¢do para sis-
temas de sintese de voz. Nesse contexto, diversos ruidos precisavam ser tratados, como
datas, nimero de telefones e abreviagoes. Esses tipos de ruidos foram considerados pois
precisam ser processados de forma especifica pela sintese de voz, uma vez que precisam ser
falados. As principais contribui¢des do trabalho foram técnicas de normalizagao, corpus
anotados e categorizacao de erros. Embora projetado para uma tarefa especifica, a meto-
dologia empregada foi fundamental para dar inicio a pesquisas tratando exclusivamente

de normalizacao textual.
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Apesar de alguns trabalhos estabelecerem a normalizagao textual como area de pes-
quisa, ela seguiu majoritariamente sendo considerada como uma etapa de pré-processamento.
Consequentemente, seu desenvolvimento foi em grande parte atrelado a aplicagdes espe-
cificas. Desse modo, ha pouco consenso na area sobre o que considerar como ruidos, o
que normalizar e quais técnicas sdo mais eficientes. Como a tarefa é fortemente vinculada
a aplicagoes, os métodos de avaliagao, incluindo cérpus, também o sao. Esse fato torna
dificil a comparacgao e replicacdo das técnicas, visto que cada trabalho trata o processo
de normalizagdo de uma maneira. Todavia, alguns conceitos sao fundamentais para com-
preender métodos que visam a normalizagao de textos. Este capitulo tem como objetivo

apresentar a fundamentagao que constitui a base da area de normalizacao textual.

3.1 Fundamentos

A normalizacao textual trata primariamente de transformar palavras ruidosas em
palavras reconhecidas por um padrao. Nesse contexto, é fundamental encontrar manei-
ras efetivas para representar palavras e como elas se relacionam, ou seja, de verificar se
sao similares ou nao. Essa secdo apresenta as principais abordagens de representacao de

palavras e de similaridades entre palavras utilizadas em técnicas de normalizacgao.

3.1.1 Representacao de palavras

Embora existam sistemas de escrita bem estabelecidos para lingua natural, eles
sao projetados para compreensao humana e nao dos computadores. Consequentemente,
se faz necessario analisar meios de representar a lingua — e mais especificamente palavras
— de modo a torna-la compreensivel pelas maquinas. Uma das formas de representacao
mais difundidas é por meio de codigos bindrios que codificam letras em cadeias de bits.
Um exemplo dessa pratica é a tabela UNICODE, que prové uma codificagdo completa dos
caracteres utilizados na escrita. Codificagoes desse tipo sao utilizadas majoritariamente
para entrada e saida de dados — ou seja, para ler e mostrar texto na tela do computador.
No entanto, codificagdes binarias nao mantém relagao com a lingua humana, fazendo com

que tenham pouca utilidade para serem aplicadas como entrada em tarefas de PLN.

Aplicagoes de PLN geralmente recebem textos como entrada, portanto palavras
podem ser consideradas como unidade bésica de processamento. Sendo assim, é impor-
tante que elas sejam representadas de maneira que carreguem informagoes relevantes.
Motivadas por algoritmos de aprendizado de méquina, palavras em PLN tendem a ser
representadas por vetores numéricos. Uma das primeiras abordagens empregadas para
tanto foi a de representacao por meio de vetores one-hot — que representam cada palavra
por um codigo binario. Esses vetores tém como niimero de dimensoes a quantidade total

de palavras que sao representadas, pois cada uma possui identificacao tinica. Consequen-
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temente, os vetores gerados sao altamente esparsos, sendo em maior parte preenchidos
por zeros. Essa caracteristica os torna ineficientes visto que sao pouco representativos.
Uma alternativa um pouco mais sofisticada aos vetores one-hot sdo as bag-of-words. Nesse
tipo de representacao, palavras iguais sao agrupadas e suas posigoes correspondentes no
vetor sdo seu numero total de ocorréncias — ou seja, a quantia de vezes que aparecem no
texto processado. Ambas abordagens possuem uma grande deficiéncia em comum: geram
vetores que nao carregam conhecimento algum, sendo oriundos de simples contagem de

palavras.

Com o desenvolvimento de técnicas mais sofisticadas de PLN e aprendizado de
maquina, foi natural que surgissem representagoes mais efetivas de palavras. O trabalho
de Bengio et al. (2003) foi um dos pioneiros em empregar redes neurais para aprender
automaticamente representacoes vetoriais. Esse tipo de representacao, formalmente deno-
minado representacoes distribuidas, sdo atualmente mais conhecidas por word embeddings
ou simplesmente embeddings. Seu uso é recente e vem obtendo sucesso em diversas tare-
fas de PLN, sendo utilizadas principalmente como entrada de arquiteturas neurais. De
modo geral, embeddings sao vetores reais distribuidos em um espaco multidimensional
induzidos por meio de aprendizado nao-supervisionado (TURIAN; RATINOV; BENGIO,
2010). Cada dimensao do vetor de uma palavra representa uma caracteristica, de modo
a capturar distribuidamente uma propriedade semantica, sintatica ou morfolégica dessa
palavra (COLLOBERT et al., 2011).

O trabalho de Collobert e Weston (2008) foi um dos primeiros a introduzir o con-
ceito de word embedding da maneira como é atualmente empregado. A abordagem propoe
um modelo de lingua baseado em uma rede neural que tenta prever a proxima palavra
do contexto, dadas as anteriores. As representacoes das palavras sdo aprendidas por meio
do ajuste de pesos da rede utilizando o algoritmo de backpropagation (GOODFELLOW:;
COURVILLE, 2016). Palavras que ocorrem com frequéncia em um mesmo contexto ob-
tém vetores similares, sendo que é o processo de treinamento da rede que aprende essa
noc¢ao. Para efetuar o treinamento, é necessario apenas um cérpus — que nao precisa de

anotagoes visto que somente a janela de contexto de cada palavra é utilizada.

O modelo de embeddings Word2Vec, proposto por Mikolov et al. (2013b), popula-
rizou em grande escala essse tipo de representacado. A técnica utilizada para geracao do
modelo segue o mesmo principio do modelo de lingua neural de Collobert ¢ Weston (2008).
Essa técnica foi divida em dois modelos: Continuous bag-of-words (CBOW), ilustrado na
Figura Figura 6, e Skip-gram, ilustrado na Figura Figura 6. O CBOW tem como objetivo
prever a palavra do meio dada uma janela de contexto. Ja o Skip-gram prediz as palavras
da janela de contexto dada a palavra do meio como entrada. A representacao vetorial é

aprendida como consequéncia do treinamento da rede.

Um ponto negativo do Word2Vec ¢é que a ordem das palavras dentro da janela de



34 Capitulo 3. Normalizacio Textual

Figura 6 — Modelos do word embeddings Word2Vec.
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Fonte: Adaptada de Mikolov et al. (2013b).

contexto é desconsiderada. Desse modo, informacoes sintaticas nao sido representadas nos
vetores. Para contornar esse problema, o trabalho de Ling et al. (2015) propds uma versao
modificada do Word2Vec, denominada Wang2Vec. A modificacao representa a ordem das
palavras por meio da concatenagao das entradas em vez da soma, no caso do modelo
CBOW, e como uma ponderacdo na saida do Skip-gram. A arquitetura do modelo é
apresentada na Figura Figura 7. Embora simples, a versao modificada é capaz de gerar

vetores que carregam mais conhecimento sintatico que o Word2Vec.

Figura 7 — Modelos de word embeddings Wang2Vec.
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Fonte: Adaptada de Ling et al. (2015).

Como mencionado, o treinamento das embeddings depende somente de um corpus
nao-anotado. Nos modelos tradicionais, sdo geradas representacoes vetoriais apenas para
palavras encontradas no cérpus, visto que janelas de contexto em nivel de palavra sao
essenciais para o treinamento. Essa caracteristica pode ser problematica para aplicacoes
cujo corpus utilizado nao seja o mesmo que serviu de base para o treinamento das embed-
dings, pois pode haver palavras que nao possuem vetores associados. O modelo proposto
por Bojanowski et al. (2016), Joulin et al. (2016), denominado FastText, utiliza janelas de
contexto em nivel de caractere — utilizando n-gramas de caracteres de uma dada palavra
em vez da palavra em si. Desse modo, é possivel gerar vetores até mesmo palavras que nao
constam no vocabulédrio, pois apenas os caracteres que a compoe bastam para a geracao.

O FastText é baseado em uma adaptacdo do modelo Skip-gram do Word2Vec, sendo que



3.1. Fundamentos 35

a saida da rede neural é calculada utilizando os vetores dos n-gramas de caracteres — que
em seguida sdo somados aos de contexto para representar uma palavra w,;. A Figura 8

ilustra esse processo.

Figura 8 — Modelo de word embeddings FastText.
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Fonte: Adaptada de Bojanowski et al. (2016).

Os vetores obtidos por meio dos modelos de embeddings sdo capazes de representar
similaridades entre as palavras, sendo que palavras préximas no espago vetorial (de acordo
com alguma métrica de distancia) tendem a ter significados similares. Um exemplo que
ilustra essa capacidade de representagao pode ser visto na Figura 9, que apresenta o espago

vetorial das embeddings reduzido para duas dimensoes.

Figura 9 — Similaridades entre vetores de word embeddings.
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Fonte: Cholleton (2016).

E possivel notar trés grupos que retinem palavras com conceitos similares (misica,
computadores e comida). Em geral, a métrica de distancia utilizada para calcular a simi-

laridade entre embeddings é a similaridade do cosseno, que calcula o cosseno do angulo
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formado entre dois vetores — quanto maior seu valor, maior a similaridade. Esse tipo de
agrupamento conceitual pode ser encontrado nas mais diversas formas, inclusive agru-
pando vetores que representam nome de paises e que representam palavras de mesma
classe gramatical. Outra caracteristica interessante é a possibilidade de efetuar opera-
¢Oes aritméticas entre os vetores. Um exemplo classico do Word2Vec é que a operagao
(vetor (Rei) —vetor (Homem) ) + vetor (Mulher) resulta em um vetor extremamente pro-
ximo ao que representa a palavra rainha — mostrando que word embeddings sao capazes

de representar analogias entre conceitos.

3.1.2 Representacao de similaridade entre palavras

Considerando as representacoes de palavras apresentadas, a similaridade entre elas
pode ser medida com base em duas perspectivas. A primeira considera a palavra segundo
sua representagdo em lingua natural: ou seja, como uma sequéncia de letras (caracteres).
Seguindo essa representacao, medidas de similaridade de string e de similaridade fonética
podem ser empregadas. A segunda perspectiva considera a palavra como um vetor numé-
rico, ou word embedding. Nesse caso, medidas de distancia em espacos vetoriais podem
ser aplicadas. Nesta secao, serao apresentadas as principais medidas de similaridade que

frequentemente sao utilizadas em técnicas de normalizacao textual.

Ao se representar palavras como sequéncias de caracteres, é necessario utilizar me-
didas de similaridade de strings para compara-las. Uma das métricas mais empregadas
para tal fim é a distancia de edi¢ao, que consiste na contagem do niimero minimos de
edi¢des para transformar uma string em outra. Tradicionalmente, sdo consideradas como
edigoes as operacoes de inser¢ao, substituicdo e remocao de letras. Uma modificagao pro-
posta por Damerau (1964), conhecida como distdncia de Damerau-Levenshtein, inclui a
transposigao (troca de letras adjacentes) como uma operacao de edigdo. Essa medida foi
proposta originalmente no contexto de correcao ortografica, sendo bem adequada para
essa tarefa. A distdncia de edigao entre tbm e tambor, por exemplo, é 4 (trés insergoes e
uma substituigdo). J& a distancia entre tbm e também é apenas 3 (inser¢do de a, de m
e de €), mostrando que entre as duas essa é a corre¢do mais provavel. E possivel inserir
conhecimento especifico de um idioma no calculo dessa medida. Um exemplo é considerar
adicao de acento em uma letra como uma operagao que tem custo menor que uma subs-
tituicdo convencional — facilitando assim a correcao de erros causadas pela auséncia de

acentuacao.

Outra medida amplamente utilizada é a Longest Common Subsequence (LCS), que
representa a maior subsequéncia de caracteres em comum entre duas strings. Subsequén-
cias, diferente de substrings, nao necessitam ser contiguas, os caracteres s precisam estar
na mesma ordem em ambas strings. Entre as palavras humano e chimpanzé, por exem-

plo, a maior subsequéncia é hman. O calculo dessa medida é um problema tradicional de
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computacao, sendo usualmente feito por meio de algoritmos de programacao dinamica
(ULLMAN; AHO; HIRSCHBERG, 1976). Uma caracteristica interessante da LCS é sua
capacidade de representar o quanto uma palavra esta contida em outra, tornando-a espe-
cialmente 1til para lidar com abreviagoes. A palavra enguanto, por exemplo, é comumente
abreviada como eqt em textos da web. A distancia de edi¢ao entre elas ¢ alta (5), indicando
baixa probabilidade de ser a correcao correta. No entanto, a LCS é a propria string eqt,
portanto com o uso dessa medida é possivel corrigir corretamente. A Longest Common
Subsequence Ratio (LCSR) é uma ponderagao da LCS, obtida dividindo-se o tamanho da
maior subsequéncia pelo niimero de caracteres da maior palavra — resultando em um valor

normalizado de 0 a 1, que a torna mais facil de utilizar em conjunto com outras medidas.

O coeficiente de Dice, também conhecido por coeficiente de Sgrensen-Dice, foi
proposto originalmente por Sgrensen (1948) como uma medida estatistica para comparar
duas amostras aleatérias. Sua adaptacao para lidar com strings é calculada com base no
ntmero de bigramas de caracteres compartilhados entre duas palavras. Considerando X e
Y como strings representadas por um conjunto de caracteres, o calculo exato do coeficiente

é computado como:

21XNY

_Axar] (3.1)
X[+

Seguindo a Equacao 3.1, D indica o coeficiente de Dice e a operacao de intersec¢ao é
definida como o ntimero de bigramas em comum entre as palavras. |X| indica o tamanho em
numero de caracteres da string. Entre as palavras experimento e exprmnto, por exemplo,
o coeficiente é # ~ 0,421, pois as palavras tém quatro bigramas em comum (ez, xp, nt
e to). Essa medida pode ser especialmente util na normalizacdo de ruidos que mantém

silabas em comum com sua versao correta.

Outra abordagem para realizar comparacao entre palavras é por meio da similari-
dade fonética. O algoritmo Soundex, proposto originalmente por Rusell (1918), tem como
objetivo codificar palavras de acordo com os fonemas de sua prontncia. Essa codificacao
faz com que palavras homofonas sejam representadas da mesma forma. Essa caracteris-
tica facilita a correcdo de erros motivados pela fala. A palavra ezcesso, por exemplo, é
frequentemente escrita com a grafia incorreta ecesso, seguindo a maneira que é falada.
Enquanto a distancia de edigdo entre elas é 1, assim como um grande ntimero de outras
palavras que s6 tem uma letra diferente, a distancia fonética é 0, pois s@o homoéfonas.
Desse modo, o Soundex permite a correcao de forma efetiva. Embora o algoritmo tenha
sido originalmente projetado para o inglés, ha adaptacoes disponiveis para outros idiomas.
O trabalho de Duran, Avanco e Nunes (2015) propoe um corretor ortografico baseado em
fonética, que faz uso de uma versao modificada do Soundex com regras especificas para o

portugués brasileiro.
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Ao utilizar representagoes vetoriais de palavras, outras medidas de similaridade
sao necessarias. Em geral, word embeddings sao distribuidas em um espago de alta di-
mensionalidade. Como os vetores de embeddings sao numéricos e continuos, é possivel
compara-los utilizando métricas algébricas de distancia. A distancia euclideana é uma
das mais conhecidas, sendo calculada de acordo com a Equacao 3.2, sendo n o niimero de

dimensoes das embeddings e u e v dois vetores cuja distancia esta sendo calculada.

(3.2)

Embora seja famosa, a distancia euclidiana nao é usualmente utilizada no contexto
de aprendizado de maquina por nao lidar satisfatoriamente com espagos de alta dimen-
sionalidade (MITCHELL, 1997). A métrica mais comum para calcular a similaridade de
embeddings é a distancia do cosseno, apresentada na Equacao 3.3, sendo u e v vetores de

n dimensoes.

n
X ui Xvj

¥ (w)?x ¥ (v)?

i=1 i=1

Essa medida calcula o cosseno do angulo formado pelos vetores. Seu valor varia
de 0 a 1 — com 0 indicando que sao opostos e portanto nao possuem similaridade e 1 que

sao idénticos.

Cada uma das medidas descritas tem suas particularidades e servem a um propo-
sito. Combina-las de modo a mensurar similaridade de maneira mais complexa é possivel
e pode apresentar bons resultados. Embora representacoes vetoriais sejam melhores para
algoritmos de aprendizado de maquina, as medidas de similaridade de strings sao tteis
para normalizacao textual. Desse modo, é vantajoso explorar abordagens hibridas que

sejam capazes de combinar o melhor de cada uma das representagoes apresentadas.

3.2 Abordagens de normalizacao

Uma vez representadas as palavras e as relacoes entre elas, é possivel efetuar o
processo de normalizacao. Ainda é necessario, entretanto, modelar detalhadamente como
o processo ocorrera. Nao existe consenso na area sobre como o problema deve ser mo-
delado, sendo que ha varias propostas diferentes. No entanto, algumas abordagens sao
encontradas com mais frequéncia na literatura. E importante ressaltar que abordagens
que modelam o problema da mesma maneira nao necessariamente fazem uso das mesmas

técnicas. Assim, o termo abordagem se refere ao modo como a tarefa de normalizagao é
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modelada computacionalmente. Nesta secao, serao apresentadas as principais abordagens

encontradas na literatura.

3.2.1 Baseadas em Léxico

E a abordagem mais simples de normalizacdo. Consiste basicamente em utilizar
léxicos (ou listas de palavras) anotados, contendo palavras ruidosas como entrada associa-
das as suas potenciais correcoes. E possivel que cada ruido esteja associado a apenas uma
correcao, tornando o processo de normalizacao deterministico — ou seja, o ruido é sempre
substituido pela mesma palavra. Caso existam diferentes candidatos a substituicao, é ne-
cessario empregar alguma forma de desambiguacao. Para tanto, medidas de similaridade

entre palavras podem ser aplicadas.

A elaboracao dos léxicos utilizados na normalizacao é geralmente feita manual-
mente. Portanto, é necessario compilar listas de palavras com ruidos e posteriormente
corrigi-las. Esse processo deve ser feito com base em amostras de textos ruidosos. Um
problema dessa abordagem é que somente sao identificadas palavras que estao contidas
nas amostras escolhidas para andlise. Sendo assim, é comum que os léxicos elaborados
fiquem restritos a um dominio especifico. Outro ponto negativo é que podem existir diver-
sas formas do mesmo ruido, muitas vezes contendo apenas pequenas variagoes, tornando
dificil encontrar todas as variagdes em um conjunto restrito de textos. A criacdo manual
de listas de palavras nao emprega métodos automéaticos de aprendizado, limitando demais

sua aplicabilidade.

Embora restrita e nao-escalavel, a abordagem baseada em léxico pode ser efe-
tiva em dominios bem delimitados. Se apenas textos de determinado assunto oriundos
da mesma fonte, por exemplo, sdo processados pela aplicagao, é possivel que um léxico
construido manualmente seja capaz de normalizar extensivamente os ruidos encontrados.
Todavia, lidar com normalizagao de forma genérica nao é facilmente realizavel com essa
abordagem. Consequentemente, é valido explorar abordagens que fagam uso de algoritmos

capazes de aprender corregoes com base em observagoes feitas sobre cérpus anotados.

3.2.2 Baseadas em Noisy-channel

O modelo noisy-channel é uma metafora de representacao que pode ser aplicada
em diversas tarefas de PLN. Em sua concepgao original, proposta por Shannon (1956), o
modelo tinha como objetivo representar a transmissao de dados. O processo era modelado

com base na seguinte sequéncia de passos:

1. Os dados sao emitidos a partir de um canal transmissor destinados a um canal

receptor.
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2. Ao decorrer da transmissao, os dados passam por um canal ruidoso que os corrompe.

3. O canal de destino recebe os dados corrompidos e nao é capaz de decodifica-los

corretamente.

O objetivo do noisy-channel é modelar cada um desses canais (emissor, receptor e
canal ruidoso) de modo a conseguir fazer o processo contrario — obter os dados originais
a partir dos corrompidos. Uma ligagdo telefonica é um bom exemplo para ilustrar o
processo. Uma pessoa (emissor) faz uma ligacdo para outra (receptor). No entanto, as
linhas de transmissao estao instaveis, fazendo com que a qualidade da chamada seja baixa
(canal ruidoso), com muitos ruidos. Consequentemente, a pessoa nao consegue entender
corretamente o que esta sendo dito — pois recebe dados corrompidos. O objetivo do noisy-

channel é conseguir recuperar o que esta sendo falado originalmente.

De maneira mais formal, o modelo nosy-channel visa a encontrar a sequéncia mais
provavel de palavras dada a observacao de uma mensagem ruidosa. Por exemplo: uma
sentenca ¢ de tamanho n é corrompida por um canal ruidoso gerando uma mensagem w
de tamanho m. A sentenca original pode ser recuperada por meio da distribuicao de pro-
babilidade a posteriori do canal receptor dado o canal emissor P(w|c) e uma distribui¢do
de probabilidade a priori do canal emissor P(c). Sendo assim, o objetivo do noisy-channel
é encontrar argmax P(w|c). Aplicando a regra de Bayes e desconsiderando o denominador
constante, o problema pode ser reescrito como argmax P(c|w)-P(w). A probabilidade P(w)
pode ser estimada por meio de observagoes no corpus. Ja a probabilidade P(c|w) - P(w)
nao pode ser encontrada diretamente. No entanto, geralmente ha um alinhamento que
pode ser modelado entre a sentenca original e a corrompida — permitindo assim estimar

a probabilidade.

A modelagem do noisy-channel na pratica se resume a encontrar esses alinhamen-
tos. Para tanto, é necessario representar de alguma maneira o processo que transforma
uma sequéncia normal em uma sequéncia ruidosa. Esse processo, também chamado de
histéria gerativa, é geralmente modelado com engenharia de features — que é escolha de
um conjunto de caracteristicas que capaz de modelar a corrupg¢ao causada pelo canal rui-
doso. Na normalizacao textual, a historia gerativa deve representar o processo de correcao
de uma palavra ruidosa. Uma vez criada a historia gerativa, o modelo pode estimar as

probabilidades com base em observagoes sobre um corpus.

3.2.3 Baseadas em Redes Neurais

Abordagens baseadas em redes neurais vém sendo utilizadas com sucesso em di-
versas tarefas de PLN, como anélise de sentimentos (TAI; SOCHER; MANNING, 2016),
simplificacao textual (WANG et al., 2016), analise sintatica (FONSECA; ALUISIO, 2015)
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e segmentagao de sentengas (TREVISO; SHULBY; ALUISIO, 2017). A tarefa de normali-
zagao segue a mesma tendéncia, com um grande ntimero de trabalhos recentes utilizando
redes neurais (MIN; MOTT, 2015; LEEMAN-MUNK; LESTER; COX, 2015; IKEDA,;
SHINDO; MATSUMOTO, 2016). Um atrativo para o uso dessas arquiteturas é a possibi-
lidade de utilizar word embeddings como entrada, viabilizando assim o aprendizado sem
engenharia de features manuais. Desse modo, ¢é relevante analisar os fundamentos que
formam a base dessa abordagem. Esta se¢ao trata sobre os principais conceitos relaciona-
dos a redes neurais. Serdao apresentadas as arquiteturas mais relevantes para a tarefa de

normalizagao: multilayer perceptrons e redes recorrentes.

Multilayer Perceptron

Com uma arquitetura amplamente difundida, as multilayer perceptrons (MLPs) sao
possivelmente as rede neurais multi-camadas mais simples. Consistem de uma sequéncia
de camadas compostas por unidades conhecidas como neurénios, os quais sao responsaveis
por calcular fungdes de ativagao sobre os dados de entrada. A Figura 10 apresenta uma

arquitetura simples de uma MLP com apenas uma camada oculta.

Figura 10 — Arquitetura de uma MLP.

Input Layer Hidden Layer Output Layer

TN O utput

Fonte: Cazala (2016).

A primeira camada de uma MLP é denominada camada de entrada e a tultima,
camada de saida, sendo responsavel por retornar o valor final computado pela rede. As
camadas intermediarias sdo denominadas camadas ocultas. O funcionamento do fluxo de
uma rede neural comeca com a entrada da matriz de dados X € R™*" em que m é o
nimero de instancias de treinamento e n é a quantidade de features associada a cada
instancia. As entradas sdo passadas para a proxima camada, na qual cada neurénio a;

visa a aprender uma informacao associada a cada entrada anterior x € X, de modo a
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produzir uma ativacao de acordo com a Equacao 3.4.

a=f(z) = £(67x) (3.4)

Sendo f a funcao de ativagdo, que comumente é uma fungao nao-linear aplicada
elemento a elemento sobre os dados. 0 representa os pesos associados entre as duas ca-
madas. Exemplos comuns de fungoes de ativagao sao a funcao sigmoide (Equagao 3.5),
tangente hiperbdlica (Equacao 3.6), e Rectified Linear Unit (ReLU), ou unidade linear
retificada (Equagao 3.7).

o(z) = 1 +lez (3.5)
tanh(z) = j;j_ (3.6)
relu(z) = max(0,z) (3.7)

O nitimero de unidades de ativa¢do na tltima camada da rede y = hg(X) = all) de-
fine a quantidade de etiquetas que o modelo classifica. Em um problema de classificacao
binaria y € {)1,)»}, a camada de saida possui apenas um neurdnio com a fungao de ativa-
¢ao sigmoide. Em um problema multi-classe y € {Vy, ..., Yk } é possivel generalizar ao fazer
com que camada de saida possua exatamente K unidades de ativagdo. A probabilidade de
uma instancia x ser da classe ) pode ser calculada com uma fungao softmax, descrita na

Equacao 3.8.

POLIX) = () = PO (3.5
j=1 exp(y;)

Para encontrar o conjunto de pesos 6 ideais, é necessario definir uma funcao de
custo que mensura o quao distante uma predigdo § = hg(x) da rede estd do valor real.
Com base nisso, é possivel aplicar métodos de gradiente descendente para minimizar a
funcao de custo em relacao aos pesos. Uma funcao frequentemente utilizada para esse fim

é a entropia cruzada descrita na Equacgao 3.9.

L£(6) ==Y v log() (3.9)
i=1

Para minimizar a func¢ao de custo, o algoritmo backpropagation (WERBOS, 1974)
é amplamente utilizado, ja que ele reusa partes da computagao dos gradientes de maneira
eficaz. O algoritmo segue a dire¢ao inversa da usada para obter a saida h(x) de modo a

computar os gradientes de atualizacao dos pesos 6 em relagao a funcao de custo 6 +— L.
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Esse comportamento é conhecido como gradiente descendente. A regra de atualizacao
dos pesos num instante ¢ é dada pela Equacao 3.10, sendo n a taxa de aprendizado, um
valor geralmente pequeno que tem como objetivo definir o tamanho dos “passos” dados

no gradiente, consequentemente controlando a velocidade de convergéncia da rede.

9t+l < 9; - nV£<9t) (310)

Uma técnica recente que vem sendo utilizada para evitar o overfitting no treina-
mento é o dropout, proposta por Srivastava et al. (2014). De modo geral, a técnica aleato-
riamente “desliga” unidades neurais da rede durante o treinamento de modo a evitar que
neurénios topologicamente préximos (ou conectados) aprendam de forma correlacionada
— ou seja, dependendo um do outro. O uso do dropout acarreta, principalmente para redes

neurais grandes, em diminuicao consideravel do overfitting.

Redes Neurais Recorrentes

Redes Neurais Recorrentes (RNNs, do inglés recurrent neural networks) sao simi-
lares a MLPs em sua arquitetura, com a adi¢ao da possibilidade de conexoes recorrentes
entre camadas. A Figura 11 apresenta um neurénio recorrente. Varios deles podem ser

combinados para formar a arquitetura da rede, de modo analogo as MLPs.

Figura 11 — Neurénio de uma rede neural recorrente.

7
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Fonte: Olah (2015).

Recorréncias dao a rede a capacidade de lidar com sequéncias de dados, visto que
informagoes ja computadas podem ser consideradas na predi¢ao final, capturando assim
relagdes temporais. Além disso, a sequéncia de dados pode ter um tamanho variavel, per-
mitindo que sentencas possam ser modeladas diretamente como sequéncias de palavras.
De modo a adaptar o processo de aprendizado para aceitar sequéncias de tamanhos varia-
veis, os parametros da rede sao compartilhados através do “tempo” — que avanga a cada
passo de execucao da rede. Esse conceito, denominado time delayed neural networks, foi

apresentado originalmente por Lang, Waibel e Hinton (1990).

Nas RNNs, cada instancia de entrada de dados é considerada como um elemento
temporal. Desse modo, um instante de tempo ¢ o conjunto de passos de execucao ne-

cessarios para processar toda a sequéncia de entrada. A camada de saida de uma rede
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recorrente também é temporal, de modo que a etiqueta mais provavel para cada elemento
da sequéncia pode ser obtida por meio de uma operagao de argmax aplicada elementar-
mente na Equacao 3.8. A fim de minimizar a fungao de custo, os pesos da RNN podem ser
ajustados usando o algoritmo Backpropagation Through Time (BTT) (WERBOS, 1990),
que é uma adaptacao do backpropagation tradicional. O BTT realiza o ajuste dos pesos

ao longo do tempo somando-se os gradientes da funcao de custo em cada instante ¢.

Em determinadas aplicagoes, é relevante considerar informacgoes de um contexto
futuro para realizar uma predicao. Na tarefa de desambiguacao lexical de sentidos, por
exemplo, saber qual a palavra conseguinte a que se deseja desambiguar pode ser ttil na
determinacao de seu sentido — portanto é interessante utilizar uma feature de informacao
do contexto a direita (futuro). Entretanto, RNNs convencionais processam a sequéncia
de dados na ordem temporal, da esquerda para direita. O trabalho de Schuster e Paliwal
(1997) propoe uma solugao para esse problema. A abordagem proposta consiste em passar
uma sequéncia de dados para uma RNN paralela que processa em ordem invertida (da
direita para esquerda). Essa RNN é independente da original — a qual processa a entrada
na ordem temporal. Para combinar os dois contextos, a saida de cada neurdnio é com-
binada posteriormente. Arquiteturas que fazem uso dessa abordagem sdo denominadas
Redes Neurais Recorrentes Bidirecionais (BRNN, do inglés bidirectional recurrent neural

networks).

Uma maneira de visualizar as RNNs mais intuitivamente é desenrolando as recor-
réncias. A Figura 12 apresenta essa forma de visualizacdo. Nesse formato, a RNN pode
ver vista como uma MLP com varias camadas ocultas — sendo que cada uma é na verdade

um instante de tempo, representando o processamento de cada elemento da sequéncia.

Figura 12 — Unidade recorrente desenrolada.
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Fonte: Olah (2015).

Apesar de possibilitar o ajuste dos pesos da rede e consequentemente o treinamento,
o BTT apresenta dois problema de aprendizado (GOODFELLOW; COURVILLE, 2016):
(i) desvanecimento do gradiente (vanishing gradient), que ocorre quando o gradiente se
torna muito pequeno ao decorrer dos passos de tempo e acaba perdendo a relevancia
em relagdo a unidades anteriores, fazendo com que os pesos nao consigam ser ajustados

satisfatoriamente e (ii) explosdo do gradiente (ezploding gradient), que é em linhas gerais
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o oposto do desvanecimento, ocorrendo quando o gradiente atinge valores extremamente
altos e impossibilita a convergéncia da rede. Uma possivel solugdo para esses problemas é
a utilizacao de células de memoria especiais como unidades de ativagao, como os neurdnios

do tipo Long-Short Term Memory (LSTM) (HOCHREITER; SCHMIDHUBER, 1997).

LSTM é uma unidade neural recorrente, sendo que a combinacao de varias células
forma uma rede de LSTMs. Nesse trabalho, o termo LSTM sera utilizado para se referir
genericamente a arquitetura neural composta por neurdnios de LSTM — podendo ser
formada por varios ou apenas um. Muitas variantes de LSTM ja foram propostas na
literatura, no entanto a arquitetura bésica proposta por Greff et al. (2016) serd utilizada

na apresentacgao dos conceitos pertinentes. A Figura 13 ilustra as conexdes de uma unidade
de LSTM.

Figura 13 — Unidade de LSTM bésica.

output
v recurrent

Oﬁ recurrent
g .
R4
L4
4

block output

output gate
LSTM block 7

peepholes

..... input

4 forget gate

input

input

input recurrent

Fonte: Greff et al. (2016).

Conforme ilustrado na Figura 13, a arquitetura béasica consiste de um conjunto de
conexoes recorrentes. As atualizagoes de acordo com as relagoes dos blocos da figura para

um instante ¢ sdo definidas como:

iy =0(64-a,+ 6, -u,_1+b;)
fi=0(0up-a;+6,7-u_1+by)
0 =0(64p-a;+ 040 -u;—1+by,)
gr =tanh(6,c - a; + Oy - ;1 +b;)
=[iOc-1+iOg

uy = oy O tanh(cy)

Sendo u, € R? uma unidade recorrente oculta, iy € R? o gate de entrada, f; €

R? o gate de esquecimento, o; € R? o gate de saida, g; € R? éo gate de modulagao da
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entrada, e ¢; € R? a célula de memoria, que consiste da soma de células de memérias pela
multiplicadas elementarmente (®) por f; com estados ocultos anteriores modulados pelo
gate de entrada i;. As matrizes 6;; sao pesos das conexoes entre os gates i e j e b; sdo

vetores de viés para o gate i.

Ao contrario de uma RNN basica, a sailda de uma unidade LSTM nao depende
apenas de estados anteriores, sendo que também sao utilizadas informacoes codificadas
internamente em sua célula de memoria por meio dos gates. Os gates (ou portdes) sao
definidos com fungdes sigmoide (o) e podem ser vistos como reguladores que deixam
passar o(x) de informagao adiante. J& os gates que usam fungdes tanh, sao anédlogos a

fungoes de recompensa.

Com a motivacao de simplificar o funcionamento de uma célula de LSTM, o traba-
lho de Cho et al. (2014) prop6s uma unidade chamada Gated Recurrent Unit (GRU), na
qual um tnico gate i, é responsavel por controlar simultaneamente o fator de esquecimento

fi e a decisao de atualizar a célula interna c;:

2t =0(64;- 2+ 04;- 0,1 +by)

1t =0(64 -2+ 6, -u_1 +b,)

i; =tanh(6y,-a;+ 0y, - (r; ©uy—1) +by)
w=1-z)0w_1+z 04

Sendo 6;; pesos das conexoes entre os gates i e j, e b; vetores de viés para o gate
i. Nessa formulagao, a saida u; corresponde a interpolacao linear ponderada pelo gate
de atualizacao z; entre o que havia anteriormente armazenado na célula ;1 e o atual
candidato ;. O novo candidato corresponde a uma regulagao do que havia anteriormente
r ®u;—1 com o que ha de novo na entrada a;. B importante ressaltar que uma unidade GRU
possui uma matriz de pesos a menos do que uma unidade LSTM, deixando o treinamento

via backpropagation mais rapido e eficiente.

3.2.4 Auvaliacao de Resultados

A tarefa de normalizacao pode ser abordada como um problema de classificagao em
multiplas classes, considerando a palavra ruidosa como entrada, a saida do normalizador
como predicdo do modelo e a palavra correta como saida esperada. Outra abordagem é
representa-la como classificagdo bindria: se a correcao proposta pelo modelo é a correta,
isso caracteriza um acerto; senao, um erro. Com base nessa modelagem, é possivel utilizar
métricas tradicionais de avaliagao de classificadores para avaliar métodos de normalizacao.
Diferentemente da classificagdo comum, uma pratica frequente na tarefa de normalizacao
¢ nao gerar apenas uma saida no modelo — mas sim um conjunto de possiveis candidatos

a substituir a palavra com ruido. Nesse caso, em vez de avaliar a predigdo como uma
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entidade Unica, sdo avaliadas as top-n predigdes, sendo n o nimero total de predi¢oes
consideradas. Na pratica, top-n representa os n candidatos mais provaveis a substituir a
palavra ruidosa. Esse conceito teve origem na avaliacao de sistemas de recomendagao como
uma maneira mais adequada de avaliar as diferentes recomendagoes propostas (KARYPIS,
2001).

Em geral, a avaliacao de classificadores é realizada comparando-se a saida do mo-
delo com o resultado esperado. Na normalizacao textual, a saida do modelo é o candidato
mais provavel a corrigir o ruido ou um conjunto de n candidatos mais provaveis. O re-
sultado esperado é a palavra correta, que foi corrigida por um anotador humano no caso
de avaliacao em cérpus anotados. As medidas mais frequentes na literatura para avaliar
classificadores sdo a F-Measure (Fg), a Cobertura (C), a Precisao (P) e a Acurécia (AC)
(POWERS, 2011). Cada uma delas pode ser calculada a partir da matriz de confusao (Ta-
bela 4) que consiste em uma tabela que discrimina os tipos de acertos e erros cometidos

em uma tarefa de classificacdo (tradicionalmente binéria).

Tabela 4 — Matriz de confusao

Classificador
Sim | Nao
Sim | VP FN
Nao | FP VN

Fonte: Elaborada pelo autor.

Cérpus

Contextualizando a matriz de confusao na tarefa de normalizagao, Verdadeiro Po-
sitivo (VP) indica que o ruido foi corrigido corretamente; Falso Positivo (FP) indica que o
modelo modificou determinada palavra que ja estava correta; Verdadeira Negativo indica
que o modelo corretamente nao normalizou determinada palavra e Falso Negativo (FN)
indica que o modelo ndao normalizou uma palavra que deveria ter sido corrigida. Com base

nessas informagoes, é possivel calcular cada uma das métricas mencionadas:

« Precisao (P): indica a proporc¢ao de palavras normalizadas que de fato deveriam

ter sido corrigidas:
VP

P=———
VP+FP
« Cobertura (C): considerando o total de palavras que deveriam ter sido normali-
zadas, indica a proporc¢ao do total que efetivamente foi:
VP
C=——
VP+FN

« F-Measure (FB): medida que relaciona precisao e cobertura por meio de uma média
harmonica desses valores:
pP-C

f=0+F) ppec
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Costuma-se utilizar B = 1, o que da origem a medida conhecida por F1-Measure,

F'1-Score, ou por simplicidade, Fi:

pP.C
Fi=2——
P+C

o Acuracia (AC): indica o total de normalizagoes corretas dado o montante de

palavras analisadas:
VP+VN

AC =
VP+VN~+FP+FN

Uma métrica similar as citadas, utilizada em alguns trabalhos de normalizacao, ¢

a taxa de alarme falso (FAR, do inglés false alarm rate), calculada como:

FP

FAR = ———
FP+VN

Essa medida representa a taxa de corre¢oes que o normalizador efetuou erroneamente —
portanto quanto menor seu valor, melhor o resultado. Outra forma de avaliar o processo
de normalizacao ¢ analisando a correcao proposta em si, ou seja, comparando diretamente
a palavra gerada pelo modelo a esperada. Uma medida que possibilita esse tipo de analise
¢ a taxa de erro de palavra (WER, do inglés word error rate). A WER compara a palavra
gerada pelo modelo a palavra efetivamente correta. A comparacao é feita por meio da
distancia de edigdo, considerando as operacgao de substitui¢do (S), remogao ou delegao
(D) e insercao (I). A WER ¢ calculada como:

S+D+1

WER= ————
S+D+Co

Co indica o numero de caracteres corretos, que nao necessitam de operagoes de edicao.
A medida WER possibilita uma avaliagdo mais meticulosa dos erros cometidas na nor-
malizacao, permitindo compreender exatamente quao distante a palavra gerada esta da
correta. A taxa de erro de caractere (CER, do inglés character error rate) é uma versao
mais granular da WER, considerando as edi¢oes caractere a caractere e nao somente da

palavra como um todo.
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CAPITULO

A

TRABALHOS RELACIONADOS

Neste capitulo sao apresentados os principais trabalhos encontrados na literatura
sobre normalizagao textual que de alguma maneira se relacionam ao proposito desse pro-
jeto. As secoes sao divididas de acordo com abordagens para tratar a tarefa de normaliza-
cdo. E importante ressaltar que essa divisao se refere ao modo que o problema é modelado.
Sendo assim, é possivel que trabalhos que utilizam técnicas distintas estejam dispostos na
mesma se¢ao. Os trabalhos serdo apresentados em ordem cronoldgica. A Secao 4.4 traz
um resumo da revisao da literatura, sintetizando brevemente as principais caracteristicas
dos trabalhos abordados.

4.1 Baseados em Léxico

Esta secao apresenta trabalhos que efetuam o processo de normalizacao, total ou
parcialmente, por meio do uso de léxicos manualmente construidos. De modo geral, esses
léxicos sao listas de palavras fora do padrao seguidas por suas respectivas correcoes. Essa
abordagem ¢é muitas vezes limitada, pois o uso de listas elaboradas manualmente nao é
escalavel. No entanto, é possivel que em dominios restritos ou em aplicagoes especificas

esses léxicos tenham a capacidade de cobrir a maior parte dos ruidos.

4.1.1 Trabalho de Clark e Araki (2011)

Este trabalho tem uma abordagem baseada em léxicos para normalizagao de textos
da web escritos em lingua inglesa. Os autores propdéem um sistema, denominado Casual
English Conversion System (CECS), para identificar e corrigir erros e irregularidades
tipicamente encontrados no uso casual da lingua inglesa, principalmente em redes sociais.

O sistema considera oito categorias de ruidos, sendo elas:

1. Abreviagbes (encurtamento): palavras escritas de forma mais curta que suas



50

Capitulo 4. Trabalhos Relacionados

versoes padrao de modo a poupar espaco, podendo incluir misturas de niimeros e

letras (como g¢r8 para se referir a great (6timo)).

Abreviagées (acronimos): utilizados em nomes de entidades e como abreviagoes
de sentengas ou expressoes, como IMHQO para se referir a in my humble opinion (em

minha humilde opiniao).

Erros de digitagao/ortograficos: grafia errada de palavras existentes, causada
por erro de digitacdo (ao se pressionar teclas proximas acidentalmente, por exemplo)

ou por desconhecimento da forma correta.

Omissao ou erros de pontuacgao: além de auséncia de pontos para delimitar
sentengas, um erro comum na lingua inglesa é a falta de apéstrofo (como em dont

em vez de don’t).

Girias contextuais: palavras existentes no léxico da lingua mas que sao usadas
como girias com outro significado. Um exemplo é [it, que oficialmente é a forma
no pretérito do verbo to light (acender), mas que informalmente é utilizada como
sinénimo de legal. A resolucao dessa categoria de erro pode ser considerada um

problema de desambiguacao de sentido.

Wordplay: “brincadeira” com a forma da palavra, quando a grafia incorreta é utili-
zada propositalmente. Repeticao de letras para dar énfase a palavra (como chaaato
em vez de chato, em portugués) é um exemplo frequentemente encontrado na lin-

guagem informal da Internet.

Evasao de censura: uso de pontuacao ou de nimeros para disfarcar palavras
obscenas e xingamentos. Muitas vezes ¢ utilizada para burlar filtros de linguagem

que comumente sao aplicados a comentarios em foruns de discussao ou em chats.

Emoticons: combinaciao de simbolos geralmente utilizados para representar senti-
mento ou expressoes. Embora facilmente reconhecidos por humanos, nao tém signi-

ficado direto para aplicagoes de PLN — por isso normaliza-los.

Para analisar os ruidos e criar os léxicos de normalizagao, os autores compilaram

um corpus de textos escritos em inglés casual. O cérpus é composto de 1.043 entradas, ex-

traidas de publicacoes no Twitter e de comentarios em videos do YouTube. As anotagoes

sao formadas por quatro informagoes: palavra errada (o ruido encontrado); palavra re-

gular (a versao corrigida, sendo reconhecida pelo léxico da lingua); categoria do ruido,

seguindo as supracitadas e notas, anotacoes que contém informacoes sociais e culturais

sobre o ruido. A anotagao foi validada por meio de consulta a dicionarios colaborativos

de inglés casual disponiveis na web.
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Uma vez elaborado o léxico, a normalizacao é realizada simplesmente consultando-
o e substituindo as palavras ruidosas. No caso de girias contextuais, a entrada no léxico é
composta por fragmentos de sentengas. Para exemplificar esse processo, a palavra rite pode
ser utilizada. Embora oficialmente signifique ritual, ela é informalmente empregada para se
referir a right (correto) por serem foneticamente equivalentes. Nesse caso, também podem
ser anotadas algumas palavras anteriores ou posteriores para auxiliar a compreender o
contexto. Se rite é antecedido por is (é), por exemplo, a probabilidade de se referir a right
é alta, visto que ser usada como “¢ ritual” faz pouco sentido. Para as demais categorias

de ruido, a normalizagao ¢ efetuada por consulta direta ao léxico.

A avaliacao do sistema é feita de duas maneiras: considerando-o como uma ferra-
menta para auxiliar falantes nao-nativos de inglés na compreensao de textos, e como uma
etapa de pré-processamento para traducao automatica. Para avaliar o primeiro uso, dez
pessoas aprendendo inglés, entre 23 e 64 anos, ranquearam sua compreensao a respeito
de 20 sentencas retiradas do Twitter (antes e apds a normalizacdo) de 1 (muito basico)
a b (excelente). Para as sentencas originais, a média de compreensao foi de 2,89 pontos.
Para as normalizadas, foi de 3,89 — mostrando que a normaliza¢ao aumentou 1 ponto na
média de compreensao. Para avaliar o sistema como uma etapa de pré-processamento, 100
sentencas do Twitter foram traduzidas de inglés para japonés antes e depois da norma-
lizacdo. Os erros na traducao foram computados manualmente, sendo consideradas duas
categorias: palavras nao traduzidas (PNT) e palavras erroneamente traduzidas (PET).
O tamanho médio das sentencas era de 15,35 palavras. Apds a normalizacao, o nimero
médio de PNTs caiu de 3,34 para 0,86 — uma melhora significativa. O ntimero de PETs

nao foi informado.

O sistema utiliza uma abordagem de normalizagao simples, com consultas a léxicos
construidos manualmente. Embora a forma de avaliacdo seja interessante, foi conduzida
em pequena escala e com metodologia que nao foi totalmente esclarecida. Para compre-
ender de fato a eficidcia do sistema, devem ser realizados experimentos mais amplos e que

testem efetivamente a taxa de corregao.

4.1.2 Trabalho de Duran, Avanco e Nunes (2015)

Este trabalho, que é decorrente de Avanco (2015), propoe um sistema de normaliza-
cao para textos de CGU escritos em portugués brasileiro. O sistema ¢é restrito ao dominio
de reviews de produtos, sendo que sua construgao é baseada no corpus descrito em Hart-
mann et al. (2014). O corpus é composto por 85.910 reviews, 4.088.718 tokens e 837.866
types. Para o sistema de normalizacao proposto, sao considerados ruidos: erros ortografi-
cos, capitalizagdo incorreta (em nomes proprios e ap6s pontos), internetés, acronimos e

siglas, palavras aglutinadas e auséncia de pontuacao.

O sistema proposto, denominado UGCNormal, é composto por mdédulos que atuam
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de maneira sequencial. A maior parte dos modulos faz uso de léxicos para efetuar a corre-

¢ao de ruidos. A Figura 14 apresenta o pipeline de normalizagao seguido pelo UCGNormal.

Figura 14 — Pipeline de normalizacdo da ferramenta UGCNormal

M% Sentenciador > Tokenizador > Speller

v
Acronimos_Map 2| Internetés_Map > Nome_Proprio_Map —# Saida /

Fonte: Avanco (2015).

Inicialmente, o sistema recebe como entrada um texto com ruidos. Em seguida, o
segmentador proposto por Condori e Pardo (2015) é utilizado para delimitar o texto em
sentencas, que entao sao enviadas ao tokenizador. O médulo de tokenizagao foi projetado
especificamente para textos da web. Segundo Avango (2015), o uso de um tokenizador
tradicional acarreta perda de termos importantes, como unidades de medida (30mb, 7gb)
e emoticons ( :) , :-/). Considerando essas caracteristicas, o tokenizador do UGCNormal

foi desenvolvido de modo a identificar emoticons, unidades de medida e URLs.

Com o texto tokenizado, o préximo passo é aplicar o corretor ortografico (também
denominado spell-checker, spelling-checker ou speller). Esse é o inico médulo do sistema
que efetua normalizacao sem utilizar 1éxicos. Como grande parte dos erros ortograficos
presentes no cérpus tem influéncia da lingua falada, optou-se pelo desenvolvimento de um
spell-checker orientado a corrigir erros motivados pela similaridade fonética. A estratégia
proposta pelo sistema consiste em obter uma lista de candidatos a correcao, recuperando
as palavras do léxico que estao a uma distancia de edi¢ao igual a 1 ou 2 da palavra errada.
Em seguida sdo aplicados algoritmos de checagem de proximidade fonética. O método
Soundex, originalmente proposto por Rusell (1918), é um dos algoritmos utilizados e
gera codigos numéricos iguais para letras que possuem o mesmo ponto de articulagao
(considera aspectos fisiolégicos e articulatérios da produgao da fala) (AVANCO, 2015).
O outro algoritmo utilizado consiste de regras fonéticas formuladas especialmente para o

portugués brasileiro.

Considerando que a lista de candidatos a correcao é inicialmente composta por
palavras com distancia de edicao 1 ou 2 da palavra errada, o primeiro filtro utilizado
para ranquear os candidatos ¢ a frequéncia de ocorréncia da palavra candidata no Corpus
Brasileiro!. Quanto maior a frequéncia, mais provavel que esta seja a substituicdo mais
plausivel. Em seguida, as regras fonéticas para o PB sao utilizadas de modo a encontrar

candidatos a correcdo com o mesmo codigo fonético da palavra errada. As palavras exce-

1 <corpusbrasileiro.pucsp.br/cb/Acesso.html>
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¢do e essecao, por exemplo, sao foneticamente equivalentes. Caso nenhum candidato seja
encontrado desse modo, o algoritmo Soundex, que tem funcionamento similar, ¢ aplicado.
A Tabela 5 apresenta sugestoes de correcdo dadas por cada técnica de ranqueamento,

sendo que a palavra sublinhada indica a sugestao correta.

Tabela 5 — Sugestoes de correcdo dadas por cada técnica de ranqueamento

Palavra Original = Frequéncia Soundex Regras-PB

amarzenamento armazenamento NENHUMA NENHUMA

espectativa expectativa expectativa  expectativa
keijo meio queijo queijo
fasia casa fase fazia
xave deve sabe chave

Fonte: Adaptada de Avanco (2015).

Apos a correcao ortografica, os médulos restantes indicados na Figura 14 sao apli-
cados. Cada um deles consiste em um léxico que efetua uma correcao especifica. O médulo
“Acronimos_ Map” tem a funcao de identificar acrénimos no texto e transforma-los em
caixa alta. O mddulo “Internetés Map” realiza a substituicao de formas do internetés
para as esperadas da normal culta, como vc para vocé e tb para também. Por fim, o mo-
dulo “Nome_PréprioMap” realiza a capitalizacao dos nomes identificados. Cada um
desses modulos possui dicionarios construidos manualmente para realizar a normalizagao,

que tém as seguintes caracteristicas:

e 21.669 nomes proprias

o 432 formas de internetés

o 248 palavras estrangeiras

« 18 siglas para unidades de medida

e 156 tipos de acrénimos genéricos

O UGCNormal foi avaliado de forma intrinseca e extrinseca. Para efetuar a ava-
liagado intrinseca, foram utilizadas amostras contendo 60 reviews extraidas dos websites
Buscapé e Mercado Livre. Ambas as amostras foram anotadas por especialistas, que iden-
tificaram e corrigiram os seguintes tipos de erros: erros ortograficos independentes de
contexto (como ezelente e pesimo), erros ortograficos dependentes de contexto (como pra-
tico em vez de prdtico e esta em vez de estd), internetés (como ve e blz), uso inapropriado

de capitalizagdo (nomes proprios, acronimos e inicio de sentenga), palavras aglutinadas
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(como muitobom em vez de muito bom) e pontuagao (apenas ponto final). A Tabela 6 apre-
senta os resultados obtidos na avaliagao intrinseca, seguindo o formato X /Y = Z, sendo X
o total de corregoes efetuadas para cada categoria de erro, Y o total de erros anotados na

amostra e Z o valor de cobertura obtido.

Tabela 6 — Resultado da avaliacao intrinseca do UGCNormal

Tipo de erro/ruido Buscapé Mercado Livre
Ortogréfico Nao-contextual 50 / 56 = 0,89 87 / 108 = 0,80
Ortografico Contextual 15/39=0,38 24 /76 =0,31
Internetés 4 /6 =0,67 15 / 25 = 0,60
Caixa (nomes proprios) 11/12=092 13 /19=10,68
Caixa (inicio de sentenca) 14 /14 =1,00 7 /12 = 0,58
Palavras Aglutinadas 0/2=0 2/6=0,33
Pontuagio 44 /47 = 0,94 58 /79 = 0,73

Fonte: Adaptada de Avanco (2015).

Embora, as amostras tenham o mesmo niimero de sentencas, o cérpus do Mercado
Livre apresentou maior nimero de ruidos. Devido a esse fato, a taxa de correcao nessa
amostra foi menor para todos os tipos de erro. De modo geral, o sistema obteve bons resul-
tados para correcao ortografica nao-contextual, comprovando a eficicia do spell-checker
fonético. No entanto, a correcao de erros ortograficos contextuais nao foi satisfatoria, pois
nao sao utilizados métodos que levam em conta o contexto. Os resultados para correcao
de internetés foram intermediarios, mostrando que a dependéncia de léxicos construidos

manualmente é negativa.

A avaliacao extrinseca do sistema foi realizada analisando o impacto da norma-
lizagao na tarefa de etiquetagdo morfossintatica. O tagger MXPOST (RATNAPARKHI,
1996) foi utilizado para etiquetar uma amostra de 10 reviews. A acuracia obtida foi de
0,9135, sendo que em textos jornalisticos esse valor geralmente é préoximo de 0,97. Em
seguida, as reviews foram normalizadas utilizando o UGCNormal e o tagger foi novamente
aplicado. Com os textos normalizados, a acuracia obtida foi de 0,9339 — totalizando uma
melhora de 0,0204. O teste estatistico de Wilcoxon (Signed-rank) foi conduzido a fim de
verificar a chance de a melhora na acuracia do tagger ter sido obtida ao acaso. Ao nivel
de significancia de 5%, a hipdtese de a melhora nao ser significativa foi rejeitada, com
p-value obtido igual a 0,02249.

O normalizador proposto por Duran, Avanco e Nunes (2015) traz contribuigdes
relevantes a area. Seus pontos que mais merecem destaque sao o fato de ser construido
para o portugués brasileiro e prover um sistema completo de normalizacao — desde o pré-

processamento até a saida do texto normalizado. Apesar de ser robusto, ainda é altamente
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limitado. O uso de listas anotadas manualmente para efetuar a normalizag¢ao impede que
o sistema funcione de forma adaptativa e flexivel. O fato de as listas terem sido criadas
considerando um dominio especifico também é negativo, visto que o funcionamento do
normalizador pode ser prejudicado quando aplicado a outras modalidades de CGU. Para
verificar essa possibilidade, é necessario efetuar testes mais amplos em outras amostras

de textos.

4.1.3 Trabalho de Stiilpen e Merschmann (2016)

Esse trabalho propoe uma metodologia completa de pré-processamento para lidar
com textos da web em portugués brasileiro. A metodologia foi construida com o objetivo
de preparar textos oriundos principalmente de redes sociais, blogs e foruns para serem
utilizados por aplicagoes de mineragao textual e de PLN. A avaliacdo do sistema é reali-
zada considerando a tarefa de categorizagao de textos e de classificacao de polaridade. A
metodologia proposta divide a etapa pré-processamento em diversos modulos, sendo um
deles o de normalizacao textual. Sdo considerados como ruidos erros ortograficos, capita-
lizacao invalida de nomes préoprios, internetés, palavras obscenas, pontuacao incorreta e

acronimos. A Figura 15 apresenta o pipeline de execucao da metodologia.

Figura 15 — Pipeline de execugao da metodologia proposta por Stiilpen e Merschmann (2016).

oy 'a it ' It
Textos da web Detector de Idioma » Normalizador Textual » Tokenizador
b -~ A y A -
Y
oy 'a it ' It
Aplicagdes de Mineragad DTR « Contextualizador |« Extrator de Features
Textual
b -~ A y A -

Fonte: Adaptada de Stiilpen e Merschmann (2016).

O sistema recebe como entrada textos da web. O mdédulo Detector de Idioma é
responsavel por filtrar os textos de modo que somente os escritos em lingua portuguesa
sejam considerados pelo sistema. O Normalizador Textual trata os ruidos mencionados
utilizando o corretor ortografico LanguageTool?, o corretor gramatical CoGrOO? e um
conjunto de léxicos, tanto publicos quanto proprietarios (desenvolvidos pelos autores).
Nao é especificado qual foi o procedimento utilizado para compilagdo de cada um. As
diferentes categorias de ruidos sao normalizadas com base em léxicos especificos, sendo

que em sua totalidade o sistema emprega léxicos contendo:

o Girias e expressoes de internetés mais frequentes na web, com 500 entradas.

<languagetool.org>

3 <cogroo.sourceforge.net />


languagetool.org
cogroo.sourceforge.net/
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» Lista de palavras obscenas, com 226 entradas. Os autores nao especificam o que sao

consideras palavras obscenas, nem pelo que sao substituidas.
o Nomes de organizacoes e de marcas, com 10.000 entradas.
o Nomes proprios de pessoas e locais, com 8.000 entradas.

« Palavras reconhecidas pela lingua, por meio dos dicionarios VERO*, Aspell®, LIWCS
e UNITEX-PB’.

O tokenizador utilizado pelo sistema é projetado para lidar com textos da web,
sendo capaz de identificar emoticos e URLs. O Extrator de Features é responsavel por
extrair caracteristicas morfologicas e sintaticas do textos para posteriormente serem uti-
lizadas pelas aplicacoes. O Contextualizador tem como objetivo expandir as informagoes
contidas no texto por meio do uso de dados estruturados e semi-estruturados da Wiki-
pédia, WordNets e dicionarios semanticos. O tltimo médulo, denominado DTR (Data
Transformation and Reduction), aplica algoritmos de discretizagao e de selegao de atri-
butos nos dados extraidos do texto. Por fim, a saida do sistema pode ser utilizada por

aplicagoes de mineracao textual.

A metodologia é avaliada extrinsecamente em duas tarefas: categorizacao de tex-
tos e classificacdo de polaridades. Nao é realizada avaliagdo intrinseca, ou seja, o pré-
processamento nao ¢é avaliado por si s6. A tarefa de categorizacao de textos consiste em
classificar 600 tweets que falam sobre cerveja em uma das seis categorias: satide e bem-
estar; conhecimento cervejeiro; economia; ambiente; cultura/comportamento e consumo
responsavel. A tarefa de classificagdo de polaridades consiste em classificar 1630 reviews
sobre aplicativos de celular como positivas ou negativas. Ambas tarefas sdo executadas
antes e depois de cada etapa do pipeline de pré-processamento. Somente os resultados
finais (ap6s a execucao de todas as etapas) serao descritos, por serem os mais relevantes.
A Tabela 7 apresenta os resultados obtidos para as tarefas de categorizagao textual (CT) e
de classificagdao de polaridades (CP), antes e depois da metodologia de pré-processamento
(PP) ser aplicada.

Os resultados indicam que o pré-processamento acarretou em uma melhora sig-
nificativa no desempenho das tarefas. O ganho na medida F1 foi de aproximadamente
10% na categorizacao textual e de 3,5% na classificacdo de polaridades. Desse modo, é
possivel concluir que a etapa de pré-processamento — incluindo a normalizacao textual —
¢ de grande valia ao lidar com textos da web. Embora a metodologia baseada em léxicos

seja simples, os resultados sao promissores. No entanto, como os léxicos utilizados nao sao

<pt-br.libreoffice.org/projetos/vero/>

<ftp.gnu.org/gnu/aspell /dict /Oindex.html>
<143.107.183.175:21380/portlex/index.php/pt/projetos/liwe>
<nilc.icme.usp.br/nilc/projects /unitex-pb /web/dicionarios.html>
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Tabela 7 — Resultados obtidos pela metodologia proposta por Stiilpen e Merschmann (2016)

Tarefa Precisdo (%) Cobertura (%) F1 (%)

CT 73,57 70,23 71,21
CT + PP 82,64 80,95 81,40
CP 92,05 92,04 92,04
CP + PP 95,52 95,51 95,51

Fonte: Elaborada pelo autor.

descritos em detalhe, é dificil saber se a abordagem é escalavel e se pode ser aplicada a
outros tipos de texto de CGU. A auséncia de uma avaliagdo intrinseca é outro ponto ne-
gativo do trabalho, pois impossibilita que se faga uma anélise da eficacia da normalizacao

textual efetuada pelo sistema.

4.2 Baseados em Noisy-channel

Esta secao apresenta trabalhos que utilizam a metafora do noisy-channel para
efetuar normalizacao textual. Grande parte das pesquisas iniciais na area eram baseadas
nessa modelagem. O principal desafio de técnicas que utilizam noisy-channel é estimar
a probabilidade do canal ruidoso. Para tanto, é necessario modelar como palavras reco-
nhecidas pelo padrao se tornam ruidosas. Esse processo geralmente envolve o uso de fea-
tures extraidas manualmente, muitas vezes utilizando conhecimento linguistico. Embora
recentemente tenha perdido espaco para abordagens alternativas, o noisy-channel foi fun-
damental para o desenvolvimento da normalizagao textual, sendo utilizado em trabalhos

altamente relevantes a area.

4.2.1 Trabalho de Brill e Moore (2000)

Trabalho de grande importancia histérica por ser um dos primeiros a aplicar noisy-
channel na tarefa de normalizacdo. Embora a abordagem proposta pelo trabalho seja
simples de acordo com os padroes atuais, ela foi de grande influéncia para dar inicio a
esse nicho de pesquisa. Apesar de sua simplicidade, optou-se por apresentar esse trabalho

devido ao seu contexto histérico.

A abordagem proposta é basicamente uma generalizacao da distancia de Damerau-
Levenshtein (DAMERAU, 1964). Considerando um alfabeto X, o modelo permite opera-
¢oes de edicao da forma o — fB, com o, € X*. P(ax — ) é a probabilidade de um usuério
escrever o quando na verdade pretendia escrever 3. O modelo pode ser descrito conforme
as seguintes notagoes: seja Part(w) o conjunto de todas as maneiras possiveis de particio-

nar a string w em substrings adjacentes. Para uma particao especifica R € Part(w), com
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IR| = j (R consiste de j segmentos contiguos), seja R; o i-ésimo segmento. Segundo o

modelo:
IR|

P(siw)= ) PRIw)- ), []P(TIR)

RePart(w) TE€Part(s)i=1
Sendo que um par especifico de alinhamentos para s e w induz um conjunto de operagoes

de edicao que permite derivar s a partir de w.

O treinamento do modelo necessita de pares formados por palavras incorretas s;
e suas versoes corrigidas w;. Para formar os pares, os caracteres de s; sao alinhados aos
de w; de modo a minimizar a distancia de edi¢ao entre as palavras. Uma vez gerados os

pares, é possivel calcular a probabilidade de cada substitui¢io @ — 8 como:

contagem(a — f3)
contagem(Q) - contagem(o — )

Estimar contagem(a) é dificil, pois seu valor deveria ser correspondente a distribuicao
dos erros ortograficos na lingua como um todo, nao somente no coérpus. No entanto, os

resultados empiricos mostraram que esse valor nao é tao relevante.

O modelo foi avaliado em um cérpus contendo 10.000 erros ortograficos comuns
na lingua inglesa. 80% do cérpus foi utilizado para treinamento (estimativa das probabi-
lidades) e 20% para avaliagao. O melhor resultado obtido, sem nenhuma janela adicional
de contexto, foi de 87% de acurdcia. E importante ressaltar que os erros considerados
nao sao caracteristicos de textos gerados por usuarios. Por serem comuns na lingua, sao
em grande parte causados por poucas operagoes de edi¢do e mantém relacao significativa
com a palavra correta. Portanto, é de se esperar que esses resultados nao se repitam em
ruidos encontradas em CGU, visto que estes sao altamente desordenados e tém pouca

estruturacao definida.

4.2.2 Trabalho de Choudhury et al. (2007)

Trabalho focado na normalizagao de textos oriundos de troca de mensagens, como
SMSs e chats. A linguagem empregada nesse tipo de comunicac¢ao é denominada texting
language (TL) e apresenta elevado ntmero de palavras fora do padrao, incluindo erros
ortograficos, gramaticais, auséncia de pontuagdo e muitas abreviacoes. O processo de
normalizacao é modelado seguindo a metafora noisy-channel. Considera-se que um palavra
correta é comprimida ou corrompida enquanto transmitida por meio de um canal ruidoso
hipotético, se transformada em uma palavra de TL. Cadeias Ocultas de Markov (HMMs,
do inglés Hidden Markov Models) sao utilizadas para estimar as probabilidades necessarias

no modelo noisy-channel.

Formalmente, o noisy-channel proposto ¢ modelado como se segue. Considera-se

S =51,92,...,5; uma sentenca na forma padrao e s; tokens incluindo palavras, pontuacao
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e abreviagoes. Quando S é transmitida através do canal ruidoso, ela é transformada em
T =t1,t,....1;, sendo T a sentenca correspondente escrita em TL e #; a versao corrompida
to token s;. O noisy-channel é entao caracterizado pela probabilidade condicional P(T|S).
De modo a decodificar T em sua forma padrao 6(7T), sendo 8 o modelo do decodificador,

é necessario determinar P(S|T), que pode ser expressada como:
O(T) =argmaxP(T|S) - P(S)

Assumindo que a corrupcao causada em t; depende somente de s; e nao de seu contexto,

a equagao pode ser reescrita como:

l
o(T)= argmax[HP(t,-[si) -P(5)]
i=1
Sendo assim, o modelo decodificador pode ser obtido com base no modelo de palavra
P(ti]s;) e no de lingua P(S). Portanto, para efetuar a normalizagdo, basta estimar as
probabilidades para cada modelo. O modelo de lingua pode ser estimado com simples

probabilidades obtidas por meio da observagao do cérpus.

O objetivo principal do modelo de palavra é representar o uso intencional de abre-
viagoes e nao-intencional de erros de digitacao encontrado em textos de TL. Para tanto,
sao utilizadas transi¢oes em cadeias de Markov representando caminhos grafémicos e fo-
néticos que sao percorridos dando origem a corrupcao de palavras corretas. As transicoes
no caminho grafémico sdo efetuadas sobre os caracteres que constituem a palavra. Como
abreviacoes fazem amplo uso de delegoes, a transicao vazia € é permitida. De modo geral,
as transi¢Oes grafémicas representam a probabilidade de ocorréncia de cada cadeia de
caracteres — sendo que o objetivo do modelo é aprender cadeias que resultam em palavras
corretas. As transi¢coes fonéticas utilizam um algoritmo de conversao de grafemas para
fonemas de modo a representar a prontncia das palavras. Essa caracteristica é 1til para
captar erros motivados pela fala. Atuando de modo analogo ao fonémico, as transigoes
fonéticas visam a capturar substitui¢oes de caracteres que ocorrem ao escrever a palavra

da mesma maneira que ela é pronunciada.

A construgdo do HMM de cada palavra ocorre com base em treinamento feito
sobre um cérpus anotado. Esse corpus é constituido de 1.000 mensagens de texto (SMSs)
escritas em inglés. As mensagens foram manualmente convertidas para forma padrao,
sendo cada palavra corrigida. Os textos originais foram alinhados em nivel de palavra
aos corrigidos, resultando em um cérpus paralelo com 20.000 pares de palavras. Esses
textos foram utilizados tanto para treinamento do modelo quanto para avaliacao. Para
avaliacao, utilizou-se um subconjunto de 1.228 tokens extraidos do corpus. Os resultados
obtidos variaram de 89% a 97% de acurécia, dependendo da configuracao do modelo. No
entanto, a maior parte dos tokens pertencentes ao subconjunto ja estavam na forma padrao,

portanto nao necessitava de normalizacao. Desse modo, a metodologia de avaliagao nao
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é capaz de retratar realisticamente a eficacia do processo de normalizagao efetuado —

impossibilitando a realizagao de uma analise ampla sobre o trabalho.

4.2.3 Trabalho de Cook e Stevenson (2009)

Apresenta um modelo néo-supervisionado de normalizacio de textos de SMSs. E
basicamente uma extensao da abordagem de Choudhury et al. (2007). A mesma modela-
gem noisy-channel é utilizada. O diferencial dessa proposta é a forma de construcao do
modelo de palavra. Além de de representar as transi¢oes grafémicas e fonéticas, esse mo-
delo também inclui transi¢oes especificas para lidar com outras caracteristicas dos ruidos

encontrados em mensagens de texto.

A primeira modelagem adicional é a de variacOes estilisticas, que sao erros co-
metidos propositalmente de modo a refletir caracteristicas pessoais dos usuarios. Essa
modelagem ¢ calculada com uma versao probabilistica da distancia de edig¢ao, inspirada
no trabalho de Brill e Moore (2000). Nessa versao da medida, sdo permitidas operagoes
de edigao com dois caracteres. Sao estimadas duas probabilidades: (i) P(g:|gs, pos), que é
a probabilidade do grafema g; ser escrito em vez de sua versao correta gy na posicao pos
(que pode ser no inicio, meio ou fim da palavra) e (ii) P(h|ps,hs), que é a probabilidade
do grafema ruidoso A ser utilizado dados as formas corretas do fonema pg e do grafema
hg na posicao pos. A estimativa dessa probabilidade ajuda a captar erros motivados prin-

cipalmente pela fala.

Uma modelagem focada em captar abreviagoes também é empregada. Para tanto,
sua probabilidade é estimada de duas maneiras. Se o token t; ¢ uma subsequéncia de sua
versao correta s;, P(t;|s;,subsequncia) = ¢, sendo ¢ uma constante que pondera a impor-
tancia desse tipo de corre¢ao. Se f; ndo é uma subsequéncia de s;, P(t;|s;, subsequncia) = 0.
Uma modelagem andloga a essa é empregada para representar “recortes de prefixo” (prefix
clipping, em inglés) — um tipo de ruido, frequente na lingua inglesa, no qual o prefixo da

palavra ¢é utilizado para se referir a ela como um todo.

O modelo é avaliado no cérpus utilizado por Choudhury et al. (2007). A avaliagao
é feita considerando acuracia top-1, top-10 e top-20. Os resultados obtidos, seguindo essa
ordem, foram de 59,4%, 83,8% e 87,8%. Os resultados foram em média 0,5% inferiores
aos de Choudhury et al. (2007). No entanto, essa abordagem é nao-supervisionada e
nao necessita de treinamento com base em palavras alinhadas. As probabilidades sao
estimadas apenas usando as modelagens especificas mencionadas. Desse modo, a acuracia
obtida ¢ satisfatoria e mostra que abordagens nao-supervisionadas também obtém sucesso

na tarefa de normalizacao.
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4.3 Baseados em Redes Neurais

Esta secdo apresenta trabalhos que utilizam redes neurais para efetuar normali-
zagao textual. Esse tipo de arquitetura, principalmente com técnicas de deep learning,
vem sendo utilizado com sucesso em diversas tarefas de PLN. Para normalizacao tex-
tual, seu uso é recente. Um fato que incentivou o uso de redes neurais nesse contexto foi
a shared task para normalizacdo lexical de tweets®, apresentada no Workshop on Noisy
User-generated Text (WNUT) em 2015. Para execucao da tarefa de avaliagio conjunta,
um cérpus anotado de tweets foi disponibilizado. Os sistema participantes deveriam ser
capazes de identificar as palavras fora do padrao e corrigi-las. Duas categorias de sistemas
foram permitidas: os ndo-restritos (que podem fazer uso de quaisquer ferramentas e da-
dos disponiveis publicamente) e os restritos (que podem somente utilizar ferramentas
prontas, sem léxicos anotados e dados adicionais). A avaliagdo dos sistemas participantes

foi efetuada por meio das métricas de precisao, cobertura e F1.

4.3.1 Trabalho de Min e Mott (2015)

Participante da shared task do WNUT 2015, foi o segundo classificado na compe-
ticdo na categoria de sistemas restritos. A abordagem proposta é divida em trés etapas.
A primeira é responsavel por filtrar tokens especificos do dominio do Twitter, como hash-
tags, URLs e nome de usudrios. Esse tipo de informacao é ignorado pois nao acrescenta
informagoes relevantes e dificulta o processo de aprendizado. A segunda etapa efetua a
normalizacao baseada em dicionario — que é criado em tempo de execuc¢ao com base nos
tweets anotados . A ultima, implementa a normalizacao baseada na arquitetura neural

proposta.

O primeiro passo realizado pelo sistema ¢ um simples pré-processamento do texto
de entrada. Primeiramente, todas as palavras sao reescritas somente com letras minusculas.
Em seguida, tokens que se referem a URLSs, hashtags e nome de usuérios sao identificados e
deixados como estao para ndo interferirem nas demais etapas. Apds o pré-processamento,
um dicionéario de normalizacao é criado utilizando as amostras anotadas. Cada erro encon-
trado no cérpus € inserido no dicionario como uma entrada, sendo que cada uma de suas
correcoes € também inserida como possivel normalizacdo. Caso haja uma tnica corregao
no cérpus para determinado erro, a normalizacao sempre consistird em um mapeamento
direto — ou seja, esse erro sempre sera corrigido com a mesma palavra. No caso de multi-
plas correcoes, todas sao adicionadas ao dicionéario e a normalizagao sera feita na préxima
etapa. Corregoes desse tipo indicam que é necessario considerar informagcoes contextuais

para decidir qual a substituicao mais adequada para o erro.

Palavras ambiguas (que possuem mais de uma corre¢ao possivel no dicionario) ou

8  <noisy-text.github.io/2015/norm-shared-task.html>


noisy-text.github.io/2015/norm-shared-task.html
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fora do vocabulario (nado contidas no dicionario) sdo normalizadas na ultima etapa, na
qual se utiliza a arquitetura neural. O sistema modela a normalizacao textual como uma
sequéncia de operagoes de edi¢ao (insergao, remogao e substituigdo) que transforma deter-
minada palavra ruidosa em sua versao correta. Desse modo, a rede neural deve aprender
as sequéncias de edi¢do. Os dados de entrada da rede sao codificados da seguinte forma:
cada caractere é mapeado para um inteiro (de 0 a 66), visto que existem 67 caracteres
distintos no cérpus. Uma palavra é entao representada como a concatenacao dos vetores
one-hot de cada um dos caracteres que as compdem. A etiqueta morfossintatica da pa-
lavra também ¢ incluida no vetor, sendo que o tagger CMU Twitter (OWOPUTI et al.,
2013) é a ferramenta utilizada para etiquetamento. De modo a representar o contexto, o
vetor final de entrada da rede é formado pelo vetor da palavra a ser normalizada (e sua

respectiva tag), concatenado ao da palavra que a antecede e ao que a precede.

A saida da rede é representada como a sequéncia de operacoes de edi¢do em nivel
de caractere que transformam a palavra ruidosa em sua versao corrigida. Para cada exem-
plo de treinamento, a distdncia de edi¢ao é utilizada para mapear cada transformacgao
realizada para corrigir a palavra. Na correcao de vc para wvocé, por exemplo, a saida da
rede seria modelada como “nenhuma, inserir o, nenhuma, inserir_¢é”. Cada caractere
recebe uma instrucao a respeito de qual operacao de edicao deve ser aplicada. Caso nao
deva ser alterado, a operacao é nenhuma. Para reduzir o tamanho da saida, as operacoes
somente sao representadas até a tltima que deve ser efetivamente aplicada — ou seja, ope-
ragoes do tipo nenhuma s6 sao descritas quando existe alguma operacao de outro tipo
apos elas. Na normalizacao de exesso para excesso, por exemplo, a saida é codificada como

“nenhuma, nenhuma, inserir_c”, sendo que o resto é omitido.

Uma vez codificados os dados de entrada e de saida, o treinamento da rede pode
ser efetuado. A arquitetura neural utilizada é uma LSTM com 256 unidades ocultas, 25%
de taxa de dropout e entropia cruzada multiclasse como funcao de custo. O treinamento
foi feito utilizando batches de tamanho 16. O sistema foi avaliado com trés configura-
¢oes diferentes: utilizando apenas a rede neural, sem o dicionario de normaliza¢ao (V1) ;
utilizando todas as etapas sem informagao contextual (V2) e utilizando todas as etapas
com informagcdo contextual (V3). A Tabela 8 apresenta os resultados obtidos (precisao,

cobertura e F1) em cada uma das configuragoes.

E importante ressaltar que na avaliacdo final da task o sistema obteve, com sua
melhor configuragao, 81,75% de F1. Os resultados indicam que a rede neural funcionou
melhor quando empregada em conjunto com o diciondrio de normalizagao. Isso se deve
ao fato de que o dicionario consegue corrigir com mapeamento direto uma parcela con-
sideravel de erros. Quando utilizada sem o dicionério, a rede neural tem de lidar com
um numero maior de corregoes — o que dificulta seu treinamento. O uso de informacao

contextual acarretou em uma melhora bem pequena nos resultados, mostrando que na
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Tabela 8 — Resultados obtidos pela arquitetura proposta por Min e Mott (2015)

Configuracdo Precisao (%) Cobertura (%) F1 (%)

V1 87,22 66,0 75,10
V2 89,19 70,62 78,75
V3 89,40 71,11 79,19

Fonte: Elaborada pelo autor.

maioria das vezes apenas a palavra incorreta é o bastante para efetuar a normalizagao.
De modo geral, a arquitetura neural proposta é interessante por codificar os dados de
maneira simples, sem uso de features complexas. Apenas os caracteres da palavra e sua

etiqueta morfossintatica foram utilizados, tornando essa abordagem escalavel.

4.3.2 Trabalho de Leeman-Munk, Lester e Cox (2015)

Participante da shared task do WNUT 2015, foi o terceiro classificado na competi-
¢ao na categoria de sistemas restritos. O modelo proposto consiste de trés componentes:
o Normalizador, que efetua a corre¢do de palavras ruidosas. o Flagger (sinalizador), que
indica quais palavras devem ser normalizadas e o Conformer (corretor), que tem como
objetivo amenizar erros cometidos na etapa de normalizacao. O sistema recebe o texto de
entrada, realiza o pré-processamento e o envia concomitantemente para o Normalizador
e para o Flagger. O Normalizador encontra um candidato para correcao visando a substi-
tuir a palavra incorreta e o Flagger determina se o candidato ou a palavra original serao
utilizados. A saida do Normalizador é enviada ao Conformer, que a adapta conforme a
lista do vocabulario aceito. Por fim, a saida de todos os componentes é enviada a um

modulo de tomada de decisao que define se a normalizagdo sera ou nao aplicada.

O elemento central que forma a base do Normalizador e do Flagger é uma rede
neural feed-forward profunda. No Normalizador, a rede neural ¢ modelada como um denoi-
sing autoenconder — arquitetura cujo objetivo é reconstruir entradas ruidosas da maneira
que originalmente eram. Ela recebe como entrada a sequéncia de caracteres da palavra
representada em um vetor numérico de dimensao fixa. A primeira camada da rede é res-
ponsavel por aprender essa representacao de acordo com os exemplos de treino, sendo que
o vetor da palavra é a concatenacao do vetor de cada um de seus caracteres. A saida da
rede é um vetor de tamanho w.v, sendo w o niimero de caracteres da palavra e v o total
de caracteres existentes no vocabulario. Desse modo, para cada caractere da palavra de
entrada, a saida representa uma distribuicao de probabilidade sobre todos os caracteres
do vocabulario, determinando se o original deve ou nao ser substituido e qual o substituto

mais provavel.

O Flagger determina o que deve e o que nao deve ser normalizado, visto que apenas
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9% do total de tokens do cérpus necessita de normalizacdo. Sua estrutura geral é a mesma
do Normalizador, com excecao da tltima camada. Em vez de gerar uma distribuicao de
probabilidades sobre os caracteres, a saida da rede é modelada com apenas dois neurdnios
— um sinalizando que a normalizagao deve ser efetuada e o outro que nao. O Conformer
atua como uma etapa de regularizacdo, garantindo que as corregoes propostas pela rede
neural sejam de fato validas. Para tanto, um dicionério é construido com todas as palavras
corretas no cérpus. Se a correcao proposta pela rede nao esta contida no dicionario, ela é
entdo substituida pela mais préxima (pela distancia de edi¢ao) que consta no dicionario.

Esse processo garante que somente palavras validas sejam utilizadas para correcao.

Os experimentos foram conduzidos com diversas configuracoes de arquitetura de
rede. Apenas a melhor serd apresentada. O Normalizador é projetado com duas camadas
ocultas, contendo 2.000 neurdnios cada, e 50% de taxa de dropout. O Flagger possui duas
camadas ocultas, com 1.000 neurdnios cada, e 75% de taxa de dropout. Tokens de URLs,
hashtags e nomes de usuério foram desconsiderados, pois a rede neural teve dificuldade em
processa-los corretamente. Na melhor configuracao da rede, os resultados obtidos foram
90, 12% de precisao, 74,37% de cobertura e 81,49% de F1, deixando o sistema na terceira
colocagao da competicao com apenas 0,26% a menos de F'1 que o segundo colocado. Os
resultados indicam que até uma arquitetura neural relativamente simples, como uma feed-
forward, é capaz de efetuar normalizagao textual satisfatoriamente. A abordagem proposta
utiliza apenas os caracteres da palavra, nao necessitando de nenhuma feature especifica —

fato que a torna facilmente replicavel, podendo ser avaliada em outros dominios.

4.3.3 Trabalho de Ikeda, Shindo e Matsumoto (2016)

Abordagem que utiliza redes neurais recorrentes para normalizacao de textos escri-
tos em lingua japonesa. Nao é feita uma categorizacao de erros nem uma especificagao de o
que se considera como ruido. A arquitetura neural utilizada é um modelo encoder-decoder
(codificador-decodificador), que vem sendo utilizado com sucesso em tarefas de tradugao
automatica (BAHDANAU; CHO; BENGIO, 2014; SUTSKEVER; VINYALS; LE, 2014;
LUONG; PHAM; MANNING, 2015). Esse modelo consiste de duas redes neurais: uma
responsavel pela codificacao e outra pela decodificacao. O encoder mapeia a palavra de
entrada para um vetor numérico de dimensao fixa e o decoder gera a sentenca ou a palavra
de saida. O modelo atua em nivel de caractere, ou seja, uma palavra é representada como
a concatenacao dos vetores de seus caracteres. Diferente da lingua inglesa e portuguesa,
nas quais o conjunto de caracteres utilizados é pequeno, o japonés apresenta mais de
3.500 simbolos em seu sistema de escrita. Essa caracteristica aumenta consideravelmente

a complexidade do problema. A Figura 16 ilustra o modelo neural utilizado.

O encoder mapeia a sentenca de entrada para um vetor & de dimensao fixa utili-

zando uma rede neural recorrente bidirecional GRU. A rede possui duas camadas paralelas
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Figura 16 — Modelo encoder-decoder para normalizagao.

El ¥ X ZX X <EOS>

Input: “FIFZZXZ” (sugeeee; Greeeat) Output: “F &\ (sugoi; Great)

Fonte: Ikeda, Shindo e Matsumoto (2016).

em duas diregoes: uma processando a sentenca a partir do primeiro caractere, gerando o
vetor 7, e a outra a partir do tultimo, gerando ? O vetor codificado h é a concatenacao
do gerado por cada direcao. De modo geral, o principal objetivo do encoder é gerar uma
representacao robusta das palavras, permitindo que posteriormente sejam decodificadas
corretamente mesmo sendo modificadas devido a ruidos. Essa caracteristica torna esse

modelo adequado para tratar de normalizacao.

O decoder recebe como entrada a representacao codificada de determinada palavra
e tem como objetivo reconstrui-la de modo a obter uma palavra valida pertencente ao
vocabulario. A arquitetura utilizada em sua construgdo é uma GRU com mecanismo de
atencao, que decide quais partes da sequéncia de caracteres de entrada sao mais relevantes
para o aprendizado da rede (BAHDANAU; CHO; BENGIO, 2014). A saida do decoder é
uma distribuicao de probabilidades para cada caractere do vocabulario, indicando quais

sao 0s mais provaveis para substituicao.

Para efetuar o treinamento desse tipo de arquitetura, é necessario um grande
conjunto de dados anotados. No entanto, nao ha cérpus com anotacoes de ruidos para o
japonés grandes o suficiente. Para contornar esse problema, os autores propdem a criacao
de um cérpus sintético. Para tanto, utilizam um conjunto de regras para inserir ruido
em palavras corretas contidas em um cérpus ja existente de textos escritos em japonés
contemporaneo. As regras foram criadas com base em observagoes feitas sobre amostras
anotadas de tweets — portanto retratam de fato a natureza dos ruidos encontrados nesse
tipo de textos. As amostras de tweets foram extraidas de um cérpus com 1.831 sentencas

anotadas, sendo que cada palavra com ruidos foi identificada e corrigida.

Os experimentos de avaliacdo sdao conduzidos com trés treinamentos diferentes:

somente com o corpus de tweets, somente com o corpus sintético e com ambos combinados.
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O sistema proposto (EncDec) é comparado com uma abordagem baseada em regras (as
utilizadas no corpus sintético) e com um CRF. A métrica de avaliagdo utilizada é o CER,
calculado como a distancia de edi¢ao entre a palavra predita pelo sistema e a forma correta,
normalizada pelo total de caracteres. Essa medida indica quao proxima a previsao esta da
realidade, sendo que quanto menor o valor, menor o total de erros. A Tabela 9 apresenta
os resultados obtidos, sendo que a coluna nenhuma operacdo indica que nenhum método

de normalizacao foi aplicado.

Tabela 9 — Resultados obtidos pelo modelo proposto por Ikeda, Shindo e Matsumoto (2016)

Método CER (%)
Nenhuma operacao 17,15
Regras 15,07
CRF (tweets) 13,71
CRF (sintético) 13,63
CRF (combinado) 13,43
EncDec (tweets) 87,07
EncDec (sintético) 13,54

EncDec (combinado) 13,43
Fonte: Adaptada de Ikeda, Shindo e Matsumoto (2016).

Os melhores resultados foram obtidos por meio do CRF e do modelo encoder-
decoder, ambos treinados no cérpus reunindo os dados manualmente anotados e os sinté-
ticos. A reducao no total de erros foi de 3,72% em relacao a nao efetuar normalizacgao.
E interessante notar que o modelo EncDec atingiu erro de 87,07% quando treinado so-
mente nos dados anotados — mostrando que a quantidade de dados é de fato essencial
para o aprendizado da rede neural. Como haviam poucos exemplos nao-sintéticos, a ar-
quitetura neural nao foi capaz de aprender satisfatoriamente quando treinada somente
neles, fazendo com que a taxa de erro obtida fosse exorbitantemente alta. De modo ge-
ral, a abordagem de criacao de dados sintéticos foi proveitosa, melhorando os resultados
obtidos. Desse modo, essa proposta é potencialmente 1til para a realizagao desse projeto,

visto que também ha poucos dados anotados para o portugués brasileiro.

4.4 Sintese dos Trabalhos Discutidos

De modo a resumir as principais caracteristicas dos trabalhos discutidos, a Ta-
bela 10 apresenta uma sintese de cada um. Apenas o melhor resultado de cada trabalho

é mostrado.
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Tabela 10 — Sintese dos trabalho de normalizacdo textual apresentados
Trabalho Tipo de Texto Técnicas Avaliagao Resultados

Brill e Moore (2000)

Noisy-channel com
medidas de similari-
dade

Cérpus de 10.000 er-
ros ortogréficos

87% de acuracia

(CQI(l)gl;;lhury et al SMS gﬁ/}'i\g//[—channel com g§§$s de 1.000 89% de acurdcia
(CQ(())%I;) e Stevenson SMS gi(ng;icgggzgi nao- g§§$s de 1.000 87.8% de acuracia
Clark e Araki (2011) De redes sociais Léxicos Somente extrinseca -
I?el;r?;élj;‘)/ango e Nu- Reviews de produtos  Léxicos Cérpus de 60 reviews  63% de cobertura média
Min e Mott (2015) Tweets ieglﬁ/[) neurais $§%1; datask do 81,75% de F1
%e?rerené?)iw(ggll(é) b Tweets Redes neurais (MLP) \?VOI?I)}ITS‘ da task do 81,49% de F1
iﬁﬁs&osggii g) e Mat- Tweets Redes neurais (GRU) Eggﬁusseizeﬁzts com 13,43% de CER
Stiilpen e Mersch- Tweets Léxicos Somente extrinseca -

mann (2016)

Fonte: Elaborada pelo autor.
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CAPITULO

CORPUS DE CGU

Para investigar métodos de normalizacao flexiveis e capazes de lidar com diferentes
tipos de textos, é fundamental realizar uma ampla analise da linguagem do CGU. Para
tanto, diferentes tipos de ruidos presentes em diferentes modalidades de CGU devem ser
coletados e investigados. Cérpus de textos de CGU sao fontes importantes de conheci-
mento e tém o potencial de fornecer todas as informagodes necessarias para efetuar essa
analise. A préxima secao apresenta os cérpus de ruidos que serviram como base para o

desenvolvimento das técnicas de normalizagao.

Um corpus de ruidos é uma colecao de textos, geralmente advindos da web, que
contém informagodes sobre palavras nao reconhecidas pela lingua. Um corpus anotado
deve prover cada ruido na forma de uma tripla: a palavra em si (ou versao ruidosa),
sua categoria e sua versao correta (ou normalizada). Por exemplo, na sentenga isso é uma
ecessao, a anotacao do ruido deve ser formada por ecessao (o ruido em si), erro ortogrdfico
(a categoria do ruido) e ezcegio (sua versao normalizada). Infelizmente, sdo poucos os
recursos disponiveis para a lingua portuguesa. Os cérpus existentes sao focados no dominio
de reviews de produtos e nao sao abrangentes, ja que se tratam apenas de textos com as
mesmas caracteristicas. Outro obstaculo ¢ a falta de consenso na categorizagao de ruidos
— os corpus seguem padroes de anotagao ligeiramente diferentes. Com base nessas lacunas,
optou-se por realizar a anotacdo de um novo corpus de ruidos, com textos de diferentes
dominios e fontes, e com uma categorizacao que busca ser menos subjetiva. Este capitulo
descreve primeiramente os dois corpus ja existentes para o portugués brasileiro e, por fim,

apresenta o novo corpus, resultado deste trabalho.

5.1 Corpus Buscapé

Corpus de reviews de produtos extraidas do Buscapé, apresentado em Hartmann
et al. (2014). A anotagao foi baseada em um total de 85.910 reviews, contendo 4.097.905
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tokens e 68.633 palavras tnicas. Inicialmente, uma tentativa de correcao dos ruidos por
meio de corretores ortograficos (como o Aspell') foi realizada. No entanto, a taxa de
correcao obtida foi baixa — apenas 42,55% dos tokens foram normalizados corretamente
pelo Aspell. Nesse contexto, optou-se por efetuar uma investigagao mais ampla dos ruidos,
dando inicio, assim, a anotacao do cérpus. Os ruidos mais frequentes encontrados nas
reviews (com frequéncia minima de 3) foram incluidos na anotacao. A categorizacao de
ruidos utilizada foi descrita detalhadamente na secdo Secao 2.3. Ao todo, quatro pares
de anotadores anotaram 5.775 tokens. A tarefa de anotagao contou com duas etapas de
treinamento. Na primeira, 100 tokens foram anotados individualmente por cada anotador
e em seguida a anotagao foi revisada em grupo. Na segunda etapa, o mesmo processo foi
seguido para anotar mais 75 tokens. Embora possua um ntmero consideravel de ruidos
anotados e uma categorizagao definida, o cérpus ainda assim apresenta deficiéncias. Os

principais pontos negativos a serem destacados sao:

 Nao existe categoria especifica para erros ortograficos contextuais (palavras contidas
no léxico, mas incorretas no contexto em que se encontram), portanto eles foram
anotados simplesmente como erros ortograficos comuns. Na perspectiva da normali-
zagdo, esse ponto é uma falha pois a correcao de erros ortograficos contextuais faz
uso de técnicas especificas, diferentes das demais. A auséncia dessa categoria impede

que essas técnicas sejam avaliadas.

« Palavras corretas, mas nao contidas no léxico considerado como padrao para a ano-
tacao, sdo categorizadas como erros ortograficos. Essa escolha pode acarretar proble-
mas para a avaliacdo de um normalizador, pois pode forcar a correcao de palavras

que ja estavam corretas.

o A categoria internetés é totalmente subjetiva, tornando dificil compreender quando
um ruido pertence a ela. A categoria ndo possui uma definicdo completa, mas uma
de suas caracteristicas apresentadas é a tentativa de escrever a palavra da maneira
que ela é pronunciada — portanto tornando o internetés como um ruido que visa a
exprimir caracteristicas proprias do autor. Embora isso possa ser claro em alguns
casos, geralmente a linha entre o erro intencional para exprimir caracteristicas do
autor e o erro ortografico, por exemplo, é muito ténue. Na descri¢ao da categoria, o
ruido produtu é apresentado como um exemplo de internetés para designar produto.

No entanto, nao é claro saber porque nao é apenas um erro ortografico.

o A categoria de unidades de medida é extremamente especifica, aparecendo em ape-
nas 0,45% dos tokens. Desse modo, ela aumenta desnecessariamente a complexidade

da anotacao e acrescenta pouca informagao ao corpus anotado.

<aspell.net>


aspell.net
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« Existe uma grande quantia de tokens sem categoria (14.5%). Ruidos com essa ano-
tagao sao diversificados e nao seguem padroes, tornando assim dificil normaliza-los

efetivamente.

Apesar de prover informacgoes interessantes para uma analise linguistica de ruidos
em CGU, o corpus Buscapé possui empecilhos para ser usado como base de desenvolvi-

mento e avaliacao de técnicas de normalizacao.

5.2 Coérpus UGCNormal

Utilizado no trabalho de Duran, Avango e Nunes (2015), é um cérpus de review de
produtos que tem anotacdo com o foco em servir como base para avaliacao de técnicas de
normalizacao. O corpus é composto por 60 reviews extraidas do site Mercado Livre e 60 ex-
traidas do site Buscapé. Ambas foram anotadas por um especialista, sendo que cada ruido
foi dividido em uma das seguintes categorias: erros ortograficos nao-contextuais, erros or-
tograficos contextuais, internetés, uso inapropriado de caixa (nomes préprios, acrénimos
e inicio de sentencga), palavras aglutinadas (como muitobom em vez de muito bom) e au-
séncia de pontuagdo (apenas ponto final). A distribuicao de cada categoria pode ser vista
na Tabela 11.

Tabela 11 — Distribuicao de categorias do Cérpus UGCNormal.

Tipo de ruido Buscapé Mercado Livre Total
Ortografico Nao-contextual 56 108 164
Ortografico Contextual 39 76 115
Internetés 6 25 31
Caixa (nomes préprios) 12 19 31
Caixa (inicio de sentenca) 14 12 26
Palavras aglutinadas 2 6 8
Pontuacao 47 79 126

Fonte: Adaptada de Avanco (2015).

O cérpus UGCNormal trouxe melhorias em relacao ao Buscapé, dividindo os ruidos
em categorias que facilitam a avaliacao de técnicas de normalizagdo. No entanto, algumas
limitagoes ainda persistem. A categoria internetés, por exemplo, continuou seguindo o
mesmo esquema de anotagao do cérpus Buscapé — portanto apresentando a mesma sub-
jetividade. As duas categorias relacionadas a pontuacao (Pontuagio e Caixa (inicio de

sentenca)) nao estao diretamente relacionadas as técnicas de normalizagdo, visto que no
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trabalho de Avanco (2015) a segmentagao de sentengas é realizada por uma ferramente ex-
terna. Nesse contexto, essas categorias aumentam a complexidade da anotacao e agregam
pouca informacao. A categoria de palavras aglutinadas sofre do mesmo problema — sua
frequéncia é muito baixa e a correcao nao é feita pelo normalizador. Apesar de essas carac-
teristicas serem negativas, o maior problema do cérpus é seu tamanho: ha poucos ruidos
anotados. A categoria de nomes préprios e a de internetés, por exemplo, contam apenas
com 31 tokens cada. Essa baixa quantidade dificulta a analise da capacidade efetiva de

correcao do normalizador.

5.3 Cérpus TUB-UGC

Pautando-se nas deficiéncias presentes nos corpus apresentados e no fato de ambos
conterem apenas reviews de produtos, optou-se por criar um novo corpus de ruidos para o
desenvolvimento deste trabalho. Considerando-se que um dos objetivos do projeto ¢é tratar
ruidos de forma independente de dominio, é necessario diversificar a fonte dos textos.
Para garantir que sejam considerados ruidos de diversas origens, o corpus é composto por
amostras de textos advindos de trés modalidades de CGU: reviews de produtos, discussoes
em féoruns e publicagoes no Twitter. Por esse motivo o nome TUB-UGC foi escolhido:
Twitter, UOL e Buscapé, todos textos de UGC (user-generated content). As amostras
de reviews sao oriundas do cérpus de Hartmann et al. (2014) e ja sdo utilizadas na avaliagdo
do UGCNormal, entdao somente foram anotados mais exemplos de ruidos. A amostra de
discussao em foruns foi extraida de topicos publicados no Férum da UOL, nas categorias
Televisao?, Esporte®, Jogos? e Vale Tudo®, que trata de assuntos variados. A amostra
de publicagoes no Twitter consiste de tweets escritos em portugués extraidos de junho a

dezembro de 2016, sem filtros especificos de busca.

Coletou-se um grande niimero de textos de cada modalidade — milhoes de tweets
e dezenas de milhares de posts no forum da UOL e de reviews do Buscapé. Apds a coleta,
cada texto foi segmentado em sentencas, utilizando-se a ferramenta proposta por Condori
e Pardo (2015), e posteriormente tokenizado. Tweets foram todos considerados como uma
sentenca, por terem tamanho méximo de 140 caracteres. E importante ressaltar que o
segmentador delimitou, como uma tnica sentenga, alguns textos longos (como em posts
da UOL) em que o autor nao usou pontuagao alguma — fazendo com que houvesse sen-
tengas com um numero muito alto de tokens. Depois do pré-processamento, o total de
sentencas coletadas foi de 294.711 do Buscapé, 68.000 do Féorum da UOL e 1.954.000 do

Twitter. Apenas uma parcela do total de sentencas foi utilizada, sendo posteriormente

<forum.televisao.uol.com.br>
<forum.esporte.uol.com.br>
<forum.jogos.uol.com.br>
<forum.jogos.uol.com.br/vale-tudo_f 57>

Ot W N


forum.televisao.uol.com.br
forum.esporte.uol.com.br
forum.jogos.uol.com.br
forum.jogos.uol.com.br/vale-tudo_f_57
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distribuida aleatoriamente entre os anotadores. A Tabela 12 traz estatisticas sobre as di-
ferentes amostras de CGU. A coluna Fonte indica a modalidade do texto, Maior Sentenca
indica a sentenca com o maior nimero de tokens, Tamanho Médio indica o nimero médio

de tokens por sentenca e Desvio Padrao é o desvio padrao em relagao a média.

Tabela 12 — Estatisticas sobre amostras de CGU.

Fonte Maior Sentenca Tamanho Médio Desvio Padrao

Buscapé 387 11.86 12.33
UOL 518 16.67 16.11
Twitter 47 8.37 6.01

Fonte: Elaborada pelo autor.

O ntumero elevado de tokens na maior sentenca de cada modalidade é devido a
inconsisténcia da ferramenta de segmentacao — que também acarreta desvio padrao alto.
Como os tweets tém limite maximo de 140 caracteres, o nimero médio de tokens em cada
um nao estd muito abaixo das demais modalidades. Isso se deve principalmente ao fato
de tweets frequentemente conterem emojis (que contam como um token mas sao um Unico
caractere), emoticons e caracteres soltos. Essas estatisticas, embora simples, ja indicam
que diferentes modalidades de CGU apresentam comportamentos distintos em relagao a

desvios da lingua.

O processo de Anotacao

A anotacao seguiu o procedimento dos demais corpus — cada ruido foi norma-
lizado (quando pertinente) e categorizado. Para facilitar a anotacgao, os ruidos foram
pré-categorizados utilizando a ferramenta UGCNormal. Caso determinada palavra nao
estivesse contida no léxico padrao da lingua, ela recebia a categoria dada pelo UGCNor-
mal. Caso a ferramenta nao conseguisse identifica-la, a palavra era marcada como ruido e
o anotador definia a categoria. Note que, mesmo que a categoria fosse pré-determinada, o
anotador deveria confirmar a marcagao — portanto toda escolha feita pelo UGCNormal foi
revisada. A correcao do ruido era necessaria em casos de desvios nao contidos em léxicos
do UGCNormal, como erros ortograficos e abreviagoes. A Figura 17 ilustra a interface de

anotagao.

Marcagoes em amarelo indicam que a palavra é ruidosa e recebeu uma categoria
pelo UGCNormal. Nesses casos, o anotador deveria ainda assim confirmar se a categoria
estava correta. Marcacoes em vermelho indicam que nao houve sugestao de categoria por
parte do UGCNormal e, portanto, o anotador deve indicar por si s6. A Figura 18 ilustra

o processo de selegao de categoria e de insercao da correcao.
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Figura 17 — Interface de anotacdo do cérpus TUB-UGC.

1 aaaaaa justin pegou a bandeira do brasil e agora ta cantando purpose aaaaa agora que eu choro
[Ruido| S P S P
2 faii bem de boa curtindo as coisanoinstavia ft daamanda np chuveirofui ve gm curtiu
2 jamaaaaaais fica em casa vai ser velhor g a villa
Ruido Ruldo] (Ruido] Ruido)

4 nofinal vc ja ta tao cansada dos \E&E da pessoa que nem acredita mais que ela mudou ou que pode muda

5 wvou parar de seguir botei gravar pg vendo nadal bye

6 ja dizia gabriel pensandor cada um tem um vicio o jogo a bebida g traz tantas coisas ruins pg cachimbo da paz e probido
Rido L Ruiido] i
7 essa vida que nois leva do bom e do melhor em deus nois tivemos na pior quem nois assim n sabe nem o que nois passou
LA
S dois n tem jeito emmm kkk
9 oshow ja ta acabando meeeu
PAB) (Ruido| Ruido)

10 vc vairr muito qd eu falo seu nomekk nao sei pronunciar

Fonte: Elaborada pelo autor.

Figura 18 — Interface da selecdo de categorias e inser¢ao de correcao.

| Edit Annotation x

assintencia Link |
Search
Google, Wikipedia
| Entity type
E ' Anotar -
"' Ortografico_0
' Ortografico-Contextual_0C
'/ sigla_sI
' Abreviacac_AB
' Internetes_IN
' Estrangeirismo_ES
'~ Nome-Proprio_NP il
'.' Sem-categoria_SC
"/ Ja-corrigido
'~ Lixo
=] Default
'® p-prtografico
' P-Ortografico-Contextual
) p-sigla
) p-Ahreviacan M
| x

Add Frag. Delete Move OK Cancel

Fonte: Elaborada pelo autor.

O sistema Brat® foi escolhido para efetuar a anotacdo, sendo que a versdo utili-
zada pode ser visualizada em <nilc.icmc.usp.br/brat/index.xhtml#/Ruidos/>. A cate-

gorizagao utilizada na anotacao do corpus TUB-UGC ¢ baseada na dos corpus Buscapé

6 <brat.nlplab.org>


nilc.icmc.usp.br/brat/index.xhtml#/Ruidos/
brat.nlplab.org
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e UGCNormal, mas foi planejada de modo a amenizar as deficiéncias das categorizacoes
anteriores. Abaixo, estao listadas as diretrizes seguidas pelos anotadores para categorizar

os ruidos:

« Erro Ortografico (O): grafia incorreta de palavras existentes no dicionario que
resulta em uma palavra fora do padrao. Em geral, um erro ortografico corresponde a
um erro de digitacao — com troca de letras, auséncia de acentos etc. Alguns exemplos
sao: nao em vez de nao, ecesso em vez de excesso, desing em vez de design e

tdos em vez de todos. Erros ortograficos devem ser corrigidos pelo anotador.

« Erro Ortografico Contextual (OC): ocorre quando uma palavra vélida (presente
no dicionario) é utilizada incorretamente no lugar de outra também valida. Em geral
é causado por auséncia de um tunico acento. Alguns exemplos sdo esta em vez de
esta, porem em vez de porém e noticia em vez de noticia. Para corrigi-lo, é
necessario considerar contexto, pois ambas as formas da palavra (com e sem acento)
existem. Devem ser corrigidos quando a versao atual da palavra estd errada no

contexto.

« Sigla (SI): é uma sequéncia de letras com o objetivo de abreviar palavras. E impor-
tante notar que a expansao da sigla deve sempre resultar em mais de uma palavra.
Alguns exemplos sao ONU para Organizacdo das Nagoes Unidas, BBB para
Big Brother Brasil e RJ para Rio de Janeiro. Embora siglas geralmente corres-
pondam a nomes préprios (outra categoria de ruido), como os exemplos anteriores,
a prioridade é marcéa-las como SI. Siglas s6 precisam ser corrigidas no caso de nao

terem sido previamente categorizadas como tal.

« Abreviagao (AB): versao reduzida de uma palavra. Diferentemente das siglas, as
abreviagoes representam uma tinica palavra. Alguns exemplos sdo pq para porque,
tbm para também, ctz para certeza, s para sim e n para nao. Note que pode
haver diferentes abreviagdes para a mesma palavra, como qd, qnd e qndo para

quando. Abreviagoes devem ser corrigidas para sua forma expandida.

o Internetés (IN): girias e expressoes usualmente empregadas na linguagem da In-
ternet. Ruidos sdo categorizados como IN somente em situagdes especificas, tais
como:

1. Aumentativos/diminutivos: mozao para amor e coisica para coisa.
2. Repeticao de caracteres: lindooo para lindo e muuuuito para muito.
3. Girias e expressoes que podem ser transformadas em uma palavra valida: top-

zera para top, ain para ai, eh para é e nois para nés.

Ruidos nessa categoria devem ser corrigidos.
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« Estrangeirismo (EN): palavras de outros idiomas. Nao sao corrigidas.

e Nome Préprio (NP): nome de pessoa, lugar, entidade etc. Ruidos desse tipo nao

sao corrigidos, apenas categorizados.

« Sem Categoria (SC): palavras que ndo ocorrem nos léxicos e que nao se enqua-
dram em nenhuma das categorias acima. Palavras aglutinadas (ex. meunome) ou

separadas (ex. ba ra to) encaixam-se nessa categoria.

« Ja corrigido: palavras que receberam a classe Ruido, provavelmente por incom-
pletude de algum léxico usado na pré-anotacao, mas que estdao corretas e devem

permanecer como estao. Logo, nao precisam de qualquer correcao.

o Lixo: sao tokens que nao podem ser transformadas em palavras reconhecidas pela
lingua. Risadas (como kkk e hahaha) e sequéncias aleatérias de caracteres sao

exemplos.

Pode-se notar que essa categorizagao é capaz de preencher lacunas que existiam
nas outras. A categoria internetés foi reduzida a casos especificos e bem definidos, dimi-
nuindo assim sua subjetividade. A categoria Jd corrigido foi criada para lidar com palavras
corretas nao contidas no 1éxico, que no caso do corpus Buscapé eram consideradas como
erros ortograficos. A categoria Lizo foi criada para eliminar tokens sem sentido e, conse-
quentemente, reduzir a quantia de marcagdes Sem categoria — que existiam em grande
numero no coérpus Buscapé. Além disso, categorias relacionadas a ferramentas externas
(como as de pontuagao) foram removidas, por nao serem de suma importancia a avaliacao

de técnicas de normalizacao.

A anotacao foi dividida em trés etapas. A primeira teve como objetivo a definicao
das categorias e elabora¢do do manual do anotador (disponivel no Apéndice A), seguida
pela anotacao, por trés anotadores, de 100 sentencas cada um. Apds uma reuniao com
esses anotadores, as categorias foram mais bem-definidas e a anotagdo pode efetivamente
comecar. Ao todo, cinco anotadores participaram do processo e receberam treinamento
prévio. Uma reuniao com todos os anotadores para esclarecimento de dividas e para ano-
tacao conjunta de algumas amostras também foi realizada. A segunda etapa contou com
a anotacao de, em média, 150 sentencas por anotador. Ao término dela, uma analise sobre
a distribuicao das categorias dos ruidos anotados até entao foi realizada e as amostras da
terceira etapa foram escolhidas de modo a tentar balancear o corpus. Ao fim do processo,
cada anotador etiquetou em média 300 sentengas. 80 sentengas foram anotadas em comum

por todos para realizar o calculo de medidas de concordancia.

No total, foram anotados 12.405 tokens, sendo 3699 palavras unicas. A Figura 19

apresenta a distribui¢ao dos ruidos no corpus, por categoria.
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Figura 19 — Distribuicao de ruidos por categoria no cérpus TUB-UGC.
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Fonte: Elaborada pelo autor.

Cada fatia da Figura 19 representa uma categoria de ruido. Os valores de propor-
¢ao da categoria em relagdo ao total (%) e o nimero total de tokens pertencentes a ela
também sdo apresentados. E importante ressaltar que uma mesma palavra pode ser clas-
sificada em diferentes categorias, dependendo do contexto em que ela aparece. A palavra
sky, por exemplo, pode tanto ser um nome préprio (a empresa Sky) como um estran-
geirismo, referindo-se a palavra inglesa correspondente a céu. Outro ponto importante é
que os numeros se referem a quantidade de tokens — ou seja, incluem palavras repetidas.
Os ruidos mais frequentes do cérpus apresentam um elevado niimero de ocorréncias. A

Figura 20 apresenta a frequéncia dos dez ruidos mais comuns.

Pode-se notar que abreviagoes predominam nas palavras mais frequentes, pois sao
muito utilizadas para poupar tempo de digitacao. Para analisar a distribuicao de catego-
rias das palavras tnicas (ou seja, desconsiderando a frequéncia), é necessario determinar
apenas uma categoria para ela. Caso a palavra tenha mais de uma categoria possivel,
aquela com maior nimero de anotacoes é escolhida. Por exemplo: se sky foi anotada cinco
vezes como estrangeirismo e duas vezes como nome préprio, estrangeirismo é escolhido
como sua categoria predominante. A Figura 21 apresenta a distribuicao de categorias para

palavras tinicas no cérpus, considerando a categoria predominante.

E possivel notar que ao analisar palavras tinicas, houve significativa mudanca na
distribuicao de categorias. Nomes proprios continuam com a maior frequéncia, pois ha uma

grande diversidade de nomes de pessoas, entidades, marcas, etc. e, portanto, a repeticao
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Figura 20 — Frequéncia dos dez ruidos mais comuns no cérpus TUB-UGC.
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Fonte: Elaborada pelo autor.

Figura 21 — Distribuigdo de ruidos por categoria para palavras tinicas no cérpus TUB-UGC.
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Fonte: Elaborada pelo autor.

de nomes idénticos é menor. No entanto, abreviagdes passaram de uma distribuicao de
23,3% do total para apenas 3,92%. Essa mudanca se deve principalmente ao fato de

que um grande numero de abreviac¢oes é utilizado com muita frequéncia, como visto na
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Figura 20. As demais categorias tiveram pouca alteracdo. Outra analise interessante é
observar a distribui¢ao de categorias nas diferentes modalidades de CGU (UOL, Twitter
e Buscapé). A Figura 22 apresenta a distribuigdo de categorias dos tokens anotados em

posts no forum da UOL.

Figura 22 — Distribuig¢do de ruidos por categoria em posts no férum da UOL.
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Fonte: Elaborada pelo autor.

Embora nomes proprios continuem com a maior distribui¢ao, sua proporc¢ao é con-
sideravelmente maior nos textos da UOL — 12 pontos percentuais acima da distribuicao
geral. Essa caracteristica pode ser explicada pela natureza dos foruns de discussao. Em
geral, topicos de discussao se referem a determinadas entidades (como carros, programas
televisivos e jogos), portanto é natural que esses nomes préprios, bem como outros per-
tinentes a discussao, sejam utilizados nos posts. Abreviacoes tiveram frequéncia menor
que na distribuicao geral, sendo que erros ortograficos assumiram a segunda colocagao.
A Figura 23 apresenta a distribuicao de categorias dos tokens anotados em reviews de

produtos do Buscapé.

Apesar de reviews de produtos em geral conterem diversos nomes préprios (como
de marcas, empresas, lojas e produtos em si), essa categoria foi apenas a segunda mais
frequente nos textos do Buscapé. No entanto, sua frequéncia ainda assim foi ligeiramente
superior a da distribuicao geral. A categoria de ruido mais presente nas reviews foi a de
erros ortograficos — indicando que os autores cometem varios erros de digitagao ou que
desconhecem a grafia correta das palavras. Siglas tiveram um aumento consideravel de
frequéncia (cerca de 75%), possivelmente devido a nome de marcas e de caracteristicas

de produtos (como televisores de LED, por exemplo). As demais categorias apresentaram
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Figura 23 — Distribuicao de ruidos por categoria em reviews do Buscapé.
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Fonte: Elaborada pelo autor.

comportamento similar ao geral. Por fim, a figura Figura 24 apresenta a distribuicao de

categorias dos tokens anotados em tweets.

Figura 24 — Distribuicao de ruidos por categoria em tweets.
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Fonte: Elaborada pelo autor.

A categoria predominantes nos tweets foi a de abreviagdes, possivelmente devido a
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restri¢do ao nimero maximo de caracteres nos textos. Outro ponto importante é que tokens
marcadas como lixo tiveram frequéncia relativamente alta. Isso se deve principalmente a
dois fatos: primeiramente, apesar de a coleta de tweets ter sido realizada de modo a
considerar apenas aqueles escritos em portugués, alguns, escritos totalmente em outros
idiomas, foram coletados. Nesse caso, os anotadores foram instruidos a marcar todos
os tokens como lixo. Por fim, outra caracteristica que contribui para o aumento dessa
categoria é o uso frequente de risadas (kkkk, huehueh) no Twitter — que também sao
categorizadas como lixo. As demais categorias apresentaram comportamento bem similar

ao geral.

A diferenca entre as modalidades de CGU pode também ser vista ao analisar os
ruidos mais frequentes de cada uma. A Tabela 13 apresenta os dez ruidos com maior
numero de ocorréncias para cada modalidade de CGU, ordenados de maneira decrescente

de acordo com a frequéncia.

Tabela 13 — Os 10 ruidos mais frequentes em cada modalidade de CGU.

UOL  Buscapé Twitter

q tv q
bbb nao n
Ve camera ve
nao hd to
voce facil Pq
Pq samsung ta
diana lg p
ja ja nao
fernando  android mt
dilma otimo eh

Fonte: Elaborada pelo autor.

Pode-se notar que os ruidos mais frequentes também seguem a distribuicao geral
da modalidade a qual pertencem. Em textos da UOL, trés dos ruidos mais frequentes
sao nomes préprios — indicando que, de fato, ocorrem muitas vezes nos textos. Ja no
Buscapé, ha varias palavras relacionadas a produtos: como tv e samsung. Outro ponto
interessante é a presenca de palavras sem acentuagao, corroborando o ntmero elevado
de erros ortograficos nesse tipo de texto. Por fim, a maior parte dos ruidos presentes no
Twitter sao relacionados a linguagem empregada na web, contendo abreviacoes e grafias

alternativas (como eh em vez de é).

Para avaliar a concordancia, duas medidas foram utilizadas: o Kappa de Fleiss e a
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concordancia absoluta. O Kappa de Fleiss é uma medida estatistica usada para calcular
a concordancia entre um nimero fixo de anotadores (FLEISS; COHEN, 1973). Seu valor
varia de -1 a 1, sendo que valores abaixo de 0 indicam concordancia muito ruim e acima
de 0.81, concordancia quase perfeita. Diferente do Kappa de Cohen (COHEN, 1960), o
de Fleiss pode ser aplicado a qualquer nimero de anotadores e ndo a apenas um par.
A concordancia absoluta indica quantas vezes a maioria dos anotadores concorda com
a etiqueta — ou seja, no caso de 5 anotadores, sempre que pelo menos 3 concordarem
ha concordancia absoluta. No cérpus TUB-UGC, a concordancia foi avaliada separada-
mente para categorizacao e para correcao dos ruidos. A Tabela 14 apresenta os valores de

concordancia obtidos.

Tabela 14 — Valores de concordancia obtidos na anotagao.

Medida Kappa de Fleiss Concordancia Absoluta
Categorizagao 0,70 75,36%
Corregao 0,83 88,36%

Fonte: Elaborada pelo autor.

Para categorizacgdo, esse intervalo de valores indica concordancia substancial. J&

para correcao, os valores indicam concordancia quase perfeita (CARLETTA, 1996).
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CAPITULO

METODOS DE NORMALIZACAO TEXTUAL

Neste capitulo, sao apresentados métodos de normalizacao textual investigados
neste trabalho. As técnicas desenvolvidas tém como objetivo melhorar a qualidade de
textos oriundos da web, consequentemente aumentando o desempenho de tarefas de PLN
quando aplicadas em CGU. Métodos de normalizacdao podem ser divididos em trés eta-
pas: identificagdo de ruidos, geracao de candidatos e ranqueamento. A primeira etapa é
responsavel por identificar quais palavras de determinado texto necessitam passar pelo
processo de normalizagao. A segunda, dada um palavra ruidosa, busca encontrar palavras
reconhecidas pela lingua candidatas a substitui-la. Em seguida, a etapa de ranqueamento
tem como objetivo encontrar o candidato mais adequado para normalizacao entre as su-
gestoes geradas. A apresentacdo dos métodos seguird essa divisdao, ou seja, técnicas de
identificacao de ruidos, geracao de candidatos e de ranqueamentos sao desenvolvidas e

descritas separadamente.

A Secao 6.1 introduz o ponto de vista sob o qual a tarefa de normalizacao serd
tratada neste trabalho, apresentando o modo de lidar com cada categoria de ruido. A Se-
¢ao 6.2 descreve duas abordagens para identificacdo de ruidos e analisa as vantagens e as
desvantagens de cada uma. A se¢ao Sec¢ao 6.3 trata sobre métodos de geragao de palavras
candidatas a substituicdo de ruidos. Analogamente, a Secao 6.4 apresenta técnicas para
ranquear os candidatos gerados de modo a selecionar os mais adequados para a norma-
lizagdo. Por fim, a Secdo 6.5 introduz a ferramenta de normalizacdo desenvolvida neste
trabalho, que realiza o processo completo de normalizacao — desde o pré-processamento

até efetivamente a correcao de ruidos.

6.1 Consideracoes Iniciais

Como mencionado, a ferramenta UGCNormal, proposta por Duran, Avanco e Nu-

nes (2015), parece ser o tinico normalizador de contetido gerado por usuério disponivel
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para o portugués brasileiro. Desse modo, é natural considera-lo como referéncia para se
propor novas técnicas de normalizagao. Nesse contexto, ha lacunas nao preenchidas pelo
UGCNormal que motivam a investigacao de novos métodos de normalizagdo. Uma das
principais lacunas ¢é a restricao de dominio: UGCNormal foi projetado com foco em re-
views de produtos, desconsiderando as demais modalidades de CGU. Outro ponto a ser
melhorado é que as técnicas de normalizacao empregadas sao baseadas em léxico. Ou
seja, a identificacdo e a correcao de ruidos é efetuada com base em dicionarios criados
manualmente. Essa caracteristica é altamente limitante, visto que o uso de dicionarios nao
é escalavel e depende totalmente do dominio. Pautando-se principalmente nesses pontos
limitantes, a proposta dos métodos de normalizacao que serdao explorados nesse trabalho

visa a atender aos seguintes principios:

o Independéncia de dominio: o processo de normalizacdo é apto a lidar com di-
versos tipos de CGU, como reviews de produtos, publicagoes em redes sociais e
discussoes em foruns. Para tanto, serao empregadas técnicas capazes de aprender
automaticamente a correcao dos ruidos encontrados em diferentes tipos de textos —

eliminando a necessidade de utilizar léxicos elaborados manualmente.

« Flexibilidade e adaptabilidade: as defini¢oes de o que sao palavras ruidosas e de
quando normaliza-las dependem da aplicacdo. Assim, o normalizador nao determina
por si s6 a normalizacao. Na pratica, a identificagao de ruidos pode ser baseada tanto
em léxicos que podem ser alterados conforme a necessidade da aplicagao quanto em
algoritmos de aprendizado de maquina que podem ser treinados para modalidades
textuais especificas. O léxico da lingua padrao pode ser considerado como base, mas
nao hé necessidade de segui-lo estritamente. Uma vez identificadas as palavras fora
do padrao, o sistema farda sugestoes de palavras correspondentes para normaliza-
las. A aplicacao deve ter a possibilidade de determinar se as sugestoes serao ou
nao acatadas, fazendo com que o normalizador nao atue de forma deterministica.
E valido ressaltar que, embora léxicos sejam empregados na identificacdo de rufdos,
a correcdo ocorre automaticamente em decorréncia de algoritmos de aprendizado,

portanto as deficiéncias do UGCNormal nao serao repetidas.

o Capacidade de lidar com diferentes tipos de ruido: além de lidar com diversas
categorias de CGU, o processo de normalizacao deve ser apto a tratar diferentes tipos
de ruido — incluindo erros ortograficos contextuais ou nao, girias da web e abreviagoes.
Para tanto, é ainda mais relevante descartar o uso de léxicos para correcao, de modo
a evitar categorizagao de erros. Para garantir a capacidade de lidar genericamente
com diversos ruidos, ¢ necessario que a correcao ocorra indiscriminadamente, sem

considerar categorias especificas.
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Além desses principios, é necessario deixar claro quais tipos de ruidos serdao con-
siderados. Todas as categorias presentes no corpus TUB-UGC, descritas detalhadamente
na Secao 5.3, serao consideradas de alguma maneira pelos métodos de normalizagao. No
entanto, é importante ressaltar que o significado de normalizar pode ser diferente para
cada categoria de ruido. Desse modo, ruidos de determinados tipos nao precisam necessa-
riamente passar pelas trés etapas de normalizacao. Com o intuito de deixar claro todo o
processo de normalizagao, o tratamento especifico aplicado a cada categoria de ruido sera

descrito.

As categorias de Erros Ortogrificos, Abreviacoes e Internetés devem passar pelas
trés etapas. Métodos para normalizar ruidos pertencentes a essas categorias seguem os
mesmos principios, visto que devem inicialmente identificar a palavra fora do padrao, ge-
rar possiveis corregoes para ela e, por fim, escolher o melhor substituto. Portanto, cada
um desses passos pode ser avaliado individualmente ao tratar esses tipos de ruido. Erros
ortograficos contextuais devem passar por um processo similar, no entanto, sdo proces-
sados por técnicas distintas — visto que sua normalizacao depende exclusivamente de

informagoes do contexto.

Siglas e Nomes Proprios representam ruidos que somente precisam ser identifica-
dos. Sua correcao é, na pratica, apenas estética, pois s6 ha mudanca de capitalizagdo —
samsung deve ser normalizado para Samsung e hdmi para HDMI, por exemplo. Esse tipo
de correcao é util para ferramentas de PLN que necessitam de capitalizagao consistente.
Neste trabalho, optou-se por nao expandir siglas automaticamente, devido principalmente
ao fato de que acronimos e siglas também sdo comumente encontrados em textos na
forma padrao. Organizacao das Nagoes Unidos, por exemplo, ¢ frequentemente referida
como ONU, sendo que a forma abreviada é considerada padrao. Desse modo, é dificil

categoriza-los como ruidos que efetivamente necessitam de correcao.

Ruidos dos tipos FEstrangeirismo e Ja Corrigido também devem ser apenas identi-
ficados. Nao é necessario efetuar nenhuma outra acao para normalizé-los, visto que ja se
encontram em formas canonicas. No caso dos estrangeirismos, as técnicas desenvolvidas
permitem remové-los do texto caso isso seja adequado as necessidades da aplicagao. Pa-
lavras marcadas como lizo sao identificadas e, por padrao, removidas, pois sdo em geral
tokens que nao podem ser transformados em palavras reconhecidas pela lingua padrao.
Por fim, ruidos Sem Categoria sao identificados como um ruido qualquer e passam pelas
trés etapas de normalizacdo. Como palavras desse tipo nao se enquadram em nenhuma

das categorias bem definidas, nao é possivel processa-las de maneira especifica.

Resumidamente, o processo de normalizacao pode ser definido de acordo com os

seguintes passos:

1. A amostra de CGU a ser normalizada é pré-processada de modo a deixa-la adequada
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para ser tratada por técnicas posteriores. O pré-processamento inclui tokenizacao,
segmentacao de sentencas, remocao de repeticao excessiva de caracteres, entre outros
procedimentos. A remocao de caracteres repetidos tem como objetivo facilitar o
processamento da palavra pelos métodos de normalizacao. Em geral, sequéncia sao
limitadas a trés repeticoes — portanto muuuuuito seria transformado em muuuito.
Para realizar a segmentagao de sentencas, utilizam-se ferramentas ja disponiveis,
visto que a tarefa por si s6 é altamente complexa e estd além do escopo deste
trabalho.

2. Uma vez delimitadas as sentencas, palavras fora do padrao sao identificadas.

3. Nesse momento, Nomes Proprios e Siglas podem ser capitalizados. Tokens catego-
rizados como Lixo sao removidos. Estrangeirismos e palavras ja corrigidas nao sao
consideradas nas etapas posteriores, ou seja, seu processamento acaba na identifica-

Gao.

4. Para as demais categorias, sao gerados candidatos para corrigir cada palavra fora

do padrao nas sentencas.

5. Apés a geracao de candidatos, cada um é avaliado e ranqueado levando-se em consi-
deragdo o método empregado. Em seguida, o melhor candidato segundo as técnicas
de ranqueamento propostas substitui a palavra fora do padrao. A lista de candidatos
poderia ainda passar por ranqueamentos posteriores de acordo com a necessidade

da aplicacao.

6. Por fim, ap6s normalizar todas as sentencas, o novo texto é gerado.

Os passos do processo de normalizacao, descritos anteriormente, estao contidos

nos métodos que serao apresentados nas segoes seguintes.

6.2 Métodos de Identificacao de Ruidos

O primeiro passo efetivo do processo de normalizacao consiste em determinar o
que sera normalizado — ou seja, identificar se determinada palavra esté escrita na forma
padrao ou se é um ruido. Para tanto, primeiramente deve-se estabelecer o que é a forma
padrao. Em principio, a norma culta da lingua é adotada como o padrao. Nesse caso,
¢é possivel utilizar um léxico da lingua para identificar palavras ruidosas. Desse modo,
se uma palavra nao estiver contida no léxico, ela é considerada um ruido. No entanto,
essa abordagem ¢ limitada. O principal ponto negativo é que um léxico - por melhor que
seja — nao compreende todas as palavras que devem ser reconhecidas. E o caso das classes
abertas, como nomes préprios, siglas, girias, etc. Uma maneira de contornar esse problema

é adotar um conjunto de 1éxicos para ditar o padrao, ao invés de apenas um. Ou seja, além
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do léxico da lingua, léxicos de nomes préprios, de siglas, entre outros, sdo combinados de
modo a identificar ruidos. A combinacao de léxicos também permite flexibilizar a defini¢ao
de o que é padrao de acordo com as necessidades de aplicagdes especificas. Para alterar

quais palavras sao consideradas validas, basta adiciona-las a algum léxico.

No entanto, a abordagem baseada em léxicos é totalmente dependente das listas
de palavras. Embora dicionarios nao sejam recursos caros ou de dificil acesso, ainda assim
aumentam os requisitos do processo de normalizacao. Além disso, manter dicionédrios que
identifiquem corretamente ruidos em diferentes dominios e em diferentes textos de CGU
é dificil. Nesse contexto, é relevante investigar meios de identificar ruidos sem necessidade
de recursos. Métodos de aprendizado de maquina tém a capacidade de realizar esse tipo
de tarefa. Uma alternativa é treinar algoritmos visando a identificar automaticamente
palavras fora do padrao. A vantagem dessa abordagem é que, uma vez realizado o trei-
namento, ndo se necessita mais de recursos externos. Em contrapartida, ndo é possivel
alterar o que ¢ considerado padrao apés o treinamento — diminuindo assim a flexibilidade
da identificagdo. Considerando que as duas abordagens (por meio de léxicos ou automa-
tica) possuem vantagens e desvantagens, ambas sdao investigadas neste trabalho, sendo

apresentadas nas proximas segoes.

Identificacao de Ruidos Baseada em Léxicos

Trata-se da abordagem mais simples para identificacao de ruidos. Para cada pala-
vra da sentenca, basta verificar se ela estd contida em algum dos léxicos. Caso nao esteja,
a palavra é possivelmente um ruido e deve ser analisada pelos métodos de normaliza-
¢ao. Como ponto de partida, os léxicos da ferramenta UGCNormal foram utilizados. Ao
todo, seis listas de palavras foram usadas, contendo: nomes préprios, siglas, abreviagoes,
internetés, estrangeirismos e um dicionario da lingua portuguesa. Essas listas foram em-
pregadas na pré-anotagao do corpus TUB-UGC, conforme descrito na Segao 5.3. Apds a
anotacao, qualquer palavra identificada como ruido por um anotador foi adicionada ao
léxico correspondente de sua categoria, se nao tivesse sido identificada previamente pelo
UGCNormal. Por exemplo: se o nome proprio Maria tivesse sido pré-categorizado pelos
léxicos do UGCNormal, nao era necessario acrescenta-lo ao léxico de nomes proprios. Ja
se a sigla BBB nao tivesse sido identificada, ela era entao expandida pelo anotador para
Big Brother Brasil e entao inserida no léxico de siglas. Consequentemente, ao fim da
anotacao todos os léxicos foram atualizados e expandidos. Desse modo, ¢ dificil avaliar a
identificacdo por meio de léxicos, pois todos os ruidos do corpus estao contidos nos léxicos,
entdo a taxa de identificacao correta seria de 100% — visto que os ruidos foram extraidos
a partir do proprio corpus. No entanto, uma analise interessante que pode fornecer infor-
macoes importantes pode ser feita ao comparar os léxicos do UGCNormal aos expandidos

ao fim da anotacao. A Tabela 15 apresenta o niimero de palavras em cada um dos léxicos
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do UGCNormal, a porcentagem de ruidos (incluindo repeti¢oes) no cérpus TUB-UGC
que cada léxico foi capaz de pré-categorizar e, por fim, o total de palavras adicionadas a
cada um — ou seja, o total de palavras tinicas que foram encontradas no cérpus e que nao

estavam nos léxicos da categoria correspondente.

Tabela 15 — Avaliacao dos léxicos utilizados na identificacao de ruidos.

Léxico Numero de Palavras Cobertura do Cérpus Palavras Adicionadas
Abreviagoes 89 68,54% 206
Siglas 158 28,22% 123
Nomes Préprios 9.405 49.27% 775
Internetés 401 34,27% 371
Estrangeirismos 247 27,30% 217

Fonte: Elaborada pelo autor.

Pode-se notar que, em geral, a cobertura alcangada pelos léxicos do UGCNormal
foi baixa. Como excecao de abreviagoes, categoria na qual um nimero pequeno de ruidos
(g, vc, thm) se repete muitas vezes, os léxicos nao conseguiram pré-categorizar correta-
mente nem metade dos ruidos. Isso se deve principalmente a diferenca de dominios, pois
os léxicos foram originalmente projetados para tratar apenas reviews de produtos. Outro
ponto interessante é que a quantidade de palavras adicionadas permite observar o enri-
quecimento dos léxicos. Em quatro dos cinco léxicos foram adicionadas quase o dobro de
palavras em relacao ao tamanho original. Além da quantidade, os ruidos inseridos sao de
dominios diferentes, trazendo mais variedade de palavras fora do padrao e, consequente-

mente, informagoes mais genéricas com menos dependéncia de dominio.

Identificacao de Ruidos Baseada em Aprendizado de Maquina

Para identificar ruidos utilizando aprendizado de maquina, é necessario primeira-
mente modelar o problema antes de considerar quais métodos empregar. Considerando
que o objetivo da identificagdo é atribuir uma categoria para cada palavra de uma sen-
tenca, este problema pode ser modelado como uma tarefa de predi¢ao estruturada. Dada
um sentenga, o algoritmo deve ser capaz de gerar uma sequéncia de mesmo tamanho, con-
tendo uma tag para cada palavra correspondente. Nao é necessario, entretanto, utilizar
todas as categorias de ruidos. Como a identificacdo visa a deixar explicito como tratar

cada palavra ruidosa, um novo conjunto de tags foi proposto, sendo elas:

e OK: indica que nao é necessario aplicar nenhuma acao de normalizagdao na palavra.
Se enquadram nessa categoria palavras pertencentes ao léxico, anotadas como ja

corrigidas e estrangeirismos.
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o NP: indica que a palavra é um nome proprio e deve ter a letra inicial capitalizada.
o SI: indica que a palavra é uma sigla e deve ter todas as letras capitalizadas.
o LIXO: tokens que nao acrescentam informacao a sentenca e devem ser removidos.

« NORM: ruidos que podem ser erros ortograficos, abreviagoes ou internetés e que

devem passar por todas as etapas do processo de normalizacao.

Com estas cinco categorias, é possivel mapear todo tipo de acao a ser feito por
um normalizador. Optou-se por utilizar redes neurais como método de aprendizado de
maquina para aplicar a tarefa. Como apresentado na Subsecao 3.2.3, esse tipo de abor-
dagem vem sendo utilizada em diversas tarefas de PLN e é capaz de obter resultados
altamente satisfatérios. Desse modo, a identificagdo de ruidos foi modelada como um
problema de aprendizado supervisionado. Portanto, sao necessarios dados anotados para
efetuar o treinamento das redes neurais. Considerando que o niimero de sentencas ano-
tadas nao ¢ suficiente para treinar algoritmos de aprendizado de méaquina, optou-se por
adotar uma abordagem de supervisao distante, inspirada no trabalho de Go, Bhayani e
Huang (2009). Essa abordagem consiste basicamente em atribuir classes aos dados sem
efetivamente haver anotacao. No caso desta tarefa, os léxicos de normalizacao descritos
na Secao 6.2 foram utilizados para anotar uma amostra de 1 milhao de tweets nao conti-
dos no cérpus TUB-UGC. Para cada sentenca, todas as palavras receberam uma tag de
acordo com o léxico que as continha. Palavras pertencentes ao léxico da lingua, ao de jd
corrigidas e ao de estrangeirismos foram mapeadas para OK. Palavras contidas no léxicos
de nomes préprios e no de siglas foram mapeadas, respectivamente, para NP e para SI.
O léxico de lizo foi utilizado para atribuir a etiqueta LIXO. O restante das palavras foi
marcada como NORM — indicando que deveriam ser processadas por todas as demais
etapas de normalizacdo. A supervisao distante permite gerar de maneira pouco custosa
um grande nuimero de sentencas anotadas. Isso permite o uso de redes neurais profundas

para a realizacao desta tarefa.

A arquitetura escolhida para efetuar a identificacdo de ruidos foi uma rede neu-
ral recorrente convolucional (RCNN, do inglés Recurrent Convolutional Neural Network).
Mais detalhes sobre seu funcionamento podem ser encontrados na Subsecao 3.2.3. Esse
tipo de arquitetura ja foi utilizado com sucesso para segmentacao de sentengas (TILK;
ALUMAE, 2016; CHE et al., 2016) e também para classificacdo de textos em geral (LAI
et al., 2015), inclusive em trabalhos para o portugués brasileiro, como em (TREVISO;
SHULBY; ALUISIO, 2017; CORREA et al., 2017). A arquitetura da RCNN utilizada,
baseada no trabalho de Treviso, Shulby e Aluisio (2017), ¢ ilustrada na Figura 25.

A entrada do modelo é uma matriz de ¢ x d, sendo ¢ o tamanho da sentenca e

d, o nimero de dimensoes das embeddings. O modelo Word2Vec com 500 dimensoes foi
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Figura 25 — Arquitetura da RCNN para identificagdo de ruidos.

P

Pn

entrada CNN 1D max-pooling BRNN totalmente conectada com
@xd @ X ny h, =3 @ Xn, predi¢des em softmax

Fonte: Treviso, Shulby e Aluisio (2017).

utilizado, sendo que o processo de indugao das word embeddings usadas é descrito de-
talhadamente na Secao 6.3. Em seguida, a camada convolucional recebe a entrada e é
responsavel por extrair ny novas features a partir de uma janela deslizante de tamanho
he, que corresponde ao tamanho do filtro aplicado ao vetor concatenado ey, ...,e5c], que
indica uma regiao de h. palavras vizinhas (KIM, 2014). A camada convolucional produz
novas features u; para cada t-ésima palavra ao aplicar um filtro compartilhado para uma
janela de h. embeddings numa sentenca de tamanho ¢. A camada de convolugdo é capaz
de combinar a representacao das embeddings de modo a gerar novas features que trazem
informacoes a respeito do contexto local. Com o intuito de passar para a proxima ca-
mada somente as features mais relevantes, uma operacao de maz-pooling é aplicada. Essa

operacao simplesmente seleciona os n maiores valores de cada regiao dos filtros.

As novas features extraidas sao passadas por uma camada recorrente bidirecional.
Como mencionado na Subsec¢ao 3.2.3, esse tipo de camada é capaz de armazenar informa-
¢Oes passadas ao conectar estados ocultos anteriores com o estado oculto atual em um
instante 7, e também informagoes futuras ao efetuar o mesmo processo com a sentencga
invertida. Com o uso de uma camada bidirecional que trata features obtidas por meio
de convolucao, a arquitetura neural fica apta a explorar o principio de que informacgoes
de palavras proximas tém grande influéncia, enquanto considera que palavras longes a
esquerda (o passado da dimensao temporal) e a direita (o futuro da dimensao temporal)

também podem ter algum impacto na classificagao.

Apébs a camada BRNN, a estratégia de regularizacao conhecida como dropout, que
tenta prevenir co-adaptacao entre unidades ocultas durante o forward-backpropagation,
é utilizada. Essa estratégia, proposta por Srivastava et al. (2014), basicamente ignora
neuronios com o proposito de reduzir a chance de superajustar o modelo, ou seja, a chance
de haver overfitting. Por fim, a iltima camada recebe a saida da BRNN apds o dropout a
cada instante 7, e entdo a passa por uma camada totalmente conectada (MLP), de modo

a produzir predi¢goes usando a fungao de ativacao softmax. O treinamento foi realizado em
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um conjunto de 1 milhdo de tweets anotados por meio de supervisao distante. Os hiper-
parametros utilizados no treinamento foram definidos seguindo o trabalho de Treviso,

Shulby e Aluisio (2017), sendo que os principais estdo listados na Tabela 16.

Tabela 16 — Principais hiper-pardmetros de treinamento da arquitetura RCNN.

Hiper-parametro Valor

Tamanho das embeddings 500

Ntumero de filtros 100
Tamanho do filtro 7
Tamanho do maz-pooling 3
Unidades recorrentes 100
Taxa de dropout 0,5
Taxa de aprendizado 0,001

Fonte: Adaptada de Treviso, Shulby e Aluisio (2017).

A avaliacdo da arquitetura pode ser realizada de duas maneiras. Primeiramente, é
possivel analisar seu desempenho no préprio conjunto de treino, utilizando a abordagem
de validacao cruzada (KOHAVTI et al., 1995). Para tanto, os dados sao divididos em um
determinado ntimero n de folds, treinado utilizando-se n— 1 deles e testado em apenas
um. Isso se repete de modo a que a arquitetura seja treinada e testada em todos os folds.
Por fim, a média do resultado obtido em cada um fornece uma avaliacdo mais precisa.
Cinco folds foram usados nos experimentos conduzidos. Utilizar essa abordagem permite
verificar a capacidade da arquitetura em aprender a desempenhar corretamente a tarefa.
Se os resultados sao ruins na validagao cruzada nos dados de treinamento, ha indicios de
que o modelo utilizado nao é adequado para a tarefa e, consequentemente, nao se saira
bem ao classificar os dados de teste — que é, de fato, seu objetivo. A Tabela 17 apresenta as
classificacoes realizadas pela arquitetura nos dados de treino utilizando validagao cruzada.
As linhas e as colunas representam as possiveis tags. Assim, a linha indica qual a tag
correta, seguida pelo niimero de predigoes para cada categoria nas colunas. Por exemplo:
a célula correspondente a (NP, NP) é o niimero de vezes em que a tag foi corretamente

predita. Ja a célula (NP, SI) indica quantas vezes NP foi erroneamente predita como SI.

Calculando-se a média da precisao por categoria, obtém-se precisao total de 99,81%.
Embora o valor seja extremamente alto, esse resultado nao é totalmente inesperado. Con-
siderando que a anotagao foi feita por meio de léxicos, ha pouca ambiguidade entre tags
— em geral, cada palavra é sempre mapeada para a mesma categoria. Desse modo, a
identificacdo dos ruidos torna-se simples para uma rede neural aprender. Apesar disso,
é possivel notar que a arquitetura nao aprendeu somente a mapear os léxicos, pois ela
efetuou predicoes incorretas. Essa caracteristica indica que o modelo foi capaz de aprender
informagoes que de fato demonstram o que faz uma palavra se tornar um ruido. Por fim, é

fundamental avaliar o desempenho da arquitetura nos dados de teste — ou seja, no corpus
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Tabela 17 — Predigoes realizadas pela RCNN no conjunto de treino.

Tag predita
Tag correta OK NORM SI LIXO NP

OK 1882173 2167 0 3 87
NORM 947 212956 0 24 137
SI 6 35 9676 0 14
LIXO 14 260 0 25157 5
NP 59 432 0 0 453124

Fonte: Elaborada pelo autor.

TUB-UGC. Para tanto, ela foi treinada com a amostra total de tweets anotados e depois
testada nos textos do cérpus. E importante ressaltar que o cérpus contém sentencas de
diferentes modalidades de CGU, nao apena tweets. Portanto, a identificacao de ruidos
nesse caso tem o potencial de ser desafiadora devido a presenca de tipos de textos que
nao foram vistos durante o treinamento. A Tabela 18 apresenta as classificagoes realizadas

pela arquitetura no conjunto de textos do corpus TUB-UGC.

Tabela 18 — Predicoes realizadas pela RCNN no conjunto de teste.

Tag predita
Tag correta OK NORM SI LIXO NP

OK 38476 634 34 18 282
NORM 171 4955 61 100 99
SI 11 96 427 0 8
LIXO 29 438 24 172 22
NP 52 811 75 4 1970

Fonte: Elaborada pelo autor.

A precisio média obtida foi de 93,64%. O valor ainda se manteve alto, porém é
possivel notar que a quantia de erros foi bem maior. Na categoria lizo, a arquitetura nao foi
capaz de classificar corretamente a maioria dos ruidos. E provével que no cérpus estejam
contidos muitos tokens considerados como lixo, que nao estavam presente no conjunto
de treino. Apesar disso, pode-se concluir que métodos de aprendizado de méaquina sao
capazes de identificar ruidos com precisao comparavel a obtida por meio de léxicos. Uma
analise mais completa pode ser feita ao testar o modelo e os 1éxicos de ruidos em amostras
de textos nao vistos anteriormente. Nesse caso, poderia haver palavras nao inseridas nos

léxicos, permitindo assim avalia-los efetivamente.

De modo geral, a identificagdo de ruidos baseada em aprendizado de maquina



6.3. Métodos de Geragio de Candidatos 93

¢é efetiva. Entretanto, na pratica, é relevante discutir se ha vantagens em utilizar tal
abordagem. Apesar de nao necessitar de léxicos apds o treinamento, o uso de arquiteturas
neurais é computacionalmente custoso e lento. Consultar uma lista de palavras é bem mais
rapido e simples do que efetuar predi¢goes em uma rede neural recorrente. Outro ponto
negativo é a falta de flexibilidade. Para alterar o que é definido como ruido na abordagem
baseada em léxicos, basta modificar a lista de palavras — removendo ou adicionando novos
termos de acordo com a necessidade. J& em uma rede neural, realizar alteragoes implica
em treinar novamente a arquitetura por completo, que também é um processo custoso.
Assim, embora o uso de arquiteturas neurais para identificacao de ruidos seja interessante

sob o ponto de vista de pesquisa, na pratica, é mais viavel utilizar 1éxicos.

6.3 Métodos de Geracao de Candidatos

Uma vez identificadas as palavras ruidosas que devem ser normalizadas, é possivel
gerar candidatos para corrigi-las. Esse processo visa a reduzir a complexidade da escolha
da palavra correta, que é realizada na etapa de ranqueamento. Embora seja possivel efe-
tuar toda a normalizagao em um s6 passo — identificando o ruido e corrigindo-o em seguida
—, gerar candidatos para depois ranquea-los possui algumas vantagens. Utilizar uma etapa
intermediaria flexibiliza a normalizacao, possibilitando empregar métodos diferentes para
gerar e para ranquear possiveis corregoes. A geragao de candidatos também reduz o nu-
mero total de palavras a serem avaliadas pelo ranqueamento: em vez de ser necessario

analisar todo o 1éxico buscando corregoes, basta processar os candidatos gerados.

De modo geral, a etapa de geracao de candidatos deve atender a dois requisitos:
ser capaz de conter a versao correta da palavra dentre os candidatos gerados e gerar um
numero limitado de palavras candidatas. O primeiro requisito é necessario para garantir
que os candidatos gerados sejam de fato possiveis corre¢oes. Para avalid-lo, basta verificar
se a versao normalizada do ruido esta contida no total de candidatos. O segundo requisito
visa a assegurar que a geracao de candidatos estéd efetivamente reduzindo o total de pala-
vras a serem avaliadas posteriormente. Se o nimero de candidatos nao fosse considerado,
bastaria adicionar todo o léxico da lingua como potencial correcao e se obteria cobertura
total. No entanto, essa abordagem vai contra os principios de flexibilizacao da normali-
zacao. Uma maneira de avaliar os dois requisitos em conjunto é por meio do potencial
de correcao. Por exemplo: se um método A de geracao obtém 80% de cobertura com um
total de 100 candidatos, e outro método B obtém o mesmo valor com apenas 10, é intui-
tivo dizer que B é superior. Numericamente, essa relagao pode ser expressa dividindo-se o
valor da cobertura pelo total de candidatos — obtendo-se, assim, a probabilidade de cada
candidato ser o correto. No caso do método A, esse valor é de 80% /100 = 0,8, indicando
que cada candidato tem 0,8% de probabilidade de ser o correto. Ja para B, o valor é de

80%/10 = 8%, mostrando que os candidatos gerados por esse método tém maior chance
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de estarem corretos. Essa medida, aqui denominada potencial de corregdo, sera utilizada
na avaliacao dos métodos de geragao de candidatos. A cobertura e o nimero de candidatos

também serdo avaliados.

Geracao por Similaridade Lexical

Um método intuitivo de gerar candidatos é por meio de medidas de similaridade
lexical. Essas medidas, apresentadas com mais detalhes na Subsecao 3.1.2, sdo capazes de
representar e avaliar a similaridade entre palavras. Ou seja, o uso delas permite calcular
numericamente a semelhanga entre um ruido e sua possivel correcao. Utiliza-las para gerar
candidatos para normalizacao é um processo simples. Primeiramente, deve-se calcular a
similaridade entre o ruido a ser normalizado e todas as palavras do léxico. Em seguida,
todas as palavras que contam com similaridade acima de um limiar definido sao consi-
deradas como possiveis corregoes, sendo por fim adicionadas a lista de candidatos. Neste
trabalho, foram desenvolvidos métodos utilizando trés medidas diferentes: distancia de
edigao, longest common subsequence (LCS) (ULLMAN; AHO; HIRSCHBERG, 1976) e
uma adaptagdo da métrica de similaridade lexical, proposta por Hassan e Menezes (2013),

aqui denominada simlez.

Para gerar candidatos utilizando a distancia de edigao, trés valores de limiar foram
utilizados: 1, 2 e 3, cada um representando o nimero maximo de edigoes necessarias para
transformar o ruido em uma possivel correcao. A Tabela 19 apresenta o valor de cobertura
(em porcentagem) obtido para cada categoria de ruido. A Tabela 20 apresenta o ntimero

médio de candidatos gerados pelo método e seu potencial de corre¢iao (em porcentagem).

Tabela 19 — Cobertura da geragdo de candidatos por distancia de edigao.

Distancia Maxima

1 2 3
Erro Ortografico 79,69 88,17 92,84
Abreviacao 2,06 52,75 74,59
Internetés 10,23 28,40 43,20

Fonte: Elaborada pelo autor.

E possivel notar que quanto maior o valor do limiar, maior o nimero de candidatos
e consequentemente melhor a cobertura. No entanto, o potencial de correcao cai drasti-
camente de acordo com o total de candidatos. Quanto menor esse valor, maior o ntimero
de palavras adicionadas indevidamente como candidatas — indicando que o ranqueamento
serd mais dificil. A distancia de edi¢ao teve bons resultados para correcao de erros orto-
graficos, os quais em geral sao pequenas alteracoes de caracteres. Porém, para as demais

categorias, a cobertura obtida foi menor. Para abreviagoes, isso se deve principalmente
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Tabela 20 — Ntumero médio de candidatos e potencial de correcdo para distancia de edigao.

Distancia Maxima

1 2 3

Candidatos Potencial Candidatos Potencial Candidatos Potencial

Erro Ortografico 8,15 9,78 165,90 0,53 1449,55 0,06
Abreviacao 6,49 0,39 138,29 0,38 1123,62 0,07
Internetés 4,52 2,26 99,55 0,28 968,93 0,04

Fonte: Elaborada pelo autor.

ao fato de que a versao abreviada de uma palavra tende a ter bem menos letras que a
original, aumentando assim a distancia de edicao. Para o internetés, a diversidade dos
ruidos presentes nessa categoria dificulta alinhé-los a versao correta por meio de apenas

similaridade lexical.

Diferentemente da distancia de edicao, a LCS indica o tamanho da maior sub-
sequéncia em comum entre duas cadeias de caracteres. Desse modo, essa medida é capaz
de representar quanto uma palavra esta contida em outra. Com base nessa propriedade, a
escolha de utilizar LCS foi pautada principalmente em melhorar a cobertura de candida-
tos para normalizar abreviacoes. E importante ressaltar que a LCS depende do tamanho
de cada palavra, pois mede subsequéncias em comum. Para eliminar essa dependéncia,
foi utilizada a razao entre a LCS e o tamanho da maior palavra — normalizando assim
seu valor entre 0 e 1. Outra alteragao realizada no calculo foi o uso do complemento da
medida em vez da medida em si, apenas visando a manter a consisténcia na apresentacao
de resultados. Enquanto uma distancia de edicao 0 indica que duas palavras sao idénti-
cas, LCS 0 indica que nao ha semelhanca entre elas, pois quanto maior o valor, maior
a similaridade. Portanto, o complemento foi utilizado para inverter o funcionamento da
medida. Como limiar, foram utilizados os valores 0.2, 0.5 e 0.8. A Tabela 21 apresenta o
valor de cobertura (em porcentagem) obtido para cada categoria de ruido. A Tabela 22
apresenta o nimero médio de candidatos gerado pelo método e seu potencial de correcao

(em porcentagem).

A cobertura obtida utilizando LCS com o limiar méximo foi superior a distancia
de edicao em todas as categorias. No entanto, o nimero de candidatos gerados foi ex-
tremamente elevado — reduzindo muito o potencial de correcao. Apesar disso, o total de
candidatos ainda foi consideravelmente menor que o tamanho total do 1éxico, indicando
que cumpriu seu papel como etapa intermediaria visando a facilitar o ranqueamento pos-

terior. A ultima medida avaliada, simlex, é uma combinacao da LCS com a distancia de
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Tabela 21 — Cobertura da geragao de candidatos por LCS.

Distancia Maxima

0,2 0,5 0,8
Erro Ortografico 46,41 88,62 93,56
Abreviacao 0,39 30,01 95,67
Internetés 5,50 36,03 55,88

Fonte: Elaborada pelo autor.

Tabela 22 — Niimero médio de candidatos e potencial de correcdo para LCS.

Distancia Maxima

0,2 0,5 | 0,8

Candidatos Potencial Candidatos Potencial Candidatos Potencial

Erro Ortografico 4,06 0,11 2476,81 0,03 125299 0
Abreviacao 0,10 3,9 84,60 0,35 13996 0,06
Internetés 1,42 3,86 1433,51 0,03 90302 0

Fonte: Elaborada pelo autor.

edi¢ao. Baseando-se em Hassan e Menezes (2013), a medida foi calculada como:

LCSR(wy,w7)
Wwi’w;, se MED(W],WZ) >0 (61)

simlex(wy,wa) =
LCSR(wy,w;), sendo

onde w; e wy 830 as palavras as quais se deseja calcular a similaridade e MED(wy,w;)

é a distancia de edi¢ao modificada entre elas, calculada como
MED(wyi,wp) = ED(wy,w3) — DS(wy,w3)

DS(wy,w;) representa a simetria diacritica entre wy e wy — uma medida que indica o
numero de caracteres de uma palavra alinhados com versoes deles mesmos que contenham
diacriticos (ou seja, acentos) na outra palavra. A simetria diacritica entre maga e maca,
por exemplo, é 2, pois ¢ estd alinhado com ¢ e @ com a. Essa modificacdo é utilizada
devido ao fato de que muitos erros ortograficos em portugués ocorrem em decorréncia
de um tnico diacritico errado, portanto esse calculo da mais peso a esse tipo de ruido.
LCSR refere-se a Longest Common Subsequence Ratio, ou taxa da maior subsequéncia em
comum, sendo a normalizagao da LCS pelo tamanho da maior palavra, como mencionado.
A Tabela 23 apresenta o valor de cobertura (em porcentagem) obtido para cada categoria
de ruido. A Tabela 24 apresenta o nimero médio de candidatos gerado pelo método e seu

potencial de corre¢ao (em porcentagem).
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Tabela 23 — Cobertura da geragdo de candidatos por simlex.

Distancia Maxima

0,2 0,5 0,8
Erro Ortografico 78,69 8264 88,03
Abreviacao 0,40 2,6 22,70
Internetés 5,03 13,89 31,60

Fonte: Elaborada pelo autor.

Tabela 24 — Numero médio de candidatos e potencial de correcao para simlexz.

Distancia Maxima

0,2 0,5 0?8

Candidatos Potencial Candidatos Potencial Candidatos Potencial

Erro Ortografico 2,92 27,90 12,50 6,61 204.69 0,43
Abreviagao 0,07 5,71 5,24 0,49 36,64 0,62
Internetés 0,87 5,78 5,49 2,53 97,87 0,32

Fonte: Elaborada pelo autor.

Com excecao de erros ortograficos, simlex obteve cobertura baixa. Entretanto, uma
caracteristica interessante sobre essa medida é o niimero pequeno de candidatos totais. Isso
indica que a escolha dos candidatos foi conservadora — a medida é portanto mais restritiva.
No contexto de geragao de candidatos, essa propriedade nao ¢ totalmente desejavel pois
limita a cobertura. No entanto, pode ser muito 1til para avaliacdo e ranqueamento, por
conseguir atribuir uma similaridade mais criteriosa. De modo geral, os resultados indicam
que gerar candidatos utilizando apenas medidas de similaridade lexical nao é o bastante.
Embora tenha sido possivel obter cobertura e potencial de correcao satisfatorios na cate-
goria de erros ortograficos, para abreviacoes e internetés os resultados foram insuficientes.

Desse modo, é relevante investigar outras técnicas para realizar a geracao de candidatos.

Geracao por Word Embeddings

Considerando que os resultados obtidos por métodos baseados em similaridade
lexical nao foram satisfatérios, é necessario explorar outras abordagens. Nesse contexto,
utilizar word embeddings, apresentadas com mais detalhes na Subsecao 3.1.1, é promissor
devido a sua capacidade de representar informagoes semanticas, sintaticas e até mesmo
contextuais. Sendo assim, a ideia fundamental deste método de geracao de candidatos é
utilizar o potencial das representacoes vetoriais de palavras e gerar 1éxicos de normalizacao

aprendidos automaticamente de maneira nao-supervisionada. O objetivo é que os léxicos
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aprendidos contenham como entrada palavras ruidosas seguidas por listas de candidatos a
normaliza-las. Este método foi inspirado no trabalho de Sridhard (2015), sendo que uma
versao expandida, modificada e adaptada para o portugués foi inicialmente apresentada
em Bertaglia e Nunes (2016). Ainda assim, o método foi revisado para melhor se adequar
a este trabalho. Sua primeira versao sera utilizada para ilustrar o método. Em seguida,

as modificagoes feitas serao apresentadas e avaliadas no corpus TUB-UGC.

Para o funcionamento do método, foram treinados modelos Word2Vec (MIKOLOV
et al., 2013) de embeddings, construidos com base em textos ruidosos de conteido gerado
por usuario. Foram utilizadas duas fontes de textos. A primeira é um conjunto de revi-
ews de produtos extraidas do cérpus proposto por Hartmann et al. (2014). A segunda
¢ uma grande quantia de tweets escritos em portugués extraidos do Twitter no periodo
de junho a outubro de 2016 utilizando um crawler desenvolvido pelos autores. Ambos
conjuntos de textos tiveram de ser pré-processados de modo a prepara-los para processa-
mentos posteriores. Os tweets foram tokenizados utilizando a ferramenta Twokenizer!, um
tokenizador projetado especificamente para lidar com publicagoes no Twitter. Nome de
usuarios, hashtags e hyperlinks foram removidos por nao acrescentarem informacoes rele-
vantes a criacao de embeddings. As reviews de produtos foram tokenizadas utilizando um
tokenizador simples de palavras (word tokenizer) e marcagoes pré-definidas contidas nas
reviews, como “O que gostei sobre esse produto:”; foram removidas. Em seguida, as sen-
tengas foram segmentadas utilizando a ferramenta proposta por Condori e Pardo (2015).
Apbs a segmentacdo, o total de sentengas obtidas foi de 6.8 milhdes para os tweets e 20
milhdes para as reviews. E importante ressaltar que o elevado ntmero de sentencas de
reviews se deve ao modo de funcionamento do segmentador. Por utilizar features como
quebra de linha, muitas vezes palavras individuais sdo consideradas como sentencas — fato

que acarreta um aumento consideravel da quantidade total obtida.

Apo0s o pré-processamento dos textos, as embeddings foram treinadas utilizando a
ferramenta Gensim?. Foram criados modelos skip-gram (Skip) e continuous bag-of-words
(Cbow) com 100, 300 e 500 dimensoes. Uma janela de contexto de tamanho 5 foi utilizada
e o processo de amostragem hierarquica foi empregado durante o treinamento para reduzir
o tamanho do vocabulario, de modo que somente palavras com mais de dez ocorréncias

no cérpus foram consideradas.

Com os modelos de embeddings criados, é possivel aplicar medidas de similaridade
para encontrar candidatos para normalizar palavras fora do padrao. A primeira medida
utilizada foi a similaridade do cosseno — métrica que calcula o cosseno do angulo formado
entre dois vetores de modo a determinar quao similares sao (MIKOLOV; YIH; ZWEIG,

2013). A Figura 26 ilustra os 25 vizinhos mais préximos (com base na similaridade do

1 <cs.cmu.edu/~ark/TweetNLP /#pos>
2 <radimrehurek.com/gensim/index.html>
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cosseno) da palavra vocé no modelo de embeddings obtido.

Figura 26 — 25 vizinhos mais proximos da palavra vocé no modelo de embeddings Word2Vec.
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Fonte: Elaborada pelo autor.

A versao canonica da palavra se encontra no centro da Figura 26. Ao seu redor, ha
diversas variacoes ruidosas encontradas no modelo de embedding. O objetivo é encontrar
a forma canonica partindo de uma versao ruidosa. Para tanto, é necessario considerar a
similaridade lexical entre as palavras. Essa medida foi computada com base na simlex,

apresentada na Secao 6.3.

Além do conjunto de word embeddings, o método também necessita da lista de
palavras que sao considerada candnicas pela aplicacao. Nos experimentos realizados, o
léxico da lingua portuguesa UNITEX-PB? foi utilizado. Palavras com frequéncia menor
de 100 no Corpus Brasileiro? foram removidas. Essa etapa de poda remove palavras que
tém probabilidade infima de estarem presentes em textos de CGU e consequentemente
diminui o tamanho do léxico — reduzindo assim consideravelmente o tempo de execugao

do método.

A etapa seguinte consiste em encontrar os K vizinhos mais préximos no espaco
vetorial das embeddings de cada palavra canonica, sem considerar na vizinhanga palavras
contidas no léxico. O valor de K foi definido como 25, seguindo os experimentos de Sridhard

(2015). Esse passo gera uma lista de possiveis corrupgoes (ou seja, versdes com ruido) de

<nilc.icme.usp.br/nilc/projects/unitex-pb /web/dicionarios.html>

4 <corpusbrasileiro.pucsp.br/cb/Acesso.html>
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cada palavra canonica w.. Considerando o espaco vetorial das embeddings V, o léxico de

palavras padrao L e w., cada palavra € L, a lista de versoes ruidosas é obtida como:
versbes ruidosas|wc] = V,cyyg¢,maxsimilaridade cosseno(wc,w) (6.2)
’ k

Apds a obtencao da lista de versoes ruidosas, é necessario inverté-la de modo que seja
possivel encontrar a palavra canonica dada uma ruidosa — ou seja, a lista deve ser indexada
pela palavra com ruido e deve conter possiveis candidatos de correcao. Para efetuar esse
procedimento, a lista de versdes ruidosas de cada palavra do léxico é percorrida. Em
seguida, uma nova estrutura é criada para armazenar cada palavra ruidosa w, como indice
de uma lista de palavras candnicas que contém w, em sua lista de versoes ruidosas. Apos
esse passo, uma tupla na forma (we,score(w,,w.)) é armazenada como possivel candidato

de corregao a w,. A pontuacao (score) é calculada como:
score(Wp,we) =n X simlex(w,,we) + (1 —n) x similaridade cosseno(w,,w.) (6.3)

A similaridade no espago vetorial (calculada pelo cosseno) é considerada na pontuacao
devido ao fato de que algumas corregoes possuem baixa similaridade lexical. Isso ocorre
comumente em abreviagoes: d+, por exemplo, é frequentemente utilizada para abreviar
demais. Como a subsequéncia comum de caracteres entre as duas é pequena, o valor da
similaridade lexical é baixo. Considerar a similaridade do cosseno ameniza esse problema.
O termo n da equagao ¢ um valor entre 0 e 1 que indica o peso (ou importancia) dado
a similaridade lexical. Nos experimentos realizados, n foi definido como 0,8. O léxico
aprendido é armazenado como estrutura hash, indexada por w,, na qual cada entrada
contém uma lista de provaveis candidatos a correcao para substituir a respectiva palavra

ruidosa. Para determinar o melhor candidato, basta computar max(score(w,,w¢)).

Considerando que somente os K vizinhos mais préoximos da palavra canonica sao
adicionados ao 1éxico, algumas palavras ruidosas de baixa frequéncia podem nao cons-
tar nos K vizinhos e consequentemente serem desconsideradas. Nesse caso, a abordagem
proposta até o momento nao é capaz de encontrar nenhum candidato de correcao. Para
contornar esse problema, uma etapa de expansao foi adicionada ao método. Se determi-
nada palavra ruidosa w, nio esté contida no léxico aprendido, ou seja, w, ¢ T, a palavra
canodnica € L mais lexicalmente similar a w, é adicionada como candidato de correcao.
Desse modo, a etapa de expansao pode ser definida como:

Se wy, ¢ T : T[w,] < maxsimlex(w,,w,)
weEL

Apesar de ser simples, a etapa de expansao melhorou os resultados gerais obtidos
pelo sistema. E importante notar que essa versao do método utilizava um modelo de lingua
para tratar erros ortograficos contextuais. Na versao atual, essa abordagem nao ¢ mais

utilizada por ser pouco efetiva. Métodos especificos para tratar erros contextuais foram
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desenvolvidos e serao descritos na Segao 6.4. No trabalho de Bertaglia e Nunes (2016),
o método foi avaliado no cérpus UGCNormal. Os primeiros experimentos conduzidos
tiveram como objetivo determinar qual o melhor modelo de word embedding para a tarefa
de normalizac¢do. Foram avaliados os modelos skip-gram e continuous bag-of-words (Cbow)
do Word2Vec com 100, 300 e 500 dimensoes. Para cada configuraciao de dimensao, os
modelos foram treinados em dois conjuntos diferentes de dados: o primeiro, denominado
Ruidoso, segue exatamente o padrao ja descrito. O segundo, denominado Hibrido, inclui
uma amostra adicional de 38 milhdes de sentencas extraidas da Wikipédia. A Tabela 25
apresenta a cobertura obtida utilizando cada modelo de embeddings na correcao de erros

ortograficos (O) e na de internetés (I) (com a configuragao bésica do método).

Tabela 25 — Resultados para correcao de ruidos obtidos de cada modelo Word2Vec.

Dimensoes
Modelo 100 300 500
O I O I O I
Cbow Hibrido 67.2% 64.5% 72.3% 64.5% T721% 64.5%
Cbow Ruidoso 70.7% 54.8% T4.7% 64.5% 76.0% 64.5%

Skip-gram Hibrido 63.8% 77.4% 742% 71.0% 76.0% 71.0%
Skip-gram Ruidoso 77.3% 64.5% 78.6% 67.7% 78.6% 77.4%

Fonte: Elaborada pelo autor.

A abordagem apresentada é nao-supervisionada e faz uso de medidas de similari-
dade lexical e de modelos vetoriais de representacao de palavras. O método nao necessita
de conjuntos de regras nem de léxicos especificos, sendo apenas requerida uma lista de pa-
lavras consideradas candnicas. Portanto, a abordagem ¢ facilmente expansivel e adaptavel
conforme as necessidades de cada aplicacao especifica. Com base nessas caracteristicas,
optou-se por continuar utilizando-a neste trabalho. A principal diferenga na versao atual
é que a etapa de expansao foi incorporada ao método — ou seja, ndo é mais realizada em
separado. Em vez disso, palavras lexicalmente similares sao adicionadas como candidatas
de corre¢do ao mesmo tempo que as similares no espaco de embeddings. Outra diferenca
¢ no modelo de embebddings utilizado. Optou-se por investigar o uso de outros mode-
los além do Word2Vec, visando a analisar o impacto do espaco vetorial na geracao de
candidatos. Para tanto, os modelos FastText (BOJANOWSKI et al., 2016) e Wang2Vec
(LING et al., 2015), ambos descritos na Subsegao 3.1.1, foram avaliados. A modelagem do
Word2Vec prioriza a captura de informacoes seméanticas, a do FastText, de morfologicas
e a do Wang2Vec, de sintaticas. Para ilustrar a diferenca entre os modelos, a Tabela 26
apresenta as palavras mais proximas a palavra ruidosa simplismente (simplesmente) no

espago vetorial, dispostas em ordem decrescente de acordo com a similaridade.

E possivel notar que a versao correta da palavra (simplesmente), encontra-se entre
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Tabela 26 — Palavras mais proximas a simplesmente em diferentes modelos de embeddings.

Word2Vec Wang2Vec FastText

simplesmente  simplesmente  simplsmente

nouis realmente simplesmente
jungsis literalmente simplis
personifica  definitivamente  felismente
estou realmnt simplesment

Fonte: Elaborada pelo autor.

as mais préoximas em todos os modelos. No Word2Vec, as palavras mais proximas nao
possuem relagdo 6bvia com a original, sendo que provavelmente obtiveram representacoes
similares por ocorrerem em contextos semelhantes. Ja no modelo Wang2Vec, é clara a cap-
tura de informacoes sintaticas: todas as palavras proximas sao advérbios. Analogamente,
o FastText demonstra forte indicios morfologicos, gerando palavras préximas com muitos
caracteres em comum. Intuitivamente, pode-se perceber as nuances de cada representacao.

Desse modo, é relevante considerar todas neste trabalho.

Para treinar as novas embeddings, uma amostra maior, contendo cerca de 40 mi-
lhoes de tweets, foi utilizada. A tokenizacao foi um pouco diferente: niimeros foram substi-
tuidos pela tag NUMBER, nomes de usuarios por USERNAME, hashtags por HASHTAG
e URLs por URL. Entidades relacionadas a ntimeros (telefones, datas, valores monetarios
etc) também foram substituidas por NUMBER. O uso dessas tags permite a obtengao
de uma representacao vetorial para esse tipo de informacgao, que no pré-processamento
utilizado anteriormente era simplesmente descartada. Repeti¢coes consecutivas de carac-
teres superiores a 3 foram limitadas a apenas 3 — legaaaal, por exemplo, é substituido
por legaaal. Sinais de pontuacgao foram removidos, por nao fornecerem informacoes re-
levantes aos métodos de normalizacdo (que sdo apenas lexicais). Uma modificacdo da
ferramenta Tweetokenize® foi utilizada para tokenizar o texto. Foram adicionadas expres-
soes regulares para reconhecer formato de datas e telefones brasileiros, bem como para
lidar com caracteres acentuados. A versao modificada para o portugués brasileiro esta dis-
ponivel publicamente para uso em <github.com/tfcbertaglia/enelvo/tree/master/enelvo/
preprocessing/tokenizer>. O Tweetokenize foi escolhido por ser mais facil de adaptar que
outras ferramentas. Seguindo os experimentos anteriores, todos os modelos foram treina-
dos com 500 dimensoes utilizando a arquitetura skip-gram. Apds o treinamento das novas
embeddings, o método de aprendizado de 1éxicos foi utilizado com base em cada modelo.
Para ilustrar o resultado obtido apds a execucao desta técnica de geragao, a Tabela 27
apresenta os cinco primeiros candidatos gerados por cada modelo de word embeddings

para o ruido pgq (porque), dispostos em ordem decrescente de acordo com a pontuagao.

>  <github.com/jaredks/tweetokenize>


github.com/tfcbertaglia/enelvo/tree/master/enelvo/preprocessing/tokenizer
github.com/tfcbertaglia/enelvo/tree/master/enelvo/preprocessing/tokenizer
github.com/jaredks/tweetokenize
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Tabela 27 — Corregoes aprendidas pelo método de geracao de candidatos por embeddings.

Word2Vec  Wang2Vec FastText

porque - 0,20 porque - 0,23  pqu - 0,63
que - 0,14 porqué - 0,18 q-0,53

pois - 0,13 pois - 0,16  porque - 0,21
porqué - 0,13  afinal - 0,09 pois - 0,17

porém - 0,11 - tipo - 0,16

Fonte: Elaborada pelo autor.

Todos os léxicos de correcao foram capazes de encontrar a versao normalizada
da palavra. No entanto, o modelo FastText pontuou-a somente em terceiro lugar. Outro
ponto interessante é que duas palavras fora do padrao (¢ e pqu) acabaram sendo geradas
como candidatos a correcao. Isso se deve possivelmente a inconsisténcias no léxico da
lingua utilizado. Apesar de o método gerar os candidatos e pontua-los concomitantemente,
nesta secao serao apresentados resultados relacionados apenas a geracao. A avaliacdo dos
candidatos gerados a partir de cada modelo de embedding sera feita utilizando a cobertura,
o numero médio de candidatos e o potencial de correciao. A Tabela 28 apresenta a cobertura
(em porcentagem) obtida pela geragdo de candidatos a partir de cada modelo diferente

de embeddings.

Tabela 28 — Cobertura da geracao de candidatos por word embeddings.

Modelo de Embedding
Word2Vec Wang2Vec FastText

Erro Ortografico 84,48 87,52 86,21
Abreviacao 91,73 84,77 83,55
Internetés 81,42 87,68 80,41

Fonte: Elaborada pelo autor.

O valor de cobertura obtido foi alto para todas as categorias de ruidos. Exceto
por erros ortograficos, a geracao de candidatos por meio de word embeddings superou
por uma vasta margem os resultados obtidos pela geracao por similaridade lexical. Para
melhor avaliar o método, a Tabela 29 apresenta o nimero médio de candidatos gerados e

o potencial de corregao obtido (em porcentagem).

Pode-se notar que, diferentemente da geracao por similaridade lexical, o niimero
de candidatos gerados foi baixo para todas as categorias. Esse fato, aliado a cobertura
alta, resulta em um potencial de corre¢do razoavel. Consequentemente, o ranqueamento
dos candidatos gerados ¢ pouco trabalhoso, pois todos sao de fato possiveis normalizagoes

do ruido. Os resultados indicam que word embeddings podem ser utilizadas de maneira
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Tabela 29 — Ntumero médio de candidatos e potencial de correcdo para geracdo por embeddings.

Modelo de Embedding

‘Word2Vec [ ‘Wang2Vec [ FastText
Candidatos Potencial Candidatos Potencial Candidatos Potencial
Erro Ortogréfico 6,65 12,70 4,86 18,02 4,70 18,35
Abreviagao 5,39 17,01 6,50 13,04 6,40 13,05
Internetés 8,17 9,97 7,83 11,20 6,00 13,40

Fonte: Elaborada pelo autor.

efetiva na normalizagdo, sendo capazes de capturar satisfatoriamente a relacdo entre um

ruido e sua versao normalizada.

6.4 Métodos de Ranqueamento de Candidatos

Apébs obter palavras candidatas a normalizar determinado ruido, é necessario se-
lecionar qual de fato é a mais pertinente para substitui-lo. Nesse contexto, métodos de
ranqueamento de candidatos sdo responsaveis por atribuir uma pontuacao a cada palavra
candidata. Ao término desse processo, é possivel escolher o candidato (ou vérios) mais
provavel para normalizacdo. E importante ressaltar que o ranqueamento nao seleciona
necessariamente apenas o candidato de maior pontuagao, mas sim gera uma lista orde-
nada contendo determinado nimero de candidatos. Desse modo, ainda ha espago para
processamentos posteriores — que podem ser realizados especificamente de acordo com a
necessidade da aplicacao. Visando a levar em consideragao essa caracteristica, os métodos
de ranqueamento serdao avaliados quanto a cobertura de seus top —n candidatos. Ou seja,
se a versao correta do ruido esta contida na lista dos n candidatos de maior pontuacao,
considera-se que o método é capaz de normalizé-lo. Neste trabalho, serao considerados
como valores de n 1, 2 e 3. Com n =1, a avaliacdo diz respeito a um tunico candidato,
ou seja, corresponde a definitivamente corrigir o ruido e substitui-lo por uma palavra
considerada correta. Os métodos de ranqueamento seguem as mesmas abordagens que
os de geracao: sao baseados em similaridade lexical e em word embeddings. Ambos serao

detalhados nas proximas segoes.

Ranqueamento por Similaridade Lexical

Conforme apresentado na Secao 6.3, trés medidas de similaridade lexical foram
utilizada para gerar candidatos: distancia de edi¢ao, LCS e simlex. No entanto, como dis-
cutido anteriormente, simlex apresentou cobertura baixa na geracao e portanto candidatos
gerados a partir dela nao serao considerados no ranqueamento. Apesar disso, sua natureza
restritiva a torna pertinente para ser utilizada como medida de pontuacao. Desse modo,
simlex serd empregada como a pontuagao no ranqueamento por similaridade lexical. Ou

seja: para ranquear cada candidato ¢ a normalizar p, basta calcular a simlex entre c e p
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e ordenar todos os candidatos de acordo com o valor calculado. De modo a fornecer um
meio de comparagao, a frequéncia de cada candidato também serd utilizada como medida
de ranqueamento. Nesse caso, cada candidato ¢ é pontuado de acordo com sua frequéncia
de ocorréncia no total de amostras de textos de CGU coletadas para criagdo do corpus
TUB-UGC. Apesar de simples, essa medida é capaz de dar importancia a palavras que
ocorrem frequentemente e portanto efetuar correcoes pertinentes em determinadas situ-
acoes. O ranqueamento sera avaliado separadamente para candidatos gerados por meio
da distancia de edig¢ao e pela LCS, considerando os top — 1, top — 5 e top — 10 candidatos
de maior pontuacao. Somente serdao ranqueados candidatos oriundos do método geracao
com maior cobertura de cada medida de similaridade — ou seja, o com maior limiar. A
Tabela 30 apresenta a cobertura (em porcentagem) obtida utilizando-se a pontuagao por
simlex e por frequéncia para cada categoria de ruido em candidatos gerados por distancia

de edicao < 3.

Tabela 30 — Cobertura obtida no ranqueamento de candidatos gerados por distancia de edigao.

Distancia de Edi¢ao — 3

top-1 top-5 top-10
Simlex Frequéncia Simlex Frequéncia Simlex Frequéncia
Erro Ortografico 72,90 7,80 82,23 21,21 85,04 38,75
Abreviacao 1,22 0,98 26,04 22,14 36,66 29,82
Internetés 5,49 11,14 14,50 21,83 22,13 24,42

Fonte: Elaborada pelo autor.

Os resultados obtidos para erros ortograficos foram satisfatérios, com a simlex
sendo capaz de corrigir 72,90% dos ruidos com o candidato de maior pontuacao e 85,04%
com os dez maiores. Nessa categoria, a medida foi bem superior a frequéncia. A cobertura
atingida nas demais categorias foi baixa, mostrando que o método nao foi capaz de nor-
malizar adequadamente abreviagoes e internetés. No entanto, esse comportamento ja era
esperado, devido ao fato de a cobertura da geracao de candidatos ser insuficiente. Nesse
contexto, pode-se considerar que o ranqueamento cumpriu razoavelmente bem seu papel,
pois dentre os casos os quais poderia corrigir corretamente (considerando todos os candi-
datos possiveis), foi capaz de acertar uma parcela considerdvel. A Tabela 31 apresenta a
cobertura (em porcentagem) obtida utilizando a pontuagao por simlex e por frequéncia
para cada categoria de ruido em candidatos gerados pelo complemento da razao da LCS
<0,8.

Houve apenas uma ligeira diferenca entre a cobertura obtida por candidatos ge-
rados por distancia de edi¢do e por LCS. Com excecao de erros ortograficos, é possivel
considerar que ambas as medidas proveem candidatos de baixa similaridade efetiva, que
dificultam a execucao de um ranqueamento satisfatorio. De modo geral, pode-se concluir

que métodos baseados em similaridade lexical nao sao capazes, por si s6, de normalizar
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Tabela 31 — Cobertura obtida no ranqueamento de candidatos gerados por complemento da
razao da LCS.

CLCSR - 0,8
top-1 \ top-5 \ top-10
Simlex Frequéncia Simlex Frequéncia Simlex Frequéncia
Erro Ortografico 72,84 5,89 82,50 13,46 85,08 14,09
Abreviagao 1,22 31,27 26,04 46,22 36,93 46,97
Internetés 5,49 1,52 14,96 6,41 22,74 8,54

Fonte: Elaborada pelo autor.

internetés e abreviagoes. Por outro lado, apresentam bons resultados ao lidar com erros

ortograficos — nos quais o ruido tem alta similaridade lexical com sua versao correta.

Ranqueamento por Word Embeddings

O ranqueamento por word embeddings faz parte da técnica apresentada na Se-
¢ao 6.3. Como descrito, o método gera candidatos e os ranqueia simultaneamente. Porém,
visando a manter a organizacao do texto, a avaliagdo da etapa de ranqueamento sera
realizada nesta secao. Para tanto, o mesmo procedimento usado na avaliacao dos méto-
dos por similaridade lexical serd empregado. A cobertura serd computada com base nos
top—1, top—5 e top — 10 candidatos com maior pontuacao. Os léxicos de correcao ge-
rados por cada modelo de embedding (Word2Vec, Wang2Vec e FastText) serao avaliados
separadamente. A Tabela 32 apresenta a cobertura (em porcentagem) obtida utilizando o
ranqueamento por meio de word embeddings para cada categoria de ruido em candidatos

gerados pelo modelo Word2Vec.

Tabela 32 — Cobertura obtida no ranqueamento de candidatos gerados pelo modelo Word2Vec.

Word2Vec
top-1 top-5 top-10
Erro Ortografico 81,02 84,39 8448
Abreviacao 75,41 91,73 91,73
Internetés 74,52 80,96 81,42

Fonte: Elaborada pelo autor.

A cobertura obtida foi satisfatéria em todas as categorias. E interessante notar que
houve pouca variagao de cobertura entre os diferentes niimeros de candidatos considerados.
Isso se deve principalmente ao fato de que o modelo de word embeddings foi capaz de
captar similaridades complexas entre palavras — gerando, consequentemente, candidatos
que facilitam a etapa de ranqueamento. O modelo de Word2Vec obteve o melhor resultado

na normalizacao de abreviac¢oes, sendo capaz de corrigir corretamente 75,41% delas com
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o candidato de maior pontuacao e 91,73% com os cinco maiores. Nao houve mudanca
entre o top—5 e o top — 10 pois os métodos baseados em embeddings tém um baixo
numero médio de candidatos, sendo que muitas vezes nao ha todos os 10 para modificar
a cobertura do rop —10. A Tabela 33 apresenta a cobertura (em porcentagem) obtida
utilizando o ranqueamento por meio de word embeddings para cada categoria de ruido em

candidatos gerados pelo modelo Wang2Vec.

Tabela 33 — Cobertura obtida no ranqueamento de candidatos gerados pelo modelo Wang2Vec.

Wang2Vec

top-1 top-5 top-10
Erro Ortografico 86,57 87,52 87,52
Abreviacao 77,92 84,77 84,77
Internetés 80,09 87,44 87,67

Fonte: Elaborada pelo autor.

Em geral, os resultados obtidos pelo modelo Wang2Vec foram bem similares aos
do Word2Vec. No entanto, considerando apenas a cobertura top — 1, os valores obtidos
foram consideravelmente superiores. Considerando que este modelo de embedding d& én-
fase a sintaxe, é possivel que esse tipo de informacao seja de grande importancia para a
normalizacao textual — ou seja, é preciso ir além da similaridade lexical. A Tabela 34 apre-
senta a cobertura (em porcentagem) obtida utilizando o ranqueamento por meio de word

embeddings para cada categoria de ruido em candidatos gerados pelo modelo FastText.

Tabela 34 — Cobertura obtida no ranqueamento de candidatos gerados pelo modelo FastText.

FastText

top-1 top-5 top-10
Erro Ortografico 84,85 86,21 86,21
Abreviagao 69,49 83,50 83,55
Internetés 72,13 80,41 80,41

Fonte: Elaborada pelo autor.

O modelo FastText nao se destacou em nenhuma categoria, obtendo resultados
condizentes aos demais modelos. Em média, sua cobertura é a pior das trés. Por ser um
modelo de word embeddings que enfatiza informagoes morfologicas, é possivel que a ligeira
perda de desempenho seja devida a sua caracteristica de representar palavras com muito
caracteres em comum como préximas no espago. Como visto nos métodos por similari-
dade lexical, esse tipo de semelhanca por si s6 pode ser ruim para a normalizacdo. A

combinacao dos candidatos gerados pelos diferentes modelos de embeddings de modo a
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tentar aumentar a cobertura do ranqueamento foi testada empiricamente, mas nao atin-
giu resultados relevantes que justificassem o aumento no nimero médio de candidatos a
serem avaliados. De modo geral, o uso de word embeddings proveu resultados altamente
satisfatérios tanto para geragao de candidatos quanto para ranqueamento. Embeddings
possuem outras vantagens, além do valor superior de cobertura obtido. Primeiramente,
os modelos treinados podem ser atualizados com textos novos — possibilitando assim o
recalculo da representacao das palavras. Isso é especialmente util para lidar com texto de
novos dominios, nao considerados previamente, e para acompanhar a mudanga temporal
da lingua. Considerando que expressoes de internetés e abreviagdes surgem continuamente
na web, retreinar as embeddings pode ser essencial para manter a eficicia dos métodos
de normalizagdao. Outra vantagem desse tipo de representacao é no desempenho em se
calcular similaridades. Diferentemente de medidas lexicais, as quais requerem algoritmos
custosos de programacao dinamica para serem calculadas, a similaridade entre embeddings
é apenas a distancia entre dois vetores no espaco, que pode ser calculada eficientemente
como produtos matriciais — operacgoes que podem ser altamente otimizadas computacio-

nalmente.

Correcao de Erros Ortograficos Contextuais

A normalizacdo de erros ortograficos contextuais deve ser tratada de modo par-
ticular. Até o momento, a correcdo de todos os ruidos foi realizada apenas lexicalmente
— utilizando somente informagoes sobre a palavra fora do padrao e sobre seus possiveis
substitutos. No entanto, erros ortograficos contextuais sao palavras reconhecidas pela lin-
gua e so sao consideradas ruidosas devido ao contexto em que se encontram. Desse modo,
é necessario desenvolver técnicas capazes de considerar o contexto no qual a palavra esta
inserida. Tais métodos enquadram-se em métodos de ranqueamento pois nao é necessa-
rio gerar candidatos a substitui-los, visto que para normalizar um erro contextual basta
definir se ele deve ser acentuado ou ndo. Na pratica, cada ruido contextual possui dois

candidatos — sua versao com e sem acento.

Recentemente, o uso métodos baseados em redes neurais para representacao de
contexto em PLN vem crescendo. Trabalhos como (CHO et al., 2014; IKEDA; SHINDO;
MATSUMOTO, 2016) utilizam arquiteturas neurais profundas com o objetivo de obter
representacoes contextuais de palavras, sentencas e até mesmo documentos inteiros. Se-
guindo essa abordagem, propoe-se uma arquitetura que combina um autoencoder para
representacao do contexto de sentencas e uma rede MLP para classificar a presenca de

acento na palavra. A Figura 27 apresenta a estrutura geral da arquitetura proposta.

O funcionamento da arquitetura é simples. Para o treinamento, sdo necessarias
sentengas que contém palavras que existem com ou sem acentos (como esta e estd, vicio

e vicio, etc.). E importante ressaltar que as sentengas devem ser oriundas de textos redi-
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Figura 27 — Arquitetura neural para corregdo de erros ortograficos contextuais.
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Fonte: Elaborada pelo autor.

gidos em lingua padrao, visando a garantir que a acentuacao da palavra esteja de fato
correta no contexto em que se encontra. Em seguida, a palavra é retirada da sentenca
— dividindo a entrada em duas: a palavra a ser avaliada e o fragmento de sentenca a que
ela pertence. Esse passo ¢ necessario pois se deseja obter uma representagao de contexto
que nao dependa da palavra avaliada. Em seguida, o encoder, que ¢ uma BRNN, recebe o
fragmento de sentenca como entrada e gera uma representacao para ele. A representacao
obtida, que simboliza o contexto, é entao combinada a representacao da palavra avaliada
(por meio da concatenagao dos vetores das duas representagoes). Apds a combinagao, o
dropout é utilizado com o objetivo de evitar overfitting. A representacao combinada é por
fim passada por uma camada totalmente conectada (MLP) de modo a produzir predi¢oes
usando a func¢ao de ativagdo softmax. A predicao é binaria, indicando se a palavra avali-
ada contém, ou nao, acento. Para exemplificar, considere a sentenca hoje o dia estd frio.
No treinamento, as duas entradas seriam estd e hoje o dia frio. O fragmento seria proces-
sado pelo encoder, que gera como saida uma representagao intermediaria. Em seguida, a
representacao é concatenada a embedding de estd e o vetor resultante é processado pela
camada totalmente conectada. Por fim, a saida esperada é 1 (com acento), entao os pesos

sao ajustados de acordo.

Como sao necessarios textos na forma padrao para o treinamento, um conjunto
de 1 milhao de sentencas extraidas da Wikipédia foi utilizado. Foram coletadas somente
sentencas que continham candidatos a erros ortograficos contextuais. Para evitar ambigui-
dade contextual, sentencas que continham versées com e sem acento da mesma palavra
foram removidas (por exemplo em vou esperar até que vocé ate o nd). O treinamento foi
realizado utilizando embeddings do modelo Word2Vec, obtidas por meio do repositorio
de embeddings do NILC®. Os hiper-parametros utilizados no treinamento foram definidos

com base na literatura da area, sendo que os principais estao listados na Tabela 35.

6 <nile.icme.usp.br /nile/index.php /repositorio-de-word-embeddings-do-nile>


nilc.icmc.usp.br/nilc/index.php/repositorio-de-word-embeddings-do-nilc
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Tabela 35 — Principais hiper-parametros de treinamento da arquitetura encoder.

Hiper-parametro Valor

Tamanho das embeddings 500

Unidades recorrentes 500
Taxa de dropout 0,5
Taxa de aprendizado 0,001

Fonte: Elaborada pelo autor.

Para avaliar a capacidade de aprendizado da arquitetura, seu desempenho foi tes-
tado no conjunto de treino (textos da Wikipédia) por meio de validacao cruzada com 5
folds. Para avaliar as predigoes em textos de CGU, a arquitetura foi utilizada para corrigir
erros ortograficos contextuais do cérpus TUB-UGC. Os resultados de ambos constam na

Tabela 36, com valor em porcentagem de cobertura precisao e F1.

Tabela 36 — Avaliacdo da arquitetura encoder para corregao de erros ortograficos contextuais.

Treino Teste
Cobertura 88,20 70,67
Precisao 98,87 91,98
F1 88,00 79,93

Fonte: Elaborada pelo autor.

O valor de F1 obtido no conjunto de treino foi alto, indicando que a arquitetura é
capaz de aprender quando acentuar ou nao uma palavra. No entanto, os resultados foram
consideravelmente inferiores no conjunto de teste. Ha varios motivos que justificam este
comportamento. Os textos utilizados no treinamento sao escritos na lingua padrao, com
poucos ruidos. Ja, no teste, sao todos amostras de CGU — altamente ruidosos e com varias
palavras nao reconhecidas. Essa mudanca de dominio dificulta o funcionamento da rede
neural. Outro ponto é que as embeddings utilizadas foram induzidas a partir de corpus
também escritos na lingua padrao, portanto as representagoes geradas nao se adequam
bem ao vocabuldrio dos textos de CGU. Ainda assim, a F1 obtida (79,93%) indica uma
capacidade consideravel de corre¢do. A ferramenta UGCNormal, por exemplo, foi capaz
de corrigir corretamente apenas 34,5% dos erros ortograficos contextuais contidos no
cérpus de reviews de produtos na qual foi avaliada. Uma maneira de comparar o método é
utilizando um baseline — alguma técnica simples que também realize a tarefa. Optou-se por
utilizar o baseline da frequéncia: a palavra avaliada foi sempre substituida por sua versao
com maior nimero de ocorréncias no cérpus. Esta, por exemplo, foi sempre acentuada, ja

que estd tem frequéncia maior. A Tabela 37 apresenta os valores (em porcentagem) da
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cobertura, precisao e F1 obtidos pelo baseline na correcdo erros ortograficos contextuais.

Tabela 37 — Avaliacao do baseline de frequéncia para correcdo de erros ortograficos contextuais.

Valor (%)
Cobertura 64,40
Precisao 91,30
F1 75,50

Fonte: Elaborada pelo autor.

Pode-se notar que os valores obtidos pelo baseline foram inferiores, porém proxi-
mos, aos atingidos pela arquitetura neural. Para confirmar a diferenca entre os resultados,
o teste de Wilcoxon (Signed-Rank) foi realizado. Ao nivel de significAncia de 5%, a hipé-
tese da melhora de desempenho néo ser significativa foi rejeitada (p-value obtido igual a
0.00512) (GEHAN, 1965). No entanto, ¢ dificil tirar conclusdes a partir desse resultado.
O baseline de frequéncia obteve sucesso no corpus pois a maioria das palavras avaliadas
deveria ser de fato acentuada, entretanto nao é possivel afirmar que essa caracteristica
predomina em todo texto de CGU sem conduzir mais experimentos. J4 a arquitetura
neural, pelo menos em textos bem formados, mostrou ser robusta e capaz de identificar
erros contextuais em uma grande diversidade de sentencas. Consequentemente, pode-se
concluir que erros ortograficos contextuais podem ser satisfatoriamente identificados e

corrigidos pela arquitetura proposta.

6.5 O Normalizador Enelvo

Com o objetivo de prover uma ferramenta de normalizacao completa, todos os mé-
todos aqui apresentados serao disponibilizados publicamente para uso. A ferramenta pode
ser acessada em <github.com/tfcbertaglia/enelvo>. Os recursos utilizados no desenvolvi-
mento deste projeto também serdao disponibilizados, se permitido pela licenga que os rege.
Léxicos e corpus serao disponibilizados juntamente a ferramenta, enquanto os modelos
de embeddings utilizados estarao disponiveis por meio do repositério de word embeddings
do NILC". Esta secao apresenta brevemente o funcionamento de cada um dos médulos
que compoem a ferramenta desenvolvida neste projeto — que foi denominada Enelvo. A

Figura 28 ilustra o fluxo geral seguido pela ferramenta.

A ferramenta recebe como entrada um texto de CGU. Como a segmentagao de
sentencas ¢ realizada por um sistema externo, considera-se a sentenca como a unidade de
entrada da ferramenta para melhor explicar o seu funcionamento. Em seguida, a sentenca

é pré-processada com o objetivo de deixa-la no formato requerido pelos demais métodos.

7 <nile.ieme.usp.br /nile/index.php /repositorio-de-word-embeddings-do-nile>
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Figura 28 — Fluxo de funcionamento da ferramenta Enelvo.
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Fonte: Elaborada pelo autor.

Apbs esse processo, o modulo de andlise é responsavel por identificar possiveis palavras
fora do padrao, que sao consideradas ruidos. Estes ruidos sao entao recebidos pelo médulo
de geracao de candidatos, que encontra possiveis corre¢oes para cada um deles. Por fim,
o modulo de ranqueamento atribui uma pontuacao para cada um dos candidatos, possi-
bilitando desse modo selecionar qual o mais adequado para substituir a palavra ruidosa.
E importante ressaltar que nessa etapa pode haver intervencio da aplicacio — ou seja,
podem ser inseridas informacgoes que flexibilizem o processo de ranqueamento de acordo
com as necessidades da aplicagao especifica. Para ilustrar o funcionamento do sistema, o

seguinte exemplo de uma review hipotética sobre um celular serd utilizado:

comprei esse celular da sansung q eh mt ruuuuim : (

fikei decepcionada, um da apple era melhor #xatiada

Moédulo de Pré-processamento

-

E o passo inicial do sistema. O pré-processamento é responsavel por receber as
amostras de CGU, que sao entrada do sistema, e prepara-las de modo a serem processadas
pelos moédulos subsequentes. A preparacdo do texto envolve segmentagdao de sentencas,
insercao de pontuagao, capitalizacao, tokenizacao e remocao de sequéncias de caracteres
com mais de trés repetigdes (legaaaaal, por exemplo, é substituido por legaaal). Esse

ultimo passo auxilia na geragao de candidatos.

A segmentacdo de sentengas é por si s6 uma tarefa complexa de PLN. Como foge
do escopo desse trabalho, serao utilizados sistemas ja prontos para efetuar essa etapa. No

UGCNormal, a ferramenta proposta por Condori e Pardo (2015) é utilizada. A capitaliza-
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¢ao de inicio de sentenca serd efetuada com base na saida do segmentador. A tokenizacao
¢é responsavel por separar as sentencas em tokens. Enelvo disponibiliza um tokenizador
projetado especialmente para CGU. A principal caracteristica que o diferencia de um to-
kenizador comum é a capacidade de identificar emojis, emoticons, hashtags e nomes de
usudrios Twitter. Entidades relacionadas a ntimeros (datas, telefones, valores monetérios
etc.) também podem ser agrupados como tokens tinicos. A ferramenta ainda disponibiliza
a opc¢ao de substituir determinados tipos de tokens por etiquetas determinadas de acordo

com a necessidade da aplicacao. Nomes de usuérios, por exemplo, podem ser subsistuidos
por USUARIO.

A saida do pré-processamento é o texto segmentado em sentencas, tokenizado e
corretamente capitalizado de acordo com a pontuagao inserida pelo segmentador. Consi-

derando a review supracitada como exemplo, a saida desse modulo seria:

Comprei esse celular da sansung q eh mt ruuuim :(

Fikei decepcionada , um da apple era melhor #xatiada

Mobdulo de Analise

Considerando que o sistema devera se adequar as necessidades da aplicacio, é
fundamental prover meios para entender quais sao essas necessidades. Nesse contexto, o
modulo de andlise é responsavel por gerar estatisticas e informacoes que permitam melhor
compreender as amostras de texto a serem tratadas. Alguns exemplos de estatisticas sdo:
numero total de palavras fora do padrao; média de palavras fora do padrao por sentenca;
tamanho médio de sentenca; tamanho médio de tokens e outros dados pertinentes. Essas
informagoes podem ser apresentadas de forma descritiva (apenas escrevendo-as) e também
de forma grafica, tornando o processo de tomada de decisdo quanto aos ruidos mais facil

e intuitivo.

O médulo de andlise também é responsavel pela identificagdo das palavras fora
do padrao. Essa tarefa pode ser feita por meio do uso de léxicos ou de abordagens de
aprendizado de maquina. Como discutido na Secao 6.2, a identificagdo por meio de léxicos
¢é mais adequada para ser utilizada na pratica. Apesar disso, ambas sao disponibilizadas
para uso no sistema. Cabe a aplicacao escolher qual sera utilizada. Contudo, recomenda-se
o uso dos léxicos por ser mais eficiente computacionalmente. Destacando palavras fora do

padrao com a cor vermelha, a saida desse modulo para a review de exemplo seria:

Comprei esse celular da sansung gq eh mt ruuuim :(

Fikei decepcionada , um da apple era melhor #xatiada

E importante ressaltar que tokens constituidos apenas de sinais de pontuacio

(como emoticons) nao serao considerados palavras, portanto nao sio identificados como
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fora do padrao. Hashtags sdo uma particularidade e podem ser tratadas de duas maneiras
distintas. A primeira op¢ao é nao considera-las como fora do padrao, visto que em geral
sao utilizadas para representar palavras-chave. Outra alternativa é separar o simbolo # e
considerar o restante como uma palavra s6 — que sera consequentemente tratada como as
demais. Nos experimentos conduzidos neste trabalho, esse tipo de token foi simplesmente

removido do texto, portanto nao passou pelas etapas de normalizacao.

Médulo de Geracao de Candidatos

E o médulo responsavel por analisar as palavras fora do padrao e gerar candidatos
para normaliza-las. Nele, constam os métodos de geragao por similaridade lexical e por
word embeddings. No caso da geracao por similaridade lexical, o sistema permite que
qualquer medida seja utilizada — nao somente as avaliadas neste trabalho. Também é
possivel utilizar varias medidas e gerar candidatos com base na combinacao entre elas. No
método que utiliza word embeddings, é necessario obter os modelos treinados no repositorio

do NILC. O funcionamento segue o método descrito na Secao 6.3.

Por fim, os candidatos obtidos para todas as palavras fora do padrao sao envia-
dos ao proximo modulo. Para ilustrar, os candidatos hipoteticamente gerados para cada

palavra fora do padrao sao representados em azul:

Comprei esse celular da sansung (Samsung) q (que, qué)
eh (&, eu) mt (muito, muita, mito) ruuuim (ruim) :(
Fikei (Fiquei) decepcionada , um da apple (Apple)

era melhor #xatiada (#xatiada, # chateada)

Médulo de Ranqueamento

Uma vez gerados diversos candidatos de normalizacao para cada palavra, é neces-
sario avaliar cada um e determinar qual o mais adequado para efetuar a substituicio. Esse
modulo é responsavel por esse procedimento, utilizando técnicas baseadas em similaridade
lexical e em word embeddings, de maneira andloga & geracao de candidatos. E importante
ressaltar que as técnicas sao aplicadas em conjunto, sendo que a similaridade lexical ¢é
empregada na etapa de expansao, conforme descrito na Secao 6.3. A saida desse mddulo
pode ser o candidato de maior pontuagao ou uma lista de n candidatos ordenados por

pontuacgao, sendo n um valor definido pela aplicacao.

Para ilustrar o funcionamento desse médulo, a Tabela 38 apresenta um ranquea-
mento hipotético da palavra fora do padrao mt, com base na saida exemplo do médulo

anterior.

Por fim, como saida final do processo de normalizacdo, o seguinte texto pode ser
obtido:
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Tabela 38 — Exemplo de ranqueamento de candidatos

Candidato Pontuacao

Muito 1,00
Muita 0,75
Mito 0,50

Fonte: Elaborada pelo autor.

Comprei esse celular da Samsung que é muito ruim :(

Fiquei decepcionada, um da Apple era melhor #xatiada .

Avaliacao

Por fim, esta se¢ao tem como objetivo avaliar o processo de normalizag¢ao como um
todo e comparar o normalizador Enelvo ao UGCNormal. Para tanto, é necessario deixar
claro o que esta sendo avaliado em cada categoria de ruido. Como o UGCNormal nao
fornece lista de candidatos (sempre retorna apenas uma sugestao de normalizagdo), todas
as comparacoes sao efetuadas utilizando o fop — 1 candidato gerado pelo Enelvo. Para
erros ortograficos, abreviagoes e internetés, o candidato com maior pontuacao atribuida
pelo melhor resultado do método baseado em embeddings é comparado a corre¢ao proposta
pelo UGCNormal. Para erros ortograficos contextuais, o resultado da arquitetura neural
de encoder é avaliado. Para nomes proprios e abreviagoes, o resultado corresponde a
precisao obtida pelo método de identificacao baseado em aprendizado de maquina para
as tags NP e SI, respectivamente. Para estrangeirismos, é avaliado o resultado do mesmo
método para a tag OK — que indica que nao ha agdo a ser realizada nesse tipo de ruido.
A Tabela 39 apresenta os resultados obtidos (em porcentagens) pelas ferramentas Enelvo
e UGCNormal na identificacao e correcao de diferentes tipos de ruido contidos no cérpus
TUB-UGC. Considerando que este corpus contém textos de diversas origens e portanto
engloba os demais corpus de CGU disponiveis, optou-se por avaliar as ferramentas somente

nele.

Os resultados obtidos pela ferramenta Enelvo foram superiores em todas as cate-
gorias, exceto para nomes préprios. A fim de verificar se a diferenca de desempenho entre
as ferramentas foi obtida ao acaso, o teste de Wilcoxon (Signed-Rank) foi realizado. Ao
nivel de significAncia de 5%, a hipétese da melhora de desempenho nao ser significativa
foi rejeitada (p-value obtido igual a 0.02034) (GEHAN, 1965). Portanto, é seguro afirmar
que o desempenho do Enelvo é de fato superior ao UGCNormal. A diferenca na categoria
de nomes préprios se deve ao fato de que a tag NP foi a mais dificil para a RCNN clas-
sificar corretamente. No entanto, a abordagem baseada em léxicos é capaz de identificar
100% dos nomes proprios, siglas e estrangeirismos, pois os léxicos que os identificam foram

atualizados com as anotac¢oes do corpus. Obviamente, esse tipo de comparagao é injusta



116 Capitulo 6. Métodos de Normalizacdo Textual

Tabela 39 — Comparagdo de resultados entre as ferramentas Enelvo e UGCNormal no corpus

TUB-UGC.
Tipo de Ruido Enelvo UGCNormal
Erros ortograficos 86,57 79,32
Ortograficos Contextuais 79,93 66,78
Internetés 80,09 30,38
Abreviagoes 77,92 71,71
Siglas 78,78 38,05
Nomes Proéprios 67,65 72,30
Estrangeirismos 97,54 69,67

Fonte: Elaborada pelo autor.

devido ao léxico ja “conter as respostas”. Portanto, somente a abordagem automatica é
comparada ao do UGCNormal. No geral, os resultados foram satisfatérios e apresentaram
um percentual elevado de correcao. A ferramenta UGCNormal, apesar de obter resulta-
dos inferiores, ainda foi capaz de corrigir parte consideravel dos ruidos. As categorias de
internetés e de siglas foram excegoes. Para internetés, o UGCNormal teve dificuldade em
lidar com repeticoes de caracteres, nao sendo capaz de normalizar, por exemplo, partiiiiu
para partiu. Ja na categoria de siglas, seu funcionamento foi inconsistente. Algumas siglas
foram somente capitalizadas, algumas foram expandidas corretamente para sua versao
completa e outras forma expandidas erroneamente. A ferramenta Enelvo foi consistente
em todas as categorias, comprovando que o processo de normalizagao pode ser realizado de

maneira efetiva para diferentes modalidades de CGU com baixa dependéncia de recursos.
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CAPITULO

Z

CONCLUSOES E TRABALHOS FUTUROS

Este capitulo apresenta uma visao geral sobre o trabalho desenvolvido, bem como
uma discussao sobre os pontos principais observados em relagao aos experimentos realiza-

dos.

O contetdo gerado por usuario é uma fonte rica de informagao. Processar textos
deste tipo — que incluem reviews de produtos, blogs e publicagoes em redes sociais — é
uma tarefa relevante para extracao de conhecimento, principalmente para a area de PLN.
Entretanto, ha desafios consideraveis em processar esse tipo de conteido. A linguagem
utilizada em CGU diverge em diversas maneiras da lingua padrdao. E comum encontrar
erros ortograficos, abreviagoes, expressoes de internetés e outros tipos de ruidos em textos
oriundos da web. Ferramentas tradicionais de PLN tém dificuldade em lidar com esse tipo
de linguagem, visto que foram projetadas originalmente para tratar de textos estruturados
na forma padrao. Nesse contexto, a normalizagao textual é uma tarefa que tem como
objetivo adaptar textos ruidosos, visando a torna-los mais proximas da norma culta da

lingua.

Antes de propor métodos de normalizacao capazes de ligar com textos de CGU,
foi necessario efetuar uma ampla analise sobre ruidos. Para tanto, um corpus de textos
de CGU foi anotado de modo a conter anotagdes sobre ruidos, suas corregdes e suas
categorias. Trés modalidade de CGU foram incluidas: reviews de produtos do Buscapé,
publica¢oes no féorum da UOL e tweets. Até entao, os corpus disponiveis continham apenas
reviews. O processo de anotacao foi fundamental para gerar recursos que subsidiassem a
construcao de métodos de normalizagao. Além disso, ele também possibilitou a realizacao
de uma investigagdo meticulosa sobre as diferentes categorias de ruidos e de como separa-
las. Em decorréncia disso, uma categorizacao bem definida foi proposta, visando a evitar
ambiguidades. O corpus anotado, denominado TUB-UGC, conta com milhares de ruidos

distribuidos entre todas as categorias.
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Para o desenvolvimento de técnicas, o processo de normalizacao foi basicamente
dividido em trés etapas: identificacdo de ruidos, geracao de candidatos e ranqueamento
de candidatos. Cada uma delas foi investigada individualmente, sendo desempenhada
por meio de métodos diferentes. Para identificacao de ruidos, explorarem-se abordagens
baseadas em léxicos e em aprendizado de méquina. A primeira consiste no uso de listas
de palavras contendo ruidos e suas correcoes em diversas categorias. Constatou-se que os
léxicos existentes para o portugués, que foram extraidos de corpus de reviews, nao sao
capazes de alcancar uma boa cobertura em corpus que contém diferentes modalidades de
CGU. Estes léxicos foram entao expandidos, acrescentando as anotagoes do TUB-UGC
a eles. A abordagem baseada em aprendizado de maquina tem como principal objetivo
eliminar a necessidade de utilizar léxicos. Um arquitetura neural profunda, formada por
uma rede neural recorrente convolucional, foi treinada em uma amostra de 1 milhao
de tweets anotados por meio de supervisao distante. A arquitetura foi entao avaliada na
identificacao de ruidos do cérpus TUB-UGC. A precisao média obtida foi de 93,64% sendo
em geral consistente nas diferentes categorias de ruidos. Desse modo, comprovou-se que

é factivel identificar ruidos com baixa dependéncia de recursos.

Métodos de geragao de candidatos foram abordados de duas maneiras: por meio de
medidas de similaridade lexical e com base em word embeddings. A primeira abordagem
nao apresentou resultados satisfatorios. Utilizando as medidas de distancia de edigao, LCS
e simlex, o nimero de candidatos gerados foi grande e com baixa cobertura das correcoes.
Com excecao de erros ortograficos, nos quais este método foi capaz de gerar em média
88% dos candidatos corretos, os resultados foram inferiores a 50% de cobertura. Todavia,
concluiu-se que a medida simler pode ser usada de maneira adequada na etapa de ran-
queamento. Por fim, um método baseado em word embeddings foi proposto. Trés modelos
de representacao vetorial de palavras foram avaliados na geracdo de candidatos. Todos
apresentaram resultados superiores aos obtidos pelas medidas de similaridade lexical. A
cobertura foi boa para todas as categorias de ruidos, mostrando que as embeddings sao ca-
pazes de capturar a semelhanga entre um ruido e sua versao correta. O modelo Wang2Vec

apresentou os melhores resultados, com cobertura média de 86%.

O ranqueamento de candidatos utilizou as mesmas técnicas de geragao. Métodos
baseados em similaridade lexical nao sao por si s6 bons para pontuar os candidatos. No
entanto, a medida simlex combinada a similaridade do espaco vetorial das word embeddings
apresentou os melhores resultados — obtendo taxa de correcao média de 86% considerando
os top — 10 candidatos ranqueados pelo modelo Wang2Vec. O ranqueamento de candidatos
proposto oferece também a possibilidade de interagao com a aplicagao, sendo capaz de
incluir novas medidas conforme necessidade. Ainda nesse contexto, um método para tratar
especificamente de erros ortograficos contextuais foi proposto. Utilizando uma arquitetura
neural encoder, foi possivel corrigir esse tipo de ruido com 91,98% de precisao e 79,93%

de F1 no céorpus TUB-UGC. Todas as técnicas propostas foram combinadas em uma
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ferramenta de normalizagao disponivel publicamente.

Embora os métodos tenham sido projetados para o portugués brasileiro, hé efeti-
vamente pouca dependéncia de lingua. Com excecao da medida simlez, que foi adaptada
de modo a conter informagoes especificas do portugués (mas que pode ser substituida
pela versao original proposta por Hassan e Menezes (2013)), todas as técnicas podem ser
replicadas exatamente como descritas e aplicadas a outros idiomas. E necessédrio, ainda
assim, que os recursos correspondentes estejam disponiveis para a lingua — principalmente

léxicos e modelos de word embeddings.

Pode-se concluir que os objetivos gerais do trabalho foram cumpridos. A anotagao
do corpus TUB-UGC permitiu uma ampla anélise de ruidos, mostrando que diferentes
modalidades de CGU tém de fato distribui¢oes de ruidos diferentes. Desse modo, é va-
lido desenvolver técnicas genéricas e independente de dominio. Os métodos propostos
conseguem cumprir esses requisitos, pois utilizam poucos recursos restritos e podem ser
facilmente expandidos e adaptados. Além disso, foram avaliados para todas as categorias
de ruido em textos diferentes. Portanto, é possivel afirmar que sdo capazes de corrigir

efetivamente palavras ruidosas em textos de CGU.

Apesar de todos os pontos positivos, ainda ha limitagoes nos métodos desenvolvi-
dos. Um ponto a ser destacado ¢ a correcao de erros ortograficos contextuais. Embora a
arquitetura proposta tenha atingindo resultados bem altos no conjunto de treino (88%
de F1), no conjunto de teste (que contém textos de CGU), os resultados foram apenas
ligeiramente superiores ao baseline. De acordo com o treinamento, a arquitetura neural
em teoria aprendeu a definir se uma palavra deve ou nao ser acentuada de acordo com
seu contexto. Na pratica, entretanto, seu desempenho foi aquém do esperado ao lidar com
CGU. Desse modo, é valido investigar com mais profundidade as causas deste comporta-
mento, possivelmente buscando outras maneiras de corrigir ruidos desse tipo. Outro ponto
importante, que nao foi explorado no trabalho, é avaliar extrinsecamente o normalizador
— ou seja, analisar o desempenho de tarefas de PLN ao processar textos de CGU ruidosos

antes e apos serem normalizados.

Partindo das limitagoes mencionadas, ha varias possibilidades a explorar para
trabalhos futuros. Primeiramente, a avaliacdo extrinseca do normalizador em tarefas de
PLN permitiria compreender com mais clareza o impacto da normalizagao nos textos. Para
tanto, é necessario avaliar as diferencas de desempenho obtidas pela correcao de cada tipo
de ruido. Outro ponto a ser investigado ¢é a corre¢ao de ruidos por meio de aprendizado de
maquina. Uma possibilidade ¢ utilizar arquiteturas neurais para desempenhar essa tarefa.
Essa abordagem é desafiadora, pois é dificil modelar o problema como uma tarefa de
aprendizado supervisionado e ha poucos dados disponiveis para treinamento. No entanto,
em caso de sucesso, o processo de normalizacao seria ainda mais flexivel e dependeria

de menos recursos. Avaliar a arquitetura proposta para identificacdo de ruidos em outro
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corpus também é interessante. Desse modo, seria possivel verificar se ela foi capaz de
aprender ruidos além dos contidos nos léxicos usados para anotar o corpus de supervisao
distante. Outra possibilidade é explorar maneiras de integrar a normalizacao a tarefas de
PLN. Em vez de utilizar um normalizador como etapa de pré-processamento — aplicado
nos textos antes de serem utilizados pela tarefa — seria ideal que ele fosse integrado a
tarefa em si, aprendendo junto a ela qual a melhor maneira de efetuar a normalizacao dos

textos que estao sendo processados.
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APENDICE

A

MANUAL DO ANOTADOR DO CORPUS
TUB-UGC

A anotacao deste corpus consiste em identificar palavras ruidosas (ndo reconheci-
das pela norma padrao da lingua), categoriza-las de acordo com o tipo do ruido e eventual-
mente corrigi-las. Os textos a serem anotados sdo provenientes de trés fontes distintas da
web: tweets, reviews de produtos no Buscapé e posts no féorum do UOL. Cada texto foi dei-
xado em caixa baixa dividido em blocos de dez sentencas. Em cada sentenca, as palavras
ruidosas estao destacadas. A ferramenta UGCNormal foi utilizada para pré-categorizar os
tipos de ruido. A anotagdo manual podera confirmar ou modificar a classificacao prévia,

ou ainda adicionar outras anotagoes.

A Figura 29 apresenta a interface principal do sistema de anotacao. Cada pa-
lavra que precisa ser anotada ja vem associada a uma etiqueta que pode ser de duas
cores: amarela ou vermelha. Etiquetas amarelas sao as pré-definidas pelo UGCNormal.
O texto da etiqueta é composto pela abreviagao da categoria (NP para Nome Préprio,
por exemplo) antecidido por P-. Devido a possiveis erros do UGCNormal, essa etiqueta
indica que o ruido possivelmente pertencente aquela categoria. Nesse caso, seu trabalho
¢é confirmar se a categorizagdo estd correta. Etiquetas vermelhas, Ruido, ndo possuem
categoria pré-determinada e indicam que essas palavras nao pertencem a nenhum lexico
usado no pré-processamento. O anotador deve selecionar a categoria mais pertinente. A
etapa de pré-processamento identifica a possivel categoria de cada ruido, associando a
ele a etiqueta da categoria. Caso nao haja categoria pré-estabelecida, a palavra é marcada

simplesmente como Ruido.
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1 aaaaaa justin pegou a bandeira do brasil e agora ta cantando purpose aaaaa agora que eu choro
2 faii bem de boa curtindo as coisano instavia ft daamanda np chuveirofui ve gm curtiu
_ S L
2 jamaaaaaais fica em casa vai ser velhor g a villa
() ) L

4 nofinal ve ja ta tao cansadados E&Es da pessoa gue nem acredita mais que ela mudou ou que pode muda

5 wvou parar de seguir botei gravar pg vendo nadal bye

Bl (NP B PN L}
G ja dizia gabriel pensandor cada um tem um vicio o jogo a bebida q traz tantas coisas ruins pg cachimbo da paz e probido

7 essa vida que nois leva do bom e do melhor em deus nois tivemos na pior quem nois assim n sabe nem o que nois passou

L L

8ldois n tem jeito emmm  kkk

9 oshow ja ta acabando meeeu
F-Ag) LR

10 vc vairir muito qd eu falo seu nomekk nao sei pronunciar

Figura 29 — Interface da anotagao.

Fonte: Elaborada pelo autor.

A.1 A Anotacao na Pratica

Para comecar a anotacdo, o primeiro passo é acessar o sistema na pagina <http:
//nilc.icme.usp.br/brat/index.xhtml#/Ruidos>. Cada anotador tem uma pasta com seu

nome, basta dar dois cliques para acessa-la. Para exemplificar, considera-se o anotador

Thales.

Open ®

Collection
/Ruidos/

Collection Information

Document

Document Modified Entities Relations Events Issues -

B ./

£ Gracal
I Henrico/

5 Thales/

OK Cancel

Figura 30 — Pagina inicial do sistema.

Fonte: Elaborada pelo autor.

Apébs acessar sua pasta, os arquivos de cada bloco de anotacao estarao disponiveis.
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Escolha qualquer um deles e clique duas vezes para abri-lo. Ao abrir o arquivo, chegaremos
a tela ilustrada na Figura 29. O préximo passo ¢é fazer login para poder iniciar a anotagao.
Ao posicionar o ponteiro do mouse na parte superior da tela, o menu ira aparecer. Clique

no botao Login e preencha as informacoes. O usudrio é nilc e a senha é nilc@clin.

Depois de estar logado no sistema, é possivel comecar a anotar. Clique na etiqueta
associada a determinada palavra para anota-la. Note que vocé deve clicar na etiqueta e

nao na palavra em si. Ao clicar, o menu ilustrado na Figura 31 ird aparecer.

assintencia Link
Google, Wikipedia
| Entity type
= Anotar
Ortografico O
Ortografico-Contextual_OC
Sigla_SI
Abreviacao_AB
Intemetes_IN
Estrangeirismo_ES
Nome-Propric_NP
Sem-categoria_SC
Ja-corrigido
Lixo
= Default
%' p-Ortografico
P-Ortografico-Contextual
P-Sigla
P-Ahreviaran M
X

Add Frag. Delete Move OK Cancel

Figura 31 — Menu de anotagao

Fonte: Elaborada pelo autor.

Todo o processo de anotacao acontece nesse menu. O primeiro passo é escolher
a categoria. As opc¢oes estao dispostas em cor verde, abaixo de Anotar. Mesmo que
exista uma categoria pré-determinada, vocé devera confirma-la, escolhendo sua versao
correspondente em verde. A correcao, quando necessaria, deve ser inserida na caixa de
texto Notes. Note que nomes proprios nao necessitam de corregao e que siglas s precisam
ser expandidas quando nao foram pré-categorizadas. Apds confirmar que tudo esté correto,

clique em Ok. As informacdes serao salvas e a etiqueta correspondente ficara na cor verde.

A anotacao do bloco termina quando todas as etiquetas estiverem verdes. Em
caso de duvida entre categorias, opte pela pré-determinada (exceto no caso da categoria

Ruido, que deve ser alterada). Caso nao haja nenhuma pré-determinada, ou seja, ¢ Ruido,
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e vocé nao sabe como classifica-lo, siga um dos 3 caminhos: (a) pesquise pela palavra nas
ferramentas da caixa Search, no menu de anotagdao (ali vocé pode seguir pelo Google
ou Wikipedia); (b) discuta o caso com outros anotadores; ou (c) entre em contato com
o responsavel pela anotagdao. Toda etiqueta Ruido deve ser substituida por uma das
demais. Na caixa Search presente no menu de anotacao, é possivel pesquisar a palavra a
ser anotada no Google apenas clicando em Google. As ferramentas auxiliares de busca sao

especialmente 1teis para descobrir siglas e nomes proprios desconhecidos pelo anotador.

Ao terminar de anotar um bloco de sentencas, basta clicar na seta no canto superior

esquerdo da tela ou pressionar a seta direita no teclado, para passar para o préximo bloco.

A.2 Categorias de Ruido

Sao consideradas, ao todo, dez categorias diferentes de ruido. Paras algumas, uma
alternativa ao ruido deve ser fornecida. Pode ser sua correcao, a expansao de uma sigla ou
de uma abreviatura, etc. Para simplificar, falamos simplesmente em “corrigir” a palavra.
Assim, corrigir significa escrever a versao correta da palavra na caixa de texto Notes no

menu de anotagao. Cada categoria sera descrita com exemplos nesta segao.

o Erro Ortogréafico (O): grafia incorreta de palavras existentes no dicionario que
resulta em uma palavra fora do padrao. Em geral, um erro ortografico corresponde
a um erro de digitacdo — com troca de letras, auséncia de acentos etc. Alguns exem-
plos sdo: nao em vez de nao, ecesso em vez de excesso, desing em vez de design

e tdos em vez de todos. Erros ortograficos devem ser corrigidos.

e Erro Ortografico Contextual (OC): ocorre quando uma palavra vélida (pre-
sente no diciondrio) é utilizada incorretamente no lugar de outra também valida.
Em geral é causado por auséncia de um tnico acento. Alguns exemplos sao esta em
vez de esta, porem em vez de porém e noticia em vez de noticia. Para corrigi-lo,
é necessario prestar atengdo no contexto, pois ambas as formas da palavra (com e
sem acento) existem. Além das etiquetas amarelas com categorias pré-determinadas,
também existe a etiqueta Contexto. Essa marcagao indica que aquela palavra é
potencialmente um erro ortografico contextual. Vocé deve verificar se a palavra esta
correta no contexto ou se sua versao acentuada deveria ter sido utilizada. Caso es-
teja errada, selecione a categoria Ortografico-Contextual e a corrija. Caso esteja

correta, basta selecionar a categoria Ja-corrigida.

« Sigla (SI): é uma sequéncia de letras com o objetivo de abreviar palavras. Lembre-

se que todos os caracteres estarao minusculos, portanto preste atencao no contexto
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para identificar siglas. E importante notar que a expansio da sigla deve sempre
resultar em mais de uma palavra. Alguns exemplos sao ONU para Organizacgao
das Nagoes Unidas, BBB para Big Brother Brasil e RJ para Rio de Janeiro.
Embora siglas geralmente correspondem a nomes préoprios, como os exemplos ante-
riores, a prioridade é marcé-las como SI. Siglas s6 precisam ser corrigidas no caso
de nao terem sido previamente categorizadas como tal. Ou seja, se a etiqueta da
palavra que é uma sigla nao for P-SI, é preciso anotar sua versao expandida como
correcao, além de optar pela categoria SI. Em caso de duavida sobre o significado,
pesquise ou consulte outros anotadores. Se a versao expandida for realmente desco-

nhecida, apenas marque a categoria SI e nao corrija/expanda.

« Abreviagao (AB): versao reduzida de uma palavra. Diferente das siglas, as abrevi-
agoes representam uma tinica palavra. Alguns exemplos sdo pq para porque, thm
para também, ctz para certeza, s para sim e n para nao. Note que podem haver
diferentes abreviacoes para a mesma palavra, como qd, gqnd e qndo para quando.
Abreviagoes devem ser corrigidas para sua forma expandida. Caso perceba que é

abreviagao, mas nao sabe de qual palavra, pesquise ou consulte outros anotadores.

» Internetés (IN): girias e expressdes usualmente empregadas na linguagem da In-
ternet. Ruidos sdo categorizados como IN somente em situagoes especificas, tais

CcOomao:

1. Aumentativos/diminutivos: mozao para amor e coisica para coisa.
2. Repeticao de caracteres: lindooo para lindo e muuuuito para muito.

3. Girias e expressoes que podem ser transformadas em uma palavra valida: top-

zera para top, ain para ai, eh para é e nois para nos.

Ruidos nessa categoria devem ser corrigidos. Se ficar em duvida sobre o signifi-

cado de alguma palavra, pesquise ou consulte outros anotadores.

« Estrangeirismo (EN): palavras de outros idiomas. Nao é necessério corrigi-las,
apenas identificar a categoria. Note que, no caso de palavras estrangeiras muito
frequentes, erros ortograficos podem acontecer, como em mouze em vez de mouse.
Nesses casos, prefira a categoria Erro Ortografico e corrija. Ou seja: se a palavra
for frequente na lingua portuguesa e estiver escrita incorretamente, categorize como
Erro Ortografico e corrija; caso contrario, classifique como EN e deixe o campo

Notes em branco.
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« Nome Préprio (NP): nome de pessoa, lugar, entidade etc. Atengdo, pois nao
havera caixa alta para sinalizé-los. Ruidos desse tipo nao precisam ser corrigidos,
apenas categorizados. No caso de nomes proprios compostos, cada uma das palavras
deve ser anotada como Nome Préprio. Estrangeirismos também se encaixam nessa
situagdo. Um exemplo ¢ Game of Thrones, que se refere a série de televisao e

portanto cada uma das palavras deve ser marcada como NP.

« Sem Categoria (SC): palavras que ndo ocorrem nos léxicos e que nao se enqua-
dram em nenhuma das categorias acima. Palavras aglutinadas (ex. meunome) ou
separadas (ex. ba ra to) encaixam-se nessa categoria. Devem ser anotadas como
SC e corrigidas (meu nome e barato). No caso de silabas separadas, como em ba
ra to, cada uma delas deve vir como Ruido, entdo devem ser selecionadas juntas

para receberem uma unica categoria (SC).

o Ja corrigido: palavras que receberam a classe Ruido, provavelmente por incom-
pletude de algum léxico usado na pré-anotacao, mas que estao corretas e devem
permanecer como estao. Logo, nao precisam de qualquer correcao, basta mudar
a categoria para Ja corrigido. Essa categoria também ¢ utilizada quando a pré-
anotacao aponta um possivel erro ortografico contextual, mas, naquele caso, o em-

prego da palavra esté correto.

o Lixo: sao tokens que nao podem ser transformadas em palavras reconhecidas pela
lingua. Risadas (como kkk e hahaha) e sequéncias aleatérias de caracteres sao

exemplos.

A.3 Resumo Passo-a-Passo

Um resumo das etapas que devem ser feitas na anotacgao.

1. Acesse o sistema em <http://nilc.icmc.usp.br/brat/index.xhtml#/Ruidos/>
2. Acesse sua pasta de anotador

3. Selecione um dos arquivos dentro de sua pasta

4. Faca login no menu que fica no canto superior direito na tela

5. Voceé deve anotar cada uma das etiquetas amarelas e vermelhas

6. Clique em uma etiqueta para abrir o menu de anotacao
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7. Selecione a categoria do ruido na cor verde
8. Quando necessério, corrija a palavra, digitando sua forma correta na caixa de texto
Notes

9. Aperte Ok para salvar. Ignore os demais botoes

10. Quando todas as etiquetas estiverem verdes, o bloco esta pronto

11. Passe para o préximo, clicando na seta para direita, e repita

12. Em caso de duvida, entre em contato com <thalesbertaglia@gmail.com>

A.4 Algumas Definicoes

Alguns padroes estabelecidos para a anotacao.

Quando pq estiver se referindo a porque, corrija sempre para porque, indepen-
dende de qual o uso correto da palavra naquele contexto. Ou seja, nada de por que,

porqué ou por queé.

A forma padrao de e-mail é e-mail, entdo email deve ser corrigido como Erro

Ortografico.

Ocorréncias de medidas em expressoes sem espaco, como 1080p, 16h20, 320x480

e 10gb, aparecerao como Ruidos mas devem ser consideradas como ja corrigidas.

No entanto, unidades de medida isoladas devem ser consideradas Abreviagoes e

devem ser corrigidas. Por exemplo, gb para gigabyte, h para hora.

A corregao deve ser sempre para uma palavra dicionédrizada (verifique nos diciondrios
online via Google) ou que seja um estrangeirismo (no caso de topzera para top,

por exemplo).


thalesbertaglia@gmail.com
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