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Resumo

Apresentamos neste trabalho, um estudo do modelo de confiabilidade
de software de Jelinski ¢ Moranda (1972). Enfocamos, a importancia da analise
Bayesiana para a corre¢do da instabilidade do estimador de méxima verossimilhanca
de N (nimero de erros do software), e a ortogonalizagdo de Cox e Reid (1987) para
a realizagdo de inferéncia Bayesiana sobre a taxa de falhas A. Também,
caracterizamos a existéncia da densidade a posteriori de N, quando admitimos
densidades a priori ndo-informativas € improprias aos pardmetros do modelo.
Destacamos o comportamento dos métodos de aproximag¢do de Monte Carlo em
cadeias de Markov, para a obtengdo da distribuigdo a posteriori de N quando esta é
imprépria.



Abstract

In this work is presented an analysis of the Jelinski-Moranda model
(1972). Special importance are given to the instability of the maximum-likelihood
estimator of N (the number of software failures) and the orthogonal parameters (Cox
and Reid, 1987) to obtain a Bayesian analysis of the failure rate. Also, the existence
of the posterior distribution of N when an improper prior is used is characterized.
The behavior of the MCMC to simulate the posterior distribution of N with improper
priors is emphasized.
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INTRODUCAO

O excessivo aumento da procura por servicos computacionais nos
tltimos tempos, tem ocasionado diversos problemas relacionados com a
confiabilidade de software. Apesar do grande avango na d4rea de sistemas
computacionais, a demanda ainda ¢ maior do que a oferta e a qualidade ¢, cada vez
mais, exigida por usudrios. Entretanto, o maior problema estd em estimar o numero
total de erros no software, que é o grande alvo de atengdo e estudo dos estatisticos
em geral.

Uma unidade de software de um sistema computacional ¢ formado por
codigos de instrugdes, para execugdo de exigéncias funcionais, utilizadas num
sistema de hardware. Sendo N* o numero total de tarefas (“inputs”) que o sistema
de software devera executar, N (N < N*) ¢ um numero de tarefas ndo serdo
executadas devido a erros no software, como por exemplo, erros nos codigos
(programa), erro de l6gica nas instrugdes, etc.. Quando uma tarefa ndo € executada
com sucesso (falha), o diagndstico € feito para identificar sua causa ¢ em seguida €
realizada uma corregdo a fim de ndo promover mais falhas. Esse processo € repetido
durante toda a analise do software (desenvolvimento e teste). Modelos de
probabilidade e métodos estatisticos sdo técnicas bastante conhecidas, que permitem
quantificar o desempenho do software. Assim, a cada erro corrigido ¢ possivel
indicar sob uma forma numérica o aumento da confiabilidade.

Buscando entender a problematica da confiabilidade de software e tudo
o que a ela se relaciona, descrevemos no Capitulo 1 alguns conceitos principais a
esse respeito. Apresentamos também as estratégias de modelagem definidas por
Singpurwalla e Wilson (1994), que classificam em dois tipos os modelos estatisticos
de confiabilidade de software. Em seguida definimos o modelo de probabilidade de
Jelinski-Moranda (1972), que descreve estocasticamente as tarefas que ndo foram
executadas com sucesso. O modelo de confiabilidade de software, segundo Jelinski
e Moranda, baseia-se nas seguintes suposigoes :
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(1) A taxa de erros (“bugs”) do software em qualquer instante é proporcional aos
erros restantes no programa, onde N é o numero de erros no instante inicial de
vida do software;

(i) Cada um dos N erros contribui com uma quantidade A para a taxa de erros;

(i) 7,..,Ty, sdo os tempos entre falhas sucessivas, independentes com
densidade:

fr(GIAN) = AV =i + Dexp{-AN —i +1)t,},
i=1,..N.

Dado 7,,...,1,, tempos observados entre sucessivos erros, # < N, o problema
consiste em estimar os parametros N e A.

No Capitulo 2 definimos e exemplificamos a Fungdo de Maéxima
Verossimilhanga PROFILE, Ortogonalidade (matriz de Fisher diagonal) e Fungdo de
Maéxima Verossimilhanga Profile Condicional. Essas técnicas auxiliam nas
estimativas pontuais e obtengdo de intervalos de confianga.

Inicialmente, obtemos a estimagdo dos parametros do modelo de J-M e
verificamos que N (pardmetro de interesse) ndo é ortogonal a A (pardmetro
“nuisanse”), ou seja, a matriz de informagdo de Fisher ndo ¢ diagonal.
Conseqilientemente, uma ortogonalizagdo, (Cox-Reid,1987), ¢ desenvolvida,
transformando os pardmetros originais (N,A) nos pardmetros ortogonais (N,A).
Assim, obtemos estimativas pontuais e novos intervalos de confianga para N e A. A
partir dai, a reparametrizagdo ortogonal ¢ utilizada em quase todo o trabalho,
chegando a resultados importantes para a confiabilidade de software e portanto,
promovendo um bom desenvolvimento da pesquisa nessa area.

Uma aplicagdo utilizando os dados NTDS, (Jelinski-Moranda,1972), €
apresentada no Capitulo 3, onde ¢ realizado inferéncia Classica para o niimero total
de erros existentes no software e para a taxa de falhas, baseada na normalidade
assintotica dos estimadores de maxima verossimilhanga (e.m.v.) de N e A. Também,
verificamos numericamente alguns resultados obtidos com a ortogonalizagdo no
Capitulo 2.
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Segundo Forman e Singpurwalla (1977), o estimador de mdxima
verossimilhanga para N, via verossimilhanga profile, é extremamente instavel
quando 7 << N, produzindo super estimativas para N. No Capitulo 4 apresentamos a
instabilidade do e.m.v. para N e¢ como uma primeira tentativa de ajustar esse
estimador, desenvolvemos um estudo baseado na ortogonalizagdo. Entretanto, a
corre¢do da instabilidade ¢ dada somente com o uso da inferéncia Bayesiana,
quando € associado aos dados uma densidade a priori, tanto informativa como ndo
informativa.

No Capitulo 5, caracterizamos a existéncia da densidade a posteriori
marginal de N, com priori impropria, e analisamos o comportamento das técnicas de
aproximagdo de Monte Carlo em Cadeias de Markov, quando a posteriori de N ndo
existe. Dos resultados obtidos, o mais interessante é que a producdo de uma cadeia
de valores de N, via algoritmo de Metropolis-Hastings (ver Apéndice D),
correspondendo a uma posteriori impropria parece perfeitamente razoavel. O
problema serve de alerta a necessidade de uma verificagio da impropriedade da
distribui¢do a posteriori, antes da utilizagdo dos métodos de simulagdo via cadeias
de Markov, principalmente quando é suposto aos pardmetros priori ndo-informativa.

No Capitulo 6, consideramos A como pardmetro de interesse ¢
voltamos a utilizar a reparametriza¢do ortogonal de Cox-Reid (1987). Verificamos
que ¢ perfeitamente viavel realizar inferéncia Bayesiana para A, sem precisar admitir
uma densidade a priori para o pardmetro ‘nuisance’ N. A partir da verossimilhanga
profile condicional e de informagdo prévia somente a respeito de A, chegamos a
uma densidade a posteriori aproximada para a taxa de falhas A, sem se preocupar
com o numero de erros do software. Confirmamos nosso resultado, comparando a

posteriori aproximada com a posteriori marginal exata de A, onde atribuimos uma
priori informativa para N.

Finalizando o trabalho, apresentamos no Capitulo 7 as propostas futuras
da pesquisa.



Capitulo 1

O MODELO DE JELINSKI & MORANDA

Para garantir a qualidade de um sistema computacional, o interesse
maior de um pesquisador nessa 4rea ¢ justamente a performance do software sem
falha. Entretanto, quando um software € construido, testes sdo feitos a fim de
verificar se o programa ira realizar as fun¢Ges pelas quais foi requisitado. Se uma
das fungGes ndo € realizada com sucesso, isso € entdo considerado como falha do
sistema e uma verificagdo rigorosa ¢ feita a fim de corrigir o causador do problema.
Modelos de probabilidade que descrevem o tempo de ocorréncia de problemas
(falhas), sdo entdo desenvolvidos por estudiosos da area de confiabilidade de
software.

Segundo Musa (1987) o primeiro modelo de confiabilidade de software
foi de Hudson (1967), mas de acordo com a literatura foi de Jelinski ¢ Moranda
(1972) o primeiro modelo amplamente conhecido e utilizado por muitos outros
pesquisadores. Este ultimo modelo toma como base as falhas que ocorrem no
software, para se estudar confiabilidade de um sistema computacional.

Neste capitulo apresentamos o modelo de probabilidade segundo
Jelinski ¢ Moranda (1972), o qual é utilizado no decorrer de todo nosso trabalho.
Alguns conceitos sobre confiabilidade de software e as definicdes mais importantes
a cerca do modelo analisado, sdo descritos inicialmente.
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1.1. Conceitos Principais sobre Confiabilidade de Software

O software, segundo Zacks (1995), é “um sistema complexo de
programas, rotinas e linguagens simbdlicas que controla o funcionamento do
hardware de um computador, e dirige sua operacdo”.

Os produtos de software, segundo estudiosos da drea, devem satisfazer
a trés necessidades fundamentais, que sdo: nivel de qualidade, tempo de entrega e
custo. Entretanto, a crescente demanda por servigos computacionais devido aos
consumidores que a cada dia sdo mais exigentes, ocasiona um crescimento cada vez
maior no desenvolvimento e custo operacional do software. Quantificar a qualidade
de um programa de computador ¢, sem divida, a tarefa mais dificil e importante para
a industria de software.

A caracteristica essencial que esta intimamente ligada ao conceito de
“qualidade de software” ¢é certamente a confiabilidade, que estd relacionada a
defeitos e duragdo de um produto. Musa e Okumoto (1984), definem confiabilidade
de software como “a probabilidade de falha espontdnea de operacdo de um
programa de computador em um ambiente especifico por um periodo de tempo
determinado”. Assim, a confiabilidade d4 ao usuario uma nogdo prévia da qualidade
do software. Mas antes porém, € necessario mencionarmos conceitos de falhas e
erros do produto.

No software existem erros de sintaxe e logica que resultam em ndo
funcionamento do programa ou em resultados opostos aqueles de sua exclusividade.
Ainda em Musa e Okumoto (1984), falha significa “que o software em seu
Juncionamento de algum modo ndo encontrou as exigéncias do usudrio”, ou como
ja dissemos antes, é uma tarefa ndo executada com sucesso. Dessa forma, erro e
falha sdo vistos pela literatura, como ‘causa’ e ‘conseqiiéncia’, respectivamente, um
do outro. E certo que um erro pode existir mesmo que ndo seja descoberto através
de falhas, mas a forma rapida e eficiente de deteccdo dele é apos a ocorréncia de
uma falha. Uma vez que o erro ¢ encontrado, ele pode ser corrigido e espera-se a
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um software ndo é considerado, pelos estudiosos do assunto, como falha, por diferir
do seu conceito usual.

Jelinski e Moranda (1972), examinaram um programa de computador €
perceberam que diferentes acessos ou “entradas” através do software foram capazes
de produzir diferentes tipos de erros. Essas entradas chegam ao software ao acaso.
Dessa maneira os erros sdo causados de forma aleatdria e conseqiientemente as
falhas também. Isso nos d4 uma justificativa plausivel do uso de métodos
estocasticos.

O desempenho do software sem falha - software confiavel - é realmente
o maior e primordial interesse dos pesquisadores. Modelos estatisticos
razoavelmente precisos sdo usados para quantificar confiabilidade, analisar falhas,
fazer inferéncias e modelar desenvolvimento e teste que levam a previsdes futuras a
niveis consideraveis de confianga.

A confiabilidade é modelada tomando-se como base falhas e tempo de
ocorréncia de erros no software. Considerando essa modelagem, apresentamos a
seguir, as estratégias classificadas por Singpurwalla e Wilson (1994), que ddo aos
profissionais da area dados necessarios para formular a confiabilidade de maneira
mais exata possivel.

Duas estratégias de modelagem tém sido utilizadas com freqiiéncia na

maioria dos modelos de confiabilidade de software. Singpurwalla e Wilson (1994),
classificam-nas em:

Estratégia tipo I. modela os tempos entre sucessivas falhas do software;

Estratégia tipo II:modela o numero de falhas do software para um dado
tempo.
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Singpurwalla ¢ Wilson (1994), citam ainda uma subdivisdo em dois
sub-tipos na estratégia I, que sdo:

Tipo I-1: 0 modelo é derivado através de taxa de falhas nos tempos entre
falhas;

Tipo I-2: 0 modelo ¢ definido através de uma relagdo estocastica entre tempos
de sucessivas falhas.

O tempo referido é aquele decorrido durante o uso do programa
incluindo tempo de execug¢do e espera. Portanto, ndo é necessariamente a hora do
relogio, mas o tempo CPU, citado em Musa e Okumoto (1984).

O modelo de probabilidade de Jelinski-Moranda (1972), que sera
abordado em nosso estudo, trata-se de um modelo de estratégia tipo I-1. Vejamos , a
seguir, como fica a adequagio dessa modelagem em confiabilidade.

Seja 7 uma varidvel aleatoria continua que denota o tempo de
ocorréncia da primeira falha, (7>0). Da teoria da confiabilidade temos que a fungdo
de confiabilidade de 7' é dada pela fungéo:

S(t)=P(T 21).
Seja S(¢) diferenciavel em ¢, entdo:
S(t)= P(T2t)=1- P(T'<t)=1-[ f(x)dx,

onde f(¢) é a fungdo densidade de 7.
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Portanto,
S(t)=1- b f(x)dx.

Derivando ambos os termos da igualdade acima encontramos:

as
ri=-42,

ou seja, o negativo da derivada da fun¢do de confiabilidade de 7 com respeito a7 € a
densidade de 7.

A razdo de f(¢) por S(t), é definido ser a taxa de falha r(7), ou seja:

rl)= {;g)) , 120,

para S(¢) diferenciavel em ¢.

Taxa de falhas ndo é uma quantidade observavel e, devido a esse fato,
seu conceito ¢ abstrato e subjetivo.

Na teoria da confiabilidade de software, taxa de falhas ¢ definida como
a probabilidade que uma falha por unidade de tempo ocorre, num intervalo (rl,rz),
dado que o software funcionou livre de falhas até ¢,. Em outras palavras, € a taxa na
qual falhas ocorrem em (tl,tz), isto é:
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Plt,<T<t)|T2t]  Pn<r<t]  Flt)-Fln)

t, —t, “(L-n)P[r24] (L-1)S@)’

onde F(¢) ¢ a fungdo de distribui¢do acumulada.

Tomando o limite da taxa de falhas no intervalo proximo de zero, temos
uma taxa de falhas instantinea. Isto ¢, considerando At =t¢, —t; e t; =t, e supondo
At — 0, obtemos:

C F(+AN-F@)  f(0)
ri)=Im =755 =S50

Em particular, r(¢)Ar, representa a probabilidade que um sistema
computacional, que até o instante ¢ funcionou sem ocorrer nenhuma falha, falhe
imediatamente apos ¢, isto €, no ‘pequeno’ intervalo de tempo (7,7 + Ar).

O software apresenta uma caracteristica interessante que difere de
outros produtos ou sistemas, que ¢ o aumento da confiabilidade a medida que erros
sdo descobertos e removidos. Com isso, o modelo de Jelinski € Moranda (1972),
que € definido a seguir na Sec¢do 1.2, mostra uma seqiiéncia decrescente na taxa de
falhas para os sucessivos tempos entre falhas, (ver Figura 1.1).
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1.2. Desenvolvimento do Modelo de Jelinski-Moranda

Segundo a literatura, o modelo de Jelinski-Moranda (1972) - denotado
por J-M - foi o primeiro modelo de confiabilidade de software amplamente
conhecido. Foi também tomado como base para a construgdo de muitos outros
modelos desenvolvidos posteriormente. Trata-se de um modelo de estratégia tipo
I-1, que como ja vimos , considera as taxas de falhas entre erros consecutivos do
software. Uma hipdtese importante desse modelo ¢ a suposi¢do de um perfeito
reparo dos erros que vdo sendo descobertos através das falhas.

Parte da notagdo que sera utilizada, ¢ indicada abaixo:

o T ; j-ésimo tempo entre sucessivas falhas do software, ou seja,
tempo entre (i-1)-ésima e i-ésima falha;

@) rp(t) : taxa de falhas para 7'no tempo ¢,

(i) s = > T;: o tempo paraa i-ésima falha do software;
=1

~

(iv) s=s, =2, T;: o tempo para a {ltima falha observada do software;
J=1

(v) N : o nimero total de erros do software;

(vi) fr(): densidade de T no tempo 7,

(vil) S7(t)=P(T>t) : fungdo de confiabilidade de 7' no tempo #;
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Jelinski ¢ Moranda interpretam o problema de confiabilidade de
software da seguinte forma:

Sejam, N o numero total de erros, desconhecido, do software e T;
i=1,2,3,..., tempos independentes entre falhas sucessivas. A taxa de falhas entre
erros consecutivos ¢ dada por:

re(t,IN,A) = ALV —i +1], (1.1)

onde A ¢ uma constante desconhecida que representa o efeito da (i-1)-ésima
corregdo do software. Note que, dessa maneira, Jelinski e Moranda consideram que
cada erro contribui com uma mesma quantidade A para a taxa de falhas. (Veja a
Figura 1.1). A taxa de falhas ¢ entdo considerada ser uma constante proporcional ao
namero de erros remanescentes no software, N —i + 1. Logo, a medida em que cada
erro é descoberto e corrigido, a taxa de falhas é automaticamente reduzida. Por
exemplo, sabemos que inicialmente, ou seja antes do teste ser inicializado, a taxa de
falhas ¢ dada por AN e esse valor cai para A(N —1) quando o primeiro erro €
corrigido. Isso ocorre sucessivamente para os demais erros detectados.

Figura 1.1: Taxa de falhas do modelo de Jelinski & Moranda

10

r(t)

o N B » @
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T
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Observando a Figura 1.1, notamos que a taxa de falhas esta
decrescendo a cada intervalo de tempo entre sucessivos erros, e esse decréscimo ¢

de uma quantidade A.

Como fo1 visto na Segdo 1.1, a taxa de falhas do i-ésimo tempo entre
falhas 7; no tempo ¢,, i=1,2,3,..., é definida como sendo:

f-(ti|N>A)
; e == : 1.2

rr (tllNaA) SZ(tIlN,A) ( )

A func¢do de confiabilidade de 7; no tempo ¢;, i=1,2,3,..., é:
S;;(t,-IN,A) = P(Tt Zti) o I P(Y; <ti),
ou seja,

Sy(LIN,A) = 1= [} £ ([N, A)ax

Derivando os termos da igualdade acima, obtemos:
dS; (4,|N,A)
FrltIN,A) = ———0——, (1.3)

i

que ¢ a densidade de 7}, i=1,2,3,... .

De (1.2) e (1.3), podemos escrever:
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dnS; (4N, A)
d, ’

‘]

re (6N, A) = - onde i=1,2,3,...

Integrando ambas as partes da igualdade acima, obtemos:

S (1IN, A) = exp{-[ 1 (x|N,A)dx},  onde i=1,2.3,...

Como, a taxa de falhas de i-ésimo tempo entre falhas € assumida ser
A[N —i+1], encontramos entio:

Si(6:IN,A) = exp{-A[N — i + 1]}, (1.4)
a fun¢do de confiabilidade de 7; em ¢,, i=1,2,3,..., para o modelo de J-M.

Substituindo (1.1) e (1.4) em (1.2), obtemos a densidade de 7;, dada
por:

fo(6IN,A) = A[N — i+ 1exp{-A[N — i +11t,}, (1.5)
onde i=1,2,3,...

Isso significa que dados N e A, 7; é uma variavel aleatoria exponencial
com média {A[N —i+1]}".
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1.3. Questionamento do Modelo de Jelinski-Moranda

Existem na literatura algumas criticas emitidas ao modelo de
confiabilidade de software segundo Jelinski e Moranda (1992), onde as mais
importantes séo citadas e discutidas a seguir.

() A estrutura de “contagem de erros” a qual o modelo ¢ derivado é nio-
realistico, (veja Littlewood, 1981).

No modelo J-M, considera-se que cada erro é capaz de produzir uma
tnica falha e, por isso, eles possuem 0 mesmo grau de importincia contribuindo com
a mesma quantidade A para a talha de falhas. Uma outra considerag¢do nio realistica
do modelo J-M, ¢ o perfeito reparo do erro. Uma vez que esse erro é encontrado e
corrigido, ¢ entdo suposto ndo produzir mais falhas. Na realidade, ndo é bem assim
que as coisas acontecem. Os erros diferem em quantidade e importancia das falhas
por eles geradas. Desse modo, o mais razoavel a se pensar é que cada erro produz
um efeito diferente na taxa de falhas a medida que sdo descobertos e corrigidos.

(i) O estimador de maxima verossimilhanga (e.m.v.) de N pode muitas vezes ser
instavel, (veja Forman e Singpurwalla, 1977).

Em algumas situagdes, o estimador de maxima verossimilhanga de N,
pode ser uma estimativa desencontrada e insignificante. Em especial quando o
tamanho amostral, n, é pequeno quando comparado ao nimero total de erros
existentes no software, a estimativa de N via maxima verossimilhanga admite valor
bastante grande e incoerente. Isso pode ser visto com detalhes no Capitulo 4.
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(i) O uso de fungbes de perdas simétricas pode ser inapropriado para fazer
inferéncia para N. Um exemplo disto ¢ a fungdo de perda quadratica que pode
ndo ser a mais indicada para predigdo de futuros tempos entre falhas.

Quando utilizamos uma fung¢ido de perda simétrica, como é o caso da
fungdo de perda quadratica, estamos supondo uma igualdade de perda tanto com a
obtengdo de uma subestimagdo do pardmetro de interesse, quanto para uma
superestimac¢do do mesmo.

Em confiabilidade de software, o interesse maior consiste em estimar o
numero total de erros existentes num programa de computador. Este é entdo
analisado e somente depois de longos testes, é langado ao mercado com uma
confiabilidade que como se sabe ¢ menor que 100%. Uma predi¢do de futuros
tempos entre falhas ¢ realizada e a obtengdo de uma subestimagdo de N, tal que
minimize a perda do fabricante do produto, pode ser mais perigoso do que uma
superestimagdo. Veja, por exemplo, um fabricante que acabou de langar no mercado
um software pelo qual espera-se encontrar N’ erros, mas em pouco tempo de uso
esse nimero mostra ser muito maior, devido a freqiientes falhas ocorrentes. Com
1sso, a perda de confianga dos usuérios no novo produto € certa, refletindo em um
prejuizo muito grande para o fabricante quando comparado ao de uma situagdo
oposta, ou seja, de uma superestimagdo de N.

Na situagdo acima, a utilizagdo de fungdes de perda assimétricas parece
ser mais indicado, principalmente quando a competitividade do produto no mercado
¢ grande e o tempo de testes e acertos é curto.

(iv) o procedimento (ou regra) de parada para corregdo do software, proposto por
Forman e Singpurwalla (1977), é empiricamente baseado na comparagdo da
fungdo de verossimilhanga profile com a normal.

Saber qual é o momento certo que se deve finalizar a corregdo do
software, ¢ alvo de grande interesse pratico. Isso permite ao pesquisador ndo correr
riscos como, por exemplo, obter amostras pequenas e conseqiientemente encontrar
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estimativas insignificantes para o nimero total de erros do software, como € o caso
do e.m.v. de N, que € instavel para n << N. Além disso também, o pesquisador ndo
precisa gastar tempo a mais do que o necessario, testando um software que ja tem
grande parte (ou quase todos) de seus erros corrigidos.

Forman e Singpurwalla (1977) propdem uma regra de parada para a
corre¢do do software, baseada na comparagio da fungdo de verossimilhanga profile
com a normal. A medida em que cada erro ¢ encontrado e corrigido, essas fungdes
sdo comparadas e o teste cessado somente quando a fun¢do de verossimilhanca
profile estiver proxima a normal. A verificagdo, no entanto, ¢ feita apenas
visualmente, e isso pode ser ilusorio. Para duas pessoas analisando o comportamento
das fungdes, profile e normal, as conclusdes podem ser opostas.

O procedimento mais sensato a ser tomado, é a construgdo de uma
regra de parada para a corregdo do software tal que quantifique, isto €, indique sob
uma forma numérica o término da se¢do de teste. Assim ndo deixaria duvidas a
quem esta testando o software e tem necessidade de saber qual o momento exato de
parar. Uma proposta para uma regra de parada que segue esses moldes, pode ser
encontrada em Rodrigues (1995.a).

(v) O decréscimo da taxa de falhas a cada erro corrigido é constante e igual a A.

Como citado anteriormente (indice (i)), um erro pode produzir mais
falhas ou, até mesmo, mais significativas do que um outro erro qualquer. Dessa
forma, diferentes erros existentes no software devem contribuir também com
diferentes quantidades para a taxa de falhas. A cada erro corrigido entdo, é esperado
que o decréscimo da taxa de falhas ndo seja constante, como supde o modelo de
Jelinski e Moranda.



Capitulo 2

ESTIMACAO DOS PARAMETROS N e A

Neste capitulo, temos como objetivo principal encontrar as estimativas
pontuais para os parametros do modelo de Jelinski-Moranda (1972), N e A, as quais
denotamos por N e A respectivamente.

Inicialmente, o interesse maior consiste em estimar o numero total de
erros existentes no software, ou seja, obter um valor provavel para N. Neste caso, A
¢ considerado o pardmetro ‘nuisanse’ que podera interferir na estimagdo de N,
tornando um problema na realiza¢do de inferéncia sobre o parametro de interesse.

Uma forma simples de contornar tal problema, ¢ maximizar o parametro
‘nuisance’ para um valor fixo de N e construir a chamada verossimilhanga profile.
Esta fungdo é porém tratada somente com respeito ao pardmetro de interesse e,
portanto, utilizada para estimagdo e inferéncia sobre o mesmo. Infelizmente, em
alguns casos este procedimento pode produzir estimadores inconsistentes ou
ineficientes.

Um ajuste da fungdo de verossimilhanga profile pode ser visto, entre
outras, através da obtengdo da verossimilhanga profile condicional de Cox-Reid
(1987). Baseada em parametros ortogonais, a profile condicional € capaz de corrigir
a inconsisténcia da fung¢do de verossimilhanga profile na presenga de parametro
‘nuisance’.

O que faremos portanto, neste capitulo, € apresentar os conceitos de
algumas técnicas que auxiliam na obtengfo de estimativas pontuais como, a fungdo
de verossimilhanga profile, ortogonalidade e verossimilhanga profile condicional.
Além disso, realizaremos uma inferéncia assinttica para os pardmetros N e A,
segundo os modelos original e ortogonal.
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2.1. Algumas Técnicas que Auxiliam na Obten¢do de Estimativas
Pontuais

2.1.1. Funcdo de Mdxima Verossimilhanca Profile

Seja ¥ = (¥,...,Y,) um vetor aleatorio, onde ¥, i=1,...,n, sdo varidveis
aleatorias independentes e identicamente distribuidas. A densidade de probabilidade
de Y ¢ dada por fy(y,6). O parAmetro & = (@, ¢)é um vetor bi-dimensional, onde ¢
¢ considerado pardmetro de interesse e ¢ pardmetro ‘nuisance’. Dada uma amostra
com n observagdes, Vi,V ,...,V,, a fungdo de verossimilhanga para &, ¢ dada por:

10)=117/(3,,0).

Por defini¢fo, os estimadores de maxima verossimilhanga (e.m.v.) de ¢
e ¢ sdo os valores ¢ e ¢, que maximizam a funcdo de verossimilhanga Z(0) com
respeito 4 ¢ e ¢, respectivamente. Entretanto, maximizar L(£) € o mesmo que
maximizar o logaritmo de L(6). Para simplificagdes nos calculos entdo, ¢
conveniente determinar ¢ e ¢ a partir da fungdo log-verossiminhanga, dada por:

1(0)=1nL(6). 2.1)

Se maximizarmos (2.1) com relagdo a ¢, € possivel encontrarmos ¢ em
fungdo de ¢, onde ¢ é o pardmetro ‘nuisance’ também desconhecido. Caso isso
ocorra, o problema pode ser contornado através da obtengdo da denominada fungédo
de verossimilhanga profile. Primeiramente, fixamos ¢ e encontramos o estimador de
maxima verossimilhanga para ¢, denotado por ¢A¢,. A fungdo de verossimilhanga

profile para o pardmetro ¢, é entdo definida como sendo:
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L,(9)=L(p.8,). (2.2)

Para estimagdio do pardmetro de interesse, utilizamos o logaritmo da
verossimilhanga profile, denotado por /,(¢), de forma que maximizando /,(¢) em

relagio a @, encontramos facilmente o em.v. ¢. Substituindo ¢ em ng(p, obtemos

também ¢, que é o e.m.v. do pardmetro ‘nuisance’ ¢.

EXEMPLO 2.1) Sejam 1,%,....Y, variaveis aleatorias independentes ¢
identicamente distribuidas com densidade normal com média u e varidncia o”.
Considerando Y = (¥,,....Y,) e 0 = (¢, ¢) onde p= o € ¢= 4, temos:

1 n
fr(3,0)cp™? exp{—j,_;;(yi - ¢)2}
(]

1 n
1(8) = ~7Inp — 5 2(3; = 9)*.

Para ¢ fixo e maximizando /(6) em relagdo a ¢, obtemos:

Dessa forma, o logaritmo da fungdo de verossimilhanga profile para ¢ ¢
dada por:

n 52

lp((p)oc—zln(p —'2;,
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onde 5% = X7 (, ~ 7)*.

Maximizando /,(¢) em relagdo a ¢, obtemos o estimador de maxima

verossimilhanga de ¢:
. 5
¢ - n *

Observe que a fungdo de verossimilhanga profile produziu uma
estimativa tendenciosa, visto que ¢ ¢ um estimador viciado do pardmetro ¢.

Podemos notar, que a fungdo de verossimilhanga profile € um
procedimento que auxilia na estimagdo de pardmetros de interesse, na presenga de
pardmetros ‘nuisance’. Entretanto, existem algumas desvantagens na utilizagdo da
profile. Ela se mostra ineficiente quando ¢, o pardmetro ‘nuisance’, € de dimensdo
grande e, além disso, pode produzir estimadores viciados € inconsistentes. Ha, no
entanto, métodos alternativos para corrigir alguns desses problemas. Na literatura,
podemos citar as seguintes abordagens:

- Inferéncia condicional:
(i) Profile condicional, (Cox-Reid, 1987),
(ii)Profile modificada, (Barndorff-Nielsen, 1983).

- Verossimilhanga ajustada, (McCullagh, 1989).

- Verossimilhanga marginal, (Smith-Naylor, 1987).

Em nosso estudo descrevemos e utilizamos a Profile Condicional de
Cox e Reid, (1987), uma abordagem que tem como hipétese um modelo ortogonal.
Por este motivo, apresentamos na Sec¢do 2.1.2 a Ortogonalidade entre pardmetros,
bem como a Reparametrizagdo Ortogonal proposta também por Cox-Reid (1987).
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2.1.2. Ortogonalidade

Para definirmos pardmetros ortogonais, utilizamos a mesma notagdo
vista na Se¢do 2.1.1.

Um parametro ¢ é dito ortogonal a ¢, se os elementos da matriz
informagdo de Fisher satisfazerem a seguinte condig&o:

o1
o= g )0

EXEMPLO 2.2) Considerando os dados de uma normal como no exemplo 2.1,
temos que:

n 13 5
(8)c-3Ing —5 (v~ $)°.
As derivadas de segunda ordem de /(@) sdo dadas por:

n ~ s
OfJZ 1[1(9) B n ~ Z-;a(yz ¢)
0'7¢)2 - 2(02 ¢3 >

0'72 111(0) ~ le(yz - ¢)

=

dpop 9

F (@) n
ag* @’
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Como E(Y,) = u, denotado por ¢, i=1,2,...,n, a matriz de informagdo de
Fisher do modelo ¢ dada por:

| azz(e)j ( a21(0)) (n )

o E(_ 20t ) Y\ apes )| 12,2 O

(9.9)= E( azz(e)J E(_azz(a)) ”L 0 QJ'
T dedp ap* )] Q

Podemos ver que a matriz de informagdo de Fisher /(¢,¢), ¢ uma

matriz diagonal. Logo, temos que ¢ e ¢, representando respectivamente o? e u, sdo
parametros ortogonais.

Algumas conseqiiéncias da ortogonalidade podem ser apontadas,
segundo Cox-Reid (1987), como por exemplo:

(i) os estimadores de maxima verossimilhanga, @ e ¢, s3o assintoticamente
independentes;

(i) ha possibilidade de simplificagdo numérica na determinagéo de (,9);

(iif) ¢4 = @, o estimador de maxima verossimilhanca de ¢, quando ¢ ¢ dado, ndo

varia com ¢;

(iv) o erro aleatdrio assintotico da estimagdo de ¢ ¢ o mesmo para ¢ conhecido ou
- desconhecido.

Muitos modelos de probabilidade ndo possuem pardmetros ortogonais,
mas sua presenca facilita a interpretagéo e os calculos, como foi mencionado acima.
Uma ortogonalizagdo entdo, é sugerida em nossos estudos para ser utilizada na
estimagdo dos pardmetros do modelo de Jelinski-Moranda na Segdo (2.2). Tal
ortogonalizagio é proposta por Cox- Reid (1987) e apresentada a seguir.
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Sejam ¢ e ¢ parAmetros ndo ortogonais e definidos como na Secdo
2.1.1 - @ é o parimetro de interesse e ¢ o pardmetro ‘nuisance’ - lembrando que
I(@,4) é o logaritmo da fungdo de verossimilhanga associado ao modelo original.

O objetivo é encontrar uma transformagdo de (¢,¢4) em (¢,4), 4 um
pardmetro qualquer, de maneira que ¢ seja ortogonal a A. Logo, queremos obter ¢
como uma fungdo de ¢ e A, que denotaremos por g(¢@,4).

Segundo Cox-Reid (1987), g é solugdo da seguinte equagdo diferencial:
o =180 G

Essa equacdo diferencial, portanto, nos permite determinar:
¢ =g(p,4),

onde ¢ ¢ ortogonal a A e i é a informagdo de Fisher associada a verossimilhanga

I(@,9).

Assim, a fungdo log-verossimilhanga do modelo ortogonalizado ¢
obtida, substituindo ¢ = g(@,A) em /(@,¢), e denotada por / (@, ), ou seja:

(@, ) =1(p.g(p,)).

A partir de /*(¢@,A), podemos fazer inferéncias sobre os pardmetros em
questdo, levando em consideragdo as vantagens da ortogonalizagdo, ja citadas
anteriormente. Veremos a utilizagdo dessa técnica de ortogonalizagdo aplicada ao
modelo de Jelinski-Moranda (1972), na Segdo 2.2.
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2.1.3. Funcio de Maxima Verossimilhan¢a Profile Condicional

A profile condicional é definida como uma fung¢do de verossimilhanga
profile ajustada, baseada em pardmetros ortogonais, para “melhorar” a estimagdo
dos parimetros de interesse do modelo. De modo que, utilizando a profile
condicional nos permite, em geral, obter estimadores nfo tendenciosos e
consistentes.

Considerando a mesma notag¢do que vimos até agora, temos para 0 €aso
de um tnico pardmetro de interesse, a fungdo log-verossimilhanga profile
condicional de Cox-Reid (1987), é definida por:

L (@) =1, (@)~ 3 10(V 120, 4).

onde J,,(p,A) é a informagdo observada de 4 e ﬂ; o estimador de maxima

verossimilhanga de A dado ¢.

EXEMPLO 2.3) Tomando novamente os dados 1,0,....%, normalmente
distribuidos, como no exemplo 2.1, temos:

8'2

n A
lp((p)oc_ilnqp—ﬁ

A n
Jo5 (0,05) =,
¢¢(¢ ¢(p) @
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onde, s2 =2 (¥, - ¥)>.
Como ¢ € um pardmetro ortogonal a ¢, temos:

n s 1 n)
lo(9) <=5 Ing =3 -3l ).
ou seja,

(=1, s
lcp((p)oc— 3 lngo—z(p.

Maximizando /,,(¢) em relagdo a ¢, obtemos o e.m.v. de ¢, dado por:

SZ

P=n=1

Note que ¢ € um estimador ndo tendencioso do pardmetro ¢. A
utilizagdo da profile condicional, proporcionou uma ‘melhor’ estimativa para .
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2.2. Estimadores de Msdxima Verossimilhanca de N e A

Sejam f,,...,¢, 0s sucessivos tempos observados entre falhas de um
software. A densidade de 7, no tempo ¢, i=1,2,...,n, é dada em (1.5). Entdo, a
funcdo de verossimilhanga para os pardmetros N e A do modelo de Jelinski-Moranda

(1972) é:

LN, Al™) = [f‘!{A[N _i+1]exp{-A[N —i+1]1,}} =
I N
= A Ll;[(N —i+1) Jexp{—As(N —a)}, (2.3)

Yo =y

onde (™ =(t,,...,t,), S= 2 t; ea= :

Tomando o logaritmo da fungdo de verossimilhanga (2.3), temos:

I(N,A)=InL(N,At™) =

& I(N,A)=nlnA+ illn(N— i+1)— As(N —a). 2.4)

Fixando o pardmetro N e maximizando o log-verossimilhanga (2.4) com
respeita a A, obtemos:

~ n

R o S— 2
AN— S(N—a)’ (HS)
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. Zi;lo ~ ),

onde s=2 t; ea= ==, »sd0 valores proveniente dos dados.

Observe que a estimagdo de A encontrada, isto € /A\N, resulta somente
em funcdo dos dados, 1™, e de N.

Substituindo A, na fungdio de verossimilhanga e tomando o seu

logaritmo, obtemos a fungdo log-verossimilhanga profile para o parametro N, dada
por:

lp(N)=n1n([\N)+:'211n(N—i+1)—f\Ns(N—a)@
@lp(N):nln(S(N ) Zln[N—z+1] n. (2.6)

Maximizando /,(N) em relagéo a N, obtemos:

4 n
,ZN—1+1 N-a’ (2.7)

A equagdo (2.7) ndo depende de A, logo resolvendo-a, obtemos o
estimador de maxima verossimilhanga de N, denotado por N.

Substituindo N em (2.5), encontramos também o e.m.v. de A, A, dado
por:

2.8)
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Da  fungdo  log-verossimilhanga (2.4) e sabendo  que
E(]}):{A[N —i+1]}_1, i=1,....,n, encontramos a matriz informagdo de Fisher
associado ao modelo de Jelinski-Moranda, dada por:

I 2.9)

Observando a matriz (2.9), notamos que os elementos [y, € I,y sdo
diferentes de zero. Logo, N e A ndo sdo pardmetros ortogonais. Isso indica, que os

estimadores de maxima verossimilhanga de N e A estdo correlacionados, isto €, A
pode conter alguma ‘informac¢do’ a respeito de N e vice-versa. Entretanto, para

controlar a dependéncia assintdtica existente entre os estimadores Ne /A\ utilizamos
a reparametrizagdo ortogonal proposta por Cox-Reid (1987), definida na Secdo
2.1.2.

Devemos encontrar A = g(N,A), A um pardmetro qualquer, de maneira
que N seja ortogonal a A. A equagdo diferencial, que nos permite isso, ¢ dada por:

RN, A)

Iy A=A AN

cuja resolugdo ¢ apresentada a seguir:
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I ¢ 1 n o &N,A
_g(N,/I);N—l-i-l [g(N,ﬂ)]z N =

1 1 n
i) oy avae

&5 jzlln[(N —i+DA]=-nln[g(n, )] <

= ln{[ﬁ(N — i+ 1)}){’ } =In[g(N,D)]™

n —1/n

{_ (N=i+D)]
L A=g(N =" . (2.10)

O logaritmo da fungao da verossimilhanga de N e A €, portanto:

|—n —1/n
|_--1(N—i+1)J
A

[Y(N,2)=-nlnA- s(N —a).

Fixando A e maximizando /*(N,A) em relagdo a N, encontramos:

L 1 __n
,-=1N—i+1_N—a'

@2.11)

O estimador de maxima verossimilhang¢a de N € a solugdo da equagédo
acima, que independe de A.
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Observe que a equacgdo (2.11) ¢ similar & equagdo (2.7). Isso indica que
o em.v. d¢ N é o mesmo tanto para o modelo original quanto para o modelo
ortogonal. E importante observar, que o e.m.v. de N nos pardmetros originais

depende de A, 0 que ndo ocorre no caso ortogonal.

O estimador de maxima verossimilhanga de A ¢ encontrado
maximizando /(N , 1) com respeito a A, obtendo-se:

~1/n

(2.12)

ou ainda,

(2.13)

onde N e A sdo os estimadores de maxima verossimilhanga de N e A,
respectivamente.

Podemos notar que a ortogonalizagdo, neste caso, foi feita através de A,
ou seja, reparametrizamos A, escrevendo-o como uma fungdo de N e A de modo que
estes sejam ortogonais.

Da verossimilhanca [*(N,A), encontramos a seguinte matriz
informagdo de Fisher:

SIS
S(N-i+1D)?* nGN-i+l ' (3.14)

~
}__
_n
e
= -
~
o
I
/1
=
e
| I |
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Observe que a matriz (2.14) esta associada 3 um modelo ortogonal,
visto que, Iy;=Iz =0. Os pardmetros N e A sdo ortogonais, o que
conseqiientemente resulta em N e A serem estimadores de méxima verossimilhanga
assintoticamente independentes.

Das matrizes informagfio / e /-, obtemos suas respectivas inversas:

i D C
1 ; _l_ i’li=1N—i+1
I Iy A A
B AR 2.15
! (Ixi/ leJ =S N Y S R -
n SN—-i+1 nia(N-i+1)?
L A A |
(]
R
G (e ) Ia 9
e [ il i“): , 216
M )| £ (210
n

n 1 (& 1 Y
onde A %mw@m) |

Inferéncias sobre os pardmetros de um modelo, freqiientemente sdo
feitas através da normalidade assintdtica de seus estimadores de maxima
verossimilhanga. Para amostras suficientemente grandes e sob certas condi¢des de
regularidade, temos para os pardmetros N e A, os seguintes resultados

- considerando o modelo original:
(X,A)~ Normal[(N,A),17]; 2.17)
- considerando o modelo ortogonal:

(47, 4)~ Normal[ (N, 2),1+”"]. (2.18)



Capitulo 2. Estimagio dos ParAmetros N e A 32

Ao utilizarmos a reparametriza¢do ortogonal de Cox-Reid (1987), foi
possivel obter o pardmetro A ortogonal a N. Inferéncias sobre os mesmos podem ser
realizadas, de forma a estarmos ‘controlando’ a dependéncia assintdtica existente

entre os estimadores de maxima verossimilhanga dos pardmetros originais, N € A.
No entanto, duas importantes questdes surgem nesse momento, as quais podemos
citar:

1- se considerarmos N como pardmetro de interesse, a correlagdo assintdtica

existente entre N e /A\(mam'z (2.9), ndo diagonal), interfere na inferéncia sobre
N?

2- e se considerarmos A como pardmetro de interesse, é possivel através de (2.10)
obter um intervalo assintdtico “mais preciso” para A?

Estas questdes sdo analisadas nas Se¢des 2.3 e 2.4, respectivamente, €
os resultados obtidos sdo ilustrados numericamente no Capitulo 3.

2.3. Inferéncia Assintética para NV

Vamos considerar os parametros N, A e A, definidos da seguinte
maneira:

N: parametro de interesse;
A parametro ‘nuisance’ €
A: reparametrizagdo de A no modelo ortogonal.
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Considerando as estimativas feitas através dos modelos original e
ortogonal na Se¢do 2.2, construimos intervalos de confianga para N, a partir dos
resultados (2.17) e (2.18).

O intervalo de confianca assintotico 100(1-« )% para N, é obtido, nas
seguintes situagdes:

()  considerando o modelo original, ou seja, o modelo no qual os pardmetros N e
A nio sdo ortogonais:

iN): N =z I (R, A) < N < K 42,5 I7% (N, A) (2.19)

(i) considerando o modelo ortogonal, ou seja, o0 modelo no qual os pardmetros N
e A sdo ortogonais:

L (N): N =z, TS (N, D) < N < N+ 2,y TE 5w (V, ) (2.20)

2
g -1 A o J-_l ‘) —L e, = n;_l(‘n "—1—) .
onde; 134 (N,A)=1 MV(N,/’L)—AN,com Ag i:ZI(N—z'+1)2 p ZN—i+1 ;

zs, para 0<§ <1, é o quartil de ordem (1-5 ) da distribuigdo normal.

Da ortogonalizagdo e dos intervalos de confianga assintoticos obtidos
através dos modelos original e ortogonal, para N, da forma como foi feita a
reparametrizagdo, chegamos aos seguintes resultados:

(I.1) o em.v. de N é o mesmo tanto para o modelo original, obtido por (2.7),
quanto para o modelo ortogonal, obtido por (2.11);

(I.2) os intervalos de confianga para N, segundo os dois modelos, sdo iguais. Isto
segue do fato de que o estimador de maxima verosimilhanca de N € 0 mesmo

. . o -1
para os dois modelos e, ainda que, 73} = .
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2.4. Inferéncia Assintética para A

Sejam, agora, os parametros N, A e A, definidos da seguinte maneira:

A: parametro de interesse;
N: parametro ‘nuisance’ e
A: reparametrizagdo de A no modelo ortogonal.

Considerando novamente, as estimativas feitas através dos modelos
original e ortogonal na Se¢do 2.2, construimos intervalos de confianga para A, o

pardmetro de interesse, e para A, o pardmetro auxiliar. Utilizamos para isso, o0s
resultados (2.17) e (2.18).

Os intervalos de confianga assintoticos 100(1-a )% para A e A, sdo
obtidos, nas seguintes situagdes:

(i)  considerando o modelo original, ou seja, o0 modelo no qual os pardmetros N e
A nido sdo ortogonais:

i(A): A=z IZL (W, A) < A < Atz I (N, A) (2.21)

(i) considerando o modelo ortogonal, ou seja, 0 modelo no qual os pardmetros N
e A sdo ortogonais:

YA A=z TN, A) < A< A+ 2y (N, ) (2.22)

Usando (2.10) e (2.13) em (2.22), e sabendo ainda que N e¢ A sdo
ortogonais, encontramos:
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: A A ,
it(A): <A< ; 2.23
W 142, /<0 1=z, /\n =
onde;
A
<ol RS (N =i+ 1)? oA oA P
A= W=
N

n n 2
com A = }:; 1(2—1—) )

SN -i+1)? BSN-i+1

z5, para 0<§ <1, é o quartil de ordem (1-5 ) da distribui¢do normal.

Dos intervalos de confianga assintdticos obtidos através dos modelos
original e ortogonal, para A, da forma como foi feita a reparametriza¢do, chegamos
aos seguintes resultados:

(I1.1) o limite inferior do intervalo it(A) é positivo, o que faz sentido pois A>0.
Esse resultado nem sempre é possivel se considerarmos o intervalo de

confianga de A na parametrizagdo original;

(IL.2) o intervalo i* (A) esta assintoticamente contido no intervalo i(A), ou seja, para
n grande isso acontece;

(IL3) a propriedade de cobertura do intervalo de confianca (2.23) ¢é
aproximadamente 100(1-« )% devido a independéncia assintética entre N e
i

Os resultados (I1.2) e (II.3) sdo demonstrados a seguir e verificados
numericamente no Capitulo 3, Se¢do 3.2.
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DEMONSTRACAQ DO RESULTADO (11.2):

Sejam L;(A) e Lg(A) os limites, respectivamente, inferior e superior
do intervalo i(A) e sejam Lf(A) e L5(A) os limites, respectivamente, inferior e
superior do intervalo i*(A).

Para verificar a validade do resultado (II.2), isto €, que o intervalo
i+ (A) esta assintoticamente contido no intervalo i(A), é suficiente provar que:

(1)  Ly(A)>L;(A), Vn e (2 lim 28 5

wor LE(A)
Antes porém, vejamos como serdo expressos os limites L;(A), Lg(A),
L7(A) e L5(A), na demonstragio.
De (2.21) podemos escrever L;(A) e Lg(A), como:

Ly(A)= A{ Z“\/Q E(Z)] e Lg(A)= A{ i/_ E‘(“?)]

onde: E(Z)—-Z*— ——Z 1+1) (li - 1. )

niog (N—-i+1)° ,I(N nog N—-i+1

1 .
Observe que Vy, € a varidncia de 7\7——;—1 i=1,....,n com respeito a
— i
distribuigdo uniforme em (iA Al yeers R 1 j Logo, Iy >0, Vn.
N N-1" "N-n+1 :
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De (2.23), temos que:

A A

A A
[FHA)=———— (AN =—FF.
1( ) 1+Za/2 /\/; © S( ) 1_‘:'01/2/\/_’/;

Prova de (1): Para determinar que L7(A) é maior que L;(A), basta provar que :

Lz(A)

LI(A)>1'

Temos que:

A

A
LF(A)  d4zep/dn 1

Li(A)~ A{l—zjf %(\_;J—(HZ\/%)(FZ;W\J

1
B @ -(2)
14 a2 _Zan Ly _Zaj2 By
no o An \ Vg on Ny

L(A)
Li(A)

Q) -2)

Zal2  Zal2 LN Zan EN
1+ - - <1,

\/; \/I; VN n Vx/

ou ainda que E(VZ) (1 + Z‘m] > 1
NV VT )T

Provar que >1 é 0 mesmo que provar que:
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Observe que F (VZ) >0eV, >0, Vn, entdo:

Portanto Vy <E‘(\72). Isto significa que VN >1, Vn, ou ainda que

N
EY
>1, Vn.
Vi
Como %2 0, temos que:
N
E(l-)( )
14722 | 1 2e2 o
PN
e portanto, LH(A)> L (N), Vn,
Prova de (2):
Temos que:
2)
[{1 Zan |EX ] ’
Vs 2
Lg(A) Vn v _| 14 Zez Ey 1+Za/2)_
Ls(A) A L o\ Py N
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/~<2> 2 @
_ a/2 ZW E _ Zan EN
Vs n \Vyg

>1 ¢ equivalente a provar que:

Provar que ’ll_r)l;lo Ii( A)

/ (2) f (2
llm 1_ a/2 a/2 E "a/z E > 1
n—» N

ou ainda,
([~
1 1ER
lim
n—)mL VN
(g)
Vimos, anteriormente, que V» >1, Vn. Supondo que exista o limite
@
de V]\f temos:
E(2) E(Z) F(2)
4 a/2 —11 ‘W hm “/2 _II‘L >1
n—o
: Ls(A)
ou seja, i >1.
e nob [E(A) =

Dessa maneira acabamos de demonstrar que o limite inferior i*(A) é
maior que o limite inferior de i(A), para qualquer valor de n, e que para n grande
(n — ), o limite superior de i*(A) é menor ou igual ao limite superior do intervalo
i(A). Portanto, fica demonstrado que o intervalo i*-(A) esta assintoticamente contido
no intervalo i(A), (para n — o, it(A) < i(A)).
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DEMONSTRACAO DO RESULTADO (11.3):

De (2.22), temos que:

P(i — Zo VTSN, D) < A< A+ zam/li;;(ﬁ,i)) ~100(1 - @ )%.

Como N e A sdo assintoticamente independentes, temos que:

P(i — Zop TR, A) < A< A+ 2y TF5A(H, D[N = 1\7) =
= P(i — 2 TN, D) < A< A+ zam/zizﬁ(ﬁ,,i)) ~100(1- @)%,

ou s¢ja;

( 5 R —1/n
| E(N —i+1) ]

:
Pl A-z, 155N, D) <L“ - <A+ 2o (N, DN =K

L

~ 100(1 - & )%, ou,

A A . |
<A< N=NleOOI—a %.
P(]"}“Za/z/\/’; l_Za/z/\/;' ( )

~
~
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ou ainda,

I;(N)= nln( N - a))+21n(N—1+1) n, (2.26)

Comparando (2.26) com (2.6), podemos notar a obtengdo do seguinte
resultado:

I7(N)=1,(N).

Da defini¢do da Se¢do 2.1.3, temos que a profile condicional para N é

encontrada por:
1 1 1 n
lcp(N)zlp(N)_—z— iNz >

onde /’fN € o e.m.v. de A dado N, expresso por (2.25).

No nosso caso, portanto, a fungdo de verossimilhanga profile
condicional de N, é dada pela seguinte expressio:

1
1___
[ (N=-i+1) " 1
I,(N)=1n (T ) T |[-n—3nn. (2.27)
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Tomando a exponencial das fungdes (2.26) e (2.27), obtemos as
verossimilhancas profile e profile condicional para N, dadas abaixo por:

fI(N—i+1) li[(N—i+1)

i=1 o
L,(N) (V- a)]" (N=a)" (2.28)
(]
I' n -[1_% I_ n 1“/%
LE(N—HI)J LQ(N—IH)J
LCP(N) x [S(N _ a)]n—l o (N _ a)n—l ’ (229)

n Z:'q—l ti

I, ea=

onde, s=2,_t, P

A fungdo de verossimilhanga profile condicional para o pardmetro N do
modelo de Jelinski-Moranda (1972) obtida, serda utilizada em nossos estudos
posteriores, para verificarmos e analisarmos a instabilidade do e.m.v. de N. Isso
pode ser visto com detalhes no Capitulo 4.
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2.6. Conclusoes

Ao considerarmos N como pardmetro de interesse, verificamos que o
modelo ortogonal fornece o mesmo e.m.v., a mesma varidncia assintotica

(1 S (N ,ﬂ:)) ¢, conseqiientemente, o0 mesmo intervalo de confianga para N que o

modelo original. Isso deve-se ao fato de que a verossimilhanga profile segundo os
modelos original e ortogonal sdo iguais, visto na Se¢fio 2.5, e portanto produzem os
mesmos resultados inferenciais. Logo, podemos concluir através da ortogonalizagio,

que a correlagdo entre N e A nio afeta a inferéncia para N.

Em relagdo a A, a ortogonalizagdo produz um intervalo de confianga
assintético para A mais preciso, quando comparado ao modelo original.

Respondendo as questdes 1 e 2 da Segdo 2.2, podemos afirmar que a
correlagdo existente entre N e A nido interfere na inferéncia sobre N, mas a
ortogonalizagdo parece modificar a inferéncia feita sobre o pardmetro A.

Neste instante, ¢é conseqiiéncia Obvia, questionarmos a
reparametrizagdo € pensarmos em proceder de uma outra maneira, quanto a
ortogonalizagdo. Por exemplo: se ortogonalizassemos o modelo original
reparametrizando N, de maneira analoga a que foi feita para A, isto permitiria uma
melhor inferéncia para N? O procedimento neste caso seria transformar os
parametros originais (N,A) em (77,A), de modo que N seja ortogonal a 7.
Entretanto, ndo € trivial escrever N de forma explicita em fun¢do dos novos
pardmeros 7 e A, dificultando assim a obteng¢do de um intervalo mais preciso para
N.



Capitulo 3

APLICACAOQO: ANALISE CLASSICA PARA OS
PARAMETROS Ne A

Em nosso estudo, analisamos os dados NTDS - “Naval Tactical Data
System” - de Jelinski ¢ Moranda (1972) e ilustramos numericamente alguns
resultados obtidos no Capitulo 2.

Primeiramente, os dados considerados para investigagdo sobre os
parametros N e A do modelo J-M, sdo baseados nos relatérios de problemas de um
dos 38 modulos que compdem o sistema NTDS, denotado por médulo A. Cada um
desses modulos, inclusive o A, segue uma evolugdo indicada por 3 estagios: a fase
de produgdo (ou desenvolvimento), a fase de teste e a fase de uso. Os dados
consistem do nimero de dias entre 26 falhas que ocorreram durante a fase de
produgdo do software, outras 5 falhas foram registradas durante a primeira fase de
teste € mais uma falha na fase de uso.

Na Sec¢do 3.1, analisamos os 26 dados referentes a fase de produgdo do
software. Aplicamos a esses dados, a andlise classica baseada na normalidade

assintotica dos estimadores de maxima verossimilhanga de N e A, estimando e
construindo intervalos de confianga aproximados para o niimero total de erros do
software e para a taxa de falhas.

Para verificar numericamente os resultados (I1.2) e (I1.3), obtidos no
Capitulo 2 referentes a inferéncia realizada para o parametro A, simulamos dados
para diversos tamanhos amostrais € comparamos os intervalos de confianga
assintoticos construidos para A, segundo os modelos original e ortogonal.



Capitlilo 3. Aplicagdo: Analise Classica para os Pardmetros N e A

3.1. llustracio Numérica para as 26 Primeiras Falhas do Software
NTDS |

Considerando as 26 falhas que ocorreram na fase de produgdo do
software NTDS, apresentadas na Tabela 3.1 abaixo, temos interesse em estimar os
pardmetros N ¢ A do modelo de Jelinski-Moranda (1972), via maximizag¢do da

fun¢do de verossimilhanga.

Tabela 3.1: Dados NTDS referente a fase de produgdo e teste do sofiware

Numero de erros (i) | Tempo entre erros | Tempo do i-ésimo erro
em dias (7,) em dias (S;)
Producio

1 2 9
2 12 21
3 11 32
4 4 36
5 7 43
6 2 45
7 5 50
8 8 58
9 5 63
10 7 70
11 1 71
12 6 77
13 1 78
14 B 87
15 4 91
16 1 92
17 3 95
18 3 98
19 6 104
20 1 105
21 11 116
22 33 149
23 7 156
24 91 247
25 2 249
26 1 250
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Da equagéo (2.7), obtemos a seguinte fungdo:

onde n=26 ¢ a=16.032.

Para encontrar o e.m.v. de N, denotado porN, devemos resolver a

f(N)=I=21N__

n

n

i+1 N-a’

equagdo (2.7). Existem porém, alguns métodos para isso, como por exemplo o
método iterativo de Newton-Raphson (ver Humes, 1984), e métodos graficos. No
momento, utilizamos a segunda opg¢do para resolvermos a questdo da estimativa

pontual de N. Portanto, temos que N é encontrado, determinando o zero da funggo

J(N).

Através do programa MAPLE, encontramos o e.m.v. de N construindo
graficos de f(N) para diferentes valores de N. Apresentamos na Figura 3.1, o
grafico de f(N) pelo qual nos informa o valor de N em que f(N)=0.

Figura 3.1: Grdficode f(N), para 31.2155 < N < 31.2165

S (N)

1e-005%

5e-006¢
1 31.2156

31.2158

31.216

31.2162

31.2164

03

5e-006]
-1e-005%

0000154
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Observando a Figura 3.1, podemos notar que o zero da fungdo f(N) é
aproximadamente 31.2. Logo, temos que o e.m.v. de N é dado por:

N =312.

Tendo considerado as 26 primeiras falhas que ocorreram no software e,
posteriormente, estimado N em 31.2, temos ainda que o erro residual ou erros
remanescentes € estimado em 5.2.

O estimador de méxima verossimilhanga de A & obtido substituindo N
em (2.5), ou seja:

A _ n _ 26
~(F—a) " 250(312-16032)°

. A =00068565.

De (2.12), obtemos também o estimador de A, parametro ortogonal a N,

dado por:
26 T/'/zs
LH(31'2 —i+1) | 250(312-16032)
> i=1
A= 26

. 4 =85834705.

Os intervalos de confianga assintéticos para N, A e A sdo obtidos nas
seguintes situagdes:
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(i)  considerando o modelo original:

A matriz informagdo de Fisher e sua inversa aplicadas no ponto (N,A),
sdo respectivamente:

_(0.1434502236 250.0701951)
2500701951 5530486155

4__( 3291986401  —0.01488526792 )
~(-0.01488526792 08538782525-10°°

Logo, os intervalos de confianga 95% aproximados para N e A, obtidos
a partir do modelo original, sdo respectivamente:

1(N): 19.95433641 < N <4244566359;

1(A): 0.001129185813 < A <0.01258389436.

(1) considerando o modelo ortogonal

A matriz de Fisher associada ao modelo ortogonal ¢ sua inversa,
aplicadas no ponto (N, A), sdo respectivamente:

l__(0.0303767963 0 j
0 0.3528966301

€

e (3291986390 0 )
- 0 2833690986
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Portanto, os intervalos de confianga 95% aproximados para N, A e A,
obtidos a partir do modelo ortogonal, sdo respectivamente:

iH(V): 1995433643 < N < 4244566357,
i{(A): 0004952760312 < A < 001113775544
it(A): 5284090658 < A < 11.88285033.

Observe que o intervalo para N é o mesmo para os dois casos.

Para A, considerando n=26 (amostra relativamente grande), o intervalo
i"(A) esta assintoticamente contido em i(A). Logo, para A, a ortogonalidade
produziu um menor intervalo de confianga.

Para verificarmos se as aproximagdes normais para os estimadores de
maxima verossimilhanga N, A, e 4 sdo apropriadas, analisamos neste momento os
graficos dos contornos de confianga baseados nos contornos das fungdes de
verossimilhanga de (N,A) e (N,A), via critério da razdo de verossimilhancgas (ver
Lawless, 1982).

Sejam as fungdes de verossimilhanga conjunta segundo os modelos
original e ortogonal, dadas a seguir respectivamente, por:

L(N,A) = A26[I2j(N —i+ 1)}exp{—A250(N ~16.032)}

€

-1/26

L(N,A) = 12 exp{—%[ﬁ(N —i+1)|  250(N - 16.032)}.
i=1
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As razdes das verossimilhangas conjuntas de (N,A) e (N,A), sdo
obtidas por:

_L(N,A) . _ LN, A)
R(N,A) = L7 A RY(N, Q)= 32

Nas Figuras 3.2 e 3.3, temos os graficos da fungdes de verossimilhanga
conjunta de (N,A) e (N,A4), e nas Figuras 3.4 e 3.5, podemos ver os contornos de

R(N,A) e R+(N,A), respectivamente.

Figura 3.2: Grdfico da Funcdo de Figura 3.3: Grdfico da Fungdo de
Verossimilhan¢a Conjunta de (N, ) Verossimilhanga Conjunta de (N, A)

e

Figura 3.4: Contorno da Razdo de Figura 3.5: Contorno da Razdo de
Verossimilhangas R(N,A) Verossimilhancas R(N,A)
40 60 8[{\‘ 100 120 MUD . 40 60 80 N1DD 120 140 160

001
0 008 —

{0 Lamb

0.004

0.002

S

0 A
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Observamos nitidamente que estes contornos ndo tém boa forma
eliptica, indicando que as aproximagdes normais utilizadas, isto é, (2.17) e (2.18),
ndo sdo as mais adequadas para a realizagdo de inferéncias sobre os pardmetros N,
A e A, neste exemplo. O que podemos notar é que, apds a reparametrizacio
ortogonal, a fungfo de verossimilhanga para os novos pardmetros tem uma forma
suave sugerindo uma independéncia entre os pardmetros envolvidos. Isso mostra que
talvez seja mais conveniente ajustar uma inferéncia baseada em aproximacdes
normais para os parametros ortogonais do que para os originais. Assim mesmo n&o
encontrariamos resultados inferenciais precisos para os pardmetros N e A, e isso
pode ser notado observando o contorno de R+(N,A) o qual, como ja dissemos, ndo
tem boa forma eliptica.

A inferéncia Classica usual utilizada para andlise dos pardmetros do
modelo J-M, consistiu na exploragdo das fungdes de verossimilhanga segundo os
modelos original e ortogonal, para obtengdo de estatisticas pontuais de N, A e A.
Como sabemos, as distribuigdes dos estimadores de maxima verossimilhanca,
segundo o procedimento classico, sdo conhecidas apenas assintoticamente. Tal fato
pode ser um problema sério quando amostras pequenas sdo consideradas para
estudo e, neste caso, inferéncias realizadas a partir dessas estatisticas podem néo ser
confiavelis.

Para solucionar o problema e obter resultados inferenciais mais
precisos, uma proposta alternativa é a utilizagdo do método Bayesiano, o qual
permite em muitos casos uma analise sobre os pardmetros do modelo, sem a
necessidade do uso de teoria assintdtica.

No Capitulo 4, Se¢do 4.3, ¢ Capitulo 5 ¢ feita uma analise Bayesiana
para o parAmetro N do modelo J-M e, no Capitulo 6, realizada inferéncia Bayesiana
sobre a taxa de falhas A.
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3.2. Verificacio Numérica dos Resultados (IL.2) e (IL.3)

Neste momento temos como objetivo, verificar numericamente o0s
resultados (I1.2) e (II.3), obtidos na Sec¢do 2.4 quando realizdvamos inferéncia
assintdtica para o pardmetro A. Os resultados sdo referentes ‘a comparagdo dos
intervalos de confianga assintéticos de A, construidos segundo o modelo original € o
modelo pelo qual é considerado a reparametrizagido ortogonal de Cox-Reid (1987).

Sendo i(A) e i*(A) a notagdio dos intervalos de confianga aproximados
para A, obtidos através dos modelos original e ortogonal, respectivamente,
rescrevemos (I1.2) e (I1.3) abaixo, por:

(IL.2) o intervalo de confianga encontrado segundo o modelo ortogonal, it(A), esta
assintoticamente contido no intervalo de confianga obtido segundo o modelo
original, i(A), ou seja, para n grande isso acontece.

(IL3) a propriedade de cobertura do intervalo de confianca i(A) ¢
aproximadamente 100(1-a)%, quando n ¢ grande, devido a independéncia

assintotica entre N e A.

Apesar dos resultados (I1.2) e (I1.3) terem sido demonstrados na Seg¢do
2.4, faremos agora uma verificagdo através de um exemplo numérico, uma
simulagio.

Sabendo que Y}’N,A ~ Exp{A(N —i+ 1)}, i=1,....n, tomamos N=500 e
A=1, valores escolhidos arbitrariamente, e geramos 100 conjuntos de dados para
cada um dos diferentes tamanhos amostrais: 7,=250, n,=350, n3=475 ¢ n4~490.
(Veja Apéndice A). Estes valores de n, representam, respectivamente: 50, 70, 95 e
98 por cento do total dos erros depurados.
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Em seguida, consideramos cada uma das 100 amostras de tamanho #;,
J=L,..,4, e construimos os intervalos de confianga 95% aproximados para A, segundo
os modelos original ¢ ortogonal, i(A), pela expressio (2.21), e i*(A), de (2.22),
respectivamente. Os intervalos que contém o real valor de A (=1), foram somados e
a porcentagem de cobertura total obtida para cada modelo, é apresentada na Tabela

3.2.

As médias dos comprimentos dos intervalos, calculadas também para
cada modelo (original e ortogonal), podem ser vistas na Tabela 3.3.

Tabela 3.2: Cobertura dos Intervalos de Confianca de A

N = 500
n
250 350 475 490
i(A) 90% 93% 90% 96%
it(A) 31% 48% 80% 93%

Tabela 3.3: Média dos Comprimentos dos Intervalos de A

N = 500
n
250 350 475 490
i(A) 1.7430 0.6962 0.2586 0.2179
ii(A) 0.2775 0.2197 0.1820 0.1789

Observando a Tabela 3.2, podemos notar que assintoticamente, a
propriedade de cobertura do intervalo i*(A) é aproximadamente 95%, como indica o
resultado (I1.3). Além disso, o comprimento do intervalo de confianca obtido
segundo o modelo ortogonal, i*(A), é sempre menor do que o comprimento de i(A)
e isto pode ser visto pela Tabela 3.3, comprovando também (I1.2).
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Um outro resultado, que na Se¢do 2.4 ndo haviamos verificado, e agora
¢ nitidamente apontado na Tabela 3.3, é que assintoticamente o comprimento do
intervalo de confianga i(A) torna-se menor aproximando-se do comprimento de
i*(A). Diante dos resultados numéricos, podemos afirmar, que quando é ganho em
comprimento utilizando o intervalo de confianga i*(A), é perdido em cobertura. Ao
passo que quando ¢ ganho em cobertura, por i*(A), os intervalos obtidos através dos
modelos original e ortogonal tém praticamente 0 mesmo comprimento.

Apesar dos resultados (II.2) e (II.3) serem comprovados
numericamente, devemos concluir que ndo é razoavel trocarmos a obtengdo do
intervalo de confianga assintético i(A) por i*(A), mesmo porque i(A) apresenta uma
cobertura alta para todos os tamanhos amostrais considerados no exemplo. Além do
mais, esses resultados inferenciais obtidos sdo validos somente para amostras
grandes e, assintoticamente, os intervalos segundo os dois modelos estdo bastante
Proximos.



Capitulo 4

A INSTABILIDADE DO ESTIMADOR DE MAXIMA
VEROSSIMILHANCA DE N

Forman e Singpurwalla (1977), consideram o modelo de Jelinski e
Moranda (1972) e mostram que para pequenos valores de @, uma quantidade
proveniente dos dados, o estimador de maxima verossimilhanga (em.v.) de N ¢
instavel e insignificante. Ainda, apontam que a toma valores pequenos com maior
probabilidade quando n<<Jp, isto ¢, para um tamanho amostral muito inferior ao
numero total de erros do software isso acontece.

Os autores, em seu estudo, examinam resultados de diferentes
conjuntos de dados para um tamanho fixo de amostra e revelam a influéncia desses
dados na instabilidade do estimador de maxima verossimilhanga de N.

Em nosso trabalho, mostramos a instabilidade segundo Forman e
Singpurwalla (1977), e fazemos uma analise do comportamento do estimador de
maxima verossimilhanga de N segundo o tamanho amostral e a quantidade a.

Na tentativa de corrigir a instabilidade do e.m.v. de N, mostramos o uso
da fungdo de verossimilhanga profile condicional, construida como vimos
anteriormente, baseada em parametros ortogonais.

Uma analise da instabilidade do estimador de N, é também apresentada
sob enfoque Bayesiano. Formulando densidades a priori informativas e nio-
informativas para os parmetros do modelo de Jelinski-Moranda (1972), estudamos
a instabilidade do estimador de N verificando se este ainda persiste.
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4.1. A Instabilidade do Estimador de Maxima Verossimilhanca de V
segundo Forman e Singpurwalla (1977)

Para mvestigar a instabilidade do e.m.v. de N, como fazem Forman e
Singpurwalla (1977), consideramos primeiramente a fungdo de verossimilhanga
profile (2.28), que ¢ dada por:

[TV =i +1)

LP(N)OC i=1(N__a)n >

2=y,
2ot

onde a =

Tomando o logaritmo de L,(N), obtemos:

1(N) ocﬁ;,ln(N—i +1)—nIn(N —a).

Podemos notar que /,(N) € determinada somente por », niimero de

falhas observadas, e pela quantidade a, valor proveniente dos dados. Como N ¢
obtido maximizando /,(N) com respeito a N, entdo o em.v. de N depende também

apenas de n e a e, por esta razdo, é somente através desses valores que estudamos o
comportamento de N.

Devemos lembrar que maximizando /,(N) em relagdo a N, obtemos a
mesma equagdo que em (2.7). As evidéncias nos levam a acreditar que /,(N) €

unimodal ¢ N é unico. Isso pode ser verificado observando o grafico da fungdo
[,(N), que admite um tmico ponto de maximo ao longo de seu dominio.
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Considerando uma amostra de tamanho 2, ilustramos o comportamento
de /,(N) para alguns conjuntos de dados distintos, variando a quantidade a, como

fazem Forman e Singpurwalla (1977). Isto é, para n=2, construimos graficos de
[,(N) x N para a=0.52, 0.60, 0.70 ¢ 1.0 respectivamente, e os apresentamos na

Figura 4.1.

Figura 4.1: [,(N) versus N, para n=2, considerando os dados de F-S (1977)
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Observando a Figura 4.1, podemos verificar que para a=0.52, a fungdo
[,(N) ndo admite ponto de maximo, o que significa a ndo existéncia de um valor

finito de N que maximiza a fung¢do de verossimilhanga profile. Note, que 0 mesmo

nao acontece para a=0.70 e 1.0, onde N=n maximiza /,(N).

Um comportamento analogo, ¢ visto se examinarmos a Tabela 4.1, para

outros valores de #.

Tabela 4.1: Dependéncia de N em a

n= n=5 n=10

a N a N a N
1.0 2.0 4.0 5.0 90 10.0
0.8 2.0 3.0 5.0 7.0 10.0
0.7 2.0 2.9 5.0 6.0 11.17
0.55 3.06 2.8 5.07 5.5 13.52
0.54 5.44 2.7 5.39 5.0 213
0.53 8.81 2.6 5.70 4.8 323
0.52 12.93 2.5 6.33 4.7 459
0.51 25.6 24 7.27 4.65 59.6
0.50 105550.0 2.3 8.83

2.20 12.1

2.15 154

2.12 18.8

2.10 22.1

2.08 27.1

2.06 35.4

2.05 42.1

2.04 52.0

2.03 60.7

2.02 102.0

2.015 135.0

2.005 401.0

2.002 1005.0

2.001 1962.0

2.000 35288.0
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Verifique que a medida em que a se torna grande, ou seja, que os
tempos entre falhas nos dltimos estigios de teste sdo maiores do que os dos
primeiros estagios, o valor de N se aproxima de »n. Isto significa que o e.m.v. de N é
de fato, o numero observado de falhas do software, n, e portanto had uma forte
indicagdo de que todos os erros estdo corrigidos.

Quando a é pequeno, N tende a se tornar grande, especialmente, um
pequeno decréscimo em a ocasiona um aumento exageradamente grande no valor de
N . Assim, podemos afirmar que o e.m.v. de N é instavel para pequenas variagdes de
a.

Forman e Singpurwalla (1977), concluem que para um dado valor de n,
a quantidade a ¢ importante para se estimar N. Ainda, se n<<N, a tomaria valores
pequenos, e 1sso levaria a estimativas de N que sdo desencontradas e insignificantes.
Para analisar essa ultima colocagdo de Forman, verificamos também a dependéncia
de N em a, variando o tamanho amostral n. Sabendo que T |N,A ¢
exponencialmente distribuido com pardmetro A(N —i+1), i=1,...n, tomamos
arbitrariamente N=100 ¢ A=1, e geramos um conjunto de dados para diferentes
valores de n. Em seguida, estimamos N via maximizagdo da verossimilhanga profile
[,(N), para cada caso. O resultado pode ser visto na Tabela 4.2.

A simulagdo foi realizada através do software MATLAB.
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Tabela 4.2: Dependénciade N emn e a

n a N

2 0.4809 0.610x 10°
3 1.9516 0.155x 10°
10 4.4367 0.251x 10°
14 6.5043 3785

16 7.5909 24134
18 8.5409 666.64
20 9.7622 136.52
30 15.2443 115.75
50 26.9974 109 88
70 40.4984 107.34
80 49.5413 100.59
85 54.1674 101.13
90 59.3554 101.69
95 66.6415 100.73
97 70.6616 100.32

Observando a Tabela 4.2, podemos notar que ha uma grande
instabilidade do estimador de maxima verossimilhanga de N em relagdo ao tamanho
da amostra, variando desproporcionalmente para diferentes valores de n. Além
disso, 2 medida em que aumentamos o valor de n, a se torna grande ¢ N se
aproxima do tamanho amostral e do real valor de N (=100). Ainda, para » muito
inferior ao nimero total de erros do software, a admite valores pequenos levando a
estimativas de N insignificantes.

Devido a importincia da quantidade a na estimagdo do parametro N,
damos neste momento, uma pequena interpretacdo para esse valor de acordo com
alguns dos resultados até entdo apontados. Veja que a ¢ uma média dos dados
observados, ¢,, i=1,...,n, dada por:

2=t 0.4+ Lty+.a(n =20, +(n =101,
rop t+ b+ A

i=1"i

2
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onde ¢ atribuido maiores pesos para os tltimos estagios de teste.

Considere as duas seguintes situagdes ocorrentes, quanto aos intervalos
de tempo entre falhas:

L. os tempos entre falhas nos #ltimos estagios de teste sdo maiores do que os dos
primeiros estagios;

IL. os tempos entre falhas nos #éitimos estagios de teste sdo menores do que os dos
primeiros estagios.

Quando » ¢ grande em relagdo ao nimero total de erros do software e 1
ocorre, entdo a toma valores grandes e N =n. Neste caso, podemos afirmar que
quase todos os erros ja foram corrigidos e 0 e.m.v. de N é um valor significativo.

Para uma situa¢do em que os erros estdo demorando a surgirem, isto €,
IT ocorre, a quantidade a pode tomar valores pequenos ¢ levar 4 instabilidade de N,
mas isso depende do tamanho amostral. Para n grande em relagdo a N, mesmo que
os tempos entre falhas nos ultimos estagios de teste sdo menores do que os dos
primeiros, significa que a maior parte dos erros ja foram depurados € a deve admitir
valores grandes. Ocasionalmente, o valor de N estara proximo de n e portanto
estavel.

Por tltimo, se temos #n<<N, em ambos os casos I e II, a admite valores
pequenos e o estimador de maxima verossimilhanga de N ¢ insignificante.

Observe, que em nossos comentarios a respeito da quantidade a, ndo
cercamos todas as situagdes passiveis de ocorrer, quanto aos tempos entre falhas do
software. O nosso intuito, portanto, foi somente mostrar a dependéncia de N em a
em dois importantes casos. Entretanto, qualquer que seja o comportamento dos
intervalos de tempo entre falhas, mesmo em situagdes diferentes das citadas acima, I
¢ II, o em.v. de N sempre estara ‘condicionado’ a quantidade a ¢ ao tamanho
amostral n. Tal fato porém dificulta muito uma resolugdo do pesquisador, que tera
problemas em decidir se o valor a é grande ou pequeno ¢ N & razoavel ou
incoerente.
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4.2. Uma Tentativa de Correcio da Instabilidade do E.M.V. de N
via Ortogonalizac¢io

Como pudemos ver na Segdo 2.2, os estimadores de maxima
verossimilhanga de N e A sdo assintoticamente dependentes. Logo, uma influéncia
do pardmetro ‘nuisanse’ A na estimagfio do pardmetro de interesse N, certamente
ocorre. Para contornar esse problema, foi entdo realizado a ortogonalizagdo proposta
por Cox-Reid (1987), esperando desse modo livrar tal dependéncia.

A presenga dos pardmetros ortogonais N e A, numa andlise inferencial
sobre o pardmetro de interesse, permite estimar o niimero total de erros do software,
sem que este esteja sob influéncia da taxa de falhas A. Além disso, a profile
condicional, que é um ajuste da verossimilhanga profile baseada na ortogonalizagdo
de Cox-Reid (1987), produz melhores estimativas.

Contudo, como uma tentativa de corregido da instabilidade do e.m.v. de
N, propomos nesta se¢do, a utilizagdo da fungdo de verossimilhanga profile
condicional para estimarmos N.

Consideramos a fungdo (2.29) e repetimos a andlise para os dados de
Forman e Singpurwalla (1977) e para os dados simulados, onde foi considerado
diferentes tamanhos amostrais. Em ambos os casos, a titulo de comparagdo, os
valores de n e a apresentados nas Tabelas 4.1 e 4.2, sio novamente considerados.

Em (2.29) temos a fungdo de verossimilhanga profile condicional que é

dada por:

1-1/n

[; (N —i+ I)J

ch(N) o (N _a)n—l ?
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o=y
St

onde a =

Tomando seu logaritmo, obtemos:

L,(N) oc(l - %).gln(N _i+T)=(n—T1)In(N —a).

Podemos notar que /,,(N), da mesma forma que a verossimilhanga
profile (2.28), ¢ determinada somente por n, numero de falhas, ¢ pela quantidade a

proveniente dos dados. Logo, N é determinado da mesma forma e o estudo da
instabilidade do estimador de maxima verossimilhanga de N, nesta segdo, ¢ feita
através da analise da influéncia dos valores 7 ¢ a na estimagdo de N.

Maximizando /,,(N) em relagdo a N, obtemos o e.m.v. de N segundo a
verossimilhanga profile condicional.

A Figura 4.2 mostra o comportamento de /,,(N), para n=2 ¢ a=0.52,
0.60, 0.70 e 1.0, respectivamente, para os dados de F-S (1977). As diferengas entre
as verossimilhangas profile e profile condicional para n=2 e a=0.52 e 0.60, podem
ser analisadas através da Figura 4.3, onde sdo representadas graficamente ambas
fungdes.

A Tabela 4.3 apresenta a dependéncia de N em a, para valores fixos de
n, referente ao caso de Forman-Singpurwalla (1977). A dependéncia de Nemnea,
onde foi considerado diferentes tamanhos amostrais referentes a varios conjuntos de
dados simulados tomando N=100 e A=1, é mostrada na Tabela 4 .4.
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Figura 4.2: |,,(N) versus N, para n=2, considerando os dados de F-S (1977)
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Figura 4.3: Grdfico das funcdes de verossimilhangas [,(N) e l,,(N) versus N,

para n=2, considerando os dados de F-S (1977)
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Tabela 4.3: Dependéncia de N em a

n= n=5 n=10

a N a N a N
1.0 2.0 4.0 5.0 9.0 10.0
0.8 2.0 3.0 5.0 7.0 10.0
0.7 2.0 2.9 5.0 6.0 11.17
0.55 2.65 2.8 5.06 55 13.52
0.54 4.90 2.7 5.41 5.0 21.3
0.53 8.70 2.6 5.69 4.8 323
0.52 12.85 2.5 6.33 4.7 459
0.51 25.7 2.4 7.27 4.65 59.6
0.50 105536.5 23 8.82

2.20 12.1

2.15 15.4

2.12 18.8

2.10 22.1

2.08 27.1

2.06 35.4

2.05 42.1

2.04 52.0

2.03 60.7

2.02 102.0

2.015 135.0

2.005 401.0

2.002 1005.0

2.001 1962.0

2.000 35288.0
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Tabela 4.4: Dependéncia de N emn e a

n a N

2 0.4809 0.435x 10°
5 1.9516 0.138 x 10°
10 4.4367 0.238 x 10°
14 6.5043 3785

16 7.5909 24134
18 8.5409 666.64
20 9.7622 136.52
30 15.2443 115.75
50 26.9974 109 88
70 40.4984 107 .34
80 49.5413 100.59
85 54.1674 101.13
90 59.3554 101.69
95 66.6415 100.73
97 70.6616 100 32

Se observarmos a Figura 4.2, comparando-a com a Figura 4.1 para cada
valor atribuido a a, vamos perceber alteragdes minimas entre os graficos das fungdes
[,(N) e l,(N). Isso pode ser visto também se verificarmos a Figura 4.3, onde sdo
representadas num mesmo grafico as fungdes /,(N) e [,(N), para a=0.52 ¢

a=0.60. Parece bastante evidente, que ndo ha diferengas significativas entre as
verossimilhangas profile e profile condicional.

Do mesmo modo, se analisarmos as Tabelas 4.3 e 4.4, poderemos notar
que o comportamento do estimador de maxima verossimilhanga de N é semelhante
ao das Tabelas 4.1 e 4.2, respectivamente. Os valores desencontrados de N, quando
a € pequeno, sdo novamente verificados.

A fungdo de verossimilhanga profile condicional, proposta por Cox-
Reid (1987), utilizada nesta segfo para estimar o nimero total de erros do software,
ndo corrigiu a instabilidade do e.m.v. de N e as andlises, bem como os resultados
apresentados na Segdo 4.1, sdo novamente considerados.
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4.3. Analise da Instabilidade do Estimador de N via Infer€ncia
Bayesiana

Métodos Bayesianos de estimagdo, em contrastes aos métodos
Classicos, possibilitam a incorporagdo de um conhecimento prévio a respeito dos
parametros do modelo, feita através de uma funggo de distribui¢do de probabilidade
denominada distribuicgio a priori. A modelagem dos pardmetros por uma densidade,
deve-se ao fato de que na inferéncia Bayesiana, os mesmos sdo considerados como
sendo variaveis aleatérias e ndo valores fixados desconhecidos, como ocorre na
inferéncia Classica.

O maior problema, sem davida, é a maneira de formular a priori, isto &,
representar através de uma distribuigio o grau de conhecimento que o pesquisador
tem a respeito dos pardmetros, antes da realizagdo do experimento. No entanto, a
funcdo que expressa todo o conhecimento prévio sobre os pardmetros do modelo, €
chamada de distribui¢do a priori, enquanto a falta de informagdo (ou incerteza) do
pesquisador ¢ representada pela distribui¢do a priori ndo-informativa.

Como ¢é do conhecimento da teoria estatistica, os dados observados
contém informagdes relevantes a respeito dos pardmetros, as quais sdo representadas
pela fungfo de verossimilhanga. Na anélise Bayesiana, combinamos tais informagdes
com o conhecimento prévio, expresso pela densidade a priori, através do teorema de
Bayes (ver Apéndice B). A fungdo obtida, e entdo utilizada para fazer inferéncias
sobre os parametros do modelo, é chamada de distribuigdo a posteriori.

Neste capitulo, estamos adotando N como o pardmetro de interesse e
temos ainda como objetivo principal a correg¢do da instabilidade de seu estimador. A
partir desta se¢do, apresentamos uma andlise Bayesiana para estimar N, utilizando
densidades a priori informativa e ndo-informativa, a fim de compararmos a moda a
posteriori com o estimador de maxima verossimilhanga de N, e verificar se a
instabilidade ainda persiste.
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4.3.1. O Modelo Bayesiano para o Parimetro N

Uma dificuldade inicialmente encontrada para estimar N, € a escolha de
uma distribui¢do a priori que se ajuste as caracteristicas do parametro em questéo,
principalmente por N ser um inteiro e, na inferéncia Bayesiana, considerado como
uma variavel aleatdria discreta. Para evitar esse problema, vamos assumir que N é
modelado segundo uma distribui¢do de Poisson com pardmetro desconhecido
veja Raftery (1988). Através de um modelo de Bayes hierarquico formulamos as
seguintes densidades a priori:

(i):  Nl|u ~ Poisson( ),
u~Gama(e,f);, afp>0, (4.1)
(i): A~ Gama(c,d); c,d>0,

onde u e A sdo consideradas independentes € a, S, ¢ e d sdo hiperparametros sdo
conhecidos.

Denotando a priori por z(-), a densidade a priori conjunta de (NV,u)
pode ser expressa por:

#(N, 1) = z(Nlp).z(p),
logo,

e—#ﬂN B aa -Bu _

IB a ﬂN+a~le—(ﬂ+1}y
“T(a) N!

4.2)
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Integrando (4.2) com respeito a u, facilmente encontramos a densidade
a priori de N, dada por:

@« [(N+a)
7w(N)= [(a)N! (B +1)N+a

S U8 A

isto €,

N ~ Binomial Negativa(a,p), N=12,... 4.3)

Observe, que admitir uma priori hierarquica informativa para N, como
mostra (4.1), é o mesmo que considerar a densidade Binomial Negativa(a,f}), como
sendo a priori para o pardmetro de interesse N. Sabendo que para A, parametro
‘nuisance’ do modelo de Jelinski-Moranda (1972), foi adotada a densidade
Gama(c,d) como priori, € ainda assumindo independéncia para N € A, a densidade a
priori conjunta para o par (N,A) é dada por:

I'(N+a)

c-1 ,—dA
NKﬂ+DNA ¢

7(N,A) <

Lembrando que ¢,...,t, sdo tempos observados entre falhas e
t™ =(t,...,1,), dado entdo ™ a fungdo de verossimilhanga para N (N >n) e A
(A>0), I N,Alr™), é expressa por (2.3). A posteriori conjunta para o par (N,A),
isto é, uma densidade de probabilidade de (N,A) apds observar o valor de ¢ que
passa a fazer parte do conjunto de informagdes prévias disponiveis, pode ser obtida

através do teorema de Bayes:
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_ m(N,A).L(N,Ak™)
~ TN, A). LN At ™)dyd

AN, Ale™) (4.4)

onde N>ne A>0.

Como o denominador da expressdo (4.4) € uma constante, entdo o
teorema de Bayes pode ser resumido e escrito simplesmente por:

AN, A ™) e (N, A). LN, Alt™).

Dessa forma, temos que:

AN,A

I'(N +a)
NI(B +DY

t(n)) o An+c—1[H:'=1(N —I+ 1)] exp{—A[d +S(N - Cl)]} >

(4.5)

) > (- 1y,

onde S=Zt,.,a=’:1—s-—-—, N>neA>0.
i=l1

Na analise Bayesiana, as inferéncias sobre os pardmetros sio
conduzidas com base nas densidades a posteriori marginais. A densidade marginal
para o parametro de interesse N, é obtida por integragdo de (4.5) em relagdo a A e
dada pela expressdo abaixo:

(N +a) L[(N—Hl) o
NI(p +DY [d+s(N —a)]"™" '

ANE™) o

onde N >n.
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Observe que a posteriori marginal de N, ndo ¢ dada sob uma forma
padronizada, isto ¢, ndo reconhecemos na expressdo (4.6) uma densidade de
probabilidade para N. Além disso, uma normalizagdo parece tarefa complicada.

Uma maneira de obter caracteristicas da distribuigdo a posteriori de N
(média, variancia e outros), pode ser vista através de uma simulagdo estocdstica
utilizando cadeias de Markov, como por exemplo o algoritmo de Metropolis-
Hastings (veja Apéndice D). Entretanto, uma estimativa de Bayes possivel de se
obter diretamente da expressdo (4.6) €, ndo mais, do que a moda a posteriori. Este
estimador é o valor que maximiza o logaritmo da posteriori marginal de N e, por
isso, sera utilizado em nossos estudos a titulo de comparagdo com o estimador de
maxima verossimilhanga de N que, tendo considerado somente os dados, € o valor
mais provavel de N.

4.3.2. Andlise Bayesiana para Estimar NV

Com o propdsito de comparar nosso procedimento de Bayes com o
estimador de maxima verossimilhanga de N, vamos inicialmente considerar o caso
informativo, tendo admitido as densidades a priori informativa como em (4.1).

Na pratica, os valores de «, S, c e d, de (4.1), podem ser obtidos a
partir de informagdes de um especialista no assunto de depuragdo de software. Saber
dele, por exemplo, um valor para a média e variabilidade dos pardmetros do modelo
em questdo. Em seguida, adequar esse conhecimento adquirido aos valores das
médias e varidncias das densidades a priori (4.1), determinando assim os
hiperparametros.

Em nossa ilustragio numérica, simulamos dados admitindo
arbitrariamente N=5 ¢ A=1. Supondo entdo a priori, que a média de N esta em torno
de 5, uma possivel escolha para os hiperpardmetros a ¢ f pode ser dada pelos
valores 1 e 1/5, respectivamente. Para a variavel aleatéria x com distribuigdo de
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=
B
pardmetro u na densidade Poisson de N|u, em (5.1), representa a média de N.
Outros valores para « ¢ f podem ser admitidos tal que E(x) seja 5 (ou préximo
desse valor), por isso na pratica é importante além da média, obter informagédo a
priori também sobre a variabilidade do pardmetro N.

probabilidade Gama(e,f), o e >0, temos que E( u)=— e, portanto, E(u) =5. O

Ao parametro A, vamos assumir que a média a priori ¢
aproximadamente 1, tomando ¢ = d = 2. Para que E(A) seja 1, ¢ € d podem admitir
outro valor, mas isso depende também de medidas da variabilidade de A.

Devido ao nosso exemplo hipotético, ficamos entdo com =1 e f=1/5 ¢
c=d=2, como informagdes a priori sobre os pardmetros em questdo.

Do modelo de confiabilidade de software segundo Jelinski-Moranda
(1972), temos que 7}|N ,A é exponencialmente distribuido com pardmetro

[A(N —i+1)], i=1,2,... . Tendo admitido N=5 ¢ A=1, geramos varias amostras de
tamanho n = 5 e, dessas amostras, escolhemos 10 delas segundo os mais variados
valores de a. Devemos lembrar que a é uma quantia, obtida a partir dos dados,
importante no estudo da instabilidade do estimador de N.

O estimador de maxima verossimilhanga de N, N, ¢ calculado pela
expressdo (2.7), através do método iterativo de Newton-Raphson.

A moda a posteriori, denotada por Niop, ¢ obtida maximizando o
logaritmo de p( N |t(")) em relagdo a N e, para esse caso particular, isto €, para o=1 e
P=1/5 e c=d=2, a posteriori marginal de N é dada por:

i=1

N(ys+1)" 245,V -ap)] )

6

P F(N+1) [Tv-i+D (S)N L[(N—Hl)

[2+5,(N-a))]

onde s; € a; sdo valores provenientes do j-¢simo conjunto de dados 1™ j=1,...,10.
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Tomando agora o logaritmo de p{ N|t*), obtemos:
5
In p{ M) o N1n(5/6) + 2In(N =i+ 1)~ 7l[2 +5,(N - ;).
P

A fungdo In p(N|t™) admite valor maximo em N, quando:

d1n p( Njt™) —lr(

dN B

5) & 1 7s;
5J+,-§N—i+1“2+sj(N—aj)=0 (4.7)

Logo, a moda a posteriori de N ¢ obtida resolvendo a equagdo (4.7) em
N, a qual podemos rescrever da seguinte forma:

SR
i:lNMOD—i+1 2+Sj(]\71\/[OD—aJ') 24

Na Tabela 4.5, comparamos o estimador de maxima verossimilhanga N
e a moda a posteriori, N, para o nosso exemplo numérico onde n=5.

Tabela 4.5: Dependéncia de NeN,,,ema

n=5
a N NMOI)

3.7047 5.0 5.0

2.8538 5.0 5.0

2.7369 5.20 5.44
2.5301 6.13 5.05
2.2203 11.23 5.84
2.0343 60.33 5.86
2.0212 96.35 5.69
2.0071 283.40 5.64
2.0001 17760.00 5.85
1.9790 709500.00 6.13
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Observando a Tabela 4.5, podemos notar a nitida estabilidade do
estimador de Bayes N, para pequenos valores de a, quando comparado ao e.m.v.

N. Veja que logo apds o quinto valor admitido a quantidade a (a <2.2203), N toma
valores desencontrados e insignificantes, ao passo que N, se mantém proximo de
5.8 (=n).

Ao incorporarmos informagdes a priori sobre os parametros do modelo
e utilizarmos a inferéncia Bayesiana para estimar N, obtemos a corre¢do da
mstabilidade do estimador de N, através da moda a posteriori.

4.3.3. Andlise Bayesiana para Estimar N com Priori Nao-
Informativa

Na inferéncia Bayesiana, quando ndo ¢ disponivel a priori nenhuma
informagdo a respeito dos pardmetros de um modelo em estudo, é comum adotar
distribuigdes a priori ndo-informativas para os mesmos. Neste caso, todo
conhecimento a cerca dos pardmetros estd presente exclusivamente nos dados.
Talvez, por este motivo, seja mais razoavel compararmos o estimador de Bayes
(moda a posteriori, N,,,,) com o estimador de maxima verossimilhanga, admitindo
aos parametros do modelo J-M (1972) densidades a priori ndo-informativas em
nossa andlise Bayesiana.

Existem varias maneiras de formulagdo de densidades a priori ndo-
informativas. Podemos citar como exemplo, a priori ndo-informativa de Jeffreys (ver
Box-Tiao, 1973), muito utilizada e amplamente conhecida. Na nossa ilustragdo
numérica vamos supor a ignordncia a priori sobre o pardmetro de interesse N,
considerando a falta de informagdo a respeito dos hiperpardmetros « ¢ . Assim,
tomando ¢ = S = 0 em (4.1), temos que a priori conjunta para (N,u) € dada pela
seguinte expressio:



Capitulo 4. A Instabilidade do Estimador de Maxima Verossimilhanga de N 76

N—=] —
ley

7z(N,,u)=7f(N|ﬂ)~7T(ﬂ)°CﬁT

Integrando 7 (N, 1) com respeito & 4, obtemos a priori ndo-informativa
para N, que resulta em:

1
ﬂ(N)CCW‘.

Para o parametro ‘nuisanse’ A, estamos considerando ainda a priori
Gama(c,d), c e d > 0. Apos observar os dados, obtemos a posteriori marginal de N,
que ¢ dada por:

ﬁ(N—i+1)
(1)) ¢ — =1 N >n. 4.8
ANl ) N[d +s(N - a)]"™’ =" (+8)

Uma nota importante a cerca da distribui¢do a posteriori marginal de N,
tendo admitido priori ndo-informativa para o pardmetro de interesse, é que ela existe
se e somente se ¢ > 0. Tal fato ¢ analisado criteriosamente e relatado com todos os
detalhes no Capitulo 5.

Quando para A é formulado uma priori informativa, da maneira como
foi feito em (4.1), é evidente que o hiperparAmetro ¢ sempre admitira valores
positivos e, neste caso, a inexisténcia da distribuigdo a posteriori de N ndo ocorrera.
Entretanto, para uma falta de informagdo a priori também sobre A e, sendo
formulada para o mesmo uma priori ndo-informativa onde ¢ = d = 0, teremos que a
distribuigdo a posteriori de N serd impréopria. Sabemos que uma distribui¢do
impropria reflete na inexisténcia dos resumos do pardmetro estudado, e esse € o
maior problema.
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Tabela 4.7: Dependéncia de N e N wop €M a

n=5
a N NMOD

4.0 5.0 5.0

2.8 5.07 5.0

2.3 8.83 5.55
22 12.10 5.77
2.06 35.40 6.11
2.03 60.70 6.18
2.02 102.00 6.21
2.005 401.00 6.25
2.002 1005.00 6.26
2.001 1962.00 6.26
2.000 35288.00 6.26

Figura 4.4: L,(N) e p(Nlt™) paran=2 e a=0.52

0.12¢
014

D.Daf-
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As Tabelas 4.6 e 4.7, demostram claramente que para pequenos valores
de a, a moda a posteriori de N é muito mais estavel que o estimador de maxima
verossimilhanca.

Ao observar a Figura 4.4, podemos notar que quando a=0.52 e n=2, a
fungdo de verossimilhanga, L,(N), ndo admite ponto de maximo, (N ndo é finito),
enquanto a posteriori de N, p(N[t®), é maximizada em N=2, indicando ser o
estimador de Bayes, N, finito e igual a 2.

Utilizando o método Bayesiano para estimar o pardmetro de interesse
N, a instabilidade fortemente presente na estimag@o de maxima verossimilhanga nio
mais persiste, mesmo quando considerado densidades a priori ndo-informativas para
os pardmetros do modelo (2° caso).
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4.4. Conclusoes

Neste Capitulo, levantamos o problema da instabilidade do estimador
de maxima verossimilhanga de N, e notamos que esta estd relacionada a quantidade
a, uma média ponderada dos dados. Verificamos, que o estimador N & estavel
somente para valores grandes de a. Ainda, para um tamanho amostral muito inferior
ao numero de erros do software, a toma valores baixos € o estimador de maxima
verossimilhanga de N é completamente ndo realistico.

A primeira tentativa de corregdo da instabilidade de N, foi baseada na
ortogonalizagdo de Cox-Reid (1987) e refeita toda a andlise das estimativas de N,
obtidas neste momento via profile condicional. Verificamos que o problema da
instabilidade do estimador de méaxima verossimilhanga de N ndo foi corrigido apenas
substituindo a fung¢do de verossimilhanga profile pela fungdo de verossimilhanga
profile condicional. A ortogonalizagdo e o ajuste de Cox-Reid (1987), ndo foram
suficientes para eliminar a instabilidade N

A corregdo da instabilidade do estimador de N ocorreu apenas com a
utilizagdo da inferéncia Bayesiana. Utilizando densidades a priori (informativa e
ndo-informativa), incorporamos aos dados conhecimentos prévios a respeito dos
parametros do modelo e, através do teorema de Bayes, encontramos a posteriori
para N. O estimador de Bayes (moda a posteriori), obtido a partir da densidade a
posteriori marginal de N, mostrou-se bem mais estavel do que N para valores
pequenos de a, mesmo quando admitido priori ndo-informativa.

A inferéncia exata, segundo o método Bayesiano para estimar o numero
total de erros do software, mostrou ser mais razoavel e eficiente, do que uma
estimagdo baseada em teoria assintotica, como no método Classico.



Capitulo 5

UMA CARACTERIZACAO DA EXISTENCIA DA
POSTERIORI MARGINAL DE N

Para a realizagdo de inferéncia Bayesiana, antes de analisarmos
estatisticamente os dados, devemos admitir uma informagdo prévia a respeito dos
parametros do modelo. Isso se faz pela formulagdo de uma densidade a priori para
os parametros, a qual representa todo o conhecimento ou ignorancia do pesquisador
sobre os mesmos. Combinando as informagdes a priori € as contidas nos dados,
obtemos a distribuicdo a posteriori, fungdo pela qual extraimos os resultados
inferenciais sobre o(s) parametro(s) de interesse. Para tanto, por falta de informagao
prévia, ou mesmo por conveniéncia, muitas vezes os parametros sdo modelados com
densidades a priori nfo-informativas. Estas, que raramente possuem distribuigdes
proprias, quando incorporadas aos dados podem facilmente levar a obtengdo de uma
densidade a posteriori inexistente, para o pardmetro de interesse. Um outro fato
ocorrente é que na maioria dos casos essa posteriori ndo ¢ possivel de ser obtida
analiticamente, devido a uma matematica intratavel, e neste caso a analise estatistica
fica ameagada. Ainda, quando a distribuigdo a posteriori € passivel de ser
encontrada, muitas vezes ¢ expressa sob uma forma ndo padronizada e de dificil
normalizagdo.

Problemas relacionados a dificuldade de extragdo de uma distribuig¢do a
posteriori, em determinados modelos Bayesiamos, até certo tempo atras eram
solucionados através do uso de aproximagdes como, por exemplo, o método de
Laplace (ver Tierney e Kadame, 1986), a quadratura Gaussiana (ver Naylor e Smith,
1982), método de minimos quadrados e outros. Hoje, com o avango na éarea da
computagdo e o surgimento de novas técnicas de simulagdo numérica, como por
exemplo aproximagdes de Monte Carlo via cadeias de Markov (ver Gamerman,
1996), o pesquisador ¢ capaz de tratar dos problemas mais complexos neste sentido.
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Das técnicas de amostragem via cadeias de Markov, podemos citar o
amostrador de Gibbs (ver Apéndice C) e algoritmo de Metropolis-Hastings (ver
Apéndice D), as quais permitem facilmente a obtencdo de observagdes de uma
distribui¢do a posteriori sem que esta seja calculada. O grande problema ¢ que a
exploragdo da posteriori por esses métodos, pode ser feita antes mesmo que seja
verificada sua existéncia, € isso pode ser perigoso.

Retornando ao modelo de confiabilidade de software segundo Jelinski-
Moranda (1972), neste capitulo vamos considerar N como sendo o parametro de
interesse € A o parametro ‘nuisance’. Temos como objetivo analisar com detalhes
nas seg¢Oes subsequentes, as duas seguintes situagdes:

e caracterizar a existéncia da distribui¢do a posteriori marginal do pardmetro de
interesse N do modelo J-M (1972), com priori ndo informativa e impropria;

e analisar a performance do amostrador de Gibbs ¢ do algoritmo de Metropolis-
Hastings, quando a posteriori marginal de N ndo existe.
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5.1. Existéncia da Distribuicdio a Posteriori de N com Priori Nao-
Informativa

O interesse em caracterizar a existéncia da distribuigio a posteriori
marginal de N, com priori ndo informativa e imprdpria, esta na possibilidade de
emitirmos um ‘alerta’, avisando sobre uma situagdo em que a posteriori € impropria.
Assim, podemos evitar que inferéncias erradas a respeito do numero total de erros
do software sejam feitas. Para isso, vamos iniciar considerando as seguintes
densidades a priori:

N|p ~ Poisson( ),

p~a(p)clfp, (5.1)
A ~ Gama(c,d); c,d: ctes conhecidas,

onde u e A sdo supostas serem independentes.

A priori ndo informativa admitida ao pardmetro N, trata-se de uma
distribui¢cdo impropria, admitida tomando & = § =0 em (4.1). Vejaque a densidade
a priori conjunta em termos de (N, ) é dada por:

-4 ,,N-1
p(N,u)OCﬂ(NIﬂ)-ﬂ(#)=£—]€!—-

A priori marginal de N é obtida integrando p(N, 4) com respeito a 4,
que resulta em:

p(N)«<1/N.

Dessa forma, temos que se admitirmos uma priori hierdrquica ndo informativa para
N, como em (5.1), isso implica em considerar a distribui¢do impropria 1/N para o
pardmetro de interesse N. Para o pardmetro ‘nuisance’ A, estamos supondo uma
priori informativa dada pela Gama(c,d), ¢, d > 0.
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Reunindo toda informagdo prévia a respeito dos pardmetros do modelo,
dada em (5.1), com as fornecidas pelos dados através da verossimilhanga (2.3), o
teorema de Bayes da a posteriori conjunta em termos de (N, g, A) por:

AN, 1, Alt™) 3_—”—]([#/\"%1 exp{-~A[d + s(N - )| [T (N -i+ 1),

" (i =D,
onde N>n, A>0, u>0,s=2 1, ea=-;1(ITL.

A densidade a posteriori marginal de N é facilmente encontrada
integrando p(N , ,u,AIt(”)) em relagdo a ye A, e expressa por:

) [T (N=-i+1)
AN ))OCN[d+s(N—a)]"+c’ N=n. (5.2)

H4 um certo risco em confiarmos em (5.2) como sendo uma
distribui¢do prépria, visto que foi admitido uma priori impropria para o pardmetro N
do modelo J-M (1972). A questdo é: a posteriori marginal de N existe sempre, ou
hd situacdes em que essa distribuicdo é impropria?. Para respondermos a essa
pergunta, o objetivo neste instante é verificar em que circunstancia a posteriori de N
existe para, no caso dessa distribuigdo ser impropria, ser possivel indicar um ‘alerta’
avisando do fato.

Vamos iniciar entdo, considerando a seguinte condi¢do de existéncia de
uma densidade:

Condicdo de Existéncia: Seja € uma variavel aleatoria discreta com fungdo de
probabilidade p(&) tal que:

0)--L©
4 > /@y

onde /' é uma fungdo positiva de @ O é o espago paramétrico. Podemos dizer que

p(0) existe e é proporcional a f(6) se e somente se a série Y. f(0) convergir.
0O
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Para o caso da densidade a posteriori marginal de N, p(N[t™),
admitimos f(N) como sendo:

[T (N-i+1)
N[d + s(N — a)]"*’

N 2>n.

J(N)=

De acordo com a condigdo de existéncia, podemos afirmar que
P NIt™) existe e & proporcional a f(N), se e somente se a série numérica

o0
> S (N), para n fixo, converge. Com base nessa condi¢do, formulamos um teorema
N=n

¢ o provamos utilizando dois lemas extraidos dos célculo. Lema 1 ¢ Lema 2 sdo
descritos abaixo por:

. a, . . .
Lema 1: (Critério da Comparagdo) Se existe um lim — finito e diferente de zero

m—o U,
Q0 Q0

(em particular a,, ~b,), as séries Zam e me sdo convergentes ou
m=1 m=1

divergentes simultaneamente.

Q0 Q0
Lema 2: Uma série Zam converge se € somente se Za,,, converge, V m, € N.
m=1 m=my

Teorema: A densidade a posteriori marginal de N, p{ N|t®) dada por (5.2), existe
¢ € proporcional a f(N), se e somente se ¢> 0.

Q0 Q0
Prova: Sejam as séries de termos positivos ZaN e ZbN, onde os termos
- N=1 N=l

gerais sdo dados por:

o [T (N=-i+1) . ]
N_N[d+S(N_a)]n+c N Nc+1’
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¢, d, a e s sdo valores reais fixos e n € N, também fixo.

Para N — oo, temos que:

)
1 NYN
[T (N=-i+1) el [1 1}" [1 i, 1}
y _ n+e - _ﬁ W
ljm 2 DA SN ™ 4 lim -1,
N——)oobN 1 Now 1 N> 1 &
ANc+1 Nc+l 1—5

ou seja, um valor finito e diferente de zero. Logo, pelo Lema 1 podemos afirmar que
o termo a, € equivalente a by .

& 1
A séri
s€rie szl e

é convergente se ¢ somente se ¢>0, (veja Lima,

« [l (N-i+1)
1989). L 4ri =

). Logo, pelos Lemas 1 e 2, a série szn Nid + s(N - a)]"™
e somente se ¢>0. Desse resultado e da condigdo de existéncia, temos que a

densidade a posteriori marginal de N, p(N |t(")), existe e € proporcional a f(N), se

também converge se

e somente se ¢> 0. [

No caso em que ¢=0 a distribuigdo a posteriori de N é impropria.
Deve-se tomar cuidado em situagOes semelhantes a estas, pois obtendo uma
distribui¢io a posteriori impropria para o parametro de interesse, ndo existira
também seus resumos e resultados inferenciais errados podem ser facilmente
encontrados. Fica portanto aqui, o nosso ‘alerta’.

Nas Sec¢des 5.2 e 5.3 a seguir, analisamos o comportamento das
técnicas de amostragem via cadeias de Markov, segundo o amostrador de Gibbs ¢
algoritmo de Metropolis-Hastings, quando a posteriori marginal de N ndo existe.
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5.2. O Amostrador de Gibbs quando a Posteriori de /V é Impropria

Visando primeiramente encontrar a distribuigdo a posteriori marginal
para o pardmetro de interesse, N, vamos admitir em (4.1) a=pf =c=d=0,
resultando nas seguintes densidades a priori:

N|u ~ Poisson( u),

p~r(p)<lfu, (5.3)
A~ r(A) <A,

onde u e A sdo supostas serem independentes.

Das informagdes a priori sobre os parametros do modelo apresentadas
em (5.3), e da fungdo de verossimilhanga (2.3), a posteriori conjunta de (N,,A) €
obtida segundo o teorema de Bayes, € expressa por:

N-1

£™) oc %Aﬂ exp{—As(N - a)}[H:.’zl(N —i+ 1)], (5.4)

p(N,,u,A
onde N>2n, A>0e u>0.

Integrando (5.4) com respeito a x4 e A, encontramos a posteriori
marginal de N, dada por:

o TV =i+])
ANE®) NV —a)y N >n. (5.5)

Note que foi possivel obter uma forma fechada para a posteriori
marginal de N. Entretanto, se observarmos o lado direito da expressdo (5.5) ndo
reconheceremos nesta, uma densidade. Além disso, encontrar a constante
normalizadora de p(NJt®) parece ser tarefa bastante complicada, sendo dificil
também a obteng¢do de média, varidncia e intervalos de credibilidade a posteriori. E
evidente que a normalizagdo neste caso é impossivel, visto que na Segdo 5.1 foi
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rovado ser a posteriori marginal de N impropria, e a série i [T (N-i+D
p p ort margmal de N 1mpropria, LN

divergente. O caso é que se ndo soubéssemos de tal fato e estivéssemos
interessados, ndo propriamente na distribui¢do como uma simples fungdo mas, nos
resultados inferencias a posteriori, é bem provavel que pensariamos na utilizagdo de
técnicas de amostragem para obté-los. Deste modo entdo, voltamos a expressdo
(5.4) e dela extraimos as seguintes condicionais de Gibbs:

_As\ MV
ANIA, p,t™) ochuﬁN,'—)— (Poisson(,ue‘“)),
p( ,u‘N',A,t(")) o gV le=#  (Gama(N'+n - 1,1)),

AAIN', 2,1™) o A" exp{-As(N'+n—a)} (Gama(n,s(N'+n - a))),
(5.6)

onde N'= N —n (N'>0), admitido dessa forma para simplificagdes computacionais,
e u,A>0.

Em todas as condicionais dadas por (5.6), identificamos densidades
conhecidas (padronizadas), o que torna possivel a utilizagdo do amostrador de Gibbs
nos trés casos.

Considerando os dados NTDS de Jelinski-Moranda (1972), referentes a
fase de produgdo do software, ver Tabela 3.1, e utilizando sistema computacional
MATLAB, simulamos valores das distribui¢des a posteriori marginais de N', A e 4,
iterativamente através das expressdes (5.6). A maneira como foi realizada a
simulagdo pode ser vista com detalhes no programa apresentado no Apéndice F.

Para cada pardmetro, geramos 5 cadeias independentes com 2000
iteragcdes em cada, admitindo diferentes pontos iniciais. Dessa forma, estamos
evitando que as cadeias detectem uma moda local e venham a permanecer numa
mesma regido.

Nio considera-se a convergéncia de uma cadeia para uma distribuigdo
de equilibrio logo ap6s as primeiras iteragdes e, por isso, a amostra final foi
construida admitindo valores de cada uma das 5 cadeias, somente apos um certo



Capitulo 5. Uma Caracteriza¢do da Existéncia da Posteriori Marginal de N 90

numero de iteragdes. Um outro fato importante ¢ que os dados gerados por um
processo Markoviano sdo dependentes, mas essa dependéncia diminui com o0
aumento da distancia entre as itera¢Oes. Portanto, a cadeia (ou amostra) final para
cada parametro foi obtida tomando os valores apds 1000 iteragdes, espagados de 10
em 10, totalizando assim 500 dados.

Inicialmente, introduzimos num mesmo grafico todas as 5 cadeias
independentes, representadas separadamente a cada 2000 iteragdes. Sendo da 1% a
20007 iteragdo, os dados referentes a uma cadeia, da 2001¢ a 4000¢ iteragdo, 0s
dados referentes a outra cadeia, e assim por diante até completar os 10 000 valores
totais gerados. Em seguida mostramos em outras duas figuras a amostra final € o
histograma dos dados selecionados. Seguindo essa seqiiéncia grafica, apresentamos
as Figuras 5.1, 5.2 ¢ 5.3 para os valores de N' gerados.

Figura 5.1: Grdfico de N' x Iteragdo Figura 5.2: Grdfico de N' x Iteragdo
(Todas as 5 Cadeias) (Cadeia Final)
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Se observarmos as Figuras 5.1 e 5.2, notamos um comportamento
desigual da(s) cadeia(s) ao longo das iteragdes, mesmo nas dltimas iteragdes.
Também, ndo reconhecemos uma distribuigdo de equilibrio no histograma da
Figura 5.3. Tudo isso demonstra uma forte indicagéio de ndo convergéncia da cadeia
final de N', para a distribuigdo desejada.

O mesmo procedimento foi realizado para os valores de A e u
simulados pelo processo Markoviano, e os resultados obtidos apresentam
comportamentos similares aos de N'. Dessa forma, pode ser constatado também

para as cadeias finais de A e 4, uma possivel nfo convergéncia em distribuiggo.

Entretanto, o que fizemos até agora foi uma andlise grafica dos dados,
uma verificagdo apenas visual da convergéncia. Neste momento conclusdes
distorcidas podem ser facilmente realizadas, devido a possiveis resultados ilusérios.
Porém, apds a construgdo das figuras representando os valores obtidos via
simula¢do, uma técnica formal para a monitoragdo da convergéncia é o caminho
seqiiencial mais adequado.

Aplicando o critério de convergéncia de Gelman-Rubin (1992), ver
Apéndice E, realizamos uma analise de variancia entre as 5 cadeias de 100 valores
cada e a cadeia final de tamanho 500, para cada pardmetro, € obtemos os
indicadores de convergéncia, dados abaixo por:

Ry =187, R, =117, R, =184.

Segundo Gelman e Rubin (1992), é admitida convergéncia em
distribui¢do de uma cadeia, quando a redugdo potencial estimada da escala R, esta
proxima a 1. Para o nosso caso, ndo podemos concluir que os valores da cadeia final
construida para cada pardmetro, N', A e y, representam dados da distribuigdo a
posteriori marginal. Isso pode ser verificado através dos altos valores encontrados
dos indicadores de convergéncia, Ry, R, e R "

Apesar de termos conhecimento da ndo existéncia da distribui¢io a
posteriori marginal de N, estamos a principio supondo ignorancia do fato procurando
obter via simulagdo, dados dessa distribui¢do para realizagdo de inferéncias. Desse
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modo, quando um resultado de ndo convergéncia é obtido, somos imediatamente
levados a interpretar que os valores inicias de cada cadeia ainda estfo influenciando,
apresentando uma dispersdo grande em relagdo a da distribui¢do de equilibrio. Isso
pode ser checado aumentando o numero de iteragdes e analisando novamente a
convergéncia. Pensando assim, voltamos as condicionais de Gibbs dadas em (5.6),
geramos 5 novas cadeias independentes com 4000 iterages em cada, inicializadas
em pontos distintos. Em seguida, descartamos as 2000 primeiras iteragdes € com as
restantes, de cada cadeia, construimos uma amostra tomando os valores espagadas
de 20 em 20, totalizando 500 dados. Para a analise da convergéncia apresentamos os
seguintes resultados:

Figura 5.4: Grdfico de N' x Iteracdo Figura 5.5: Grdfico de N' x Iteracdo

(Todas as 5 Cadeias) (Cadeia Final)
4000 T T 3500
3500 3000 +
xor 2500
2500
2000 +
N 2000 b
1500 +

1500

1000 1oogie

500 + L 1 500 + A E
0 Mﬂh Gkn.AM._mu. Ak d _ouA A'AM

0 05 1 1.5 2 25 0 100 200 300 400 500
Iteragéo x 10* Iteragso

Figura 5.6: Histograma da
Cadeia Final de N'

450 T T T —

0 P PR s BT, ]
0 500 1000 1500 2000 2500 3000 3500




Capitulo 5. Uma Caracteriza¢do da Existéncia da Posteriori Marginal de N 93

Os indicadores de convergéncia para cada amostra final dos valores de
N', A e y, sdo dados abaixo por:

Ry =236, R, =110, R,=2235.

Através dos Figuras 5.4, 5.5 ¢ 5.6 e dos valores dos indicadores R’s,
segundo Gelman e Rubin (1992), conferimos novamente a ndo convergéncia em
distribui¢do da cadeia final obtida para cada pardmetro. Esse resultado vai se repetir
sempre, mesmo quando considerados novos aumentos do niimero de iteragdes. Isso
faz sentido, pois estamos tentando gerar valores de uma distribui¢do a posteriori a
qual sabemos que ndo existe.

Um fato importante e que deve ser destacado neste momento, é que
quando a cadeia final obtida para um pardmetro ndo converge para a distribuigdo
desejada, isso pode influenciar na convergéncia dos dados simulados para os outros
pardmetros do modelo, ou a0 menos ndo podemos confiar em seus resultados. Por
exemplo, vamos supor que a cadeia final encontrada para A mostrou convergéncia
através do indicador R, proximo a 1. Logo, ndo podemos afirmar que esta cadeia

converge para a distribuigdo marginal correta de A, visto que os valores Ry € R,

sdo altos (>1), indicando que os dados gerados de N' e u ndo representam pontos
amostrais das respectivas distribui¢des marginais. A razio pela qual isso acontece €
devido ao processo Markoviano utilizado na simulagio, onde para gerar valores de
um parametro, depende de valores dos outros pardmetros envolvidos no processo
iterativo.

Devido aos resultados obtidos pelo amostrador de Gibbs neste caso, foi
possivel identificar a impropriedade da distribui¢do a posteriori marginal de N,
através do critério de Gelman-Rubin (1992) pela ndo convergéncia dos valores
simulados, para a distribui¢do desejada.
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3.3. O Algoritmo de Metropolis-Hastings quando a Posteriori de N é
Impropria

Em vez do modelo hierarquico assumido em (5.3), consideramos agora
as mesmas densidades a priori ndo-informativas e improprias para os pardmetros N e

A, como feito na Se¢do 5.2, mas sob uma diferente forma, isto ¢, admitidas
diretamente como:

w(N)«<l/N
e (5.7)
w(A)<l/A.

Unindo as informagdes a priori, dadas por (5.7), e as fornecidas pelos
dados através da verossimilhanga (2.3), encontramos a posteriori conjunta em

termos de N e A, pelo teorema de Bayes, a qual podemos expressar como sendo:

[T (N —i+1)]
N

AN A o Aexp{-As(N —a)},  (5.8)

onde N>ne A>0.

A distribuigdo a posteriori marginal de N é obtida, integrando (5.8) com
respeito a A, e dada por:

[T, (N =-i+1)
N(N -a)" ’

ANIE™) N 2n. (5.9)

Note que chegamos ao mesmo resultado que (5.5), isto é, uma
expressdo fechada e desconhecida para a posteriori marginal de N. Apesar de
sabermos que essa distribuigdo € impropria, vamos novamente ignorar o fato e
analisarmos o comportamento do processo Markoviano de simulagéo para este caso.

De (5.8), escrevemos as seguintes densidades a posteriori condicionais:



Capitulo 5. Uma Caracterizagdo da Existéncia da Posteriori Marginal de N 95

[T (N+n—i+1D)]

PANIAE™) e

exp{~AsN'} (5.10)

AAIN' t®) o A" exp{-As(N'+n - a)}, (5.11)
onde N'=N-n (N'20) e A>0.

Em (5.10) ndo ¢ identificado uma densidade conhecida para a
distribui¢do condicional de N'|A,r™, e isso sugere a utilizagdo do algoritmo de
Metropolis-Hastings, denotado por M-H, para gerar valores da distribuicdo a
posteriori de N'. Em (5.11), onde ¢ verificada uma distribuicio Gama com
parametros n e s(N'+n- a) para A|N',t™, é possivel a obtengdo de observagdes da
distribuigdo a posteriori de A via amostrador de Gibbs.

Consideramos novamente os dados reais NTDS de J-M (1992),
referentes a fase de produgdo do software, apresentados na Tabela 3.1. Utilizando o
sistema computacional MATLAB, programamos a simulagio dos valores das
distribui¢des a posteriori marginais de N' e A, iterativamente de acordo com as
seguintes etapas:

1. inicia-se com o valor inicial N'@, (j=0);

2. de N'Y) gera-se A via amostrador de Gibbs;

3. de AV, obtido em (2), encontra-se N'U*? via algoritmo de M-H;

4. muda-se j para j+1 e repete-se os passos (2) € (3) até a construgdo das cadeias
finais requeridas ou convergéncia para as respectivas distribui¢des desejadas.

O programa pode ser conferido no Apéndice F.

Para a simulagdo de N', é necessario conhecer o niicleo de transigdo
que define a densidade geradora, uma fungdo capaz de gerar candidatos da
distribuicdo a posteriori de N'. Para isso vamos considerar Bin(n,,p,), uma

densidade Binomial de N' com paridmetros n, e p, conhecidos, como o niicleo de
transicdo escolhido de maneira que seja possivel a obtengdo de uma taxa de
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aceitagdo alta dos candidatos gerados por esta distribuicdo. Neste exemplo
numeérico, os valores de 7, e p, sdo tomados de acordo com os seguintes critérios:

1°) p. =05, assim toda cadeia obtida para N' é simétrica e a probabilidade de

aceitacdo ¢ reduzida a a(x, y)=min{ ,%} onde x é o estado atual do
processo € y o novo valor gerado, o que indica uma consideravel simplificagdo

computacional,;

2°) n,=10, pois a média dos valores gerados pela densidade Bin(10,0.5), &
aproximadamente o valor do estimador de méxima verossimilhanga de N,

N'=352, sendo portanto possivel um aumento das chances de aceitagdo do valor
proposto.

Geramos para cada pardmetro 10 000 valores, divididos em 5 cadeias
independentes, com 2000 iteragdes em cada, inicializadas em pontos diferentes. As
Figuras 5.7 ¢ 5.8 mostram os graficos, de todas as 5 cadeias simuladas, para N' e A
respectivamente. O comportamento dos valores de N' e A obtidos iterativamente,
pode ser analisado também através da Figura 5.9, onde representamos graficamente
as 10 000 iteragdes do par (N',A).

Figura 5.7: Grdfico de N' x Iteragdo Figura 5.8: Grdfico de A x lteracdo
(Todas as 5 cadeias) (Todas as 5 cadeias)
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Figura 5.9: Grdficode N'x A
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A taxa de aceitagdo dos candidatos N', gerados pela densidade
Binomial, como sendo valores da distribui¢do a posteriori desejada é de 76.6%. Um
valor alto, o que indica ter sido o niicleo de transi¢do bem escolhido.

Ao observar as Figuras 5.7 ¢ 5.8, notamos que no inicio de cada cadeia
os valores apresentam uma certa dispersdo, que ndo ¢ verificada nas ultimas
iteragOes, € isso acontece tanto para os dados gerados de N', como para os de A.
Portanto, ndo podemos admitir convergéncia logo nas primeiras iteragdes, devido a
um comportamento perturbado dos valores iniciais. Por outro lado, apds certo
numero de iteragdes, as cadeias apresentam trajetorias similares € com as mesmas
caracteristicas. Isso mostra uma possivel convergéncia dos valores gerados para uma
distribuigdo de equilibrio. Também, pela Figura 5.9, podemos verificar convergéncia
de N' e A, simultancamente. Dessa forma, construimos entdo as cadeias finais de
valores de N' e A, considerando os dados a partir da convergéncia obtida,
(admitimos isso apds 1000 valores), espagados de 10 em 10 iteragdes. Encontrando
assim, amostras de tamanho 500 para os parimetros N' € A.

A independéncia entre os dados da cadeia final, para cada parametro, é
verificada através do grafico de auto-correlagdo apresentado para os valores de N' e

A, respectivamente, pelas Figuras 5.10 ¢ 5.11.
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Figura 5.10: Auto-Correlacdo dos Figura 5.11: Auto-Correlagdo dos
Valores da Cadeia Final de N' Valores da Cadeia Final de A
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Notamos através da Figura 5.10, uma correlagdo quase nula entre os
valores da amostra final de N'. Estes dados portanto sdo ditos serem
aproximadamente independentes. Concluimos o mesmo para os valores de A,

observando o comportamento do grafico de auto correlagdo apresentado pela Figura
5.11.

Os graficos dos valores das cadeias finais de N' e A, podem ser vistos

através das Figuras 5.12 e 5.13, respectivamente, ¢ os histogramas pelas Figuras
5.14e5.15.

Figura 5.12: Grdfico de N' x Iteracdo Figura 5.13: Grdfico de A x Iteracdo
(Cadeia Final) (Cadeia Final)
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Figura 5.14: Histograma de N' Figura 5.15: Histograma de A
(Cadeia Final) (Cadeia Final)
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As Figuras 5.12 e 5.13 sugerem convergéncia em distribuicdo das
amostras finais de N' e A, por apresentarem uma trajetéria uniforme da cadeia, sem
‘saltos’ nos valores selecionados ao longo de todas as iteragdes. Os histogramas
mostrados nas Figuras 5.14 e 5.15, parecem indicarem que as cadeias finais de N' e
A estdo convergindo para uma distribuigio de equilibrio, por terem um
comportamento similar a uma distribuigio Normal. Entretanto, a convergéncia em
distribuigdo ndo pode ser assegurada, apenas por uma analise visual dos dados. Uma
alteragdo nas escalas dos graficos, pode levar-nos a diferentes interpretagdes. O
critério de Gelman-Rubin (1992) é novamente aplicado, ¢ a monitoragdo da
convergéncia das cadeias finais obtidas para N' e A, ¢ feita também analisando os
valores das redugdes poténcias estimadas da escala, dados por:

Ry = 10069 e R, =10032.

Como os indicadores R, € R, estdo bem proximos de 1, podemos

entdo concluir que as cadeias finais obtidas para os pardmetros N' e A convergem
para uma distribui¢do de equilibrio.

Os valores gerados de N' estdo restritos ao dominio do nticleo
Bin(n,,p,), isso é equivalente a estabelecer um ‘truncamento’ em N', ou seja, tomar

N' € A, onde A é um conjunto finito. Desta forma, o fato de u,Ae(0,0) ndo
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provoca ‘explosdo’ na densidade p(N'A, 1,t™), pois s6 aceitamos N' e A
(dominio da Binomial).

Como podemos perceber entdo, na simulagio dos valores de N'
(N'=N -n), via Metropolis-Hastings, ndo foi identificado a inexisténcia da
distribuigdo a posteriori marginal de N'. Uma explicagfio para essa ocorréncia, esta
no fato de que a cadeia obtida para N' percorreu grande parte da distribuigio
desejada, mas ndo todo o seu dominio. Isso pode ser verificado pela alta taxa de
aceitagdo, (76.6%), dos valores de N' simulados pelo micleo de transi¢o e através
da convergéncia da cadeia final para uma distribuigio, a qual sabemos que ndo
existe. Vale ressaltar ainda, que isso continuard acontecendo mesmo que um
aumento grande no numero de iteragdes seja feito. O micleo de transi¢io continuard
gerando valores de N', dos quais grande parte vem da distribui¢do a posteriori
impropria de N'. Entretanto, o dominio da densidade Binomial (10,0.5) permitira
sempre a obtengdo de uma cadeia de valores de N', proveniente de uma distribui¢go
propria e, por isso, serd dada a convergéncia.

5.4. Conclusdes

Neste capitulo, atribuimos uma densidade a priori ndo informativa e
impropria para o pardmetro N do modelo J-M e mostramos em que situagdo a
densidade a posteriori de N existe. Fizemos também uma analise do comportamento
das técnicas de simulagio de Gibbs e Metropolis-Hastings, quando a distribui¢do a
posteriori de N € imprépria.

Quando ndo ha informagdo prévia a respeito do numero total de erros
existentes no software e nem do efeito que cada um desses erros tém na taxa de
falhas, ¢ admitido para os parAmetros N e A distribui¢des a priori ndo informativas,
como por exemplo, tomando a=f=c=d=0 em (4.1). Neste caso essas
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distribui¢des sdo também improprias € provamos que a posteriori de N ndo existe.
Encontramos o campo de existéncia da densidade a posteriori, o qual é dado se e
somente se, para ¢ > 0. Caso contrario, isto €, para ¢ = 0 informamos ao pesquisador
que a posteriori de N € impropria, evitando que este venha ter indesejaveis
problemas inferenciais.

Em modelos Bayesianos onde é considerado distribui¢des a priori
improprias, as distribui¢des a posteriori sdo geralmente ndo disponiveis sob forma
fechada. A dificuldade de calculo da posteriori, pode conduzir ao uso de técnicas de
aproximagio numérica antes mesmo de verificar a propriedade dessa distribuicdo.
Na Se¢do 5.2, mostramos como o amostrador de Gibbs se comporta quando a
posteriori marginal de N é impropria, o qual apontou a inexisténcia da distribuigio
procurada através da ndo convergéncia da cadeia de Markov obtida para o
pardmetro N' (N'= N —n). Na Se¢do 5.3, demos um exemplo onde a produgdo de
uma cadeia de Metropolis-Hastings, correspondendo a uma posteriori impropria,
parece perfeitamente razoavel. O grande problema é que se ndo soubéssemos da
inexisténcia da densidade a posteriori de N, aceitariamos os valores simulados via
M-H, como sendo pontos amostrais da posteriori de N e ainda estariamos certos de
que essa distribuigdo é propria. Desses dados entdo, realizariamos toda uma
inferéncia errada para o niimero total de erros existentes no software. Logo, ndo
podemos esperar que cadeias de Markov indiquem a impropriedade de uma
distribuigdo, pois como vimos na Se¢do 5.3 isso pode ndo acontecer.

Uma verificagdo da existéncia da densidade a posteriori, quando
admitido distribui¢des a priori improprias para os pardmetros do modelo, é de
importancia relevante ¢ deve ser realizada antes que técnicas Markovianas de
simulagdo sejam utilizadas.

Apesar do amostrador de Gibbs, no nosso caso, ter gerado dados que
permitiram a identificagdo da impropriedade da distribui¢do a posteriori de N, isso
nem sempre acontece. Varios exemplos podem ser encontrados na literatura, como
por exemplo em Hobert ¢ Casella, 1994.



Capitulo 6

ANALISE BAYESIANA PARA A TAXA DE FALHAS VIA
PARAMETROS ORTOGONAIS

Sweeting (1987) define uma fung¢do de verossimilhanga, denominada
verossimilhanga integrada, a qual contém informagdo apenas sobre o pardmetro de
interesse através da observagdo dos dados. Isso facilita em muitos casos a obtengdo
de uma estimativa pontual para o pardmetro de interesse. Em muitos modelos de
probabilidade onde estdo presentes pardmetros ortogonais, Sweeting afirma que a
verossimilhanga profile condicional de Cox-Reid (1987) ¢é proporcional a
verossimilhanga integrada e, portanto, é uma fungdo bastante adequada para a
realizagdo de inferéncia Bayesiana sobre o parimetro de interesse.

Neste capitulo, consideramos como o pardmetro de interesse do modelo
de Jelinski-Moranda (1972), o efeito que cada erro tem na taxa de falhas, isto é, A.
Utilizamos a parametrizagdo ortogonal de Cox-Reid (1987) e realizamos inferéncia
Bayesiana para o pardmetro em questdo. Devido a presen¢a dos pardmetros
ortogonais N e A, obtemos facilmente uma distribuigio a posteriori marginal
aproximada para A, sem admitir uma densidade a priori para o niimero total de erros
existentes no software. Esse resultado é de relevante importincia e utilidade pratica,
por isso ¢ apresentado com detalhes nas se¢des deste capitulo.

A distribui¢do a posteriori marginal exata de A é também obtida, via
pardmetros ortogonais e originais. Em seguida é comparada, em cada caso, com a
distribuigdo a posteriori aproximada de A.



Capitulo 6. Anilise Bayesiana para a Taxa de Falhas via Pardmetros Ortogonais 103

6.1. Uma Relaciio entre a Verossimilhanca Profile Condicional de
Cox-Reid e a Verossimilhan¢a Integrada de Sweeting

Segundo Sweeting (1987), a utilizagdo de pardmetros ortogonais em
Inferéncia Bayesiana ¢ justificada pelas mesmas razdes mencionadas por Cox ¢
Reid, entre as quais podemos citar o auxilio nos calculos, aproximagio,
interpretagdo e eliminagdo de pardmetros ‘nuisances’. Sweeting afirma ainda que a
verossimilhanga profile condicional ¢é proporcional a uma aproximagio da
verossimilhanga integrada, quando é admitido pardmetros ortogonais, e portanto é
uma conveniente ferramenta para se fazer Inferéncia Bayesiana. Durante esta se¢do
dedicamos nossa andlise 4 relagdo existente entre essas verossimilhangas e o que
isto contribui para o estudo de um pardmetro de interesse.

Definicdo: Seja ¢ um pardmetro escalar de interesse e ¢ um pardmetro “nuisance’.
Seja L(gp,#) a fungdo de verossimilhanga e 7(¢4|p) a densidade a priori condicional
de ¢ dado @. A verossimilhanga integrada L;(p) de ¢ ¢:

Li(9) = L(g, $)r(glp)ds 6.1)

Motivacdo: Vamos supor que estamos interessados em fazer inferéncia Bayesiana
para o parametro de interesse @. A distribuigdo a posteriori conjunta de ¢ e ¢ é dada
por:

Ao, dldados) « L(p,$).7(p,4),
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onde 7(p,¢) ¢ a densidade a priori conjunta de @ e ¢. A posteriori marginal de ¢ ¢
obtida integrando p(gp,¢

atribuida ao parametro ¢, temos que:

a’ados) com respeito a ¢. Logo, considerando 7 (@) a priori

P eldados) < [ L(p,8).7(0,4)d¢ = | L(p,8)m(0)( 8l0)dp =
= 7(p).] L(p,$)7(8l0)d,

isto €,

P ldados) < z(p)L; (). (6.2)

Podemos notar, pela expressdo (6.2), que a densidade a posteriori

marginal de @ pode ser obtida apenas de uma priori adotada para o pardmetro de
interesse € pela verossimilhanga integrada de Sweeting(1987).

Supondo ¢ ¢ ¢ parimetros independentes, temos que a densidade a
priori condicional de ¢ dado ¢ € a prépria priori de @, ou seja:

z(Plp) = (). (6.3)

A fungdo L;(¢) ¢ definida através de uma integragdo numérica que, em
alguns casos, pode se tornar complicada dificultando sua obtengdo. Considerando @
¢ ¢ independentes e conseqiientemente o resultado (6.3), utilizando a aproximagao
de Laplace para resolver a integral (6.1) podemos facilmente escrever L,(p) da
seguinte forma:

Li(9)= 7@ d, ) s5(0.8,) (1+0,07),

onde ¢A¢, ¢ o estimador de maxima verossimilhanga de ¢ quando ¢ é dado, J 40 €a

informagéo observada de ge O,(n") =g, - §.
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Vamos admitir que os pardmetros @ € ¢ sejam ortogonais, € portanto
toma-los independentes a priori é bastante razoavel. Surgem entfo, resultados de
importancia relevante que podem ser apontados como:

e oem.v.de ¢, §, ndo depende de ¢;

e substituindo qz?q, por #, obtemos 7z(#) com a mesma ordem de aproximagfo. Veja
que:

bo =9 = n(4,)=1(9),
e como @ ¢ obtido apenas através dos dados, temos ainda que:
7($) = constante;

o L(p,d) é exatamente a verossimilhanga profile de ¢, denotada por L,(¢);

e a verossimilhanga integrada de Sweeting, L;(¢), é dada por:

-1/2

>

Li(@) < L(@) 45 (0, 9)

ou seja,

Li(@) < Ly (@) (6.4)

De (6.2) e (6.4) obtemos também que:

A pldados) < 7 (). L, (). 6.5)

Na presenca de parametros ortogonais, a verossimilhanga profile
condicional de Cox-Reid é proporcional a verossimilhanga integrada de Sweeting.
Uma caracteristica importante a cerca deste resultado, é que a distribui¢do a
posteriori aproximada de ¢ ¢é livre da priori para o pardmetro ‘nuisance’ ¢, como é
visto em (6.5).
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6.2. A Distribuicio a Posteriori Aproximada da Taxa de Falhas

Vamos supor que estamos interessados no efeito que cada erro tem na
taxa de falhas e, por isso, consideramos A como parimetro de interesse ¢ N como
parametro ‘nuisance’. Nosso objetivo é obter informagdo sobre a taxa de falhas
utilizando a teoria da ortogonalizaggo, isto &, transformando os pardmetros originais
(V,A) nos parametros ortogonais (V,1), (Cox-Reid, 1987). A igualdade (2.10) nos
mostra tal reparametrizagéo, onde:

-]

A

A=

A fungdo de verossimilhanga em termos de (V,1) ¢ dada por:

(M v -i+1) 7 &

7 ;(N—i+1)t,-.

S |-

IY(N,A) =-nln(2) -

Fixando A e maximizando /*(N, 2), encontramos o e.m.v. de N, N , que
¢ solugdo da equagdo:

1 n nt‘

i=1%1

AN+l Y (R-ivl)y

Observe que o em.v. de N ndo depende de A, como ja enfatizado por
Cox e Reid (1987), o que indica uma boa simplificagdo numérica da verossimilhanca
profile de A, dada por:
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L,(A)= 1" exp{% A}, (6.6)

1

onde 4=(IT.,(F-i+ 1)) "2 (N =i+ 1),

i=1

Como N e A sdo pardmetros ortogonais, facilmente obtemos a
verossimilhanga profile condicional de Cox-Reid (1987) para 4, isto é:

Loy(A) = L) T (A, 10) ", ©6.7)

onde (J,, (4, M) " ¢ a informagdo observada de N.

Logo,
1

L, (A)= 1,,(,1)&)5 = exp{—%A}. (6.8)

Vimos na Segdo 6.1, que a verossimilhanga profile condicional de Cox-
Reid (1987), ¢ uma conveniente ferramenta para fazer inferéncia Bayesiana para A,
por ser proporcional a verossimilhanga integrada de Sweeting. A fim de obter a
posteriori marginal de A, devemos também assumir uma densidade a priori para o
parametro. Considerando primeiramente uma priori Gama para A com parametros ¢
e d, conhecidos, temos de (2.10) e N = N (isto é possivel devido ao fato de que N e
A sdo ortogonais), a priori para A dada por:

7(A) GJ”H exp{— %dB },

ou seja,

A~ Gama Invertida (c+2, dB),
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R 1
onde Bz(H:.':l(N —i+ 1)) /". Através do teorema de Bayes, facilmente

encontramos a distribui¢do a posteriori aproximada de A por:

A ) oc(%)n_l/wn exp{—%(A + dB)} o (6.9)

< At™ ~ Gama Invertida (n-1/2+c+2, A+dB),

‘2'n

onde 1™ =(t,,....t,).

Finalmente, tomando N = N , obtemos de (2.10) e (6.9), uma forma
fechada e conhecida para a distribuigfo a posteriori aproximada de A, ou seja:

Alt® ~ Gama (n=1/2+¢, X" (N =i+ )i, +d). (6.10)

Os resumos a posteriori podem ser encontrados sem maiores
dificuldades. A média e varidncia a posteriori de A sdo exemplos disso, obtidos por:

Al n-1/2+c
A 2/ (N =i+, +d

€ (6.11)
V[A‘t(”)]z n-12+c

(Zf+1(1\7 —i+ 1), + a’)2 ’

respectivamente.
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Exemplo Numérico

Para ilustrar o procedimento Bayesiano, via parimetros ortogonais,
admitimos densidades a priori ndo-informativas considerando c¢=0 e d=0. Utilizando
os dados NTDS de Jelinski-Moranda (1972) referente a fase de produgdo do
software, ver Tabela 3.1, podemos verificar a densidade a posteriori aproximada da

taxa de falhas, A, através da Figura 6.1.

Figura 6.1: Densidade a Posteriori Aproximada de A para
os dados NTDS

3004
260]
200]
pa(Alt™)  150]
1004

50

00 0.002 0.004 0.006 D‘UGBLEE'.[.]JdaU'mz 0.014 0.016 0.4

A

A Figura 6.1 mostra a densidade a posteriori aproximada de A para os
dados NTDS com n=26. A média a posteriori de A é 0.0067.
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6.3. Distribuicio a Posteriori Exata da Taxa de Falhas via
Parimetros Ortogonais

Na Sec¢do 6.2 vimos que ¢ possivel através da ortogonalizagdo
realizarmos Inferéncia Bayesiana para o pardmetro A obtendo uma forma fechada e
conhecida para a densidade a posteriori da taxa de falhas sem a necessidade de
formular uma priori para N. Nesta se¢do nosso objetivo é encontrar a posteriori
marginal exata de A, atribuindo uma densidade a priori para N, para posteriormente
compara-la a distribuigdo aproximada obtida em (6.10). Utilizaremos para isso
novamente a parametrizagdo ortogonal de Cox-Reid (1987).

Vamos iniciar assumindo as seguintes densidades a priori para N,
parametro ‘nuisance’, ¢ A, parametro de interesse:

N|u ~ Poisson(u)
e (6.12)

Ale,d ~ Gama(c, d),

onde 4, ¢ e d sdo constantes conhecidas.

Considerando uma priori Gama para A com parametros ¢ ¢ d e fixando
N temos, da reparametrizagio ortogonal (2.10), uma priori gama invertida para AN

Y
com parametros (c¢+2) e (d.(l_l,';l(N —i+ 1)) '/").

A fungdo de verossimilhanga em termos de (N,1), como visto antes, é
dada por:
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AN, 2) = (—B exp{—%[n:ll(N —ie D) SN - a)},

z 2=y, L
onde S=Zt,- e a=—-’;l%. O teorema de Bayes fornece a distribui¢do a

i=1

posteriori conjunta de N e A, por:

- c+2+n-1 —Un
PN, At™) o ﬂ]\];! 1 (%) exp{—-;—“[ﬂ'.’zl(N —i+ l)] v (s(N—-a)+ d)},

(6.13)

onde N>ne A>0,

Para obter a distribuigdo a posteriori marginal exata de A é necessario
somar a expressdo dada por (6.13) com respeito a N. Entretanto, tal soma ¢ de dificil
realizagdo chegando a célculos nada triviais. Uma alternativa para tal problema, é
aplicar técnicas de amostragem como as de Gibbs e Metropolis-Hastings, as quais
possibilitam gerar valores de uma distribui¢do (marginal) indiretamente. Dessa
forma, sdo simulados dados da posteriori exata de A e através deles obtido
informagGes desejadas sobre o pardmetro.

A fim de facilitar a obtengdo dos valores das distribui¢des marginais de
N-e A, tomamos primeiramente N'= N —n ¢ a =1/A. De (6.13) escrevemos a nova
posteriori conjunta em termos de N' € «, por:

N'+n-1

PN, a|T™) (” N exp{—a[H;;1 (Nsn—i+ )| " ((N+n—a) + d)},

(6.14)
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onde N'>0 e a>0. As densidades a posteriori condicionais de Nla,t™ e
a|N',t™, sdo encontradas a partir de (6.14) e dadas abaixo por:

PVl 1) e Aﬁm)z exp{—a[l—[:.'zl(N'+n i )] (N —a) + d)}

(6.15)

—~1/n
p(a|N't™) < g e exp{—a[nl';l (N'+n—i+ 1)] 1 (s(N'+n—-a)+ d)} ,
isto &,

n . —1/n
alN',t™ ~ Gama (c+n,[H. 1(N’+n—z+1)] (s(N'+n—-a)+d)]|.

1=

(6.16)

Observe que em (6.15), ndo ¢ identificado uma forma padronizada para
a densidade condicional de N'a,t™, ou seja, ndo é possivel verificar nesta
expressdo uma densidade conhecida. Isso indica, que para gerar valores da
distribuigdo a posteriori de N' é conveniente fazé-lo através do algoritmo de
Metropolis-Hastings, desde que admitido um nucleo de transi¢do. O mesmo ndo
acontece em (6.16), onde ¢ facilmente identificado uma densidade Gama para
a|N',t™ e, por isso, ¢ perfeitamente viavel a utilizagdo do amostrador de Gibbs
para gerar valores da posteriori de « .
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De acordo com algumas caracteristicas de N', consideramos uma
densidade Binomial com pardmetros n, ¢ p, conhecidos, como sendo a fungdo
geradora de candidatos a valores da distribui¢do a posteriori de N'. Saberemos, se a
escolha da Binomial(n,, p,) como nucleo de transi¢do € razoavel, se obtivermos uma
alta taxa de aceitagdo.

O modelo do qual estamos tratando contém dois pardmetros, N' € a, €
apesar de ser o segundo deles nosso pardmetro de interesse, € necessério conhecer
valores de N' para simular observagdes da distribuigcdo a posteriori marginal de a.
Vale ressaltar que o inverso também acontece, ou seja, valores da densidade a
posteriori de N' sdo obtidos a partir de a conhecido. Isso deve-se ao fato de que as
condicionais (6.15) e (6.16) sdo as densidades utilizadas na simulagdo. Logo, as
técnicas de Metropolis-Hastings € Gibbs usadas para a obtengdo de amostras das
posterioris marginais exatas de N' e « respectivamente, sdo portanto programadas
num mesmo algoritmo, gerando os valores desejados alternadamente. Alguns autores
costumam nomear tal procedimento como uma simulagdo de Metropolis com Gibbs,
ou vice-versa.

Um critério de convergéncia deve ser aplicado para que se verifique a
eficiéncia dos métodos de amostragem, isto é, se os valores gerados sdo mesmo
pontos amostrais da distribui¢do desejada. O critério escolhido em nossos estudos €
o proposto por Gelman-Rubin (1992), que ¢ uma das analises de convergéncia mais
utilizadas no momento e com grau de eficicia bastante confidvel.

A distribuigdio a posteriori exata de A ¢ obtida através dos valores o
(¢ =1/2) simulados e da reparametrizagdo ortogonal dada em (2.10), admitindo

N=N.
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6.4. Tlustracio Numérica: Comparacio das Distribuicoes a
Posteriori Aproximada e Exata da Taxa de Falhas

A fim de compararmos a distribuigdo a posteriori aproximada de A,
obtida em (6.10), e a posteriori marginal exata de A encontrada via simulagdo,
consideramos os dados NTDS de Jelinski-Moranda (1972), referente a fase de
produgdo do software, ver Tabela 3.1, e utilizamos o programa computacional
MATLAB.

Nosso objetivo & verificar o comportamento da distribuigéo a posteriori
aproximada de A, encontrada sem necessidade de atribuir uma priori para N, com
relagdo a distribuigio exata onde a densidade a priori admitida para o namero total
de erros do software é uma Poisson com pardmetro 4 conhecido. Para compararmos
tais distribuicdes, tomamos diferentes valores para u e verificamos se opinides
contraditérias a priori a respeito de N, de alguma maneira, afeta a inferéncia para o
parmetro de interesse A quando trabalhamos com ortogonalizagdo. Neste exemplo
numérico, admitimos para x os valores: 30 (valor proximo do estimador de maxima
verossimilhanga (e.m.v.) de N), 80 e 150.

Iniciando da obtengdo da distribuigdo a posteriori exata, atribuimos aos
parametros da priori de A os valores: ¢=5.5 ¢ d=803.4. Essa escolha foi dada a
partir do e.m.v. e varidncia assintotica de A, devido a impossibilidade momenténea
de conseguirmos informagdes a priori de profissionais da area do software. O que
estamos fazendo, no entanto, é o que na literatura é chamado de Inferéncia
Bayesiana Empirica (ver Gelman, 1995), onde ¢ extraido dos dados todo o
conhecimento a priori a respeito dos pardmetros do modelo.

Primeiramente encontramos uma amostra da distribuigdo a posteriori
exata para o pardmetro ortogonal & (& =1/4), para cada valor de u atribuido, de
onde ¢ imediato a obtengdo dos sumarios a posteriori, como histograma e
estimativas pontuais. Por outro lado, sem se preocupar com 0 NUMero total de erros
existentes no software, obtemos de (6.9) a densidade a posteriori aproximada de a
dada por uma Gama com pardmetros (n—1/2+c) e (A+dB), onde
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A=(H:’=1(]\7—i+ 1))—l/nz:’=l(1\7—i+ l)t,- e B=(H:'=1(]\7—i+ 1))_1/’1, onde N é o
e.m.v. de N.

Das expressoes (6.15) e (6.16), simulamos amostras das distribuigdes a
posteriori exata de a ¢ N' utilizando Gibbs com Metropolis iterativamente.

Como foi visto na Segdo 6.3, a fungdo geradora de candidatos a valores
da distribuicio a posteriori de N' escolhida, foi uma densidade Binomial com
parametros 7, ¢ p,. Neste exemplo numérico, os valores de n, ¢ p, foram tomados
de acordo com os seguintes critérios:

1°) sendo p, =05, a cadeia é simétrica e isso implica em uma boa simplificag@o
computacional;

2°) nos baseamos na informago a priori de N' para admitirmos um valor para n,, de
modo que a média dos valores gerados pela Binomial(n,,0.5) seja
aproximadamente a média a priori de N'. Procedendo dessa forma, € possivel um
aumento das chances de aceitagdo do valor proposto.

Na simulagdo geramos, para cada pardmetro, 5 cadeias independentes
inicializadas em pontos diferentes com 2000 iteragdes em cada uma delas.
Descartamos as primeiras 1000 iteragdes e construimos uma amostra tomando os
valores apos convergéncia (>1000) espagados de 10 iteragdes. Assim, a amostra (ou
cadeia final) obtida para cada pardmetro por esse processo € de tamanho 500. A
analise de convergéncia pode ser vista na Se¢do 6.4.2.

Paralelamente, simulamos também 500 valores da distribuigdo a
posteriori aproximada de « dada por uma densidade Gama(ln-1/2+c,A+ dB),

sabendo que o estimador de maxima verossimilhanga de N para os dados NTDS ¢
igual a 31.21 e n=26.

Essas simulagdes foram realizadas através do sistema computacional
MATLAB, cujos programas estdo relatados no Apéndice G.
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6.4.1. Verificacdo dos Resultados

Tomando =30, n=9 ¢ p,=0.5, chegamos a uma amostra da

distribuigdo a posteriori exata de «, representada na Figura 6.2 pelo histograma, ¢ a

comparamos com a distribuigdo a posteriori aproximada de a dada pela curva
suavizada.

Figura 6.2: Densidades a Posteriori de a para os dados NTDS com =30
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Para =80, n,=109 e¢ p,=0.5, a posteriori marginal exata de «
(histograma) pode ser vista na Figura 6.3, onde ¢ também desenhada a posteriori
marginal aproximada de « (curva suavizada).

Figura 6.3: Densidades a Posteriori de o para os dados NTDS com p=80
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Por ultimo consideramos =150, n,=247 ¢ p,=0.5. A amostra da

distribui¢do a posteriori exata de a é novamente representada pelo histograma, como

mostra a Figura 6.4, e a distribuigdo a posteriori aproximada de « pela curva
suavizada.

Figura 6.4: Densidades a Posteriori de a para os dados NTDS com p=150
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Nas Tabelas 6.1 e 6.2 podemos ver, respectivamente, a comparagdo das
médias a posteriori exata e aproximada de a e as médias a posteriori de N (=N'+n),
para os diferentes valores de .

Tabela 6.1: Médias a Posteriori de o

1=30 1=80 =150
Posteriori Exata 0.1165 0.1242 0.1262
Posteriori Aproximada 0.1148 0.1148 0.1148

Tabela 6.2: Médias a Posteriori de N

1=30 =80 =150
Posteriori Exata 31.27 80.16 149.14
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Observando as Figuras 6.2, 6.3 ¢ 6.4 é notavel a independéncia do valor
atribuido ao pardmetro u da densidade a priori de N, na densidade a posteriori
aproximada de . Também as médias a posteriori exata e aproximada de « estdo
bem proximas, como pode ser visto pela Tabela 6.1, e proximas ainda do estimador
de méaxima verossimilhang¢a de « que é & = 0.1165. Isso acontece mesmo quando se
tem uma variag@o grande da média a posteriori de N, de acordo com a informagdo a
priori admitida ao pardmetro ‘nuisance’, como mostra a Tabela 6.2. Visto que o
emv.de Né N=3121, ¢ que as médias a posteriori de N estdo bastante distantes
desse valor quando =80 e 150, podemos concluir que o uso da ortogonalizagdo
permitiu a minimizag&o da influéncia do pardmetro ‘nuisance’ na inferéncia sobre a.
Neste caso a divergéncia de opinides, antes da coleta dos dados, a respeito do
numero total de erros do software, ndo esta alterando em quase nada os resultados
sobre a.

Sabemos que o (o =1/1) é um pardmetro ortogonal a N e que nosso

interesse € a respeito da taxa de falhas A do modelo J-M. Logo, comparamos
também as distribuigdes a posteriori aproximada e exata de A, prosseguindo da
seguinte forma:

1°) Tomamos primeiramente os 500 valores da distribuicdo a posteriori exata de «.
—1/n A
,e N=N

chegamos a uma amostra da distribuigdo a posteriori exata de A. Repetimos isso
para cada valor atribuido a u ;

A partir da reparametrizagdo ortogonal, A =a[1_[:':,(N —i+ l)]

2°) Simulamos 500 valores da posteriori aproximada de A dada pela densidade
Gama(n ~1/2+¢, 20 (N =i+ 1), + d) ;

3°) Analisamos o comportamento das distribui¢des a posteriori aproximada e exata
de A através das Figuras 6.5, 6.6 ¢ 6.7 ¢ da Tabela 6.3 a seguir;
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Figura 6.5: Densidades a Posteriori de A para os dados NTDS com u=30
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Figura 6.6: Densidades a Posteriori de A para os dados NTDS com p=80
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Figura 6.7:

Densidades a Posteriori de A para os dados NTDS com u=150
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Tabela 6.3: Médias a Posteriori de A

=30 =80 =150
Posteriori Exata 0.0069 0.0073 0.0074
Posteriori Aproximada 0.0067 0.0067 0.0067

Através Figuras 6.5, 6.6 ¢ 6.7, pdde ser visto também que ndo houve
influéncia dos valores atribuidos ao pardmetro x da densidade a priori de N, na
densidade a posteriori aproximada de A. Logo, ¢ perfeitamente viavel utilizarmos a
aproximagdo da posteriori da taxa de falhas, uma densidade simples de ser
encontrada, para realizar inferéncia Bayesiana para A, em vez da distribuigdo exata
que requer integragdo numérica nem sempre possivel de se obter analiticamente.
Observe ainda que a média dos valores gerados da distribuigdo a posteriori exata de
A nfo distancia da média da Gama, que ¢ a posteriori aproximada do pardmetro de
interesse, (ver Tabela 6.3), ¢ do estimador de maxima verossimilhanga de A,
A=0.0069. Vale ressaltar, que isso s6 foi possivel devido a utilizagdo de
parametros ortogonais.

As tabelas abaixo, mostram ainda outras inferéncias realizadas a partir
das amostras obtidas das distribuigdes a posteriori exata ¢ aproximada, para os

pardmetros a, A e N. As mesmas conclusdes feitas para as médias, se estendem para
os resultados inferencias a seguir apresentados.

Tabela 6.4: Medianas a Posteriori

Exata
Aproximada
Parametros px=30 u=280 =150
a 0.1150 0.1243 0.1247 0.1134
A 0.0068 0.0071 0.0073 0.0067
N 31 80 149 -
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Tabela 6.5: Modas a Posteriori

Exata
Aproximada
Pardmetros u=30 =80 u=150
a 0.1171 0.1095 0.1231 0.1170
A 0.0069 0.0064 0.0072 0.0067
N 31.15 82.29 149.55 -
Tabela 6.6: Varidncias a Posteriori
Exata
Aproximada
Pardmetros u=30 u=380 u=150
a 0.0004 0.0005 0.0005 0.0004
A 1.4486 x 10™°[1.8213x 10™° | 1.6887 x 107°| 1.4292 x 107
N 1.7517 20.0452 42 818 =

Tabela 6.7: Intervalos de Credibilidade 95%

Exata
Aproximada
Parametros =230 u=380 a=150
- (0.0803, 0.1605) [ (0.0863, 0.1729) [ (0.0875, 0.1773) [ (0.0766, 0.1551)
A (0.0047, 0.0094) | (0.0051, 0.0102) | (0.0051, 0.0104) | (0.0046, 0.0092)
N (29, 34) (72, 89) (135, 161) .
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6.4.2. Andlise da Convergéncia

Ap6s a obtengdo das distribuigdes a posteriori marginal exata de « ¢
N', via simulagdo em cadeias de Markov, passamos a monitoragéo da convergéncia.

Como sabemos, nos casos em que tomamos para u os valores 30, 80 e
150, foram gerados para cada parametro 5 cadeias em paralelo inicializadas em
diferentes pontos com 2000 iteragdes em cada uma delas. Procedendo dessa forma,
evitamos que as cadeias detectem uma moda local ¢ se concentrem em uma Unica
regido, no caso da posteriori ser multimodal. Primeiramente entdo introduzimos
todos os 10 000 dados num t{mico grafico para os valores de « obtidos, e outro
separadamente para os valores de N', mostrando todas as 5 cadeias construidas para
cada pardmetro. A primeira cadeia é representada da 1 a 2000 iteragdo, a segunda
da 20012 a 4000¢ iteragdo e assim por diante. A titulo de ilustragdo do processo
realizado, vamos apresentar os graficos obtidos somente para o caso em que £=30.
Veja a seguir, a representagdo dos dados simulados das distribuigdo a posteriori
exata de a e N', respectivamente pelas Figuras 6.8 € 6.9:

Figura 6.8: Grdfico de ax Iteragdo  Figura 6.9: Grdfico de N' x Iteragdo
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Podemos também verificar o comportamento dos 10 000 pares (¢, N')
gerados, através da Figura 6.10.
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Figura 6.10: Grdfico de o x N'
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Calculamos também a taxa de aceitagdo dos valores de N' propostos
pela densidade Binomial em todas as simulagdes e o resultado é apresentado na
Tabela 6.8.

Tabela 6.8: Aceitacdo dos Valores de N

1=30 =80 =150
Taxa de Aceitacao 71.35% 90.47% 89.07%

A taxa de aceitagfio dos valores de N' gerados pela densidade Binomial
como sendo da distribuigfio a posteriori desejada € alta em todos os casos, como
pode ser visto na Tabela 6.8. Assim, podemos concluir que o niicleo de transi¢do
escolhido foi bem ajustado para cada simulagdo.

Observando as Figuras 6.8 ¢ 6.9, notamos em cada uma delas que apos
um certo numero de iteragdes as trajetérias das cadeias apresentam um
comportamento similar, ou seja, os valores apos algumas iteragdes se concentram
em uma regido semelhante em todas as 5 cadeias. Isso ¢ uma indicagdo forte de
convergéncia. Da mesma forma, pela Figura 6.10, podemos notar também a
convergéncia de @ e N', simultaneamente. Um outro fato importante é que os valores
gerados formando cadeias de Markov ndo sdo independentes, mas essa
independéncia decai com o aumento da distancia entre as iteragdes. Portanto, uma
amostra foi construida tomando os valores apds convergéncia (admitimos isso apos
1000 valores) selecionados de 10 em 10 iteragdes. Tal procedimento resultou, para
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distribuigdes a posteriori marginais exatas de @ e N', entdo essas fung¢des estdo
representadas pelas Figuras 6.13 e 6.14, respectivamente.

O que foi realizado até o presente momento nesta se¢do, foi uma
verificagdo visual da convergéncia feita de acordo com a andlise dos graficos
obtidos. Entretanto tal técnica pode ndo ser a mais indica, ou ao menos nio deve ser
usada isoladamente, por ser possivel a obtengdo de resultados ilusdrios. Um método
de verificagdo formal de convergéncia € necessario ser aplicado e pensando nisso
utilizamos também o critério de Gelman-Rubin (1992), para monitorarmos a
convergéncia segundo uma fundamentagio tedrica. O método € baseado em técnicas
de andlise de variancia, onde a detecgdo da convergéncia se d4a quando a variancia
entre as cadeias for bem menor que a varidncia dentro de cada cadeia.

Analisando entdo a variancia entre as 5 cadeias de 100 valores cada e a
cadeia final de tamanho 500, de acordo com o critério de Gelman-Rubin (1992)

temos que os indicadores de convergéncia para os valores obtidos de a € N' em
todos os casos, sdo dados na Tabela 6.9.

Tabela 6.9: Indicadores de Convergéncia

pu=30 u=80 p=150
R, 1.0026 1.0012 1.0015
Ry 1.0027 1.0037 1.0018

Os valores dos indicadores estdo bem proximos de 1, e pela teoria de
Gelman-Rubin (1992), podemos afirmar que em todos os casos a convergéncia esta
assegurada. As cadeias finais compostas das 500 iteragdes selecionadas, em cada
uma delas, convergem para as distribui¢des desejadas que sdo as distribuigdes a
posteriori marginais exatas de e N'.
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6.5. Distribuicio a Posteriori Exata da Taxa de Falhas via
Parimetros Originais

A distribui¢do a posteriori exata de A utilizada neste capitulo para
devidos fins, foi até entdo obtida via parametrizagdo ortogonal. Nosso objetivo nesta
secdo € prosseguir com a inferéncia Bayesiana a respeito da taxa de falhas,
encontrando a posteriori marginal de A segundo o modelo original de Jelinski-
Moranda. Em seguida, faremos alguns comentirios comparando os resultados
inferenciais obtidos através dos dois modelos.

Assumimos para N (pardmetro ‘nuisance’) € A (pardmetro de mteresse)
as mesmas densidades a priori informativas expressas na Se¢do 6.3, isto €, uma
densidade Poisson com média u para N, e uma Gama com parametros ¢ € d para A,
onde 4, ¢ e d sdo constantes positivas conhecidas. A fungdo de verossimilhanga em
termos de (N,A), pode ser vista pela expressdo (2.3). Combinando as densidades a
priori e a verossimilhanga, o teorema de Bayes nos fornece a posteriori conjunta de
N e A, dada por:

AN, Ale™) ocﬁN—]j—[H;;l(N —i+ 1)]’“" AV expf-Ald + s(N - a)]},
(6.16)

onde N>ne A>0.

A posteriori marginal de A é facilmente obtida somando (6.16) com
respeito a N, mas ndo reconhecemos sob uma forma fechada essa distribuigdo, que €
dada por:
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p(Alt(”)) oc Ante exp{—A[d +s(N —a)| + y.e"“}, (6.17)

onde A > 0.

Novamente utilizamos a simulagdo vias cadeias de Markov para
encontrar a distribui¢do a posteriori de A. Através do amostrador de Gibbs, geramos
valores das distribuigdes a posteriori marginais de A e N, iterativamente, pelas
seguintes condicionais:

AAIN', T™) oc A+ exp{—A[d +S(N'+n — a)]}

(e p)”

ANIA,T®) o5,

onde N'=N +n, (N'20).

Utilizando os dados NTDS de Jelinski-Moranda (1972), tomando
c=5.5, d=803.4 ¢ para u os valores 30, 80 e 150, repetimos o mesmo procedimento
de simulagéo realizado anteriormente neste capitulo. A convergéncia foi monitorada
e obtida em todos os casos.

As Figuras 6.15, 6.16 ¢ 6.17, mostram as distribuigdes a posteriori
exata de A (histograma), obtida diretamente dos parametros originais N € A para os
diferentes valores atribuidos a x4, e a distribui¢do a posteriori aproximada de A
(curva suavizada), obtida na Secdio 6.4. Na Tabela 6.10 apresentamos as médias a
posteriori de A e N para cada valor de u.
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Figura 6.15: Densidades a Posteriori de A para os dados NTDS com u=30
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Figura 6.16: Densidades a Posteriori de A\ para os dados NTDS com p=80
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Figura 6.17: Densidades a Posteriori de A para os dados NTDS com p=150
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Tabela 6.10: Médias a Posterioride A e N

1=30 180 =150
Mgédia a Posteriori de A 0.0069 0.0021 0.0010
Mgédia a Posteriori de N 3191 73.02 181.46

Observe, pelas Figuras 6.15, 6.16 ¢ 6.18, a forte influéncia dos valores
atribuidos ao pardmetro u da densidade a priori de N, na distribuigdo a posteriori
exata de A Veja que para =80 e 150, as distribui¢des a posteriori exata e
aproximada de A estdio bastantes discrepantes, concordando apenas para =30 que,
como sabemos, é um valor proximo do e.m.v. de N.

Note também que quando estamos trabalhando com o modelo original
de Jelinski-Moranda em inferéncia Bayesiana, ao variar a informag&o a priori com
respeito a N, variam também as médias a posteriori de A e N, (veja Tabela 6.10). Ao
tomar =30 (valor préximo ao e.m.v. de N), a inferéncia realizada para os
pardmetros originais estd bastante coerente, quando comparada a estimativa de
maxima verossimilhanga, ao contrario do que acontece para £=80 ¢ 150 onde essa
inferéncia é visivelmente alterada. Neste caso, ¢ nitida a influéncia do pardmetro
‘nuisance’ no pardmetro de interesse. Podemos dizer que existe certa correlagdo
entre N e A, e as estimativas pontuais desses pardmetros sdo dependentes. Isso pode
acarretar uma série de problemas. Em uma analise Bayesiana para A sem a presenga
de pardmetro ortogonais, para obtermos bons resultados inferenciais sobre esse
pardmetro de interesse, ¢ necessario adquirirmos informagdo a priori bastante
precisa sobre o pardmetro ‘nuisance’.
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6.6 Conclusdes

A utiliza¢do da profile condicional contribui com uma série de fatores
que auxiliam na estimagdo e inferéncia de pardmetros de interesse. A produgdo de
estimadores ndo tendenciosos e consistentes, bem como a eliminagdo de pardmetros
‘nuisances’, sdo exemplos citados anteriormente ¢ que valem ser ressaltados neste
instante devido a sua importincia. A verossimilhanga ¢ uma fun¢do que contém
informag3o sobre os parAmetros do modelo através da observagdo dos dados, porém,
¢ conseqiiéncia obvia que a profile condicional seja interpretada como uma
verossimilhanga que informa, através dos dados, apenas a respeito do parametro de
interesse. Na Se¢do 6.1, vimos que a posteriori aproximada de ¢, (6.5), é facilmente
obtida admitindo-se uma densidade a priori somente para ¢ ¢ unindo-a a
verossimilhanga profile condicional. Verificamos que via parametrizagdo ortogonal,
¢ possivel realizar inferéncia Bayesiana para o pardmetro de interesse sem
necessidade de adotar uma priori para ¢. Integragdes numéricas complicadas e até
mesmo uma possivel influéncia do pardmetro ‘nuisance’ no de interesse sdo alguns
inconvenientes poupados quando objetiva-se encontrar a densidade a posteriori
marginal aproximada de ¢.

Sem se preocupar com o nimero total de erros existentes no software
N, pardmetro ‘nuisance’, foi possivel obter uma forma fechada e conhecida para a
densidade a posteriori de A. O responsavel por isso, sem duvidas, foi a
parametriza¢do ortogonal que permitiu a realizagdo da analise Bayesiana baseada na
profile condicional da taxa de falhas requerendo uma distribui¢do a priori somente
para A, € ndo para o vetor paramétrico (N, A) inteiro. Além disso, a média e a
variancia a posteriori de A, foram obtidos sem a necessidade de gastar integragdo
numérica, o que ¢ de grande interesse pratico.

A fim de livrar a dependéncia existente entre os estimadores dos
pardmetros N e¢ A, do modelo de Jelinski-Moranda (1972), encontramos a
distribuigo a posteriori exata de A via ortogonalizago.
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Através de um exemplo numérico, comparamos a distribui¢do a
posteriori exata, tendo atribuido diferentes valores para o parametro u da densidade
a priori de N, com a distribuigdo aproximada da taxa de falhas A. Dos resultados
inferenciais obtidos, podemos concluir que a ortogonalizagdo utilizada permitiu uma
boa aproximagdo da distribui¢do a posteriori de A, que independe de informagio
prévia a respeito de N.

Para uma analise Bayesiana da taxa de falhas, A, opinides ‘erradas’ ou
mesmo ‘absurdas’ de especialistas a respeito do niimero total de erros existentes no
software, N, ndo interferem nos resultados inferenciais para A, quando utilizado a
parametrizagdo ortogonal.

Considerando o modelo original de Jelinski ¢ Moranda, ou seja, o
modelo que contém os pardmetros ndo ortogonais N e A, encontramos a distribui¢do
a posteriori marginal de A. A obtengdo de caracteristicas dessa distribuigdo s6 foi
possivel segundo utilizagdo de métodos de aproximagdo e, por isso, novamente foi
aplicado uma simulagdo em cadeias de Markov.

Ao admitir densidades a priori informativas para ambos os parametros
do modelo original, pudemos verificar uma forte influéncia do pardmetro ‘nuisance’
N, na inferéncia feita para A. Variando a informago a priori para N, as estimativas a
posteriori do pardmetro de interesse sofrem alteragdes, ao passo que quando ¢
utilizado parametros ortogonais 0 mesmo ndo OcCoITe.

E bastante evidente que a ortogonalizagdo de Cox-Reid (1987), permite
realizar inferéncia sobre A, sem que a informagdo a priori imposta a N interfira nos
resultados inferenciais para a taxa de falhas. Ainda possibilita obter uma posteriori

marginal para A, sem necessidade de considerar uma priori para N, sob boas
aproximagaoes.
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PROPOSTAS FUTURAS

Deixamos algumas propostas pertinentes a confiabilidade de software,
para um futuro prosseguimento da pesquisa nessa area, onde destacamos:

(1)  Sugerir uma regra de parada para terminar a se¢do de teste, baseada na
funcdo de perda LINEX (veja Apéndice H), como uma proposta alternativa a de
Forman e Singpurwalla (1977). (Veja, Rodrigues 1995.a).

(2) Provar formalmente a existéncia (ou inexisténcia) da densidade a
posteriori do pardmetro A do modelo de Jelinski-Moranda (1972).

Vamos supor que estamos interessados em realizar inferéncia
Bayesiana para o parimetro A, mas ndo temos nenhuma informagdo a priori a
respeito da taxa de falhas e nem do numero total de erros do software. Esse ¢ um
caso tipico em que admitimos aos parimetros do modelo, densidades a priori ndo
informativas, como por exemplo:

N|u ~ Poisson( ),

p~m(p)y<lfp,
A~z(A)<1/A,

onde 1 e A sdo supostas serem independentes.

Como visto no Capitulo 5, em caso semelhante a este, a posteriori
conjunta de (N,,A) é dada por:



Apéndice A

Dados Simulados via MINITAB - Obtencdo dos Intervalos de
Confianca Aproximados para A, através dos Modelos Original e
Ortogonal

Sejam:
w;, i=1,...,n: tempos de falhas de um software

t, =w,; —w,, i=1,...n: tempos entre falhas de um software,

onde w; e t; sdo amostras independentes e identicamente distribuidas de tamanho ».
Sejam ainda, N >n o numero total de erros existentes no software ¢ A >0 o efeito
de corregdo da (i-1)-ésima falha. Temos que se w; € exponencialmente distribuido

com pardmetro A, ¢, tem também distribuicdo exponencial com pardmetro
A(N —i+1), onde

W,

t; :

i = —N__—'H_—l, i=1,...,n. (Al)

Veja que para i=1,...n,

i

dt;

wy=(N—-i+1)i e =N-i+l.

Fazendo uma transformagio de w; em ¢,, temos que a fun¢do densidade
de probabilidade de ¢, é facilmente obtida e expressa por:

n.

9ecey

ft)= AN =i+ Dexp{-A(N —i+1)t;}, i=1

(Veja Lawless, 1982).
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Através do programa MINITAB foi possivel gerar amostras dos tempos
entre falhas de um software para o modelo de Jelinski-Moranda (1972) a partir dos
tempos de falhas de um software. Inicialmente, simulamos uma amostra w;, i=1,...,n,
de uma distribui¢do exponencial com pardmetro A (conhecido) e, através de (Al),
transformamos os dados obtidos em uma amostra de tempos entre falhas de um
software, t;, i=1,...n. Dessa amostra, intervalos de confianga para A segundo os
modelos original e ortogonal de Jelinski-Moranda (1972), foram construidos ¢ a
cobertura destes pdde ser analisada.

Nesta se¢do apresentamos os programas desenvolvidos e executados no
MINITAB, os quais permitiram a obtengdo dos resultados segundo a cobertura dos
intervalos de confianga para A, vistos no Capitulo 4, Se¢do 4.2.

PROGRAMA: Para N=500 ¢ A=1, geramos 100 amostras para cada tamanho
amostral, n: 250, 350, 475, 490 e 495, seguindo os programas abaixo:

LET K1=1
EXEC ‘C:PROG1.SAI’ 100

Arquivo: PROG1.SAI

LET K2=250 (obs: valor de n)
RANDOM K2 C1,

EXPO 1.

SET C2

1:K2

END

LET C3=1/(N-C2+1)

LET C4=C1*C3

SET C5

0:(K2-1)

END

LET C6(K1)=SUM(C4) (obs valores de s)
LET C7(K1)=(SUM(C5*C4))/(C6(K2)) (obs: valores de a)
LET K1=K1+1

OBS: Os estimadores de maxima verossimilhanga de N foram obtidos através do
método iterativo da bissecgdo, (ver Humes, 1984), programado no sistema BASIC
visto que no MINITAB isto seria trabalhoso. Voltando ao MINITAB, encontramos
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os intervalos de confianga para A segundo os modelos original e ortogonal, bem
como a média desses intervalos, através dos seguintes programas:

EXEC ‘C:PROG2.TXT’
Arquivo: PROG2.TXT

SET C6

(obs: os mesmos dados de C6 do arquivo tesel I.sai)
END

SET C7

(obs: os mesmos dados de C7 do arquivo tesel 1.sai)
END

SET C1

(obs: e.m.v. N)

END

LET K2=250

LET C2=(K2/C6)/(C1-C7) (obs: e.m.v. A)
SET C3

1:K2

END

LET K1=1

EXEC ‘C:PROG3.TXT’ 100

Arquivo: PROG3.TXT

LET C4=1/((C1(K1))-(C3)+1)
LET C8(K1)=SUM((C4)**2)

LET CO(K1)=C8(K1)-(1/K2)*((SUM(C4))**2)
LET K1=K1+1

LET C10=1.96*SQRT(((C2**2)*(C8))/(K2*(C9)))
LET K3=1.96/SQRT(K2)

LET C11=C2-C10

LET C12=C2+C10

LET C13=(C2)/(1+K3)

LET C14=(C2)/(1-K3)

LET C15=C12-C11

LET C16=C14-13

LET K4=SUM(C15)/100

LET K5=SUM(C16)/100

PRINT C11 C12 C13 C14 K4 K5



Apéndice B

Teorema de Bayes

Seja y= ( Viseens y,,) um vetor aleatorio de n observagdes. A distribuicdo
de probabilidade de y ¢ dada por p( y{@), a qual depende do valor do pardmetro 6.

Vamos supor ainda que @ tem uma distribuicdo de probabilidade dada por p(@).
Entio,

236).p(6) = p(»,6)= p61y). p(»). (B1)

Dado y observado, a distribuigdo condicional de 8¢ dada por:

Ax6).p(0)
Aol =—=5— (B2)

j j p(y|9)p(6), 6 continuo
0e®

onde p(y)= , sendo ® o conjunto correspondente

lg%p(y‘@)p(@), 6 discreto

ao dominio do parametro 6.
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A expressédo (B2) é geralmente referida como feorema de Bayes. Nessa
expressdo, p(@) ¢ uma fungdo de probabilidade que informa o que é conhecido

sobre o pardmetro 6 antes da observagdo dos dados, e por isso é chamada de
distribuigdo a priori de 6. Da mesma forma, p(BI y) ¢ uma fungdo de probabilidade

que informa o que € conhecido a respeito de 8 depois da realizagdo do experimento,
¢ € portanto denominada de distribui¢do a posteriori de 6.

Supondo y observado, p( y}H) em (B2) pode ser considerado como uma

funcdo ndo de y mas de 6 Sendo assim, esta é chamada de fungdo de
verossimilhanga de 6, dado y, e escrita como I(Hl y). Nessas mesmas condi¢des, ou
seja, depois de y observado, temos também que p(y) é uma constante de
“normalizagdo”, a qual garante que a distribuigdo a posteriori p(@!y) integre ou
some 1.

Podemos escrever o teorema de Bayes resumidamente, como:

A 6ly) < 1(6ly). p(6), (B3)

isto €, a distribuigdo a posteriori de 6, dado y, é proporcional ao produto da
distribui¢do a priori de e a fungio de verossimilhanga de 6, dado y.

Para melhor compreensdo sobre a teoria Bayesiana, sugerimos uma
consulta a: O’Hagan (1994) e Gelman (1995).



Apéndice C

O Amostrador de Gibbs

O amostrador de Gibbs é uma técnica de simulagdo de observagdes
de uma distribuigdo (marginal), sem que se tenha que calcular analiticamente a
densidade. E essencialmente um esquema iterativo de amostragem de uma cadeia
de Markov, cujo nucleo de transi¢do (ou fungdo geradora) ¢ formado pelas
densidades condicionais completas.

Apesar do amostrador de Gibbs ser perfeitamente aplicavel num
contexto genérico de uma distribui¢do qualquer , vamos nesta se¢do descrevé-lo
sob enfoque Bayesiano, isto é, como uma ferramenta 0til para simulagdo de
amostras de uma distribui¢do a posteriori.

Seja 0 = (61),92,...,9,() um vetor paramétrico k-dimensional, onde 6,

i=1,... k, sdo variaveis aleatdrias cuja densidade (posteriori) conjunta ¢ dada por:

p(0)=p6,,..0:|D),
onde D denota o conjunto de dados observados.

' Vamos supor que estamos interessados em obter caracteristicas das
densidades marginais p(8,), i=1,....k, mas o célculo analitico, ou at¢ mesmo
numérico, delas é extremamente complicado devido a uma matematica intratavel.
Neste caso, o amostrador de Gibbs fornece um método alternativo para se obter
as marginais. A técnica de simulagio permite gerar uma amostra
01,62,...,6™ ~ p(8,), sem propriamente conhecer p(&;), i=1,..k. Para um
nimero amostral suficientemente grande, a média, a varidncia e outras
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caracteristicas de p(6,) podem ser calculadas sob um grau consideravel de
precisao.

Partindo do pressuposto de que as densidades a posteriori
condicionais p(@,-’é?(i)), onde 9(,-)=(«91,...,@_1,9,-+1,...,9k), sdo disponiveis sob

forma padronizada, o algoritmo do amostrador de Gibbs ¢ descrito da seguinte
forma:

(i) admita valores iniciais arbitrariamente & =(91(0) .0 (0)) e inicialize o
contador de iteragdes da cadeia em j=1;

(i) obtenha um novo valor 8¢ =(91(’ ) ..,6Y )), a partir de 8V através de

sucessivas geragdes de valores;

(J) p(@ 10(1—1)’ (1-1))
(1) ( { (]) (J b (J—l))

(1) NP(gki‘glm, 9(1))

(iii) mude o contador j para j+1 e retorne a (ii) até convergéncia.

Geman-Geman (1984) mostra que (6’1(”,6(’), 0(0 ) converge em
distribui¢do para um valor de p(é?l,,ﬁz,...,é?k), se t é suficientemente grande. Por

conseqiiéncia, 6,.(’) pode ser considerado uma observagdo de p(d,;), a densidade
marginal de 6,.

Repetindo o processo n vezes, obtemos (91(;),92(;), 0('))

s=12,...,n. Admitindo convergéncia, qualquer caracteristica da densidade
marginal p(6;) pode ser obtida.

Para maiores detalhes, veja Casella-George (1992).



Apéndice D

O Algoritmo de Metropolis-Hastings

No amostrador de Gibbs, amostras aleatérias das distribuigdes
(marginais) desejadas, sdo simuladas através das densidades condicionais completas.
Em inferéncia Bayesiana, quando € necessario gerar uma amostra aleatoria da
distribuig¢do a posteriori, as densidades condicionais completas sdo freqiientemente
disponiveis sob forma padronizada, especialmente, quando uma priori conjugada ¢
especificada. Entretanto, quando as densidades condicionais ndo sdo dadas sob uma
forma conhecida, como de uma Normal, Gama ou outras, um método de simulagio
que pode ser perfeitamente empregado nesse caso, ¢ o algoritmo de Metropolis
Hastings. Em andlise Bayesiana vemos a aplicagdo dessa técnica com maior
freqiiéncia, em casos onde uma priori ndo conjugada € admitida .

Considere a mesma notagdo que no Apéndice B.

Suponha que desejamos simular valores de uma densidade irregular
p(@‘H(i)). Denotamos &, apenas por 6, para simplificarmos a notagdo, € p(6) a
densidade marginal desejada.

| Seja q(6,) o nucleo de transigdo que define a fungdo geradora do novo
estado da cadeia, isto ¢, 8. A simulagdo de uma amostra de p(6) via cadeia de
Markov, pode ser esquematizada da seguinte forma:

(i) inicialize com um ponto qualquer » e com o indicador de iteragdes em j=1;

(ii) mova a cadeia para um novo valor A gerado da densidade ¢(6Y™, 8);
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(iii) mova de #U™ para ) = B com probabilidade,

| p(B(B,6Y ™)
’""”{1’p(e“‘*“)q(e“'-“,ﬂ)}’

permaneca em &Y™ com probabilidade,

l——min{l p(B)a(B,09™) }
"0 )g(69, )

(iv) mude o contador de j para j+1 e retorne a (ii) até convergéncia.

Para maiores detalhes, veja Chib-Greenberg (1995).



Apéndice E

O Critério de Convergéncia de Gelman e Rubin (1992)

Uma forma simples de monitorar a convergéncia ¢ utilizar (digamos
m 2> 2) cadeias de Markov independentes, em paralelo. Os pontos iniciais devem ser
sobredispersos em relagdo a distribui¢do procurada. Apds convergéncia, todas a
cadeias devem ter o mesmo comportamento e, supondo que isso acontece na f-ésima
iteragdo, usamos os valores 6, 6.4, G:2i,..., G+nn Onde j 21, como uma amostra
aleatoria da distribui¢do desejada. Para que essa amostra seja 1.1.d., £ tem que ser
um numero suficientemente grande, tal que permita haver independéncia entre as
realizagdes &'s.

Gelman e Rubin (1992) propdem um método de verificagdo da
convergéncia, baseado em técnicas de analise de varidncia, onde a convergéncia é
aceita quando a variincia entre as cadeias for bem menor que a variancia dentro de
cada cadeia. Se cada seqiiéncia tem tamanho 2n,, descartamos as primeiras n
iteragdes € nos atentamos para as ultimas n. Para cada pardmetro de interesse,
calculamos:

i : n &M
- a variancia entre as cadeias: £ = ;——IZ(Hi - 0) ;
- 1ig

m n N2 1 &
. : (
- a variancia dentro das cadeias: D = ZZ(B N _ ) EZ 5
i=1 = i=1
onde 8, é a média das observagdes da cadeia i ¢ & é a média dessas médias,

i=1,..m. Entdo, a variincia da distribui¢do desejada pode ser estimada por

. =1 1
G? =_71—D+ E e a média por =0 . Podemos melhorar na estimativa mais

precisa da distribuicio desejada, admitindo para a variabilidade amostral das
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estimativas, 4 e 6°. O resultado é uma distribui¢do t’Student aproximada para ¢

com centro iz, escala N7 =,/6% + E/mn e graus de liberdade df =2172/v§r(l7),
onde

» 2
n-1Y 1 m+1) 2 o

vér(V)=(T)2;,;V€31‘(Sf )+( mn ) m-1

m+Dn-1)m; . - — =

2! )(2 )—[cov(s,-z,H,-z) -2 cov(s2,8))),
mn n

e onde as variincias e covaridncias estimadas sdo obtidas dos m valores amostrais

de 8, e s?; df->o quando n—>w.

Devemos monitorar a convergéncia da simulagdo iterativa, calculando o
fator pelo qual a escala da distribuigdo atual para & deve ser reduzida se as
simulagdes forem continuas no limite n—. A redugdo potencial de escala ¢

portanto dada por JR = \/(17/ D) df /(df —2), que decresce para 1 quando n—. Se

essa redugdo é um valor alto, devemos aumentar o numero de iteragdes sendo assim
possivel melhorar as inferéncias sobre a distribuigdo desejada. Desde que R seja
proximo de 1 para todas as estimativas escalares de interesse, a convergéncia €
admitida e as amostras (ou cadeias) finais das iteragdes selecionadas sdo i.1.d.

Maiores detalhes sobre esse critério de convergéncia, sdo fornecidos
em Gelman-Rubin (1992).



Apéndice F

Dados Simulados via MATLAB - Um Estudo do Comportamento do
Amostrador de Gibbs e do Algoritmo de Metropolis-Hastings,
quando a Posteriori de NV é Improépria

Utilizando o sistema computacional MATLAB, simulamos dados das
distribui¢des a posteriori marginais dos pardmetros investigados, referentes ao
Capitulo 6. Realizamos também uma analise da convergéncia segundo Gelman-
Rubin (1992).

PROGRAMA 1) Simulagio via amostrador de Gibbs

clear;
rand('seed',0);
t=[9121147258571619413361113379121];
n=26; s=sum(t); i=[0:n-1]; a=(i*t")/s;
nint=10001;
v=[0.0001 0.15 01 03 02
33 51 176 41 66
7 25 50 15 407,
for int=2:nint
if rem(int-2,2000)==0 & int<10000
x(int-1)=v(1,1+(int-2)/2000),
z(int-1)=v(2, 1+(int-2)/2000);
y(int-1)=v(3,1+(int-2)/2000);
end

x(int)=gamrnd(n, 1/(s*(y(int-1)+n-a)));
z(int)=gamrnd(y(int-1)+n,1);
ynew=poissrnd(z(int)*exp(-s*x(int)));
y(int)=ynew;

end;
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%
% amostragem dos dados gerados
%
lambda=x; M=z; N=y;
g=1;
for  j=1001:2000:10000;
for  k=j;j+999;
if rem(k-j+1,10)==
lambdas(g)=lambda(k);
Ms(g)=M(k),
Ns(g)=N(k);

ggtl;
end
end
end

%
% analise da convergéncia de N, segundo o critério de Gelman-Rubin
%
plot(N)

pause

plot(Ns)

pause

hist(Ns)

pause

mean(Ns)

nc=5; d=100; n1=1; n2=100;

MeN=[ mean(Ns(n1:n2)), mean(Ns(nl+d:n2+d)), mean(Ns(n1+2*d:n2+2*d)),
mean(Ns(nl+3*d:n2+3*d)), mean(Ns(nl1+4*d:n2+4*d))];

QMN=MeN.*MeN;

VaN=[ cov(Ns(n1:n2)), cov(Ns(nl+d:n2+d)), cov(Ns(n1+2*d:n2+2*d)),
cov(Ns(n1+3*d:n2+3*d)), cov(Ns(nl+4*d:n2+4*d))];

MeMN=sum(MeN)/nc;

WN=sum(VaN)/nc;

VarVN=((VaN*VaN")-(nc*WN"2))/(nc-1);

UN=(d/(nc-1))*(MeN*MeN'-nc*MeMN"2);

VARN=((d-1)/d)*WN+(1/d)*UN;

VHN=VARN+UN/(nc*d),

McovN=cov(VaN,MeN);

QcovN=cov(VaN,QMN);

COVN=QcovN(1,2)-2*MeMN*McovN(1,2);
VarVHN=((d-1)/d)"2*(1/nc)*VarVN+(((nc+1)/(nc*d))*2)*(2/(nc-
1))*UN"2+2*COVN*(nc+1)*(d-1)/(d*nc"2);

dfN=2*((VHN)"2)/VarVHN;

RN=sqrt((VHN/WN)*dfN/(dfN-2))
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%
% analise da convergéncia de lambda, segundo o critério de Gelman-Rubin
%
plot(lambda)

pause

plot(lambdas)

pause

hist(lambdas)

pause

mean(lambdas)

nc=5; d=100; n1=1; n2=100;

MeL~[ mean(lambdas(nl:n2)), mean(lambdas(nl+d:n2+d)), mean(lambdas(n1+2*d:n2+2*d)),
mean(lambdas(n1+3*d:n2+3*d)), mean(lambdas(n1+4*d:n2+4*d))];

QML=MeL.*MeL;

Val=[  cov(lambdas(nl:n2)), cov(lambdas(nl+d:n2+d)), cov(lambdas(nl+2*d:n2+2%*d)),
cov(lambdas(n1+3*d:n2+3*d)), cov(lambdas(nl+4*d:n2+4*d))];

MeML=sum(MeL)/nc;

WL=sum(VaL)/nc;

VarVL=((VaL*VaL'")-(nc*WL"2))/(nc-1);

UL=(d/(nc-1))*(MeL*MeL'-nc*MeML"2);

VARL=((d-1)/d)*WL+(1/d)*UL;

VHL=VARL+UL/(nc*d);

McovL=cov(VaL,MeL);

QcovL=cov(VaL,QML);

COVL=QcovL(1,2)-2*MeML*McovI(1,2);
VarVHL=((d-1)/d)"2*(1/nc)*VarVL+(((nc+1)/(nc*d))*2)*(2/(nc-
1))*UL"2+2*COVL*(nc+1)*(d-1)/(d*nc”2);

dfL=2*((VHL)"2)/VarVHL;

RL=sqrt((VHL/WL)*dfL/(dfL-2))

%
% andlise da convergéncia de M (mi), segundo o critério de Gelman-Rubin
%
plot(M)

pause

plot(Ms)

pause

hist(Ms)

pause

mean(Ms)

d=100; n1=1; n2=100;

MeM=[ mean(Ms(n1:n2)), mean(Ms(n1+d:n2+d)), mean(Ms(n1+2*d:n2+2*d)),
mean(Ms(n1+3*d:n2+3*d)), mean(Ms(n1+4*d:n2+4*d))];

QMM=MeM . *MeM;
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VaM=[ cov(Ms(nl:n2)), cov(Ms(nl+d:n2+d)), cov(Ms(n1+2*d:n2+2*d)),
cov(Ms(n1+3*d:n2+3*d)), cov(Ms(nl1+4*d:n2+4*d))];
MeMM=sum(MeM)/nc;

WM=sum(VaM)/nc;

VarVM=((VaM*VaM")~(nc*WM"2))/(nc-1);
UM=(d/(nc-1))*(MeM*MeM'-nc*MeMM"2);
VARM=((d-1)/d)*WM+(1/d)*UM,;

VHM=VARM+UM/(nc*d),

McovM=cov(VaM,MeM),

QcovM=cov(VaM,QMM);
COVM=QcovM(1,2)-2*MeMM*McovM(1,2);
VarVHM=((d-1)/d)"2*(1/nc)*VarVM+(((nc+1)/(nc*d))"2)*(2/(nc-
))*UM"2+2*COVM*(nc+1)*(d-1)/(d*nc2);
dfM=2*((VHM)"2)/VarVHM;
RM=sqrt((VHM/WM)*dfM/(dfM-2))

PROGRAMA 2) Simulagio via Gibbs com Metropolis-Hastings

clear;
rand('seed',0);
t=[9121147258571619413361113379121];
n=26, s=sum(t); i=[0:n-1]; a=(i*t")/s;
nint=10001;
cont=0;
v=[0.0001 0.15 0.1 03 02
7 25 50 15 40];
for int=2:nint;
if rem(int-2,2000)==0 & int<10000
x(int-1)=v(1,1+(int-2)/2000);
y(int-1)=v(2,1+(int-2)/2000);
end

x(int)=gamrnd(n, 1/(s*(y(int-1)+n-a)));
ynew=binornd(10,0.5);

dold=exp(-x(int)*s*y(int-1)-log(y(int-1)+n)+sum(log(y(int- 1 )+n-i)));
dnew=exp(-x(int)*s*ynew-log(ynew-+n)+sum(log(ynew+n-i)));

if dold ~= 0;
fator=dnew/dold;
else
fator=1;
end

prob=min(1,fator);
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u=rand;
if u<=prob
y(int)=ynew;
cont=cont+1;
else
y(int)=y(int-1),
end
end;
taxa=cont/nint

%
% amostragem dos dados gerados
%
lambda=x; N=y;
g=1;
for  j=1001:2000:10000;
for  k=j;3+999;
if rem(k-j+1,10)==0
lambdas(g)=lambda(k);
Ns(g)=N(k);

g=gtl;
end
end
end

%

% analise da convergéncia de N, segundo o critério de Gelman-Rubin

%
plot(N)

pause

plot(Ns)

pause

hist(Ns,0.5:9.2)

pause

mean(Ns)

nc=5; d=100; n1=1;n2=100;

MeN=[ mean(Ns(n1:n2)), mean(Ns(n1+d:n2+d)),
mean(Ns(nl+3*d:n2+3*d)), mean(Ns(n1+4*d:n2+4*d))];
QMN=MeN.*MeN;

VaN=[ cov(Ns(nl:n2)), cov(Ns(nl+d:n2+d)),
cov(Ns(n1+3*d:n2+3*d)), cov(Ns(n1+4*d:n2+4*d))];
MeMN=sum(MeN)/nc;

WN=sum(VaN)/nc;
VarVN=((VaN*VaN")-(nc*WN"2))/(nc-1);
UN=(d/(nc-1))*(MeN*MeN'-nc*MeMN"2);

mean(Ns(n1+2*d:n2+2*d)),

cov(Ns(nl+2*d:n2+2*d)),
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VARN=((d-1)/d)*WN+(1/d)*UN;

VHN=VARN+UN/(nc*d);

McovN=cov(VaN,MeN);,

QcovN=cov(VaN,QMN),
COVN=QcovN(1,2)-2*MeMN*McovN(1,2);
VarVHN=((d-1)/d)"2*(1/nc)*VarVN+(((nc+1)/(nc*d))"2)*(2/(nc-
1))*UN"2+2*COVN*(nc+1)*(d-1)/(d*nc”2);
dfN=2*((VHN)"2)/VarVHN,

RN=sqrt((VHN/WN)*dfN/(dfN-2))

%
% analise da convergéncia de lambda, segundo o critério de Gelman-Rubin
%
plot(lambda)

pause

plot(lambdas)

pause

hist(lambdas)

pause

mean(lambdas)

d=100; n1=1; n2=100;

MeL=[ mean(lambdas(nl:n2)), mean(lambdas(nl+d:n2+d)), mean(lambdas(nl+2*d:n2+2*d)),
mean(lambdas(n1+3*d:n2+3*d)), mean(lambdas(n1+4*d:n2+4*d))];

QML=MeL.*MeL;

ValL=[ cov(lambdas(nl:n2)), cov(lambdas(nl+d:n2+d)), cov(lambdas(nl+2*d:n2+2%*d)),
cov(lambdas(nl+3*d:n2+3*d)), cov(lambdas(n1+4*d:n2+4*d))];

MeML=sum(MeL)/nc;

WL=sum(VaL)/nc;

VarVL=((VaL*VaL')-(nc*WL"2))/(nc-1);

UL=(d/(nc-1))*(MeL*MeL'-nc*MeML"2);

VARL=((d-1)/d)*WL+(1/d)*UL;

VHL=VARL+UL/(nc*d),

McovL=cov(Val,MeL);

QcovL=cov(VaL,QML);

COVL=QcovL(1,2)-2*MeML*McovL(1,2);
VarVHL=((d-1)/d)*2*(1/nc)*VarVL+(((nc+1)/(nc*d))"2)*(2/(nc-
1))*UL"2+2*COVL*(nc+1)*(d-1)/(d*nc"2);

dfL=2*((VHL)"2)/VarVHL;

RL=sqrt((VHL/WL)*dfL/(dfL-2))

plot(N,lambda)



Apéndice G

Dados Simulados via MATLAB - Obtencéio da Posteriori Exata da
Taxa de Falhas, via Parimetros Ortogonais, ¢ a Comparacio das
Distribuicdes a Posteriori Aproximada e Exata de A

Utilizando o0 MATLAB, geramos valores da distribui¢io a posteriori
exata de a (=1/4), pardmetro ortogonal a N, via simulagdo em cadeias de Markov.
Em seguida, comparamos tal distribui¢io com a posteriori aproximada da taxa de
falhas. Fazemos isso para a e A.

O programa segue a seguinte sub-rotina:

clear;
rand('seed',0);
t=[9121147258571619413361113379121];
n=26; ¢=5.5; d=803.4; mi=30; s=sum(t); i=[0:n-1]; a=(i*t")/s;
nint=10001;
cont=0;
v=[ 0.002 2.5 1.7 50 35
7 35 100 25  50];
for int=2:nint
if rem(int-2,2000)==0 & int<10000
alfa(int-1)=v(1, 1+(int-2)/2000);
y(int-1)=v(2,1+(int-2)/2000);
end
alfa(int)=gamrnd(c+n, 1/(((prod(y(int-1)+n-i)) (- 1/n))*(s*(y(int-1)+n-a)+d)));
ynew=binornd(9,0.5);
w=[1:y(int-1)+n],
dold=exp(-alfa(int)*((prod(y(int-1)+n-i))\(- 1/n))*(s*(y(int- 1 )+n-a)+d)+y(int-1)*log(mi)-
log(prod(w)));
q=[1:ynew+n];
dnew=exp(-alfa(int) *((prod(ynew+n-i))\(- 1/n))*(s*(ynew-+n-a)+d)+ynew*log(mi)-log(prod(q)));
if dold ~= 0;
fator=dnew/dold;
else



Apéndice G. Dados Simulados via MATLAB - Obtengio da Posteriori Exata da Taxa de Falhas,
via Pardmetros Ortogonais, e a Comparagdo das Distribuigdes a Posteriori Aproximada e Exata

de A 153
fator=1;
end
prob=min(1,fator);
u=rand,
if u<=prob
y(int)=ynew;
cont=cont+1;
else
y(int)=y(int-1);
end

end;
taxa=cont/nint

%
% amostragem dos dados gerados
%
P=alfa; N=y;
=1
for  j=1001:2000:10000;
for  k=j:;j+999;
if rem(k-j+1,10)==0

Ps(g)=P(k),
Ns(g)=N(k),
g=gtl,
end
end
end
%
% analise da convergéncia de N, segundo o critério de Gelman-Rubin
%
plot(N)
pause
hist(Ns)
pause
mean(Ns)
nc=5; b=100; n1=1; n2=100;
MeN=|[ mean(Ns(n1:n2)), mean(Ns(n1+b:n2+b)), mean(Ns(n1+2*b:n2+2*b)),

mean(Ns(n1+3*b:n2+3*b)), mean(Ns(nl1+4*b:n2+4*b))];

QMN=MeN.*MeN;

VaN=[ cov(Ns(n1:n2)), cov(Ns(nl+b:n2+b)), cov(Ns(n1+2*b:n2+2*b)),
cov(Ns(n1+3*b:n2+3*b)), cov(Ns(n1+4*b:n2+4*b))];

MeMN=sum(MeN)/nc;

WN=sum(VaN)/nc;

VarVN=((VaN*VaN')-(nc*WN"2))/(nc-1);
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UN=(b/(nc-1))*(MeN*MeN'-nc*MeMN"2);
VARN=((b-1)/b)*WN+(1/b)*UN,;

VHN=VARN+UN/(nc*b);

McovN=cov(VaN,MeN);

QcovN=cov(VaN,QMN);
COVN=QcovN(1,2)-2*MeMN*McovN(1,2);
VarVHN=((b-1)/b)"2*(1/nc)* Var VN+(((nc+1)/(nc*b))2)*(2/(nc-
1))*UN"2+2*COVN*(nc+1)*(b-1)/(b*nc”2);
dfN=2*((VHN)"2)/VarVHN;

RN=sqrt((VHN/WN)*dfN/(dfN-2))

%
% analise da convergéncia de P (alfa), segundo o critério de Gelman-Rubin
%
plot(P)

pause

hist(Ps)

pause

mean(Ps)

b=100; n1=1; n2=100;

MeL=[ mean(Ps(n1:n2)), mean(Ps(nl+b:n2+b)), mean(Ps(n1+2*b:n2+2*b)),
mean(Ps(n1+3*b:n2+3*b)), mean(Ps(n1+4*b:n2+4*b))];

QML=MeL.*MeL;

ValL=[ cov(Ps(nl:n2)), cov(Ps(nl+b:n2+b)), cov(Ps(n1+2*b:n2+2*b)), cov(Ps(n1+3*b:n2+3*b)),
cov(Ps(n1+4*b:n2+4*b))];

MeML=sum(MeL)/nc;

WL=sum(VaL)/nc;

VarVL=((VaL*VaL')-(nc*WL"2))/(nc-1);

UL=(b/(nc-1))*(MeL*MeL'-nc*MeML"2);

VARL=((b-1)/b)*WL+(1/b)*UL;

VHL=VARL+UL/(nc*b);

McovL=cov(Val,MeL),

QcovL=cov(VaL,QML);

COVL=QcovL(1,2)-2*MeML*McovL(1,2);
VarVHL=((b-1)/b)"2*(1/nc)*VarVL+(((nc+1)/(nc*b))"2)*(2/(nc-
1))*UL"2+2*COVL*(nc+1)*(b-1)/(b*nc”2);

dfL=2*((VHL)"2)/VarVHL;

RP=sqrt((VHL/WL)*dfL/(dfL-2))

%
% comparagdo das posterioris de alfa
%
beta=(((prod(31.21-i))"(-1/n))*sum((31.21-i). *t))*+d*((prod(31.21-1))(-1/n));
z=gamrnd(n-0.5+c, 1/beta, length(Ps),1);

- zord=sort(z);
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f=gampdf(zord,n-0.5+c,1/beta);
fabs=hist(Ps);
frel=fabs./length(Ps);
Pmax=max(Ps);

Pmin=min(Ps);
delta=(max(Ps)-min(Ps))/(length(fabs)-1);
v=Pmin:delta:Pmax
fdens=frel./delta;

bar(v,fdens)

hold on

plot(zord,f)

hold off

pause

%
% comparagdo das posterioris de lambda
%
lambdas=Ps*((prod(31.21-i))\(-1/n));
betal=sum((31.21-i).*t)+d;

zl=gamrnd(n-0.5+c, 1/betal,length(lambdas), 1),
zord1=sort(z1),

fl=gampdf{zord1,n-0.5+c,1/betal);
fabs1=hist(lambdas);

frel1=fabs1./length(lambdas);

lambmax=max(lambdas);

lambmin=min(lambdas);
deltal=(max(lambdas)-min(lambdas))/(length(fabs1)-1);
vl=lambmin:deltal:lambmax

fdens1=frell./deltal;

bar(vl,fdensl)

hold

plot(zord1,f1)

Ns1=Ns+26;

[ mean(Ps) mean(Ns) mean(Nsl) mean(lambdas)]

[ median(Ps) median(Ns) median(Ns1) median(lambdas)]

[ var(Ps) var(Ns) var(Ns1) var(lambdas)]

NORD=sort(Ns); NORD1=sort(Ns1); PORD=sort(Ps); LORD=sort(lambdas);

InP= [PORD(0.025*length(Ps)) PORD(0.975*length(Ps))]
InN= [NORD(0.025*length(Ns)) NORD(0.975*1length(Ns))]
InN1=[NORD1(0.025*length(Ns1)) NORD1(0.975*length(Ns1))]

InL= [LORD(0.025*length(lambdas)) LORD(0.975*1ength(lambdas))]



Apéndice H

A Funcéo de Perda LINEX

Consideremos a seguinte fungdo de perda, assimétrica, denominada
funcdo de perda LINEX, definida por:

L(8)=b[e*® —ab 1], (H1)
onde a e b sdo pardmetros dados, com b >0 e a # 0.

Quando a superestimag¢do do pardmetro de interesse € significativa,
ao passo que sua subestimagdo ¢ irrelevante, empregamos a fungdo de perda
Linex com a > 0. Caso contrario, empregamos (H1) com a <0, pois, se a>0 e
0 >0, a fungdo (H1) cresce exponencialmente, a medida que & cresce, ao passo
que, se a>0 e 0 <0, a fungdo (H1) decresce lincarmente a medida que & se
aproxima de zero (para a > 0 a situagio se inverte).

Figura: Grdfico da fungdo de perda Linex, para diferentes valores de a > 0
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(Maiores detalhes - Zellner (1986)).
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