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Capitulo 1

Introducao

Este documento sistematiza atividades de pesquisa do autor, focando sobretudo no
periodo compreendido entre janeiro de 1998 e dezembro de 2002. O autor terminou seu
curso de doutoramento em dezembro de 1997 na Carnegie Mellon University, Estados
Unidos, e imediatamente a seguir iniciou suas atividades de docéncia e pesquisa na

Universidade de Sao Paulo.

Neste capitulo introdutério estao descritas as atividades de pesquisa do autor de
forma geral, para permitir uma visao panoramica de resultados obtidos em varios
temas e projetos. Os demais capitulos se concentram em uma particular linha de
pesquisa desenvolvida pelo autor, procurando sistematizar um conjunto articulado de
publicacoes. O foco desse esforco de sistematizacao é a teoria de conjuntos de medidas
de probabilidade. O objetivo global do trabalho descrito é construir uma teoria de
conjuntos de medidas de probabilidade que inclua, de forma organizada, conceitos de

independéncia entre variaveis.

A teoria bésica sobre conjuntos de medidas de probabilidade é apresentada no
Capitulo 2. Vérios conceitos de independéncia sao analisados no Capitulo 3. A par-
tir dessa andlise, o Capitulo 4 discute como construir modelos multivariados a partir
de grafos e conjuntos de medidas de probabilidade. A combinacao de conceitos de
independéncia e modelos multivariados culmina em uma condicdo de separacao que
relaciona os principais conceitos da teoria. Para facilitar o entendimento, o material
foi colocado de forma continua e coerente, sendo feitas referéncias as publicacoes do

autor que apresentam provas e detalhes técnicos.



1.1 Experiéncia do autor

O autor iniciou sua carreira académica como estagidrio em 1988, no grupo de Meca-
tronica da Escola Politécnica, entao lotado no Departamento de Engenharia Mecanica
da Escola Politécnica. O autor recebeu o titulo de Mestre em Engenharia (aprovado
com distingao e louvor) pela Escola Politécnica em dezembro de 1991. Apés a conclusao
do mestrado, trabalhou como pesquisador visitante no Center for Systems Science, Yale
University (Estados Unidos) por um més. Iniciou entao programa de doutoramento
no Robotics Institute, Carnegie Mellon University (Pittsburgh, Estados Unidos), onde
recebeu o titulo de PhD in Robotics em dezembro de 1997.

Como estagidrio e mestrando, o autor trabalhou no sistema de controle de um robo
movel (termo que designa veiculos sem motorista humano e com capacidade de trafegar
por rotas livremente escolhidas). O trabalho se concentrou nos niveis de controle
relacionados a manutencao de trajetéria. Controladores foram projetados segundo a
teoria de controle 6timo, tanto para modelos dinamicos baseados em referenciais fixos
quanto para referenciais méveis [3, 30]. Apds o término do mestrado, o autor fez um
estdgio de um més no Center for Systems Science, Yale University, Estados Unidos,
centrado em técnicas de estimacao para robos moveis. Esse trabalho foi seguido do

programa de doutoramento na Carnegie Mellon University.

O trabalho de doutorado teve duas fases: na primeira, caracterizada por cursos
e exames qualificatérios, houve participacao em projetos de robética espacial. Foram
realizados experimentos com o sistema de controle e planejamento do robé mével Ratler
e com métodos de tele-operagio [104]. Durante o trabalho, foram também feitos expe-
rimentos com sistemas de localizagido baseados em informacao celestial [22] e baseados
em medidas visuais de condi¢oes atmosféricas [25]. A segunda fase do doutorado foi
caracterizada pela concentragdo em um tema unico de pesquisa. O trabalho defendeu
a tese que conjuntos convexos de distribuicoes de probabilidade formam uma poderosa
ferramenta para atividades de tomada de decisao em robdtica e inteligéncia artificial. A
principal contribuicao de trabalho foi o desenvolvimento de algoritmos para inferéncia
e estimacao em duas aplicacoes distintas. A primeira aplicacao foi a analise de robustez
em modelos graficos de inferéncia. A segunda aplicacao explorada no trabalho foi a
estimagao de posi¢ao para robos méveis em ambientes externos usando estimativas de

probabilidade imprecisas. Para realizar experimentos com os algoritmos desenvolvidos



no trabalho, foi implementado um sistema de manipulacao de redes Bayesianas deno-
minado JavaBayes. Esse sistema tém sido distribuido via internet e tém sido utilizado
em universidades e centros de pesquisa ao redor do mundo. J4 a pesquisa em robdtica
produziu o sistema Viper, que foi utilizado com sucesso no rob6 Nomad em missao
de 45 dias no deserto do Atacama (Chile). Além dos sistemas JavaBayes e Viper, a
pesquisa resultou em varias publicagoes [23, 29, 24, 26, 66, 28, 27, 47, 34] (note-se que
algumas dessas publicagbes vieram a ocorrer no periodo 1998-2000, apds refinamentos

e revisoes).

Apds o doutoramento, o autor assumiu a posicao de Professor Doutor na Escola
Politécnica da Universidade de Sao Paulo. As pesquisas no periodo 1998-2002 podem

ser divididas em alguns temas, conforme ilustrado na Figura 1.1:

e Dentro da linha de manipulagao de modelos estatisticos:

— Algoritmos para manipulacgao e aplicacoes de conjuntos de probabilidades.

— Algoritmos para utilizacao de redes Bayesianas em sistemas embarcados,
em sistemas para classificacao de dados e em sistemas de suporte a decisao

médica.
e Dentro da linha de dispositivos robéticos:

— Desenvolvimento de sistema de visao computacional para robo mével de

pequeno porte.

— Automatizacao do processo de marcha de pessoas com deficiéncias motoras.

Estes temas de pesquisa estao discutidos na Secao 1.2. O seguinte resumo quanti-
tativo pode ser feito do trabalho no periodo 1998-2002:

2 livros (anais de eventos) editados;

5 publicagbes em periédicos internacionais (uma delas convidada sem revisao);

1 publicacao em periédico nacional;

21 publicagbes em eventos internacionais e nacionais com seletiva politica edito-

rial;
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Redes Bayesianas:
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Auxilio a decisoes médicas

Figura 1.1: Linhas e projetos de pesquisa.

e 12 publicacoes completas ou resumos em outros eventos internacionais e na-

cionalis;
e § participacoes na organizacao de eventos internacionais e nacionais;

e 4 participacoes na editoracao de peridédicos internacionais.

Além disso, foram conduzidas atividades regulares de pareceirista da FAPESP e
CNPq, revisor de artigos de conferéncias e periddicos nacionais e internacionais, bem
como atividades de orientacado de mestrado e doutorado (dois mestrados concluidos),
atividades de ensino e coordenacao de graduacao na Universidade de Sao Paulo, e
atividades de extensao tanto no curso PECE como através de convénio com o Instituto
de Pesquisas Eldorado. As atividades de coordenacao de graduacdo relacionadas ao
curso de Engenharia Mecatronica levaram a duas publicacoes no Congresso Nacional
de Ensino de Engenharia [4, 46]. Todas essas atividades nao relacionadas diretamente

a pesquisa nao sao abordadas no restante desta dissertacao.



1.2 Temas de pesquisa no periodo 1998-2002

Esta secao procura fornecer resumidamente os principais resultados obtidos nos tépicos
apresentados na Figura 1.1. Como a teoria de conjuntos de probabilidade é o objeto
principal deste trabalho e sera discutida em detalhes adiante, a Secao 1.2.1 apenas
descreve os resultados e publicagoes principais. Os demais tépicos de pesquisa (redes
Bayesianas, rob6 mdvel e dispositivos para deficientes) sao brevemente descritos nas
Secoes 1.2.2, 1.2.3 e 1.2.4.

1.2.1 Breve sumario de resultados obtidos na teoria de con-

juntos de probabilidade

A pesquisa relacionada a teoria de conjuntos de probabilidade foi centrada em algorit-
mos e conceitos de independéncia. Foram abordados algoritmos para modelos baseados
em grafos, para situacoes onde observacoes tem probabilidade zero, para experimentos
repetitivos, e particularmente algoritmos que manipulem relacoes de independéncia en-
tre variaveis. Resultados tedricos foram publicados em varios periddicos e conferéncias
no periodo 1998-2002 [28, 27, 32, 53, 36, 31, 35, 33, 34, 41, 48, 42, 50, 49, 45|, nos trés
ultimos casos com co-autoria dos alunos de doutorado José Carlos Ferreira da Rocha
e Cassio Polpo de Campos. Os resultados contidos nestas publicagoes estao descritos
em capitulos posteriores desse documento. Deve-se notar que o artigo Independence
Relations in the Robustness Analysis of Multivariate Probabilistic Models, apresentado
na XII Conferéncia Brasileira de Automatica, foi um dos seis artigos selecionados pelo

comité organizador para publicacao na Revista Ciéncia e Engenharia.

Além das publicacoes mencionadas, o periodo 1998-2002 envolveu uma série de

atividades profissionais relevantes.

Em 1999, o autor participou como co-organizador do primeiro International Sympo-
sium on Imprecise Probabilities and Their Applications (realizado em Ghent, Bélgica)
e co-editou os anais deste evento. O simpdésio foi o primeiro encontro internacional de
pesquisadores envolvidos com imprecisoes em valores de probabilidade, e atraiu tra-
balhos de todo o mundo. Como resultado da co-organizacao do First Symposium on

Imprecise Probabilities and Their Applications, o autor foi convidado a editar nimeros
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especiais dos periédicos International Journal of Approzimate Reasoning e Interna-
tional Journal of Uncertainty, Fuzziness and Knowledge-Based Systems. Os nimeros
especiais, publicados em 2000, contém artigos selecionados do primeiro International
Symposium on Imprecise Probabilities and Their Applications. Devido ao sucesso deste
primeiro simpdésio, um segundo simpésio com o mesmo tema foi realizado em 2001 (em
Ithaca, Estados Unidos), e o autor participou como membro do Steering Committee.

Um terceiro simpdsio devera ser realizado em 2003 (em Lugano, Suica).

Duas atividades profissionais foram desenvolvidas com o objetivo de fortalecer os

lacos entre pesquisadores relacionados a teoria de conjuntos de probabilidade:

e Entre 1999 e 2001, o autor foi co-editor do Imprecise Probabilities Project, um
trabalho de coleta de informacdes sobre conjuntos de probabilidades iniciado pelos

pesquisadores Gert de Cooman e Peter Walley.

e O autor foi escolhido editor do periédico informativo da Society for Imprecise
Probability Theory and Applications (SIPTA) que teve seu primeiro nimero em
janeiro de 2003. A sociedade foi criada em 2002 para congregar pesquisadores

com interesse em conjuntos de probabilidades.

1.2.2 Breve descricao da pesquisa em redes Bayesianas

Uma rede Bayesiana é uma representacao para um modelo estatistico multivariado,
composta por um grafo direcionado aciclico e varias distribuicoes de probabilidade.
Este modelo tém ganho enorme popularidade nos ultimos dez anos, tanto no campo
de inteligéncia artificial como em &reas de estatistica e economia. A definicao precisa
e referéncias podem ser encontradas na Secao 4.1.1; nesta secao sao apenas descritos

os topicos de pesquisa abordados pelo autor no periodo 1998-2002.

O autor iniciou sua pesquisa em redes Bayesianas ja no periodo de doutoramento.
Um dos resultados desse trabalho foi o sistema JavaBayes, que permite a manipu-
lacdo de redes Bayesianas e ¢é distribuido livremente através da internet. O sistema
JavaBayes foi continuamente aprimorado no periodo 1998-2002, e é hoje utilizado ao
redor do mundo em universidades e companhias para ensino e pesquisa. O sistema é
brevemente descrito em publicacao convidada no periddico editado pela International

Society for Bayesian Analysis [39], e os algoritmos implementados no sistema JavaBayes
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estao descritos em publica¢do nacional [38]. Como especialista em modelos estatisticos
graficos, foi membro convidado de painel na XII Conference on Uncertainty in Artifi-
ctal Intelligence em 1998 e foi convidado para proferir palestra no Congresso Nacional
de Automacao Industrial em 1998. Também 1998 o autor foi membro convidado em
comité para normatizacao de formatos de redes Bayesianas (comité organizado pela
Association for Uncertainty in Artificial Intelligence), em virtude de sua experiéncia
com o sistema JavaBayes. Outro evento notdvel do ano de 1998 foi a escolha do artigo
JavaBayes: Tomada de Decisoes através de Modelos Estatisticos Grdficos como um dos
3 melhores trabalhos em Informatica no Prémio SUCESU-SP 1998 de Tecnologia da

Informacao.

Em termos de pesquisa em redes Bayesianas, o periodo 1998-2002 procurou se
concentrar no desenvolvimento de algoritmos para sistemas embarcados, na construcao
de classificadores a partir de bases de dados, e na construgao de sistemas de suporte a

decisao médica.

Consideravel esforco foi dispendido na concepcao de algoritmos para redes Bayesia-
nas em sistemas com baixa disponibilidade de memoéria. A motivacao para este tipo de
algoritmo é a crescente importancia de sistemas embarcados em veiculos e equipamen-
tos industriais e domésticos, em virtude da miniaturizacao de componentes eletronicos.
O desafio ¢é atender aos requerimentos de meméria destes sistemas. O trabalho evoluiu
para uma publicacao preliminar sobre aplicacoes de redes Bayesianas juntamente a
controladores programaveis industriais [95], em parceria com o orientado Fabio Toze-
to Ramos, e para publicagoes internacionais [93] e nacionais [94]. Na mesma linha
voltada a sistemas embarcados, o orientado Jaime Shinsuke Ide desenvolveu algorit-
mos baseados em método Monte Carlo para inferéncia [72] e para testes [73, 74, 75].
Foram também abordados pelo autor métodos para reducao de consumo de memoéria

em algoritmos de estimagao de redes Bayesianas [40].

Durante o periodo 2000-2002, foi consolidada uma parceria entre o autor e pesqui-
sadores do Hewlett-Packard Laboratories (HP Labs) de Palo Alto, Estados Unidos,
em temas relacionados a redes Bayesianas. A partir de contatos e discussoes técnicas
em 2000, o autor realizou uma visita de dois meses em 2001 ao HP Labs. Essa visita
estabeleceu uma intensa colaboracao centrada na utilizacao de redes Bayesianas para
classificagao de dados. Durante a visita foram produzidos os relatérios técnicos [43]

e [17], que evoluiram para publicagdo internacional [44]. Foi também estabelecido
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um convénio em 2002 entre a Universidade de Sao Paulo e o Instituto de Pesquisas
Eldorado, este ltimo como representante de pesquisadores do HP Labs. O autor
tém sido coordenador deste convénio desde seu inicio, em um trabalho que objetiva o
desenvolvimento de algoritmos para construcao de redes Bayesianas a partir de bases

de dados. O trabalho estd em andamento, com algumas publicagoes preliminares [5, 6].

Finalmente, a pesquisa em redes Bayesianas também tém envolvido, no periodo
2001-2002, aplicacoes na area médica. O projeto Desenvolvimento de Ferramentas
Computacionais para Suporte a Tomada de Decisao Médica para Saude Publica, com
financiamento da FAPESP, tem como objetivo a construcao de sistemas de suporte para
avaliacao de pacientes com dores cardiacas. O projeto surgiu de contatos com médicos
do Hospital Universitario da Universidade de Sao Paulo, em particular o Dr. Paulo
Lotufo, e contou com a colaboracao fundamental da Dra. Veerle Coupé pesquisadora
visitante da Holanda com ampla experiéncia em tomada de decisoes médicas. Um dos
objetivos do projeto é investigar ferramentas para andlise de sensibilidade das redes
Bayesianas desenvolvidas, utilizando técnicas consagradas [19, 80] ou estendendo o
trabalho do autor nesta diregdo [37]. Um funciondrio da Universidade de Sao Paulo,

André Hideaki Saheki, participa deste projeto.

O objetivo global dessas atividades é criar um grupo de pesquisa bastante forte, com

reconhecimento internacional, em modelos estatisticos baseados em redes Bayesianas.

1.2.3 Breve descricao da pesquisa em automacao industrial e

robotica

Durante o periodo 1998-2002, o autor desenvolveu duas atividades em automacao e

robdtica, que capitalizaram em sua experiéncia passada.

e O autor participou como co-responsavel técnico do projeto Tele-comando e Mo-
nitora¢do Remota de Sistemas Produtivos, entre 1999 e 2001. Este projeto, por
sua vez, era parte de uma iniciativa de pesquisa de grande porte financiado pela
FAPESP e coordenada pelo Prof. Paulo Eigi Miyagi. O projeto se concentrou no
processamento e distribuicao de dados gerados por sistemas produtivos automa-

tizados.
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e O autor organizou, sob coordenacdo do Prof. Lucas Antonio Moscato, o projeto
de um robo6 de inspegao de pequeno porte (denominado ROPET). O robo foi de-
senvolvido por alunos de iniciagao cientifica; o trabalho tem como foco a geracao
de mao de obra capacitada em robdtica. Participaram também desse projeto
Fabio Tozeto Ramos e Marko Ackermann, alunos de mestrado, e Celso Emidio

de Barros, funcionario da Universidade de Sao Paulo.

1.2.4 Breve descricao da pesquisa em dispositivos para auto-
matizacao da marcha de pessoas com deficiéncias mo-

toras

Técnicas de robodtica voltadas ao auxilio de deficientes motores oferecem excelentes
oportunidades de pesquisa; além disso, a criagao de equipamentos nacionais pode ter

impacto direto no bem-estar de uma parcela significativa da populagao brasileira.

Tendo em vista esses fatos, um projeto de pesquisa foi concebido em 1999 em parce-
ria com a AACD (Associacao de Assisténcia a Crianga Defeituosa), uma instituicao
lider no atendimento a deficientes motores. O projeto consiste na implementacao de
um dispositivo de controle automatico de elevagao da junta do joelho em érteses; o ob-
jetivo é fazer com que o deficiente possa se movimentar com uma értese em movimentos

suaves, proximos dos movimentos de uma pessoa sem deficiéncia.

O projeto recebeu suporte da FAPESP na forma de bolsa de mestrado para o aluno
Marko Ackermann. Foi construido um protétipo mecanico e foram realizados testes

em um paciente da AACD; resultados foram publicados em [1, 2].
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Capitulo 2
A teoria de conjuntos credais

Este capitulo descreve os aspectos fundamentais da teoria de conjuntos de medida
de probabilidade. Conceitos basicos estao sumarizados na Secao 2.2. HEsses conceitos
podem ser encontrados na literatura e foram retirados de artigos do autor no Artificial

Intelligence Journal [34] e no Journal of Computational and Graphical Statistics [31].

As segoes 2.3 e 2.4 descreve os principais algoritmos para inferéncias com conjuntos
de probabilidades; o texto segue artigo do autor no International Journal of Approxi-
mate Reasoning [33], incluindo resultados derivados no periodo 1999-2000 e publicados
naquele artigo. Resultados novos sobre algoritmos para condicionantes com probabili-
dade zero, discutidos na Secao 2.5, foram derivados pelo autor no periodo 1999-2001 e
publicados na conferéncia FLAIRS2002 [42].

2.1 Conjuntos credais em inteligéncia artificial

Desde o inicio da pesquisa em inteligéncia artificial, pesquisadores tém procurado repre-
sentar e manipular adequadamente situagoes que envolvem incerteza. A teoria de prob-
abilidades foi inicialmente considerada muito complexa computacionalmente, e foram

procuradas outras solu¢oes como teoria de Dempster-Shafer ou logica difusa [103].

A teoria de probabilidades passou a ser amplamente utilizada em inteligéncia ar-

tificial durante a década de 80, quando foi criado o modelo de redes Bayesianas [90].
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A teoria de probabilidades gradualmente se consolidou em inteligéncia artificial e hoje
influencia a maioria das técnicas de tomada de decisao e de aprendizado de maquina
[97]. Em inteligéncia artificial, o termo teoria Bayesiana é frequentemente utilizado
como sindénimo de teoria de probabilidades; de forma geral, o adjetivo Bayesiano indica
simplesmente que sao utilizadas medidas de probabilidade. Embora o termo Bayesiano
tenha conotacoes mais matizadas em outras areas, esta dissertacao utilizard este termo

conforme o uso corrente em inteligéncia artificial.

Existem varias situacoes onde a utilizacao de uma unica distribuicao de probabili-
dades nao é ideal: (1) andlise de tomada de decisoes por um grupo com opinioes diver-
gentes; (2) anélise do efeito de perturbagoes em valores de probabilidade, como feito no
campo de estatistica robusta; (3) anélise de tomada de decisoes quando o conhecimento
de valores de probabilidade é impreciso ou vago, devido a imperfeicoes ou limitagoes
dos tomadores de decisao [9, 85, 102, 113]. Nessas situagoes pode-se usar conjuntos de
probabilidades. Por exemplo, pode-se dizer que “a probabilidade do evento A estd no

intervalo [0.2, 0.3]” — esse intervalo caracteriza um conjunto de probabilidades.

Virias teorias de inferéncia e decisao advogam o uso de conjuntos de probabilidade.
Por exemplo, a teoria quasi-Bayesiana de Giron e Rios [63], a teoria de medidas in-
ternas/externas [108, 64, 96, 69], a teoria de probabilidades inferiores [105, 59, 11, 16],
teorias de intervalos de probabilidade [67], a teoria de conjuntos credais [85], a teoria
de probabilidades imprecisas baseada em axiomas de coeréncia [112], e mesmo teoria
que combinam conjuntos de probabilidade com conjuntos de utilidade [100]. A teoria
de conjuntos de probabilidade, utilizada neste trabalho, é equivalente em linhas gerais
as teorias de conjuntos credais, de probabilidades imprecisas, e quasi-Bayesiana. O

primeiro nome serda adotado nesta dissertacao.

A teoria de conjuntos de medidas de probabilidade tem enorme potencial por ofe-
recer uma generalizagao axiomatica e bem fundamentada a teoria de probabilidade. O
objetivo da teoria de conjuntos de medidas de probabilidade, ao menos na forma apre-
sentada neste trabalho, nao é substituir a teoria de probabilidades, mas sim resolver

problemas que nao possuem solucao satisfatoria dentro da teoria de probabilidades.
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2.2 Conceitos basicos

A teoria de conjuntos de medidas de probabilidade apareceu inicialmente nos escritos de
H. Kyburg Jr. [77], C. Smith [105] e I. Levi [84]. Apds uma evolucao lenta e constante
na década de 70, a década de 80 testemunhou enorme avanco devido ao crescimento da
teoria de robustez Bayesiana [78, 9]. Em 1991, P. Walley publicou uma extensa obra

contendo todos os aspectos tedricos conhecidos da teoria.

Um conjunto fechado de medidas de probabilidade é denominado conjunto credal [85];
a existéncia de tais conjuntos pode ser derivada axiomaticamente a partir de postulados
sobre preferéncias [63]. O termo “‘conjunto credal” serd usado tanto para conjuntos
de medidas de probabilidade quanto para conjuntos de distribuicoes de probabilidade

e conjuntos de densidades de probabilidade.

Um conjunto credal definido por um conjunto de densidades p(X) sobre a varidvel
aleatdria X é denotado por K (X). Um vetor de varidveis X leva a um conjunto credal
denotado por K(X). As medidas de probabilidade que compoe um conjunto credal
devem satisfazer algumas propriedades, ditas aziomas de coeréncia [18]. Uma medida

P é coerente se satisfaz as seguintes condicoes:

1. P(A) > 0 para todo evento A;

2. a medida do evento universal é igual a 1;

3. para conjuntos disjuntos A e B, P(AU B) = P(A) + P(B);

4. P(ANB) = P(A|B) x P(B).

Nesta dissertacao o interesse estd focado em conjuntos de probabilidade com um
nimero finito de vértices; tais conjuntos sao ditos finitamente gerados e sao politopos

no espaco de medidas de probabilidade [65]. Considere os seguintes exemplos, extraidos
de [34]:

Exemplo 1 Um conjunto credal e-contaminado é definido pelas densidades p(X) =
(1 —€e)r(X) + eq(X), onde r(X) é uma densidade de probabilidade, e € (0,1) é um
nimero real, e ¢(X) indica qualquer densidade de probabilidade [9]. Alternativamente,

um conjunto e-contaminado contém as densidades p(X) > (1—e)r(X) [11, 71]. Quando
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X tem um ndmero finito de valores, o conjunto e-contaminado tem um numero finito

de vértices.

Exemplo 2 Um conjunto credal de densidades limitadas é definido pelas medidas
P(-) tal que L(A) < P(A) < U(A) para eventos A, sendo L(A) e U(A) medidas
nao-negativas, L(UA) < 1e U(UA) > 1 [81, 83].

Dado um conjunto credal K(X) e uma fungao limitada f(X), valores esperados
inferiores e superiores sao respectivamente definidos por:
EIf(X)] = min Bp[f(X)],  BIF(X)] = max Bp[7(X)].
onde Ep[f(X)] é o valor esperado de f(X) com relagao a probabilidade P. Minimos e
maximos de valores esperados ocorrem apenas nos vértices de um conjunto credal [112].

Valores esperados inferiores e superiores se relacionam por E[f(X)] = —E[—f(X)].

Da mesma forma, as probabilidades inferior e superior de um evento A sao respec-
tivamente definidas por:
P(A) = min P(4), P(A) = max P(A).

Probabilidades inferiores e superiores se relacionam por P(A4) = 1 — P(A®). Deve-
se notar que um cojunto credal sempre induz probabilidades inferiores e superiores
unicas, mas um conjunto de probabilidades inferiores e superiores nao define um tnico

conjunto credal [112, Section 2.7].

O conjunto credal condicional K(X|A) contém densidades condicionais p(X|A).
Esse conjunto, denominado conjunto credal condicional, é obtido em geral pela apli-
cacao de regra de Bayes a cada elemento de um conjunto credal K(X) [63, 85, 112].
Dado um conjunto credal K (X) e uma funcao limitada f(X'), o valor esperado inferior
de f(X) condicional em um evento A é denotado por E[f(X)|A]; se A tem probabili-
dade inferior maior que zero,

Ep[I4(X) f(X)]
Ep[Ia(X)] -

E[f(X)]4] = minEp[f(X)|A] = min

onde I4(X) é a funcdo indicadora do evento A. Se a probabilidade inferior de A é
maior que zero, E[f(X)|A] é tnica solugao da seguinte equacao em A\, chamada regra

de Bayes generalizada [112, Section 6.4]:

E[(f(X) = MNIa(X)] = 0. (2.1)
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O célculo de E[f(X)|A] quando P(A) = 0 é discutido na Segao 2.5.

Um conjunto credal pode ser entendido como uma colecao de restrigoes sobre pro-
babilidades. Considere varidveis com niumero finito de valores; cada valor esperado
inferior E[f;(X)|A;] é uma restri¢ao linear no espaco de medidas de probabilidade:
Ep[fi(X)14,(X)] > E[fi(X)|A;] Ep[I4,(X)]. Quando temos uma cole¢ao de restrigoes
de probabilidade, pode haver mais de um conjunto credal que satisfaz todas as re-
stricoes; cada um desses conjuntos credais é denominado uma eztensdo das restricoes.
O termo extensao natural indica o maior conjunto credal para um determinado conjun-
to de restricoes. Ou seja, a extensao natural contém todas as medidas de probabilidade

coerentes que satisfazem um determinado conjunto de restrigoes.

Um conjunto credal K(X|Y) é separadamente especificado quando as restri¢oes
de probabilidade que definem K (X |y;) ndo interferem com as restrigdes que definem
K(X|ya), para y; # ya. De forma geral, uma colegao de conjuntos credais é separada-
mente especificada quando medidas de probabilidade podem ser independentemente

selecionadas dos varios conjuntos credais condicionais [112, Chapter 6.

Ha dois diferentes esquemas para representar conjuntos credais condicionais:

1. Como uma colecao de conjuntos credais separadamente especificados K (X|Y = y),
onde cada conjunto credal (para cada valor de Y') é definido de forma indepen-
dente dos demais. A colecao de conjuntos K (X|y) é denotada por K (X|Y).

2. Como a especificacdo direta de um conjunto de fungées p(X|Y'), chamado aqui

de um conjunto credal condicional extensivo, e denotado por L(X|Y").

2.3 Valores esperados condicionais inferiores

Ha trés métodos bdsicos para especificar um conjunto credal: primeiro, pela especifi-
cagdo de um conjunto de vértices (cada um dos vértices é uma medida de probabili-
dade); segundo, pela especificagio direta de restri¢oes lineares que devem ser satisfeitas
pelo conjunto credal; terceiro, pela utilizacao de alguma vizinhanca topoldgica no es-
paco de medidas de probabilidade, como por exemplo conjuntos e-contaminados ou
capacidades de Choquet [15, 69, 117, 111].
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Se um conjunto credal K (X) é especificado como uma lista de vértices e A é um
evento tal que P(A) > 0 para todos os vértices, o valor esperado condicional E,[f(X)|A]
pode ser calculado para cada vértice de K (X) através da regra de Bayes, e E[f(X)|A]

serd o maximo desses valores.

Se um conjunto credal é especificado diretamente por restrigoes lineares, o cdlculo
do valor esperado ndo condicional E[f(X)] é obtido pela minimizagao da fungao linear
Ep[f(X)] sujeita a restrigoes lineares — ou seja, é um problema de programacao linear.
Esta formulacao remonta ao trabalho de Boole, conforme indicado e generalizado por
Hailperin [68], e redescoberto em [12] e [88], entre outros [70]. Em inteligéncia artificial,
esse tipo de formulagdo usualmente recebe o nome de ldgica probabilistica [88], da qual
existem diversas variantes [8, 57, 110, 60, 86, 56]. O cdlculo de um valor esperado
condicional inferior E[f(X)|A] a partir de restri¢oes lineares é significativamente mais

complexo que o calculo de E[f(X)], e serd denominado Problema A.

Se um conjunto credal é especificado através de alguma vizinhanca topoldgica ou
capacidade de Choquet, o cdlculo de valores esperados inferiores E[f(X)] é em geral
feito por férmulas fechadas, enquanto que o cédlculo de valores esperados condicionais
inferiores E[f(X)|A] requer algoritmos mais sofisticados. Essa udltima situacao serd

denominada Problema B.

O restante dessa secao aborda a solucao dos Problemas A e B. Assume-se que o valor
esperado inferior E[f(X)|A] é calculado para um evento A com P(A) > 0; algoritmos

para a situacao P(A) = 0 sao discutidos na Se¢ao 2.5.

O algoritmo de Lavine é um esquema iterativo para cdlculo de valores esperados
condicionais [81]. Defina p, = inf f(X)[4(X) and 75, = sup f(X)[a(X). Defina
também M () = E[(f(X) — p)la(X)]; note que M(u) tem que ser igual a zero para

algum g no intervalo [HO7H0]' Reduza esse intervalo através da seguinte procedimento
(para i > 0):

1. Pare se |f; — Hi| < € para algum valor positivo €;

2. Escolha p; in [p, 7], e se M(p;) > 0, tome Py = Hi € Ty = Th;; se M(p;) <0,

tome By =1 € Py = M-
O teorema seguinte demonstra que o valor M (y;) pode ser usado para determinar
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quando parar o procedimento.
Teorema 1 Para um evento A tal que P(A) > 0, se |M(u)| < eP(A), entdo

= E[f(X)[A]] <e

A prova desse teorema pode ser encontrada em artigo publicado pelo autor no

International Journal of Approzimate Reasoning [33].

O algoritmo de Lavine é imediato para o Problema A, quando varidveis sao categori-
cas (isto é, tem um nidmero finito de valores) e para Problema B. No primeiro caso,

o algoritmo se reduz a uma sequéncia de programas lineares (um para cada valor de
i) 82].

Um outro esquema iterativo baseado na regra de Bayes generalizada foi proposto
por Walley [112, Nota 6.4.1]. Nesse esquema, E[f(X)|A] é obtida iterando p;y1 =

wi+2E[(f(X) — i) Ia(X)] J(E[I4(X)]+E[I4(X)]). Este algoritmo pode ser facilmente

aplicado ao Problema B. Walley provou que seu algoritmo tem convergeéncia linear:

€1 = 06, onde § = (P(A) — P(A))/(P(A) + P(A)) e ¢ é o erro no passo i. Note
que o algoritmo de Lavine também tem convergéncia linear (se bisseccao for utilizada,
o algoritmo tem erro ¢;.; = (1/2)¢;). Para Problema B, o algoritmo de Walley é uma

escolha melhor que o algoritmo de Lavine para d < 1/2; ou seja, quando 3P(A) > P(A).

De forma geral, o Problema B pode ser entendido como a busca numérica da solucao
da equacgao (2.1). Desse ponto de vista, é evidente que convergéncia linear nao é
a melhor solugao possivel; existem métodos com convergéncia super-linear, como o
método da secante ou o método de Brent, que devem ser utilizados [92]. Tais métodos
exigem em geral um valor inicial relativamente preciso. Assim sendo, podemos resumir

a discussao do Problema B como segue:

Nota 1 A melhor solucao para Problema B € usar um método super-linear para re-
solver a regra de Bayes generalizada (por exemplo, método de Brent), usando o método
de Lavine ou método de Walley (dependendo do valor de §) para atingir wma vizinhanga

da solucao.

Retornando ao Problema A, a melhor solucao existente nao é seguir algoritmos ite-

rativos, mas sim aplicar métodos de programacao linear fracional [98]. Existem dois
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algoritmos cladssicos para solucao de programas lineares fracionais, e sé recentemente
esses algoritmos tém sido associados a conjuntos de probabilidade [58, 76, 87, 89].
O primeiro método é denominado algoritmo de Dinkelbach ou Jagannatham, e é vir-
tualmente idéntico ao algoritmo de Lavine. O segundo método é conhecido como

transformacgao de Charnes-Cooper, e é o método mais indicado na pratica.

A transformacao de Charnes-Cooper transforma o calculo de E[f(X)|A] em um

programa linear:
min Y Ja(z)f(z)Q(x); sujeito a (2.2)

Y L@)Q@) =1,  Qx) >0,

> La(@) (filw) — E[fi(X)]|A)) Qz) > 0,
X
para todas as fungoes f;(X), 14,(X) usadas para especificar o conjunto credal.

Assim, temos:

Nota 2 A melhor solu¢do para o Problema A € a transformacao de Charnes-Cooper

expressa em (2.2).

Além dos casos indicados, algumas vizinhancas topoldgicas apresentam expressoes

fechadas para célculo de probabilidades inferiores condicionais [15, 55, 111].

2.4 Verossimilhanca e valores esperados

condicionais inferiores

Problemas que envolvem inferéncias sobre uma varidvel Y a partir de observacoes de
uma variavel X em geral manipulam dois conjuntos credais. Primeiro, um conjunto
credal K(Y) que indica crengas a priori (antes das observagoes). Segundo, um con-
junto credal K(X|Y'), denominado verossimilhanga, que modela as observagoes. Como
exemplo, a drea de estatistica robusta usualmente utiliza um conjunto credal K(Y) e
uma tnica distribuigdo p(X|Y) para modelar situagoes onde crengas iniciais ndo séo
muito sélidas [9, 78, 10, 116].
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Considere agora o Problema A para varidveis discretas, com a presenca de uma unica
funcao de verossimilhanca L,(Y) = p(z|Y). O algoritmo de Lavine pode ser aplicado
diretamente; o célculo de E[f(Y)|z] usa M(p) = E[(f(Y) — p)L.(Y)] [112]. Outro
algoritmo proposto para esta mesma situa¢ao ¢ o algoritmo de White-Snow [106, 119].
Para descrever o algoritmo, considere que o conjunto credal K(Y') é especificado por
restri¢oes lineares

AP(Y = y1)... P(Y = y,)]" <B,

onde A é uma matriz e B é um vetor de dimensoes apropriadas. Defina os vetores a por
a; =P =y;), B por B; = P(X =zly;), e f por fi = f(y;), e a matriz C = A — Bl

(onde 1 é uma linha de 1’s). Entao:

E[f(Y)|z] = min [%figjlﬁfl] , sujeitoa Ca <0, Zai =1,a; > 0. (2.3)

i

O algoritmo de White-Snow pode ser entendido como uma transformacao que
“lineariza” um problema fracional, sendo bastante semelhante a transformacao de
Charnes-Cooper. O algoritmo de White-Snow poderia ser aplicado mesmo para solugao
do Problema A original (sem verossimilhanga); de qualquer forma, a tranformagao de
Charnes-Cooper é numericamente mais estavel por nao envolver divisdes por valores
de probabilidade.

Considere agora a situacao em que mais de uma funcao de verossimilhanca pertence
a K(X|Y). Ou seja, que tenhamos um conjunto credal K(Y) e um conjunto credal
K(XY), ambos contendo varias funcoes. Essa possibilidade, de importancia pratica,

tém sido raramente considerada na literatura [81, 91, 112].

O préximo teorema prova que algoritmos podem restringir atencdo a maximos e
minimos da funcao de verossimilhanca quando manipulando conjuntos de de funcoes
de verossimilhanca. O teorema usa os conceitos de verossimilhancas inferiores e su-
periores, ou seja, para conjuntos credais K(X|Y), a verossimilhang¢as inferior L,(Y)
é uma funcao definida como L,(y) = P(X = z|y) = mingxyexx|y) P(X =zly), e a
verossimilhangas superior U,(Y) é uma funciao definida como U,(y) = P(X = z|y) =

maxy x|y)ex(xly) P(X = zly).

Teorema 2 (Walley [112, Secao 8.5.3]) Considere uma fun¢ao limitada f(Y') e su-
ponha que K(X|Y) e K(X) sao separadamente especificados. Se P(X = x) > 0, entdo
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E[f(Y)|x] € o tdnico valor de pu tal que E[(f(Y) — p) pu(z|Y)] = 0, onde p,(z|y) € igual
a Ug(y) se f(y) > p eigual a L,(y) se f(y) < .

O teorema demonstra que, se P(X =) > 0,

E[f(YV)|o] = min (E,[f (YV)pu(|Y)] ) Eplpu(eY)])

onde a minimizacao é com respeito a

(1) € [inf f(V) LX), sup f(¥)L(X)], e

(i) p(Y) € K(Y).

Portanto, é possivel usar um esquema iterativo como o algoritmo de Lavine, utilizando
uma “verossimilhanca” p,(z|Y") que varia a cada iteracao do algoritmo. Cada passo do
algoritmo envolve o calculo de M (p) = E[(f(Y) — p)pu(z]Y)].

Um método mais satisfatério para o célculo de valores esperados inferiores E[f(Y)|z],
a partir de conjuntos credais finitamente gerados e separadamente especificados K (Y)
e K(X]Y), é o seguinte. Primeiro defina dois vetores, o/ and ¢, cada um com o mesmo

comprimento de a. Defina entao o seguinte programa linear fracional:

R (fLawal + £ )al)
BTl = i | 5= oty + Uay)a?) |

sujeito a: C (o' + ") <0, Y (i +af) =1, a; >0, i > 0. Para cada 4, os valores

de o' e " que minimizam a func¢ao objetivo satisfazem o) = 0 ou «/ = 0 para cada i,

(2.4)

automaticamente selecionando o valor de verossimilhanca inferior ou superior. A partir

desse programa fracional, a transformacao de Charnes-Cooper pode ser usada.

2.5 Condicionando com probabilidade inferior nula

As segoes anteriores discutiram algoritmos para célculo de E[f(X)|A] quando P(A) >
0. Nos préximos capitulos dessa dissertagao, todos os resultados assumem que eventos
condicionantes tem probabilidade inferior maior que zero. Nesta secao discutimos a
possibilidade do evento condicionante ter probabilidade inferior nula, mostrando como
essa situacao pode ser enfrentada. Devido a maior complexidade do tema, vamos

considerar apenas o caso de variaveis categoéricas e de restrigoes lineares aqui.
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Suponha entao que um evento B tem probabilidade inferior igual a zero e proba-
bilidade superior maior que zero. Ou seja, é “aceitavel” que a probabilidade de B seja
zero. B preciso obter um valor para E[f(X)|B] que seja coerente com outros valores
esperados inferiores {E[f;(X)|B;]}%., — esses valores justamente definem o conjun-
to credal K (X). Uma solucao frequentemente usada é focar apenas nas medidas de
probabilidade que colocam probabilidade maior que zero em B:

BIf(X)|B] = min Erl[f(X)|B]. (2.5
A idéia é que devemos descartar modelos que coloquem probabilidade zero sobre B
a partir do momento que B seja observado [118]. No caso de P(B) = 0 (quando
todas as medidas de probabilidade no conjunto credal levam a P(B) = 0), pode-
se entdo declarar que E[f(X)|B] é indefinido. Note que a fun¢do Q(X) em (2.2) é
proporcional a uma medida de probabilidade que coloca probabilidade maior que zero
em B. Consequentemente, o programa linear (2.2) automaticamente descarta modelos
onde P(B) = 0. Quando P(B) = 0, o programa linear nio tem solugdo factivel; nesses

casos deve-se indicar que o modelo deve ser revisado.

Um ponto de vista diferente, que nao descarta modelos, considera a “extensao na-
tural” como ponto de partida (Secao 2.2) — ou seja, parte do principio que devemos
construir o maior conjunto de medidas coerentes de probabilidades [54]. A defini¢ao
de medida coerente pode ser encontrada na Se¢ao 2.2. Em uma medida coerente, nao
hé necessidade de termos igualdade entre P(A|B) e P(AN B)/P(B); ha apenas a
restricao que P(A N B) seja igual a P(A|B) x P(B). Se P(B) é igual a zero, entao
P(ANB) e P(A|B) x P(B) sao sempre iguais, independentemente de P(A|B). De-
vido a isso, o cdlculo de valores esperados inferiores para extensdes naturais é um
problema nao-linear quando eventos condicionantes tem probabilidade inferior nula. A
nao-linearidade de inferéncias na presenca de eventos com probabilidade inferior nula
introduz varias dificuldades. Walley, Pelessoni and Vicig derivam algoritmos para re-
solver este problema [114], mas nao chegam a solu¢oes inteiramente satisfatérias. Em
primeiro lugar, os métodos de Walley, Pelessoni e Vicig nao detectam quando a ex-
tensdo natural pode ser obtida diretamente pela Expressao (2.2); deveria ser possivel
detectar automaticamente quando eventos condicionantes tem probabilidade inferior
maior que zero. Além disso, os métodos requerem sequéncias de programas lineares,

incorrendo custos para a montagem dos programas lineares.

Uma solucao completa para essas dificuldades pode ser construida através da in-
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vestigacdo de extensdes naturais. O autor produziu um algoritmo que calcula valores
esperados inferiores que tem a seguintes propriedades: quando o evento condicionante
tem probabilidade inferior maior que zero, o algoritmo leva a um unico programa linear;
caso contrario, o algoritmo segue uma sequéncia de operagoes de pivotamento que sao
equivalentes a sequéncia de programas lineares de WPV, mas com custo computacional
menor [42]. No momento, este algoritmo oferece o método mais geral e eficiente para

calculo de valores esperados inferiores.

2.6 Discussao

Este capitulo apresentou a teoria de conjuntos credais, enfatizando aspectos algoritmicos.
Foram discutidos algoritmos para calculo de valores esperados inferiores em uma série
de situacgoes. Alguns desses algoritmos foram derivados pelo autor no periodo 1998-
2002; em particular, o algoritmo resumido pela Expressao (2.4) é o método mais efi-
ciente para cdlculo de valores esperados condicionais inferiores na presenca de verossim-
ilhancas “imprecisas”, desde que condicionantes tenham probabilidade inferior maior
que zero. O algoritmo para manipulacao de eventos condicionantes com probabilidade

inferior igual a zero, discutido na Secao 2.5, também é o mais eficiente em sua categoria.
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Capitulo 3

Independéncia para conjuntos

credais

Este capitulo apresenta os principais conceitos de independéncia e independéncia condi-
cional para conjuntos credais. Os conceitos apresentados sao: irrelevancia epistémica,
independéncia epistémica, independéncia forte, e condicao de Kuznetsov. A Secao
3.2 demonstra que esses conceitos de independéncia nao levam necessariamente a con-
vergéncia de opiniGes em experimentos repetitivos; para obter convergéncia de opinioes,
o conceito apropriado é o de permutabilidade. Uma vez determinado o escopo do con-
ceito de permutabilidade, o foco retorna aos conceitos de independéncia. As Secoes
3.3, 3.4 e 3.5 analisam conceitos de independéncia com base nas propriedades de semi-
graféides — um conjunto de propriedades que sao usualmente associadas ao conceito
abstrato de “independéncia”’. A conclusao é que independéncia forte e independéncia
epistémica sao satisfatérias do ponto de vista de graféides, mas a condicao de Kuznetsov

enfrenta dificuldades.

O material aqui apresentado estd contido em artigos publicados no Internatio-
nal Journal of Approzimate Reasoning [33], na Furopean Conference on Symbolic and
Quantitative Approaches to Reasoning with Uncertainty 1999 [32], na Conference on
Uncertainty in Artificial Intelligence 2000 [35], e no International Symposium on Im-
precise Probabilities and Their Applications 2001 [48, 41]. Alguns resultados sao novos

e estao contidos em artigos recentemente submetidos para avaliacao.
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3.1 Conceitos de independéncia

Uma das dificuldades correntes na teoria de conjuntos de probabilidade é a falta de
consenso sobre qual é a definicado matemdtica correspondente ao conceito de inde-
pendéncia [20, 52]. Note que, na teoria de probabilidades usual, a definigao de inde-
pendéncia é relativamente simples: variaveis X e Y sao estocasticamente independentes

se p(X|y) = p(X) para todo valor y; ou, alternativamente, p(X,Y) = p(X)p(Y).
p(Xy) =p(X) p y; ou, , (X, p(X)p

Varios autores tem procurado adaptar o conceito de independéncia usual a con-
juntos de probabilidade. Os conceitos mais importantes sao apresentados a seguir.
Neste capitulo, como no restante deste trabalho, assume-se que todos os eventos tem
probabilidade inferior maior que zero, evitando assim casos especiais nas defini¢oes e

resultados.

3.1.1 Independéncia epistémica

O significado intuitivo de “Y ¢ irrelevante a X” é que a observacao de Y nao deve
mudar a incerteza sobre X. Sendo a incerteza sobre X expressa por um conjunto credal,
podemos argumentar que a irrelevancia de Y sobre X deve significar que K(X|y) é
equivalente a K (X) para todo valor de Y [21, 28].

Definigao 1 Varidvel Y é epistemicamente irrelevante a X condicional em Z se K(X|z)

e K(X|y,z) tem o mesmo fecho convexo para todo valor de'Y e Z.

Note que dois conjuntos credais sao equivalentes, em termos de valores esperados,

quando seus fechos convexos sao iguais.

Alternativamente, podemos definir irrelevancia epistémica usando valores esperados
inferiores: Y é epistemicamente irrelevante a X quando E[f(X)|Y =y] = E[f(X)]
para todos os valores de Y e todas as fung¢oes limitadas de X (esse conceito pode ser
formulado de maneira condicional, deixando-se uma varidvel Z como condicionante).
Esta é a formulacao original do conceito de irrelevancia epistémica por Walley [112,
Section 9.3].

Ao contréario de irrelevancia, o conceito de independéncia representa uma relacao

simétrica. Por isso, temos:
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Definicao 2 Varidveis X e Y sao epistemicamente independentes condicional em Z
se X ¢ epistemicamente irrelevante a Y condicional em Z e se Y € epistemicamente

wrrelevante a X condicional em Z.

3.1.2 Independéncia forte

Um conceito de independéncia bastante utilizado para conjuntos credais é o seguinte:!

Definicao 3 Varidveis X eY sdo fortemente independentes condicional em Z quando

todo vértice de K(X,Y") satisfaz independéncia estocdstica entre X eY condicional em
7.

Independéncia forte é razodvel quando um conjunto credal é interpretado como um
conjunto contendo uma probabilidade “correta”, e ndo como uma representacao exaus-
tiva de incertezas [112]. Independéncia forte é também razodvel quando uma colecao
de especialistas, responsaveis pela construcao de um conjunto credal, concorda que
todas as probabilidades de um modelo devem forcosamente satisfazer independéncia

estocastica.

A despeito do apelo intuitivo do conceito de independéncia forte, ndo ha uma
justificativa direta na literatura para este conceito — ou seja, uma, justificativa que nao
utilize independéncia estocédstica como ponto de partida. Defini¢cées de independéncia
forte usualmente assumem independéncia estocdstica; isto é pouco desejavel pois a
teoria de conjuntos credais pretende ser um modelo mais bésico de incerteza que a
teoria de probabilidades tradicional. Independéncia forte se apresenta como uma gene-
ralizacao puramente matematica das propriedades de independéncia estocastica. Essa

situacao serda abordada no Capitulo 4, onde uma solucao serd proposta.

'Este conceito é chamado de independéncia na sele¢io por Couso et al [20], que empregam o termo
“independéncia forte” para o conjunto credal que satisfaz Definicdo 3. Aqui o termo “independéncia
forte” se refere a um conceito de independéncia, e 0 maior conjunto credal satisfazendo a defini¢ao é

denominado extensdo forte (Secdo 4.2).
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3.1.3 Condicao de Kuznetsov

A condicao de Kuznetsov procura caracterizar a situacao em que duas varidveis sao
consideradas “independentes”. A idéia é considerar fungoes do tipo f(X)g(Y); caso
os valores esperados se “decomponham de forma apropriada”, entao as varidveis sao
ditas “independentes”.? Para formalizar a idéia, considere uma fungio h(Z) qualquer
e um conjunto credal K (Z). O conjunto credal determina um intervalo para os valores
esperados de h(Z): Hh(Z)] = [E[h(Z)], E[h(Z)]]. Note que dois intervalos [a, b] e [c, d]

podem ser multiplicados, levando ao intervalo [min(ac, ad, b, bd), max(ac, ad, be, bd)].

De acordo com a condicao de Kuznetsov, varidveis X e Y sao independentes se

Hf(X)g(Y)] =Hf(X)] x Hg(Y)],
para todas as func¢oes limitadas f(X) e g(Y"), e usando multiplicagao intervalar. Essa

condicao é equivalente a:

(3.1)

A generalizacao natural da condicao de Kuznetsov para valores esperados condi-
cionais ¢ a seguinte. Considere que duas variaveis X e Y sao independentes condicional

em um evento A se

Hf(X)g(Y)[A] = Hf(X)[A] x Hg(Y)|A],

para todas as func¢oes limitadas f(X) e g(Y'). Assim sendo, X e Y sao independentes

(de acordo com a condi¢do de Kuznetsov) condicional em Z se

Hf(X)g(Y)|z] = Hf(X)[2] x Hg(Y)]2],

para todo valor z.

3.2 Independéncia e permutabilidade

Uma das aplicacoes basicas do conceito de independéncia estocéstica tradicional ocorre

no contexto de experimentos repetidos. Suponha que uma sequéncia de observacoes

2A condicdo foi proposta pelo pesquisador russo V. P. Kuznetsov. Infelizmente, Kuznetsov faleceu
em um acidente no inicio de 1998. A maior parte do trabalho de Kuznetsov estd contido no livro
Interval Statistical Models, publicado em 1991 em russo [79].

30



Xi,..., X, estd sendo coletada, sendo que as observagoes sao independentes e mo-
deladas identicamente pela densidade p(Xj|f) — a funcao de verossimilhanga do ex-
perimento. Um resultado cldssico em estatistica é que, & medida que mais e mais
observagoes sao coletadas, a densidade p(©]Xy, ..., X,) se concentra em torno do valor
0. Esse fendmeno é ocasionalmente referido como convergéncia de opinioes Bayesianas,

e é uma consequéncia direta da suposi¢ao de independéncia entre observagoes [99].

Esta secao investiga o comportamento de sequéncias de observacoes com relacao a
conjuntos de probabilidade. Note primeiro que os conceitos de independéncia apresen-
tados nao restringem de nenhuma maneira a forma como densidades sao combinadas

(154

de experimento a experimento; a partir disso obtemos o seguinte resultado, onde “in-

dependéncia” pode significar qualquer um dos conceitos discutidos anteriormente:

Teorema 3 Para uma sequéncia de observacoes independentes, as verossimilhancas

inferior e superior sio dadas respectivamente por

Ui, (©) = [[Uxi(©) ¢ Ly, (©) = [] L (O).

A prova deste teorema pode ser encontrada em artigo publicado pelo autor no

Journal of Computational and Graphical Statistics [31].

O exemplo a seguir ilustra o tipo de fendmeno que pode ocorrer com conjuntos
credais em experimentos repetidos, quando a tnica restricao é a de independéncia

entre experimentos. Note que nao ha formacao de “consenso”.

Exemplo 3 Considere uma varidvel discreta © com N valores. Um grupo de espe-
cialistas estabelece um conjunto credal K (©) que representa as crengas sobre © antes
dos experimentos. O conjunto K (©) é tal que P(© =6;) > 0 para todo #;. As ob-
servag oes tem um numero finito de valores. Os especialistas concordam que todas as
observagoes sao independentes e satisfazem o mesmo modelo K (X;|0). Além disso, os
especialistas notam que P(Xy|0;) > P(X.|0;) > 0 para todo 6;, e P(Xy|0;) > P(X|0;)
para todo j # i. Um terceiro grupo de especialistas entdo coleta uma sequéncia de
observagoes Xj. Para sua surpresa, os especialistas notam que P(6;]X1,...,X,) tende
aum e P(6;|Xy,...,X,) tende a zero (a prova desse fato estd no artigo citado anteri-

ormente [31]).
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Muitos conjuntos podem ser facilmente construidos que satisfazem as caracteristicas
descritas no exemplo. No entanto, o desfecho é surpreendente pois os especialistas
perdem qualquer nivel de consenso existente em vista das observagoes! Outros exemplos
com propriedades similares podem ser encontrados na literatura [101, 115], mas o
Exemplo 3 produz uma situacao extrema em que todas as crencas se tornam “vacuas”

a partir de observacoes.

O fendmeno ilustrado pelo Exemplo 3 é causado pela auséncia de restricoes “entre
experimentos”. Isso ocorre pois os conceitos de independéncia existentes para conjuntos
credais sao voltados para relagoes internas a um modelo. Para modelar experimentos
repetitivos, precisamos esclarecer como os experimentos se relacionam; para tanto, uma

propriedade importante é a permutabilidade.?

O conceito de permutabilidade é o seguinte. Considere um vetor de observacoes
X =[Xy,...,Xn], e indique por P(X) um vetor cujos elementos sao uma permutagao
do vetor X. Permutabilidade ocorre se E[P(X) — X] = 0. Ou seja, a diferenca entre
um vetor X e uma permutagio desse vetor tem valor esperado nulo (ndo hd o que

“ganhar” trocando a ordem das varidveis).

Permutabilidade de X implica que:

E[P(X) - X] = -E[-(P(X) - X)] = ~E[X - P(X)] = ~E[P1(Y) - Y],

onde Y ¢ P(X) e P! indica a permutagao inversa de P. Note que uma permutagao
inversa sempre é uma permutacao, e portanto E[P(X) — X] = 0. Isso implica que todas
as medidas de probabilidade no conjunto credal em questao satisfazem P(P(X)) =

P(X). Isso caracteriza a permutabilidade de cada medida no conjunto credal.

Permutabilidade requer apenas que uma sequéncia de observacoes seja tal que qual-
quer mudanca na ordem de observacoes nao afete as conclusoes a respeito da sequéncia.
Mais importante, o fato de cada medida no conjunto credal satisfazer permutabilidade
leva ao resultado de convergéncia desejado: uma sequéncia permutdvel de observacoes
levara a uma distribui¢ao limite, que sumariza o “consenso” entre todas as distribuicoes
do conjunto credal [112]. Ou seja, a imprecisao traduzida pelo “volume” de um con-

junto credal tende a zero quando o numero de observacoes cresce indefinidamente.

30 conceito aqui discutido é denominado exchangeability por Walley [112]; infelizmente Walley
também propoe um conceito diferente, menos relevante na prética, denominado permutability. As

duas palavras da lingua inglesa tem a mesma traducdo na lingua portuguesa.
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Portanto, o método mais adequado para modelagem de sequéncias de observagoes,
tanto para conjuntos credais quanto para medidas de probabilidade, é a suposicao de
permutabilidade entre observacoes. Essa suposicao é simples, intuitiva, e tem exce-
lentes propriedades. Por isso, o restante desse trabalho nao se ocupard de sequéncias

de observacoes, procurando focar em relacoes de independéncia “intra-modelo”.

3.3 Independéncia forte e semi-grafdides

O objetivo desta secao e das secoes seguintes é estudar o comportamento dos con-
ceitos de independéncia apresentados, tendo como base as chamadas “propriedades
de semi-graféides”. Essas propriedades foram propostas na literatura de Estatistica
e Inteligéncia Artificial como modelos abstratos do conceito de irrelevancia e de in-
dependéncia [51, 90]. De fato, muitos conceitos importantes de independéncia, como

separacao de nds em grafos e independéncia probabilistica, sao semi-graféides.
Uma relagao ternaria X 1L Y | Z é denominada um semi-graféide quando satisfaz as
seguintes propriedades [62, 90, 51, 107]:
Simetria: X LY |Z =Y 1 X|Z
Redundéncia: X 1Y |X
Decomposicao: X 1L (W,Y)|Z=X1Y|Z
Uniao fraca: X L (W, Y)|Z = X1LLW|(Y,Z2)
Contracao: X LY |Z & XU W|(Y,Z)= XL (W,Y)|Z
Dawid sugere que a notacao X 1LY | Z deve ser interpretada como indicando que
“qualquer informagao sobre Y é irrelevante para a incerteza sobre X” [51]. No contexto

de conjuntos credais, deve-se tomar graféides como relacoes entre varidveis W, X, Y e
Z.

Em relacao ao conceito de independéncia forte, temos:

Teorema 4 Independéncia forte é um semi-grafoide.
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Prova. Simetria e redundancia sdo imediatas pois todo vértice de K (X,Y) satisfaz
essas propriedades. Decomposicao segue do fato que a marginalizacao de um con-
junto credal é dada pela marginalizacao de cada vértice do conjunto; portanto se os
vértices satisfazem p(W, X,Y|Z) = p(X|Z) p(W.Y|Z), o marginal p(X,Y|Z) satisfaz
Yowp(X|Z)p(W,Y|Z) = p(X|Z)p(Y|Z). Uniao fraca segue do mesmo raciocinio: se
p(W, X,Y|Z) é igual a p(X|Z)p(W,Y|Z), entdo o condicional p(X,Y|W, Z) satisfaz
p(X|2)pW,Y|Z) /p(Y|Z) = p(X|Z) p(W|Y, Z). Contracdo segue do fato que, dadas
as suposicoes de contracao, todo vértice de K(W, X,Y|Z) satisfaz p(X|W,Y,Z) =
p(X|Y, Z) = p(X|Z), e portanto todo vértice satisfaz independéncia estocdstica de X
e (W,Y). QED

3.4 Independéncia epistémica e semi-grafdides

Como o conceito de irrelevancia epistémica fundamenta o conceito de independéncia
epistémica, e como o conceito de irrelevancia epistémica nao é simétrico, é necessario
distinguir entre diferentes versoes das propriedades de semi-graféides. Assim, a pro-
priedade de redundancia tem duas versoes: X 1LY | X e Y 1l X | X. Propriedades de
decomposicao e uniao fraca tem quatro versoes, enquanto contracao tem oito possiveis
versoes, obtidas trocando as posicoes das varidveis. Quando as varidveis estao na
posicao indicada na secao anterior, a propriedade recebe o adjetivo “direta”; se as
varidveis estao trocadas em todas as relacoes, a propriedade recebe o adjetivo “rever-

sa”. Por exemplo, temos:

Contragao direta: X LY |[Z & X UW|(Y,Z)= XL (W,)Y)|Z

Contracao reversa: Y L X|Z & WILX|(Y,Z)= (W, Y)ILLX|Z.

Ha outras seis formas da propriedade de contracao, as quais nao recebem nomes es-
pecificos.*

O préximo teorema resume as propriedades de semi-graféides que sao satisfeitas pelo

conceito de irrelevancia epistémica. Note que aqui, como no restante da dissertacao,

4Uma situacdo similar é encontrada no trabalho de Galles e Pearl [61], em relacdo a axiomas de
causalidade. Em virtude da falta de simetria em relagoes causais, Galles e Pearl introduzem versoes

das propriedades de graféides denominadas “da direita” e “da esquerda”.
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assume-se que todos os eventos tem probabilidade inferior maior que zero.

Teorema 5 Tomando X 1LY |Z como “X € irrelevante a Y condicional em Z, entdo

wrrelevancia epistémica satisfaz as sequintes propriedades:

Redundéancia direta: X 1Y |X
Redundancia reversa: Y 1l X |X
Decomposigao direta: X I (W,Y)|Z = X 1Y |Z
Decomposigao reversa: (W, Y) 1 X |Z =Y 1L X|Z
Uniao fraca direta: X L (W)Y)|Z = X LW |(Y,2)
Uniao fraca reversa: (W,Y) 1 X |Z =W 1L X|(Y,Z).
Contracao reversa: Y L X |Z&W L X |(Y,Z) = (W, Y) 1L X |Z.
A prova deste teorema esta em artigo publicado no Second International Symposium
on Imprecise Probabilities and Their Applications [48]. Naquele artigo também se

encontram exemplos que mostram como todas as outras versoes das propriedades semi-

graféides podem ser violadas por irrelevincia epistémica.

Como independéncia epistémica é uma versao “simetrizada” de irrelevancia episte-

mica, as propriedades do primeiro conceito seguem das propriedades do segundo:

Teorema 6 Independéncia epistémica satisfaz simetria, redundancia, decomposicao e

unido fraca.

Embora exemplos de violagao da propriedade de contracao estejam disponiveis no
artigo mencionado anteriormente [48], é interessante apresentar um exemplo simples

aqui. A propriedade que falha para independéncia epistémica é a seguinte:

Contragao cruzada: Se X e Y sao epistemicamente independentes dado Z e se X e
W sao epistemicamente independentes dado (Y, Z), entao (Y, W) é irrelevante a
X dado Z.

O seguinte exemplo mostra a falha de contracao cruzada.
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W XY | p(X, Y, W) | po(X, Y, W) | ps(X,Y, W)
Wo | Xo | Yo 0.008 0.018 0.0093
W, X, | Yo 0.072 0.072 0.0757
W, X, | Y 0.032 0.042 0.037
Wl X | Y 0.288 0.168 0.228
W | Xo | 17 0.096 0.084 0.09
W, X, | V) 0.024 0.126 0.075
W | X1 | 0.384 0.196 0.290
WX 0.096 0.294 0.195

Tabela 3.1: Densidades que definem conjunto credal no Exemplo 4.

Exemplo 4 Considere trés varidveis binarias X, Y e W (neste exemplo a varidvel Z é
omitida). Suponha que K (W, X, Y") é o fecho convexo das trés densidades p; (W, X, Y),
(W, X,Y) e ps(W, X,Y) mostradas na Tabela 3.1. Este conjunto credal satisfaz
independéncia de X e Y e também independéncia de X e W dado Y:

K (Xo[Yp) = K(Xo[Y1) = K(Xo) (p(Xo) €[0.2,0.3])

(Yo Xo) = K(¥o| X1) = K(Yo) (p(Yo) € [0.3,0.4])

(Xo|Wo, Yo) = K (Xo|Wi, Yy) = K(Xo|Wy, Y1) = K(Xo|W1, Y1) = K(Xo)
(WolXo, Yo) = K(Wo| Xy, Yp) = K(Ws|Ys) (p(WolYo) € [0.1,0.2])

(W ) = K(

0| Xo, Y1) = K(Wy| X1, Y1) = K(Ws|Y1) (p(Wo|Y1) € [0.4,0.8]).

=R

=

K (W,

Mas para a funcao h(Y, W) = Liy—y,,w=wp} (Y, W), E[A(Y, W)|Xo] = P(Yo, Wo|Xo) =
0.0372 e E[h(Y,W)] = P(Yy, Wy) = 0.04. Consequentemente (Y, W) é relevante para
X.

3.5 Condicao de Kuznetsov e semi-graféides

A condicao de Kuznetsov, vista como uma definicao de independéncia entre variaveis
X e Y (condicional ou ndo em Z), obedece a quase todas as propriedades de graféides,

conforme mostrado no teorema a seguir. Duas observagoes sao importantes:

e Uma suposicao de nao degeneracdo é feita no teorema, significando que, quando
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um conjunto de faces de um conjunto credal se intersectam em um vértice, esse
conjunto de faces pode ser usado para “gerar” (por combinagoes lineares) todos
os demais hiperplanos que passam pela origem do espaco. Basicamente essa
suposicao requer que conjuntos credais nao sejam de dimensao inferior & dimensao
do espaco de distribuicées (por exemplo, evitando que um conjunto credal seja

um intervalo em um espaco de duas dimensoes).

o A relagao X 1l Y| Z deve ser entendida como: X e Y satisfazem a condigao de

Kuznetsov condicional em 7.

Teorema 7 A condicdo de Kuznetsov satisfaz simetria, redundancia, decomposicdo e

unido fraca, quando a aplicada a conjuntos credais nao-degenerados.

Prova. Simetria é imediata, e redundancia segue de

B (X)g(Y)|wo] = f(wo)Hg(Y)|xo] = Hf(X)]xo] x Hg(Y)]xo]

para qualquer f(X), g(Y), e qualquer xy. Decomposicao segue do fato que qual-
quer fungdo de Y é também uma funcdo de Y and W, e portanto Hf(X)g(V)|z] =
Hf(X)|2] x Hg(Y)|z] quando X 1L, (W,Y)[Z.

Para mostrar a propriedade de uniao fraca, assuma X 1, (W,Y); é necessirio
mostrar que X Il x W|Y. Para simplificar a prova, a variavel condicionante Z é omiti-
da; essa varidvel pode ser adicionada a todas os valores esperados inferiores e superio-
res. Portanto é necessdrio mostrar que, para funcoes f(X) e g(W), E[f(X)g(W)|y] =

Hf(X)]Eg(W)|y], onde a notagio E[f(X)] é usada para indicar “E[f(X)] ou E[f(X)],

satisfazendo a condicao de Kuznetsov”.

Inicialmente, pode-se provar que qualquer conjunto credal satisfazendo X 1L ;Y |W
tem que conter medidas de probabilidade que produzam tanto E[f(X)]E[g(W)|y]
quanto E[f(X)] Elg(W)lyl, BLF(X)] Elg(W)ly] e ELF(X)] Blg(W)lyl. Considere a
situagao onde E[f(X)] > 0e E[g(W)|y] > 0; nesse caso devemos ter E[f(X)g(W)|y] =
E[f(X)] Elg(W)|y)- Considere a fungio (f(X)— ELf(X)]+a)((g(W) — Elg(W)ly])T, +
B). A condigdo de Kuznetsov garante que esta fun¢ao tem valor esperado inferi-
or igual a af para qualquer a e 3; portanto deve haver uma densidade p tal que
E,[f(X)] = E[f(X)] e E,Jlg(WV)|y] = E[g(W)|y]. Outras fungoes podem ser usadas

para demostrar os outros casos da condicdo de Kuznetsov; a implicagdo é que sempre
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existe uma densidade p (em um conjunto credal que satisfaz a condi¢ao de Kuznetsov,
tal que E,[f(X)g(W)[y] = E[f(X)g(W)|y] onde E[f(X)g(W)|y] segue a condicao de

Kuznetsov.

Considere agora o maior conjunto obtido a partir de K (X) e K(W,Y") e que satisfaz
a condi¢ao de Kuznetsov X 1l i (W, Y). Denote este conjunto por K (W, X,Y"). Se for
determinado que E[f(X)g(W)ly] > Ef(X)|Elg(W)|y] para Ki(W,X,Y), entao au-
tomaticamente E[f(X)g(W)|y] = Ef(X)]Elg(W)|y] para todo conjunto satisfazendo
X g (W,Y), e a propriedade de unido fraca estd provada. O conjunto Ky(W, X,Y)

satisfaz toda inequacao da forma

> FXO)RW,Y)p(W, X,Y) > 0;

W,X,Y

consequentemente satisfaz

D (F(X)g(W)L()p(W, X, ) > 0
W,X,Y
para toda f(X), g(W) e y. Se considerarmos distribui¢des condicionais p(X,Y |w)

obtidas a partir de K;(W, X,Y), essas distribui¢oes obrigatoriamente satisfazem

> (F(X)g(W))p(X, W]y) > 0

W,X

(pois essa inequagao é obtida normalizando a inequagao anterior). Note que o maior
conjunto obtido a partir de K (X) e K(W|y), satisfazendo X 1Lx W |y, satisfaz in-
equagdes ideénticas: Yy, ¢ (f(X)g(W))p(X,Wly) > 0. A conclusio é que toda ine-
quacao usada para construir o maior conjunto que satisfaz X 1L W |y a partir de
K(X) e K(Y|w) também ¢é uma inequagao satisfeita por K (W, X|y). Portanto o
primeiro conjunto é igual ou maior que o segundo. Notando que, para o primeiro
conjunto temos obrigatoriamente que E[f(X)g(W)|y] = E[f(X)]Eg(W)|y]; obtemos
E[f(X)g(W)|y] > Hf(X)]Eg(W)|y] para Kx(W,X,Y), e unido fraca estd provada.
QED

A tnica propriedade de semi-graféides que nao ¢ mencionada no Teorema 7 ¢é a
propriedade de contracao. Como o proximo exemplo mostra, essa propriedade pode

ser violada pela condicao de Kuznetsov.

Exemplo 5 Considere varidveis bindrias W, X, e Y, e um conjunto credal K (W, X,Y’)

com oito vértices, tal que cada vértice se decompoe como p(W 1Y) p(X) p(Y'). Os valores

38



Vértice | p(wolyo) | p(woly1) | p(xo) | p(yo)
1 0.7 0.4 0.3 0.2
2 0.7 0.5 0.2 0.2
3 0.8 0.4 0.2 0.2
4 0.8 0.5 0.2 0.2
) 0.7 0.4 0.3 0.3
6 0.7 0.5 0.3 0.3
7 0.8 0.4 0.3 0.3
8 0.8 0.5 0.2 0.3

Tabela 3.2: Vértices do conjunto credal no Exemplo 5.

de p(wolyo), p(wolyr), p(xo) e p(yo) sdo dados na Tabela 3.2. Pode ser verificado
que o conjunto credal K(X,Y) satisfaz a condicao de Kuznetsov (pois todas as faces
desse conjunto podem ser decompostas como o produto de duas fungdes mais uma
constante). Da mesma forma, K(W, X|y) e K(W, X|y,) satisfazem a condicao de
Kuznetsov (de novo, todas as faces desses conjuntos podem ser decompostas como o
produto de duas fun¢des mais uma constante). Portanto o conjunto credal K (W, X,Y")
satisfaz X 1LY e X 1L W|Y; no entanto nao ¢é verdade que X 1, (W,Y). Tome a
funcdo f(X) =[1,2] e a fungdo H(W,Y) = [2,1,1,2]. Entdo E[f(X)h(W,Y)] = 2.652
para K(W,X,Y), mas E[f(X)] E[h(W,Y)] = 1.7 x 1.54 = 2.61.

3.6 Discussao

Este capitulo apresentou um panorama dos conceitos de independéncia para conjuntos
credais. A primeira conclusao importante é que os conceitos existentes nao sao apro-
priados para modelar experimentos repetitivos, situacao na qual devemos recorrer ao
conceito de permutabilidade. Julgamentos de permutabilidade sao simples e intuitivos.
Além disso, a permutabilidade em conjuntos credais tem propriedades diretamente

derivadas do conceito tradicional de permutabilidade para medidas de probabilidade.

O conceito de independéncia é muito mais controverso que o de permutabilidade.
Existem trés conceitos importantes: independéncia forte, independéncia epistémica, e

a condicao de Kuznetsov. O conceito de independéncia forte é bastante apropriado
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por ser uma generalizagao direta do conceito tradicional de independéncia estocastica,
e por satisfazer todas as propriedades de semi-graféides. No entanto o conceito de
independéncia forte requer, para sua definicdo, conceitos que envolvem medidas de
probabilidade — uma desvantagem dentro da teoria de conjuntos credais. O conceito
de independéncia epistémica é simples e intuitivo, e tem uma definicao diretamente
ligada a conjuntos credais; no entanto, o conceito fere a propriedade de contragdo. A
condicao de Kuznetsov por sua vez é relativamente simples, embora nao tao intuitiva,

e também fere a propriedade de contracao.

Assim sendo, a propriedade de contracao parece ser um elemento fundamental na
comparacao entre conceitos de independéncia. A propriedade de contracao é defendida

por Pearl da seguinte forma [90, p. 85]:

O axioma de contracao estabelece que, se julgamos W irrelevante a X depois
de receber alguma informacao irrelevante Y, entao W deve ser irrelevante

[a X] antes de recebermos Y.

Nesse trecho deve-se notar primeiro que Pearl usa o termo “irrelevante”, nao “indepen-
dente”. Deve-se notar também que Pearl descreve apenas a propriedade de contracao
reversa. De fato, a propriedade de contracao reversa é bastante desejavel em um con-
ceito de independéncia, e o par irrelevancia/independéncia epistémica tem a capacidade
de representar essa propriedade de forma flexivel — mais flexivel até que o conceito de

independéncia forte.

Portanto, os conceitos de irrelevancia e independéncia epistémicas se apresentam co-
mo os mais bem fundamentados e mais apropriados para manipulacao de independéncia
em conjuntos credais. O conceito de independéncia forte também apresenta excelentes
caracteristicas e sobretudo uma desejavel semelhanca com o conceito tradicional de in-
dependéncia estocdstica. A condicao de Kuznetsov nao parece ter as mesmas vantagens

dos outros conceitos e por isso nao serd abordada no restante desse trabalho.

Uma questao importante é: existe alguma maneira de unificar os conceitos de ir-
relevancia e independéncia epistémicas e o conceito de independéncia forte? Esta é a

questao central abordada no préximo capitulo.
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Capitulo 4

Redes credais e a condicao de

separacao

Este capitulo foca em conjuntos credais que sao representados por meio de grafos
direcionados aciclicos. Tais modelos sao denominados redes credais e tem o poder de
representar varias relagoes de independéncia entre varidveis [7, 13, 58, 109]. Por isso,
sao modelos convenientes na investigacao de conceitos de independéncia em conjuntos

credais.

Em uma rede credal, cada né de um grafo é associado a um conjunto credal. Ha
dois problemas em redes credais: primeiro, decidir qual conceito de independéncia
deve ser utilizado em uma rede; segundo, decidir como combinar os diversos conjuntos
credais associados a rede. O objetivo deste capitulo é apresentar uma teoria de redes
credais que resolva essas dificuldades e leve a uma unificacao dos conceitos de inde-
pendéncia epistémica e independéncia forte. Usando os conceitos do Capitulo 3, uma
nova condicao para independéncia em redes credais é proposta, denominada condicdo
de separagao. Esta condicao de separacao organiza a teoria de redes credais e conecta
os diversos conceitos de independéncia. A partir dessa condicao, redes credais passam
a ter uma interpretacao relativamente simples em termos de extensoes fortes. Assim,
esta dissertacao atinge seu objetivo de fornecer uma teoria completa que une conceitos

de independéncia e modelos multivariados.

O material aqui apresentado estd contido em artigos publicados na Conference on
Uncertainty in Artificial Intelligence 2000 [35] e 2002 [50].
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Figura 4.1: Exemplo de rede Bayesiana.

4.1 Modelos baseados em grafos direcionados

aciclicos

Vérios modelos estatisticos multivariados podem ser representados através de grafos.

As préximas secoes apresentam redes Bayesianas e redes credais.

4.1.1 Redes Bayesianas

Uma rede Bayesiana é uma representacao compacta e eficiente para uma medida de
probabilidade. A Figura 4.1 traz um exemplo conhecido de rede Bayesiana, proposto
por Charniak [14]. Este exemplo descreve uma familia, envolvendo varidveis family-out
[, dog-health b, lights-on |, dog-out d, e hear-bark h.

Uma rede Bayesiana é sempre composta por um grafo direcionado aciclico e uma
colecao de varidveis X. Cada no6 do grafo é associado a uma varidvel X; e com uma
densidade condicional p(X;|pa(X;)) — os “pais” de X; sao indicados por pa(X;) (onde
“pai” tem o sentido usado na teoria de grafos). Redes Bayesianas satisfazem a condi¢io
de Markov: Toda varidvel é independente de seus nao-descendentes condicional em seus
pais. A condicao de Markov implica que toda rede Bayesiana representa uma densidade

de probabilidade da seguinte forma:

p(X) = Hp(Xilpa(Xi)) : (4.1)
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0.2 <p(w) <0.3
0.1 < p(z|w) < 0.2 0.8 < pla|w) < 0.9
0.4 < p(ylz) 0.5 0.5 < plyla) < 0.6
0.7 <p(zly) <08 0.1 <p(z]y) <0.2

Figura 4.2: Exemplo de rede credal com quatro varidveis bindrias.

A moralizagao de uma rede Bayesiana produz um grafo nao direcionado da seguinte
forma: os arcos do grafo direcionado original tem suas diregoes removidas, e os pais de

cada variavel do grafo original sao ligados.

Uma das propriedades mais importantes de redes Bayesianas ¢ a de d-separacao [90]:
se dois conjuntos de varidveis W e Y sao bloqueados por um conjunto de varidveis Z
no grafo moralizado, W e Y sao estocasticamente independentes condicional on Z.
Essa propriedade é importante porque permite descobrir, em tempo polinomial ao
tamanho da rede, as relacoes de independéncia estocastica na rede — com importantes

implicacoes em algoritmos de manipulacao de redes [90].

4.1.2 Redes credais

Redes credais sao estruturas que representam conjuntos credais usando grafos dire-

cionados aciclicos [28]:

Definicao 4 Uma rede credal para varidveis X € um grafo direcionado aciclico onde

cada no € associado a uma varidvel X; em X e com um conjunto credal condicional
K (Xi|pa(X;)).

Figuras 4.2 e 4.3 mostram duas redes credais. Serd assumido, em todo o desen-
volvimento a seguir, que os conjuntos credais associados a uma rede credal sao sepa-
radamente especificados (Segao 2.2). Ou seja, o “conjunto credal” K(X;|pa(X;)) na
verdade representa uma colecao de conjuntos credais, um para cada valor de pa(X;)

— e cada um desses conjuntos é especificado independentemente dos demais. Razoes
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(1) Plag) € [1/2,3/3]
P(bolag) € [1/2,3/5]
P(bo al) € [2/5, 1/2]
e P(do|bo) € [1/5,4/5]
P(do bl) € [1 10, 1/2}
@ Q Pleo|co. do) € [1/10.9/10]
P(eg Co,dl) =
P(eo Cl,d()) € 3/10, 1/2]
e P(e() Cl,dl)e 1/10,1/2]
P(eo CQ,dO) = 1/2
P(eo Cz,dl) € 1/2,3/5]
P(foleo, go) € [1/5,51/100]
Q P(foleo, 1) € [1/4,1/2]
P(fo 61,90) S 9/20, 11/20]
P(fole1,g1) € [7/20,11/20]
G P(ho 6[1/5,11/20]
P(golho) € [1/5,1/2]
P(go|h1) € [3/10,1/2]

Figura 4.3: Exemplo de rede credal: todas as variaveis sao binarias, exceto C', que tem

trés valores.

que justificam a restricao a conjuntos separadamente especificados estao apresentadas
em [50].

Um conjunto credal K(X) que satisfaz todas as restrigdes expressas por uma rede
credal é uma extensao da rede credal. Note que a Definicao 4 nao prescreve uma unica
extensao para redes credais. Existem duas extensdes que merecem destaque: ezrtensoes

fortes e extensoes epistémicas. FEssas extensoes sao estudadas nas secoes seguintes.

4.2 Extensoes fortes

Suponha que, a partir de uma rede credal, seja construido o maior conjunto credal para
o qual toda varidvel é fortemente independente de seus nao-descendentes conditional
em seus pais. Ou seja, o conjunto credal satisfaz a condicao de Markov com respeito
a independéncia forte. Este conjunto é denominado a extensao forte da rede credal, e

tem a seguinte forma:

Teorema 8 A extensao forte de uma rede credal € o fecho convezro de todas as densi-
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dades de probabilidade que satisfazem a condicao de Markov na rede:

K(X) = FECHO CONVEXO ( [T (XL ) , (4.2)

onde L(X;|pa(X;)) € o conjunto que contém todas as combinagoes permitidas de den-

sidades de K (X;|pa(X;)) (o conjunto credal condicional extensivo).

A prova deste teorema pode ser encontrada em artigo publicado pelo autor na
Conference on Uncertainty in Artificial Intelligence 2000 [35]; o resultado aparece sem

prova em véarias publicagbes anteriores [13, 26, 58, 109].

Se toda combinacao de densidades de K (X;|pa(X;)) é permitida, entao L(X;|pa(X;))

¢ o maior possivel; nesse caso a extensao forte é dita separadamente especificada.

Extensoes fortes tem uma similaridade intuitiva com redes Bayesianas, que se traduz

no seguinte resultado:

Teorema 9 Dado uma rede credal onde todas as combinac¢oes de variaveis tem pro-
babilidade inferior mator que zero, toda relagdo de d-separagao entre varidveis na rede

corresponde a uma relacdo de independéncia forte na extensdo forte da rede.

A prova deste teorema também pode ser encontrada em artigo publicado pelo autor
na Conference on Uncertainty in Artificial Intelligence 2000 [35]. O teorema demonstra
que os mesmos algoritmos usados para d-separacao de redes Bayesianas podem ser

usados para extensoes fortes.

O ponto negativo de extensoes fortes é que estas extensoes “herdam” os problemas
de independéncia forte: ¢ dificil justificar o conceito, e todas as defini¢oes existentes se

baseiam em independéncia estocéstica.

4.3 Extensoes epistémicas

Suponha que, a partir de uma rede credal, seja construido o maior conjunto credal
) )
para o qual toda varidvel é epistemicamente independente de seus nao-descendentes

conditional em seus pais. Ou seja, o conjunto credal satisfaz a condicao de Markov
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com respeito a independéncia epistémica. Este conjunto é denominado a extensdo

epistémica da rede credal.

Extensoes epistémicas tem uma interpretacao bastante intuitiva, porém a manipula-
cao de extensoes epistémicas é ainda um desafio. Os tinicos algoritmos disponiveis para
calculo de probabilidades inferiores em extensoes epistémicas foram produzidos pelo
autor em sua dissertacao de doutorado [34]. A complexidade de extensoes epistémicas
é enorme: a extensao epistémica da rede na Figura 4.2 tem mais de 6 milhoes de
vértices! Além disso, ndo é sabido se extensdes epistémicas satisfazem ou nao relagdes
de d-separacao. Finalmente, extensoes epistémicas levam a dificuldades na separacao

de sub-modelos em redes credais, como ilustrado no préximo exemplo.

Exemplo 6 Considere duas varidveis binarias X e Y tal que X e Y sao epistemica-
mente independentes e p(X) € [2/5,1/2], p(Y) € [2/5,1/2]; ou seja, uma rede credal
trivial com dois nds desconectados. A extensao forte desta rede tem quatro pontos ex-
tremos (vetores contém valores p(zo, yo),p(zo, y1),0(%1, o), p(z1,v1)): [1/4,1/4,1/4,1/4],
[4/25,6/25,6/25,9/25], [1/5,1/5,3/10,3/10],[1/5,3/10,1/5,3/10]. A extensao epistémica
tem seis pointos extremos: os quatro vértices da extensdo forte e [2/9,2/9,2/9,1/3],
[2/11,3/11,3/11,3/11]. Um especialista entdo comunica que p(y) é exatamente 2/5.
Para simplificar os cdlculos, o especialista simplesmente calcula p(X|Y’) para cada
vértice da extensdo epistémica e multiplica p(X|Y") por 2/5 para obter novos vértices.
Como X e Y sao independentes, o especialista imagina que nao ha necessidade de
mudar a probabilidade condicional p(X|Y’) e recalcular toda a extensdo epistémica.
Realizando esses cdlculos, o especialista obtém quatro pontos: [4/25,6/25,6/25,9/25],
[1/5,3/10,1/5,3/10], [1/5,6/25,1/5,9/25], [4/25,3/10,6/25,3/10]. Porém, nesse novo
modelo X e Y nao sao epistemicamente independentes! Por exemplo, p(yy) = 2/5
mas p(yo|zo) € [2/5,4/7].

Outro exemplo, bastante informal, é o seguinte. Tome trés varidveis, X como
{ensolarado, nublado}, ¥ como {aeroporto funcionando, aeroporto fechado}, W as
{bom tempo, mal tempo}. Suponha que temos a rede credal da Figura 4.2 (sem a
variavel Z), e independéncia epistémica entre Y e W condicional em X. Nesse modelo,
uma modificacao na probabilidade de W pode levar a mudancas na probabilidade de
Y condicional em X  se essas mudancas nao forem feitas, as varidveis podem violar
independéncia epistémica. No entanto, parece absurdo mudar o modelo para W apenas

porque houve uma mudanca em uma varidvel que é “independente” de W.
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4.4 A condicao de separacao

As duas secoes anteriores podem ser resumidas como segue: extensoes fortes sao algo-
ritmicamente similares a redes Bayesianas, mas enfrentam os problemas de interpre-
tacao do conceito de independéncia forte; extensoes epistémicas sao intuitivas mas nao
satisfazem algumas condicOes bésicas que deveriam ser esperadas de um conceito de
“independéncia”. O problema é que independéncia epistémica nao tem comportamento
desejavel quando associada a condicao de Markov. A seguinte questao pode ser formu-
lada: existe algum tipo de modelo para redes credais que, partindo de independéncia

epistémica, tem as mesmas propriedades de separacao que redes Bayesianas?

A idéia central proposta nesse trabalho é que a condicdo de Markov tradicional
¢ muito fraca quando aplicada a redes credais. Para obter uma condicao apropriada
a redes credais, considere a seguinte interpretacao para a expressao “mudancas na
crenga”. Suponha que um conjunto credal é dado. Todo vértice de K(X,Y) pode
ser escrito como p(X|Y)p(Y). Selecione um vértice p(X,Y), remova-o da colegao
de pontos extremos de K(X,Y) e modifique-o: substitua p(Y) por uma densidade
arbitrdria p'(Y). Entdo insira p(X|Y") p/(Y") de novo na cole¢do de pontos extremos de
K(X,Y) e tome o fecho convexo. Essa modificagao serd denominada uma mudanca de

crenca em K(X,Y) com respeito a Y.

Considere agora a seguinte condicao:

Definicao 5 (Condicao de separacgao) Toda variqvel X; € epistemicamente inde-
pendente de seus ndo-descendentes condicional em seus pais, mesmo que haja uma

mudanca de crenga em K(X,Y) com respeito a X;.

O proéximo teorema demostra que a condicao de separacao atinge seus objetivos:
quando imposta a uma rede credal, a condicao de separacao leva a uma extensao que
satisfaz as condicoes de separacdo em uma rede Bayesianas — de fato, a condicao de

separacdo leva a uma extensao forte!

Teorema 10 Em uma rede credal, a condicdo de separacao € vidlida se e somente se
toda varidvel X; € fortemente independente de seus nao-descendentes condicional em

seus pais.
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4.5 Discussao

Para entender as consequéncias da condicao de separacao na teoria de redes credais,

note que os Teoremas 8 e 10 implicam a equivaléncia de

1. Condigao de separagao (com independéncia epistémica); e

2. Extensao forte.

Portanto, independéncia epistémica satisfaz as relacoes de separacao de redes Bayesia-
nas, desde que associada a condicao de separacao. Além disso, extensoes fortes nao
dependem diretamente do conceito de independéncia forte, mas sim do conceito de in-
dependéncia epistémica. Independéncia forte pode ser vista como um conceito derivado

de independéncia epistémica e condicao de separacao.

Como discutido no Capitulo 3, independéncia forte enfrenta dois problemas. Em
primeiro lugar, depende da referéncia a densidades dentro de um conjunto credal. Em
segundo lugar, depende da definicao de independéncia estocastica. O desenvolvimento
apresentado nesse trabalho, culminando na condicao de separacao, elimina a neces-
sidade de independéncia estocastica. Também é possivel eliminar a necessidade de
mencionar densidades; para isso, é necessario definir mudanca de crenca de forma a
nao mencionar densidades. Isso é possivel: basta dizer que a mudanca de crenga com
respeito a Y ocorre pela adicao de restricoes de probabilidade por valores esperados
inferiores (note que E[f(X)] = « equivale a E,[f(X)] > «). Isso leva a uma situacao
em que a teoria de conjuntos credais pode ser inteiramente desenvolvida sem mencao

a conceitos particulares da teoria de medidas de probabilidade.

A manipulagdo de extensoes fortes oferece grandes desafios computacionais. FEx-
tensoes fortes podem ter um enorme numero de vértices, e o calculo de valores espera-
dos inferiores a partir de extensoes fortes leva a problemas NP-dificeis mesmo em redes

cujo grafo é uma arvore [50].
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Capitulo 5

Conclusao

Este trabalho procurou descrever as atividades de pesquisa do autor no periodo 1998-
2002, dando énfase & sistematizacao de um particular tépico de pesquisa: conceitos de
independéncia em conjuntos credais. O Capitulo 1 procurou tracar um panorama geral

das atividades do autor, enquanto os demais capitulos focaram em conjuntos credais.

A teoria de conjuntos credais é apropriada em uma série de aplicacoes relacionadas
a tomada de decisoes — situacoes onde a teoria convencional de probabilidades en-
frenta dificuldades. O Capitulo 2 procurou mostrar quando a teoria é recomendada, as
razoes do interesse despertado pela teoria na drea de inteligéncia artifical, e sobretudo
procurou introduzir os conceitos basicos utilizados na teoria. O Capitulo 2 enfatizou
aspectos algoritmicos de conjuntos credais, procurando mostrar o estado-da-arte para
manipulacao de modelos que nao contém julgamentos de independéncia. Boa parte dos

algoritmos mais eficientes conhecidos foi desenvolvida pelo autor.

O Capitulo 3 é voltado para a andlise dos conceitos de independéncia e permu-
tabilidade propostos na literatura. Através da andlise de exemplos e do estudo das
propriedades de semi-graféides, os conceitos de independéncia forte e independéncia
epistémica se mostraram bastante satisfatorios. Porém o conceito de independéncia
forte demonstra certa fragilidade quanto a sua motivacao e justificativa. Esse problema
se estende a modelos baseados em grafos direcionados e independéncia forte — as
extensoes fortes de redes credais. O conceito de independéncia epistémica é mais intui-
tivo mas também enfrenta dificuldades quando aplicado a redes credais. O autor tem

contribuido regularmente em relacao a esses temas, e os resultados descritos resumem
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significativa porcao dos resultados existentes sobre conjuntos credais e conceitos de

independéncia.

O Capitulo 4 descreve as dificuldades relacionadas a redes credais e propoe uma
solucao, na forma da condicao de separacao. Em resumo, tomando independéncia

epistémica como a definicao de independéncia para conjuntos credais, temos:
Condicao de separacao < Extensao forte. (5.1)

A equivaléncia expressa em (5.1) lembra a relacao existente em redes Bayesianas, onde:
Condicao de Markov < Expressao (4.1).

Em ultima anélise, a equivaléncia (5.1) é a razao pela qual a condigao de separagao

pode ser uma base sélida para a teoria de redes credais.

O trabalho aqui descrito fornece meios para que a teoria de redes credais possa ser
explorada de forma organizada. Uma série de desafios de pesquisa pode ser abordada
a partir dos resultados aqui apresentados. Um dos maiores desafios é desenvolver
algoritmos que possam manipular com eficiéncia as diversas extensoes de redes credais.
Outro desafio é generalizar a teoria para casos limite, como situagoes em que conjuntos
credais sao degenerados ou eventos condicionantes tem probabilidade inferior igual a
zero. Finalmente, o maior desafio é provavelmente aplicar a teoria de conjuntos credais

a problemas praticos que possam revelar os pontos fortes e os pontos fracos da teoria.
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